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PROPOZYCJA ALGORYTMU SAMOUCZENIA SIE
SIECI NEURONOWYCH TYPU GNG
ZE ZMIENNYM KROKIEM UCZENIA

Streszczenie: Jednym z kluczowych parametréw procesu samouczenia Si¢ sieci neurono-
wych typu GNG jest szybkos¢ zmiany pozycji w przestrzeni neuronu uczacego sig i najbliz-
szego potaczonego z nim neuronu. Zalezy ona od lokalnego btedu kwantyzacji i statej na-
zywanej krokiem uczenia. Stata wartos¢ kroku uczenia w szczegélnosci niepotrzebnie zwal-
nia proces samouczenia sie w poczatkowej jego fazie. W artykule proponuje sie modyfika-
cje algorytmu, wprowadzajac zmienny krok uczenia oparty na liniowej funkcji iteracji mie-
dzy kolejnymi fazami wstawiania nowego neuronu do sieci. Przeprowadzone rozwazania
teoretyczne i eksperymenty symulacyjne potwierdzaja zasadnos¢ proponowanej zmiany.

Stowa kluczowe: samouczaca sig sie¢ neuronowa GNG, analiza skupien.

1. Wstep

Samouczace sie sieci neuronowe o zmiennej strukturze znajduja liczne zastosowa-
nia w grupowaniu i klasyfikacji danych. Do sieci tego typu zalicza si¢ sie¢ SOM
(Self Organizing Map) zaproponowana przez Kohonena [Kohonen 1997; Deboeck,
Kohonen 1998] i sie¢ GNG (Growing Neural Gas) zaproponowana przez Fritzkego
[1994]. Z rozwazan teoretycznych, a takze badan symulacyjnych [Migdat-Najman
2009; Najman 2009] wynika, ze wiekszy potencjat w grupowaniu danych wielo-
wymiarowych prawdopodobnie ma sie¢ GNG. Mimo licznych zalet sieci tego typu,
do ktérych zaliczy¢ nalezy ich szybka zbieznos¢, oszczedna strukture sieci, auto-
matyczne rozpoznawanie liczby skupien separowalnych, sie¢ ta ma takze wady. Je-
zeli odlegtos¢ migdzy najblizszymi obiektami z r6znych skupien jest tego samego
rzedu co przecietne odlegtosci miedzy obiektami w tych skupieniach, to sie¢ GNG
moze ich poprawnie nie rozdzieli¢. Z badan symulacyjnych wynika [Najman
2010], ze jednym z najwazniejszych parametrow wpltywajacych na zdolnos¢ do
rozdzielania skupien stabo separowalnych jest krok uczenia neuronu wygrywajace-
go i jego najblizszego sasiada. W decydujacy sposob wptywa on takze na czas sa-
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mouczenia si¢ sieci. W literaturze nie ma jednak wskazowek, jak krok ten powi-
nien by¢ ustalany.

Celem prezentowanych badan jest weryfikacja hipotezy o mozliwosci zwiek-
szenia potencjatu sieci GNG w analizie skupien przez uzmiennienie kroku samo-
uczenia si¢ sieci. Klasyczny algorytm samouczenia si¢ zostanie zmodyfikowany
przez wprowadzenie — w miejsce statego kroku uczenia — kroku zmiennego. Za-
prezentowane zostana wyniki analizy poréwnawczej z algorytmem klasycznym.

2. Modyfikacja algorytmu samouczenia si¢ sieci GNG

Istota budowy sieci GNG jest to, ze sktada sie ona jedynie z takiej liczby neuro-
now, ktéra wystarczy do poprawnej identyfikacji skupien istniejacych w zbiorze
danych. Sie¢ powinna posiada¢ umiejgtnos¢ odwzorowania skupien w przestrzeni o
dowolnym wymiarze, o dowolnej konfiguracji w przestrzeni i autonomicznie wy-
znacza¢ liczbe skupienl. Sie¢ GNG spetnia te wymagania, cho¢ moze mieé¢ pro-
blemy z rozdzieleniem skupien stabo separowalnych [Najman 2009].

Szczegblna niedoskonatoscia algorytmu samouczenia sie sieci GNG jest staty
krok uczenia neuronu wygrywajacego &, i najblizszego potaczonego z nim neuro-

nu &,. W oryginalnym algorytmie szybko$¢ zmiany potozenia neuronu jest linio-
wa funkcja btedu kwantyzacji i kroku uczenia:

Awg =<9b(§—Wsl) 1)

aw, =g, (£-w;) (VieN,), )

gdzie state &,i ¢, sa zwykle matymi utamkami [Fritzke 1994; Najman 2009]. To

rozwiazanie powoduje, ze krok uczenia jest wigkszy na poczatku procesu uczenia
sie sieci (duzy btad kwantyzacji), a w miare jego postepdw maleje. Poniewaz state
&, 1 &, przyjmuja wartosci bliskie zero (dla zapewnienia matych btedow kwanty-

zacji w koncowej fazie uczenia sig¢ sieci), to poczatkowa szybkos¢ uczenia sig sieci
jest w praktyce mata. Szczegdlnie jest to widoczne w przypadku wigkszych zbio-
row. W kolejnych iteracjach sie¢ uczy sie przypadkdéw potozonych w dowolnej
czesci przestrzeni obiektdéw i choé¢ btad kwantyzacji maleje, to og6lny efekt ucze-
nia jest niewielki. Sytuacja poprawia sie w miare kolejnych iteracji, ale gtéwnie za
przyczyna wzrostu liczby neurondw. Podobnie problematyczne jest koncowe ucze-
nie sie sieci. Gdy neurony sa juz w poblizu odwzorowywanych obiektéw i btad
kwantyzacji jest matym utamkiem, szybkos¢ uczenia si¢ jest niemal zerowa.

1 Szczegoty budowy algorytmu uczenia sie sieci GNG znajduja si¢ w: [Fritzke 1994; Najman
2009].
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W konsekwencji poczatkowe i koncowe uczenie sig sieci jest nadmiernie zwolnio-
ne. Dla grupowania duzych zbioréw danych wazniejsza jest poczatkowa szybkosé
uczenia sie sieci. Jesli neurony szybko wypetnig cata przestrzen zmiennych, dalsze
uczenie si¢ bedzie bardzo szybkie. Koncowy etap uczenia si¢ sieci ma kluczowe
znaczenie jedynie dla rozrézniania skupien stabo separowalnych. Z powyzszych
powoddw w prezentowanych badaniach zostanie przedstawiona propozycja zwigk-
szenia poczatkowej szybkosci uczenia sie sieci GNG.

Rozwiazaniem problemu zbyt wolnego uczenia sie¢ sieci w pierwszym etapie
tego procesu moze by¢ zmienny krok uczenia sie sieci2. Proponuje sie, aby state
g,1 &, zastapi¢ wartosciami odpowiedniej funkcji. Optymalnie byloby, gdyby
wartosci te malaty wraz ze wzrostem liczby iteracji. Wybor odpowiedniej funkciji jest
tu wtorny. Niemal kazda funkcja, nawet liniowa, spetnia postawione wymagania
(cho¢ w rozny sposob wptywa na dynamike zmian wartosci parametrow). Jedyny
warunek, jaki musi by¢ spetniony, to taki, aby wartosci funkcji byly z przedziatu
[0, 1]. Dla wartosci wigkszej niz 1 neuron, zamiast sig zbliza¢ do obiektu, mogiby go
»przeskakiwaé”. Dla wartosci mniejszych niz 0 neuron oddalatby sie od obiektu.

Wazniejszym problemem niz wybdr funkcji jest ustalenie jej argumentow.
Najprostszym rozwiazaniem byloby uzaleznienie wielko$¢ kroku uczenia od ogo6l-
nej liczby iteracji samouczenia sie sieci. Krok uczenia wéwczas malatby wraz ze
wzrostem liczby iteracji. Parametr ten ma jednak bardzo mate znaczenie w algo-
rytmie samouczenia sig sieci GNG. Jest w zasadzie tylko ograniczeniem zadanym
a priori na czas pracy algorytmu. Jezeli nie uda sie osiagna¢ zaktadanego matego
sredniego btedu kwantyzacji sieci, to algorytm zostanie przerwany po zadanej licz-
bie iteracji. Poniewaz nie mozna w zaden sposob przewidzie¢, jaka liczba iteracji
jest konieczna do osiagnigcia tego celu, ustala si¢ ja arbitralnie. Badajac nieznany
zbior danych zwykle ustala sie te liczbe tak, aby czas pracy sieci byt co najwyzej
kilkuminutowy. Gdy w wyniku kolejnych przyblizen zostana ustalone pozostate
parametry pracy sieci, liczbe iteracji zwieksza sie — ale jednoczesnie traci ona zna-
czenie. Liczba ta bowiem jest osiagana tylko w przypadku porazki sieci, a wigc
nieosiagniccia zakladanego s$redniego btedu kwantyzacji. Uzaleznienie kroku
uczenia od ogolnej liczby iteracji skutkowatoby znaczacym zwolnieniem pracy
sieci, poniewaz zmiany pozycji neuronow bytyby bardzo mate.

Od ogolnej liczby iteracji wazniejsza wydaje sie liczba iteracji, ktdéra mija mie-
dzy kolejnymi fazami wstawiania nowego neuronu do sieci. Nowy neuron pojawia
sie zawsze w tej czesci sieci, ktora charakteryzuje sie najwickszym lokalnym bte-
dem kwantyzacjis. Jest to w danym momencie najgorszy neuron, a wicc takze ten,

2 Jest tu pewna analogia do algorytméw uczenia sieci nadzorowanych, z ktérych wiele zawiera w
sobie zmienny krok uczenia. Nie mozna jednak tej idei zaczerpna¢ wprost z tych algorytméw ze
wzgledu na duze réznice w konstrukcji samej sieci, a takze catkowita odmiennos¢ algorytmu samo-
uczenia sie sieci GNG.

3 Btad kwantyzacji badanego neuronu i drugiego, najblizszego i potaczonego z nim neuronu.
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ktory bedzie si¢ uczyt w pierwszej kolejnosci. To takze ten neuron wymaga naj-
szybszego uczenia. Zastosowanie zmiennego kroku uczenia opartego na liczbie ite-
racji miedzy kolejnymi fazami wstawiania nowego neuronu spowodowatoby, ze
nowo wstawiony neuron bedzie uczy? sie bardzo szybko, prowadzac do szybkiego
spadku lokalnego btedu kwantyzacji. Oczywiscie catkowity btad kwantyzacji sieci
takze bgdzie malat szybciej niz w klasycznym algorytmie. Jednoczesnie liczba ta
jest tylko matym utamkiem ogolnej liczby iteracji, wigc zmiany kroku w kolejnych
iteracjach beda znacznie wigksze. Zmienny krok uczenia oparty na powyzszej za-
sadzie mozna zapisa¢ hastepujaco:

= _
gbi - gb(i—l) max(i) ' (3)
& .
£ =6,  ——Y 4)

ni = “n(i-1) maX(I)

Zmiana potozenia neuronu, uwzgledniajaca lokalny btad kwantyzacji i zmien-
ny krok uczenia oparty na funkcji liniowej i liczbie iteracji miedzy fazami wsta-
wiania neuronu, moze by¢ ostatecznie zapisana nastepujaco:

AWsl = &y (é:_wsl) | (5)

AW =g (&=~ w). (6)

Konieczne jest jeszcze ustalenie poczatkowych wartosci &,,i &,,. Proponuje

sie, aby wartosci te byty utamkami bliskimi 0,5. Wieksze wartosci spowoduja, ze w
jednym kroku neuron nauczy sig idealnie najblizszego obiektu i nie bedzie sig juz
wiecej uczyt. Pokonanie tylko potowy odlegtosci gwarantuje wieksza zdolnos¢
neuronu do generalizacji, a wiec odwzorowywania wiekszej liczby podobnych
obiektow.

Nalezy si¢ spodziewac, ze w momencie wstawiania nowego neuronu begdzie sig
on uczyt bardzo szybko. W kolejnych iteracjach pozycje neuronéw beda sie zmie-
nia¢ coraz wolniej az do momentu wstawienia kolejnego neuronu, kiedy nastapi
znaczacy skok w potozeniu neurondw. Strategia ta moze potencjalnie przyczynic¢
sie takze do ograniczenia liczby neuronéw uczacych sie ,,na pamiec¢”.

4 W algorytmach uczenia klasycznych sieci warstwowych stosuje sie strategie polegajaca na
okresowym zaburzaniu wag wszystkich neuronéw o mate losowe wartosci. Dzieki temu zabiegowi
neuron, ktéry dobrze si¢ nauczyt odwzorowywania pewnej klasy obiektéw, po kilku iteracjach po-
wroci na swoje miejsce. Jednoczesnie neurony, ktore ,,utknety” w lokalnym minimum funkcji btedu
uczenia, a wiec nauczyly sie bezbtednie identyfikowad, ale tylko jeden obiekt, tracac w ten sposéb
zdolnos¢ do generalizacji, moga zosta¢ ,,wybite” z tego minimum i w kolejnych iteracjach moga zna-
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3. Eksperyment badawczy

W celu weryfikacji powyzszych hipotez przeprowadzono szereg eksperymentow.
Przygotowano osiem zbioréw danych umownych o znanej strukturze grupowe;j i
przeprowadzono analize poréwnawcza efektywnosci klasycznego algorytmu sa-
mouczenia sig sieci GNG z algorytmem ze zmiennym krokiem uczenia. Zbiory te
przedstawione sa na rysunku 1. Ro6znia sie liczba obiektow, liczba skupien i ich
konfiguracja w przestrzeni. Niektére z nich maja prosta strukture grupowa inne
bardziej ztozona. Dla kazdego ze zbioréw przeprowadzono grupowanie klasycz-
nym algorytmem GNG i zmodyfikowanym.

Algorytm zmodyfikowany rézni sie od klasycznego wytacznie elementem uzmien-
nienia kroku uczenia. Poréwnano trzy parametry uzyskanych rozwiazan: uzyskana
liczbe neurondw (przy danym srednim btedzie kwantyzacji im mniej, tym lepiej), czas
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lez¢ minimum globalne. Dobrze nauczona sie¢ po takim wstrzasie w niewielkiej liczbie iteracji od-
tworzy swoja strukturg. Stabo nauczona sie¢ moze znaczaco poprawié swoja efektywnosc.
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Rys. 1. Zbiory testowe

Zrédto: opracowanie wiasne.

uczenia sie sieci (przy danym srednim bledzie kwantyzacji im krotszy, tym lepiej) i
sredni btad kwantyzacji (im mniejszy, tym lepiej). Wyniki symulacji przedstawio-
no w tab. 1. Podkreslono najlepsze wyniki w kazdej kategorii.

Ogolna liczba neuronéw uzyskana przez sie¢ uczona algorytmem klasycz-
nym jest zwykle mniejsza niz w przypadku algorytmu zmodyfikowanego, jed-
nak réznice te nie sa istotne. Wieksza liczba neuronéw zostaje osiagnieta w
krotszym czasie w kazdym z badanych przypadkéw. Te r6znice sa znaczace i
siggaja nawet 20%. W problemach wigkszej skali taka zmiana bgdzie bardzo
istotna z praktycznego punktu widzenia. Najwazniejsze jednak jest to, ze w
wigkszosci przypadkow sie¢ ze zmiennym krokiem uczenia si¢ osiagnegla
mniejszy $redni btad kwantyzacji. R6znice sa w tym przypadku takze znaczace,
siegaja bowiem nawet 100% (zbidr ostatni). Co wazne, tak duza poprawe jako-
§ci sieci uzyskano przy identycznej liczbie neuronéw i znaczaco krétszym cza-
sie uczenia sie sieci.
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Tabela 1. Wyniki analizy poréwnawczej

Liczba neuronéw Czas uczenia si¢ (w sek.) Sredni btad kwantyzacji
. GNG | GNG GNG | GNG GNG | GNG
Zbior -
krok uczenia
testowy - - -

staty zmienny staty zmienny staty zmienny

1 72 74 0,5763 0,4552 0,00082 0,00072
2 75 78 0,5706 0,4563 0,00440 0,00580
3 61 64 0,5651 0,4495 0,00360 0,00270
4 71 68 0,5693 0,4534 0,00087 0,00110
5 97 95 0,7513 0,6065 0,01420 0,00950
6 99 100 0,7682 0,6284 0,00110 0,00087
7 32 34 0,7328 0,5708 0,00910 0,00940
8 32 32 0,7549 0,6096 0,00210 0,00100

Zrédto: opracowanie wiasne.

4. \Whnioski

Prezentowane rozwazania teoretyczne pozwalaja sadzi¢, ze mozliwy jest wzrost
uzytecznosci sieci GNG w analizie skupien. Wstepne badania symulacyjne zdaja
sie potwierdzac te teze. Zaobserwowano istotne obnizenie czasu trwania procesu sa-
mouczenia sie przy braku istotnego wzrostu rozmiardw sieci i mozliwym zwicksze-
niu zdolnosci sieci do rozpoznawania struktury grupowej. Osiagnigte wyniki zachg-
caja do dalszych badan — szczegdlnie na duzych empirycznych bazach danych.
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PROPOSITION OF SELF-LEARNING ALGORITHM
OF GNG NEURAL NETWORK
WITH CHANGING LEARNING STEP

Summary: One of the key parameters of self-learning GNG neural network process is the
speed of the change of position in the space of a learning unit and the nearest unit connected
to it. It depends on a local quantization error and a learning step. In the initial phase the con-
stant value of the learning step unnecessarily slows down the self-learning process. The ar-
ticle presents the proposal of algorithm modification with the changing learning step. Theo-
retical discussions and simulation experiments confirm the legitimacy of a proposed change.
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