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ANALIZA METODY LARS
W PROBLEMIE SELEKCJI ZMIENNYCH
W REGRESJI

Streszczenie: Selekcja zmiennych jest typowym zadaniem data mining, gdzie prowadzacy
analize poszukuje interesujacych i nieoczekiwanych relacji w danych bez wiedzy poczatko-
wej na temat badanego zjawiska. W liniowym modelu regresji, zamiast popularnej procedu-
ry krokowej czy tez eliminacji zmiennych testem istotnosci wspdtczynnikéw, do selekcji
zmiennych zastosowaé¢ mozna metody iteracyjnej estymacji parametréw modelu (np. LARS
Efrona i in. [2004]). Celem artykutu jest zbadanie zdolnosci metody LARS do identyfiko-
wania zmiennych nieistotnych, szczeg6lnie gdy zachodza migdzy nimi zaleznosci liniowe.
Dokonano w nim tez pordwnania z wybranymi metodami selekcji zmiennych.

Stowa kluczowe: selekcja zmiennych, selekcja w algorytmie uczacym, metoda LARS.

1. Wstep

Problem selekcji zmiennych nabiera wagi szczeg6lnie w sytuacjach, gdy celem
prowadzacego analizg jest wydobycie z danych interesujacych i nieoczekiwanych
zwiazkoéw, bez wiedzy poczatkowej na temat badanego zjawiska. Wybor relatyw-
nie niewielkiego zestawu najistotniejszych predyktoréow ma nie tylko walory inter-
pretacyjne, ale moze tez poprawi¢ predykcje.

Obecnie w literaturze z zakresu selekcji zmiennych (np. [Guyon i in. 2006; Liu,
Yu 2005; Guyon, Elisseeff 2003; Blum, Langley 1997]) przyjmuje si¢ nastepujaca
klasyfikacje podejs¢ do tego zagadnienia. Podejscie pierwsze nazywane filtrowa-
niem zmiennych polega na przeprowadzeniu selekcji zmiennych przed etapem bu-
dowania modelu. W regresji zwykle wykorzystuje si¢ na rozne sposoby wspot-
czynnik korelacji Pearsona. Podejscie drugie (wrappers) polega na wykorzystaniu
algorytmu uczacego do oceny réznych podzbioréw zmiennych. Zadanie mozna
sformutowa¢ jako zagadnienie przeszukiwania przestrzeni wszystkich kombinacji
cech. Do jego rozwiazania wybiera si¢ technike przeszukiwania heurystycznego
(przeszukanie wszystkich kombinacji zmiennych przy duzym wymiarze nie wcho-
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dzi w rachubg) oraz funkcjg oceniajaca podzbiory zmiennych. Typowym przykta-
dem jest tu regresja krokowa, ktdra wykorzystuje powszechnie w data mining sto-
sowang strategie zachtanna, dobierajac w kazdym kroku do aktualnego zestawu
zmiennych jedna zmienna lub eliminujac jedna zmienna. Przeszukiwanie jest ste-
rowane funkcja kryterium; w jej charakterze mozna wykorzysta¢ czesciowy test F,
kryterium informacyjne AIC lub postuzy¢ si¢ btgdem predykcji szacowanym przez
sprawdzanie krzyzowe (lub na odrebnym zbiorze walidacyjnym). Odmienne jest
trzecie podejscie do selekcji zmiennych (embedded methods), polegajace na zasto-
sowaniu metod, w ktdrych selekcja jest integralna czescia (np. drzewa regresyjne,
LASSO czy LARS).

Zaproponowana przez Efrona i in. [2004] metoda LARS polega na iteracyjnej
estymacji wspotczynnikow regresji liniowej. Miesci sig¢ ona zarazem w nurcie mo-
delowania addytywnego, gdzie w kazdym kroku kolejna funkcja sktadowa popra-
wia dopasowanie modelu do danych poprzez zastosowanie regresji aktualnych
reszt, a wiec niewyjasnionej jeszcze czesci zmiennosci zmiennej objasnianej.
W kazdym kroku do modelu wiaczana jest kolejna zmienna objasniajaca. Algorytm
wykonuje wiec p krokéw. W celu wyeliminowania zmiennych nieistotnych mozna
wprowadzi¢ kryterium stopu lub na podstawie wybranej funkcji oceny wybra¢ po-
sta¢ modelu (ze wzgledu na liczbg zmiennych) na koncu.

Celem artykutu jest zbadanie odpornosci metody LARS na zmienne nieistotne,
ktore beda generowane tak, by wystepowaty miedzy nimi zwiazki liniowe, co wy-
wotuje problemy w oszacowaniu parametréw klasycznego, liniowego modelu re-
gresji wielorakiej.

2. LASSO i iteracyjne metody
estymacji parametrow modelu liniowego

Selekcja zmiennych poprzez regresje krokowa lub eliminacja zmiennych testem
istotnosci wspotczynnikdw moze by¢ postrzegana jako nadawanie zmiennym wag.
Zmienne eliminowane otrzymuja wage 0, a pozostate wedtug metody najmniejszych
kwadratow (MNK). Podejsciem alternatywnym jest regresja regularyzowana, w
szczegolnosci LASSO (Least Absolute Shrinkage and Selection Operator) [Tibshira-
ni 1996], gdzie czes¢ wspdiczynnikow sie zeruje, a czes¢ ma mniejsza (co do warto-
sci bezwzglednej) warto$é od odpowiadajacych im wspotczynnikéw MNK.
Zagadnienie LASSO mozna sformutowac:

2
. N p P
s :argmiHZ[yi—ﬂo—Zﬂinj] , Z ograniczeniem: Z‘,Bj‘ﬁt. 1)
po A i=t =
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Niestety, nie istnieje tu macierzowe rozwiazanie w zamknietej postaci (tak jak
w regresji grzbietowej). Do rozwiazania problemu stosuje si¢ programowanie kwa-
dratowe z liniowymi ograniczeniami lub metody przyblizone (zob. np. [Hastie i in.
2009; Miller 2002, Osborne i in. 2000]).

Podstawowym problemem praktycznego stosowania metody LASSO jest wy-
bor wiasciwej wartosci progowej t w ograniczeniu (1). Ustalenie t wigkszego (lub
rownego) od sumy wartosci bezwzglednych estymatorow metody najmniejszych

kwadratow ,BJ.MNK prowadzi do rozwiazania identycznego z MNK. Dopiero

zmniejszanie wartosci t skutkuje zerowaniem si¢ niektorych wspotczynnikéw, co w
efekcie prowadzi do uzyskania modeli z r6zna liczba zmiennych objasniajacych.
W skrajnym przypadku, gdy t =0, otrzymuje sie model zbudowany tylko z wyra-
zu wolnego (przewidujacy wartosci zmiennej objasnianej na podstawie jej sredniej
Z proby uczacej). W celu wybrania wiasciwej wartosci progowej t wybiera sie k

P
wartosci posrednich miedzy 0a »_|5}™"

j=1
decyduje o wyborze wartosci progowej t. Z kolei do oceny modeli mozna wybraé
miar¢ wykorzystujaca kompromis miedzy doktadnoscia a ztozonoscia modelu (np.
kryteria informacyjne) lub postuzy¢ si¢ btedem predykcji estymowanym przez
sprawdzanie krzyzowe (lub na odrgbnym zbiorze walidacyjnym). Dodatkowo
mozna zastosowa¢ regute jednego btedu standardowego.

Niemal identyczne z LASSO rozwiazania mozna uzyska¢ za pomoca algoryt-
mu modelowania addytywnego ze skracaniem (forward stagewise with shrinkage)
[Hastie i in. 2009]. Gtdwna jego idea jest przeprowadzenie ciagu regresji prostych
aktualnych reszt wzgledem najbardziej skorelowanego predyktora. W ten sposéb
model dopasowywany jest w kolejnych krokach do niewyjasnionej dotad czesci
zmiennosci zmiennej objasnianej y.

Na poczatku zmienne objasniajace sa standaryzowane, a wartosci poczatkowe

i buduje k modeli. Ocena tych modeli

wspotczynnikow g =, =...= B, =0. Wyraz wolny jest estymowany przez
srednia z préby uczacej ,5’0 =Y, w zwiazku z tym pierwsze reszty maja posta¢
r=y-1y. W kazdym kroku algorytm identyfikuje zmienna X; najbardziej sko-
relowana z aktualna reszta, a nastepnie dokonuje aktualizaciji:

By« B;+0; oraz r<«r-o,-x,

gdzie J; =e-sign (cov (X;,r)).

Parametr skracania & jest mata liczba dodatnia ustalana arbitralnie. W zwiazku
z tym, algorytm wykonuje bardzo duza liczbe krokdw i w praktyce wiele krokéw z
rzgdu moze aktualizowac ten sam parametr. Oznacza to tez, ze w poczatkowych
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iteracjach wiele wspotczynnikdw pozostaje rownych zero, co jest rbwnoznaczne z
selekcja zmiennych. Naturalnym kryterium stopu jest brak korelacji migdzy jakim-
kolwiek predyktorem a aktualnymi resztami.

3. Metoda LARS

Inspiracja metody LARS, opracowanej przez Efrona i in. [2004], byt wczesniej
przedstawiony algorytm modelowania addytywnego ze skracaniem. Zasadnicze
roznice to aktualizacje na podstawie kilku najbardziej skorelowanych predyktorow
oraz to ze w kazdej iteracji do modelu wprowadzana jest kolejna zmienna, co w
praktyce oznacza, ze wystarczy przeprowadzi¢ p iteracji.

Nazwa Least Angle RegreSsion wywodzi sie z interpretacji geometrycznej tej
metody. Rozwazmy zmienne jako wektory w N-wymiarowej przestrzeni obiektow.

Przez X; ,X; oznaczmy predyktory najbardziej skorelowane z wektorem reszt r.

Wobec tego, ze ustawienia poczatkowe sa takie same jak w poprzednim algoryt-
mie, sa one standaryzowane. Dalej rozwazana bedzie podprzestrzen liniowa
£(X i X J.2) rozpigta przez te wektory (rys.1). Oznaczmy przez r, rzut ortogonalny

wektora r na t¢ podprzestrzen. Warto nadmieni¢, ze r, jako kombinacja liniowa
wektorow X . X, stanowi rozwiazanie MNK. Przez )7k 0znaczane sa wartosci

teoretyczne w kolejnych iteracjach (jako punkty w wielowymiarowych przestrze-
niach), przy czym y, =0.

W pierwszym kroku wybierany jest predyktor X; najbardziej skorelowany z r.
Aktualizowana bedzie warto$¢ parametru 'Bju CO geometrycznie oznacza przesu-
nigcie punktu Y, do nowej pozycji ¥, w kierunku wektora X; . Dlugos¢ tego
przesuniecia jest tak dobrana, by wektor r, — Y, lezat na dwusiecznej kata miedzy
wektorami X, X}, - Inaczej mowiac, wektor r, — )71 ma wowczas jednakowe ko-
relacje z X; , X; . Wektor ten wyznacza kierunek kolejnego przesunigcia punktu

wartosci teoretycznych (w kolejnej iteracji), a przez u, w formule (2) oznaczony

jest wspotliniowy z nim wektor jednostkowy. Aktualizacja wartosci teoretycznych
oznacza zarazem zmiang aktualnego wektora reszt. Dtugos¢ kolejnego przesunigcia
punktu wartosci teoretycznych ponownie dobrana jest tak, by wyznaczy¢ kierunek
w przestrzeni tréjwymiarowej, tworzacy jednakowe katy z wektorami Xi . X,

oraz trzecim wektorem reprezentujacym kolejna zmienna wprowadzana do modelu
na zasadzie maksymalizacji skorelowania z aktualnymi resztami.
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Rys. 1. Geometria metody LARS

Zrodto: opracowanie wiasne na podstawie [Efron i in. 2004].

Formuta aktualizacyjna wyglada nastepujaco:
Ve =V, +7 U, gdzie: u, =A - X, (X X )'L. )

Symbole X,,1,, A, oznaczaja kolejno: macierz zbudowana z k zmiennych ob-
jasniajacych, k-wymiarowy wektor jedynek oraz liczbe rzeczywista wyrazajaca
kowariancje migdzy wektorem U, a zmiennymi wprowadzonymi do modelu (sa

one rowne, gdyz wektor u, tworzy jednakowe katy z k zmiennymi w modelu).

Z kolei wartos¢ y, decydujaca o dtugosci przesunigcia w kierunku wektora u,,
ustalana jest jako mniejsza sposrod dodatnich wartosci:

C—éj C+6j

A -a; A +a,

3)

A

gdzie € ; Jest korelacja nowo wprowadzanej zmiennej z aktualnymi resztami, C

maksymalna (co do wartosci bezwzglednej) korelacja predyktora z resztami r, na-
tomiast a; iloczynem skalarnym nowo wprowadzonej zmiennej z wektorem U, .

Po wprowadzeniu wszystkich zmiennych do modelu (a wigc w p-tym kroku)
ostatnie przesuniecie punktu reprezentujacego wartosci teoretyczne dokonuje sie
tak, by osiagna¢ koniec wektora aktualnych reszt (rozwiazanie MNK).

W wyniku przeprowadzenia tego algorytmu otrzymuje si¢ p alternatywnych
modeli, z rézna liczba zmiennych objasniajacych. Nalezy wiec wybra¢ optymalny
wedtug wybranego kryterium, na przykiad btad predykcji estymowany sprawdza-
niem krzyzowym lub C, Mallowsa (wyniki tej statystyki dostgpne sa bezposrednio
po zastosowaniu procedury lars w programie R). Jest to zarazem réwnoznaczne z
selekcja zmiennych.
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4. Badania empiryczne

Przeprowadzony eksperyment miat na celu zbadanie odpornosci metody LARS na
wystepowanie zmiennych nieistotnych. Zdolnos¢ eliminowania zmiennych nie-
istotnych poréwnano tez z innymi, powszechnie stosowanymi metodami selekcji
zmiennych. Badania przeprowadzono dla pigciu zaleznosci funkcyjnych, z ktorych
ostatnie dwie pochodza z pakietu mlbench programu R:

Funkcja 1: 'y =300+ X, +0,5%, +5X, —2X, +¢€.
Funkcja 2: Yy =X, —3X; + XX, —0,3X,X; +¢€.
Funkcja 3: Yy =300+ X; — XX, +0,5X. — X,X; — 20XX, + X, +€.

2
. 1
Funkcjad: Y =_[XZ +| X,X; — +e.
X, X,
1
XaX3 =
— X, X,
Funkcja5: y=arctg +e.

Xl
Wartosci zmiennych objasniajacych losowane byty z rozktadow jednostajnych i
nie zachodzi migdzy nimi korelacja liniowa. Za kazdym razem generowano zbior
uczacy oraz testowy. Zbiory testowe miaty zawsze liczebno$¢ 500, natomiast uczace
500 lub 50. Szum gaussowski € — N (0,s) dodawano tylko w zbiorach uczacych, a pa-

rametr s byt ustalany jako 0,1 odchylenia standardowego zmiennej objasnianej y. Do
zbiorow dotaczano tez 10 zmiennych nieistotnych Z, ktorych wartosci losowane byty

z rozktad6w jednostajnych z ustalonym min=0 oraz max losowanym z przedziatu od
10 do 1000. Migdzy zmiennymi nieistotnymi Z ; wprowadzano zaleznosci liniowe:

Z,=2Z,+05Z,+5Z, +€,,

2,=10Z.+72,+2Z,+8Z4+¢,,

gdzie e; —N(0;s;) oraz s; =0,3-sd(Z;) dla je{2;10}.

Do poréwnania zdolnosci identyfikacji zmiennych nieistotnych wybrano naste-
pujace metody selekcji zmiennych. W klasycznej regresji liniowej (estymacja me-
toda najmniejszych kwadratow MNK) eliminowano zmienne za pomoca testu
istotnosci wspotczynnikdw. Taka eliminacje powtarzano az do momentu, gdy
wszystkie pozostate zmienne uznawane byly za istotne. Regresje krokowa stoso-
wano w obu kierunkach przeszukiwania (doboér zmiennej lub eliminacja), a funkcja
kryterium byto kryterium AIC. W metodzie LARS oraz LASSO wyboru postaci
modelu dokonywano na podstawie btedu predykcji estymowanego za pomoca
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sprawdzania krzyzowego. Dodatkowo stosowano regute jednego biedu standardo-
wego. W metodzie LASSO sprawdzano 100 wartosci progowych t. Zastosowano
tez drzewa regresyjne CART, metode uznawana za bardzo odporna na zmienne
nieistotne. Drzewa przycinano na podstawie kosztu i ztozonosci, z uwzglednieniem

reguty jednego btedu standardowego [zob. Gatnar 2001].

Tabela 1. Liczby wprowadzen zmiennych nieistotnych w dziesieciu eksperymentach
(przypadek N = 500). W nawiasach podano, ile zmiennych nieistotnych wprowadza algorytm
w jednym eksperymencie (zakres)

Funkcije MNK Regresjakiokowa | )qqy LARS CART
(test t) dobor eliminacja
Funkcja 1 4 (1-3) 4 (1-2) 6 (1-2) 2 (1-3) 1 (1) 0
Funkcja 2 0 8 (1-3) 8 (1-4) 0 0 0
Funkcja 3 4 (1-3) | 5(1-2 6 (1-3) 1 (1) 1 (1) 0
Funkcja 4 3(1-2) | 712 8 (1-5) 0 0 0
Funkcja 5 3 (1) 5 (1) 7 (1) 0 0 1 (1)

Zrédto: obliczenia wiasne.

W tabeli 1 przedstawiono wyniki uzyskane w przypadku préb uczacych o liczeb-
nosci 500. Dla kazdej funkcji zbiory uczace oraz testowe generowano 10 razy. Zdecy-
dowanie najmniej zmiennych nieistotnych wprowadzaja drzewa, a nastgpnie metoda
LARS. Najstabsza jest regresja krokowa. Rysunek 2 (lewe okno) pokazuje, jak na tym tle
wygladaja btedy standardowe regresji szacowane na zbiorach testowych. Dla najbardziej
skomplikowanych zaleznosci (funkcje 3-5) bezkonkurencyjny byt CART (mate biedy i
nie wprowadza zmiennych nieistotnych). Dla zaleznosci liniowych i interakcji najsku-
teczniejsze byty LARS i LASSO (w zaleznosci liniowej otrzymywano wprawdzie nie-
co wigksze biedy, ale nie wprowadzaty tak duzo zmiennych nieistotnych).

N =500 N =50
fukcia 1 funkcia 2 Tunkcia 3 Tanbicia 4 fumkcia 5 e s b fmligjes ek sd ey ed
1 i 5 ] N .
8- 3 B ]
= § " #
s _
g f |
e | B
g. w g |
8 ER £ 8
- e
F & g1 l o
) ® N h
B
- 5 g “
"
..._[_I_[l_ = A =1 - = AL HHH P s
550 559 z zcc cco scce z55g zcc J— -
2559 £5%8 EREYS Y 2559 £5%8 YL R £558 By
353 355 3% ] £ 325 343 2% 3
2283 243 52§ 53§ xw%E 2283 243 3% 283 23

Rys. 2. Btedy standardowe regresji szacowane na zbiorach testowych

Zrodio: opracowanie whasne.
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Z Kolei tabela 2 przedstawia wyniki uzyskane w przypadku préb uczacych o li-
czebnosci 50. Wsrdd modeli liniowych najlepsza okazata sig tu eliminacja zmien-
nych nieistotnych testem t w klasycznej regresji opartej na metodzie najmniejszych
kwadratéw. Metoda LARS zawodzi, zwlaszcza w przypadku zaleznosci liniowej.
Natomiast drzewa wprawdzie nie wprowadzaja zmiennych nieistotnych, ale pro-
wadza do duzych btedéw predykcji (rys. 2 prawe okno), co byto spowodowane
tym, ze odrzucaty tez zmienne istotne. LARS i LASSO sa natomiast nadal konku-
rencyjne w zaleznosci liniowej z interakcjami.

Tabela 2. Liczby wprowadzen zmiennych nieistotnych w dziesieciu eksperymentach
(przypadek N = 50). W nawiasach podano, ile zmiennych nieistotnych wprowadza algorytm
w jednym eksperymencie (zakres)

Funkcje MNK Regresjakiokowa___| ) ng | LARS CART
(test t) doboér eliminacja
Funkcja 1 2 (1-2) 5 (1-5) 7 (1-5) 7 (1-4) 9 (1-4) 0
Funkcja 2 2 (1-3) 5 (1-2) 6 (1-5) 5 (1-3) 3 (1-2) 0
Funkcja 3 1 (1) 4 (1-3) 7 (1-3) 3 (1) 2 (1-4) 0
Funkcja 4 4 (1-5) 7 (1-5) 9 (1-5) 12 4 (1-3) 0
Funkcja 5 3(12) | 5(12 | 53 | 512 | 1@ 0*

* prak podziatow

Zr6dto: obliczenia wiasne.

4. Whnioski

Metody LARS nie zaleca sie stosowa¢ do selekcji zmiennych w matych prébach,
cho¢ moze da¢ relatywnie dobre rezultaty, gdy zaleznos¢ funkcyjna jest liniowa z
interakcjami. Znacznie lepsze wyniki mozna wdwczas otrzymacé, eliminujac
zmienne nieistotne testem t w klasycznej metodzie najmniejszych kwadratow.
Z kolei w duzych probach LARS jest metoda godna polecenia, zwitaszcza jesli za-
leznos¢ funkcyjna jest liniowa lub liniowa z interakcjami. W przypadku skompli-
kowanych zaleznosci funkcyjnych konkurencyjne sa jednak drzewa regresyjne.
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THE ANALYSIS OF LARS METHOD
IN FEATURE SELECTION PROBLEM IN REGRESSION

Summary: Feature selection is a typical task of data mining when a researcher looks for
an interesting and unsuspected relations in the large data-sets without prior knowledge
about the examined phenomenon. In linear regression, the iterative estimation methods
can be applied for this purpose (i.e. LARS proposed by Efron et al. [2004]) instead of
popular stepwise regression or classical testing of the significance of coefficients. The
goal of this paper is to test the abilities of LARS in the identification of irrelevant va-
riables, especially when some of them are collinear. The comparison between some fea-
ture selection methods is also given.
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