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POZYSKIWANIE WIEDZY Z HURTOWNI DANYCH

Streszczenie: referat jest poswigcony pozyskiwaniu wiedzy z hurtowni danych begdacej gtow-
nym elementem systemu Business Intelligence, z wykorzystaniem przetwarzania analityczne-
go oraz data mining. Odkryta wiedza podlega weryfikacji i ocenie, a nastgpnie prezentacji. Ca-
o$¢ rozwazan konczy krotkie podsumowanie.
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1. Wstep

Od mniej wigcej potowy lat osiemdziesiatych ubieglego wieku obserwujemy przy-
spieszenie rozwoju cywilizacyjnego, co jest zwigzane z ogromnym postgpem w
rozwoju technologii informacyjno-komunikacyjnych, ktére wywieraja ogromny
wptyw na praktycznie wszystkie sektory naszego zycia. Obecnie zyjemy w czasach
okreslanych jako era informacji i wiedzy. Oznacza to, ze nie posiadanie ziemi czy
uzyskiwanie np. ogromnych ilosci wydobywanego wegla badz wytopu stali, lecz
posiadanie informacji i wiedzy oraz wilasciwe jej wykorzystanie na potrzeby za-
rzadcze decyduje o pozycji przedsigbiorstwa na rynku. Jednym ze zrodet informa-
cji i wiedzy sa posiadane bazy danych, innymi sa zasoby dostepne z zewnatrz np. z
Internetu. Technologia, ktoéra jest obecnie coraz czgsciej wykorzystywana w celu
dostarczania wiedzy menedzerskiej, bedacej wynikiem przetwarzania zasoboéw da-
nych dostgpnych przedsigbiorstwu, jest Business Intelligence, dla ktorej kluczo-
wym elementem jest hurtownia danych.

2. Techniki przetwarzania struktur danych w HD

Kazde przedsigbiorstwo wykorzystuje rdézne systemy informatyczne (dziatajace na
réoznym sprzecie) w swojej biezacej dziatalnosci, umozliwiajace tworzenie ré6znego
rodzaju raportow. Jednak nie wszystkie informacje da si¢ z nich pozyska¢, ponie-
waz potrzebne sa dane historyczne, czgsto przechowywane na r6znych nosnikach i
nie udostgpniane na biezaco. Systemy Bl wspomagaja proces podejmowania decy-
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zji w przedsigbiorstwie. Jesli maja spetnia¢ swoje zadanie, musza mie¢ dostep do
danych o odpowiedniej jako$ci i postaci, aby te dane mogly by¢ wykorzystane do
roznego rodzaju analiz. Rozwiazaniem tego typu problemow jest technologia hur-
towni danych (HD) oparta na wielowymiarowej strukturze danych, ktorej celem
jest dostarczenie uzytkownikom wiasciwej informacji, w odpowiednim czasie i po
niskiej cenie. Hurtownia danych (zwana tez magazynem danych) coraz czgsciej
staje si¢ zrodlem wiedzy wykorzystywanej w procesach decyzyjnych. HD mozna

traktowa¢ jako technologie stuzaca gromadzeniu oraz przechowywaniu danych i

operowaniu na danych zaréwno znajdujacych si¢ w organizacji, jak i pochodza-

cych z jej otoczenia. Technologia ta nie zalezy od platformy sprzg¢towej, systemu
operacyjnego czy bazy danych. Integruje informacje potrzebne do analiz z réznych

heterogenicznych Zrdédet 1 z organizacji, i spoza niej. Jest ona wykorzystywana w

HD!, ktora jest elektronicznym magazynem danych (ang. storehouse) oczyszczaja-

cym i transformujacym dane z wielu zrédet i wielu form. Wedtug Inmona przez

pojecie ,,hurtownia danych” rozumie si¢ taki zbior danych (ang. data set) wspoma-
gajacych podejmowanie decyzji, ktory jest uporzadkowany tematycznie, zintegro-

wany, zawierajacy wymiar czasowy oraz nieulotny [5].

Dane w hurtowni danych powinny by¢ statyczne i przeznaczone glownie do
odczytu. Nie zaktada si¢ zwykle mozliwosci ich zmiany. Dane w hurtowni repre-
zentuja pewien przedziat czasowy, dlatego tez nie moga by¢ uaktualniane. Dane sa
aktualizowane wytacznie w swoich systemach zrédtowych, a nastepnie ,,wstrzyki-
wane” calg porcja do hurtowni z odpowiednia adnotacja czasowa (stempel czasowy).
Jedyne operacje, ktore powinny by¢ wykonywane, to wprowadzanie i agregacja no-
wych danych podczas procesu tadowania i nastgpnie ich selekcja w zapytaniach.

Istnieja cztery glowne kategorie danych w hurtowni. Sa to fakty, wymiary, da-
ne zagregowane i metadane. Fakty stanowia najistotniejszy obszar danych w hur-
towni, gdyz na ich podstawie dokonuje si¢ bezposrednio wszelkich analiz. Moga
one mie¢ bardzo duza objgtos¢, nawet rzedu kilku terabajtow. Zalezy to od tego,
jak wiele danych historycznych jest potrzebnych do analizy. Dane faktoéw moga
by¢ fizycznie podzielone (partycjonowane) na mnigjsze tablice, logicznie za$ re-
prezentowane jako jedna.

Z hurtownia danych zwiazane sa nastgpujace pojecia:

— schemat gwiazdy (ang. star schema) — specjalny rodzaj organizacji danych,
projektowany pod katem szybko$ci dostgpu do danych; jest schematem uprasz-
czajacym nawigacj¢ po danych,

— tabela faktow (ang. fact table) — centralna tabela w schemacie gwiazdy; zwykle
tabela faktow jest zbiorem kluczy obcych do tabel wymiardéw w schemacie
gwiazdy,

! Twérca idei hurtowni danych jest William H. Inmon [5].
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— tabela wymiaru (ang. dimension table) — tabela przechowujaca atrybuty zwia-
zane z pewnym aspektem danych gromadzonych w schemacie gwiazdy; sa to
zwykle tabele danych o klientach, magazynach, produktach itp.,

— OLAP (ang. Online Analytical Processing) — dziedzina hurtowni danych zwia-
zana z analiza i prezentacja danych w procesie wspomagania decyzji.

Dane sktadowane w hurtowniach danych maja zazwyczaj charakter wielowy-
miarowy, ktory zapewnia im odpowiednia struktura logiczna. Podstawowa struktu-
ra logiczna w HD jest struktura gwiazdzista. Inne struktury danych to ptatek $niegu
oraz konstelacja faktow. Mozna tez spotkaé strukture danych posrednia pomigdzy
gwiazda a platkiem $niegu okreslang jako gwiazda — platek $niegu. Dane w hur-
towni danych moga by¢, generalnie rzecz ujmujac, wykorzystywane w ramach
trzech rodzajow ich przetwarzania. Sa nimi wielowymiarowa analiza danych, data
mining oraz raportowanie. Wyniki sa weryfikowane, oceniane i prezentowane jako
raport w postaci wygodnej dla uzytkownika. Schematycznie operacje wykonywane
na danych zgromadzonych w HD przedstawia rys. 1.
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Rys. 1. Rodzaje przetwarzania danych w hurtowni danych

Zrbdto: opracowanie wlasne.

Podstawowym (ale nie jedynym: innym, cz¢sto spotykanym jest klasyczne, re-
lacyjne przetwarzanie danych) rodzajem przetwarzania danych w hurtowni danych
jest przetwarzanie analityczne OLAP, a wyniki moga by¢ prezentowane w postaci
raportow o np. trendach, osiagnigciach lub niepowodzeniach konkretnych strategii
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marketingowych. W ramach operacji na danych zgromadzonych w HD moga by¢
wykonywane operacje zwiazane z odkrywaniem wiedzy (data mining), o czym w
dalszej czesci.

OLAP sklada sig z trzech podstawowych elementow, ktorymi sa:

1) struktura danych opisujaca logiczna organizacjg¢ danych oraz sposob po-
strzegania danych przez uzytkownikow,

2) zbior operatorow umozliwiajacych wyszukiwanie i modyfikowanie danych,

3) ograniczenia integralnosciowe, specyfikujace poprawnos¢ danych.

W OLAP dane postrzegane sa przez uzytkownika w postaci wielowymiarowej
perspektywy, przedstawianej pogladowo jako kostki OLAP. Obiektem analizy jest
zbidr miar numerycznych, ktére nazywane sa faktami. Fakt opisuje pojedyncze
zdarzenie i jest dang iloSciowa (numeryczna) reprezentujaca aktywno$¢ biznesowa,
np. sprzedaz produktow, sredni zysk, wartos¢ produktu krajowego. Warto$¢ miary
zalezy od zbioru wymiaréw, ktéry z kolei okresla kontekst miary. I tak np. sprze-
daz produktow mozna rozpatrywa¢ w kontekScie miasta, dostawcow, klientow,
okresow sprzedazy czy konkretnego produktu. Miara jest przedstawiana jako punkt
w wielowymiarowej przestrzeni wymiarow. Z kazdym wymiarem zwiazany jest
zbior atrybutow. Na przyktad wymiar klient moze mie¢ takie atrybuty, jak identy-
fikator klienta, jego nazwa, adres, NIP, telefon, faks itd.; wymiar produkt moze by¢
opisany przez takie atrybuty, jak obszar, okres, produkt. Dane wymiaréw sa zde-
normalizowane, co pozwala uzytkownikowi na wygodne eksplorowanie ,,w dot”
(ang. drill-down), ,,w gor¢” — agregowanie (ang. drill-up) oraz ,,w poprzek” (ang.
drill across). Dane referencyjne moga zawiera¢ tysigce wierszy, ale w porownaniu
z nimi dane faktoéw — miliony. Dane wymiaréw nie zmieniaja si¢ tak czgsto, jak
dane faktow czy dane zagregowane. Atrybuty wymiaru moga tworzy¢ hierarchig¢
atrybutu [7; 11].

Na rysunku 2 przedstawiono przyktadowa kostke tréjwymiarowa z wymiarami
obszar, produkt i okres dla faktu wielko$¢ sprzedazy samochodow w Polsce.
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Rys. 2. Kostka trojwymiarowa OLAP
Zrédlo: [6].
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Operacje wykonywane na strukturach danych hurtowni okres$lane sa za pomoca

operatoréw. Zatem zbidr operacji (operatorow) okresla operacje przetwarzania
struktur danych. Do podstawowych zalicza si¢ takie, jak:

wyznaczanie punktu centralnego (ang. pivoting) majace za zadanie wskazanie
miary, ktora jest interesujaca dla uzytkownika, i wybranie dwoch wymiarow, w
ktorych ma by¢ ona reprezentowana. Na przyklad w wymiarze produktu repre-
zentujacego samochody Fabia i w wymiarze dealerzy moze by¢ prezentowana
liczba sprzedazy samochodow;

rozwijanie wymiaru (ang. drill-down) oznaczajace rozwijanie agregatu na czg-
sci sktadowe, np. sprzedaz w poszczegdlnych branzach, sprzedaz w poszcze-
golnych kategoriach samochodow, poszczegodlnych okresach. Jako przyktad
niech beda dane informacje o sprzedazy samochodow réznych marek, w latach
1995, 1996, 1997, w poszczegdlnych miastach. W celu sporzadzenia analizy
sprzedazy w poszczegolnych miesiacach w 1997 r. rozwija sig hierarchig okres
reprezentujaca rok 1997 (rys. 3). Analiza sprzedazy w poszczegédlnych dniach
danego miesiaca jest mozliwa po rozwinigciu hierarchii reprezentujacej dany
miesiac;
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Rys. 3. Operacja rozwijania hierarchii wymiaru

Zrédto: [6].

zwijanie (ang. roll-up) — operacja oznaczajaca dla danego wymiaru zwijanie w
gore hierarchii wymiaru w celu prezentacji wigkszych agregatow,

wycinanie (ang. slice and dice) — odpowiada operacji redukcji liczby wymia-
row, a wiec zachodzi projekcja danych na wybranym podzbiorze wymiarow
dla wybranych wartos$ci innych wymiarow (rys. 4),
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Rys. 4. Operacje wycinania danych w ré6znych wymiarach

Zrodto: [6].

— obracanie — umozliwiajace prezentowanie danych w réznych uktadach (rys. 5);

Fod Sud ENRY Praenan Hrabiea Wi

produkt aoszar

Rys. 5. Operacje obracania danych
Zrédto: [6].

— rankowanie (ang. ranking) umozliwiajace wybor pierwszych n elementow, np.
trzy najlepiej sprzedajace si¢ produkty w miesiacu styczniu;

— inne operacje, takie jak selekcja, procedury sktadowane itp.

Zbidr ograniczen integralnosciowych okresla poprawnos$¢ przechowywanych
danych. Ograniczenia integralno$ciowe dla kostki wielowymiarowej mozna po-
dzieli¢ na dwie grupy, jakimi sa:

— ograniczenia integralno$ciowe pojedynczej kostki danych (ang. intra cube con-
straints), zwiazane z definicjami zalezno$ci migdzy atrybutami wymiarow,
wymiarami a miarami, oraz hierarchiami wymiarow,

— ograniczenia integralno$ciowe pomigdzy kostkami danych (ang. inter cube
constraints) okreslajace zwiazki pomigdzy dwoma badz wigcej kostkami da-
nych, takie jak zalezno$ci migdzy miarami kostek, wymiarami kostek, miarg
jednej kostki a wymiarami innych kostek.
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Wynikiem wykonanych na danych operacji wiclowymiarowych analiz sa in-
formacje, ktére przedstawione w postaci raportu by¢ moze okaza si¢ wystarczajace
dla menedzera w procesie decyzyjnym. Ale menedzer moze zazyczy¢ sobie wyko-
nania dalszych czynnosci, zwiazanych z poszukiwaniem wsréd tych informacji
wiedzy. Wowczas uruchamiany jest data mining, czyli ,,uzupetnieniem” technolo-
gii OLAP sa w takiej sytuacji techniki data mining, ktérych zadaniem jest m.in.
odkrywanie wzorcow i trendow w danych, trudnych do odkrycia innymi metodami.

Data mining moze zosta¢ uruchomiony w dwoch sytuacjach: albo jako samo-
dzielne zadanie zlecone przez uzytkownika, zupetnie abstrahujac od hurtowni da-
nych, realizowane na przygotowanym uprzednio zbiorze danych, albo jako kolejny
krok po zakonczeniu realizacji wielowymiarowych analiz w hurtowni danych, na
zestawie wygenerowanych informacji. W obu przypadkach uzyskujemy ,,na wyj-
sciu” uzyteczna wiedzeg. Z punktu widzenia data mining nie ma znaczenia, czy wy-
stapit pierwszy przypadek, czy drugi, albowiem sposob realizacji technik data mi-
ning jest taki sam.

Istnieje wiele r6znych technik data mining. Mozna je uja¢ np. nastgpujaco (por.
[2; 3; 8)):

1) odkrywanie zalezno$ci (ang. mining association rules),

2) wielopoziomowe uogoélnianie danych (ang. multi-level data generalization),

3) klasyfikacja (ang. data classification),

4) grupowanie (ang. clustering analysis),

5) odkrywanie podobienstw w oparciu o wzorce (ang. pattern similarity search),

6) odkrywanie schematdéw Sciezek (ang. mining path traversal patterns).

Odkrywanie zaleznos$ci w przypadku bazy danych o transakcjach przeprowa-
dzonych w sklepie bedzie polega¢ na identyfikacji artykuldéw nabywanych razem
(np. mleko i chleb). Jesli 4 = {a,, as, ..., a,} bedzie zbiorem elementdéw reprezentu-
jacych artykuty w sklepie, a T = {1}, 71>, ...., T,} bedzie zbiorem transakcji repre-
zentujacym fakt zakupienia dwoch artykutow, to oznacza, ze T; < A. Jesli zatozy-
my, ze X < A, wowczas o transakcji 7; mozemy powiedzieé¢, ze zawiera zbior X
wtedy 1 tylko wtedy, gdy Xe T,. Zalezno$¢ t¢ mozemy przedstawi¢ w formie im-
plikacji X = VY, gdzie X € 4, Y < A, a X NY= . O zalezno$ci X = Y mozna
powiedzie¢, ze posiada wiarygodnos¢ ¢ (gdy ¢% transakcji ze zbioru T zawieraja-
cych podzbior X zawiera rowniez podzbior Y) okreslajaca site zaleznosci. Jesli s%
transakcji ze zbioru 7 zawiera podzbior X Iub Y, wowczas o zaleznosci X =Y
mozna powiedzie¢, ze ma wsparcie o wartosci s, informujace nas o cz¢stosci poja-
wiania si¢ zalezno$ci w bazie danych. Gléwne zadanie algorytmu data mining to
znalezienie silnych zalezno$ci, ktore charakteryzuja duza wiarygodnos¢ i silne
wsparcie, a wige zidentyfikowanie najwigkszych zbiorow elementow w bazie o
wsparciu powyzej wyznaczonej granicy i wykorzystanie ich do wygenerowania
poszukiwanych zalezno$ci. Ilustracja moze by¢ tutaj algorytm Apriori [1]. Algo-
rytm ten konstruuje zestaw réznych, rownolicznych podzbioréw, ztozonych z ele-
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mentoéw transakcji bedacych kandydatami na podzbiory o wystarczajaco duzym
wsparciu. W kolejnych iteracjach tworzone sa podzbiory (jedno-, dwu-, trojele-
mentowe itd.), az do utworzenia odpowiednio licznych podzbiorow z wystarczaja-
co duzym wsparciem lub do momentu, gdy nie mozna utworzy¢ podzbioréw w ko-
lejnej iteracji. Dla kazdego zbioru kandydujacego oblicza si¢ wsparcie, a nastgpnie
wybiera te, ktorych wsparcie jest wigksze od zatozonego przez uzytkownika.

Przyjmijmy, ze D; bedzie zestawem podzbioréw kandydujacych (po iteracji k),
a L, zestawem podzbiorow z Dj posiadajacych wystarczajace wsparcie. Zestaw
Dy1 w kolejnej iteracji algorytmu Apiori jest nastepujacy:

XUV, X, YelglXnyl=k-1}.

Kazdy podzbior z zestawu Dy musi spelnia¢ warunek, ze dowolny jego pod-
zbidr (od 1 do k-elementowego) ma wystarczajace wsparcie, czyli znajduje si¢ w
dowolnym zestawie od L; do L, z poprzednich iteracji. Jako przyktad mozemy
przyja¢ baz¢ danych do analizy za pomoca algorytmu Apriori. Algorytm Apriori
znajduje reguty asocjacyjne w relacyjnej bazie danych. Asocjacja pomigdzy dany-
mi nazywamy zalezno$¢ implikacyjna reprezentowana za pomoca regut logicznych
potaczonych zaleznoscia — jesli X, to Y. Przyktadem moze by¢: jesli garnitur, to ko-
szula, jesli buty, to torebka, jesli ptaszcz, to apaszka. Przez wsparcie reguty w da-
nym zbiorze rozumiemy stosunek liczby zbiorow zawierajacych dana regute do
liczby wszystkich zbioréw. Duza wartos¢ wsparcia moze zawiera¢ informacje do-
tyczace strategii dziatania firmy. Mozna na tej podstawie ustali¢ rozmieszczenie
towarow w sklepie. Jes§li towary po obnizonej cenie rozmie$cimy pomigdzy pro-
duktami X oraz Y zachodzi duze prawdopodobienstwo, ze zostang zakupione po-
mimo podwyzszenia ceny towaru Y.

Przyktadem moze by¢ transakcja opisana za pomoca identyfikatora transakcji
T: (identyfikator klienta sklepu, data i godzina robienia zakupéw) oraz produkty
zakupione w ramach tej transakcji. W przypadku eksploracji danych w bazie da-
nych supermarketu bedzie to znalezienie prawidlowosci w kolejnosci kupowania
ro6znych produktow.

T; — identyfikator transakcji Produkty
1 P1 P3 P4
2 P2 P3 P5
3 P1 P2 P3 PS5
4 P2 P5

D jest zestawem nastgpujacych podzbioréw: {P1}, {P2}, {P3}, {P4}, {P5}.
Dla kazdego podzbioru obliczamy wsparcie 1 eliminujemy te, ktéore maja najmniej-
sze wsparcie:
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D L,
Podzbiory | Wsparcie Podzbiory | Wsparcie
(P1} 2 (P1} 2
(P2} 3 (P2} 3
{P3} 3 / {P3} 3
{P4} 1 {P4} 3
{P5} 3

W nastepne;j iteracji bierzemy pod uwage wszystkie dwuelementowe i postgpu-
jemy jak poprzednio. W L, otrzymujemy:

Podzbiory | Wsparcie
{P1 P3} 2
(P2 P3} 2
{P2 P5} 3
{P3 P5} 2

W trzeciej iteracji C; zawiera podzbiory {P2 P3 P5}, dla ktorych wsparcie wy-
nosi 2. W tej sytuacji algorytm Apriori konczy swoje dziatanie, gdyz nie jest juz
mozliwe utworzenie dalszych iteracji.

Innym jest algorytm GSP (ang. Generalized Sequential Patterns) shuzacy do
odkrywania regut sekwencyjnych w bazie danych. Podczas pracy algorytmu wyko-
nuje si¢ wiele odczytow baz danych, z ktorych pierwszym zadaniem jest obliczenie
wsparcia poszczegolnych pozycji, bedacego liczba sekwencji zawierajacych te po-
zycje. Po pierwszym odczycie znane sg jednoelementowe zbiory czgste, a wige po-
zycje majace minimum wparcia. Nastepnie algorytm startuje ze zbiorami wzorcow
czestych znalezionych w poprzedniej fazie. Kazdy nastgpny wzorzec ma o jedna
pozycje wigeej niz ten, ktorym postuzylismy si¢ do jego wygenerowania. Wsparcie
dla tych wzorcoéw oblicza si¢ podczas jednego pelnego odczytu bazy danych, co
pozwala stwierdzi¢, ktore wzorce mozna uzna¢ potencjalnie za czgste i wykorzy-
sta¢ do generacji w nastgpnym kroku. Algorytm konczymy, gdy po kolejnym od-
czycie brak jest wzorcow czestych lub nie udato si¢ wygenerowa¢ nowych wzor-
cOw potencjalnie czgstych. Ograniczenia czasowe zwiazane z sekwencjami (doty-
czace bazy danych z przyktadu Apriori) to m.in.:

— minimalna odleglo$¢ (min-gap) — minimalna roéznica czasoOw wystapien dwoch
kolejnych sekwencji, pozwalajaca na sprowadzenie pewnego produktu, ktérego
wzrost jest bardzo prawdopodobny, gdyz z obserwacji wynika wzrost innego
produktu,

— maksymalna odleglos¢ (max-gap) — maksymalna réznica czaséw wystapien
dwoch kolejnych pozycji wzorca sekwencji, ktora pozwala na odrzucenie
klientow, ktorzy rzadko robig zakupy w naszym sklepie.

Algorytmy stuzace do wielopoziomowego uogoélniania danych oprocz cech od-
krywania zalezno$ci moga zawiera¢ takie elementy ulatwiajace przeprowadzanie
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analiz, jak np. generowanie zalezno$ci zbudowanych na réznych poziomach abs-
trakcji, definiowanie ré6znych minimalnych wartosci wsparcia dla ré6znych pozio-
mow hierarchii, warunkowe badanie zalezno$ci na nizszym poziomie, wowczas
gdy ta zalezno$¢ ma na wyzszym poziomie odpowiednie wsparcie.

Celem technik klasyfikacji jest znalezienie wspdlnych cech charakterystycz-
nych wsrod obiektow bazy danych i przyporzadkowanie ich do odpowiednich klas
(grup), ktére pozwola odroznié je od pozostatych klas obiektow. Do konstruowania
klasyfikacji moga by¢ wykorzystane ré6zne metody klasyfikacyjne, np. drzewa de-
cyzyjne, ktorych tworzenie odbywa si¢ przez rekurencyjny podzial zbioru na pod-
zbiory az do uzyskania ich jednorodnosci ze wzgledu na przynaleznos$¢ obiektow
do klas. Aby zbudowane drzewo byto jak najmniejsze, dokonuje si¢ jego porzad-
kowania, usuwajac te fragmenty, ktore maja niewielkie znaczenie dla jakosci wy-
nikow klasyfikacji. Kazdy algorytm tworzacy drzewo decyzyjne musi rozwigzac
trzy problemy: (1) jak wybra¢ jedna lub kilka cech, na podstawie ktérych nastapi
podziat zbioru obiektow, (2) kiedy zakonczy¢ podzial powstatego podzbioru obiek-
tow oraz (3) w jaki sposob przydzieli¢ obiekty znajdujace si¢ w lisciu drzewa do
pewnej klasy.

Efektywnos¢ algorytmu zalezy od sposobu podziatu zbiorow obiektow w we-
ztach drzewa, a wigc pojedynczych cech Iub ich kombinacji liniowych. Wyboru
dokonujemy w oparciu o pewna miar¢ jakosci podziatu (miary jednorodnosci lub
zréznicowania). W przypadku miary jednorodnosci wybieramy podziat, ktory mak-
symalizuje warto$¢ stosowanej miary, a wybierajac miary zréznicowania — podzial,
ktéry minimalizuje jej wartos$¢. Jesli przyjmiemy, ze O = {0y, 02, ..., 0,} bedzie
zbiorem obiektéw nalezacych do jednej z klas K, K;, ..., K}, przy czym licznosé
klasy K; oznaczymy jako [, to dla kazdego zbioru obiektéw mozemy zbudowac
wektor prawdopodobienstwa przynaleznosci do klas w postaci:

h 2 Ik k
p:(p 7p27""’pk):(_a_r-'a_)a gdZiC i=1.
l nn n ; P
Mozemy powiedzie¢, ze pewien zbidr obiektow jest jednorodny, gdy 3i=1, ..., kp;=1.
Natomiast jego maksymalne zréznicowanie wystepuje wowczas, gdy Vi=1, ..., kp;= % .

Grupowanie pozwala identyfikowa¢ grupy zdarzen lub podobnych do siebie
obiektow ze wzgledu na kryteria. Wykorzystujac okreslony sposoéb pomiaru odleg-
osci (podobienstwa) obiektow w wielowymiarowej przestrzeni cech, mozna zbior
podzieli¢ na podzbiory tak, aby zawieraty obiekty najbardziej do siebie podobne.
Mozna tu wykorzysta¢ jedna z ponizszych technik:

1) optymalno-iteracyjne (dokonuje si¢ podziatu zbioru na k rozilacznych pod-
zbioréw, gdzie k jest podane przez badacza),
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2) hierarchiczne (w ramach ktorych skupienia tworza binarne drzewa, liscie re-
prezentuja obiekty, a wezly ich grupy; skupienia wyzszych poziomow zawieraja w
sobie skupienia nizszych poziomow),

3) tworzace skupienia nieroztaczne (niektére obiekty ze zbioru moga naleze¢
do wigcej niz jednej grupy) [4].

Technika odkrywania podobienstw na podstawie wzorcoOw najczesciej wyko-
rzystywana jest do analizy szeregow czasowych, a wigc zbioréw danych, w kto-
rych jednym z atrybutdéw jest czas badz inny atrybut zalezny od czasu. Mozemy
mie¢ tutaj do czynienia z dwoma przypadkami: zapytaniami zwiazanymi z okres$-
lonym wzorcowym obiektem, ktérych celem jest znalezienie obiektow spetniaja-
cych wezesniej zdefiniowane warunki dotyczace podobienstwa do okreslonego
wzorcowego obiektu, lub zapytaniami porownujacymi wszystkie pary elementow
ze soba, ktorych celem jest znalezienie par obiektow spelniajacych okreslony przez
uzytkownika warunek podobienstwa [3, s. 866-883].

W rozproszonym srodowisku pomig¢dzy dokumentami i obiektami utrzymywa-
ne sg potaczenia, ktore utatwiaja interaktywny dostep do nich. Zrozumienie wzor-
cow dostgpu uzytkownikow w takim srodowisku nie tylko ulatwia projektowania
systemu, lecz takze prowadzi do podejmowania lepszych decyzji marketingowych.
Uchwycenie wzorcow dostgpu uzytkownika w srodowiskach rozproszonych okres-
lane jest mianem odkrywania wzorcow $ciezek powiazan w sposob krzyzowy.

3. Weryfikacja, ocena i prezentacja pozyskanej wiedzy

Zanim odkryta wiedza zostanie przeznaczona od uzytku, podlega ocenie (interpreta-
cji), jaka jest jej weryfikacja. Weryfikacja ma na celu identyfikacj¢ oraz skorygowa-
nie takich niepozadanych wiasciwosci wiedzy, jak niekompletno$¢ i niespojnose.
Obydwa rodzaje anomalii wiedzy wystepuja w réznym stopniu, zaleznie od sposobu
reprezentowania wiedzy czy dziedziny, ktorej dotyczy. Ocena odkrytej wiedzy moze
by¢ realizowana na dwa sposoby. Oceny moze dokonac ekspert dziedzinowy i/lub
mozna sporzadza¢ oceny w sposob zautomatyzowany [10, s. 111]. Proces oceniania
odkrytej wiedzy sprowadza si¢ do wyznaczenia jej zgodnosci z zalozeniami i celami
data mining. Przyjmuje si¢ zazwyczaj dwa podstawowe kryteria weryfikacji wiedzy,
jakimi sa kompletnos$¢ oraz spojnos¢ [9]. Kompletnos¢ oznacza, ze wiedza — bedaca
do dyspozycji okreslonego podmiotu — jest wystarczajaca do generowania odpo-
wiednich wnioskéw wynikajacych z wyznaczonego celu systemu. Ujmujac ten pro-
blem w rozumieniu bardziej intuicyjnym: wiedza kompletna oznacza ,,pokrycie”
wszystkich mozliwych przypadkow, w jakich bedzie ona wykorzystywana (por. np.
[9; 10]). W praktyce — w szczegdlnosci w odniesieniu do generowanych baz wiedzy
— mamy do czynienia z pewnym podzbiorem przeksztatconej wiedzy dziedzinowej
lub bazy wiedzy utworzonej na podstawie rozwiazywanych problemow, ktora mo-
zemy uzna¢ za kompletna wobec wykonywanych zadan.
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Przyjmuje si¢ z kolei, ze baza wiedzy jest spdjna, jezeli w bazie faktow nie ma
takich, ktore dla okreslonych wiezéw spojnosci (ang. consistency constraints) nie
pozwolityby na osiaganie celow systemu. Wigzy spdjnosci dotycza istotnych dla
bazy wilasciwosci strukturalnych, takich jak przyktadowo wykluczanie wiedzy kon-
fliktowej czy redundantnej. Sa one dos¢ czgsto ignorowane w przypadku wygene-
rowanych baz wiedzy.

Spersonalizowane interaktywne kokpity
Interfejs WWW (100% HTML)
Specyficzne dla funkceji i bazujace na stanowisku

LR RS

Dane w czasie rzeczywistym ze wszystkich
korporacyjnych zrodel danych

AN

Format korporacyjny

%

Bl zwig¢zly, stosowny i latwy
v Prosty interfejs — wskaz i kliknij

v Analityka typu Wykryj i Reaguj dostarcza stosowne i
aktualne alerty

¥ Analityka bazujaca na najlepszych praktykach Bl

v Analizy w czasie rzeczywistym i we wlasciwym
kontekscie

Rys. 6. Przyktad kokpitu Oracle BI

Zrodto: www.oracle.com.
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Rys. 7. Dynamiczna natura kokpitu

Zrodto: www.oracle.com.

Odkryta wiedza prezentowana jest menedzerowi w zadanej przez niego postaci.
Stosowane sa rozne techniki wizualizacji, takie jak zestawienia tabelaryczne, wykresy
czy opisy. W ostatnich latach coraz bardziej upowszechniaja si¢ tzw. kokpity (ang.
dashboards). Kokpit jest taka organizacja ekranu, ktéra umozliwia uzytkownikowi nie
tylko ,,0glad” sytuacji decyzyjnej, lecz takze dynamiczne dostosowanie dostgpnych w
systemie a wyswietlanych na monitorze informacji w zalezno$ci od zapotrzebowania
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uzytkownika. Zaleznie od tego, dla jakiego uzytkownika kokpit jest przeznaczony, nosi
nazwy: kokpit informacyjny, kokpit menedzerski itp. Przykladowy kokpit oferowany
w ramach Oracle BI przez firme¢ Oracle przedstawiono na rys. 6.

[oTey=— mibruira, Aleleg ot Pfars Doty - Amwmrs — i Prmb = — S~ - Lap
| Ovesriem | freoaan | bevesse | Aecbvenics  Gailmie | Dedese: Repe | Dt e el

~

Ui P a e d mar =
el [~ N mmre— [P s — e el ey
Far ) S el = A o Rt = T e 1

Sabct Himns ot

A

A A A A A A A A A A

A BT Ry i

Rys. 8. Przyklady kokpitu informacyjnego (a) i menedzerskiego (b)

Zrodto: www.oracle.com.

Kokpit ma natur¢ dynamiczna, co oznacza, ze uzytkownik zaleznie od swych
potrzeb moze — dokonujac wyboru bezposrednio z ekranu — obejrze¢ np. zadane
zestawienia finansowe czy wyniki analiz, co pokazuje rys. 7.

Przyktady kokpitu informacyjnego i menedzerskiego pokazano na rys. 8.
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4. Podsumowanie

Artykutl przedstawia pozyskiwanie wiedzy z hurtowni danych bedacej elementem
centralnym systemu Business Intelligence, za pomoca przetwarzania analitycznego
oraz data mining, a nastgpnie jej weryfikacje i prezentacje uzytkownikowi za po-
moca tzw. kokpitu.
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KNOWLEDGE ACQUISITION FROM DATA WAREHOUSE

Summary: The paper presents knowledge acquisition from the data warehouse that is the main
element of any BI system. It concentrates on analytical processing as well as data mining with-
in the data warehouse. Discovered knowledge has to be verified, assessed and then presented in
form of tables, graphs or with the use of dashboards.
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