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Streszczenie: W artykule zaproponowano modyfikacje metody klasyfikacji spektralnej. W tym
celu w procedurze tej metody (zob. [Ng, Jordan, Weiss 2002]) przy wyznaczaniu macierzy
podobienstwa (affinity matrix) w konstrukcji estymatora jadrowego zastosowano odlegtosé
GDMI1 przy klasyfikacji danych metrycznych oraz GDM2 przy klasyfikacji danych porzad-
kowych. Ponadto przetestowano przydatnos¢ metod klasyfikacji spektralnej (w tym metody
z odlegloscia. GDM) w poréwnaniu z klasycznymi metodami analizy skupien dla wygene-
rowanych danych o znanej strukturze klas, wykorzystujac do oceny zgodno$ci wynikow kla-
syfikacji skorygowany indeks Randa (zob. [Hubert, Arabie 1985]).

1. Wstep

Od konca XX wieku w literaturze poswigconej analizie danych rozwija si¢ analiza
skupien bazujaca na dekompozycji spektralnej (spectral clustering). W artykule scha-
rakteryzowane zostana rézne warianty klasyfikacji spektralnej. Zastosowana zostanie
odlegtos¢ GDM w konstrukcji estymatora jadrowego stuzacego do obliczenia macierzy
podobienstw w klasyfikacji spektralnej. Pozwoli to wykorzystaé¢ t¢ metode przy klasy-
fikacji danych zar6wno metrycznych (GDM1), jak i porzadkowych (GDM2). Przete-
stowana zostanie przydatnos¢ metod klasyfikacji spektralnej (w tym z wykorzystaniem
odlegtosci GDM) oraz klasycznych metod analizy skupien dla wygenerowanych da-
nych o znanej strukturze klas. Analiz¢ poréwnawcza metod klasyfikacji dla danych o
znanej strukturze klas przeprowadzono dla trzech typéw danych.

2. Miara odleglosci GDM

W pracy Walesiaka [2002] zaproponowano uogoélniong miar¢ odlegtosci GDM
(The Generalised Distance Measure), w konstrukcji ktérej wykorzystano ideg
uogoblnionego wspolczynnika korelacji obejmujacego wspotczynnik korelacji li-
niowej Pearsona i wspotczynnik tau Kendalla:

! Artykut powstal w ramach dziatalnoci statutowej Katedry Ekonometrii i Informatyki (Marek
Walesiak) oraz w ramach projektu badawczego MNiSW pt. ,,Obiekty symboliczne w wielowymiaro-
wej analizie statystycznej” nr NN111 105234 (Andrzej Dudek).
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gdzie: d,, — miara odlegtosci GDM1 dla danych metrycznych i GDM2 dla danych

porzadkowych,
i,k,l=1,...,n —numery obiektow,
j=1,...,m —numer zmienne;j.

Dla zmiennych mierzonych na skali ilorazowej i(lub) przedzialowej w formule
(1) stosowane jest podstawienie (odleglos¢ GDM1):
a,, =x;—x, da p=£kl
b

krj

, 2
=x,;—x, dla r=il @)

gdzie: x; (x;;,x,) —i-ta (k-ta, /-ta) obserwacja na j-tej zmienne;j.

Zasob informacji skali porzadkowej jest nieporownanie mniejszy. Jedyna do-
puszczalna operacja empiryczng na skali porzadkowe;j jest zliczanie zdarzen (tzn.
wyznaczanie liczby relacji wigkszo$ci, mniejszosci 1 réwnosci). W konstrukeji
miernika odlegto$ci musi by¢ wykorzystana informacja o relacjach, w jakich pozo-
staja porownywane obiekty w stosunku do pozostatych obiektow ze zbioru obiek-
tow. Dla zmiennych mierzonych na skali porzadkowej w formule (1) stosuje sig
podstawienie (odleglo$¢ GDM2 — zob. [Walesiak 1993, s. 44-45]):

1 dla xt.j>xpj(xkj>xrj)
a,,(by,)=1 0 dla x,=x, (x,=x,) dap=k L;r=il 3)

xpj kj
-1 dla x; <x, X, <x,

Wtasno$ci oraz rezultaty badan symulacyjnych miary (1) zawiera m.in. praca
Walesiaka [2006].

3. Procedura klasyfikacji spektralnej

W klasyfikacji spektralnej pierwotne dane z przestrzeni m-wymiarowej przeksztal-
cone zostaja, przez wyznaczenie wektorow wlasnych macierzy Laplace’a, w zbior
danych o liczbie wymiaréw odpowiadajacych liczbie klas u .
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Procedura klasyfikacji spektralnej zaproponowana przez autoréw, takich jak
Ng, Jordan i Weiss [2002], obejmuje nastgpujace etapy (zob. [Walesiak, Dudek
2009b]):

1. Konstrukcja macierzy danych X =[x;] o wymiarach nxm (i=1,...,n —
numer obiektu, j=1,...,m — numer zmiennej). Dla danych metrycznych nalezy

przeprowadzi¢ normalizacj¢ warto$ci zmiennych.
2. Zastosowanie estymatora jadrowego do obliczenia macierzy podobienstw

A= [Al.k] (affinity matrix) migdzy obiektami. Macierz podobienstw A = [Aik] ma

nastepujace wilasciwosci [Perona, Freeman 1998, s. 3]: zAik e[0;1], 4, =1,

A, = A, . W prezentowanym algorytmie elementy z gtéwnej przekatnej macierzy
A= [Al.k] zastapiono zerami (4, =0).

3. Konstrukcja znormalizowanej macierzy Laplace’a L=D"?AD™"? (D -
diagonalna macierz wag, w ktorej na gtéwnej przekatnej znajduja si¢ sumy kazde-
go wiersza z macierzy A = [Aik ], a poza glowna przekatna sa zera). W rzeczywi-

stosci znormalizowana macierz Laplace’a przyjmuje postac: I —L . Wiasnosci tej
macierzy przedstawiono m.in. w pracy von Luxburg [2006, s. 5]. W algorytmie dla
uproszczenia analizy pomija si¢ macierz jednostkowa I .

4. Obliczenie warto$ci wlasnych i odpowiadajacych im wektoréw wtasnych (o
dhugosci rownej jeden) dla macierzy L . Uporzadkowanie wektoréw wiasnych
wedlug malejacych wartosci wlasnych. Pierwsze u# wektorow wilasnych (u — licz-
ba klas) tworzy macierz E = [el.j] o wymiarach nxu .

5. Przeprowadza si¢ normalizacje tej macierzy zgodnie ze wzorem
. 2
Vi =e; Zelj (i=1,...,n — numer obiektu, j=1,...,u — numer zmiennej,
Jj=1

u — liczba klas). Dzigki tej normalizacji dlugo$¢ kazdego wektora wierszowego
macierzy Y = [yl.j] jest rowna jeden.

6. Macierz Y stanowi punkt wyjscia zastosowania klasycznych metod analizy
skupien (proponuje si¢ tutaj wykorzystanie metody k-srednich).

Istnieja odmiany analizy spektralnej rozniace si¢:

a. Typem estymatora jadrowego w etapie 2. Zwykle wykorzystuje si¢ tutaj

estymator gaussowski bazujacy na kwadracie odlegtosci euklidesowej (zob. [Ka-
ratzoglou 2006, s. 26]):

Aik:exp(_ﬁ'd;),i,k=1,...,n, 4)

gdzie: d, — odlegtos¢ euklidesowa migdzy obiektami i oraz k, & — parametr skali
(szeroko$¢ pasma — kernel width).
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Inne estymatory jadrowe stosowane w klasyfikacji spektralnej zawarte sa w pra-
cach Karatzoglou [2006, s. 13-14] oraz Polanda i Zeugmanna [2006] i obejmuja m.in.:
jadro wielomianowe, jadro liniowe, jadro w postaci tangensa hiperbolicznego, jadro
Bessela, jadro Laplace’a, jadro ANOVA, jadro tancuchowe (dla danych tekstowych).

b. Formutla konstrukcji macierzy Laplace’a w etapie 3 (zob. np. [Verma, Meila
2003; von Luxburg 2006]):

— nienormalizowana macierz Laplace’a:

L=D-A, (5)
— znormalizowana macierz Laplace’a:
L=D"A. (6)

Dla tych konstrukcji macierzy Laplace’a procedura klasyfikacji spektralnej jest
tez inna (zob. [Shortreed 2006, s. 41-47]).

Zasadnicze znaczenie w klasyfikacji spektralnej maja dwa parametry: o —
oznaczajacy szerokos¢ pasma (kernel width) oraz u — oznaczajacy liczbg skupien.

Parametr 0 ma fundamentalne znaczenie w klasyfikacji spektralnej. W litera-
turze zaproponowano wiele heurystycznych sposobéw wyznaczania wartosci tego
parametru (zob. np. prace: [Zelnik-Manor, Perona 2004; Fischer, Poland 2004;
Poland, Zeugmann 2006]). W metodach heurystycznych wyznacza si¢ warto$¢ o
na podstawie pewnych statystyk opisowych macierzy odlegtosci [d]. Lepszy spo-
sOb wyznaczania parametru o zaproponowal Karatzoglou [2006]. Poszukuje si¢
takiej warto$ci parametru o, ktora minimalizuje wewnatrzklasowa sume kwadra-
tow odleglosci przy zadanej liczbie klas u. Jest to heurystyczna metoda poszukiwa-
nia minimum lokalnego.

Zblizony koncepcyjnie algorytm znajdowania optymalnego parametru o za-
proponowano w pracy Walesiaka i Dudka [2009b]. Z macierzy danych X (ze
znormalizowanej macierzy danych — dla danych metrycznych) wybierana jest pro-
ba bootstrapowa X' sktadajaca si¢ z ' obiektow opisanych wszystkimi m zmien-

- ' S . 1 , 3
nymi. Warto$¢ 7' jest najczesciej tak dobierana, aby En <n' < Zn

Poczatkowy przedziat przeszukiwania optymalnej wartosci parametru o usta-
lany jest jako Sy = [0; D] (gdzie D oznacza sumg odlegltosci dy w macierzy odleg-
losci). Dalsza procedura iteracyjna jest nastgpujaca:

Krok 1. Przedziat S (gdzie k oznacza numer iteracji; na poczatku Sy = Sy) dzie-

lony jest na R przedzialow jednakowej dtugosci pf =[p%; pf ], r=1...,R (np.
R=10).

ko, Kk
Py tpy

Krok 2. Dla kazdego przedzialu pf obliczamy jego $rodek: Gf ==—.Dla

wszystkich warto$ci O'f przeprowadzana jest klasyfikacja spektralna zbioru X' na
ustalona liczbe klas u.
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Krok 3. Wybierane jest takie Gf , dla ktorego suma odlegtosci wewnatrzkla-
sowych jest minimalna.

Krok 4. Jesli dla wybranego Gf zachodzi nierdwnos¢ pf <@ (domyslnie
przyjeto @ =107), algorytm konczy dziatanie. W przeciwnym przypadku prze-
chodzi si¢ z wybranym przedziatem do kroku 1 i kontynuuje procedure.

Podobnie jak w przypadku klasycznych metod klasyfikacji zachodzi potrzeba

ustalenia optymalnej liczby klas. Algorytm wyznaczenia optymalnej liczby klas
zaproponowal Girolami [2002].

Macierz podobienstw (affinity matrix) A = [Aik] poddawana jest dekompozycji
A=UAU", gdzie U jest macierza wektoréw wlasnych macierzy A skladajaca

si¢ z wektorow u,,u,,...,u,,a A jest macierza diagonalna zawierajaca wartosci
wilasne A,4,,..., 4, .

Obliczany jest wektor K = (k,,k,,...,k,), gdzie k, = 4, {lﬁui}z (17 — wektor

o wymiarach 1xn zawierajacy wartosci 1/ n). Wektor K jest porzadkowany male-
jaco, a liczba jego dominujacych elementdow (wyznaczona np. przez kryterium
osypiska) wyznacza optymalna liczbe skupien u, na ktora algorytm klasyfikacji
spektralnej powinien podzieli¢ zbior badanych obiektow.

4. Propozycja procedury klasyfikacji spektralnej
z miarg odleglosci GDM

W artykule proponowana jest modyfikacja metody klasyfikacji spektralnej umoz-
liwiajaca jej zastosowanie w klasyfikacji danych metrycznych oraz porzadkowych.
W tym celu w kroku 2 procedury w konstrukcji estymatora jadrowego zastosowano
odlegtos¢ GDM:

A, =exp(-o-dy), (7

gdzie: 0 — parametr skali (szeroko$¢ pasma — kernel width),
d, — odlegtos¢ GDM migdzy obiektami i oraz k dla danych metrycznych
o postaci (1) z podstawieniem (2) oraz dla danych porzadkowych o
postaci (1) z podstawieniem 3.

Zastosowanie odleglosci GDM o postaci (1) z podstawieniem (3) w konstrukcji
estymatora jadrowego umozliwia analiz¢ danych porzadkowych w klasyfikacji

spektralnej (zob. [Walesiak, Dudek 2009b]). Dane pierwotne X =[x, ] mierzone
sa na skali porzadkowej. W wyniku zastosowania estymatora jadrowego z odlegto-
$cia GDM2 podobienstwa w macierzy A = [Aik] mierzone s na skali przedziato-
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wej. Ostatecznie w kroku 5 otrzymuje si¢ metryczng macierz danych Y o wymia-
rach nxu . Pozwala to na zastosowanie w klasyfikacji dowolnych metod analizy

skupien (w tym metod bazujacych bezposrednio na macierzy danych, np. metody
k-$rednich).

5. Analiza porownawcza metod klasyfikacji
dla danych o znanej strukturze klas

Analize¢ porownawcza metod klasyfikacji dla danych o znanej strukturze klas prze-
prowadzono dla trzech typow danych.

W dwoch pierwszych eksperymentach wykorzystano dane metryczne oraz po-
rzadkowe o znanej strukturze klas obiektow wygenerowane z wykorzystaniem
funkcji cluster.Gen pakietu clusterSim (zob. [Walesiak, Dudek 2009a]).
Charakterystyke czterech modeli wykorzystanych w analizie symulacyjnej prezen-
tuje tab. 1.

Tabela 1. Charakterystyka modeli w analizie symulacyjnej

Model | v | nk* | cl lo Srodki cigzkosci klas Macierz kowariancji 2. ks

L1317 3 |40 (1,556,-3),3:12;-6) | o, =1 (1< j<3), 1

(4,5, 18,-9)
0,=0,;,=-09,0,,=09
2 (2|57 |5 |40,20,25,(55),(33),3:3), |o,=1,0,=09 2
25,20 (05 0), (=5; =5)

3 121(6,8 |4 |35 (4 5), (5; 14), (14; 5), o,=1,0,=0 3
;=4 _ ’

4 1215 3 130,60,35 [(0;4),(4;8),(8;12) s _ 1 -09 4

S A

L5 0
= ,
? {o 1,5}

1 05
= os "]
0,5 1

* tylko dla danych porzadkowych;

v — liczba zmiennych, nk — liczba kategorii (jedna liczba oznacza stata liczbg kategorii); ¢/ — licz-
ba klas; /o — liczba obiektow w klasach (jedna liczba oznacza klasy rownoliczne); ks — ksztalt skupien
(1 — skupienia wydhuzone, 2 — skupienia wydtuzone i stabo separowalne, 3 — skupienia normalne,
4 — skupienia zréznicowane dla klas).

Zrodto: opracowanie wlasne.

W eksperymencie trzecim zbiory danych (zob. rys. 1) utworzono z wykorzy-
staniem funkcji pakietu mibench (spirals, smiley, cassini) oraz zbioréw wilasnych
(worms, w3, skad).
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Dla modeli w kazdym eksperymencie wygenerowano 20 zbiorow danych,
przeprowadzono procedurg klasyfikacyjna i pordownano otrzymane rezultaty klasy-
fikacji ze znana struktura klas za pomoca skorygowanego indeksu Randa [Hubert,
Arabie 1985].

Dla danych metrycznych (eksperymenty 1 i 3) uwzgledniono nastgpujace me-
tody klasyfikacji: 1. speccl — klasyfikacja spektralna z jadrem gaussowskim i &
z pakietu kernlab; 2. specc?2 — klasyfikacja spektralna z jadrem gaussowskim 1
o z artykulu; 3. speccGDM1 — klasyfikacja spektralna z odlegto$cia GDM1 i o z
artykutu; 4. kmeans — metoda k-Srednich; 5.pam — metoda k-medoidow;
6. complete — metoda kompletnego potaczenia; 7. average — metoda $redniej
klasowej; 8. ward — metoda Warda; 9. centroid — metoda $rodka cigzkosci;
10. diana — hierarchiczna metoda deglomeracyjna.

Dla metod o numerach 5-10 zastosowano odlegto§¢ GDM1 oraz kwadrat odleg-
losci euklidesowej. Dla danych porzadkowych (eksperyment 2) uwzgledniono w
analizie metody klasyfikacji o numerach 5-10 z odlegtoscia GDM2 oraz klasyfikacj¢
spektralng z odlegto$cia GDM2 i ¢ z artykutu (speccGDM2).

mlbench.spirals worms w3

mlbench.smiley mlbench.cassini skad

of - v ST LAY & o
05 % [ PRI S8 $

E

Rys. 1. Przyktadowe zbiory danych utworzone z wykorzystaniem funkcji pakietu mlbench (spirals,
smiley, cassini) oraz zbioréw wiasnych (worms, w3, skad)

Zrédlo: opracowanie whasne z wykorzystaniem programu R.



168 Marek Walesiak, Andrzej Dudek

Tabela 2 prezentuje uporzadkowanie analizowanych metod klasyfikacji wedtug
srednich warto$ci skorygowanego indeksu Randa policzonego z 20 symulacji dla
danych metrycznych wygenerowanych w pakiecie clusterSim.

W przypadku zbioréw danych metrycznych bez zmiennych zaklocajacych me-
tody klasyfikacji spektralnej, z pewnymi wyjatkami, dajg gorsze rezultaty od kla-
sycznych metod analizy skupien. Uwzglednienie zmiennych zakldcajacych (wystg-
pujacych zwykle w rzeczywistych problemach klasyfikacyjnych) pokazuje wyraz-
ng przewage metod klasyfikacji spektralnej w odkrywaniu rzeczywistej struktury
klas. Proponowana metoda speccGDM1 daje zblizone, cho¢ nieco gorsze, rezulta-
ty do metody klasyfikacji spektralnej z jadrem gaussowskim.

Tabela 2. Uporzadkowanie analizowanych metod klasyfikacji wedtug §rednich wartosci
skorygowanego indeksu Randa dla danych metrycznych wygenerowanych w pakiecie clusterSim

Srednia Ksztalt skupien Liczba zmiennych zaklocajacych

Metoda | (74 ks k93 N > 3 2 o . >

1 2 3 4 5 6 7 8 9
specc2 0,683 110,928 | 6/7 | 0,706 810,751 710924 | 7/8]0,827 | 5/6]0,735 110,487 2
speccl 0,681 210,817 910,686 910,735 810942 | 6/7]10,795| 890,723 210,524 1
speccGDM1 | 0,661 310,906 |7/8]0,711 | 7/6 1 0,717 | 9 {0,866 | 8/10) 0,800 | 7/8 0,716 310,467 3
average” 0,561 410,950 110,831 110,800 | 30,967 410,887 210,439 610,356 4
average” 0,568 410950 1]0832] 2]0800[ 3]00979 1] 0,890 10465 50350 4
pam® 0,558 510,950 110,830 210,800 | 1]0,942 510,881 410472 410,322 5
pam” 0,558 510,950 110,830 310,800 ] 10,942 610,881 310472 410,322 5
ward” 0,550 610,950 110,828 310,800 ] 4[0,973 210,888 1{0,443 510,320 6
ward® 0,551 610,950 110,836 1{0800] 410,972 310,889 210,443 610,319 6
centroid® 0,526 710,950 110,820 410,800 ]| 510,971 310,885 3 {0,426 710,267 7
centroid” 0,385 10] 0,950 110,782 410,800 ]| 510,968 410,875 410,269 910,012 ] 10
diana® 0,463 810,930 510,646 ] 100,798 [ 6] 0,575 10 | 0,737 10 { 0,391 8 {0,260 8
diana® 0,512 710,950 110,644 ] 10[0,796 [ 6] 0,901 910,823 710,418 710,296 7
kmeans 0,452 9/8 10,784 [ 10 ] 0,760 510,633 110f{0,978 [ 1/2]0,789 | 9/10 { 0,371 | 9/8 ] 0,195 | 9/8
complete® 0,415 10 ] 0,858 810,747 610,800 | 20,862 910,817 6(0,277 | 10] 0,150 | 10
complete” 0,399 910,950 110,707 710,800 ] 20,952 510,852 5[0,245 | 10 0,101 9

a —z odlegtoscia GDM1; b — z kwadratem odlegtosci euklidesowe;.
6/7 — pozycja metody, gdy dla klasycznych metod analizy skupien stosujemy odlegtosé
GDM1/kwadrat odlegtosci euklidesowe;.

Zrédto: obliczenia whasne z wykorzystaniem programu R.

Uwzglednienie dla klasycznych metod analizy skupien odlegto$ci GDM1 oraz
kwadratu odlegtosci euklidesowej daje zblizone rezultaty, jesli chodzi o stopien
odkrywania rzeczywistej struktury klas.

Tabela 3 prezentuje uporzadkowanie analizowanych metod klasyfikacji wedtug
srednich wartosci skorygowanego indeksu Randa policzonego z 20 symulacji dla
danych porzadkowych wygenerowanych w pakiecie clusterSim.

W przypadku zbiorow danych porzadkowych bez zmiennych zaktdcajacych
najlepsza jest metoda Warda. Metoda klasyfikacji spektralnej speccGDM2 daje
gorsze rezultaty od klasycznych metod analizy skupien. Nalezy jednak pamigtac,
ze zbiory tego typu bardzo rzadko wystepuja w rzeczywistych problemach klasyfi-
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kacyjnych. Uwzglednienie zmiennych zaktocajacych pokazuje wyrazna przewagg
metody klasyfikacji spektralnej speccGDM2.

Tabela 3. Uporzadkowanie analizowanych metod klasyfikacji wedtug §rednich wartosci
skorygowanego indeksu Randa dla danych porzadkowych wygenerowanych w pakiecie clusterSim

Metoda Srednia Ksztalt skupien Liczba zmiennych zaklocajacych

(k7+k8+k9)/3 1 2 3 4 0 1 2

1 2 3 4 5 6 7 8 9
speccGDM2 0,644 1 10901|7]|0,754|7]0,7937|0,612|6]| 0,765 | 7| 0,659 | 1| 0,510 | 1
average 0,599 2 {1,000 1]0974|1|1,000 10,947 |2]0,980 |2 0,477 [3]0,339]|2
pam 0,591 3 {1,000 (10,969 |3|1,000(|1]0933]|4]0975|4]|0,480 |2]0318 |3
ward 0,591 4 11,000 10,967 [4]1,000|1]|0,963 (10,982 |1]|0473|4]|0,317 |4
centroid 0,562 5 11,0001]0973|2(1,000|1]0946|3|0,980 |2|0,431|5]0,274 |5
diana 0,496 6 10956|5(0,770 | 6 | 0,998 | 6 | 0,565 | 7| 0,822 | 6 | 0,418 | 6| 0,249 | 6
complete 0,461 7 10924 |6(0,893|5|1,000|1]0,909|5]|0,931 (50,29 |7]0,155]|7

Zrodto: obliczenia whasne z wykorzystaniem programu R.

Tabela 4 prezentuje uporzadkowanie analizowanych metod klasyfikacji wedlug
srednich warto$ci skorygowanego indeksu Randa policzonego z 20 symulacji dla
danych metrycznych z pakietu mlbench i danych wtasnych.

Tabela 4. Uporzadkowanie analizowanych metod klasyfikacji wedtug §rednich wartosci
skorygowanego indeksu Randa dla danych metrycznych z pakietu mlbench i danych wtasnych

. . Zbiory danych
Metoda Srednia - - -
spirals worms w3 smiley cassini skad
speccl 0,796 | 10,830 310,795 2| 0,840 | 1]0,837 | 2/3[0,759 | 6/5 0,715 3
specc2 0,792 | 20,866 210,847 1] 0,720 210,797 [ 3/5]0,754 | 7/6 ] 0,767 1
speccGDM1 | 0,715 [ 30,957 10,537 3] 0406] 3[0,870 | 1/2 10,796 | 5/3 0,722 2
ward” 0,397 | 6(0,042 610411 81 0,003 [ 70,646 510,935 210,348 9
ward" 0,467 | 4 (0,028 810,361 [ 10 ] 0,006 [ 40,950 110,844 210,611 5
pam” 0,424 | 4[0,011 | 10 [ 0,448 6| -0,005| 80,794 4{0919 310,374 8
pam” 0424 | 5(0,011 | 10 {0,448 71 -0,005] 80,794 610,919 1[0,374 | 10
average" 0411 | 510,026 910,393 | 10| 0,003 ] 6 0,605 810,981 1 {0,455 7
average” 0,393 | 60,029 710,432 810,003 | 70,637 710,783 4 (0,482 8
centroid® 0,396 | 710,044 5{0,423 71 0,005) 5{0,611 710,827 410,466 6
centroid” 0,389 | 710,016 9 10,466 51-0,002] 60,825 410,556 910,473 9
diana® 0,305 | 10 [ 0,037 710,452 51-0,006] 9(0,486 | 10[0,522 | 10 (0,341 | 10
diana® 0,386 | 810,040 4 (0,467 4 {0,000 910,627 810,539 [ 10] 0,651 4
kmeans 0,369 | 9 (0,031 | 8/6 0,455 | 4/6 | —0,009 | 10 [ 0,623 | 6/9 [ 0,595 | 9/7 | 0,519 | 4/6
complete” 0,370 | 8 (0,045 4 {0,400 91 0,010] 40,568 910,720 810475 5
complete” 0,353 | 10 [ 0,037 510,424 9] 0,002] 5]0,587 [ 10 |0,564 810,505 7

a—z odlegtoscia GDM1; b — z kwadratem odlegtosci euklidesowe;.
8/6 — pozycja metody, gdy dla klasycznych metod analizy skupien stosujemy odleglosé
GDM I/kwadrat odleglosci euklidesowe;.

Zrédto: obliczenia whasne z wykorzystaniem programu R.
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Dla nietypowych zbioréw danych metody klasyfikacji spektralnej zdecydowa-
nie lepiej od klasycznych metod analizy skupien odkrywaja prawidtowa strukture
klas. Proponowana metoda speccGDM1 daje zblizone rezultaty do metody klasy-
fikacji spektralnej z jadrem gaussowskim.
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SPECTRAL CLUSTERING WITH THE USE OF GDM DISTANCE

Summary: In the article, the proposal of spectral clustering method, based on procedure of
Ng, Jordan and Weiss [2002], is presented. In construction of affinity matrix we implement
kernel function with GDM1 distance for classification of metric data and GDM2 distance
for classification of ordinal data. The article evaluates, based on three types of data simu-
lated, ten clustering methods (three spectral clustering methods, seven classical clustering
methods). Each clustering result was compared with known cluster structure from models
applying Hubert and Arabie’s [1985] corrected Rand index.
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