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Streszczenie: Metoda wektorow nosnych (SVM) jest jedna z najdoktadniejszych metod
dyskryminacji. Istotna bariera dla zwigkszenia zakresu zastosowan metody SVM jest to, ze
otrzymywany model jest bardzo stabo interpretowalny. W celu wyodrgbnienia regut klasyfi-
kacyjnych, wedtug ktorych metoda decyduje o wskazaniu przynaleznosci do klasy, mozna
wykorzysta¢ modele drzew klasyfikacyjnych, ktorych wyniki sa fatwe w interpretacji.
W artykule zaproponowano procedurg wyodrgbniania regut z modeli SVM 1i zilustrowano ja
na danych rzeczywistych.

1. Wstep

W ciagu ostatnich dwudziestu lat obserwowalny jest bardzo dynamiczny rozwdj
metod statystycznych wykorzystujacych techniki automatycznego uczenia si¢ (ma-
chine learning systems). Popularnos$¢ oraz gwattowny rozwdj tej grupy metod wy-
nika przede wszystkim z ich dominacji nad innymi metodami pod wzgledem zdol-
nosci predykecyjnych odpowiadajacych im modeli. Jednym z narzedzi eksploracji
danych, ktore w zagadnieniach dyskryminacji jest uwazane za jedno z najdoktad-
niejszych [Abe 2005; Trzegsiok 2006], jest zaproponowana przez Vapnika [1998]
metoda wektoréw nosnych (SVM — Support Vector Machines). Znaczna bariera dla
zwigkszenia zakresu zastosowan metody SVM jest to, ze model otrzymywany w
rezultacie jej zastosowania jest bardzo stabo interpretowalny. Cho¢ modele SVM
pozwalaja na og6t na bardzo doktadna predykcje, to nie jest jednak mozliwe zro-
zumiale i1 przystgpne wyjasnienie w jezyku naturalnym regut klasyfikacyjnych,
wedtug ktorych model decyduje o wskazaniu przynaleznosci do klasy dla pewne;j
nowej obserwacji. Z tego powodu metody eksploracji danych, w tym metode SVM,
okresla si¢ mianem czarnych skrzynek. W celu usunigcia tej powaznej wady wciaz
pojawia si¢ wiele propozycji modyfikacji lub nowych, niezaleznych metod, ktore
zastosowane po zbudowaniu modelu, maja za zadanie zwigkszenie ich interpreto-
walno$ci. Jednym z waznych zagadnien zwiazanych z osiaganiem tego celu jest
analiza mocy dyskryminacyjnej zmiennych obja$niajacych oraz identyfikacja
zmiennych nieistotnych [Guyon i in. 2006; Trzgsiok 2009]. Drugie wazne zagad-



Wyodrgbnianie regut klasyfikacyjnych z modelu dyskryminacyjnego... 317

nienie to wyodrgbnienie regut klasyfikacyjnych, ktoremu poswigcona jest niniejsza
praca.

Zdolno$¢ do wyjasnienia i zrozumiatego przedstawienia regul klasyfikacyjnych
jest bardzo waznym elementem w kazdym zagadnieniu, w ktérym zbudowany mo-
del dyskryminacyjny przed zastosowaniem musi zosta¢ zweryfikowany przez gru-
pe ekspercka, np. w przypadku modeli dyskryminacyjnych realizujacych diagno-
styke medyczna lub w przypadku modeli klasyfikujacych klientéw banku do grupy
0s0b, ktérym mozna bezpiecznie udzieli¢ kredytu lub nie.

Pierwsze proby i techniki wyodrebniania regut z modeli SVM byty inspirowa-
ne gtownie metodami zaproponowanymi do tego samego celu dla sieci neurono-
wych [Diederich 2008]. Jedno z takich podej$¢ wykorzystuje modele drzew klasy-
fikacyjnych do wygenerowania regut klasyfikacyjnych dla danych, gdzie rzeczywi-
ste warto$ci zmiennej definiujacej klas¢ obiektu zastapiono wskazaniami przyna-
lezno$ci do klas otrzymanymi z modelu SVM. W ten sposob tatwe w interpretaciji
wyniki metody drzew klasyfikacyjnych pozwalaja na zrealizowanie etapu profilo-
wania klas otrzymanych metoda wektorow nosnych (wyodrgbniania regut klasyfi-
kacyjnych). To potaczenie dwoch roznych metod pozwala na wzbogacenie modelu
SVM o pozadane wlasnosci, ktore maja drzewa klasyfikacyjne.

W czgsci drugiej artykutu w syntetycznej formie przedstawiono metode wekto-
row nosnych ze szczegdlnym uwzglednieniem wszystkich tych jej aspektow, ktore
sprawiaja, ze koncowy model ma tak nieprzystgpna dla interpretacji postac. Szcze-
gbélowy opis metody SVM mozna znalez¢ m.in. w [Vapnik 1998; Abe 2005; Cri-
stianini, Shawe-Taylor 2000; Trz¢siok 2004]. W trzecim punkcie artykulu omo-
wiona zostata metoda wyodrebniania regul wykorzystujaca drzewa klasyfikacyjne,
w czwartej za$ czgsci przedstawiono przyktad ilustrujacy zaprezentowang procedu-
re na zbiorze danych rzeczywistych.

2. Syntetyczny opis metody wektorow nosnych

Rozwazmy przypadek zadania dyskryminacji, w ktorym obserwacje naleza do
jednej z dwoch klas. W przypadku wigkszej liczby klas mozna wyznaczy¢ wiele
funkcji dyskryminujacych klasy parami i skonstruowaé¢ funkcje dyskryminujaca,
korzystajac z reguly majoryzacji (gtosowania modeli czastkowych). Niech zatem
dany bedzie zbior uczacy D = {(xl,yl),...,(xN,yN)}, gdzie x' eRY to wektor
zmiennych objasniajacych, a y' € {— 1,1} — warto$ci zmiennej opisujacej klase
obiektu. Zadanie dyskryminacji polega na skonstruowaniu hiperpowierzchni roz-

dzielajacej obiekty nalezace do dwodch roznych klas na podstawie informacji za-
wartej w zbiorze uczacym D. Wyznaczone] hiperpowierzchni odpowiada funkcja
klasyfikujaca dowolne obiekty z przestrzeni R?.

W celu zredukowania ztozono$ci zadania wyznaczania hiperpowierzchni roz-
dzielajacej klasy metoda wektoréw no$nych wykorzystuje funkcje liniowe (hiper-
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plaszczyzny). Zeby jednak umozliwié¢ réwniez nieliniowa klasyfikacje, hiperptasz-
czyznami rozdzielane sa nie obserwacje ze zbioru pierwotnego, lecz ich obrazy w
przestrzeni o znacznie wigkszym (czasem nieskonczonym) wymiarze. Mianowicie
obserwacje ze zbioru uczacego sg transformowane za pomocg nieliniowej trans-
formacji @ w nowa przestrzen cech Z. Zadanie dyskryminacji polega wigc na wy-

znaczeniu hiperplaszczyzny
B-o(x)+f,=0, (1)
rozdzielajacej klasy zmodyfikowanego zbioru uczacego { (¢(x1 ), ' ), - (¢(xN ),y ) } ,

gdzie p(x')eZ oraz y' {— 1,1} dla i=1,..., N. Wobec nieliniowosci trans-
formacji ¢ liniowej funkcji rozdzielajacej klasy w Z odpowiada nieliniowa funk-

cja dyskryminujaca w przestrzeni RY . Jesli rozwazane klasy sa liniowo separowa-
ne w przestrzeni Z, to zadanie wyznaczenia hiperptaszczyzny rozdzielajacej (1) nie
ma jednoznacznego rozwiazania — istnieje nieskonczenie wiele takich hiperptasz-
czyzn. W celu wyznaczenia hiperptaszczyzny dajacej najwicksze prawdopodobien-
stwo poprawnego klasyfikowania obserwacji spoza zbioru uczacego poszukiwana
jest hiperptaszczyzna optymalna, tzn. taka, dla ktérej odleglo$¢ od najblizszych
obserwacji zarowno jednej, jak i drugiej klasy jest najwigksza.

Postawione zadanie wyznaczenia hiperptaszczyzny optymalnej mozna zapisac
w postaci zadania optymalizacji wypuklej z kwadratowa funkcja celu i liniowymi
ograniczeniami reprezentujacymi warunek rozdzielania klas [Cristianini, Shawe-
-Taylor 2000; Abe 2005]. Owo zadanie optymalizacyjne mozna rozwiaza¢ metoda
mnoznikéw Lagrange’a, rozwigzanie za$ ma postac:

f(x) = sign{z a,y'o(x") - (x) + ﬁo} = sign{ > ay'o) e+ 45, | @

ielgy,

W zadaniu optymalizacyjnym wystepuje bardzo wiele mnoznikéw Lagrange’a
;. Jest ich tyle, ile liniowych ograniczen, czyli tyle, ile obserwacji w zbiorze
uczacym. Z warunkow optymalno$ci Karusha—Kuhna-Tuckera wynika, ze wiele
wspotczynnikow Lagrange’a w rozwiazaniu zadania optymalizacyjnego jest row-
nych zeru. Posta¢ funkcji dyskryminujacej (2) zalezy wigc wytacznie od tych wek-
torow X' (obserwacji ze zbioru uczacego), ktorym odpowiadaja niezerowe wspot-
czynniki Lagrange’a (zbior indekséw tych wektorow zostat oznaczony we wzorze
(2) symbolem /g, ). Obserwacje te nazywamy wektorami nosnymi. W celu unik-
nigcia probleméw obliczeniowych oraz merytorycznych zwiazanych ze sposobem
definiowania nieliniowej transformacji ¢ metoda wektoréw nosnych wykorzystuje
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funkcje jadrowe, o ktorych wiadomo, ze definiuja iloczyn skalarny w pewnej prze-
strzeni cech. Tym samym posta¢ funkcji transformujacej ¢ nie musi by¢ znana,

albowiem zaré6wno w trakcie rozwiazywania wspomnianego zadania optymaliza-
cyjnego, jak i do zapisu jego rozwiazania (2) wystarczy mie¢ zdefiniowana postac
iloczynu skalarnego K(u,v)=¢@(u)- @(v) w przestrzeni Z. W metodzie wekto-
row nos$nych najczesciej wykorzystuje si¢ funkcje jadrowe Gaussa, wielomianowe,
sigmoidalne lub liniowe (zob. [Trzgsiok 2004]).

Zaktadajac, ze w zbiorze uczacym moga si¢ znajdowac obserwacje blednie
sklasyfikowane lub warto$ci zmiennych zaburzone szumem, Vapnik wprowadzit
do algorytmu metody pomocnicze, zmienne pozwalajace na wygenerowanie roz-
wiazania, w ktorym niektore obserwacje ze zbioru uczacego znajduja si¢ po ,,nie-
wlasciwe] stronie” wyznaczonej hiperptaszczyzny rozdzielajacej klasy. Tym sa-
mym metoda SVM zostata wzbogacona o mechanizm eliminujacy efekt nadmier-
nego dopasowania modelu dyskryminacyjnego do danych ze zbioru uczacego. Do
zrealizowania metody SVM konieczne jest podanie kilku parametrow: jeden z nich
okresla kompromis mi¢dzy doktadnoscia dopasowania modelu do danych ze zbioru
uczacego a zdolnoscia tej funkcji do poprawnego klasyfikowania nowych obser-
wacji. Pozostale parametry wiaza si¢ z wyborem typu funkcji jadrowej. Zagadnie-
nie wyboru tychze parametréw zostato szczegotowo przedstawione w pracy [Trze-
siok 2004].

Wobec powyzszych uwag funkcje dyskryminujaca (2), bedaca rozwiazaniem
rozwazanego zadania dyskryminacji, mozna ostatecznie zapisa¢ w postaci:

J(x)= Sign|: zaiyiK(Xia X)+ BO:| . 3)

ielg,

Zauwazmy, ze bardzo trudno z postaci modelu dyskryminacyjnego (3) jest wy-
odregbni¢ reguty przynaleznosci do danej klasy, poniewaz identyfikowanie przyna-
leznosci do klas odbywa si¢ w przestrzeni o znacznie wigkszym wymiarze niz
pierwotna przestrzen danych. Cho¢ sam zapis modelu (3) ma dosy¢ zwarta postaé,
to jednak wykorzystujac funkcje jadrowe K, definiujace iloczyn skalarny w pewne;j
przestrzeni, tracimy mozliwo$¢ bezposredniego kontrolowania, jak tworzone sa
nowe zmienne opisujace obiekty. Bardzo czgsto nie mozna explicite podaé postaci
analitycznej funkcji transformujacej ¢ . Ponadto liczba wektorow nosnych moze

by¢ znaczna (liczba sktadnikow w (3)), co dodatkowo zwigksza ztozonos¢ postaci
modelu i utrudnia odczytanie regut klasyfikujacych.

3. Procedura wyodre¢bniania regul z modelu SVM

Istnieje kilka technik wyodrgbniania regut z modeli SVM na podstawie analizy
wektoréow nosnych — obserwacji identyfikowanych w modelu. Tak np. Nuiiez i in.
w pracy [Diederich 2008] wskazuja sposob wyodrgbniania regut z modeli SVM
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przez zastosowanie metody k-$rednich — do pogrupowania wektoréw nosnych, by
nastepnie dla kazdego skupienia osobno wyznaczy¢ prototyp, tj. srodek cigzkosci
skupienia. W kolejnym kroku procedury w obrgbie danego skupienia wyznacza si¢
wektor no$ny najbardziej oddalony od prototypu i na podstawie tych dwoch ob-
serwacji buduje si¢ elipsoidg, ktora jest transformowana w zbior regut typu ,,jezeli
..., to ...”. Powyzsza metoda wyodrgbniania regul, jak tez grupa metod uwzgled-
niajaca budowanie hiperprostopadtoscianéw wokot prototypoéw zamiast elipsoid
maja powazna wade, poniewaz sa niezrozumiate dla ekspertéw weryfikujacych
model, gdyz bazuja w swoim opisie na warto$ciach numerycznych wzigtych z wek-
torow nosnych, co znacznie zmniejsza przejrzystos¢ regul.

Bardzo prosta technika wyodrebniania regut jest proba wykorzystania innych
metod dyskryminacji, dajacych modele tatwo interpretowalne, do ,,nalozenia” na
wynik dziatania metody SVM w taki sposob, zeby nasladowaty mechanizm klasy-
fikowania zawarty w metodzie SVM (jak najlepiej imitowaly dziatanie ,,czarnej
skrzynki”). Kilka takich propozycji wykorzystujacych m.in. metody C4.5,
RIPPER, metode samoorganizujacej si¢ sieci zawart Martens i in. w pracy [Diede-
rich 2008]. Rowniez w opracowaniu [Diederich 2008] Pang i Kasabov przedstawili
propozycj¢ techniki wyodrgbniania regul z zagregowanych modeli SVM potaczo-
nych z drzewami klasyfikacyjnymi. W niniejszej pracy wykorzystane zostanie
prostsze podejscie polegajace na zbudowaniu pojedynczego drzewa klasyfikacyj-
nego na zbiorze danych, w ktérym przynalezno$¢ do klas zostata uzyskana z poje-
dynczego modelu SVM. W ten sposob zadaniem drzewa klasyfikacyjnego bedzie
imitowanie mechanizmu dyskryminacji zawartego w metodzie wektorow nosnych.
Jezeli tylko model drzewa bedzie w stanie dobrze nasladowac klasyfikacje metody
SVM (wysoka zgodno$¢ klasyfikacji metody SVM i drzewa), to uzyskane potacze-
nie modeli bedzie miato pozadane wlasnosci — wszystkie zalety stosowania metody
SVM: duza doktadnos¢ predykeji, mozliwos¢ nieliniowego rozdzielania klas, od-
porno$¢ na szum i obserwacje oddalone [Trzgsiok 2006; 2008] oraz dwie bardzo
wazne wlasnosci modelu drzewa klasyfikacyjnego: tatwa interpretowalnos¢ regut
klasyfikacyjnych zapisanych w jezyku naturalnym (reguly koniunkcyjne) oraz
mozliwos$¢ graficznej prezentacji modelu w postaci grafu (drzewa) [Gatnar 2001].

Powod zastosowania drzew klasyfikacyjnych wraz z metoda wektorow nos-
nych, a nie samej metody drzew klasyfikacyjnych, jest taki, ze jak wskazuja bada-
nia symulacyjne — pojedyncze drzewo, cho¢ ma wiele pozadanych wtasnosci, to
jednak na og6t znacznie ustepuje pod wzgledem zdolnosci predykcyjnych (doktad-
nosci klasyfikacji) metodzie SVM [Trzgsiok 2006]. Metoda wektoréw nosnych jest
wigc niejako wykorzystana do oczyszczenia analizowanego zbioru danych z szu-
mu, z negatywnego wptywu wystepowania obserwacji nietypowych, do rozpozna-
nia nieliniowych postaci hiperpowierzchni rozdzielajacych klasy w sposéb umoz-
liwiajacy mozliwie jak najdoktadniejsze klasyfikowanie obserwacji spoza zbioru
uczacego. Tak skonstruowane narzedzie o dobrych wlasnosciach formalno-
-statystycznych zostanie nastgpnie wykorzystane do sklasyfikowania nowych ob-
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serwacji ze zbioru walidacyjnego. Po zastapieniu rzeczywistej przynaleznosci do
klas obiektéw ze zbioru walidacyjnego wskazaniami z modelu SVM na tak zmo-
dyfikowanym zbiorze walidacyjnym zostanie zbudowane pojedyncze drzewo, z
ktérego nastgpnie odczytany zostanie zbior regut klasyfikujacych. Dodatkowo, aby
w opisie regut nie uwzglednia¢ informacji mato istotnych, zwigkszajacych jedynie
ztozonos$¢ modelu, przed zbudowaniem modelu SVM zastosowana zostanie proce-

Tabela 1. Procedura wyodrgbniania regut z modeli SVM

Krok 1. | Usunigcie zmiennych redundantnych:

a) Zbuduj model SVM na zbiorze uczacym D, wykorzystujac peten zestaw zmiennych i
dobierajac optymalnie warto$ci parametrow metody. Utworz pomocniczy zbior uczacy
S bedacy kopia zbioru D.

b) Wygeneruj wiele zmodyfikowanych zbiorow uczacych na bazie S, wylaczajac za
kazdym razem tymczasowo jedna zmienng z pierwotnego zbioru S. Nastgpnie na tych
zbiorach zbuduj modele SVM z parametrami identycznymi jak w punkcie a).

c¢) Oblicz metoda sprawdzania krzyzowego blad klasyfikacji CVerr kazdego z modeli z
punktu b).

d) Zidentyfikuj model z wylaczona zmienna, dla ktérego warto$¢ btedu CVerr jest naj-
mniejsza. Usun ostatecznie ze zbioru S zidentyfikowana zmienna.

¢) Powtarzaj kroki b)-d), dopoki w S pozostanie jedna zmienna.

f) Z sekwencji modeli z zestawem zmiennych o liczebnos$ci od d do 1 wybierz model
z najmniejsza liczba zmiennych, ktoérego btad jest nie wigkszy niz min(CVerr)+ SE ,
czyli minimalny btad klasyfikacji powigkszony o btad standardowy pomiaru. Zmienne
nieuwzglednione w tym modelu uznaj za redundantne i usun je ostatecznie ze zbioru
uczacego D, tworzac zbior D' (zob. [Trzgsiok 2009]).

Krok 2. | Podziel zbiér D' na cze$¢ uczaca U (50%) i walidacyjna W (50%).

Krok 3. | Uczenie modelu SVM relacji w analizowanym zbiorze:
Zbuduj model SVM na czgsci uczacej U, dobierajac optymalne wartoéci parametrow
metoda sprawdzania krzyzowego.

Krok 4. | Wykorzystanie wiedzy zawartej (ukrytej) w modelu SVM do klasyfikowania nowych
obiektow:

poddaj klasyfikacji obserwacje ze zbioru walidacyjnego W, wykorzystujac model zbudo-
wany w kroku 3. Podmien rzeczywista przynalezno$¢ do klas obserwacji ze zbioru wali-
dacyjnego W na wskazania przynaleznosci do klas otrzymane z modelu SVM, tworzac
nowy zbior W'.

Krok 5. | Budowanie drzewa klasyfikacyjnego nasladujacego dzialanie modelu SVM (uczenie
drzewa tego, czego nauczyl si¢ model SVM):

zbuduj drzewo klasyfikacyjne na zbiorze W'. Sprawdz zgodno$¢ klasyfikacji tak zbudo-
wanego drzewa ze wskazaniami modelu SVM (na ile drzewo klasyfikacyjne dobrze
imituje ukryty mechanizm dyskryminacji zawarty w SVM).

Krok 6. | Odczytanie regul klasyfikacyjnych dla modelu SVM ze zbudowanego drzewa klasy-
fikacyjnego nasladujacego dzialanie modelu SVM:

jesli zgodnos¢ klasyfikacji drzewa ze wskazaniami modelu SVM jest wzglednie wysoka (oce-
na subiektywna), wykorzystaj reguly klasyfikacyjne otrzymane z drzewa klasyfikacyjnego
oraz jego reprezentacj¢ graficzna jako opis w etapie profilowania klas modelu SVM

Zrbdto: opracowanie wilasne.
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Rys. 1. Schemat procedury wyodrgbniania regut z modelu SVM

Zrodto: opracowanie wlasne.

dura identyfikacji zmiennych istotnych w modelu SVM opisana w [Trzgsiok 2009].
Zmienne redundantne sa usuwane ze zbioru uczacego.

Cata procedur¢ wyodrebniania regut z uwzglednieniem eliminacji zmiennych
nieistotnych przedstawiono w tab. 1 oraz schematycznie na rys. 1.

4. Przyklad ilustrujacy procedur¢ wyodre¢bniania regul
z modelu SVM

Przedstawiona procedura wyodrgbniania regut zilustrowana zostanie na zbiorze
danych rzeczywistych Wine wykorzystywanym do badania wlasnosci metod wie-
lowymiarowej analizy statystycznej. Zbidr ten dostepny jest w repozytorium Uni-
wersytetu Kalifornijskiego', zawiera 178 obserwacji charakteryzowanych przez 13
zmiennych objasniajacych, nalezacych do jednej z 3 klas. Wszystkie obliczenia
zostaty zrealizowane z wykorzystaniem programu statystycznego R i jego dodat-
kowych pakietow: €1071, zawierajacego funkcje realizujaca metode SVM, oraz
rpart — dla metody drzew klasyfikacyjnych.

W pierwszym kroku procedury opisanej w tab. 1 zidentyfikowano cztery
zmienne redundantne o numerach: 1, 5, 7 i 11, ktore zostaly usunigte z rozwazane-
go zbioru danych i nie uczestniczyly w dalszej analizie. Tak zmodyfikowany zbior
podzielono losowo na dwie czgsci. Cze$¢ uczaca zostata wykorzystana do zbudo-

! Udostepniany pod adresem: ftp:/ftp.ics.uci.edu/pub/machine-learning-databases.
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wania modelu SVM, ktory nastgpnie wykorzystano do sklasyfikowania obserwacji
ze zbioru walidacyjnego. Zbudowano model drzewa klasyfikacyjnego na zbiorze
walidacyjnym ze wskazaniami przynaleznos$ci do klas wynikajacymi z modelu
SVM. Zgodno$¢ klasyfikacji drzewa oraz wskazan modelu SVM na zbiorze wali-
dacyjnym jest rowna 91%. Mozna wigc przyjaé, ze drzewo klasyfikacyjne w bar-
dzo duzym stopniu nasladuje sposob klasyfikacji ukryty w modelu SVM.

Na rysunku 2 przedstawiono graficzna reprezentacj¢ drzewa nasladujacego
wskazania modelu SVM oraz posta¢ modelu w postaci tekstowej generowana w
programie R.

X135-805

1) root 89 45 2 (0,30 0,49 0,20)
2) X13>=805 31 6 1 (0,80 0,09 0,10)

4) X12>=1,865 28 3 1 (0,89 0,11 0,00)*

X12>41.865 x10<[7.625 5) X12< 1,865 3 03 (0,00 0,00 1,00)*
o 3) X13< 805 58 17 2 (0,03 0,71 0,26)

6) X10< 7,625 46 5 2 (0,04 0,89 0,07)*

7) X10>=7,625 12 0 3 (0,00 0,00 1,00)*

Rys. 2. Posta¢ graficzna oraz tekstowa modelu drzewa klasyfikacyjnego
nasladujacego reguty klasyfikacji zawarte w modelu SVM

Zrbdto: opracowanie wihasne.

Na rysunku 2 wida¢, ze reguly klasyfikacji modelu SVM zostaty sformutowane
z wykorzystaniem drzewa klasyfikacyjnego za pomoca zmiennych X13, X12 oraz
X10 i sa postaci:

Jesli (X13>805 1 X12>1,865), to dany obiekt przynalezy do klasy 1.

Jesli (X13<805 1 X10<7,625), to dany obiekt przynalezy do klasy 2.

Jesli {(X13>805 i X12<1,865) lub (X13<805 i X10>7,625)}, to dany
obiekt przynalezy do klasy 3.

5. Podsumowanie

W artykule zaproponowano i zilustrowano na przyktadzie danych rzeczywistych
metode wyodrebniania regut z modeli SVM. Metoda ta taczy zalety modeli SVM
(nieliniowos$¢, odporno$¢ na szum, dobre wiasciwosci predykcyjne) z zaletami
drzew klasyfikacyjnych (reguly w prostej do interpretowania postaci, mozliwos¢
prezentacji graficznej modelu). Przedstawiona procedura pozwala na ekstrakcje
wiedzy o badanym zjawisku z modeli SVM, ktore maja charakter czarnej skrzynki
i trudno poddaja si¢ interpretacji bez uzycia dodatkowych narzgdzi. Wada zapre-
zentowanego podejscia jest to, ze do opisu dzialania mechanizmu klasyfikacji
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w modelach SVM wykorzystuje niezalezne narzedzie — metodg drzew klasyfika-
cyjnych, ktérej mechanizm rozpoznawania relacji w zbiorze obserwacji jest catko-
wicie odmienny. Nawet w przypadku wysokiej zgodnos$ci wskazan modelu SVM i
drzewa mozna twierdzi¢ jedynie, Ze uzyskane z drzewa klasyfikacyjnego reguty
klasyfikacji dobrze nasladuja mechanizmy zawarte w modelu SVM, lecz ich nie
reprezentuja.

Literatura

Abe S., Support Vector Machines for Pattern Classification, Springer, 2005.

Cristianini N., Shawe-Taylor J., An Introduction To Support Vector Machines (and Other Kernel—
Based Learning Methods), Cambridge University Press, Cambridge 2000.

Diederich J. (red.), Rule Extraction from Support Vector Machines, Springer, 2008.

Gatnar E., Nieparametryczna metoda dyskryminacji i regresji, PWN, Warszawa 2001.

Guyon L., Gunn S., Nikravesh M., Zadeh L. (red.), Feature Extraction, Foundations and Applications,
Springer 2006.

Trzgsiok M., Analiza wybranych wiasnosci metody dyskryminacji wykorzystujqcej wektory nosne,
[w:] Postepy ekonometrii, A.S. Barczak (red.), AE, Katowice 2004.

Trzgsiok M., Metoda wektorow nosnych na tle innych metod wielowymiarowej analizy danych, [w:]
Taksonomia 13, K. Jajuga, M. Walesiak (red.), AE, Wroctaw 2006.

Trzgsiok M., Empiryczna ocena wrazliwosci metody wektorow nosnych na wystepowanie obiektow
blednie sklasyfikowanych w zbiorze uczqcym, [w:] Studia Ekonomiczne nr 50, J. Mika (red.), AE,
Katowice 2008.

Trzgsiok M., Problem doboru zmiennych do modelu dyskryminacyjnego budowanego metodq wekto-
row nosnych, [w:] Taksonomia 16, K. Jajuga, M. Walesiak (red.), Wydawnictwo Uniwersytetu
Ekonomicznego we Wroctawiu, Wroctaw 2009.

Vapnik V., Statistical Learning Theory, John Wiley&Sons, N.Y. 1998.

RULES EXTRACTION FROM SUPPORT VECTOR MACHINES
USING CLASSIFICATION TREES

Summary: Support Vector Machines (SVM) usually provide very accurate models. How-
ever, their main weakness is the lack of interpretation. Models generated by SVMs are re-
garded as very incomprehensible. In order to extract knowledge from SVMs, we use a sim-
ple technique — we combine SVMs with classification trees, which produces very compre-
hensible classification rules.
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