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DYSKRYMINACJA ZA POMOCA MODELU
REGUL LACZONYCH

Streszczenie: Podejscie wielomodelowe okazalo si¢ jednym z najskuteczniejszych narzedzi
dyskryminacji. Friedman i Popescu [2005] zaproponowali wykorzystanie w charakterze funk-
cji bazowych reguly klasyfikacji postaci ,,jesli koniunkcja warunkow, to klasa”. Metoda zaim-
plementowana w algorytmie RuleFit taczy idee podej$cia wielomodelowego, indukcji regut
oraz regularyzowanej regresji liniowe;.

Celem artykutu jest zweryfikowanie jakosci klasyfikacji na danych rzeczywistych oraz
zbadanie wybranych wlasnosci algorytmu RuleFit.

1. Wstep

Podejscie wielomodelowe okazalo si¢ jednym z najskuteczniejszych narzedzi dys-
kryminacji. Zapewnia znaczna popraw¢ doktadnosci klasyfikacji oraz wigksza
stabilno$¢ wynikow. Ogolnie rzecz ujmujac, polega ono na budowie M modeli
bazowych na réznych podprébach uczacych oraz agregowaniu ich wynikow klasy-
fikacji. R6zne podproby uczace otrzymuje si¢ przez losowy dobdr obiektow lub
system nadawania wag, lub wybdr tylko niektorych zmiennych.

Model zagregowany mozna przedstawi¢ w postaci liniowe;j:

F(x)=a,+.a,f,(x), (1)

gdzie: f,, sa funkcjami bazowymi, wspolczynniki a, interpretuje si¢ jako wagi
nadawane predykcjom poszczegélnych funkcji bazowych, a wyraz wolny interpre-
towa¢ mozna jako domyslna regule klasyfikacji (np. klasyfikacja na podstawie
estymatorow prawdopodobienstw a priori). Bogata literatura w tym temacie rela-
cjonuje gtownie wyniki uzyskane w przypadku, gdy modele bazowe sa drzewami
klasyfikacyjnymi (zob. np. [Gatnar 2008]). Friedman i Popescu [2005] zapropono-
wali wykorzystanie w charakterze funkcji bazowych f,, regut klasyfikacji, co jest
kontynuacja badan w nurcie indukcji regut rozwijajacym si¢ rownolegle z drzewa-
mi klasyfikacyjnymi.

Przez reguty klasyfikacji rozumie si¢ w artykule implikacje: jesli spefniona jest
koniunkcja warunkow, to przypisz obiekt do klasy. Analogicznie do weztow drzew
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klasyfikacyjnych warunki maja na og6t posta¢ rownosci dla cech nominalnych oraz
nierownosci dla pozostatych skal pomiaru. W regule nie musi tez wystgpowac ze-
staw wszystkich zmiennych objasniajacych. Znaczna cz¢$¢ metod budujaca modele
w postaci zbioru regul wykorzystuje schemat separuj-i-zwycigzaj (zob. np. [Fii-
rmkranz 1999; Kubus 2009]). Zbiory regut na ogot nie maja hierarchicznej struktu-
ry drzewa, co stwarza mozliwo$¢ odkrycia innych wzorcéw w danych. Inne podej-
scie do indukcji regut przyjat Quinlan [1993] w algorytmie C4.SRULES, budujac
najpierw drzewo klasyfikacyjne, a nast¢pnie dekomponujac je do postaci zbioru
regul (reprezentujacych $ciezki od korzenia do lisci) w celu uproszczenia modelu
(pruning).

Poniewaz indukcja regut jest metoda majaca wiele cech wspolnych z drzewami
klasyfikacyjnymi (metoda eksploracyjna, adaptacyjna, dla zmiennych metrycznych
1 niemetrycznych, podobne miary jakoS$ci i techniki upraszczania modelu, a nawet
posta¢ modelu), rowniez tu mozna wskaza¢ wiele propozycji nawiazujacych do
podejscia wielomodelowego. Cohen i Singer [1999] proponuja do konstrukcji regut
zastosowac boosting. Inny system nadawania wag wraz z pewnymi ograniczeniami
dotyczacymi struktury modelu zaproponowali Weiss i Indurkhya [2000] w algo-
rytmie LRI. Sekwencyjng budoweg regut z nadawaniem im rangi i skracaniem
(shrinkage) zaproponowali tez Dembczynski, Kottowski i Stowinski [2008].

W artykule zbadana bedzie metoda taczenia regut pochodzaca od Friedmana i
Popescu [2005], ktora taczy idee podejscia wielomodelowego, indukcji regut oraz
regularyzowanej regresji liniowej. Autorzy pokazali empirycznie na 100 sztucznie
generowanych zbiorach danych obiecujace rezultaty swojej metody w porownaniu
z tak uznawanymi metodami, jak: MART [Friedman 2001] czy Random Forests
[Breiman 2001]. Celem artykulu jest zweryfikowanie jako$ci klasyfikacji tej me-
tody na zbiorach danych rzeczywistych oraz zbadanie jej wybranych wtasnosci.
Do analizy porownawczej wykorzystane bgda zbiory danych standardowo stoso-
wane w tym celu oraz inne metody dyskryminacji bazujace na podejsciu wielomo-
delowym.

2. Model regul laczonych

Przez model regul faczonych (rule ensembles) rozumie si¢ sume regut wygenero-
wanych przez kolejne modele bazowe rowniez w postaci zbioru regut. Ze wzgledu
na wiasnos$ci geometryczne (niekoniecznie rozlaczne regiony decyzyjne w indukcji
regut) posta¢ modelu regut taczonych nie rézni si¢ wlasciwie od pojedynczego
modelu bazowego. Cala rdznica polega na sposobie uczenia, ktore w przypadku
podejscia wielomodelowego mozna podsumowac jako wielokrotne wykorzystanie
informacji tkwiacej w probie uczacej. Ponadto regulom przypisywane sa wagi, co
mozna wykorzysta¢ do celow interpretacyjnych.
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2.1. Algorytm RuleFit

Podejscie Friedmana i Popescu [2005] do generowania regut opiera si¢ na dekom-

pozycji drzew klasyfikacyjnych. Uzyskane z drzew reguty buduja model o struktu-

rze liniowej, ktorego parametry sa nastgpnie estymowane za pomoca regularyzo-

wanej regresji liniowej. Autorzy zaimplementowali swa metod¢ w algorytmie Ru-

leFit, ktory jest dostgpny na stronie www-stat.stanford.edu/~jhf/R-RuleFit.html.

W zagadnieniu dyskryminacji oprogramowany jest przypadek klasyfikacji binarne;.
Dane wejsciowe to zbior uczacy:

{1,010 (g, yy)ix, € X = (X, ., X)),y €Yiedl, .., N}}, 2)

gdzie zmienne objasniajace moga by¢ metryczne lub niemetryczne, natomiast o Y
bedziemy zaktada¢ dalej, ze jest zmienna binarng zakodowana wartosciami —1 i 1.
Parametrami procedury RuleFit sa: liczba drzew klasyfikacyjnych M oraz $rednia
liczba lisci L .

Pierwszy krok polega na zbudowaniu M drzew klasyfikacyjnych {f,, (x)}iw na
réznych probach uczacych, ktore losowane sa ze zbioru uczacego bez zwracania.
Liczebno$¢ kazdej wynosi min{N /2; 100+ 67N }. Z gory ograniczany jest tez
rozmiar drzew (liczba lisci). W ten sposob kontroluje si¢ ztozonos¢ modelu oraz
skraca czas obliczen. W przypadku pojedynczego drzewa klasyfikacyjnego zabieg
taki nie gwarantuje wysokiej doktadnosci klasyfikacji. Daje natomiast dobre rezul-
taty w modelach agregowanych (zob. np. [Friedman, Hastie, Tibshirani 2000]),
gdzie autorzy ograniczaja glgbokos$¢ drzew). W omawianej metodzie autorzy pre-
zentujg podejscie polegajace na uzmiennieniu liczby lisci w kolejnych modelach
bazowych. Jest ona zmienng losowa:

t, =2+, 3)

gdzie y jest losowane z rozkladu wyktadniczego z prawdopodobienstwem:

exp( Z_y >)

Pr(y)=—=L=2 4
(=—=L> (4)
a L jest $rednia liczba lisci. Takie podejécie sprawia, ze reguly roznia si¢ dhugo-

$cia 1 niektore z nich sa w stanie opisac interakcje wyzszego rzedu.
Drugi krok polega na dekompozycji drzew na zbior regut. Czgs¢ warunkowa
reguly utozsamiana jest z koniunkcja warunkéw na $ciezce od korzenia do wezta
(niekoniecznie koncowego). Zatem liczba regut uzyskanych z dekompozycji drzew

{/. (x)}lM Wynosi:

K= fz(zm -1, (5)

m=1
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gdzie ¢,, oznacza liczbe lisci w m-tym drzewie. Konstruowany jest zatem model:
K
F(x)=a, +Zakrk(x), (6)
k=1

gdzie r,(x) zwracaja warto$¢ 1 lub 0 w zaleznosci od tego, czy obiekt x jest opisa-
ny przez regul¢ czy nie.

W trzecim kroku parametry modelu (6) sa estymowane przez minimalizacje
wyrazenia:

{a 3o

N K K
(a5 = argngin(ZL(y,«,ao + an, (x,.)j + ) |a, |j ) (7)
i=1 k=1 k=1

Oprocz minimalizacji ryzyka empirycznego uwzgledniana jest kara za duze
(bezwzglgdne) wartosci parametréw. Funkcja straty ma postaé:

L(p, F(x)) =[y - max(~1; min(l, F (x)))]’ ®)

i jest rekomendowana przez autoréw jako odporna na biednie sklasyfikowane
obiekty w zbiorze uczacym (mislabeled cases). Funkcja kary wykorzystuje opera-
tor LASSO (Least Absolute Shrinkage and Selection Operator) [Tibshirani 1996],
ktory ma tu korzystna wtasno$¢ ze wzgledu na mozliwosci interpretacji. Prowadzi
mianowicie do wyzerowania ok. 80-90% parametréow. Wpltyw funkcji kary regu-
lowany jest parametrem A, ktdrego oszacowanie odbywa si¢ przez sprawdzanie
krzyzowe. Zagadnienie (7) mozna przeformutowaé¢ na problem programowania
kwadratowego z ograniczeniami w postaci liniowych nieréwnosci, lecz ze wzgledu
na duza liczbg funkcji bazowych rozwiazanie w zamknigtej postaci nie jest mozliwe.
Dobra aproksymacj¢ rozwiazania mozna uzyskac, stosujac metody gradientowe (zob.
[Friedman, Popescu 2004]) lub algorytm sekwencyjnego doboru regut przypomina-
jacy krokowe modelowanie addytywne (forward stagewise additive modeling) ze
skracaniem (shrinkage) (zob. np. [Hastie, Tibshirani, Friedman 2001]).

2.2. Podejscie hybrydowe

Friedman i1 Popescu [2005] zaproponowali tez model, w ktorym oprdcz regut mo-
delem bazowym jest rowniez funkcja liniowa. W celu zapewnienia odporno$ci na
obserwacje oddalone oryginalne zmienne (metryczne) sa transformowane wedlug
formuty:

[(X;)=min(5;, max(6;, X)) dla jell,..,p}, 9

gdzie: &;,0; sa odpowiednio S i (1-f) kwantylami rozktadow empirycznych
zmiennych X;. Parametr [ ustalany jest arbitralnie, przy czym autorzy sugeruja
£ =0,025 (opcja domyslna w procedurze RuleFit). Model ma teraz postaé:
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K )
Fx)=a,+Y an(x)+Y bl (X)), (10)
k=1 j=1
gdzie parametry wyznaczane sa przez minimalizacjg:

(ta.15.16,}7) =
= argmin(iL[yi,ao +iakrk(xi) + Zp:bjlj(x”)j+/1(i|ak|+zp:‘bj‘n. (11)

{a, 36 10,3

i=1

3. Badania empiryczne

W badaniach wykorzystano zbiory danych z UCI Repository of Machine Learning
(www.ics.uci.edu/~mlearn/MLRepository.html). W celu estymacji btedu klasyfika-
cji zbiory podzielono losowo na probg uczaca i testowa (1/3 zbioru uczacego).

3.1. Poréwnanie bledéw klasyfikacji

Tabela 1 przedstawia poréwnanie bledow klasyfikacji z kilkoma metodami repre-
zentujacymi podejscie wielomodelowe. Algorytm SLIPPER [Cohen, Singer 1999]
wykorzystuje metode boosting w indukcji regul, natomiast AdaBoost [Freund,
Schapire 1996] oraz Random Forests [Breiman 2001] buduja model zagregowany
na podstawie modeli bazowych w postaci drzew klasyfikacyjnych i sa uwazane
powszechnie za jedne z najskuteczniejszych metod dyskryminacji ze wzgledu na
doktadnosé¢ klasyfikacji.

Tabela 1. Blad klasyfikacji (w %) szacowany na zbiorze testowym

Zbiory Rule Fit SLIPPER AdaBoost Random Forests
breast cancer 3,68 5,26 2,11 2,74
credit german 26,73 23,72 20,72 21,63
heart-disease C 19,80 22,77 20,79 19,70
ionosphere 8,55 9,40 7,69 8,66
pima 22,27 24,22 24,22 23,24
sonar 21,43 25,71 18,57 26,86

Zrodto: obliczenia whasne.

W algorytmie SLIPPER liczba iteracji ustalana byta za pomoca sprawdzania
krzyzowego, przy czym maksymalna to 100. W algorytmie AdaBoost ustalono
liczbg drzew na 100 (zob. [Breiman 1998]). W metodzie Random Forests liczbg
generowanych drzew ustalono na 500, a liczb¢ zmiennych losowanych w celu wy-
znaczenia podziatdw w wezlach ustalano jako przyblizenie pierwiastka z liczby
zmiennych objasniajacych [Breiman 2001]. Ponadto ze wzgledu na losowos$¢ beda-
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ca u podstaw tej metody btad klasyfikacji liczony byt jako $rednia z trzydziestu
btedow uzyskanych przez trzydziesci wygenerowanych modeli (na réznych pro-
bach uczacych). Wyniki z tabeli 1 podsumowano w postaci bilansow ,,wygrana-
przegrana-remis” (tab. 2). ,,Wygrana” oznacza tu liczbg zbioréw, dla ktérych Ru-
leFit dal mniejszy btad klasyfikacji od algorytmu w kolumnie tabeli.

Tabela 2. Bilanse ,,wygrana-przegrana-remis” podsumowujace wyniki z tab. 1

SLIPPER AdaBoost Random Forests
Rule Fit 5-1-0 2-4-0 3-3-0

Zrédto: obliczenia wiasne.

3.2. Poréwnanie dwadch postaci modelu

W kolejnym badaniu poréwnano bledy klasyfikacji dla modeli: w postaci regut (6)
oraz z dotaczona liniowa funkcja dyskryminacyjna (10) (tab. 3). Nie stwierdzono

istotnych réznic wielkosci bledow. W procedurze RuleFit wybdr postaci modelu
dokonuje si¢ przez ustawienie parametru model.type.

Tabela 3. Blad klasyfikacji (w %) szacowany na zbiorze testowym dla dwoch postaci modelu

Zbiory Model (6) Model (10) Zbiory Model (6) Model (10)
breast cancer 3,68 3,68 ionosphere 8,55 8,55
credit german 26,73 26,43 pima 22,27 22,66
heart-disease C 19,80 19,80 sonar 21,43 21,43

Zrodto: obliczenia wlasne.

3.3. Stabilno$¢ wynikow

Celem kolejnego badania byta ocena stabilno$ci wynikow uzyskiwanych metoda
regut laczonych. Znany jest fakt, ze modele agregujace drzewa klasyfikacyjne po-
prawiaja stabilno$¢ (zob. np. [Gatnar 2008]). Z kolei SLIPPER wykorzystujacy
metode boosting nie gwarantuje poprawy stabilno§ci w porownaniu z klasyczna
indukcja regut schematem separuj-i-zwycigzaj (zob. [Kubus 2008]). Poniewaz
RuleFit taczy w swej idei drzewa i reguly, interesujace wydaje si¢ sprawdzenie tej
wlasnosci. Badanie przeprowadzono wedlug nastgpujacego schematu. Oryginalny
zbiér danych dzielono losowo (bez zwracania) na dwa (w przyblizeniu) rownolicz-
ne podzbiory U,, oraz U,, . Nastgpnie budowano model na podstawie zbioru U, i
estymowano btad klasyfikacji e(U,,) na zbiorze U,, oraz odwrotnie. Powyzsze
czynnosci wykonano 30 razy, uzyskujac w ten sposob probg roznic bledow:
Ae, =e(U,,)—eU,,) (ke{l,..,30}), na ktorej testowano hipotez¢ o wartosci
przecigtnej rownej zeru. Obliczen dokonano dla wybranych trzech zbioréw (tab. 5).
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Tabela 4. Wyniki testu $redniej wzgledem statej warto$ci rownej zeru

. ’ . Odchylenie Btad
Zbiory Srednia standardowe | standardowy ! p
Pima 0,416667 2,879321 0,525690 0,792609 0,4344
ionosphere —0,066991 4,189771 0,764944 —0,087577 0,9308
credit german —0,227586 2,357192 0,437720 —0,519936 0,6072

Zrodto: obliczenia whasne.

W Zadnym przypadku nie bylo podstaw do odrzucenia hipotezy zerowej o roz-
ktadzie normalnym w teScie Shapiro-Wilka. Uzyskano nastgpujace wyniki: Pima
(W =0,96872; p = 0,5048); ionosphere (W = 0,95501; p = 0,2298); credit german
(W =0,97738; p = 0,7680). Wobec spetnionych zatozen przeprowadzono test sred-
niej wzgledem stalej warto$ci rownej zeru (tab. 4) i uzyskano do$¢ wysokie istot-
nosci, co §$wiadczy o stabilno$ci wynikow uzyskiwanych algorytmem RuleFit.

3.4. Odporno$¢ na zmienne nieistotne

W nastgpnym badaniu sprawdzano odpornos¢ metody regut taczonych na obecnos¢
w danych zmiennych nieistotnych. W eksperymencie wykorzystano zbioér Pima,
gdzie dotaczono 30 zmiennych z generowanych losowo rozktadow (w kazdej kla-
sie wedlug tego samego schematu): (a) standaryzowanego rozktadu normalnego
(zbidr Pima (a)); (b) mieszanki rozkladow normalnych: 1/4 obserwacji z N(0,1)
oraz pozostale z N(5,1) (zbidr Pima (b)). W tabeli 5 podano btedy klasyfikacji uzy-

Tabela S. Bledy klasyfikacji (w %) szacowane na zbiorze testowym dla zbiorow Pima
ze zmiennymi nieistotnymi

Zbiory Rule Fit AdaBoost SLIPPER CART
Pima (a) 27,34 22,27 22,27 21,87
Pima (b) 29,30 21,87 23,83 21,87

Zrodto: obliczenia wlasne.

skane algorytmem RuleFit oraz dla porownania bledy uzyskane algorytmami: Ad-
aBoost, SLIPPER i CART. Jak wida¢, RuleFit jest znacznie bardziej czuly na wy-
stgpowanie zmiennych nieistotnych.

4. Wnioski

Algorytm RuleFit bedacy kontynuacja badan nad podejsciem wielomodelowym w
indukcji regut wykazuje przewage nad algorytmem SLIPPER w doktadnosci klasy-
fikacji 1 stabilno$ci modelu. Jest jednak bardziej wrazliwy na zmienne nieistotne,
co ogranicza jego automatyczne stosowanie w typowych zadaniach data mining,
gdzie zmienne czgsto nie sa dobierane do modelu merytorycznie, a raczej badacz
poszukuje nieoczekiwanych, systematycznych relacji w danych. W poréwnaniu
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z metodami agregujacymi drzewa klasyfikacyjne RuleFit daje porownywalne btedy
klasyfikacji z Random Forests, lecz wigksze od AdaBoost.

Na podstawie przeprowadzonych badan na rzeczywistych zbiorach danych na-
lezy stwierdzi¢, ze proba podejscia hybrydowego taczacego reguty z liniowa funk-
cja dyskryminacyjna nie przyniosta zamierzonych przez autorow rezultatow.
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DISCRIMINATION USING RULE ENSEMBLES

Summary: Ensembles have turned out to be one of the most effective tools of discrimina-
tion. Friedman and Popescu [2005] proposed to use the classification rules in the form “if
conjunction of conditions then class” as a base functions. Their method implemented in Ru-
leFit combines the ideas of ensembles, rules induction and regularized linear regression.

The goal of this paper is to verify the classification accuracy of RuleFit on real world
data and to test some of its properties.
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