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1. Wstep

Laczenie (agregacja) modeli dyskryminacyjnych stato sig¢ juz dobrze znanym sposo-
bem poprawy jakosci klasyfikacji w praktycznych zastosowaniach. To podejscie byto
rozwazane juz w XVIII wieku przez francuskiego filozofa Condorceta, ktdry zapropo-
nowat twierdzenie o podejmowaniu grupowych decyzji (Condorcet jury theorem).

Podejmowanie decyzji wigkszoscia glosow jest wykorzystywane réwniez w
analizie dyskryminacyjnej. Jego zalety wida¢ najlepiej wtedy, gdy taczone sa mo-
dele jak najbardziej rézniace si¢ miedzy soba. Juz w pierwszych praktycznych
zastosowaniach zaobserwowano, ze poprawa doktadnosci predykcji modelu zagre-
gowanego zalezy od stopnia korelacji modeli indywidualnych.

W artykule zostanie przedstawiony przeglad dostepnych pakietow zawieraja-
cych dodatkowe procedury napisane w jezyku R. Pokazane zostang takze ich za-
stosowania w przykladowych programach napisanych w tym jezyku oraz wyniki
analiz poréwnawczych.

2. Twierdzenie Condorceta

Condorcet [1785] sformutowatl twierdzenie pozwalajace okresli¢ prawdopodo-
bienstwo podjecia trafnej decyzji przez grupeg oséb. Zaktada ono, ze kazda z M
0s6b podejmuje trafna decyzje: ,,tak” lub ,,nie” z prawdopodobienstwem réwnym
p, (i=1,..,M). Mozna powiedzie¢, ze to prawdopodobienstwo okresla poziom
kompetencji i-tej osoby do podejmowania decyzji. Jezeli wszystkie osoby maja ten
sam poziom kompetencji (indywidualnej trafnosci decyzji), tj. p,=..=p,, =p,
lecz decyzje podejmuja niezaleznie i wigkszoscia glosow, to prawdopodobienstwo
podjecia przez nie trafnej decyzji (D) mozna wyznaczy¢ z rozktadu dwumianowego:
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p(D)= Z[ jp(l : (1)

Ponadto jezeli p>0,5, to Allim p(D")=1, co oznacza, ze im wigksza liczba

glosujacych, tym wigksze prawdopodobienstwo podjecia trafnej decyz;ji.

W miarg wzrostu liczby glosujacych nastgpuje szybki wzrost doktadnosci de-
cyzji podejmowanych kolektywnie, zgodnie z wzorem (1). Na rysunku 1 znajduje
si¢ ilustracja faktu, ze taczne glosowanie nawet bardzo mato kompetentnych oséb
(p=0,55) daje wynik tylko nieco lepszy niz rzut moneta, pozwala uzyskac¢ pew-
no$é podjecia trafnej decyzji. Wartosci p(D") zblizone do jednosci mozna obser-
wowac po przekroczeniu liczby glosujacych M =500.
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Rys. 1. Rozklad prawdopodobieistwa p(D") dla p = 0,55
Zrédlo: opracowanie whasne.

Shapley i Grofman [1984] udowodnili, Ze twierdzenie Condorceta jest praw-
dziwe takze wtedy, gdy prawdopodobienstwa podjecia tratnych decyzji przez ko-
lejne osoby ( p, ) rdzniq si¢ od siebie.

Z kolei Krogh i Vedelsby [1995] przedstawili formalny dowod na to, ze w
przypadku taczenia modeli regresyjnych btad predykcji modelu zagregowanego
D" zawsze jest mniejszy od $redniego btedu modeli sktadowych.

3. Metody laczenia modeli

Laczenie modeli bazowych D,,...,D,, mozna w najbardziej ogdlny sposob
przedstawi¢ jako:
D' (x)="¥(D,(x,),.. Dy (%)), )
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gdzie posta¢ funkcji ¥ zalezy od rodzaju wynikéw predykeji modeli sktadowych.
Aby wynik predykcji modelu zagregowanego (2) byt bardziej doktadny niz wynik
kazdego z modeli sktadowych, nalezy wzmacnia¢ wyniki predykcji tych modeli,
ktore daly prawidlowy wynik, ostabia¢ za$ te, ktore sg bledne.

Na podstawie zbioru uczacego U tworzony jest zbior M prob uczacych
U,,..,U,, . Proby te moga zawiera¢ albo podzbiory obserwacji wybranych ze zbio-
ru uczacego U , albo wszystkie obserwacje, lecz charakteryzowane przez niektdre
zmienne. Proby U,,...,U,, shiza do budowy wspomnianych modeli bazowych
D,....D,, , ktorych wyniki podlegaja agregacji. W wigkszosci znanych propozycji
proces taczenia modeli w podejéciu wielomodelowym odbywa si¢ tak, jak to
przedstawiono na rys. 2.

| U, H D,
v, H D,
Zbior

Funkcja
uczacy agregacji
U ¥

Rys. 2. Model zagregowany D’

Zrodto: opracowanie wlasne.

Najbardziej popularna metoda taczenia modeli dyskryminacyjnych jest gtoso-
wanie wigkszoécia glosow. Innymi stowy, oznacza to, ze model zagregowany D
przydziela obserwacje x; do tej klasy C;, ktorg wskazata wigkszo$¢ sposroéd mo-

deli bazowych D,,...,D,, :
Aoy M A
D (xl.)=argmaxZI(Dm(x,.)=CJ.). 3)

J m=1

Tumer i Ghosh [1996] udowodnili, ze btad klasyfikacji modelu zagregowanego
D" maleje w miarg spadku stopnia podobienstwa modeli sktadowych D,,...,D,, .
A wigc nalezy taczy¢ tylko takie modele, ktorych wyniki klasyfikacji tych samych
obserwacji jak najbardziej r6znia sig od siebie.

Aby zapewni¢ wysoki poziom zroéznicowania taczonych modeli sktadowych,
stosuje si¢ rézne rozwiazania. Do najbardziej znanych naleza:
e dobor obserwacji ze zbioru uczacego U do prob uczacych U,,...,U,, ,

e dobdr zmiennych objasniajacych X,,..., X, do poszczegdlnych modeli bazowych,
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e przeksztatcanie (przekodowanie) warto$ci zmiennej zaleznej,

e zmiana parametrow poszczegélnych modeli bazowych (np. liczby weztow
drzewa klasyfikacyjnego),

e budowa modeli bazowych za pomoca odmiennych metod, np. sieci neuronowe,
metoda wektoré6w nosnych czy drzewa klasyfikacyjne.
Jesli chodzi o to pierwsze rozwiazanie, to polega ono na przygotowaniu prob

uczacych U,,...,U,,, np. za pomoca losowania obserwacji ze zbioru U. Daje to

bardzo dobre rezultaty w przypadku modeli niestabilnych, takich jak chociazby
drzewa klasyfikacyjne. Najbardziej popularng metoda tego typu jest metoda loso-
wania boostrapowego (bagging) zaproponowana przez Breimana [1996].

Wedlug innej propozycji, znanej pod nazwa boosting (wzmacnianie), a przed-
stawionej przez Freunda i Schapire’a [1996], obserwacje sa losowane do préb
uczacych na podstawie wag proporcjonalnych do btedu klasyfikacji charakteryzu-
Jjacego odpowiedni model sktadowy D, .

4. Pakiety w programie R

Metody taczenia modeli dyskryminacyjnych i regresyjnych staty si¢ juz tak po-
pularne wsrod statystykow, ze znalazto to wyraz w dostgpnych programach reali-
zujacych obliczenia statystyczne.

Jednak w komercyjnych produktach metody agregacji modeli sa bardzo rzadko
implementowane (np. SAS, SPSS). Jedynie w programie STATISTICA wystgpuje
modut DRZEWA KLASYFIKACYJNE I REGRESYJNE ZE WZMACNIANIEM
(boosted trees). Natomiast w systemie STATISTICA Data Miner jest modut
RANDOM FORESTS.

Natomiast w programie R dostgpnych jest 6 pakietow stuzacych do taczenia
modeli dyskryminacyjnych: ada, adabag, boost, gbm, ipred oraz random-
Forest. Zostana one szerszej omowione dalej.

4.1. Pakiet ada

Autorami tego pakietu sa M. Culp, K. Johnson i G. Michailidis z Uniwersytetu
w Michigan, a jego najnowsza wersja powstata w dniu 16 lutego 2008 r. Znajduja
si¢ w nim procedury realizujace stochastyczna metode AdaBoost w dyskryminacji
(dla dwoch klas) i regresji, zaproponowana przez Friedmana i in. [2000]. Modele
bazowe maja posta¢ drzew klasyfikacyjnych i regresyjnych budowanych za pomo-
ca procedury rpart.

Sktadnia podstawowego polecenia stuzacego do budowy modelu zostata przed-
stawiona ponizej:
ada (x, y, test.x, test.y=NULL, loss=c ("exponential",
"logistic"),
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type=c ("discrete", "real"), iter=50, nu=0.1,
bag.frac=model.coef=TRUE, bag.shift=FALSE, max.iter=20,
delta=10"(-10), ..).

4.2. Pakiet adabag

Pakiet ten zostal zbudowany przez E. Cortes, M. Martineza i N. Rubio (Hisz-
pania), a jego najnowsza wersja pochodzi z dnia 16 lutego 2008 r. Umozliwia on
agregacje¢ modeli dyskryminacyjnych za pomoca metody AdaBoost zaproponowa-
nej przez Freunda i Schapire’a [1996] oraz metody bagging, ktora przygotowat
Breiman [1996]. Modelami bazowymi w tym pakiecie sa drzewa klasyfikacyjne
tworzone przez procedur¢ rpart.

Polecenia odpowiadajace obu metodom maja nastgpujaca skladnie:
adaboost .Ml (formula, data, boos=TRUE, mfinal=100, coef-
learn="'Breiman',
minsplit=5, cp=0.01)
bagging (formula, data, mfinal=100, minsplit=5,
cp=0.01) .

4.3. Pakiet boost

Autorem tego pakietu, ktorego najnowsza wersja pochodzi z 16 lutego 2008 r., jest
M. Dettling z John Hopkins University. Pakiet zawiera funkcje BagBoost, LogitBoost,
AdaBoost 1 L2Boost realizujace metody agregacji modeli dyskryminacyjnych (dla
dwoch klas) i regresyjnych przedstawione w pracy Dettlinga i Bithlmanna [2003].

Polecenie realizujace metod¢ wzmacniania (boosting) ma nastepujaca sktadnig:
adaboost (xlearn, ylearn, xtest, presel=200, mfinal=100).

4.4. Pakiet gbm

Pakiet ten, przygotowany przez Ridgewaya [1999] z RAND (jego najnowsza
wersja datowana jest na 3 sierpnia2007 r.), zawiera implementacje algorytmu Ada-
Boost oraz stochastycznej metody boosting Friedmana [2002] do agregacji modeli
dyskryminacyjnych i regresyjnych. W tym ostatnim przypadku mozna wykorzy-
stywa¢ rozne funkcje straty: logistyczna, Poissona, Coksa oraz wykladnicza.

Sktadnia polecenia, ktore realizuje budowe wszystkich rodzajow modeli zagre-
gowanych, ma postac:

gbm (formula=formula (data), distribution="bernoulli",
data=list(),
weights, var . .monotone=NULL, n.trees=100, interac-

tion.depth=1,
n.minobsinnode=10, shrinkage=0.001, bag.fraction=0.5,
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train.fraction=1.0, cv.folds=0, keep.data=TRUE, ver-
bose=TRUE) .

4.5. Pakiet ipred

Ten pakiet przygotowali A. Peters i T. Hothorn z Uniwersytetu w Erlangen, a
jego najnowsza wersja pochodzi z 30 lipca 2008 r. Znajduje si¢ w nim implemen-
tacja metody bagging Breimana [1996], ktora mozna zastosowaé w dyskryminacji i
regresji, oraz metody bundling, zaproponowanej przez Hothorna i Lausena [2003],
ktora wykorzystuje dodatkowe zmienne objasniajace. Sa one wynikiem predykcji
modeli zbudowanych na podstawie zbioru obserwacji, ktore nie znalazty sig w
probie bootstrapowej U, (out-of-bag). Predykcja jest dokonywana dla obserwacji

z proby uczacej U, , a modele bazowe w tej metodzie maja posta¢ drzew klasyfi-

kacyjnych, dlatego wymagane jest zainstalowanie takze pakietu rpart.
Sktadnia polecenia, ktora realizuje agregacje modeli metoda bagging, ma postaé:
bagging (formula, data, subset, na.action=na.rpart, ...).
Natomiast agregacja modeli metoda bundling polega na uzyciu dwoch polecen:
comb.lda<-list (list (model=1da, predict=function (obj, nd)
predict (obj, nd) $x))
bagging (formula, data, comb=comb.lda).

4.6. Pakiet randomForest

W tym pakiecie znajduje si¢ implementacja oryginalnego algorytmu Breimana
[2001] do agregacji drzew klasyfikacyjnych wykorzystujacej losowy dobor zmien-
nych do budowy modeli sktadowych. Oryginalny program w jezyku FORTRAN
napisali L. Breiman i A. Cutler, natomiast potaczenie z programem R zrealizowali
A. Liaw i M. Wiener. Najnowsza wersja tego pakietu pochodzi z 17 kwietnia 2008 .,
a modelami bazowymi sa drzewa klasyfikacyjne.

Sktadnia podstawowego polecenia realizujacego agregacj¢ modeli ma postac :
randomForest (x, y, xtest, ytest, ntree=500, replace=TRUE,
classwt=NULL, cutoff, strata, nodesize=5, importance=FALSE,
localImp=FALSE, nPerm=1, proximity, oob.prox=proximity,
norm.votes=TRUE, do.trace=FALSE, corr.bias=FALSE,
keep.inbag=FALSE, ...).

Wigkszos¢ z pakietéw omowionych powyzej wykorzystuje drzewa klasyfika-
cyjne i regresyjne jako modele bazowe. W tym przypadku nastgpuje automatyczne
wywotanie procedury rpart przygotowanej przez Therneau i Atkinsona [1997].
Mozliwe jest wigc wykorzystanie dodatkowych parametréw sterujacych budowa
drzew, np. za pomoca polecenia rpart.control.
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5. Analiza porownawcza

W ramach eksperymentu obliczeniowego przygotowano poréwnania wielko$ci
czasu pracy komputera w zadaniu agregacji modeli dyskryminacyjnych jedynie za
pomoca metody bagging dla roznych zbiorow danych.

Prosta procedura napisana w jezyku R dla tej metody, ktora daje wynik pre-
dykcji dla obserwacji ze zbioru zbior.rozpoznawany, ma postac:
tablica <- NULL
m <- nrow(zbior.uczacy)
for (i in 1:1mod)

{

ucz <- sample(l:m, size = m, replace = T)

proba.uczaca <- zbior.uczacylucz, ]

model .bazowy <- rpart(klasa~., proba.uczaca)

# drzewo klasyfikacyjne

wynik <- predict (model.bazowy, zbior.rozpoznawany, type
="class")

tablica <- cbind(tablica, as.matrix(wynik))

}

for (i in 1l:1obs) predykcjal[i] <- glosuj (tablicali, ]).

Poroéwnanie szybkosci pracy procesora (w sekundach) w przypadku agregacji
50 modeli bazowych, ktére miaty posta¢ drzew klasyfikacyjnych, dla wybranych
zbioré6w danych znajduje si¢ w tab. 1. Zastosowano odpowiednie procedury z
przedstawionych powyzej pakietow oraz procedurg wlasna, a czas ich pracy byt
mierzony za pomoca polecenia system. time (bagging).

Tabela 1. Czas pracy procesora dla metody bagging

Zbior danych Whasna procedura Pakiet adabag Pakiet ipred
DNA 15,4 5,4 48
Letter 21,3 9.8 9,2
Satellite 12,0 5.6 5.1
Spam 11,3 8,8 7,9
Zip 13,9 6,4 6,9

Zrédlo: opracowanie whasne na podstawie baz danych z Uniwersytetu Kalifornijskiego.
Podobne poréwnania czasu pracy procesora wykonano rowniez dla metody bo-

osting, chociaz nie wszystkie pakiety realizuja klasyczng jej wersje, zaproponowa-
na w pracy Freunda i Schapire [1996].

6. Konkluzje

Program R jest najbardziej dogodnym srodowiskiem do budowy modeli zagre-
gowanych: mozna samodzielnie pisa¢ odpowiednie procedury albo korzystaé z
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kilku dostepnych pakietow. Zawsze jednak uzytkownik w pelni kontroluje przebieg
procesu faczenia modeli.

Najlepsze ze wspomnianych pakietow realizujacych agregacje modeli réznymi
metodami to: adabag, ipred i randomForest, poniewaz wykorzystuja one
kod napisany w jezykach C i FORTRAN. To wyraznie zwigksza szybkos¢ pracy, a
zastosowane algorytmy sa bardzo stabilne.
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THE IMPLEMENTATION OF ENSEMBLE METHODS IN R

Summary

Model aggregation is a well known technique used to improve the classification accuracy in
many applications.

In this paper, we review a number of available packages in the R environment that can be used
for aggregation of classification models. We also compare the CPU time when procedures from dif-
ferent packages were applied. The comparison was done for five data sets from the UCI Repository.
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