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Streszczenie: Niniejszy artykut zawiera wyniki przeprowadzonego poréwnania dwdch rozwinietych
jezykoéw programowania wysokiego poziomu, tj. Pythona oraz C#. Zostaty one wykorzystane do stwo-
rzenia sieci neuronowej o okreslonej architekturze zastosowanej do problemu klasyfikacji cyfr. Celem
badawczym byto sprawdzenie, ktéra z wymienionych technologii jest optymalna w catym procesie
implementacji gotowego rozwigzania. W badaniu wykorzystano zbiér danych MNIST, a takze zaprojek-
towano dziatajaca wielowarstwowa sie¢ neuronowa. Kryteriami poréwnawczymi byty statystyki two-
rzone podczas dziatania sieci. Na podstawie wynikdéw przeprowadzonego badania stwierdzono, ze
optymalnym jezykiem programowania w obszarze uczenia maszynowego jest Python.

Stowa kluczowe: sieci neuronowe, klasyfikacja, Python, C#

1. Wstep

Wykorzystanie algorytmow sieci neuronowych umozliwia sukcesywny rozwaj
sztucznej inteligencji. Jest to szczegélnie widoczne w aktualnie dostepnych roz-
wigzaniach technologicznych, ktdre oprdécz zaprogramowanego dziatania sg
w stanie zrozumieé takze sens przetwarzanego problemu badawczego. Ze wzgle-
du na popularnosé tego obszaru uczenia maszynowego oraz rosngce mozliwosci
wiedza na temat tworzenia algorytméw jest kluczowag umiejetnoscia potrzebna
przysztym specjalistom IT.

Koncepcja sztucznych sieci neuronowych jest ideg, ktéra miata swoje poczatki
juz w latach 40. ubiegtego wieku. Nie dostrzezono wtedy jednak mozliwosci, ktére
niosta ze sobg ta technologia. Ograniczone zasoby danych oraz niewydajne jednost-
ki obliczeniowe wptynety na dtugi zastdj rozwoju algorytmdw sztucznych sieci neu-
ronowych, co znaczgco zmienito sie w ostatnich latach.

Celem przeprowadzonego badania byto sprawdzenie, ktéry z rozwinietych jezy-
kéw programowania wysokiego poziomu jest optymalny w procesie implementacji
sieci neuronowej wykorzystanej do klasyfikacji cyfr. Nastepnie poréwnano ze sobg
statystyki tworzone podczas dziatania algorytmu oraz finalne wyniki obu zaimple-
mentowanych sieci neuronowych. Zastosowang metody badawczg byt ekspery-
ment polegajgcy na poréwnaniu dziatania tej samej architektury sieci zaimplemen-
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towanej za pomocg dwdch odmiennych technologii. Wyniki badania mogg pomaéc
w wyborze jezyka programowania w projektach sieci neuronowych.

Wybrano dwa odmienne ze wzgledu na charakterystyke jezyki programowania.
Pierwszym byt jezyk Python, ktéry jest technologig powszechnie stosowang w za-
gadnieniach Data Science. Posiada on takze gteboko rozwiniete narzedzia wyko-
rzystywane w procesie tworzenia algorytmow. Zostat on poréwnany z jezykiem C#
stuzagcym do implementacji aplikacji w srodowisku .NET. C# to jezyk zorientowany
obiektowo oraz silnie zorientowany na skfadnik. Obie technologie réznig sie zaréw-
no sktadnig kodu zrédtowego, jak i sposobem jego przetwarzania przez maszyne.

Wybér technologii wykorzystanych do stworzenia rozwigzania jest istotng cze-
$cig cyklu zycia oprogramowania. Okreslone czynniki wptywajg na wszystkie eta-
py planowania, pdzniej wdrozenia oraz mozliwos$é utrzymania i rozwoju. W celu
poréwnania odmiennych jezykédw programowania, zaimplementowano dwie sieci
neuronowe, ktére posiadajg takg sama architekture. Aby umozliwi¢ ten proces, wy-
korzystano cechy wspdlne obu algorytmdéw powstate podczas dziatania.

Niniejszy artykut ma nastepujacg strukture: ponizej omdéwiono rozwdj sieci neu-
ronowych, nastepnie opisano zatozenia realizacji badania, tzn. zastosowang proce-
dure badawczg, zaproponowane kryteria poréwnania jezykéw — Pythona z C# — oraz
uzyte dane i opracowany model sieci neuronowej; w kolejnym punkcie omoéwiono
uzyskane wyniki z przeprowadzonych eksperymentéw oraz przedstawiono wnioski,
materiat zakoiczono za$ podsumowaniem.

2. Rozwoj sieci neuronowych

Pierwsza sie¢ neuronowa powstata w 1943 roku (McCulloch i Pitts, 1943). Opierata
sie na badaniach dotyczgcych komodrek neuronowych potgczonych synapsami. Po-
wstaty algorytm rozwigzywat tylko proste zadania funkcji logicznych. Zapoczatkowa-
to to jednak nowy kierunek przeprowadzania obliczenr. Na podstawie tego modelu,
pietnascie lat pdzniej Frank Rosenblatt zaproponowat nowy algorytm, ktéry zostat
nazwany perceptronem (Rosenblatt, 1958). Ta koncepcja nie spotkata sie z zaintere-
sowaniem grona naukowcéw, a proba udowodnienia braku mozliwosci rozwigzania
problemu nieliniowego XOR (Minsky i Papert, 1969) spowodowata dtugi przestdj
w rozwoju badan. Sytuacja ulegta zmianie, gdy zaproponowano istotne zmiany
w sposobie uczenia sieci (Rumelhart i in., 1986), ktdrym byt algorytm propagacji
wsteczniej.

Pomimo rewolucyjnych odkry¢ prace nad sieciami neuronowymi ustabilizowaty
sie (Macukow, 2020). Spowodowane byto to ograniczonym dostepem do danych
oraz niewystarczajgcg mocg obliczeniowg dwczesnych komputerdw. Sytuacja zmie-
niata sie jednak wraz z rozwojem technologii oraz opracowywaniem bardziej ztozo-
nych modeli. Obecnie mozna zauwazy¢ duzy wptyw obszaru sieci neuronowych na
aktualny rozwdj zagadnien dotyczacych sztucznej inteligencji. Jest to temat zaréwno
kontrowersyjny, jak i budzacy nadzieje na rozwigzanie nierozwigzywalnych dotych-
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czas problemow. Wraz z przyrostem mocy obliczeniowych oraz rozwojem wszech-
obecnego Internetu dajgcego dostep do nielimitowanych danych technologia ta
rozwineta sie na tyle, ze jest teraz w stanie nie tylko zrozumieé sens zadawanych
pytan, ale réwniez dawaé odpowiedzi w czasie rzeczywistym (Ruby, 2023). Znacze-
nie tej koncepcji nalezy rowniez zauwazy¢ w dostepnosci narzedzi poswieconych
dziedzinie uczenia maszynowego, a takze samych sieci neuronowych. Dobrym przy-
ktadem jest wykorzystanie jezyka Python w bibliotece Keras (Chollet, 2017), ktéra
jest sukcesywnie rozwijana i optymalizowana. Warto rozwazy¢, jak jej dalszy roz-
wéj wptynie na ludzkosc i technologie. Oprécz mozliwych udoskonalen w réznych
dziedzinach nauki (Zhang i Lu, 2021), sztuczna inteligencja bedzie prawdopodobnie
w stanie zastgpic wiele stanowisk, pracujgc catg dobe z tg samg wydajnoscig. Nalezy
zatem zadbad, aby proces ten nie byt destabilizujgcy dla spoteczenstwa.

3. Zalozenia realizacji badania

3.1. Zastosowana procedura badawcza

Motywem, ktéry stat sie inspiracjg do przeprowadzenia niniejszego badania, jest
aktualny rozwdj technologii uczenia maszynowego, a takze mnogos¢ jej zastoso-
wan. Dostepnos¢ przydatnych danych do nauczania algorytmow, a takze moce ob-
liczeniowe powodujg obecnie ogromne mozliwosci poznawcze sieci neuronowych.
W niedalekiej przysztosci algorytmy te bedg wykonywaé wiekszos¢ codziennych
obowigzkdéw obecnych specjalistéw. Mozna zatem wnioskowaé, ze znajomosc¢ roz-
wigzan uczenia maszynowego oraz ich implementacja stanie sie wysoce pozgdang
umiejetnoscia kazdego eksperta.

Réwnie istotnym elementem badania byt dobér jezykdw programowania. Py-
thon i C# to dwie rézne technologie wykorzystywane czesto do podejmowania pro-
blemdw o znaczgco innych charakterystykach. Niemniej jednak obie dajg mozliwos¢
tworzenia i nauczania sieci neuronowych w sposéb przystepny, wykorzystujgc do
tego dedykowane biblioteki.

Docelowo badanie miato wykaza¢, ktory jezyk programowania umozliwi opty-
malny sposéb rozwigzania tego samego problemu, jednoczesnie zachowujgc wysoki
wspodtczynnik statystyk dziatania. Wnioski opierajg sie na catym procesie tworzenia
rozwigzania oraz finalnych wynikach zaimplementowanego algorytmu. Dla obu je-
zykéw catosc przebiegata w ten sam, ustalony sposéb.

Badanie podzielono na pieé¢ nastepujgcych po sobie etapow, z ktérych wycigga-
no osobne wnioski. Wyrdznione etapy to:

1. Poszukiwanie dokumentacji oraz informacji dotyczacych implementacji
Dostepnos¢ informacji na temat danej technologii oraz jej ilos¢ wptywa na po-
pularnosé¢ przektadajaca sie na liczbe zastosowan. Wraz ze wzrostem tej liczby,
rosnie rowniez elastycznosé rozwigzania. Wiodgacg w Swiecie IT umiejetnoscia
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jest odnajdowanie informacji potrzebnych do zrozumienia problemu oraz péz-
niejszej implementacji. Istotng zaletg wielu technologii jest ich dokumentacja
i zasoby informacyjne. Realizacja tego etapu wynika rowniez z charakterystyki
obu jezykéw programowania: Python to jezyk powszechnie stosowany w obsza-
rze Data Science i Machine Learning. Jest to dostrzegalne w ilosci materiatow
dostepnych w literaturze oraz w Internecie. Jezyk C# jest natomiast stosowany
czesciej do tworzenia aplikacji desktopowych i systeméw w $srodowisku .NET.
W celu poréwnania sprawdzono dostep do dokumentacji poszczegdlnych biblio-
tek wykorzystanych nastepnie do implementacji rozwigzania.

2. Implementacja sieci neuronowych
Nalezy zaznaczy¢, ze poprzedni etap wptywa bezposrednio na caty przebieg two-
rzenia rozwigzania. Istotne byto, aby wykorzystaé maksymalnie rzetelne infor-
macje i zrédta pozwalajace na stworzenie optymalnych rozwigzan. Zatozeniem
tego etapu byta implementacja takiej samej architektury sieci dla obu techno-
logii, wykorzystujgc dostepne biblioteki. Pod uwage wzieto réwniez sktadnie je-
zykéw. Implementacja metody, dajgcej ten sam rezultat, moze by¢ tatwiejsza do
stworzenia i moze lepiej spetniac¢ swojg funkcje

3. Proces nauki sieci neuronowych
Po zakonczeniu procesu implementacji przystgpiono do nauczania sieci, ktore
moze przebiegac inaczej ze wzgledu na zastosowany jezyk. W tym etapie empi-
rycznie dobierano hiperparametry sieci, w ktérych wyrdzniono: liczbe epok na-
uczania sieci, wspoétczynnik nauczania oraz wielkos¢ serii. Miato to na celu zbada-
nie wptywu tych parametrow na mozliwosci nauki sieci i ich istotno$¢ w przypadku
zastosowania réznych jezykdw programowania. Ukazuje to réwniez, w jaki sposdb
algorytm wykorzystuje dostepne zasoby. W przypadku zaimplementowanego
modelu wykorzystano zbiér danych zawierajgcych 70 000 tysiecy obrazéw w for-
macie 28x28 piksela. Dane podzielono na zbidr treningowy i testowy. Badanie
przeprowadzono w takim samym srodowisku sprzetowym dla obu jezykdéw. Moc
obliczeniowa to bezposredni czynnik wptywajgcy na predkos¢ przetwarzania da-
nych przez sie¢ neuronowg, dlatego zostat on wyrdzniony w zatozeniach.

4. Pordwnanie statystyk dziatania sieci
Dziatajgca sie¢ neuronowa podczas swojej pracy tworzy wiele istotnych staty-
styk, ktdre opisuja, w jaki sposéb przebiegat proces nauczania oraz jak dziata
ona na nieznanym dotychczas zbiorze testowym. Zaleznie od problemu rdézne
modele moga osigga¢ odmienne wyniki, tym samym tworzgc lepsze wzorce
oparte na dostepnych danych. Wyrdznione statystyki to cechy wspdlne obu sie-
ci. Umozliwiajg one poréwnanie oraz ocene stworzonych algorytmow. Otrzyma-
ne informacje to: czas uczenia sie sieci, wspétczynnik btedu opisany w kolejnych
epokach oraz doktadnos¢ sieci.

5. Podsumowanie badan i wnioski
W ostatnim etapie podsumowano caty proces tworzenia algorytmoéw, biorac
pod uwage wszystkie stadia. W podsumowaniu najwazniejszym zatozeniem byto
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okreslenie, ktéry z jezykdw programowania byt optymalny w implementacji sie-
ci neuronowej. W poszukiwaniu informacji nalezato wyrdznic¢ dostepnosc i ilosé
materiatéw zrédtowych, przy zachowaniu odpowiedniej jakosci tresci. Wptywa
to bezposrednio na tworzenie algorytmu. W procesie implementacji czynnikiem
decydujgcym jest optymalnosc pisania kodu zrédtowego, a takze wykorzystanie
dostepnych narzedzi danej technologii. Wzieto wiec pod uwage proces pisania
kodu, wyrdzniajgc to, w jaki sposéb oba jezyki umozliwity zaimplementowanie
tych samych elementéw sieci neuronowej. W procesie nauczania sieci spraw-
dzono wptyw hiperparametrow na uczenie sie sieci oraz wykorzystanie zasobdow
przez algorytm. Przeanalizowano przetwarzanie zbioru danych przez oba zaim-
plementowane rozwigzania. Ostatni etap byt poréwnaniem wyrdznionych sta-
tystyk wygenerowanych przez sieci — réwniez w kontekscie mozliwego rozwoju
sieci neuronowych.
Kazdy z etapéw miat wptyw na ocene rozwigzan. Badanie przeprowadzono
w takich samych warunkach dla obu technologii. Ze wzgledu na ograniczone ramy
niniejszego artykutu skoncentrowano sie przedstawieniu i omowieniu uzyskanych
statystyk dziatajgcych sieci neuronowych w wybranych jezykach programowania.

3.2. Kryteria poréwnania

W badaniu wyrdzniono trzy kryteria poréwnania, ktére na potrzeby badania uznano
za cechy wspédlne. S3 to informacje wytworzone podczas nauczania sieci oraz przez
dziatajacy algorytm.

Pierwszym kryterium jest czas, jakiego algorytm potrzebuje na nauke, a zatem
to ogdlny czas, w jakim stworzony system jest w stanie wykonac kod zrédtowy, re-
alizujgc dane zadanie. Pozwala to na przeanalizowanie optymalnosci dziatania sieci
oraz szybkosci, jaka niesie ze sobg dana technologia. Obecne ztozone sieci neurono-
we wymagajg ogromnych zasobow obliczeniowych, ktére rosng wraz z rozwojem.
Dlatego istotne jest zbadanie, jak jezyk programowania wptywa na czas wnioskowa-
nia, ktéry idealnie powinien by¢ zblizony do czasu rzeczywistego.

Kolejne kryterium to wartos¢ funkcji straty algorytmu osiggnieta dla zbioru te-
stowego. Okresla ona rdznice miedzy rzeczywistymi etykietami danych a rozktadem
prawdopodobienstwa przynaleznosci do klasy obliczonym przez algorytm. Stuzy
ona do monitorowania postepow uczenia sie sieci neuronowej i do ewentualnej
korekty hiperparametréw lub modelu. Ukazuje rowniez predkosé, z jakg algorytm
dostosowuje swoje wagi w celu minimalizacji wartosci funkcji btedu. Okresla, kiedy
sie¢ zaczyna tworzy¢ poprawne wzorce.

Ostatnim kryterium jest doktadnosc¢ osiggnieta na zbiorze testowym. Stanowi
o procencie poprawnie sklasyfikowanych prébek. Odnosi sie do zdolnosci sieci do
poprawnej klasyfikacji danych, ktdre nie byty wykorzystane w procesie uczenia.
Poréwnanie doktadnosci wskazuje, ktéry algorytm stworzyt bardziej uniwersalne
wzorce.
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3.3. Dane oraz model sieci neuronowej

W badaniu wykorzystano znormalizowany zbiér danych MNIST, stosowany jako
wzorzec do zagadnien klasyfikacji. Jest on popularny ze wzgledu na swéj rozmiar
oraz stosunkowag tatwosé w zastosowaniu, a jednoczesnie jest wystarczajgco wyma-
gajacy, aby przetestowac mozliwosci algorytmow klasyfikujgcych.

Zaproponowany model to wielowarstwowa sie¢ neuronowa, posiadajgca dwie
warstwy ukryte, jedng wejSciowa oraz jedng wyjsciowq. Warstwa wejsciowa posiada
784 neurony, kazdy przyjmujgcy wartos¢ pojedynczego piksela z wektora wejsciowe-
go przeksztatconych obrazéw (28x28). W celu zapewnienia nieliniowosci w modelach
sieci neuronowej stosowane sg warstwy ukryte, ktérych liczba zalezy od ztozonosci
problemu. W badanym modelu zaprojektowano dwie warstwy ukryte zawierajgce
odpowiednio 392 oraz 196 neuronéw. W tych warstwach dokonywane sg obliczenia
pozwalajgce na odkrycie cech obrazéw. Ostatnia warstwa modelu wynika z zakresu
cyfr w zbiorze danych, a zatem odpowiada wszystkim mozliwym klasom.

W procesie uczenia sieci wykorzystano entropie krzyzowg jako funkcje straty
oraz optymalizator Adam stuzgcy do jej minimalizacji.

4. Wyniki przeprowadzonego eksperymentu
4.1. Poréwnanie czasu dziatania algorytmoéw

4.1.1. Poréwnanie czasu dziatania sieci ze wzgledu na liczbe epok

Pierwszym kryterium poréwnawczym w badaniu byt czas dziatania algorytmu. To
czas potrzebny na przejscie przez zbiér treningowy we wszystkich okreslonych epo-
kach uczenia. Wyréznienie czasu ma swojg podstawe w istotnosci tego czynnika
w zastosowaniu sieci neuronowych. Wymaga sie, aby uczenie algorytmu zajmowato
jak najmniej czasu, przy zachowaniu wysokiego wspoétczynnika doktadnosci. Réwnie
waznym elementem jest ciggte douczanie sie sieci na nowych danych i przebudowy-
wanie swojej struktury wzorcow.

Zbadanie czasu nauczania sieci dla dwéch réznych jezykdédw programowania uka-
zuje, ktéry algorytm szybciej wykonuje proces dopasowywania wartosci wag. Osig-
gniete w ten sposdb wyniki rowniez ukazujg, ktéry mogtby by¢ wykorzystany w dal-
szym rozwoju i bytby w tym szybszy. Czas uczenia obrazuje, w jaki sposéb algorytm
wykorzystuje dostepne zasoby obliczeniowe.

Badanie przeprowadzono dla dwdch sieci neuronowych, w ktérych odpowied-
nio zmieniono hiperparametry, posiadajgcych bezposredni wptyw na wykorzystanie
zasobdéw samego algorytmu oraz sprzetowych.

Pierwszg zbadang konfiguracjg hieperparametréw byta sie¢ o nastepujacych
wspotczynnikach: wielkos¢ serii — 128, liczba epok — 10 oraz wspoétczynnik uczenia
— 0.001. Zgodnie z zatozeniami zmierzono czas, jakiego sie¢ neuronowa potrzebu-
je na przetworzenie catego zbioru uczgcego zawierajgcego 60 000 tysiecy prébek
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wraz z etykietami. Byty to rownoczesnie czasy, w ktérych wykonano kod zrédtowy
w obu jezykach programowania. Aby zwiekszy¢ mozliwosci poréwnawcze, kazda
konfiguracje zbadano trzy razy. Tabela 1 przedstawia czas osiggniety przez algoryt-
my w trzech niezaleznych prébach dla liczby epok wynoszgcej 10. W kazdej kolejnej
prébie wykorzystano to samo Srodowisko sprzetowe.

Tabela 1. Czas nauki sieci neuronowych dla liczby epok wynoszacej 10 (w sekundach)

Préba Sie¢ neuronowa w jezyku Python Sie¢ neuronowa w jezyku C#
1 36,31 32,47
2 35,89 32,77
3 36,20 32,12
Srednia 36,13 32,45

Zrédto: opracowanie wtasne.

Przedstawione w tabeli 1 wyniki obrazujg, w jakim czasie sieci przetworzyty
caty zbidr danych treningowych. W przypadku sieci neuronowej napisanej w je-
zyku C# odnotowano nizsza $rednig, a takze nizsze czasy w kazdej z préb. Srednia
ta wyniosta 32,45 sekundy, czyli o prawie cztery sekundy szybciej niz algorytm
w jezyku Python, ktérego srednia wyniosta 36,13 sekundy. Oznacza to, ze kompi-
lacja kodu Zrédtowego, a nastepnie nauczanie sieci zajeto mniej czasu przy wyko-
rzystaniu jezyka C#. Istotny wptyw na to ma rowniez interpretator jezyka Python,
ktory cechuje sie wolniejszym dziataniem niz jezyki wykorzystujgce preprocesor
i kompilator.

Kolejng zbadang konfiguracjg byta struktura posiadajgca liczbe epok zwiekszong
do 20, zachowujaca jednoczesnie wartos¢ pozostatych hiperparametréow. Zwiekszo-
no zatem dwa razy liczbe iteracji przejscia przez caty zbiér danych uczgcych. Tabela
2 przedstawia czas nauki sieci neuronowych dla liczby epok wynoszacej 20.

Tabela 2. Czas nauki sieci neuronowych dla liczby epok wynoszacej 20 (w sekundach)

Préba Sie¢ neuronowa w jezyku Python Sie¢ neuronowa w jezyku C#
1 68,84 63,48
2 67,41 63,93
3 68,62 63,51
Srednia 68,29 64,64

Zrédto: opracowanie wtasne.

W tabeli 2 mozna zauwazy¢, ze w przypadku jezyka C# czasy wzrosty prawie
dwukrotnie, analogicznie do podwojonej liczby epok. W jezyku Python czas zostat
skrécony. Aby sprawdzi¢, czy zwiekszenie liczby epok wptywa proporcjonalnie na
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zwiekszenie czasu potrzebnego algorytmowi na nauke, czasy zmierzono réwniez dla
30 iteracji (tabela 3).

Tabela 3. Czas nauki sieci neuronowych dla liczby epok wynoszacej 30 (w sekundach)

Préba Sie¢ neuronowa w jezyku Python Sie¢ neuronowa w jezyku C#
1 100,92 95,10
2 102,01 95,74
3 99,56 93,62
Srednia 100,83 94,82

Zrédto: opracowanie wiasne.

W przypadku zwiekszenia liczby epok do 30 czas zwiekszyt sie o kolejne 30 sekund.
Oznacza to, ze w przypadku tej konfiguracji sprzetowej granica dziatania zaprojekto-
wanej architektury sieci jest czas zblizony do wartosci 30 sekund potrzebny na wyko-
nanie 10 epok. Warto zauwazyg¢, ze rdwniez w przypadku tej liczby iteracji szybciej wy-
konywat sie kod zrodtowy jezyka C#. Wraz ze zwiekszeniem liczby iteracji uwidocznita
sie rdznica czasu potrzebnego na przetworzenie zbioru danych treningowych.

4.1.2. Poréwnanie czasu dziatania sieci ze wzgledu na wielkos¢ serii

Kolejnym uzytym w badaniu czasu parametrem byfa wielkos¢ serii. Argument ten
wskazuje, na jakie partie dzielone majg by¢ dane zbioru treningowego. Zwiekszenie
tej liczby oznacza zwiekszenie liczby prébek przetwarzanych w tym samym czasie
przez algorytm.

Zachowujac zatozenia badania, na tym etapie zwiekszono tylko wielkosci serii.
Wykorzystana do zmierzenia czasdw warto$¢ wynosita 256. Pozostate parametry
ustawiono na wartosci poczatkowe. W tabeli 4 przedstawiono osiggniete wyniki.

Tabela 4. Czasy osiggane przez sieci neuronowe dla serii wynoszacej 256 (w sekundach)

Préba Sie¢ neuronowa w jezyku Python Sie¢ neuronowa w jezyku C#
1 26,66 24,86
2 26,25 25,19
3 26,77 24,76
Srednia 26,56 24,93

Zrédto: opracowanie wtasne.

Zwiekszenie wielkosci serii przetwarzanej w tym samym czasie wptyneto na
zmniejszenie czasu potrzebnego na wykonanie kodu zrédtowego w obu przypad-
kach. Réwniez w tym przypadku algorytm stworzony w jezyku C# szybciej przeszedt
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przez proces nauczania, jednak rdznica spadfa do okoto dwéch sekund. Z tego wyni-
ka, ze obie sieci wykorzystaty zaprojektowang architekture w zblizony sposéb. Aby
zweryfikowac otrzymane wnioski, zmierzono czas potrzebny na przetworzenie serii
o wielkosci 512. Tabela 5 przedstawia otrzymane wyniki.

Tabela 5. Czasy osiggane przez sieci neuronowe dla serii wynoszacej 512 (w sekundach)

Préba Sie¢ neuronowa w jezyku Python Sie¢ neuronowa w jezyku C#
1 24,21 21,87
2 24,03 22,60
3 24,70 22,62
Srednia 24,31 22,36

Zrédto: opracowanie wtasne.

Czasy osiggane przez obie sieci zmniejszyty sie rowniez w tym przypadku. Réz-
nica wyniosta w przyblizeniu dwie sekundy dla czaséw Srednich, a takze zmniejszyta
sie 0 zblizong wartos¢. Nalezy zauwazy¢, ze w przypadku zwiekszenia liczby serii sie¢
potrzebuje od okoto 2 do 3 sekund na przetworzenie jednej epoki. Zatem w przy-
padku tego modelu jest to granica, ktdrej nie jest w stanie przekroczy¢.

Przeprowadzone badanie ukazuje, ze sie¢ neuronowa zaimplementowana w je-
zyku CH osiggneta nizsze czasy w kazdym z etapéw badania. Ze wzgledu na to, ze
przeprowadzenia pomiaréw dokonano na tej samej konfiguracji sprzetowej, nalezy
wykluczy¢ jej wptyw na przedstawione wyniki.

4.2. Poréwnanie doktadnosci i wartosci funkcji straty

Nastepnym kryterium poréwnawczym sieci neuronowych sg wartosci funkcji straty.
Funkcja ta jest miarg btedu pomiedzy rzeczywistymi etykietami danych a obliczo-
nymi przez model. Wartos¢ ta stuzy do oceny jakosci modelu, a takze uczestniczy
w procesie optymalizacji wag. W zaprojektowanych modelach wykorzystano entro-
pie krzyzowa, ktéra mierzy odlegtosci pomiedzy rozktadem prawdopodobieristwa
obliczonym przez algorytm a rzeczywistymi etykietami prébek. Zastosowany opty-
malizator dgzy do minimalizacji tej funkcji.

W celu sprawdzenia, jak dziatajgcy model radzi sobie z zagadnieniem klasyfika-
cji, osiggniete na tym etapie wyniki otrzymano, wykorzystujgc zbidr testowy. Kon-
figuracja sieci wynika z wnioskdw wyciggnietych we wczesniejszych turach. Takie
podejscie pozwala na pordwnanie dziatania sieci jako spéjnego i skoriczonego roz-
wigzania, ktére mozna wykorzysta¢ w innych problemach badawczych.

Zauwazono, ze najwiekszy wptyw na dziatanie sieci na tym zbiorze danych maja
dwa hiperparametry i ich odpowiednio dobrane wartosci, ktére wptywajg na opty-
malnos¢ pracy algorytmu. Liczbe epok zwiekszono do 15, a wielko$¢ serii do war-
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tosci 256. Model o tak przyjetych parametrach poddano procesowi uczenia, a na-
stepnie jego mozliwosci prébie klasyfikacji na danych zbioru testowego. Badanie
przeprowadzono w trzech osobnych prébach oraz na réznym losowym roztozeniu
catego zbioru. Wartosci funkcji straty przedstawiono w tabeli 6.

Tabela 6. Wartosci funkcji straty sieci neuronowych na zbiorze testowym

Préba Sie¢ neuronowa w jezyku Python Sie¢ neuronowa w jezyku C#
1 0,0618 0,0715
2 0,0520 0,0655
3 0,0661 0,0805
Srednia 0,051 0,0725

Zrédto: opracowanie wtasne.

W przeprowadzonych trzech niezaleznych prébach mniejsze wartosci funkgcji
straty osiggneta sie¢ w jezyku Python. Oznacza to, ze w oparciu o ten sam zbidr
danych réznica w rozktadzie prawdopodobienstwa byta wieksza dla drugiego w ko-
lejnosci algorytmu. Pomimo niskich wartosci, nalezy zauwazy¢, ze zbidr testowy jest
czescig zbioru danych MNIST zawierajgcego duzg liczbe réznych prébek, ktére jed-
nak posiadajg wspdlne cechy. Dlatego wazne jest, aby na tak wczesnym etapie pracy
optymalizator jak najbardziej zminimalizowat funkcje straty. Wptywa to na pdzniej-
sze mozliwosci klasyfikacji algorytmu.

Ostatnim kryterium poréwnawczym jest doktadnos¢ klasyfikacji zaimplemen-
towanych sieci neuronowych. Wartos$¢ ta przedstawia, ile poprawnych klasyfikacji
dokonata sie¢ na zbiorze testowym. Stuzy to do oceny skutecznosci modelu. Im ta
wartosc jest wyzsza, tym lepiej jest on w stanie przyporzagdkowac wczesniej niezna-
ne dane do odpowiedniej klasy. Ze wzgledu na charakterystyke zbioru danych, ktéry
posiada odpowiednio zréznicowane probki, doktadnos¢ jest skutecznym wskazni-
kiem. W przypadku analizowania niezbalansowanego zbioru, w ktérym jedna z klas
dominuje nad pozostatymi, nalezy uzy¢ innych metryk oceniajgcych skutecznosc.

Zgodnie z zatozeniami badania przeprowadzono trzy niezalezne proby modelu,
o okreslonych wyzej, empirycznie dobranych parametrach. W tabeli 7 przedstawio-
no wyniki tego etapu.

Tabela 7. Doktadno$¢ dziatania sieci na zbiorze testowym

Préba Sie¢ neuronowa w jezyku Python Sie¢ neuronowa w jezyku C#
1 0,9839 0,9813
2 0,9874 0,9833
3 0,9863 0,9790
Srednia 0,9859 0,9812

Zrédto: opracowanie wtasne.
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Mozna zauwazy¢, ze sie¢ neuronowa napisana w jezyku C# charakteryzuje sie
nieznacznie nizszg doktadnos$cig niz sie¢ neuronowa napisana w jezyku Python. Wy-
nika to z zastosowania tej samej architektury dla obu przypadkdw, ktérej strukture
optymalnie wykorzystat algorytm stworzony w jezyku Python. Warto zauwazy¢, ze
pomimo wysokiego wyniku doktadnos¢ nie przekroczyta poziomu 99% dla zbioru te-
stowego liczgcego 10 000 probek. Oznacza to, ze ponad 100 prébek btednie sklasy-
fikowano. Biorgc pod uwage problematyke badania, nalezy stwierdzié, ze osiggniety
zostat dobry poziom. Nalezy jednak przeanalizowad sytuacje zastosowania modelu
w bardziej ztozonych problemach, ktére wymagajg doktadnosci na poziomie powy-
2ej 99,99%. Adekwatnym przyktadem moze by¢ klasyfikacja cyfr znakéw drogowych
przez komputer poktadowy w samochodzie”.

Przeprowadzone badania dziatania sieci uwidaczniajg réznice miedzy dwoma
technologiami. Kazda z analizowanych posiada swojej atuty, ktére nalezy w odpo-
wiedni sposdéb wykorzystad.

4.3. Whnioski z przeprowadzonego poréwnania dziatania sieci neuronowych

W empirycznej czesci badania zbadano wptyw trzech hiperparametréw na dziatanie
sieci. Wyrdzniono: wspdtczynnik uczenia optymalizatora, liczbe epok uczenia oraz
wielkos¢ serii. Po sprawdzeniu, jak zmiana ich wartosci wptywa na dziatanie sie-
ci, zauwazono, ktore pozwalajg na optymalne wykorzystanie modelu. Zostaty one
réowniez uzyte w dalszej czesci badania. W ostatnim etapie sprawdzono statystyki
dziatania sieci neuronowych. Zgodnie z zatozeniami byty to: czas uczenia algorytmu,
wartosci funkcji straty i doktadnosc.

Czas osiggany przez algorytmy zostat zbadany ze wzgledu na mozliwosci roz-
woju sieci neuronowych. Dziatanie dzisiejszych sieci opiera sie na ciggtym doucza-
niu na podstawie nowych partii wiedzy. Zastosowanie technologii moze miec klu-
czowe znaczenie dla dostarczenia dziatajgcego oprogramowania. W kazdej z prob,
sie¢ napisana w jezyku C# osiaggata lepsze czasy, niezaleznie od konfiguracji. Jest
to kluczowa informacja, jesli chodzi o zastosowanie tego jezyka w systemach de-
dykowanych.

W kolejnej czesci badania wykorzystano empirycznie dobrane wartosci parame-
trow oraz sprawdzono dziatanie sieci na zbiorze testowym. Nastepnym kryterium
poréwnawczym byta wartos¢ funkcji straty, czyli rdznica miedzy wartoscig obliczo-
nego rozktadu prawdopodobienstwa przynaleznosci do klasy a rzeczywistg etykie-
t3. W trzech niezaleznych prébach lepszy wynik osiggneta sie¢ w jezyku Python.
Oznacza to, ze pomimo tej samej architektury, narzedzia dostepne w tej technologii
lepiej poradzity sobie z zadaniem optymalizacji.

Ostatnie kryterium to doktadnosc na zbiorze testowym. Biorgc pod uwage zto-
zonos¢ problemu badawczego, nalezy stwierdzi¢, ze obie sieci osiggnety dobre wy-
niki, jednak réwniez tu bardziej optymalny byt jezyk Python.
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Wszystkie etapy badania przebiegty pomyslinie, a z kazdej kolejnej czesci wyciag-
nieto kluczowe informacje, wymagane do poréwnania.

Biorac pod uwage wszystkie dane zebrane podczas badania, sformutowano na-
stepujace wnioski:

1. Optymalna technologig do zastosowania w dziedzinie sieci neuronowych jest
jezyk Python. Posiada on rozbudowane narzedzia, ktére przyspieszajg tworzenie
rozwigzan. Mnogosc oraz dostepnosé Zrodet umozliwia optymalng implementa-
cje, nawet dla poczatkujgcego uzytkownika. W jezyku C# proces ten jest bardziej
ztozony.

2. Sktadnia jezyka Python znacznie wptywa na tworzenie rozwigzania. W porow-
naniu z jezykiem C# nie wystepuje tu wiele czynnikow, ktére mogg powodowac
ewentualne btedy.

3. Jezyk C# jest technologia szybsza w dziataniu, co jest kluczowe w tworzeniu sys-
temow dedykowanych. Pomimo mniejszej liczby skupionych na sieciach neuro-
nowych narzedzi, algorytm nadal osiggat poréwnywalnie dobre wyniki.

4. Nalezy zauwazy¢, ze technologia C# moze by¢ wykorzystywana z sukcesem
w obszarze sieci neuronowych. Jest to informacja kluczowa dla systemoéw stwo-
rzonych w srodowisku .NET. Specjalisci mogg zatem tworzy¢ rozwigzania w jezy-
ku C#, bez koniecznosci integracji z kolejng technologia.

5. Zakonczenie

W niniejszym artykule przeanalizowano wyniki przeprowadzonego eksperymen-
tu dotyczacego pordwnania dwéch jezykdw programowania — tj. Python oraz C#
— majgcego na celu sprawdzenie, ktdry z nich jest optymalny w procesie imple-
mentacji sieci neuronowej. Opierajac sie na dostepnym zbiorze danych, dla obu
technologii stworzono dziatajgce algorytmy, ktére osiggaty zadowalajgce wyniki.
Tak zaprojektowana sie¢ neuronowa moze by¢ z sukcesem stosowana réwniez
jako podstawa dziatania sieci, ktére zajmujg sie bardziej ztozonymi problemami
badawczymi.

Na podstawie wynikdw nalezy zauwazy¢ korzysci ptynace z zastosowania obu
technologii w tej dziedzinie uczenia maszynowego: szybkos$¢ przetwarzania kodu
przez jezyk C# oraz rozwiniete narzedzia dostepne w jezyku Python umozliwiajgce
implementacje sieci neuronowych. Otrzymane wyniki mogg postuzyé do nastep-
nych badan dotyczacych wykorzystania sieci w rozbudowanych systemach dedyko-
wanych.

Badania nalezatoby réwniez uzupetni¢ o kolejne zbiory danych, ktére zwiekszy-
tyby ich zakres, a takze wykazatyby nastepne réznice pomiedzy algorytmami, ktére
mogty pozostac niezauwazone podczas przebiegu tego eksperymentu.
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Comparison of the Performance of Neural Networks in Python and C#

Abstract: This article provides a process of comparison between two deeply developed high-level
programming languages. The languages chosen are Python and C#. They were used to create a neural
network with a specific architecture, used for the problem of digit classification. The research objective
was to see which of the mentioned technologies is optimal throughout the implementation of the
finished solution. In the study, the MNIST dataset was used and an operational multi-layer neural
network was designed. The comparison criteria were the statistics produced during the operation
of the network. Based on the results of the study, the optimal programming language, in this field
of machine learning, was found to be Python.

Keywords: neural network, classification, Python, C#
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