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Streszczenie: Uczenie maszynowe odgrywa w dzisiejszym Swiecie coraz wiekszg role. Ma wiele zasto-
sowan, ktére mogg by¢é wykorzystywane w nauce i przedsiebiorstwach. Pozwala na dokonywanie
prognoz wartosci ciggtych z wykorzystaniem estymatora przeprowadzajgcego regresje. Celem badania
jest stworzenie modelu prognozujgcego ceny nieruchomosci mieszkalnych i weryfikacja jego skutecz-
nosci z wykorzystaniem rdéznych algorytmdw w jezyku Python 3, biblioteki Pandas, LazyPredict, Scikit-
-learn w Srodowisku Jupyter Notebook. Zastosowane metody badawcze to: analiza literatury, analiza
dokumentacji, studium poréwnawcze wykorzystanie biblioteki LazyPredict do wyznaczenia najwydaj-
niejszego estymatora zgodnie z wartoscig wspoétczynnika determinacji, wykorzystanie GridSearchCV
do znalezienia najlepszej kombinacji hiperparametréw modelu lasu losowego. Dokonana analiza
umozliwita wskazanie najlepszego algorytmu sposréd wybranych, ktérym okazat sie regresor lasu loso-
wego, do przeprowadzenia procesu uczenia na danych.

Stowa kluczowe: prognoza cen nieruchomosci mieszkalnych, uczenie maszynowe, Lazy Predict, Grid-
SearchCV, RandomForestRegressor

1. Wstep

Oszacowanie wartosci nieruchomosci mieszkalnej wymaga wiedzy dotyczacej spo-
sobu ich wyceny. W sytuacji braku odpowiednich kwalifikacji w tej dziedzinie za-
lecana jest konsultacja z rzeczoznawcag majgtkowym. Jednak niniejsze badanie nie
skupia sie na aspektach zwigzanych z rynkiem mieszkan i sposobach, w jaki docho-
dzi do ustalania ich cen. Badanie nie uwzglednia tendencji wystepujgcych na rynku
nieruchomosci wptywajgcych na wartos¢ mieszkan w czasie.

Przedmiotem niniejszego badania sg modele uczenia maszynowego prognozu-
jace ceny nieruchomosci mieszkalnych w wybranych polskich miastach uzyskane za
pomocg réznych algorytmdéw. Badanie polega na przeprowadzeniu procesu treno-
wania modeli uczenia maszynowego na wybranych danych. Dane ograniczajg sie do
wybranych lokalizacji na terenie Krakowa, Poznania i Warszawy. W badaniu wykorzy-
stywane sg dane, w ktérych istniejg pewne zaleznosci miedzy konkretnymi cechami
opisujgcymi dang nieruchomo$é a jej ceng. W zwigzku z tym celem badania jest
przeprowadzenie prognoz cen nieruchomosci mieszkalnych przy uwzglednieniu ich
lokalizacji (wspdtrzedne geograficzne, ulica, miasto), numeru pietra, powierzchni,
liczby pokoi i roku nieruchomosci z wykorzystaniem wytrenowanych modeli uczenia
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maszynowego i wybranie algorytmu umozliwiajgcego uzyskanie najwydajniejszego

modelu. Mozna w zwigzku z tym postawic¢ nastepujace pytania badawcze:

® Ktdry algorytm pozwoli uzyskac¢ najwydajniejszy model uczenia maszynowego?

® (Czy mozna przeprowadzi¢ prognoze cen nieruchomosci mieszkalnych z wzgled-
nie akceptowalnymi wartosciami btedéw, z wykorzystaniem uczenia maszyno-
wego, mimo nieznanego charakteru zaleznosci wystepujgcych miedzy cechami

a celem?

Niniejszy artykut jest podzielony na siedem sekcji. Pierwsza zapoznaje z przed-
miotem badania, opisuje jego cel i zawiera postawione pytania badawcze. W drugiej
sekcji artykutu opisano istote przeprowadzonego badania i wykorzystane metody ba-
dawcze. Trzecia sekcja opisuje proces przygotowania danych do utworzenia modeli
uczenia maszynowego z wykorzystaniem wybranych algorytméw, czwarta zawiera
analize wystepujacych zaleznosci miedzy cechami a celem, kolejna opisuje proces
wykorzystania biblioteki Lazy Predict do utworzenia rankingu uzyskanych modeli
uczenia maszynowego, w ktorym kryterium poréwnawczym wydajnosci modeli jest
wspotczynnik determinacji i pierwiastek btedu sredniokwadratowego. Nastepna sek-
cja opisuje wyszukiwanie najlepszych hiperparametrow z podanej przestrzeni wy-
szukiwania z wykorzystaniem GridSearchCV. W ostatniej natomiast podsumowano
wyniki badania i wskazano, w jaki sposéb mozna rozszerzy¢ jego zakres.

2. Istota i metody badania

Wybér wiasciwego estymatora bez przeprowadzenia badania wydajnosci modeli
na konkretnych danych moze nie by¢ tatwy. W zwigzku z tym podczas badania po-
stanowiono przeprowadzi¢ analize poréwnawczg (studium poréwnawcze) wartosci
wspoétczynnikéw determinacji i pierwiastkéw btedu $redniokwadratowego réznych
regresoréw z wykorzystaniem wygenerowanego przez biblioteke Lazy Predict ran-
kingu wybranych modeli uczenia maszynowego.

Po wybraniu odpowiedniego estymatora zgodnie z wynikami dziatania Lazy Pre-
dict lub opierajac sie na intuicji, wiedzy i doswiadczeniu, mozna zadbac réwniez
o witasciwy dobdr hiperparametrow danego modelu — to znaczy wyregulowac ten
model w celu zwiekszenia jego wydajnosci. W zwigzku z tym postanowiono przepro-
wadzi¢ proces dokonujgcy automatycznego poréwnania wynikéw (studium poréow-
nawcze). W tym celu wykorzystano kolejne narzedzie o nazwie GridSearchCV. Jest
to metoda przeszukiwania siatki. Wymaga ona zdefiniowania nazw hiperparame-
trow i przyjmowanych przez nie wartosci w stowniku. Klucz stanowi nazwe danego
hiperparametru, dla ktérego chcemy znalezé najlepszg wartos¢. Wartosci zostajg
wybrane sposrdd podanych przez uzytkownika w postaci listy. W przypadku prze-
szukiwania siatkowego sprawdzane sg wszystkie kombinacje wartosci dla podanych
hiperparametréw w celu znalezienia najlepszych kombinacji. O stusznos$ci wyboru
konkretnie tych, a nie innych hiperparametréw decyduje osoba przygotowujgca
model uczenia maszynowego. Nalezy mie¢ na uwadze, iz przeszukiwanie wszystkich
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kombinacji wymaga stosunkowo duzej mocy obliczeniowej i moze zajgé duzo czasu.
Jest réwniez mozliwos¢ przekazania listy na przyktad z dwoma stownikami. W ta-
kim przypadku sprawdzane sg wszystkie mozliwosci konfiguracji hiperparametréw
modelu dla kazdego stownika osobno. Liczba kombinacji wéwczas jest rowna sumie
kombinacji dla obu stownikdéw.

Badanie dotyczy regresji wielorakiej. Regresja jest wieloraka, poniewaz istnieje
wiele cech, na podstawie ktorych dokonywana jest prognoza ceny nieruchomosci
mieszkalnej. Prawdopodobnie zaleznosci majg charakter nieliniowy, co zostanie wy-
jasnione w punkcie opisujgcym analize zaleznosci cech i przewidywanej wartosci
(celu). Zdecydowano sie na wybor lasu losowego, poniewaz uzyskat on najwyzszy
wynik w rankingu wybranych modeléw wygenerowanym przez Lazy Predict.

Pozostatymi zastosowanymi metodami badawczymi byty analiza literatury i ana-
liza dokumentacji biblioteki Pandas (API Reference Pandas, 2022) i Scikit-learn (API
Reference Scikit-learn, 2023).

3. Proces przygotowania danych do badania

Ponizej zamieszczono opis poszczegdlnych krokdw, ktére umozliwity utworzenie réz-
nych modeléw uczenia maszynowego z Lazy Predict i ostatecznego modelu z wyko-
rzystaniem regresora laséw losowych z wyszukanymi odpowiednimi hiperparame-
trami za pomocg GridSearchCV. Oczywiscie w artykule nie zamieszczono wszystkich
krokéw przygotowania danych, tylko informacje uznane za najistotniejsze z punktu
widzenia przeprowadzonego badania.

3.1. Opis danych

Wykorzystany zbidr danych dotyczgcy nieruchomosci mieszkalnych pochodzit z ser-
wisu Kaggle (Cegielski, 2021). Doktadna informacja dotyczgca zrddta danych nie zo-
stata przez autora zamieszczona. Wiadomo, iz pochodzg one z serwisu z ogtoszenia-
mi sprzedazy mieszkan, z lutego 2021 roku. Zostaty wstepnie przygotowane, mimo
to wymagaty odpowiedniego naktadu pracy w celu wykorzystania ich do utworzenia
modelu uczenia maszynowego. Opublikowano je w pliku o rozszerzeniu .csv (ang.
comma separated values — wartosci oddzielane przecinkami). Do wczytania i przy-
gotowania danych zostata uzyta biblioteka Pandas, ktdrej zastosowanie podczas
przypisywania danych do zmiennej data jest widoczne na rysunku 1.

data = pd.read_csv('Houses.csv', encoding='cpl250")

Rys. 1. Wczytanie danych z pliku .csv do ramki danych z recznie wybranym kodowaniem

Zrédto: opracowanie wtasne.
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Do pracy nad danymi wykorzystano specjalng strukture nazywang ramka da-
nych (ang. data frame). Zawierata ona 11 kolumn i 23 764 wiersze. Ramka danych
miata o jeden wiersz mniej, niz wynosi linii w oryginalnym pliku, poniewaz pierwszy
wiersz wykorzystano jako nagtéwek tabeli. Niestety, bibliotece Pandas nie udato sie
automatycznie wybrac wiasciwego kodowania znakdéw. Zaistniata wiec koniecznosc
przypisania do parametru encoding wartos$ci w postaci tekstu cp1250’,

3.2. Wstepna ocena danych

Na poczatku dokonano oceny wczytanych danych. W zwigzku z obecnoscig kolumny
Unnamed: 0, czyli bez nazwy, dokonano weryfikacji poprawnosci zawartych danych
z wykorzystaniem metody head(15). Ze wzgledu na duzy rozmiar rysunku posta-
nowiono umiesci¢ pieé pierwszych wierszy ramki danych — jako efekt wywotania
metody head bez parametru. Rezultat tego dziatania jest widoczny na rysunku 2.

data.head()

Unnamed: 0 address city floor id latitude longitude price rooms sq year
0 Podgbrze Zabtocie Stanistawa Klimeckiego Krakéw 2.00 23918.00 50.05 19.97  749000.00 300 7405 2021.00
1 Praga-Potudnie Grochowska Warszawa 3.00 17828.00 52.25 2111 240548.00 1.00 2438 2021.00
2 Krowodrza Czarnowiejska Krakéw  2.00 22784.00 50.07 19.92  427000.00 200 37.00 1970.00
3 Grunwald Poznarn  2.00 4315.00 52.40 16.88  1290000.00 500 166.00 1935.00
4 Ochota Gotowy budynek. Stan deweloperski. Osta.. Warszawa 1.00 11770.00 52.21 2097  996000.00 500 105.00 2020.00

Rys. 2. Zawarto$¢ pierwszych pieciu wierszy ramki danych po wczytaniu z pliku

Zrédto: opracowanie wtasne.

Kolumna Unnamed: 0 prawdopodobnie jest identyfikatorem danego rekordu,
wiec moze sie okazac niepotrzebna do budowy modelu. Poza tym identyfikator au-
tomatycznie zostat nadany przez Pandas. To samo dotyczy kolumny id. Jednak osta-
teczng decyzje o usunieciu postanowiono podjgé po gtebszej analizie danych.

Nastepnym krokiem byto wykonanie podstawowych statystyk opisowych, ktére
sg widoczne na rysunku 3. Z macierzy wynika, iz wartosci dotyczgce numeru pietra
moga byé prawdziwe — najwyzszym pietrem moze by¢ pietro numer 10. Kolumny
Unnamed: 0 i id rdznig sie od siebie, jednak nie wydajg sie interesujgce. Najpraw-
dopodobniej nie wnoszg zadnych istotnych danych, ktére mogg by¢ skorelowane
z ceng nieruchomosci, dlatego uznano je za nieistotne. Natomiast najwiekszy nie-
pokdj budzi minimalny rok (70), w ktérym zostata wybudowana lub sprzedana nie-
ruchomosé mieszkalna (informacja precyzujaca, czego dotyczy kolumna ,rok”, nie
zostata umieszczona na stronie internetowej z danymi). Niemozliwe jest tez, zeby
mieszkanie zostato wybudowane lub sprzedane w 2980 roku, biorgc pod uwage
fakt, iz dane pochodzg z 2021 roku, a badanie zostato przeprowadzone w roku 2023.
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data.describe()

Unnamed: 0 floor d latitude longitude price  rooms sq year

count 23764.00 23764.00 23764.00 2376400 23764.00 23764.00 23764.00 23764.00 23764.00

mean 11881.50 281 15621.96 5137 19.86 649353.65 2.62 102.72  2000.55
std 6860.22 246  8617.29 110 145 532696.99 1.00 6533.69 48.31
min 0.00 0.00 1.00 49.93 4.20 5000.00 1.00 8.80 70.00
25% 5940.75 1.00 8420.75 50.07 19.92 411546.12 2.00 42,00 1985.00
50% 11881.50 2.00 15637.50 52.19 20.00 520000.00 3.00 53.89 2019.00
75% 17822.25 400 23111.25 52.27 21.00 699999.00 3.00 6891  2021.00
max 23763.00 10.00 30308.00 54.44 30.32 15000000.00 10.00 1007185.00  2980.00

Rys. 3. Podstawowe statystyki opisowe dla nieoczyszczonego zbioru danych

Zrédto: opracowanie wiasne.

Pozostate kwestie, wynikajgce prawdopodobnie z nieprawidtowych danych, zostaty
pominiete ze wzgledu na ograniczenia formalne artykutu.

3.3. Oczyszczanie danych

Dane nieoczyszczone zawierajgce cechy niemajgce zauwazalnego zwigzku z celem
nalezy podda¢ analizie, a nastepnie odpowiednio przygotowac lub usungé.

Dziataniami, ktdre zostaty zaplanowane po obejrzeniu danych, byto usuniecie
kolumn Unnamed: 0 i id, poniewaz wysunieto wniosek, iz prawdopodobnie nie za-
wierajg one danych istotnych z punktu widzenia przeprowadzenia procesu uczenia
maszynowego — nie sg to cechy (zmienne niezalezne), od ktdrych zalezy cel (zmien-
na zalezna). Jednak lokalizacja nieruchomosci moze miec istotng zaleznos¢ z jej ceng
z punktu widzenia prognozowania ich wartosci. Po obejrzeniu zawartosci kolumny
address postanowiono, ze zbadania jej wptywu na wydajnosé¢ modelu dokona sie po
przeprowadzeniu kodowania ,gorgcojedynkowego” (ang. one-hot encoding) w celu
zamiany danych kategorycznych (w postaci tekstu) na wartosci numeryczne, ktére
potrafig przetwarzac algorytmy uczenia maszynowego (Géron, 2020).

3.4. Przygotowywanie danych

Pierwszg operacjg przygotowujgcg zbior danych do trenowania modelu byto kodo-
wanie ,gorgcojedynkowe”. Przed jakgkolwiek modyfikacjg zbioru, poza wczesniej
dokonang zamiang wartosci kategorycznych na numeryczne (w celu umozliwienia
pracy algorytmom na zbiorach z wartosciami tekstowymi), bardzo wazne jest, aby
dokona¢ podziatu na zbidr treningowy i testowy. Operacja ta umozliwia przeprowa-
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dzanie procesu weryfikacji uzyskanego modelu za pomocg wybranych metryk mie-
rzacych btedy wartosci przewidywanych.

Kolejnym krokiem podjetym w procesie przygotowywania danych byto rzuto-
wanie na typ catkowitoliczbowy kolumn: rooms, floor i year. W zbiorze danych nie
zostaty wykryte wartosci puste, natomiast wykryto wartosci odstajgce, ktére cze-
Sciowo zostaty usuniete. Nie zdecydowano sie na eliminacje wszystkich, poniewaz
po dokonaniu tego zabiegu pozostate dane réwniez zawieraty wartosci odstajace.
Drugi powdd to obnizanie sie wspotczynnika determinacji. W zwigzku z ograniczo-
nym czasem na przeprowadzenie badania pozostawiono zbiér danych w stanie, kto-
ry pozwolit uzyskaé wzglednie akceptowalne wyniki.

Lasy losowe nie wymagajg skalowania cech. Ze wzgledu na poszukiwanie najlep-
szego modelu z wykorzystaniem réznych estymatoréw mogtaby zaistnie¢ koniecz-
nos$¢ dokonania skalowania wartosci numerycznych, jednak operacje te wykonuje
automatycznie Lazy Predict. Zauwazono jednak, iz po wykorzystaniu skalowania
cech podczas bezposredniego wykorzystania Scikit-learn do trenowania wynik R?
nieznacznie sie poprawit dla lasu losowego w poczgtkowych etapach pracy. W zwigz-
ku z tym postanowiono pozostawic¢ ten krok. Do skalowania wykorzystano trans-
formator StandardScaler, a wybdr byt podyktowany wiekszg odpornoscig na dane
odstajgce niz w przypadku transformatora min-max ograniczajgcego dane do okre-
Slonego zakresu (Géron, 2020).

Na rysunku 4 przedstawiono liczbe pdl kategorycznych w kolumnie address uzy-
skang za pomocg metody value_counts.

data2[ 'address'].value_counts()

Mokotdw 426
Wola 384
Nowe Miasto Malta ul. Katowicka 377
Srédmiedcie 352
Bialoteka 248

Mokotdéw Dolny Mokotdw ul. Konstancinska
Mokotéw Sadyba Bernardyriska

Podgdrze Ptaszow Wielicka

Mokotow Stuzewiec Beidan

Bemowo ul. Antoniego Kocjana

Name: address, Length: 5419, dtype: inté4

PR R R R

Rys. 4. Liczba wystapien konkretnych wartosci kategorycznych w wierszach dla kolumny z adresem

Zrédto: opracowanie wtasne.

Widoczne jest zréznicowanie miedzy najliczniejszymi warto$ciami tekstowymi
adresu a najmniej licznymi.

Procesu one-hot encoding dokonano za pomocg funkcji get_dummies. W rezul-
tacie uzyskano ramke danych o liczbie kolumn wynoszacej 5321.
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4. Analiza zaleznosci miedzy cechami a celem

Eksploracyjna analiza danych wymaga odpowiedniego przygotowania danych do
przeprowadzenia procesu uczenia modelu. Niepodjecie dziatarh zwigzanych z anali-
z3 zbioru danych moze skutkowaé niskg wydajnosciag modelu — jego prognozy moga
mie¢ ogromne wartosci bteddéw, co uczyni model bezuzytecznym efektem pracy.

W badaniu postanowiono wykorzysta¢ gotowg metode dostarczang przez bi-
blioteke Pandas, zwracajaca jako rezultat swojego dziatania ramke danych, w ktérej
znajdujg sie wspotczynniki korelacji miedzy kazdg zmienng wystepujgcg w zbiorze
danych. Podczas analizy zbioru danych uzyto specjalnego parametru, do ktérego po-
dano wartosc¢ tekstowg sprawiajgcy, iz wspotczynniki korelacji zostaty obliczone za
pomocg metody rho Spearmana. Dokonano tego ze wzgledu na fakt, iz po pierwsze,
nie byt znany charakter zbioru danych (czy istniejg w nim miedzy danymi zaleznosci
liniowe — moze sg one nieliniowe), po drugie, nie byto wiadomo podczas pierwszych
etapow prac, czy dane zawierajg wartosci odstajgce. W przypadku regresji liniowej
kazda wartos¢, ktdra jest uznawana za odstajgca, sprawia, iz wspotczynniki utworzo-
nego modelu wptywajg negatywnie na wyniki prognoz. Model regresji wielorakiej
liniowej jest ptaszczyzng w przestrzeni wielowymiarowej (Bruce, Bruce i Gedeck,
2021). Na poczatku w badaniu postanowiono sprawdzi¢, czy uzyskany model ma
taki charakter. Wraz z uzyskiwanymi gorszymi przewidywaniami osigga sie wieksze
wartosci RMSE. Jezeli dokonano by wyliczen standaryzowanych kowariancji, czyli
wspotczynnikow korelacji Pearsona, nie uzyskano by odpornosci na dane odstajgce.
Na podstawie uzyskanych wartosci wspotczynnikdéw korelacji wzgledem ceny nieru-
chomosci mieszkalnej, ktore w wiekszosci nie sg zadowalajace, postanowiono w ba-
daniu obserwowad zmiany wspodtczynnika determinacji po dokonywaniu operacji
usuwania poszczegdlnych cech. Zaobserwowano nastepujace zjawisko: pozostawie-
nie dwdch najlepiej skorelowanych cech z celem o wartosciach wspétczynnika ko-
relacji wynoszacej: dla cechy sq — czyli powierzchni mieszkania — 0,77, a dla cechy
rooms — czyli liczby pokoi — 0,61, spowodowato uzyskanie nizszej wartosci wspot-
czynnika determinacji niz w przypadku usuniecia tylko cechy id o wspdtczynniku ko-
relacji 0,07 i Unnamed: 0, ktérego wspodtczynnik wynidst 0,00. Najwyzszy wspdtczyn-
nik korelacji po cesze rooms uzyskat longitude (dtugo$¢ geograficzna) z wartoscig
0,24. Jak mozna sie domysli¢, jest to bardzo niska warto$¢. Nastepnie dla kolumny
floor (pietro) jest réwny 0,09, dla latitude (szeroko$¢ geograficzna) jest juz wartoscig
ujemng —0,10, a dla year (rok) wynosi —0,11.

Nalezy sie zastanowié, dlaczego po usunieciu stabo skorelowanych danych wy-
dajno$¢ modelu sie pogarsza. Pozostawienie tylko cech sg i rooms z uwzglednieniem
takich samych wszystkich pozostatych etapdw przygotowania danych, ktdre zostaty
ponownie wykonane (to znaczy, ze powtdrnie dokonano podziatu zbioru na testowy,
treningowy i tak dalej — byt powtdrzony caty proces od wczytania danych do uru-
chomienia Lazy Predict i GridSearchCV), sprawito, iz Lazy Predict dla lasu losowego
uzyskat wspétczynnik determinacji réwny 0,54 i pierwiastek btedu sredniokwadra-
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towego wynoszacy 341 061,44. Natomiast wytrenowany model z wykorzystaniem
najlepszych kombinacji znalezionych przez GridSearchCV hiperparametréw (sposrod
recznie wprowadzonych dla nich wartosci — tzn. ze przestrzen wyszukiwania hiperpa-
rametrow byta taka sama jak podczas podejscia z usunieciem tylko Unnamed: 0i id)
dat R? wynoszacy 0,5468390951957882, a RMSE réwny 336985,9140325337. Wy-
branymi przez GridSearchCV parametrami byty: bootstrap = True, max_depth = 16
i n_estimators = 70 rdwniez dla tej samej wartosci random_state = 42. Wiecej infor-
macji dotyczacych wykorzystania w badaniu tego narzedzia znajduje sie w punkcie
poswieconym wyszukiwaniu hiperparametréw. Nalezy oczywiscie zaznaczy¢, iz za-
liczenie cech na podstawie wartosci korelacji do grupy danych, ktére sg nieistotne,
Srednio istotne lub istotne, jest zalezne od kontekstu (Szeliga, 2017). Konieczne jest
zwrdcenie uwagi na pewien fakt dotyczgcy wspétczynnika korelacji. Wczesniej za-
znaczono, iz bada on zaleznosci liniowe miedzy podanymi zmiennymi z wyjgtkiem
rho Spearmana, ktéry — jak twierdzi autor ksigzki — jest przeznaczony réwniez dla da-
nych cechujacych sie pewnymi rodzajami nieliniowosci (Bruce iin., 2021). W zwigzku
z tym mozna wywnioskowaé, iz zwigzek miedzy cechami a celem moze by¢ nielinio-
wy. Poza tym faktem sprawdzono réwniez, iz jest mndstwo cen odstajgcych w zmien-
nej zaleznej, jednak usuwanie duzej liczby odstajgcych wartosci, ktére majg by¢ pro-
gnozowane, moze mijac sie z celem badania. Uzasadnia sie to checig nieograniczania
zbioru danych, poza tym postanowiono w badaniu sprawdzi¢, czy przy wartosciach
odstajgcych mozna uzyska¢ sensowne wyniki prognoz. Przypuszczenie o braku li-
niowych zaleznosci potwierdza tabela 1 umieszczona w punkcie dotyczagcym Lazy
Predict, ktérg na wyjsciu zwraca metoda fit, do ktdrej przekazuje sie dane wywo-
tane na instancji klasy LazyRegressor. Model LinearRegression, na potrzeby ktérego
usunieto tylko cechy Unnamed: 0 id, uzyskat R* wynoszgcy wartos$¢ ujemng rowna
—-8116402552911 139470049 280,00. RMSE wynidst 1426 156 939 746 814 208,00.
Dla RandomForestRegressor R? byt rowny 0,77, a RMSE 241 035,29. Jest to wynik nie-
wyobrazalnie lepszy od LinearRegression.

Na rysunku 5 jest widoczne wywotanie metody corr z parametrem method =
‘spearman’ na obiekcie DataFrame o nazwie data. Efektem tego jest wygenero-
wanie macierzy korelacji. Nastepnie zamieszczono na tym rysunku fragment kodu
odpowiadajgcy za wypisanie wartosci posortowanych malejgco wspdtczynnikéw
korelacji dla kazdej cechy wzgledem ceny — celu. Warto zwréci¢ uwage na wartoscé
wspotczynnika korelacji dla kolumny id i Unnamed: 0.

Nastepnie zamieszczono macierz z wartoSciami wspoétczynnika korelacji dla kaz-
dej zmiennej wzgledem wszystkich pozostatych, ktéra jest widoczna na rysunku 6.
Warto$é wspotczynnika korelacji ceny z tg sama ceng nalezy oczywiscie pomingé.
Jest to przyktad catkowitej dodatniej korelacji. Ta informacja nic nie wnosi do in-
terpretacji zaleznosci miedzy zmiennymi. Natomiast ukazuje brak wyraznej linio-
wej zaleznosci. Widoczne jest to po niskich wspdtczynnikach. Po liczbie pokoi pozo-
state zaleznosci sg z pozoru nieistotne. Ale pozory mogg mylié¢, tym bardziej iz nie
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correlation = data.corr(method = 'spearman')
correlation['price'].sort_values(ascending=False)

price 1.00
sq .77
rooms 0.61
longitude 0.24
floor .09
id 0.07
Unnamed: © .00
latitude -0.10
year -8.11

Name: price, dtype: float64

Rys. 5. Przypisanie do zmiennej correlation zwréconej przez metode corr macierzy korelacji
i wyswietlenie posortowane;j listy wspoétczynnikéw korelacji dla ceny w porzadku malejgcym

Zrédto: opracowanie wtasne.

Unnamed: 0 floor id latitude longitude price rooms sq year

Unnamed: 0 1.00 0.02 -0.00 -0.00 0.00 0.00 0.00 000 001
floor 0.02 1.00 -0.02 0.02 0.12  0.09 0.00 -001 -0.05

id -0.00 -0.02 1.00 -0.85 001 007 -001 -0.03 0.5

latitude -0.00 002 -0.85 1.00 -0.02 -0.10 000 002 -0.05
longitude 0.00 0.12 0.01 -0.02 1.00 0.4 0.00 001 -0.16
price 0.00 0.09 007 -0.10 024 1.00 061 077 -0.11

rooms 0.00 0.00 -0.01 0.00 0.00 0.61 100 085 0.04

sq 0.00 -0.01 -0.03 0.02 001 077 085 1.00 -0.01

year 0.01 -0.05 005 -0.05 -0.16  -0.11 0.04 -001 1.00

Rys. 6. Macierz korelacji przedstawiajgca zaleznosci dla kazdej cechy wzgledem wszystkich pozostatych
przed przygotowywaniem danych

Zrédto: opracowanie wtasne.

weryfikuje sie w tej analizie jednoczesnie zaleznosci miedzy wiecej niz dwiema
zmiennymi. Kazdy wspdtczynnik ukazuje zaleznos¢ miedzy konkretng cechg a ce-
lem. Jest to analiza dwuczynnikowa (ang. bivariate analysis). Mozna przeprowadzac
takze analize jednoczynnikowsg i wieloczynnikowa (Bruce i in., 2021). Réwniez nie
ma podstaw do stwierdzenia, iz miedzy zmiennymi nie istniejg zaleznosci nielinio-
we. Dlatego postanowiono pozostawié pozostate cechy. Poza tym wczesniej opisa-
no negatywny wptyw na zmiane wydajnosci modelu po usunieciu wszystkich cech
oprocz sq i rooms.
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5. Wykorzystanie Lazy Predict do wyszukania najwydajniejszego
modelu

Liczba dostepnych estymatordéw przeznaczonych do regresji jest wieksza, niz wyma-
gato tego badanie. W zwigzku z tym koniecznie byto podjecie dodatkowych dzia-
tan umozliwiajacych wykonanie procesu z wykorzystaniem wybranych algorytmoéw
zgodnie z instrukcjg zamieszczong na stronie uzytkownika RAMA serwisu Kaggle
(Lazy predict: Choose Classifier or Regressor Models, 2021). Widoczna ponizej lista
regressors po dodaniu poszczegdlnych elementéw zawierata tylko niezbedne w ba-
daniu estymatory, co zostato przedstawione na rysunku 7.

regressors = []

regressors.append(lazypredict.Supervised.REGRESSORS[3])
regressors.append(lazypredict.Supervised.REGRESSORS[7])
regressors.append(lazypredict.Supervised.REGRESSORS[8])
regressors.append(lazypredict.Supervised.REGRESSORS[23])
regressors.append(lazypredict.Supervised.REGRESSORS[24])
regressors.append(lazypredict.Supervised.REGRESSORS[33])

Rys. 7. Dodanie do listy regressors wybranych algorytmoéw

Zrédto: opracowanie wtasne.

Aby dowiedzie¢ sie, jaki regresor znajduje sie pod danym numerem, nalezy
wyswietli¢ zawartos¢ lazypredict.Supervised.REGRESSORS. Na rysunku 8 mozna za-
uwazy¢, iz nastepnym etapem byto przypisanie zawartosci utworzonej listy regres-
sors do lazypredict.Supervised. REGRESSORS.

lazypredict.Supervised.REGRESSORS = regressors

Rys. 8. Przypisanie do lazypredict.Supervised.REGRESSORS wczesniej utworzonej listy z wybranymi
algorytmami

Zrédto: opracowanie wtasne.

Operacja ta pozwala na skrdcenie czasu oczekiwania na ostateczne wyniki przy
ograniczonej mocy obliczeniowej komputera.

Proces uzycia narzedzia Lazy Predict nalezy rozpocza¢ od utworzenia obiektu
klasy LazyRegressor, co jest widoczne na rysunku 9.

reg = LazyRegressor(verbose = ©, ignore_warnings = False, custom_metric = None, predictions = True)

Rys. 9. Utworzenie instancji klasy LazyRegressor z przekazaniem parametrow

Zrédto: opracowanie wtasne.
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W badaniu podczas tej operacji postanowiono przekazaé¢ dodatkowo parametr
predictions = True. Skutkuje to zwrdceniem prognoz wybranych modeli po przepro-
wadzonym procesie uczenia, jednak ze wzgledu na ograniczony rozmiar artykutu nie
zostang one przedstawione. Nastepnie na utworzonej instancji klasy LazyRegressor
nalezy wywota¢ metode fit, przekazujgc do niej dane treningowe i testowe. Wywota-
nie metody szkolgcej modele i zwracajacej ich ranking widoczne jest na rysunku 10.

models, predictions = reg.fit(X_train, X_test, y_train, y_test)

Rys. 10. Wywotanie metody fit na obiekcie klasy LazyRegressor przeprowadzajacej trenowanie modeli
i utworzenie tabeli z metrykg mierzaca ich wydajnos¢ i wartos¢ btedu

Zrédto: opracowanie wtasne.

Metoda ta pozwolita na dokonanie procesu uczenia modeli z wykorzystaniem
wybranych na poczatku sekcji algorytmow przeznaczonych do regresji. Generalnie
wyglada to podobnie w poréwnaniu z przeprowadzaniem uczenia dla dowolnego
estymatora w Scikit-learn.

W tabeli 1 umieszczono poréwnanie wydajnosci wybranych modeléw za pomo-
cg R? i RMSE. Wyniki pokazujg, ze faktycznie miedzy danymi nie istniejg zaleznosci
liniowe pozwalajgce na dokonywanie prognoz przez LinearRegression lub algorytm
ten nie jest w stanie z innego powodu utworzyé wtasciwego modelu.

Tabela 1. Poréwnanie wspotczynnika determinacji i pierwiastka btedu $redniokwadratowego
wybranych algorytmoéow

Model R-Squared RMSE
RandomForestRegressor 0.768159019712789 241035.29003576894
ExtraTreesRegressor 0.752164617562571 249210.98665996664
ExtraTreeRegressor 0.6879324868795367 279646.77175657946
DecisionTreeRegressor 0.6287710542122855 305004.6399490731

LinearSVR

—1.5550899891007104

800181.7284448043

LinearRegression

—8.11640255291114e+24

1.4261569397468142e+18

Zrédto: opracowanie wtasne na podstawie wynikdw dziatania biblioteki Lazy Predict.

Najwyzszy wynik uzyskat wykorzystany w badaniu RandomForestRegressor
z wartoscig R-Squared réwng 0,768 i pierwiastkiem btedu sredniokwadratowego
wynoszgcym 241 035. Zblizone wartosci metryk osiggnat ExtraTreesRegressor. Po
analizie wynikdéw osiggnietych przez wszystkie modele postanowiono wykorzystac
w badaniu RandomForestRegressor. Warto odnotowaé, iz DecisionTreeRegressor
uzyskat wynik gorszy o ok. 0,14 dla wspdtczynnika determinacji. Zauwazalna jest
przewaga lasu losowego sktadajgcego sie z wielu drzew w poréwnaniu do drzewa
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decyzyjnego. Schemat przedstawiony na rysunku 11 przedstawia potok (ang. pipeli-
ne) dla RandomForestRegressor.

> Pipeline

> preprocessor: ColumnTransformer

> numeric > categorical_low - categorical_high
HES v SimpleImputer I - SimpleImputer |
el nis SimpleImputer(fill_value="missing’, strategy="cons i SimpleImputer(fill value="missing’, strategy='cons |!
i|simpleImputer | [tant') i tant") !

[0} I R S —

—— — ‘OneHotEncoder E » OrdinalEncoder

T OneHotEncoder (handle_unknown="ignore’, sparse=Fals | OrdinalEncoder()
|| StandardScaler o) | R ——————

StandardScaler d

9]

.................. ——

............ T
L

2 RandomForestRegressor |

RandomForestRegressor(random_state=42) i

[

Rys. 11. Potok LazyPredict dla RandomForestRegressor

Zrédto: opracowanie wtasne na podstawie wynikdw dziatania biblioteki Lazy Predict.

W zwigzku z ograniczeniem objetosci artykutu postanowiono nie opisywaé po-
szczegdlnych elementéw schematdéw na rysusnkach 11 i 12. Na rysunku 12 widocz-
ny jest potok dla LinearRegression.

> Pipeline
- preprocessor: ColumnTransformer
- numeric > categorical_low > categorical_high
7 v SimpleImputer v SimpleImputer
L U L SimpleImputer(fill_value="missing®, strategy='cons | [SimpleImputer(fill_value="missing', strategy='cons
SimpleImputer tant’) tant”)
[¢) I R S —
p— a— OneHotEncoder » OrdinalEncoder
% OneHotEncoder(handle_unknown="ignore", sparse=Fals
StandardScaler e)
StandardScaler
O
g DR . i
bbb Bt

v LinearRegression

LinearRegression()

.................... "

Rys. 12. Potok Lazy Predict dla LinearRegression

Zrédto: opracowanie wtasne na podstawie wynikéw dziatania biblioteki Lazy Predict.

Wygenerowane graficzne formy potokdw, ktére zostaty zamieszczone na rysun-
kach 11 i 12, mozna uzyska¢ przez wywotanie na obiekcie Lazy Regressor metody
provide_models, przekazujac tej metodzie wszystkie wczesniej wykorzystane zmien-
ne z danymi i przypisujac rezultaty dziatania metody provide_models do zmiennej.
Zmienna ta zawierata stownik, w ktérym mozna byto przez podanie w kluczu nazwy
algorytmu wyswietli¢ widoczny schemat na ekranie. Mimo niewykorzystania w ba-
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daniu imputacji danych za pomoca Simplelmputer, wykorzystania tylko OneHotEn-
coder dla danych kategorycznych, wynik nieznacznie sie réznit. Zastanawiajgce jest,
dlaczego Lazy Predict dokonat imputacji, jezeli nie odnotowano zadnych pustych
préobek. Mimo wczesniejszego przeskalowania danych Lazy Predict postanowit po-
nownie je przeskalowac.

6. Wyszukiwanie najlepszych wartosci hiperparametréow
z wykorzystaniem GridSearchCV

Proces nalezy rozpoczgé od utworzenia obiektu klasy RandomForestRegressor.
W tablicy parameters zawarty jest stownik zawierajgcy podane jako klucze nazwy
hiperparametréw, dla ktérych chce sie znalez¢ jak najlepsze wartosci (sposrdd recz-
nie wpisanych). Dana weryfikowana warto$¢ hiperparametru jest zapisywana jako
wartos¢ dla danego klucza. W naszym przypadku kluczem jest n_estimators — liczba
drzew w lesie, max_depth — wysokos$¢ drzewa , bootstrap — wzmocnione tworzenie
drzew i random_state — losowa wartos¢ ziarna

Nastepnie tworzony jest obiekt klasy GridSearchCV, do ktérego przekazuje sie
wybrany obiekt regresora, wybrang tablice z hiperparametrami i liczbe 3 dla para-
metru verbose, co odpowiada za wyswietlanie wszystkich dostepnych do wyboru
komunikatow na ekranie dotyczacych przeprowadzanego procesu. Na samym kon-
cu nalezy przeprowadzi¢ trenowanie, przekazujac cechy i cel ze zbioru treningowe-
go. Wszystko to przedstawiono na rysunku 13.

parameters=[

{'n_estimators': [70,80,90],
‘max_depth':[16,20,25],
'bootstrap':[True,False],
'random_state':[42]}

]

rgr = GridSearchCV(model, parameters, verbose=3)
rgr.fit(X_train,y_train)

Rys. 13. Wykorzystanie GridSearchCV do wyszukania najlepszej wartosci dla hiperparametru
n_estimators, max_depth i bootstrap dla random_state = 42

Zrédto: opracowanie wtasne.

Powyzsza konfiguracja sprawita, iz model byt trenowany 90 razy. Najlepsza kom-
binacja wartosci dla hiperparametréw z podanej przestrzeni wyszukiwania jest za-
warta w atrybucie best params_ obiektu klasy GridSearchCV zawierajgcym stow-
nik. Przedstawia sie ona nastepujaco: dla hiperparametru bootstrap jest to True, dla
max_depth 25, a dla n_estimators — 90. Wynik uzyskany w walidacji krzyzowej na
zbiorze treningowym zawarty w best_score_ wynosi 0,8321072982000401.
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Wytrenowanie modelu z bezposrednim uzyciem Scikit-learn z przekazaniem
uzyskanych wartosci hiperparametréw i weryfikacjg jego wydajnosci na zbio-
rze testowym dato wynik R? wynoszacy 0,7709571696543107. RMSE byt rowny
239576,31523881434. Jest to nieznacznie wydajniejszy model niz ten, ktdry uzyskat
Lazy Predict. Natomiast MAE (ang. Mean Absolute Error) dla uzyskanego modelu
wynidst 77 557,08444888794. Jest to metryka odporniejsza na wartosci odstajgce
niz pierwiastek btedu sredniokwadratowego.

7. Zakonczenie

Celem badania byto przeprowadzenie procesu uczenia maszynowego na danych
dotyczacych ograniczonej liczby nieruchomosci mieszkaniowych z wybranych miast
Polski przez rézne algorytmy i wybranie najwydajniejszego modelu. Badanie byto
ograniczone tylko do wybranej liczby cech. Nie uwzgledniato sposobu, w jaki rzeczo-
znawca majatkowy dokonuje ustalenia ceny mieszkania.

W efekcie przeprowadzonego badania uzyskano ranking wybranych algoryt-
mow. Najlepszym estymatorem okazat sie RandomForestRegressor, czyli regresor
lasu losowego. Mimo wypisanych ograniczen badanie pokazato, iz mozna wytre-
nowac¢ model uczenia maszynowego lasu losowego majgcego wzglednie akcep-
towalng wydajnos¢ w przypadku danych nieposiadajgcych wielu liniowo skore-
lowanych cech z wartoscig prognozowang. W przysztosci mozna zidentyfikowac
dodatkowe czynniki majgce wptyw na ceny nieruchomosci po konsultacji z rzeczo-
znawcg majatkowym. Uwzglednienie istotnych czynnikdw, od ktérych zalezg ceny
nieruchomosci, z pewnoscig zmniejszy pierwiastek btedu sredniokwadratowego
i zwiekszy wartos¢ wspoétczynnika determinacji, co przetozy sie na lepszg jakos¢
modelu dokonujgcego prognoz.

Wart odnotowania jest fakt, iz badanie skupito sie na tradycyjnych algorytmach
uczenia maszynowego. Istnieje mozliwos¢ rozszerzenia zakresu badania. Mozna
uwzgledni¢ podczas wyszukiwania kombinacji z wykorzystaniem GridSearchCV, Ran-
domizedSearchCV lub BayesSearchCV (biblioteka Scikit-Optimize) hiperparametr
max_features, czyli liczbe cech przeznaczonych do podziatu w lesie losowym. Ist-
nieje mozliwos¢ pordwnania wydajnosci otrzymanych modeli tradycyjnego uczenia
maszynowego z modelami gtebokiego uczenia (ang. DL — Deep Learning). W tym
celu mozna wybraé odpowiednig do tego sie¢ neuronowg i na przyktad wykorzy-
sta¢ poznane juz w niniejszym badaniu narzedzie GridSearchCV w celu wyszukania
najlepszych wartosci hiperparametréw z podanej przestrzeni wyszukiwania. Istnieje
réwniez mozliwosé skorzystania z dedykowanego narzedzia do dostrajania hiperpa-
rametrow dla modeli Keras o nazwie KerasTuner (KerasTuner API, 2023).
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Residential Real Estate Price Forecast Using Machine Learning

Abstract: Machine learning plays an increasingly important role in today’s world. It has many
applications that can be used in science and enterprises. It allows making forecasts of continuous
values with the use of a regression estimator. The aim of the study is to carry out a forecast of
residential real estate prices and verify its effectiveness using various algorithms in Python 3, the
Pandas library, LazyPredict, Scikit-learn in the Jupyter Notebook environment. The research methods
used were: literature analysis, documentation analysis, comparative study — using the LazyPredict
library to determine the most efficient estimator according to the value of the determination
coefficient, using GridSearchCV to find the best hyperparameters of the random forest model. The
analysis made it possible to choose the best algorithm from among the selected ones, which turned
out to be the random forest regressor to carry out the learning process on the data.

Keywords: residential real estate price forecast, machine learning, LazyPredict, GridSearchCV,
RandomForestRegressor
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