PRACE NAUKOWE AKADEMII EKONOMICZNEJ] WE WROCLAWIU

Nr 1064 2005
Pozyskiwanie wiedzy i zarzadzanie wiedza

Marek A. Valenta, Anna Zygmunt

Akademia Gémiczo-Hutnicza w Krakowie

POZYSKIWANIE WIEDZY PROBABILISTYCZNEJ DLA
MODELU ZAKAZEN SZPITALNYCH

1. Wstep

Jako$¢é systemow wspomagania decyzji majacych charakter systeméw eksper-
towych zalezy od wiedzy zgromadzonej w ich bazach wiedzy. Na potrzeby ninie;j-
szej dyskusji zarzadzanie wiedza:rozumiane jest jako proces jej pozyskiwania,
budowy odpowiedniego modelu wiedzy oraz dobér metody wnioskowania w sci-
stym powiazaniu tego procesu z celami tworzenia wynikowego systemu i walidacji
tej wiedzy.”

W procesie tworzenia baz wiedzy zdecydowanie wyrézni¢ mozna dwa jego
przypadki: sposéb tradycyjny, w ktérym zasadnicza rol¢ odgrywa proces pozyski-
wania wiedzy od ekspertow i ze Zrodet literaturowych, oraz sposdb oparty na pro-
cesie automatycznym (lub pétautomatycznym), w ktérym wykorzystywane sa me-
tody uczenia maszynowego. Ten drugi sposob jest mozliwy dzigki istnieniu dzie-
dzinowych operacyjnych baz danych, ktorych dane moga by¢ podstawa realizacji
procesu pozyskiwania wiedzy w sposob automatyczny. Przykladem takiego proce-
su jest pozyskiwanie wiedzy z baz danych (a nawet hurtowni) o zakazeniach szpi-
talnych.

W ramach badafi prowadzonych przez autoréw w Katedrze Informatyki Aka-
demii Gérniczo-Hutniczej ' [5; 18] powstaja prototypy modeli wiedzy i systemow
ekspertowych, ktérych celem jest wspomaganie podejmowania decyzji zwiazanych

! Praca realizowana w Katedrze Informatyki Akademii G6rniczo-Hutniczej w Krakowie w ra-
mach projektu badawczego KBN nr 4T11 C023 23, ,Konstrukcja modeli wiedzy system6w eksper-
towych z uwzglednieniem procesu akwizycji wiedzy i eksploracji baz danych”, kierownik projektu:
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z problemem wystepowania stosunkowo duzej liczby przypadkéw zakazen szpital-
nych. Problem jest bardzo szeroki i samo wspomaganie decyzji moze dotyczy¢
bardzo wielu jego aspekt6w; nie tylko wspomagania przebiegu procesu terapeu-
tycznego, ale takze wspomagania pewnych decyzji organizacyjnych w samych
szpitalach oraz wspomagania proceséw decyzyjnych zwiazanych z efektywnym
zarzadzaniem dystrybucja srodkéw finansowych w stuzbie zdrowia.

Pierwszym, etapem tworzenia systeméw takiego typu jest pozyskanie i struktu-
ryzacja wiedzy dla ich baz wiedzy. Zar6wno dla lekarzy-ekspertéw, jak i w bogatej
literaturze przedmiotu naturalnym sposobem reprezentacji wiedzy dotyczacej za-
gadnien zakazen szpitalnych jest widzenie rozpatrywanych probleméw w kontek-
$cie wybranych zdarzefi od siebie zaleznych, a zaleznosciom tym przypisanie pew-
nych miar tatwo interpretowalnych przez srodowisko specjalistow. Nie jest to je-
dyny mozliwy spos6b przedstawiania wiedzy z rozpatrywanej dziedziny. Jednak w
tym przypadku ze wzgledu na charakter wiedzy dziedzinowej Srodowisko eksper-
téw preferuje przedstawianie jej w postaci modeli probabilistycznych.

Jezeli wezmie si¢ pod uwage wilasnie model probabilistyczny wiedzy jako
podstawe tworzenia takich systemow ekspertowych wspomagania decyzji, to przy
obecnym stanie mozliwosci gromadzenia danych o przebiegu i warunkach procesu
leczenia w poszczeg6lnych jednostkach stuzby zdrowia tworzone tam bazy danych
moga sie sta¢ cennym zrédiem dla procesu automatycznego pozyskiwania odpo-
wiedniej wiedzy. Cennym dlatego, ze przy poprawnym doborze zZrédet i zakresie
tych danych uzyskiwana z nich wiedza winna byé w duzym stopniu wiarygodna,
co moze wplywaé zdecydowanie pozytywnie na proces walidacji wiedzy i syste-
mu. Ostatecznie dla realizacji systeméw autorzy wybrali dwa rodzaje probabili-
stycznych modeli wiedzy i odpowiadajace im metody wnioskowania: jeden, do-
puszczajacy jedynie bezposrednie zaleznosSci pomigdzy zakazeniami i czynnika-
mi-symptomami z nimi powiazanymi, oraz drugi, bardziej zlozony, oparty na
sieciach Bayesa.

Prowadzone badania generalnie maja na celu ustalenie zakresu stosowalnosci
roznych sposobéw akwizycji wiedzy oraz metod i narzgdzi realizacji systeméw
wspomagania decyzji ograniczajacych ryzyko wystgpowania zakazen szpitalnych.
W badaniach interesujacy wigc jest nie tylko fakt powstania prototypéw systeméw
czy aspekt techniczny ich realizacji, ale takze charakter procesu akwizycji wiedzy i
jego dopasowanie do zastosowanego modelu wiedzy oraz zadari i realiéw $rodowi-
ska realizacji tych systemoéw.

2. Dziedzina, Zrédla wiedzy i uwarunkowania badan

Dziedzina badan dotyczy szeroko rozumianych zagadnien zakazen szpitalnych.
Sa one istotnym problemem, z ktérym borykaja si¢ szpitale na catym swiecie [15].
Niezaleznie od postepéw i rozwoju medycyny, w kazdym szpitalu pewien odsetek
pacjentéw ulega zakaZeniu w wyniku samego tam pobytu oraz przeprowadzanego
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postgpowania medycznego. Przyczyny powstawania zakazen szpitalnych sa bardzo
zlozone, a problem niezwykle istotny, zwlaszcza z uwagi na skutki tych zakazen —
zaréwno zdrowotne [16]), jak i kosztowe. W tej sytuacji wspomaganie podejmowa-
nia decyzji w zakresie zarzadzania procesem terapeutycznym hospitalizowanych
pacjentow staje si¢ niemal koniecznoscia. W dobie rozwoju technologii informa-
tycznych wspomaganie tych proceséw przez inteligentne systemy komputerowe
wyposazone w bazy wiedzy dziedzinowej wydaja si¢ najlepszym rozwiazaniem
tego problemu. Moze si¢ to wiaza¢ np. z wyznaczaniem przez te systemy prefero-
wanych lub wrecz zalecanych procedur postgpowania w konkretnych przypadkach
i sytuacjach (standaryzacja procedur medycznych i organizacyjnych), czasem utoz-
samiane z zarzadzaniem wiedza [17].

Analiza wiedzy z zakresu cato$ci uwarunkowan przebiegu procesow leczenia i
ich wplywu na powstawanie zakazen doprowadzita do logicznej strukturyzacji tej
wiedzy [14]. Fakty, z ktérymi mamy do czynienia w procesie leczenia, mozna
okresli¢ mianem czynnikéw wptywajacych na stopien ryzyka wystapienia zakaze-
nia. Z punktu widzenia genezy tych czynnikéw ich dokfadniejsza analiza wykazuje
konieczno$¢ zdefiniowania trzech réznych ich grup, sa to: czynniki zalezne od
stanu pacjenta, od ustalonego postgpowania diagnostyczno-terapeutycznego oraz
czynniki zalezne od warunkéw panujacych w szpitalach, a zwiazane z ich infra-
struktura, procedurami organizacyjnymi i poziomem wyszkolenia personelu.

szpital i oddziat

zakazenia

diagnostyka
i terapia

stan pacjenta
Rys. 1. Struktura wiedzy — grupy czynnikéw ryzyka wystapienia zakazenia szpitalnego

Celem tworzonych systeméw wspomagania decyzji w zakresie przedstawione-
go problemu jest wspomaganie ustalania, w konkretnych przypadkach, wielkosci
zagrozenia wystapienia zakaZenia szpitalnego oraz wskazanie czynnikéw ryzyka
majacych najistotniejszy wplyw na jego wystapienie. Cele bardziej ambitne, w
postaci bezposredniego wyznaczania optymalnych warunkéw i przebiegu proce-
sow terapeutycznych minimalizujacych ryzyko zakazenia, jakkolwiek pozadane,
nie s na razie przedmiotem badan.

Jak we wszystkich dziedzinach, tak i w przypadku zakazen szpitalnych pod-
stawowym, naturalnym Zrodlem wiedzy dla przysztych system6w sa eksperci leka-
rze i literatura przedmiotu. Ogodlnie jednak znane sa problemy zwiazane z pozy-
skiwaniem wiedzy heurystycznej z takich wlasnie Zrodet i jej pézniejsza walidacja.
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Nie powinien wiec dziwié fakt poszukiwania nowych Zrédet wiedzy nie tylko
przez samych lekarzy, ale i inzynieréw wiedzy, tworzacych dziedzinowe bazy wie-
dzy dla przysztych systeméw ekspertowych. Dla inzynieréw wiedzy, nie posiada-
jacych wiedzy dziedzinowej, jedng z najistotniejszych rzeczy jest, aby alternatyw-
ne zrodla tej wiedzy byly wiarygodne, a uzyte metody jej pozyskiwania pozwalaty
przeprowadzi¢ ten proces poprawnie, mimo braku dogigbnej znajomosci problemu.
Naturalnie takie dazenia s pozadane, jednak ich catkowita realizacja praktycznie
niemozliwa [1; 7].

Na szczescie bardzo wiele szpitali w Polsce wzigto udzial w programie monito-
rowania wystepowania zakazen u pacjentéw, ktory to program realizowany byt w
latach 1999-2001 przez Polskie Towarzystwo Zakazen Szpitalnych [15]. Jego kon-
sekwencja jest powstanie obszernej bazy danych [12], a ostatnio hurtowni danych
[4] zawierajacej bezposrednie wyniki tego programu.

W prowadzonych badaniach wlasnie powyzsza baza danych i hurtownia staly
si¢ zrédlem wiedzy dla budowy baz wiedzy przyszlych systeméw ekspertowych
wspomagania podejmowania decyzji w zakresie oceny ryzyka i zarzadzania proce-
sami terapeutycznymi pozwalajacymi zmniejszy¢ ryzyko powstawania zakazen
szpitalnych.

Dane te byly pierwotnie i sa obecnie wykorzystywane (z uzyciem metod staty-
stycznych) przez lekarzy ekspertow do poglebienia ich wiedzy o zachodzacych w
szpitalach procesach (np. przy wskazaniu najczesciej wystgpujacego typu zakaze-
nia lub wyliczeniu liczby pacjentéw ulegajacych zakazeniu w zaleznosci od réz-
nych czynnikéw ryzyka zwiazanych z tymi zakazeniami).

Dla inzynieréw wiedzy rzeczywiste bazy danych przypadkéw stanowia cenne
zrodto danych stuzacych do pozyskiwania wiedzy poprzez zastosowanie r6zno-
rodnych metod eksploracji danych. Procesy eksploracji baz danych umozliwiaja
znalezienie w takich danych prawidtowosci, zaleznosci i schematéw nie tylko
znanych ekspertom, ale takze tych przez nich ,nieuswiadomionych”. Procesy te,
ze wzgledu na rozmiar danych, ktére nalezy poddaé analizie oraz zlozono$é
tych analiz, realizowane sa za pomoca réznych zaawansowanych metod i narzedzi
informatycznych [3].

3. Zakres badan i koncepcja rozwigzania problemu

Majac na uwadze rézne uwarunkowania akwizycji wiedzy dla budowy proba-
bilistycznych modeli wiedzy oraz definiowania proceséw wnioskowania na pod-
stawie modeli, w rozpatrywanym przypadku mozna stwierdzi¢ przydatno$¢ dwdch
ich typow.

Pierwszy z modeli wykorzystanych do badan pozwala na realizacj¢ podstawo-
wego wnioskowania opartego na prostym klasyfikatorze Bayesa [14]. Baza wiedzy
realizowana z wykorzystaniem tego modelu zaklada istnienie dwéch zbioréw za-
leznych od siebie zdarzefi: zbioru typéw wystgpujacych zakazen (hipotez) oraz
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zbioru istotnych czynnikéw-symptomow, ktore stanowia zbior zdarzen obserwo-
walnych. Budowe bazy wiedzy o znacznie wigkszym stopniu zlozonosci, ale w
dalszym ciagu wykorzystujacej wiedzg o charakterze probabilistycznym umozli-
wiaja modele oparte na sieciach Bayesa [8; [9; 10].

Pierwszy z systemow implementowano, opierajac si¢ na shellu probabilistycz-
nego systemu ekspertowego BayEx [13]. Drugi z modeli, wykorzystujacy sie¢
Bayesa, budowano z wykorzystaniem pakietu BN Power Software [19].

W obu przypadkach z uwagi na duza zlozono$¢ reprezentowanej wiedzy zakres
systemu ograniczony zostal merytorycznie do oceny ryzyka wystgpowania zakazen
ran operacyjnych (ich udziat w zakazeniach to tylko okoto 3%, ale przypadek tych
zakazen jest jednym z lepiej udokumentowanych i jest ciekawy z powodu wyste-
powania duzej ilosci symptomow majacych istotny wplyw na ich wystgpowanie).
Tak wybrany problem stanowi wigc dobry przyklad dla badan, ktérych wyniki
winny si¢ da¢ uogoélnic.

Budowa bazy wiedzy dla systemu realizowanego na podstawie shell BayEx
to klasyczny przyktad pozyskiwania wiedzy bezposrednio od ekspertéw. Eksperci,
korzystajac ze swojego doswiadczenia, wytypowali zbidr istotnych wedlug nich
czynnikdw-symptomow i polaczyli je z hipotezami zalezno$ciami, ktérym przypo-
rzadkowali wartosci prawdopodobiefistw. Podstawowa weryfikacje¢ formalng po-
wstalej bazy wiedzy przeprowadzit modul walidacji wbudowany w BayExa, a w
wielu dyskusjach eksperci dodatkowo weryfikowali wymég metody dotyczacy
warunkowej niezalezno$ci czynnikéw-symptomow. Proces walidacji bazy wiedzy
obejmowat przeprowadzenie szeregu ekspertyz na ,,przypadkach testowych” opra-
cowanych przez ekspertow. Pewna istotng niedoskonatoscia takiej metody jest fakt
opracowywania wiedzy systemu i jej walidacji przez ten sam zespSt ekspertow.
Uzyskiwane w trakcie testowania przebiegi ekspertyz i ich wyniki staly si¢ pod-
stawa do dyskusji i aktualizacji (strojenia) bazy wiedzy. Proces ten okazat si¢
jednak niezwykle trudny z uwagi na brak mozliwosci obserwowania bezposrednie-
go wplywu poszczegdlnych zmian w bazie wiedzy na przebieg (stany przejsciowe
chwilowej bazy wiedzy) i wyniki ekspertyzy. Ten stan rzeczy stal si¢ istotnym
przyczynkiem do sformulowania zalozen i budowy systemu xBayEx [11]. Narzg-
dzie to, dodatkowo wizualizujac stany chwilowej bazy wiedzy, w znacznym
stopniu wspomaga proces walidacji i aktualizacji bazy wiedzy (w zalozonym
modelu), jednak w dalszym ciagu przy petnym czynnym uczestnictwie ekspertow.
Dodatkowo stwierdzono, ze problemy z walidacja bazy wiedzy wynikaja takze
ze zbyt uproszczonego modelu wiedzy, w ktérym eksperci nie moga uwzglednic
znanych im zaleznosci niemajacych jednak charakteru powiazan hipotezy i czynni-
ka-symptomu.

Powyisze problemy z pozyskiwaniem wiedzy i jej walidacja, a takze z
uwzglednieniem wigkszej ilosci zaleznosci pomigdzy réznymi faktami, nie wyste-
puja przy kolejnej realizacji systemu ekspertowego, podczas ktérej autorzy wyko-
rzystali model wiedzy w postaci sieci Bayesa, a proces akwizycji oparli na uczeniu
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komputerowym. Uzyskano to dzigki realizacji systemu opartego na wspomnianym
pakiecie BN Power Software. Wiedza pozyskana w wyniku procesu uczenia reali-
zowanego za pomoca tego oprogramowania moze by¢ teoretycznie uznana za bar-
dziej wiarygodna niz w poprzednim przypadku, gdyz powstaje na bazie rzeczywi-
stych danych zaczerpnigtych ze wspomnianych baz danych zakazen szpitalnych
[8; 9]. Naturalnie teoretycznie, bo praktyka pokazuje, jak duzy wplyw na osiagane
wyniki eksploracji danych, czyli tez na jakos¢ pozyskanej wiedzy, maja dodatkowe
czynnosci wspomagane przez ekspertow, a wykonywane nawet juz na wstepnym
etapie eksploracji (wyboru danych czy np. ich dyskretyzacji).

4. Sieci Bayesa, wybrane narzedzia ich realizacji
i przyklady uzyskiwanych wynikow

Tworzenie modelu wiedzy bedacego siecia Bayesa wymaga realizacji dwoch
kolejnych etapow: ustalenia struktury sieci, czyli zdefiniowania weztéw (repre-
zentujacych zdarzenia) i powiazan migdzy nimi, oraz kolejno ustalenia wartosci
mocy tych powiazan. Tak stworzony model, po jego przetestowaniu, moze si¢ sta¢
podstawa dla budowy systemu wspomagania decyzji, ktory w przypadku jego re-
alizacji za pomoca narzg¢dzi BN Power Software okreslany jest mianem klasyfika-
tora. Proces realizacji takiego zadania oraz schemat modutéw funkcjonalnych sys-
temu BN Power Software przedstawione zostaty szczegétowo w [19].

Wybér pakietu programowego BN Power Software uwarunkowany byt bardzo
wysoka jego ocena dokonana uprzednio przez ekspertdw z tej dziedziny podczas
KDD Cup 2001 — Data Mining Competition [20]. System BN Power Software ma
tez wazng ceche, ktora dopuszcza w dzialaniu algorytmu automatycznego uczenia
si¢ — generowania sieci Bayesa predefiniowanie przez ekspertéw wybranych ele-
mentéw przyszlego modelu wiedzy. Rozbudowany sposéb wspomagania przez
ekspertow procedur automatycznych pozwala wskazywaé na pozadane w modelu
zwiazki logiczne oraz ich charakter. Na przyklad mozna wskazywaé systemowi
dane, pomi¢dzy ktorymi istnienie zwiazkéw logicznych nalezy z zatozenia wyklu-
czy¢ lub jesli z gory zakladamy, ze réznego typu zwiazki miedzy nimi wystgpuja
(zaleznos$ci ogdlne, zwiazki przyczynowo-skutkowe), a nawet wskazywac na cha-
rakter danych uwzgledniajacy ich miejsce w strukturze sieci (korzen i lis¢). Rozbu-
dowane narzedzie realizacji procesu budowy modelu pozwala z bardzo duzej ilosci
danych dostepnych do analizy dokona¢ wyboru podzbioru danych dla tego procesu
istotnych, a dla danych o wartosciach ciaglych pozwala wybra¢ sposéb ich dys-
kretyzacji. Wygodna wiasnoscia BN Power Software jest mozliwos¢ czerpania
danych wejsciowych z bardzo zréznicowanych Zrédet danych, a w tym szczegélnie
z baz danych zgodnych z popularnym formatem MS SQL Server.

Podzial systemu BN Power Software na moduly odzwierciedla jego zasadnicze
funkcje uzytkowe, realizowane z wykorzystaniem réznych metod formalnych. I tak
Data Preprocesor pozwala na wstepna selekcje danych wejsciowych i ich konwer-
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sj¢ do postaci ulatwiajacej dalsze przetwarzanie. Konwersja ta to przede wszystkim
dyskretyzacja warto$ci realizowana na kilka sposobow predefiniowanych w syste-
mie. BN PowerConstructor to modul realizujacy proces pelnego wygenerowania
sieci, oparty na danych wejsciowych i predefiniowanych przez uzytkownika wy-
branych jej cechach. Ten model wiedzy dziedzinowej w postaci struktury sieci
Bayesa wykorzystuje warunkowa niezalezno$¢ faktéw, a uzyskiwany jest metoda
przyblizong z zastosowaniem drzew decyzyjnych [40]. W rozwazanym systemie
najbardziej zaawansowanym technologicznie modutem jest BN PowerPredictor.
Umozliwia on nie tylko wygenerowanie dla wybranej dziedziny wiedzy odpowia-
dajacej jej struktury sieci Bayesa, ale opierajac si¢ na wskazanych zbiorach danych
wejsciowych, potrafi wygenerowa¢ tzw. klasyfikator Bayesa. Klasyfikator, wyko-
rzystujac kompletng baze wiedzy w postaci sieci Bayesa (z automatycznie wygene-
rowana struktura i warto$ciami przypisanymi zwigzkom pomigdzy danymi), moze
realizowaé funkcje inteligentnego wspomagania decyzji w dziedzinie zaimple-
mentowanej wiedzy.

W celu przetestowania mozliwo$ci w pelni automatycznej generacji wiedzy z
baz danych zakazen szpitalnych [12] zrealizowano kilka kolejnych krokéw wyzna-
czanych przez stosowana technologi¢ [5]. Pierwszym z nich bylo odpowiednie
przygotowanie danych, zawartych w bazach danych zakazen szpitalnych, ktore
objeto kolejno:

e wybranie tylko tych atrybutow rekordéw, ktére sa interesujace do $ledzenia w
procesie eksploracji i odzwierciedlaja najciekawsze aspekty zwiazane z zaka-
zeniami szpitalnymi;

e przeksztalcenie czeéci danych do postaci wymaganej przez algorytmy BN Po-
wer Software (np. dyskretyzacja danych);

e zdefiniowanie akceptowalnych prébek danych, bardzo dlugie analizy bowiem
utrudniaja przeprowadzenie symulacji poréwnawczych dla réznych parame-
trow algorytmu (zbiér danych zawgzono do grupy pacjentow, ktorzy ulegli za-
kazeniu rany operacyjne;j).

Waznym elementem przyjetej metodyki badan byta selekcja zbiorow danych
na dane treningowe, wykorzystywane przez system przy tworzeniu klasyfikatora, i
testowe, pozwalajace w trakcie procesu walidacji wiedzy na okreslenie skuteczno-
$ci uzyskanych klasyfikatorow. Przyjeto zalozenie, ze % danych o interesujacych
przypadkach, a zgromadzonych w bazie danych stanowi dane treningowe, %4 za$ to
dane testujace, a ich selekcja wykonywana jest na podstawie wbudowanego w
system BNPS generatora pseudolosowego.

Dodatkowym zabiegiem metodycznym, wykonanym na potrzeby mozliwosci
merytorycznej walidacji wiedzy i systemu (wygenerowanego klasyfikatora), byto
wyréznienie szesciu grup danych - czynnikow ryzyka, odnoszacych si¢ w szcze-
gblnosci do atrybutéw zwiazanych z: operacjami, stanem pacjenta, charakterysty-
ka oddzialéw oraz szpitali, w ktérych pacjenci rejestrowani w bazie danych byli
leczeni.
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Automatyczne konstruowanie sieci bayesa na podstawie kazdej z grup danych
pozwolito na wygenerowanie kilku jej struktur, ktére umozliwily znalezienie inte-
resujacych zaleznosci w danych. W ten sposob otrzymano wiedzg dosé szczegdlo-
wa, bedaca pewnymi fragmentami wiedzy obejmujacej calo$¢ zagadnienia zakazen
szpitalnych. Taka wiedza fragmentaryczna jest jednak znacznie fatwiejsza dla jej
dyskusji i weryfikacji nie tylko dla inzynierow wiedzy, ale przede wszystkim dla
lekarzy ekspertow.

W realizacji badan waznym elementem algorytmu, majacym duzy wplyw na
sterowanie istotnoscia wiedzy, ktéra chce si¢ pozyskaé, jest warto$¢ parametru
prog (threshold). Sterowanie wartoscia tego parametru umozliwia zmiang ilosci i
stopnia wykrywanych powiazan. Tak wiec niskie wartosci parametru (wartosci
ponizej 1) pozwalaja na wyszukiwanie nawet stabych relacji, ale znacznie wydtu-
zaja czas dziatania algorytmu budowy sieci. Z kolei wysokie wartosci parametru
prog (powyzej 1) powoduja wyszukiwanie jedynie mocnych powiazan pomigdzy
weziami.

cukrzyca — > otyloé¢  preparaty krwiopochod énicjsze operacjeniewydolnosé narzadowa
leki immunosupresyjne —> nowotwoér natogi autotransfuzj doskopi
krazenie p ojowe h diali transpl j p ik tetniczy
antybiotyki cewnik oponowy  2zywienie pozajelitowe odsysanie radioterapia
cewnik zylny zgtebnik zotadkowy
leczenic ambulatoryjne \
cewnik moczowy — leczenie
rodzaj zakazenia

infection type T

zgon

Rys. 2. Sie¢ wygenerowana dla czynniki_zakazenia — typy zakazeni dla progu = 1.0 [5]

W ramach eksperymentu wygenerowano wspomniane sieci zaréwno dla ni-
skich, jak i wysokich wartosci progu. Przetestowano w ten sposob wrazliwosé
programu generowania sieci na warto$¢ tego parametru, a takze dobrano jego war-
tosci dla réznych wymaganych badaniami modeli. Przyktadowo na rys. 2 i 3 poka-
zano struktury sieci zaleznosci wygenerowane przez modul BN PowerConstructor
ze zbioru takich samych danych wejsciowych, a dobranych dla zobrazowania
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wplywu réznych czynnikéw zakazen (czynniki ryzyka wystgpowania zakazenia
rany operacyjnej) na fypy zakazen (typy zakazeh zwiazanych z ranami operacyj-
nymi). Na rys. 3 wyraznie widoczny jest fakt wystgpowania w wygenerowanej
sieci znacznie wigkszej ilosci zaleznosci pomi¢dzy czynnikami, niz ma to miejsce
na rys. 2, czyli przy podwyzszonej wartosci parametru progu.

Podobne eksperymenty na danych dotyczacych szczegélowych faktow zwiaza-
nych z przebiegiem zabiegu operacyjnego i jego nastgpstw w postaci réznych ro-
dzajéw zakazen doprowadzity do wygenerowania sieci zaleznosci uprawniajacych
do wnioskéw czgsto pozostajacych w pewnej sprzecznosci z ogélnie przyjetymi
zalezno$ciami definiowanymi przez ekspertow lekarzy. I tak np. czas operacji oka-
zat si¢ warunkowo niezalezny od typu znieczulenia, wczesniej zastosowanego cha-
rakteru leczenia i zastosowanego profilu przeciwb6lowego, natomiast jest warun-
kowo zalezny od czysto$ci pola operacyjnego, zastosowanego drenazu czy miejsca
operacji. Z kolei typ zakazenia okazal si¢ warunkowo zalezny od czystosci pola
oraz miejsca operowanego, warunkowo niezalezny za$ od bardzo wielu pozosta-
tych czynnikéw. Interesujaca, lecz kontrowersyjna jest rowniez uzyskana warun-
kowa zalezno$¢ zgonu pacjenta. W jednym z otrzymanych modeli zalezy on od
rodzaju zakazenia, leczenia, czystosci pola oraz miejsca operowanego, natomiast
nie zalezy od techniki operacyjnej czy czasu operacji.

krqzenie pozaustrojowe cewnik plucny
sutotransfuzja radioterapia
nalogi cewnik oponowy
hemodializa proteza

transplanatacje tywienic pozajelitowe

— I

cewnik moczo

odsysanie
leczenie

cewnik tetniczy
rodzaj zakaiegia

leczenic ambulator§jae ‘7“-

reparaty krwiopochodne
endosk

leki imunosupresyjne
~

nowdtwér

antybiotyki cukrzyca

niewydolno$¢ nerek

wezednejsze operacje

Rys. 3. Sieé wygenerowana dla czynniki_zakazenia — typy_zakazen dla progu = 0.5 [5]

Jak widaé, generalnie metoda dostarcza bardzo duzego materialu do analiz, a
mozliwo$¢ doboru wartosci parametru prég pozwala dodatkowo badac teoretyczna
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istotno$é otrzymywanej wiedzy. Teoretyczna, bo jednak istnieje absolutna ko-
niecznos¢ dyskusji otrzymanej wiedzy z ekspertami. Dyskusja ta ma na celu z jed-
nej strony zwrocenie ich uwagi na wyniki eksperymentu wskazujace na zaleznosci,
ktérych dotychczas sobie nie uswiadamiali, z drugiej zas — weryfikacj¢ tych frag-
mentdéw uzyskanej automatycznie wiedzy, ktore sa niezgodne z ich oczekiwaniami
wynikajacymi czesto z wieloletniego doswiadczenia.

Powyzsze rozwazania dobrze charakteryzuja etap prac zwiazanych z procesem
pozyskiwania wiedzy do budowania struktury logicznej zalozonego typu modelu.
Pozostaje jednak do realizacji jeszcze kolejny etap prac zwiazany z utworzeniem
pod kontrola BN Power Software aplikacji spelniajacej funkcj¢ systemu wspoma-
gania podejmowania decyzji, ktéry w tym $rodowisku okreslany jest mianem kla-
syfikatora. Do$¢ zaawansowane sa badania metodyczne w zakresie ustalania para-
metréw prowadzenia proceséw generowania klasyfikatoréw Bayesa przez pakiet
BN PowerPredictor dla réznych klas zadan zwiazanych z ustalaniem ryzyka wy-
stepowania zakazen szpitalnych. Pomimo ich trwania, dotychczas uzyskane rezul-
taty pozwalaja autorom na formufowanie wnioskow méwiacych o duzej przydatno-
$ci zastosowanego narzedzia i zawartych w nim metod do rozwigzywania posta-
wionego zadania.

5. Zakonczenie

Nalezy sobie zada¢ pytanie, dlaczego w procesie akwizycji wiedzy z wykorzy-
staniem metod automatycznego uczenia z gruntu poprawne metody badawcze mo-
ga jednak prowadzi¢ do wygenerowania wiedzy, ktéra bgdzie niezgodna z rzeczy-
wista wiedza dziedzinowa. Analiza takich przypadkéw prowadzi do wniosku, ze
jednym z najistotniejszych powodéw otrzymywania w takim procesie wiedzy nie-
prawdziwej jest bledne dobranie zbioru danych wejsciowych do celu wykonywane;j
analizy. Istnienie nawet bardzo duzych baz danych przypadkéw, odgrywajacych
pozytywna role w systemach typu transakcyjnego (zarzadzania szpitalem, ruchem
chorych, kartoteka pacjenta) nie musi by¢ wystarczajacym warunkiem do przepro-
wadzenia na nich proces6w eksploracji danych i uzyskania wiedzy praktycznie
uzytecznej do implementowania inteligentnych systeméw decyzyjnych.

Istotnym wynikiem badan jest miedzy innymi wniosek, ze budujac obecnie
systemy gromadzenia danych (typu transakcyjnego), winni§my — znajac powyzsze
wnioski z eksperymentéw — tak projektowaé te systemy (zakres danych i zapis
zaleznosci semantycznych miedzy nimi), aby w przysztosci mogly si¢ sta¢ petno-
wartosciowym Zrodtem wiedzy pozyskiwanej metodami automatycznymi.

Przeprowadzone badania wykazuja, ze przy odpowiednim doborze zrodet da-
nych oraz efektywnym wlaczeniu ekspertow w kolejne etapy procesu automatycz-
nego pozyskiwania wiedzy mozna uzyskaé wiedzg przewyzszajaca jakoscia wie-
dze uzyskiwana jedynie metodami tradycyjnymi. Istniejace i tworzone metody oraz
narzedzia realizacji procesu tworzenia modeli wiedzy i aplikacji z nich korzystaja-
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cych staja si¢ coraz bardziej wygodnymi i wiarygodnymi partnerami w procesie
tworzenia nawet zlozonych systeméw wspomagania decyzji.
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PROBABILISTIC KNOWLEDGE ACQUISITION FOR THE
NOSOCOMIAL INFECTIONS MODEL

Summary

Experts and their experience are of great importance for building the probabilistic models of
domain knowledge, on condition that these experts are able to convert their experience into the
knowledge base components. However, in many cases one can find that the domain databases could
be very useful. On the basis of that database one can create knowledge model. Such model, as a rule,
shouldn’t require considerable amount of work for their verification, because it should be automati-
cally correct image of the described reality.

Making such assumption, we will present the process of knowledge acquisition for the nosoco-
mial infections model, where data about the nosocomial infections will be the source of that knowl-
edge. These data were acquired on Polish Society of Hospital Infection initiative from above 100
hospitals in Poland. Within research, in Department of Computer Science AGH the central database,
acquiring data from distributed hospital databases, was created.

Nosocomial infection database (storing data from 1999-2000) was used to make research about
automatic knowledge acquisition methods for building the probabilistic models based on bayes net.
Presented research show the usability of such process on the basis of BN Power Software. Analysis of
the following phase of the process show its complexity and conditions having the significant impact
on that process success. In the article the exemplary results will be presented. Conclusions indicate
the immense impact input data on the created model quality. Theses conclusions also concern the
recommendations about the content and structure of the future systems acquiring nosocomial infec-
tion data, so one could automatically use them to the probabilistic knowledge model building.
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