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1. Wstep

Tempo automatycznego uczenia systemow wnioskujacych jest jednym z kryte-
ribw oceny opracowywanych i stqgsowanych algorytméw. W uczeniu systeméw
rozmytych stosowanych jest kilka metod, sposrdd ktérych bardzo dobre efekty daje
algorytm genetyczny. Niestety, stabym punktem systeméw rozmytych jest stosun-
kowo dlugotrwaty proces wnioskowania, co w przypadku metod uczenia wymaga-
jacych przeprowadzenia nawet kilku miliondw proceséw wnioskujacych przekiada
si¢ na ogo6lny dhugi okres uczenia.

Niezaleznie od stanu zaawansowania aktualnej technologii, zadania zawsze
wyprzedzaja mozliwosci obliczeniowe. Dlatego tez nieustannie trwaja prace
nad poprawa dzialania algorytméw uczacych. Nalezy wspomnie¢, ze badacze
publikujacy uzyskane wyniki trafno$ci wnioskowania, np. na typowych zbiorach
testowych, dosé rzadko podaja informacj¢ o czasie oraz liczbie prob, jakich po-
trzebowali na osiagnigcie podanego wyniku. W niniejszym artykule opisano kil-
ka prob poprawy efektywnosci dziatania algorytmu genetycznego zastosowane-
go do uczenia systemu wnioskujacego wraz z dokladna charakterystyka prze-
biegu procesu uczenia. Ze wzgledu na charakter modyfikacji, autor Zywi na-
dzieje, ze przedstawione proby moga by¢ uzyteczne réwniez dla uczenia syste-
méw wnioskujacych opartych na innych reprezentacjach wiedzy, a opisane
niepowodzenia pozwola innym uniknaé tych samych bledéw i, by¢ moze, sta-
nowié¢ beda inspiracje¢ do dalszych usprawnien dzialania algorytmu genetycz-
neeo.
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2. Opis systemu rozmytego i algorytmu genetycznego

Opisane ponizej proby poprawy procesu uczenia dotycza systemu rozmytego,
majacego za zadanie ustali¢ kilka podstawowych parametrow:
—~  wybdr kluczowych zmiennych,

— okreslenie granic zbioréw rozmytych,
— okreslenie konkluzji dla regut.

Zbiory rozmyte byly z zalozenia niesprzeczne i kompletne, podobnie jak baza
regul byla zawsze kompletna i nie zawierata regut sprzecznych. Do wnioskowania
rozmytego zostal uzyty model Mamdaniego, agregacja wedtug zasady max-min i
taki sam zastosowano typ inferencji. Do opisania zbioréw rozmytych zastosowano
funkcje trapezowe, dopetniajace si¢ w ramach jednej zmiennej do jednosci. Sposob
wyostrzania przeprowadzano metoda $rodka cigzkosci.

Parametrem zaktadanym z gory byl typ zbioréw rozmytych (w tym przypadku
trapezowy) oraz liczba kluczowych zmiennych objasniajacych. Na potrzeby opi-
sywanych badan przyjeto wersj¢ systemu, ktéry miat samodzielnie wybra¢ dwie
najlepsze zmienne sposrod liczby posiadanych. Kazda z wybranych zmiennych
opisana byla dwoma zbiorami rozmytymi, ktérych granice ustali¢ miat AG. Razem
daje to prosta baz¢ wiedzy zlozona z zaledwie czterech regut. W trakcie projekto-
wania systemu, okazato si¢, ze mozliwo$¢ swobodnego wyboru zmiennych uzywa-
nych do wnioskowania najbardziej wplywa na wydluzenie czasu uczenia systemu
przez AG.

We wczesnych etapach pracy nad systemem wyniki nie byly satysfakcjonuja-
ce, nawet uzyskiwane na prostych zbiorach danych, takich jak IRIS, czy Wiscon-
sin Breast Cancer. Kluczem do osiagnig¢cia akceptowalnej efektywnosci algoryt-
mu uczacego bylo odpowiednie zakodowanie parametréw systemu rozmytego
do postaci chromosomu. Ostatecznie, obok typowych elementéw AG, zastoso-
wano:

— kodowanie rzeczywiste,

— krzyzowanie konwencjonalne z prawdopodobienstwem 0,4,
— krzyzowanie usredniajace z prawdopodobienstwem 0,4,

— steady-state,

— mutacja z prawdopodobienstwem 0,02 i skala mutacji 100%.

Niestety, o ile trafnos¢ wnioskowania byfa bardzo dobra: na zbiorze IRIS ok.
98%, a na zbiorze Wisconsin Breast Cancer 97,5%, o tyle czas uczenia pozosta-
wial wiele do zyczenia, szczegélnie przy zbiorach bardziej zlozonych. Najszersze
badania dotyczyly zastosowania wyzej opisanego systemu do oceny kondycji fi-
nansowej przedsigbiorstw (por. [14]). Baza przypadkow liczyla ponad 300 zesta-
wow po 26 wskaznikéw finansowych, sposrod ktorych system mial wybra¢ kilka
najistotniejszych. Optymalizacja systemu tego rodzaju trwala od kilku do kilkuna-
stu godzin.
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Wiele zadan jest znacznie bardziej ztozonych, stad proby przyspieszenia proce-
su automatycznego uczenia. Ponizej przedstawiono kilka sposréd wielu préb przy-
spieszenia pracy AG podejmowanych przez autora. Dodajmy, ze proby te w wigk-
szo$ci zakonczone byly fiaskiem.

3. Przyspieszenie metoda wzrostu liczby przypadkow

Jedna z testowanych koncepcji zakladala uczenie w poczatkowej fazie pracy
AG z uzyciem niewielkiej liczby przypadkéw — np. pierwszych 10%. Nastgpnie
stopniowo zwigkszano liczb¢ przypadkéw az do pelnej ich liczby. Za uzyciem
takiej strategii przemawialo przypuszczenie, ze skuteczne bgdzie zaoszczedzenie
czasu i poswigcenie go na wigksza liczbg generacji ewolucyjnych przy uzyciu
mniejszej liczby przypadkow niz wszystkie posiadane. Przeprowadzono wiele te-
stow na zbiorach IRIS oraz Wisconsin Breast Cancer, z ktorych przykladowe
przedstawiono w tab. 1.

Tabela 1. Przyklady rozwiazan przy poczatkowym ograniczaniu zbioru przypadkéw

Poczatkowa liczba Poczatek zwigkszania liczby Tempo wzrostu liczby
przypadkéw przypadkéw przypadkéw
10% od pierwszej generacji 1 przypadek na 1 generacje
10% od pierwszej generacji 2 przypadki na 1 generacj¢
10% od 10 generacji 1 przypadek na 1 generacje
10% od 10 generacji 2 przypadki na 1 generacje
20% od pierwszej generacji 1 przypadek na 1 generacje
20% od pierwszej generacji 2 przypadki na 1 generacje
20% od 10 generacji 1 przypadek na 1 generacje
20% od 10 generacji 2 przypadki na 1 generacj¢

Zrédto: badania wlasne.

Testowano rowniez wiele innych kombinacji — z poczatkowa liczba przypad-
kéw do 50%, z r6znymi momentami i tempem zwigkszania liczby przypadkow. W
czesci badan uzalezniono wzrost liczby przypadkéw od postgpow systemu w traf-
noéci wnioskowania. Badania wielokrotnie powtarzano w celu uzyskania wiary-
godnych wynikéw.

Niestety nie odnotowano istotnej poprawy dzialania AG, a w wigkszosci
badan wyniki byly zdecydowanie gorsze niz przy uczeniu od poczatku calym
zbiorem posiadanych przypadkéw.

4. Przyspieszenie metoda wzrostu liczby przypadkéow
ze Zmiennym startem

Obserwacja opisanych wyzej préb skionita do wniosku, ze ograniczanie przy-
padkéw do zawsze takich samych powoduje bardzo wczesne dopasowanie sig
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uczonego systemu do tych wiasnie danych. PéZniej bardzo trudno jest to dopaso-
wanie zmieni¢, stad stabe wyniki uczenia. Zmodyfikowano wigc proces tak, aby
stopniowo w trakcie uczenia ,,przesuwal” ograniczona prébke danych, np. na po-
czatku przypadki od 1 do 20, potem od 2 do 21 itd. Jednoczesnie stosowano stop-
niowe zwigkszanie liczby przypadkow.

Roézne eksperymenty z zastosowaniem powyzszej strategii daly lepsze re-
zultaty niz bez ,,przesuwania przypadkéw”, ale caly czas gorsze od calkowicie
standardowego uczenia na podstawie calej posiadanej probki.

5. Przyspieszenie metoda wstepnego uczenia
z losowo dobieranymi przypadkami

Jedna z kolejnych prob skrocenia czasu uczenia systemu wnioskujacego bylo
ograniczanie poczatkowej ilosci danych przy losowym doborze przypadkéw. Po-
dobnie jak w opisanych wczesniej probach, poczatkowa probka wahala si¢ w roz-
nych eksperymentach od 10 do 50%. Losowanie byto dokonywane bez zwracania,
tak wiec poszczegélne przypadki byly uzywane w procesie uczenia bez powtd-
rzen. W praktyce dla kazdej generacji tworzony byt nowy, niepeiny zbiér danych z
losowo dobranymi przypadkami.

Uzyskane efekty dla niektérych kombinacji poczatkowej liczby przypad-
kow oraz tempa powigkszania ich zbioru nie byly wyraznie gorsze od badania
standardowego (z kompletng liczba przypadkéw). Autor przypuszcza, ze odpo-
wiedni ukfad obu tych parametréw, wraz z dostosowaniem parametréw mutacji
oraz krzyzowania, mogiby przynies¢ pozytywne efekty. Badania w tym zakresie sg
kontynuowane.

6. Przyspieszenie metodq wczesnej eliminacji chromosomow

Ostatnia z opisanych prob powstala na bazie obserwacji rozkladu jakosci
chromosomoéw w populacji po operacjach krzyzowania oraz mutacji. Okazato sie,
ze typowym zjawiskiem jest, iz bardzo niewielka grupa chromosoméw po operacji
krzyzowania i mutacji oscyluje wokét aktualnego minimum, natomiast bardzo duza
grupa osobnikow nie speinia zadnych warunkéw pozwalajacych na pozytywna ich
oceng. Celem zobrazowania tego rozkiadu ponizej przedstawiono wykres zawiera-
jacy analiz¢ usrednionych wynikéw z 50 badan nad zbiorem Wisconsin Breast
Cancer po 10 generacjach.

Odchylenie od aktualnego minimum oznacza poréwnanie jakosci osobnika li-
czonej jako liczba bi¢dnie zaklasyfikowanych przypadkéw.

Idea przyspieszenia procesu uczenia polegata w tym przypadku na odpowied-
nio wczesnym ,,zauwazeniu” osobnika nie rokujacego nadziei i na zaprzestaniu
dalszego sprawdzenia na zbiorze przypadkéw. Na przyklad jesli aktualny minimal-
ny blad dopasowania wynosi 30 na 683 przypadki, to osobnik, ktéry po pierwszych



306

100 przypadkach zakwalifikowal bigdnie ponad 70, moze by¢ uznany za nadajacy
si¢ do odrzucenia juz teraz. Oszcz¢dnos$c czasu jest bardzo znaczna! Pytanie, czy
tak elitarna strategia selekcji da efekty i jakie parametry wczesniejszej eliminacji
beda skuteczne.

Procent osobnikéw w populaciji

| Fsi 5 AR |
r'——»-v—m-'——:&l S % s oo s
0-50 50-100  100-150 150200  200-250  250-300 400 | wigce)
Odchylenie od aktualnego minimum (w %)

Rys. 1. Typowy rozklad jakosci osobnikéw w populacji po 10 generacjach

Zrédio: opracowanie wlasne.

Przeprowadzono wiele symulacji, gléwnie z wykorzystaniem zbioru Wisconsin
Breast Cancer. Zastosowano nastgpujacy algorytm eliminacji w trakcie badania
trafnosci wnioskowania posiadanych osobnik6w.

Jezeli minety juz dwie pelne generacje, to:

Jezeli liczba sprawdzonych przypadkéw przekroczyta 10% liczby
wszystkich przypadkéw to:
Jezeli (aktualny blad osobnika * wspélczynnik) jest wigkszy od (ak-
tualnego minimum * liczba sprawdzonych przypadkow / liczba
wszystkich przypadkéw) to:
Przerwij proces sprawdzania i przypisz do aktualnego osobnika wy-
sokq wartos¢ bledu.

Przez dwie pierwsze generacje nie stosowano wczesniejszej eliminacji osob-
nikéw w celu naturalnego ustabilizowania losowo utworzonej populacji za pomo-
ca zwyklej selekcji metoda ruletki. Zmienna wspélezynnik okresla prog elimi-
nacji. Im wigkszy, tym szybciej i bardziej zdecydowanie przerywano sprawdza-
nie osobnika. Oczywiste jest, ze ewentualna skutecznos¢ zastosowanego podejs-
cia zalezy w duzym stopniu od zastosowanego wspéiczynnika (progu) elimina-
cji osobnikéw.

Poniewaz wstepne testy wypadly obiecujaco, przeprowadzono cykl badan na
zbiorze Wisconsin Breast Cancer. Badania obejmowaly po 50 cykli uczacych,



307

trwajacych po 10 minut', dla kazdego wspétczynnika eliminacji. Przebiegi dziata-
nia AG, przedstawione na rysunkach 2-5, zawieraja dane usrednione.
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Rys. 2. Przebieg procesu uczenia na zbiorze WBC ze wspéiczynnikami przyspieszenia 0,1 oraz 0,2

Zrédio: badania wiasne.
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Rys. 3. Przebieg procesu uczenia na zbiorze WBC ze wspétczynnikami przyspieszenia 0,3 oraz 0,4

Zrédio: badania wiasne.

! Komputer PC z procesorem AMD Duron 1,2 GHz.
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Poréwnanie szybkoécl uczenla systemu rozmytego z zastosowaniem rétnych
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Rys. 4. Przebieg procesu uczenia na zbiorze WBC ze wspdiczynnikami przyspieszenia 0,5 oraz 0,6

Zrédlo: badania wiasne,
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Rys. 5. Przebieg procesu uczenia na zbiorze WBC ze wspélczynnikami przyspieszenia 0,7 oraz 0,8

Zrodlo: badania wlasne,

Analiza wynikéw badan pokazuje widoczne przyspieszenie pracy AG przy
wartosciach wspélczynnika przyspieszenia migdzy 0,1 a 0,6. Zbyt agresywne przy-
spieszanie, obejmujace wspéiczynniki 0,6 i wyzsze, powoduje jednak wczesne
zaprzestanie poprawy jakosci osobnikéw, co owocuje ostatecznie gorszymi kon-
cowymi wynikami niz przy zastosowaniu konwencjonalnego AG.
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Na rysunku 6 przedstawiono usrednione koficowe wyniki optymalizowanych
systemow.

Liczba biednie zaldasyfikowanych
przypadkow

Kocowy biad kiasyfikaci

bez 0,1 03 04 05 06 0,7 08

przyspieszania Wspélczynnik przyspleszenla

Rys. 6. Usrednione koficowe wyniki po 10 minutach uczenia na zbiorze WBC

Zrédlo: badania wiasne.

Rysunek 6 zawiera rowniez odchylenie standardowe uzyskanych wynikéw.
Odchylenie standardowe jest istotnym kryterium oceny stabilnosci pracy AG — im
Jjest mniejsze, tym wigkszym zaufaniem mozemy obdarzaé¢ uzyskiwane wyniki. Jak
widaé, oprocz poprawy wynikow, istotnie zmalalto ich zréznicowanie w ramach
cykléw optymalizacyjnych.
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Rys. 7. Usredniony czas osiggania bigdéw na poziomach: 29, 30 oraz 31, na zbiorze WBC

Zrédlo: badania wlasne.
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Istotng charakterystyke uzyskanych wynikow stanowi okres, jakiego potrzebo-
wal AG, aby osiggna¢ zakladana trafnosé systemu rozmytego. Na rysunku 7 przed-
stawiono pordwnanie pracy AG przy réznych wspdlczynnikach przyspieszenia.
Dla wspétczynnikéw 0,3 oraz 0,4 czas osiagnigcia bledow na poziomie 29, 30 oraz
31 przypadkow skrocit sie o 60%. Dla odmiany, przy wysokich wartosciach
wspodtczynnika blad na tym poziomie nie byl w ogdle osiagany.

7. Podsumowanie

W artykule przedstawiono kilka préb poprawy szybkosci pracy algorytmu ge-
netycznego w trakcie optymalizacji systeméw rozmytych. Opisywane ekspery-
menty i modyfikacje nie maja jednakze Scistego zwiazku z zastosowaniem AG
akurat do systemow rozmytych i, w opinii autora, moga mie¢ podobny skutek dla
innych zastosowan algorytmu, np. do optymalizacji sieci neuronowych czy eks-
trakcji regul. Sposréd przedstawionych modyfikacji tylko jedna, polegajaca na
wczesniejszej eliminacji osobnikéw w populacji, okazata si¢ skuteczna, przynoszac
ponad dwukrotne przyspieszenie pracy algorytmu genetycznego.

Obecnie prowadzone sa badania obejmujace trudniejsze zbiory danych oraz
dalsze modyfikacje AG, polegajace m.in. na losowym ustawieniu przypadkéw w
zbiorze dla kazdej generacji oraz zmiennego wspoétczynnika przyspieszenia.
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SPEEDING UP LEARNING OF FUZZY SYSTEMS
USING GENETIC ALGORITHM

Summary

One of the biggest problems of machine leamning is the speed of finding patterns, extracting
rules, etc. The paper considers a problem of teaching fuzzy logic systems using genetic algorithm,
which has also to select key input variables among their numerous set. Different attempts to speed up
the process of learning are presented — mainly unsuccessful. Only one of presented methods gave
positive results, speeding up the process more than 50%.
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