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WYBOR RZEDU AUTOREGRESJI W ZALEZNOSCI
OD PARAMETROW MODELU GENERUJACEGO

Streszczenie: W artykule pokazano zachowanie si¢ réznych kryteriow wyboru modelu AR
(kryteria informacyjne: AIC, BIC, HQ, oraz sekwencyjna metod¢ badania istotnosci wspot-
czynnikow autoregresji) przy zatozeniu roznych wartosci parametrow modelu autoregresyj-
nego i roznych wielkosci proby. Wskazano tez na duza przydatnos$¢ skorygowanego kryte-
rium AIC (AIC,), rzadko stosowanego w polskich badaniach, do wyboru rzgdu autoregresji,
szczegblnie w matych probach. Podkreslono, ze wybor rzgdu autoregresji mozna rozpatrywaé
w konteks$cie wyboru prawdziwego modelu generujacego (prawdziwego rzedu autoregres;ji),
jak réwniez w kontekscie wyboru najlepszego modelu prognostycznego (czyli wyboru rzgdu
modelu AR, ktory datby prognozy o najmniejszych btedach prognoz). Rozwazania te zilustro-
wano analiza symulacyjna.

Stowa kluczowe: funkcja autokorelacji, spektrum procesu autoregresyjnego, kryteria wyboru
rz¢du autoregresji, wybor modelu prognostycznego.

1. Wstep

Modele autoregresyjne stanowig przydatne narzedzie w badaniach empirycznych
(np. w ekonomii, demografii, medycynie) ze wzgledu na to, ze sa fatwe w uzyciu
(estymacja parametréw i interpretacja) oraz umozliwiaja szybkie wyznaczanie pro-
gnoz. Zasadniczym problemem zwigzanym ze stosowaniem tych modeli do mode-
lowania szeregdw czasowych jest ustalenie rzedu autoregresji (przy zalozeniu, ze
szeregi sg juz stacjonarne). Nalezy podkresli¢, ze wybdr rzgdu autoregresji odgrywa
tez bardzo wazng role w wielu innych zagadnieniach ekonometrycznych, m.in. przy
testowaniu istnienia pierwiastkow jednostkowych (unit root tests) — por. np. [Hall
1994; Stock 1994; Ng, Perron 1995; DeJong i in. 1992], czy tez ustalaniu rzedu
modelu VAR [Liitkepohl 1993, s. 135-138]. Stad kwestie dotyczace ustalania rzgdu
autoregresji sa ciagle wazne.

Do najbardziej popularnych metod ustalania rzgdu autoregresji nalezg kryteria
informacyjne, a wsrdd nich kryterium Akaike’a [1973] — AIC, kryterium Schwarza
[1978] — BIC i kryterium Hannana-Quinna [1978] — HQ. W mniejszym zakresie
wykorzystuje si¢ skorygowane kryterium Akaike’a — AIC, [Sugiura 1978], ktore
w matych probach ma przewage nad kryterium AIC i moze konkurowac z kryte-
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rium BIC pod wzglgdem poprawnego wyboru rzedu autoregresji. W polskiej litera-
turze kryterium to jest prawie nieznane. Oprocz kryteriow informacyjnych stosuje
si¢ metody bazujace na testowaniu istotnosci wspolczynnikow autoregresji, m.in.
metod¢ sekwencyjng [Hall 1994]. Poprawno$¢ wyboru rzedu autoregresji zalezy,
jak pokazaty badania symulacyjne, w duzej mierze od przyjetego kryterium wy-
boru i wielko$ci proby. W wielu badaniach (np. takich autorow, jak Hurvich i Tsai
[1989, Neath, Cavanaugh [1997] czy Sclove [1987]) uwaga skupiona jest bardziej
na ocenie stosowanych kryteriow niz na wptywie przyjetych w eksperymentach sy-
mulacyjnych wartosciach wspolczynnikow autoregresji, tzn. czgsto przyjmuje si¢
takie warto$ci parametrow, przy ktorych stopien odtworzenia modelu generujacego
dane jest wysoki. Pomija sie w ten sposob fakt, ze dane generowane z modeli autore-
gresyjnych o réoznych wartosciach parametrow maja inne wlasnosci w sensie takich
charakterystyk procesu stochastycznego, jak funkcja autokorelacji i funkcja gestosci
spektralnej (spektrum). W rezultacie wyniki dotyczace stopnia odtworzenia modelu
generujacego dane mogg by¢ zbyt optymistyczne czy tez nadmiernie preferowaé
okreslone metody ustalania rzedu autoregresji.

Celem artykutu jest pokazanie konsekwencji przyjecia okreslonych wartosci pa-
rametrOw w autoregresyjnym modelu generujgcym rzedu drugiego, AR(2), dla po-
prawnego ustalenia rzedu autoregresji i wyboru modelu prognostycznego. Zbadano
zachowanie sig¢ kryteriow informacyjnych (AIC, BIC, HQ i AIC,) i sekwencyjnej
metody testowania istotnosci wspotczynnikow autoregresji w wyborze rzedu auto-
regresji przy zatozeniu réznej wielkosci proby. Wskazano tez pewne rekomendacje
dotyczgce stosowania kryteriow informacyjnych, szczegolnie kryterium AIC_. oraz
sekwencyjnej metody testowania istotnosci parametrow. Poréwnano podejscie in-
formacyjne i testowe w wyborze rzedu autoregresji, a takze wskazano na przewage
kryteriow informacyjnych w stosunku do podejscia testowego, co nie jest powszech-
nie znanym faktem'.

Dodatkowo rozwazano kwesti¢ ustalania rzgdu autoregresji (w zalezno$ci od
warto$ci wspotczynnikow autoregresji) w kontekscie wyboru modelu prognostycz-
nego. W zwigzku z tym postawiono pytanie, czy modele autoregresyjne o rzedzie
autoregresji ustalonym wedtug kryteriow informacyjnych i sekwencyjnej metody
beda jednoczesnie najlepszymi modelami prognostycznymi w sensie minimum $red-
niokwadratowego bledu prognoz.

2. Funkcja autokorelacji i spektrum dla procesow
autoregresyjnych o roznych wspolczynnikach

W wielu badaniach symulacyjnych dotyczacych zachowania si¢ kryteriow infor-
macyjnych czy testow statystycznych w wyborze rzgdu modelu autoregresji uwaga

! Na fakt ograniczonej warto$ci podejscia testowego w identyfikacji i wyborze modelu zwracat
uwage juz Akaike [1981]. Podobnie Granger i in. [1995] wskazywali, ze lepiej stosowaé podejscie
informacyjne w wyborze modelu niz formalne testowanie hipotez.



18 Mariola Pitatowska

skupiona jest na ocenie stosowanych metod, a w mniejszym zakresie na przyjetych
w symulacjach wartos$ciach parametréw modeli generujacych. Na przyktad Boekee
i Buss [1981]? ustalali rzad modelu AR dla danych generowanych przez model auto-
regresji rzgdu drugiego o parametrach ¢ =—0.8 1 ¢, =—0.9 oraz liczby obserwacji
n =50, 100, 200, 400 (liczba powtorzen wynosita 50), stosujac kryteria informacyj-
ne. Hurvich i Tsai [1989] w swoim badaniu symulacyjnym, porownujac zachowa-
nie si¢ kryteriow informacyjnych Akaike’a (AIC), skorygowanego kryterium AIC
(AIC), kryterium Schwarza (BIC) oraz Hannana-Quinna (HQ) w wyborze rzedu
modelu autoregresji na podstawie matej proby (n = 30), przyjeli rowniez wysokie
warto$ci parametrow generujacego modelu AR(2), tj. ¢, =0,99, ¢, =—-0,8. Te same
warto$ci parametrow modelu AR(2) przyjeli Neath, Cavanaugh [1997], ustalajac
rzad modelu autoregresji z wykorzystaniem kryterium BIC 1 jego modyfikacji dla
matej proby (n =23). We wszystkich tych badaniach parametry modelu AR(2) wska-
zywaly na silng autoregresje, a w takich przypadkach mozna oczekiwaé¢ wysokiego
udziatu poprawnych wskazan rzgdu autoregresji, co rzeczywiscie wystgpito®.

Pomija si¢ w ten sposob kwestie konsekwencji przyjecia okreslonych wartosci
wspotczynnikow autoregresji dla otrzymanych wynikow. Konsekwencje te niewat-
pliwie wystepuja i mozna je zilustrowac, pokazujac wlasnosci szeregoéw czasowych
generowanych z modeli autoregresyjnych przy réznych wspotczynnikach. Wtasno-
$ci te uwidaczniaja si¢ w przebiegu funkcji autokorelacji i funkcji gestosci spektral-
nej (spektrum). Przebieg tych funkcji dla proceséw autoregresji rzedu pierwszego
i drugiego o zadanych wspotczynnikach prezentuja rys. 11 3.

Funkcja autokorelacji (ACF — Autocorrelation Function) szeregu generowanego
z modelu autoregresji rzgdu pierwszego, AR(1), o wspotczynniku 0,5 maleje do zera
(por. rys. 1). Taki ksztatt funkcji autorelacji wykazuje wiele szeregéw ekonomicz-
nych (por. [Granger 1966]). Jezeli wspolczynnik jest ujemny, ¢ =-0,6, funkcja
autokorelacji wykazuje oscylacje wokot zera, ktore stopniowo maleja w miar¢ wzro-
stu opoznienia. Szeregi o takim ksztafcie funkcji autokorelacji nie sg typowe dla
analiz ekonomicznych. Szeregi generowane z modeli autoregresji rzedu drugiego,
AR(2), wykazuja bardziej zroznicowany przebieg funkcji autokorelacji. Na przyktad
funkcja autokorelacji dla modelu autoregresji rzedu drugiego, AR(2), ze wspotczyn-
nikami ¢ =0,3 1 ¢, =0,4 ma wyzszg warto$¢ dla opdznienia 2 niz 1 — por. rys. 1.
Dla ¢, =0,7 i ¢,=-0,2 funkcja autokorelacji opada bardzo szybko i jest prawie
rowna zeru dla opoznieh wiekszych niz 4 (k>4). Przebieg funkcji autokorelacji
dla modelu AR(2) ze wspotczynnikami ¢ =0,9 i ¢, =—0,6 jest odmienny, tj. wy-
kazuje powoli gasngce oscylacje wokot zera. Taki przebieg funkcji autokorelacji
odzwierciedla tzw. pseudoperiodycznos¢ szeregdw czasowych (por. [Wilks 2006]).

2 Cytowanie za Sclove [1987].

3 Na przyktad procent poprawnych wskazan rzgdu autoregresji (¢ = 2) w badaniu Hurvicha i Tsai
[1989] wynidst 74% dla kryterium AIC_, 91% dla kryterium BIC i 51% dla kryterium AIC, natomiast
w badaniu Neatha i Cavanaugha [1997] — 87,8% dla kryterium BIC.
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Rys. 1. Funkcje autokorelacji dla procesow autoregresji rzedu pierwszego, AR(1), 1 drugiego, AR(2),
o roznych wspolczynnikach autoregresji (dla danych generowanych o liczbie obserwacji 100)

Zrodto: opracowanie wilasne.

To znaczy, ze funkcja autokorelacji dla niewielkiej liczby poczatkowych opoznien
jest silnie dodatnia, potem dla kolejnych dalszych opdznien jest ujemna, aby znowu
sta¢ si¢ dodatnig dla nastepnych opdznien. Nalezy podkresli¢, ze periodyczno$¢ tego
typu nie jest $cista periodycznos$cig, a jedynie pseudoperiodycznosécia wynikajaca
z whasno$ci modelu AR(2) o zadanych wspotczynnikach autoregresji. Na przyktad
realizacja szeregu generowanego z AR(2) o wspodtczynnikach 0,9 i —0,6 wykazuje
pseudoperiodycznosé, tj. szczyty i dotki w szeregu czasowym wydajg si¢ pojawiac
co 6 lub 7 okresow (por. rys. 2), ale nie sg one tak regularne, jak bytyby w przypadku
rzeczywiscie wystepujacej periodycznosci. Whasciwo$¢ ta jest wyrazona w formie
dodatniego wierzchotka w przebiegu funkcji autokorelacji dla opdznien o odstepie
6 lub 7 okreséw (por. rys. 1). Natomiast szczyty 1 dotki sg oddalone od siebie o 3 lub
4 okresy. Ogolnie szereg taki jest postrzegany jako szereg o duzej zmiennosci.

Ta zdolnos¢ modelu AR(2) do wykazywania pseudoperiodycznosci jest widoczna
tez w przebiegu spektrum? (por. rys. 3). Szeregi generowane z modelu AR(2) o wspot-

* Przyktadowe spektra (z wagami Bartletta) na rys. 3 dotycza proceséw autoregresyjnych AR(2)
generowanych dla liczby obserwacji 100.
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Rys. 2. Przyktadowe szeregi AR(2) z pseudoperiodycznos$cia (dla danych generowanych o liczbie
obserwacji 50)

Zrodto: opracowanie wilasne.

czynnikach odpowiednio ¢, = 0,9 1 ¢, = -0,6 oraz ¢, = -0,9 1 ¢, = —0,5 wykazuja
pseudoperiodycznos¢, co pokazuja szerokie wierzchotki w spektrum dla czgstosci
srednich 1 wysokich, a wysoka warto$¢ spektrum w tych czestosciach sugeruje, ze
najwigkszy udzial w wariancji procesu majg wahania $rednio- i krotkookresowe.
Spektrum dla szeregu generowanego z modelu AR(2) o wspotczynnikach ¢, = 0,3
i ¢, = 0,4 przyjmuje wartosci wysokie dla czestosci niskich i bliskich zeru, a nastep-
nie opada w miar¢ wzrostu czgstosci, co oznacza, ze najwickszy udzial w wariancji
procesu maja wahania dlugookresowe. Taki ksztalt spektrum jest typowy dla proce-
sow ekonomicznych (por. [Granger 1966]), przy czym wystgpuje on nie tylko dla
procesow AR(2), ale rowniez dla AR(1). W przypadku szeregu generowanego przy
wspotczynnikach ¢, = 0,7 1 ¢, = —0,2 spektrum tez opada w miar¢ wzrostu czestosci,
ale wartosci spektrum dla czestosci zerowej, jak rowniez w szerokim pasmie czgsto-
$ci niskich, sa wyraznie mniejsze niz w poprzednim przypadku, a dodatkowo wierz-
chotki spektrum w niskich czestosciach sg szersze i bardziej ptaskie. Taki ksztalt
spektrum przypomina spektrum dla procesu AR(1) ze wspolczynnikiem ¢, =0,5
(por. rys. 3).

Podobienstwo przebiegu spektrum dla procesu AR(2) generowanego przy pew-
nych wspotczynnikach i spektrum dla procesu AR(1) sugeruje, ze wlasnosci tak wy-
generowanych danych moga wydawac si¢ zblizone, a zastosowanie réznych metod
wyboru rzgdu autoregresji moze prowadzi¢ do ustalenia rzedu jako ¢ = 1, podczas
gdy wlasciwy rzad autoregresji ¢ byt rowny 2. W konsekwencji procent odtworzenia
modelu generujacego, tj. AR(2), moze by¢ zanizony. Warto zatem zbadac¢, jakie sa
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Rys. 3. Spektra procesow autoregresji rzedu pierwszego AR(1) i drugiego AR(2) o réznych
wspolczynnikach autoregresji (na podstawie danych generowanych dla liczby obserwacji 100)

Zrodto: obliczenia wlasne.

konsekwencje przyjecia pewnych wartosci wspotczynnikow autoregresji w modelu
generujacym, np. w modelu autoregresji rzedu drugiego AR(2), dla poprawnego
ustalenia rzedu autoregresji.

3. Metody wyboru rzedu autoregresji

Do ustalania rzgdu autoregresji najczesciej wykorzystuje sie kryteria informacyj-
ne oraz sekwencyjng metode testowania wspotczynnikow autoregresji. Sposrod
kryteriow informacyjnych w polskiej literaturze najbardziej popularne sg kryteria
Akaike’a (AIC), Schwarza (BIC) i Hannana-Quinna (HQ). Ogo6lng posta¢ kryterium
informacyjnego mozna zapisa¢ nastepujaco:
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IC ==2InL(0)+ K c(n),

gdzie L(é) — maksymalizowana funkcja wiarygodnosci wzgledem nieznanych pa-
rametrow @, K — calkowita liczba parametrow szacowanych na podstawie proby,
wlaczajac stala i o, n — liczba obserwacji w probie. Sktadnik K c(n) jest na ogot
rozpatrywany w kategoriach pewnej ,.kary”, ktora jest funkcja liczby parametrow
modelu oraz wielkosci proby. c(n) przyjmuje rézne wartosci w zaleznosci od kry-
terium, tzn. dla kryterium AIC — ¢(n) = 2, dla kryterium BIC — ¢(n) = In(n), a dla
kryterium HQ — ¢(n) = 2In(In(n)). Jesli kara jest duza, to preferowane sg ,,0szczgd-
niejsze” w parametry modele, natomiast jesli kara jest mata, to — mniej ,,0szczedne”
W parametry modele.

W ramach danego kryterium wybiera si¢ taki rzad modelu autoregresji, ktéremu
odpowiada minimalna warto$¢ kryterium. Stosowanie kryterium AIC prowadzi na
0g6t do wyboru wyzszego rzedu autoregresji niz w przypadku kryterium BIC, a kry-
terium HQ wskazuje na ogét na posredni rzad autoregresji w stosunku do rzedu AR
ustalonego przez kryteria AIC i BIC.

Oprocz kryteriow AIC, BIC i HQ do ustalania rzgdu autoregresji mozna zasto-
sowa¢ skorygowane kryterium AIC (AIC.), ktore w niewielkim jednak zakresie®
wykorzystuje si¢ w polskiej literaturze. Kryterium to zaleca si¢ stosowaé w przypad-
ku matej liczby obserwacji, jezeli wystepuje zbyt duzo parametréw w stosunku do
liczby obserwacji. W takiej sytuacji standardowe kryterium AIC na ogot zachowuje
si¢ stabo, tj. wskazuje mato ,,0szczgdne” w parametry modele.

Skorygowane kryterium AIC . (por. [Sugiura 1978]) ma postac’:

2K(K +1)

AIC, = AIC + .
n—-K-1

Kryterium AIC_. zawiera dodatkowy sktadnik (bias-correction term) w stosun-
ku do zwyklego kryterium AIC. Generalnie kryterium AIC, zaleca sig¢ stosowac,
gdy stosunek liczby obserwacji do liczby szacowanych parametrow (n/K) jest niski,
tj. mniejszy od 40 (por. [Burnham, Anderson 2002, s. 66-67]). W podjeciu decyzji
o stosowaniu AIC czy AIC . nalezy wzig¢ K z modelu najbardziej rozbudowanego

5 Warto podkresli¢, ze w procesie wyboru rzedu autoregresji wszystkie modele kolejnych rzedow
powinny by¢ szacowane dla tej samej liczby obserwacji. Pomijanie tego faktu w badaniach empirycz-
nych moze prowadzi¢ do blednego ustalenia rzgdu autoregresji. Wynika to z tego, ze wnioskowanie
przeprowadza si¢ warunkowo wzgledem danego zbioru danych, a zatem poréwnywanie kryteriow
informacyjnych z modeli autoregresyjnych szacowanych na podstawie réznej liczby obserwacji jest
nieuzasadnione. Ponadto wszystkie modele powinny odnosi¢ si¢ do zmiennej objasnianej ujetej w tej
samej formie (por. [Burnham, Anderson 2002, s. 80-81]), poniewaz kryteria informacyjne z modeli
np. dla poziomoéw zmiennej i logarytmoéw zmiennej nie sa w petni poréwnywalne. Fakt ten jest czgsto
ignorowany.

% Przyktady stosowania kryterium AIC. mozna znalez¢ w pracy Pitatowskiej [2011].

7 Por. rowniez [Hurvich, Tsai 1989; 1995].
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sposrod zbioru modeli-kandydatow. Jesli stosunek n/K jest wystarczajaco wysoki, to
AIC1AIC, sa podobne, a zatem prowadzg do wyboru tego samego modelu.
Rownie popularng jak kryteria informacyjne metoda ustalania rzgdu autoregre-
sji jest sekwencyjna metoda badania istotnosci wspotczynnikow autoregresji, ktora
wystepuje w dwoch wersjach od ogdtu do szczegotu (general to specific rule) 1 od
szczegbdhu do ogotu (specific to general rule). W pierwszej wersji, od ogétu do szcze-
gotu, zaczyna si¢ od modelu autoregresji najwyzszego rzedu g (g,,,.) 1 przeprowa-
dza si¢ testowanie istotnosci ostatniego wspotczynnika stojacego przy najwigkszym
opoznieniu (g,,,, ), @ nastepnie redukuje si¢ ¢ az do otrzymania istotnego wspot-
czynnika. W drugiej wersji, od szczegdtu do ogotu, testowanie istotnosci wspdtczyn-
nikow autoregresji zaczyna si¢ od modelu autoregresji rzedu najnizszego, np. g = 1,
a nastepnie stopniowo zwigksza si¢ g az do otrzymania nieistotnego wspotczynnika.
Zalecanym podej$ciem jest wersja od ogotu do szczego6tu, poniewaz podejscie od
szczegotu do ogdtu nie jest ogdlnie asymptotycznie poprawne (por. [Hall 1994]).

4. Wyniki badania symulacyjnego

W celu pokazania zachowania si¢ r6znych kryteriow wyboru rzedu modelu autore-
gresyjnego (tj. kryteridow informacyjnych i sekwencyjnej metody testowania istot-
nos$ci wspotczynnikéw autoregresji) przy zatozeniu réznych wartosci parametrow
modelu autoregresyjnego przeprowadzano eksperyment symulacyjny?®.

Przyjeto nastepujacy schemat modelu generujacego AR(2):

yt :¢O +¢1yt—1 +¢2yt—2 +£t’
gdzie &, jest biatym szumem o rozkladzie &, ~ N(0,1).

Wspdtczynniki autoregresji dla poszczegdlnych wersji stacjonarnego modelu
AR(2) byly nastepujace: model 1: ¢, = 0,3, ¢, = 0,4, model 2: ¢, = 0,7, p, = 0,2
model 3: ¢, = 0,9, ¢, =-0,6 model 4: ¢, =-0,9, p, =—0,5. We wszystkich mode-
lach dla zachowania dodatnich warto$ci generowanego szeregu przyjeto nastgpujace
wartosci stalej: ¢, = 5 dla modelu 11 2 oraz ¢, = 10 dla modelu 3 i 4. Dwa pierwsze
modele generujg dane o typowym przebiegu funkcji gestosci spektralnej (spektrum),
a dwa kolejne — dane, ktore wykazujg pseudoperiodycznos¢ (por. rys. 3). Dane byty
generowane dla liczby obserwacji 100 + n + 10, n = 30, 50, 100, przy czym pierw-
szych 100 obserwacji bylo pomijane dla uniknigcia wplywu wartosci startowych
przyjetych w symulacji, a 10 ostatnich obserwacji zostalo zachowanych dla wyzna-
czenia bledow prognoz ex post. W rezultacie modele autoregresji kolejnych rzgdow
(¢=0,1,2,..., q,..) byly szacowane dla liczby obserwacji n = 30, 50, 100 Rzad
modelu AR, przy zatozeniu, ze maksymalny rzad autoregresji g, byl rowny 10,
wybierano, stosujgc kryteria informacyjne AIC, BIC, HQ 1 AIC_ oraz sekwencyjng

8 Symulacje zostaly wykonane z wykorzystaniem jezyka skryptowego programu Gretl.
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metode badania istotnos$ci wspotczynnikow autoregresji stojacych przy najdalszym
opdznieniu’ (Zlag w tab. 1-4). Wyniki wyboru danego rzgdu autoregresji przez po-
szczegolne kryteria s zaprezentowane w tab. 1-4 w postaci procentowych udziatow
wyboru danego rzedu autoregresji w ogélnej liczbie replikacji réwnej 1000.

Modele autoregresyjne wybrane przez poszczegélne kryteria w kolejnych re-
plikacjach zostaty wykorzystane do wyznaczenia prognoz na 1, 2,..., 10 okresow
naprzod, tzn. jezeli w danej replikacji kryterium, np. AIC, wskazywato na rzad auto-
regresji rowny 3, to z modelu AR(3) wyznaczane byly prognozy, jezeli w kolejnej re-
plikacji kryterium AIC wybierato rzad AR rowny 2, to z tego modelu byty obliczane
prognozy itd. Nalezy zaznaczy¢, ze przy obliczaniu prognoz zmiennej objasnianej
za jej opoznione warto$ci przyjmowano wartosci prognoz otrzymane w poprzednich
okresach, czyli prognozy byly dynamiczne. Wyniki w postaci $redniokwadratowych
btedow prognoz MSE (Mean Square Error) usrednione po replikacjach dla poszcze-
golnych kryteridow oraz roznych horyzontéw prognozowania prezentuja tab. 5-8.

W przypadku szeregu generowanego z modelu 1 (o wspotczynnikach ¢, = 0,3,
o, = 0,4), dla ktorego spektrum ma wysokie wartosci dla czestosci niskich i opada
do zera w miar¢ wzrostu czestosci (por. rys. 3), procent wyboru wlasciwego rzedu
q = 2 byl wysoki dla wszystkich kryteriow informacyjnych, przy czym kryterium
BIC wskazywalo model AR(2) najczesciej (por. tab. 1). Jednak w miar¢ spadku
liczby obserwacji wszystkie kryteria znacznie czgsciej identyfikowaty szereg jako
AR(1), a dla n =30 wyraznie wzrosta liczba przypadkow, w ktorych wybierany rzad
autoregresji byt rowny 0. Warto zauwazy¢, ze najwyzszy udzial poprawnych wska-
zan rzgdu AR(2) miato kryterium AIC. (por. tab. 1, n = 30).

Dla szeregu generowanego z modelu 2 (o wspotczynnikach ¢, = 0,7, ¢, =—-0,2,
o spektrum opadajagcym w miar¢ wzrostu czg¢stosci, majacym jednak znacznie nizsze
warto$ci w czestosciach niskich niz w przypadku danych z modelu 1 (por. rys. 3),
wszystkie kryteria w duzym stosunkowo procencie przypadkow identyfikowaly sze-
reg jako AR(1), a nie AR(2), szczegolnie w malej probie (n = 50 i1 30), por. tab. 2.
Najwyzszy udziat wyboru rzgdu ¢ = 2 dla duzej proby (dla » = 100) miato kryterium
HQ i AIC,, a dla $redniej i matej proby (n = 50 i 30) — kryterium AIC ..

W przypadku danych generowanych z modelu 3 (o wspotczynnikach ¢, = 0,9,
@, =—0,6) 1 modelu 4 (o wspotczynnikach ¢, =—0,9, ¢, =—0,5), charakteryzujacych
si¢ spektrum o bardzo wysokich wartosciach dla czestosci srednich oraz wysokich
(por. rys. 3), wszystkie kryteria w bardzo duzym procencie przypadkow wskazywaty
poprawnie rzad autoregresji ¢ = 2, dla kazdej wielkosci proby, por. tab. 3 i 4, przy
czym kryterium BIC dominowalto nad pozostatymi kryteriami. Warto podkresli¢, ze
w matej probie (n = 30) kryterium AIC_ dato porownywalne wyniki jak kryterium
BIC.

® Redukowanie rzedu AR przeprowadzano az do momentu otrzymania istotnego wspotczynnika,
przy czym istotno§¢ wspotczynnikow autoregresji badano za pomoca testu 7-Studenta na poziomie
istotnosci 0,05.
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Tabela 1. Procentowy udziat wyboru rz¢du autoregresji przez kryteria selekcji
(dane generowane z modelu 1)

Rzad autoregresji
1;412?5)1 Kyteria | 0 [ 1 [ 2 | 3 | 4 [ s [ e | 7] 8] 9|10
=100
Model 1 | AIC 00 | 12 [e98 | 11 [ 7243 [ 271209 ] 08 [ 09
9=03 [BIC 08 | 55 | 898 ] 32 ] 06 | o1 | 00 | 00 | 00 | 00 | 00
9:=04 g 03 | 24 [ 854 | 7.1 | 29 | 12 [ 03 [ 02 ] 00 | o1 [ o1
AIC, 00 | 14 [759] 98 | 66 | 31 | 14 | 07 | 02 | 04 | 05
7, 05 | 3.0 | 654 | 42 | 46 | 42 | 32 | 30 | 37 | 37 | 44
n=>50
AIC 43 108 [ 575 [ 100 [ 57 [ 310 [ 24 [ 190 [ 12 ] 13 ] 17
BIC 144 | 254 | 545 | 45 | 11 | o1 | 00 | 00 | 00 | 00 | 00
HQ 76 | 175 | 616 | 70 | 31 | 1,1 | 07 | 07 [ o1 | 02 | 03
AIC, 58 | 151 | 631 | 85 | 43 | 12 | 08 | 08 | 02 | 02 | 00
7. 60 | 192|450 | 34 | 46 | 30 | 3.6 | 35 | 3.1 | 43 | 43
n=30
AIC 169 | 194 [ 358 | 7.6 | 55 | 3.1 | 23 | 23 | 24 | 20 | 27
BIC 347 | 278 | 318 | 29 | 09 | 06 | 06 | 02 | o1 | 03 | o1
HQ 22 (247 [ 374 [ 53 | 29 | 1,7 [ 12 [ 13 | 09 | 10 | 14
AIC. | 250 | 281 | 381 | 45 | 23 | 1.0 | 06 | 02 | 01 | 00 | 0.1
N 240 | 200 | 263 | 29 | 36 | 3.6 | 48 | 27 | 42 | 41 | 37

Zrodto: obliczenia wlasne.

Tabela 2. Procentowy udzial wyboru rz¢du autoregresji przez kryteria selekcji
(dane generowane z modelu 2)

Model . Rzad autoregresji
Kryteria
AR(2) 0 1 2 3 4 5 6 7 8 9 10
1 2 3 4 | s |6 | 7| 8 | 9 | 10| 1| 12|13
n=100
Model 2 | AIC 00 | 188 | 567 | 95 | 48 | 35 [ 23 | 07 | L1 | 16 | 10
¢, i‘}gz BIC 0.0 | 467 | 518 | 12 | 02 [ 01 | 00 | 00 | 00 | 00 [ 00
77 Thq 00 [ 300|624 | 47 | 14 [ 1.0 [ 01 | 00 | 01 [ 02 | o1
AIC, 00 | 213 |61 | 87 [ 40 | 1.9 | 13 [ 03 | 02 | 10 | 02
N 00 | 285 | 413 | 26 | 35 | 38 | 47 | 35 | 47 | 39 | 35
n=>50
AIC 00 [ 331|407 | 87 | 51 |32 |32 | 17| 16 | 12 ] 15
BIC 0.7 | 608 | 347 | 29 | 04 | 01 | 03 | 00 | 01 | 00 | 00
HQ 0.0 | 461 | 407 | 65 | 32 | 1.0 | L1 | 06 | 03 | 03 | 02
AIC, 00 | 403 | 441 | 80 | 39 | 12 | 13 | 04 | 05 | 02 | 0l
u 02 | 439 | 254 | 34 | 35 | 31 | 53 | 35 | 45 | 29 | 43
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Tabela 2, cd.
1 2 3 4| s e | 7] 8] 9w |||
n=30
AIC 10 | 412206 ] 7.8 [ 56 | 34 [ 23 [ 24 [ 1,7 ] 23 | 27
BIC 63 | 618250 ] 37 1305 ] 07|00 02]o02]o02
HQ 25 [ 505 [ 208 | 64 | a1 | 22 | 11 [ 09 | 10| 06 | 09
AIC, 29 | 564|308 ] 58 | 23] 070900 01|01 | 00
2, 44 | 473 [ 152 35 | 46 | 43 | 39 | 29 | 49 | 37 | 53

Zrodto: obliczenia wlasne.

Tabela 3. Procentowy udziat wyboru rz¢du autoregresji przez kryteria selekcji
(dane generowane z modelu 3)

Rzad autoregresji
IXI‘;?;)] Kyeria | 0 | 1 | 2 | 3 [ 4| s | 6| 78] o]
n=100
Model 3 | AIC 00 | 00 [ 691|123 60 | 34|30 | 19| 1,6 | 10 | 17
i 29’09 ¢ |BIC 00 | 00 | 967 | 24 | 06 | 03 | 00 | 00 | 00 | 00 | 00
S HQ 00 | 00 | 877 | 71 | 23 | 1,1 | 08 | 08 | 00 | 01 | 01
AIC, 00 | 00 | 750 | 122 | 49 | 24 | 27 | 1,1 | 08 | 05 | 04
Zy 00 | 00 | 679 | 28 | 3,1 | 45 | 52 | 43 | 44 | 26 | 52
n=>50
AIC 00 | 01 | 702|109 | 54 | 34 | 30 | 23 | 1.8 | 13 | 16
BIC 00 | 07 [ 921 | 48 | 1,6 | 03 | 02 | 00 | 03 | 00 | 00
HQ 00 | 02 | 824 | 83 | 34 | 19| 13| 1,1 | 05 ] 05| 04
AIC, 00 | 02 [ 80,7 | 96 | 39 | 21 | 14 | 1,1 | 05 | 03 | 02
Z 00 | 06 | 708 | 34 | 31 | 31 | 41 | 32 | 47 | 39 | 3.1
n=30
AIC 00 | 1,5 | 656 | 97 | 72 | 29 | 35 | 20 | 30 | 1,7 | 29
BIC 01 | 45 | 86 | 55 | 21 | 05| 07 | 02 | 02 | 01 | 01
HQ 00 | 26 | 756 | 9 56 | 17| 19| 07 | 14| 07 | 08
AIC, 0,0 3 | 842 | 84 | 26 | 08 | 06 | 03 | 01 | 00 | 00
z,, 01 | 44 661 | 36 | 26 | 24 | 49 | 38 | 42 | 39 | 40

Zrodto: obliczenia wlasne.

Nalezy wskaza¢ na duzg przydatnos$¢ kryterium AIC , ktore wypadato zawsze
lepiej (wyzszy procent poprawnych wskazah rzedu g = 2) niz kryterium AIC, por.
tab. 1, 2, 3 1 4, a szczegdlnie zachodzi to dla matej proby. Oznacza to, ze kryterium
AIC powinno by¢ zastgpione przez kryterium AIC...
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Tabela 4. Procentowy udzial wyboru rzedu autoregresji przez kryteria selekcji (dane generowane
z modelu 3)

Rzad autoregresji
i’l]g‘(i;)l Kyteria | 0 | 1 | 2 [ 3 [ 4 | s [ 6 [ 7] 8 | 910
n=100
Model 4 | AIC 00 | 00 [ 699 | 112 ] 63 | 31 | 31 | 26 | 17| 10| 11
¢, f:g’z BIC 00 | 02 [ 955 34 | 07 | o1 | o1 | 00| 00| 00] 00
7277 Tho 00 | 00 [ 883 | 75 [ 22 | 08 | 05 | 06 | 00 [ 01 | 00
AIC, 00 | 00 [ 759 | 115 | 49 [ 24 | 19 | 20 | 1.0 | 01 | 03
2, 00 | 00 [ 679 33 | 35 | 32 | 49 | 42 | a8 | 35 | 47
n=>50
AIC 00 | 04 | 678|103 | 72 | 41 | 33 | 20 | 22 | 16 | 11
BIC 00 | 36 | 905 | 44 [ 11 | 04 | 00 | 00 | 00 [ 00 | 00
HQ 00 | 15 [ 824 72 | 43 | 20| 10 | 04 | 05 | 05 | 02
AIC, 00 | 09 [ 802 89 [ 52| 23 | 1,1 | 05| 05| 03] o1
2, 00 | 24 [ 651 | 32 | 42 | 37 | 46 | 39 | 42 | 38 | 49
n=30
AIC 02 | 43 [ 624 | 96 | 57 | 36 | 42 | 26 | 25 | 25 | 24
BIC 04 | 109 [ 782 | 52 | 20 | 10 | 12 | 03 | 03 | 03 | 02
HQ 03 | 55 | 713 85 | 49 | 25 | 25 | 12 | 1.4 | 1.0 | 09
AIC, 03 | 78 | 782 | 70 | 37 | 12 | 13 [ o1 | 03 | 00 | 00
T 05 | 105 | 583 | 35 | 41 | 38 | 53 | 36 | 33 | 39 | 32

Zrodto: obliczenia wlasne.

Znamienne, ze dla wszystkich typow szeregéw sekwencyjna metoda testowania
istotno$ci wspotczynnikow autoregresji wskazywata najnizszy procent przypadkow
poprawnej identyfikacji rzgdu AR (por. wyniki dla z, w tab. 1, 2, 31 4) w poréw-
naniu do kryteriow informacyjnych. Dodatkowo sekwencyjna metoda testowania
istotnosci w wiekszym procencie przypadkoéw niz kryteria informacyjne wybierata
wyzsze rzgdy autoregresji, ¢ = 3, 4, ..., 10. Sugeruje to wyrazng przewage kryteriow
informacyjnych nad sekwencyjng metoda testowania istotno$ci wspotczynnikow
w poprawnym ustalaniu rz¢du autoregresji.

Podsumowujac wyniki ustalania rzedu autoregresji na podstawie danych genero-
wanych z modeli AR(2) o réznych wspotczynnikach, mozna stwierdzi¢, ze w przy-
padku danych, ktorym odpowiada spektrum o wysokich wartosciach dla pewnego
wyrdznionego pasma czestosci, mozna spodziewac si¢ wysokiego procentu przy-
padkow poprawnej identyfikacji rzedu autoregresji (por. model 1, 3, 4) przez wszyst-
kie kryteria wyboru rzgdu AR (oczywiscie pewne kryteria beda miaty przewage nad
pozostatymi). Natomiast jezeli warto$ci spektrum sg relatywnie niewysokie (jak
w przypadku modelu 2) i ksztatt spektrum jest bardziej podobny do spektrum dla
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procesu AR(1) z dodatnim wspolczynnikiem autoregresji, to w znacznie wigkszym
procencie przypadkow szereg bedzie btednie identyfikowany jako AR(1). Zatem
procent poprawnych wskazan rzedu modelu generujacego zwiazany jest z warto-
$ciami wspolczynnikow autoregresji przyjetymi przy generowaniu danych z modeli
autoregresji. Budujac zatem scenariusze symulacyjne, warto pamigtac, ze przyje-
cie pewnych warto$ci parametrow autoregresyjnego modelu generujacego moze
juz z gory zapewni¢ zbyt optymistyczne wyniki co do stopnia odtworzenia modelu
generujacego dane czy tez nadmiernie preferowa¢ pewne metody ustalania rzedu
autoregresji. Uwaga ta ma zastosowanie nie tylko do modeli AR(2) rozwazanych
w artykule, ale ogo6lnie do modeli autoregresji rzgdu ¢, AR(g) czy tez do szerszej
klasy modeli, tj. ARMA(qg, p), dla ktorych ustala si¢ nie tylko rzad autoregres;ji ¢, ale
rowniez rzad Sredniej ruchomej p.

Wybor rzedu autoregresji mozna rozpatrywaé z punktu widzenia odtworzenia
modelu generujacego (tzn. poprawnego ustalenia rzgdu autoregresji) — jak zostalo to
przedstawione powyzej — oraz wyboru modelu prognostycznego (czyli wyboru ta-
kiego modelu autoregresji, ktory datby prognozy o najmniejszych bledach prognoz).
Ten drugi cel wydaje si¢ mie¢ wigksze praktyczne znaczenie w zwigzku z tym, ze
najczesciej nie jest nieznany model generujgcy dane, a zatem niemozliwe jest roz-
wazanie kwestii wyboru poprawnego rzgdu autoregresji. Dlatego postawiono pyta-
nie, czy modele autoregresyjne o rzedzie autoregresji ustalonym wedtug kryteriow
informacyjnych i sekwencyjnej metody beda jednoczesnie najlepszymi modelami
prognostycznymi w sensie minimum $redniokwadratowego btedu prognoz ex post
(MSE) oraz w jakim stopniu przyjecie okreslonych warto$ci wspotczynnikow auto-
regresji w badaniach symulacyjnych bedzie okresla¢ zdolnos¢ prognostyczng mode-
li. Wyniki $rednich btedow prognoz o r6znym horyzoncie prognozowania (usrednio-
nych po replikacjach) wyznaczonych z modeli autoregresyjnych, ktorych rzad zostat
wybrany przez kryteria informacyjne i metod¢ sekwencyjna, zawierajg tab. 5-8.

Bledy prognoz z modeli prognostycznych dla danych generowanych z mode-
lu 1 (o wspotczynnikach ¢, = 0,3, ¢, = 0,4) w duzej probie (n = 100) sa najnizsze
w przypadku, gdy do prognozowania wykorzystano model autoregresji o rzedzie ¢
wybranym przez kryterium BIC (por. tab. 5). Wynikalo to z tego, ze stosowanie tego
kryterium prowadzito do otrzymania najwyzszego udziatu poprawnych wyborow
rzedu autoregresji g = 2 (por. tab. 1). W probach o mniejszej wielkosci (n = 50 1 30)
btad MSE jest najnizszy w sytuacji, gdy prognozy wyznaczono z modelu autore-
gresji o rzgdzie ustalonym przez kryterium AIC, (por. tab. 5), ktore jednocze$nie
zapewniato otrzymanie najwigkszego udziatu poprawnych wskazan rzedu autore-
gresji (por. tab. 1). W przypadku zatem danych generowanych z modelu 1 kryterium
wypadajace najlepiej w odtworzeniu prawdziwego rzgdu autoregresji (¢ = 2) bylo
jednoczesnie kryterium prowadzacym do wyboru modelu o najwigkszej zdolno$ci
prognostyczne;j.
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Tabela 5. MSE dla prognoz z modeli wybranych przez poszczegdlne kryteria
(dane generowane z modelu 1)

. Horyzont prognozowania
Model | Kryteria | 2 3 | s | s 10
AR(Q2)
=100
Model 1 | AIC 1,042 1,163 1,227 1,388 1,529 1,558
9, =03 [BIC 1,029 1,135 1,191 1,354 1,493 1,523
9,=04 [HQ 1,027 1,135 1,195 1,358 1,496 1,525
AIC, 1,035 1,150 1211 1,373 1,511 1,542
z,. 1,045 1,164 1,228 1,394 1,539 1,572
n=1>50
AIC 1,097 1212 1,307 1,431 1,568 1,623
BIC 1,103 1,228 1,306 1,423 1,545 1,600
HQ 1,084 1,202 1,293 1,418 1,551 1,607
AIC, 1,078 1,197 1,290 1414 1,544 1,600
z. 1,096 1,235 1,338 1,468 1,599 1,659
n=730
AIC 1,225 1,351 1,462 1,650 1,848 1,944
BIC 1,201 1,337 1,419 1,560 1,678 1,722
HQ 1,214 1,333 1,433 1,599 1,752 1,826
AIC, 1,178 1,304 1,394 1,542 1,673 1,722
7, 1,275 1,386 1,496 1,672 1,847 1,928

Zrodto: obliczenia wlasne.

Tabela 6. MSE dla prognoz z modeli wybranych przez poszczegolne kryteria
(dane generowane z modelu 2)

Model Kryteria Horyzont prognozowania
AR(2) 2 3 5 8 10
1 2 3 4 5 6 7 8
n=100
Model 2 |AIC 1,089 1,350 1,486 1,534 1,594 1,616
9,=07 [BIC 1,065 1,333 1,474 1,517 1,577 1,603
9.=70.2 g 1,068 1,337 1,476 1,524 1,583 1,607
AIC, 1,086 1,350 1,485 1,530 1,589 1,612
7. 1,116 1,375 1,506 1,556 1,615 1,635
n=1>50
AIC 1,094 1,401 1,517 1,628 1,643 1,650
BIC 1,072 1,355 1,469 1,585 1,613 1,622
HQ 1,078 1,367 1,483 1,603 1,625 1,634
AIC, 1,087 1,371 1,484 1,599 1,622 1,633
7. 1,108 1,409 1,533 1,658 1,687 1,694
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Tabela 6, cd.
1 2 3 4 5 6 7 8
n=30

AIC 1,272 1,504 1,654 1,790 1,830 1,833
BIC 1,229 1,414 1,547 1,671 1,701 1,711
HQ 1,218 1,436 1,584 1,724 1,747 1,750
AlC, 1,204 1,409 1,549 1,668 1,701 1,709

- 1,336 1,579 1,731 1,871 1,889 1,899

Zrodto: obliczenia wlasne.

Tabela 7. MSE dla prognoz z modeli wybranych przez poszczegolne kryteria
(dane generowane z modelu 3)

Horyzont prognozowania
IXE?;)] Kryteria 1| 2 3 | s | s 10
n=100
Model 3 | AIC 1,052 1,547 1,685 1,850 1,997 2,107
¢,=09 |BIC 1,045 1,522 1,655 1,821 1,962 2,069
7= 7960, 1,048 1,529 1,666 1,832 1,973 2,081
AIC, 1,046 1,537 1,675 1,841 1,988 2,008
z, 1,059 1,554 1,692 1,863 2,010 2,118
n=150
AIC 1,079 1,561 1,771 1,938 2,106 2,181
BIC 1,046 1,496 1,692 1,860 2,029 2,114
HQ 1,067 1,538 1,745 1,912 2,080 2,158
AIC, 1,068 1,535 1,739 1,904 2,070 2,150
z, 1,090 1,589 1,812 1,982 2,164 2,231
n=230
AIC 1,212 1,780 2,007 2,179 2,270 2,350
BIC 1,100 1,653 1,857 2,010 2,122 2,208
HQ 1,168 1,731 1,930 2,086 2,188 2,272
AIC, 1,089 1,642 1,844 2,004 2,118 2,204
z, 1,280 1,903 2,135 2,255 2,336 2,413

Zrodto: obliczenia wlasne.

Dla danych generowanych z modelu 2 (o wspotczynnikach ¢, = 0,7, ¢, = —0,2)
najnizsze btedy MSE dla duzej proby (n = 100) wystepuja w przypadku, gdy progno-
zy wyznaczono na podstawie modeli o rzgdzie autoregresji ustalonym przez kryteria
HQ i AIC,, (por. tab. 6). ROwnoczesnie stosowanie tych kryteriow zapewniato naj-
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wyzszy udziat poprawnej identyfikacji rzedu autoregresji (por. tab. 2). Oznacza to,
ze w tym przypadku kryterium informacyjne najlepiej wybierajace rzad autoregresji
jest jednoczesnie kryterium prowadzacym do wyboru najlepszego modelu progno-
stycznego pod wzglgdem najmniejszych btedow prognoz ex post. Nie zachodzi to
juz w przypadku $redniej i matej proby (n = 50 i 30), dla ktorych najnizsze biedy
prognoz otrzymuje si¢, gdy model prognostyczny zostal wybrany z wykorzystaniem
kryterium BIC (z wyjatkiem horyzontu prognozowania 4 = 1, por. tab. 6), podczas
gdy zastosowanie kryterium AIC. dawato najwigkszy (cho¢ ogdlnie nie za wyso-
ki) udziatl poprawnej identyfikacji rzgdu ¢ =2 (por. tab. 2). W przypadku danych
generowanych z modelu 2, o ksztalcie spektrum podobnym do spektrum szeregu
AR(1), kryterium BIC w wigkszosci przypadkow wskazywato na rzad ¢ = 1, a wigc
niewlasciwy rzad autoregresji. Mimo to, modele te okazatly si¢ przydatne w progno-
zowaniu.

Tabela 8. MSE dla prognoz z modeli wybranych przez poszczegolne kryteria
(dane generowane z modelu 4)

Model Horyzont prognozowania
AR(2) | Kryteria 1| 2 3 | s [ 8 10
n =100
Model 4 | AIC 1,038 1,450 1,631 1,786 1,912 1,942
9,=-09 | BIC 1,016 1,424 1,595 1,750 1,882 1,916
9,=70:5 g 1,018 1,431 1,608 1,762 1,891 1,924
AIC, 1,027 1,435 1,614 1,766 1,896 1,929
z, 1,044 1,460 1,638 1,803 1,934 1,958
n=1>50
AIC 1,054 1,517 1,718 1,852 1,969 2,009
BIC 1,012 1,467 1,667 1,793 1,909 1,951
HQ 1,024 1,471 1,673 1,810 1,925 1,967
AIC, 1,027 1,477 1,681 1,816 1,930 1,970
" 1,082 1,570 1,791 1,912 2,014 2,049
n=230
AIC 1,284 1,676 1,837 2,058 2,206 2,253
BIC 1,216 1,573 1,730 1,946 2,074 2,106
HQ 1,246 1,631 1,788 2,016 2,171 2,212
AIC, 1,220 1,576 1,735 1,950 2,078 2,112
z,, 1,289 1,704 1,902 2,133 2,289 2,338

Zrodto: obliczenia whasne.

W przypadku danych generowanych z modelu 3 (o wspotczynnikach ¢, = 0,9,
@, = —0,6) 1 modelu 4 (o wspolczynnikach ¢, = 0,9, ¢, = —0,5) najnizsze btedy
prognoz otrzymano wtedy, gdy do prognozowania wykorzystano modele o rzgdzie
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autoregresji ustalonym za pomoca kryterium BIC (por. tab. 718, n =100 1 50), ktére
jednoczesnie byto kryterium identyfikujacym rzad autoregresji ¢ = 2 w najwyzszym
procencie przypadkow (por. tab. 3 i 4). W matej probie najnizsze bledy MSE otrzy-
muje si¢ na podstawie modeli o rzedzie autoregresji ustalonym z wykorzystaniem
kryterium AIC_. (por. tab. 7), mimo ze w przypadku danych generowanych z modelu
3 najwigkszy procent poprawnych wskazan rzedu autoregresji dawato zastosowanie
kryterium BIC (por. tab. 3). Dla danych generowanych z modelu 4 prognozy wy-
znaczone z modeli o rzedzie autoregresji wybranym z wykorzystaniem kryteriow
BIC i1 AIC, mialy porownywalng wielko$¢ bledéw prognoz (por. tab. 8), chociaz
w przypadku kryterium BIC btedy prognoz byly nieznacznie nizsze. Stosowanie
tych kryteriow (BIC i AIC ) w najwigkszym procencie przypadkow prowadzito do
wyboru wtasciwego rzedu autoregresji (por. tab. 4), co w konsekwencji przejawito
sie¢ w postaci wysokiej zdolnosci prognostyczne;j.

Stosowanie sekwencyjnej metody testowania istotno$ci wspotczynnikéw au-
toregresji zarowno do ustalania rzedu autoregresji, jak i do wyboru modelu pro-
gnostycznego prowadzito do wyraznie gorszych wynikéw (odpowiednio w sensie
nizszego procentu poprawnych wskazan rzedu autoregresji i wyzszych btedow pro-
gnoz) niz w przypadku kryteriéw informacyjnych (por. wyniki dla zZ,, W tab. 5-8).
W konsekwencji do ustalania rzedu autoregresji, jak réwniez wyboru modelu pro-
gnostycznego nalezy rekomendowac kryteria informacyjne, szczegdlnie kryterium
BIC w duzych probach i kryterium AIC, w matych probach.

Nalezy jednak podkresli¢, ze najnizsze bledy prognoz z modeli wybranych za
pomoca poszczegdlnych kryteriow niekoniecznie muszg korespondowaé z ich traf-
no$cig (por. tab. 9). Najwyzszy udziat prognoz trafnych, przy liberalnej wartosci
granicznej wzglednego bledu prognoz, tj. 15%, wystapit dla danych generowanych
z modelu 1 (o wspotczynnikach ¢, = 0,3, ¢, = 0,4) i modelu 3 (o wspolczynnikach
», =09, ¢, = —0,6), charakteryzujacych si¢ wysokimi wartosciami spektrum od-
powiednio dla niskich i srednich czgstosci (por. rys. 3). Nizszy, ale rowniez dos¢
wysoki udzial prognoz trafnych obserwuje si¢ dla danych generowanych z modelu 2
(o wspodtczynnikach ¢, = 0,7, ¢, =—-0,2), ktoére mialy spektrum ze szczytami dla dos¢
szerokiego pasma czesto$ci niskich, ale o nizszej wartosci niz w przypadku danych
z modelu 1. Duzo nizszy udziat prognoz trafnych wystepuje dla danych generowa-
nych z modelu 4 (o wspotczynnikach ¢, = -0,9, ¢, = —0,5), dla ktorych spektrum
charakteryzuje si¢ wysokim udziatem wahan o czestosciach wysokich w ogélnej wa-
riancji szeregu. W tym ostatnim przypadku wskazuje to na dominacj¢ wahan krot-
kookresowych, co powoduje, ze szereg cechuje si¢ duzg zmiennos$cia i jest trudno
prognozowalny.

Podsumowujac, nalezy stwierdzié, ze w przypadku danych generowanych przez
modele (1, 3, 4), dla ktérych spektrum ma wysokie wartosci dla pewnego pasma
czestosci, wybor rzedu autoregresji przez kryteria informacyjne pozwalat otrzymac
modele, ktore w prognozowaniu zachowywaly sie najlepiej, tj. dawaty prognozy
o najmniejszych bledach prognoz. Natomiast w przypadku danych generowanych
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Tabela 9. Procent trafthych prognoz (przy granicznym bt¢dzie wzglednym 15%) otrzymanych z modeli
wybranych przez poszczegélne kryteria dla horyzontu prognozowania 2 =11 10

Kryteria Modele generujace
Model 1 Model 2 Model 3 Model 4
»,=03,0,=04 »,=0,7,0,=-0,2 »,=0,9,0,=-0,6 | 9, =-0,9,¢9,=-0,5
h=1 h=10 h=1 h=10 h=1 h=10 h=1 h=10

n=100
AIC 97,8 94,0 86,5 73,6 94,6 83,5 46,6 32,7
BIC 97,7 94,0 86,6 74,1 95,2 83,9 46,6 32,6
HQ 97,8 94,0 87,0 74,1 95,0 83,8 46,9 32,7
AIC, 97,8 94,0 86,8 73,7 94,6 83,6 47,2 32,5
zZ, 97,8 94,0 86,8 74,0 95,0 82,9 46,7 33,5

n=>50
AIC 97,8 94,0 86,7 74,1 95,0 85,6 45,8 333
BIC 97,7 95,0 86,8 73,6 95,2 86,1 46,8 34,2
HQ 97,7 94,0 86,8 73,8 95,1 86,1 46,4 33,8
AIC, 97,9 94,0 86,5 74,0 95,0 86,1 46,5 33,8
Z,, 97,3 94,0 86,2 73,3 94,8 85,7 45,6 33,1

n=230
AIC 97,1 91,0 81,8 72,7 92,2 82,0 43,4 35,9
BIC 97,5 92,0 83,0 74,4 93,4 83,0 45,5 35,7
HQ 97,2 92,0 82,8 73,3 92,8 82,8 43,9 35,3
AIC, 97,5 92,0 83,1 73,8 93,4 83,0 44,8 35,9
|2 96,7 91,0 80,9 72,5 92,0 81,2 42,8 35,5

Zrodto: obliczenia wlasne.

z modelu 2, o relatywnie nizszych warto$ciach spektrum dla szerokiego pasma cze-
sto$ci niskich, dla $redniej i malej proby (n = 50 i 30), najnizsze btedy prognoz
otrzymuje si¢ z modeli (gldwnie AR(1)) wybranych przez kryterium BIC, a nie przez
kryterium AIC_ najlepiej odtwarzajgce wlasciwy rzad autoregresji (por. tab. 2). Su-
geruje to duzg przydatnos¢ kryterium BIC w wyborze modelu prognostycznego. Na-
lezy rowniez podkresli¢ dobre zachowanie kryterium AIC_. zar6wno przy ustalaniu
rzedu autoregresji, jak i przy wyborze modelu prognostycznego, szczeg6lnie w ma-
lych prébach. Wyraznie gorsze wyniki otrzymano z wykorzystaniem sekwencyjnej
metody testowania, zard6wno do ustalania rzedu autoregresji, jak i wyboru modelu
prognostycznego. Wskazuje to, ze metoda ta nie moze raczej konkurowac z kryte-
riami informacyjnymi.
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5. Zakonczenie

Z przeprowadzonego badania symulacyjnego wynika, ze przyjecie okreslonych war-
tosci wspotczynnikow autoregresji w modelu generujacym dane determinuje wyniki
w sensie poprawnej identyfikacji rzgdu autoregresji. W przypadku danych, dla kto-
rych spektrum miato wysokie wartosci dla pewnego przedziatu czestosci, procent
poprawnej identyfikacji rzgdu autoregresji byt znacznie wyzszy niz w przypadku,
gdy spektrum miato nizsze wartosci dla pewnego pasma czestosci i ogdlnie bardziej
ptaski przebieg. Fakt ten powinien by¢ uwzgledniany w badaniach symulacyjnych.

Na ogot kryterium informacyjne identyfikujace w najwigkszym stopniu praw-
dziwy rzad autoregresji byto jednocze$nie kryterium, ktore pozwalato wybra¢ model
prognostyczny o najmniejszych btedach prognoz. Zachodzito to w przypadku, gdy
dane otrzymane z modelu generujacego miaty spektrum o wysokich wartosciach
dla okreslonego przedziatu czestosci. Gdy spektrum miato relatywnie niewysokie
warto$ci dla pewnego przedziatu czestosci, to kryterium informacyjne najlepiej wy-
bierajace rzad autoregresji nie zawsze pokrywato si¢ z kryterium najlepiej wybiera-
jacym model prognostyczny. W duzych probach uniwersalnym kryterium, w sensie
przydatnosci do ustalania rzedu autoregresji, jak rowniez wyboru modelu progno-
stycznego, wydaje si¢ kryterium BIC, a w matych — kryterium AIC .. Poréwnu-
jac podejscie informacyjne i testowe zar6wno w wyborze rzedu autoregresji, jak
i w wyborze modelu prognostycznego, zauwazy¢ mozna zdecydowana przewage
podejscia bazujacego na kryteriach informacyjnych. Z tego powodu preferowanym
podejsciem powinno by¢ podejscie informacyjne.
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AUTOREGRESSIVE ORDER SELECTION DEPENDING
ON PARAMETERS OF GENERATING MODEL

Summary: The paper shows the performance of different criteria selecting the autoregression
order: AIC, BIC, HQ and sequential rule of testing the significance of the last coefficient)
assuming different values of autoregression coeficients and different sample sizes. It has been
indicated that corrected AIC (AIC,), rarely used in Polish studies, is very useful in selecting
the autoregression order particularly in small samples. It has been emphasized that the issue
of order selection may be considered in two contexts, namely in the context of selecting the
true order of autoregressive model (true data generating model) and in choosing the best fore-
casting model. These considerations have been illustrated by the results of simulation study.

Keywords: autocorrelation function, spectrum of autoregressive process, selection criteria of
autoregression order, choosing the forecasting model.





