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Streszczenie: W praktyce badawczej czesto mamy do czynienia z sytuacjg, gdy zmienna za-
lezna ma posta¢ zmiennej dwumianowej (binarnej, dychotomicznej). Poniewaz model regre-
sji liniowej nie znajduje tutaj zastosowania, konieczne jest zastosowanie modeli nielinio-
wych. Modelem regresji stosowanym dla zmiennych dwumianowych jest model regresji lo-
gistycznej. Artykut prezentuje adaptacje modelu regresji logistycznej dla zmiennych symbo-
licznych interwatowych. W tym celu wskazano cztery rézne rozwigzania, ktore zapropono-
wano w literaturze przedmiotu. W czgéci empirycznej zaprezentowano wyniki badan z za-
stosowaniem sztucznych i rzeczywistych zbiorow danych. Otrzymane wyniki wskazuja, ze
model regresji logistycznej, po odpowiedniej modyfikacji, moze znalez¢ zastosowanie dla
zmiennych symbolicznych interwatowych. Najlepsze dopasowanie uzyskuja modele budo-
wane na podstawie srodkow badz metody krancoéw o estymacji taczne;.

Stowa kluczowe: regresja logistyczna, zmienne symboliczne interwatowe, analiza danych
symbolicznych.

Summary: When dealing with real data situation we often have a binary (biomial, dichoto-
mous) dependent variable. As the linear probability model is not such a good solution in
such a situation there is a need to use nonlinear models. A quite good solution for such a sit-
uation is the logistic regression model. The paper presents an adaptation of linear regression
model when dealing with symbolic interval-valued variables. Four approaches poposed by
de Souza et. al [2011] how to apply such variables are presented. In the empirical part re-
sults obtained with the application of artificial and real data sets are shown. The best results
are obtained for midpoint and bounds (joint estimation) methods.

Keywords: logistic regression, interval-valued symbolic variables, symbolic data analysis.

1. Wstep

W regresji logistycznej przedmiotem modelowania jest zmienna dwumianowa (bi-

narna, dychotomiczna). Przyktadami takich zmiennych moga by¢ na przyktad (por.
[Gruszezynski 2010, s. 17, 53-55; Gatnar, Walesiak 2011, s. 99]):



Regresja logistyczna dla danych symbolicznych interwatowych 45

o y-—stan aktywnosci zawodowej: 1 — pracuje, 0 — w pozostatych przypadkach,

e y— zmiana dotychczasowego operatora sieci komorkowej: 1 — zmiana nastapita,
0 — zmiana nie nastgpita,

e Y —polecenie produktu lub ustugi innej osobie: 1 — produkt (ustuga) zostal pole-
cony, 0 — w pozostatych przypadkach.
Do typowych celéw modelowania zmiennej dwumianowej zalicza si¢ przede

wszystkim prognozowanie warto$ci zmiennej y (w tym prognoza tego, ze zmienna

y = 1), czyli prognoza zmiany prawdopodobienstwa wywotanej zmiang wartosci
jednej ze zmiennych.

Drugim celem jest ustalanie zmiennych, ktore sg istotne dla okreslenia prawdo-
podobienstwa dla zmiennej y . Innymi celami sg takze weryfikacja hipotezy na temat
mechanizmu generujgcego warto$ciy oraz konstrukcja funkcji zmiennych objasnia-
jacych, ktora pozwoli rozr6zni¢ dwie grupy zbiorowosci — jednej odpowiadajacej y =
1 oraz drugiej, ktora odpowiada y = 0 (zob. [Gruszczynski 2010, s. 54]).

Celem artykutu jest prezentacja adaptacji klasycznego modelu regres;ji logistycz-
nej dla zmiennych symbolicznych interwatowych. Dodatkowo w artykule poréwna-
no doktadnos$¢ oszacowan otrzymanych z zastosowaniem kazdej z metod na przykta-
dzie sztucznych i rzeczywistych zbiorow danych. W artykule przedstawiono zagad-
nienie danych symbolicznych oraz cztery r6zne rozwigzania, ktore zaproponowano
w literaturze przedmiotu dla regresji logistycznej danych interwatowych (zob. [de
Souza, Queiroz, Cysneiros 2011]): metod¢ s$rodkéw, metode krancow
w dwoch réznych wariantach tej metody.

W czeéci empirycznej zaprezentowano wyniki badan z zastosowaniem sztu-
cznych i rzeczywistych zbiorow danych. Artykut stanowi pierwsze polskie opraco-
wanie opisujace regresje logistyczng danych symbolicznych interwatowych,
a dodatkowo poréwnuje rozne podejscia estymacyjne i dokonuje ich ewaluacji.

2. Regresja logistyczna danych interwalowych

Obiekty symboliczne, w przeciwienstwie do obiektow w ujeciu klasycznym, moga
by¢ opisywane przez nastepujace rodzaje zmiennych ([Bock, Diday (red.) 2000,
s. 2-3; Billard, Diday 2006, s. 7-30; Dudek 2013, s. 35-36]):
« zmienne nominalne, porzadkowe, przedziatowe, ilorazowe,
e zmienne interwalowe — czyli przedziaty liczbowe,
o zmienne wielowariantowe — czyli listy kategorii lub wartosci,
« zmienne wielowariantowe z wagami — czyli listy kategorii z wagami,
o zmienne histogramowe — czyli listy wartosci z wagami.

Szerzej o obiektach i zmiennych symbolicznych, sposobach otrzymywania
zmiennych symbolicznych z baz danych, roznicach i podobienstwach miedzy obiek-
tami symbolicznymi a klasycznymi znalezé mozna m.in. w pracach: [Bock, Diday
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(red.) (2000), s. 2-8; Dudek 2013, s. 42-43; 2004; Billard, Diday 2006, s. 7-66;
Noirhomme-Fraiture, Brito 2011; Diday, Noirhomme-Fraiture 2008, s. 3-30].

W ogoblnej postaci liniowy model regresji wielu zmiennych przedstawia si¢ za
pomoca nastepujgcego réwnania:

Yt:bOXm+le1t+...+mem,+e,=Zm:b_l.Xﬁ+et, (1)
J=0
gdzie: Y — zmienna objasniana (regresant), X, X,,...,X, — zmienne objasniajace
(regresyjne), b,,b,,...,b, — parametry strukturalne modelu, e — skladnik loso-
wy, t=1...,T — numer obserwacji, j =0, 1, ..., m— numer zmiennej objasnia-
jacej.
W przypadku, gdy model przedstawiony rownaniem 1 stosowany jest dla zmien-
nych dwumianowych, przedmiotem modelowania jest prawdopodobienstwo F., ze

zmienna objasniana przyjmie wartos¢ zero lub 1.

Niemniej jednak zastosowanie liniowego modelu regresji niesie za sobg ryzyko,
ze obliczone na jego podstawie prawdopodobienstwa beda wicksze od 1 lub mniej-
sze od zera (prezentuje to np. [Gatnar, Walesiak 2011, s. 100]). W zwiazku
z tym znacznie lepszym rozwigzaniem jest zastosowanie modelu logitowego.

W modelu logitowym zaktada sie, ze mamy do czynienia ze zmienng ukryta y ",
ktora nie jest obserwowana bezposrednio. Obserwujemy natomiast:

{1, dla y" >0
Vi =

. 2
0, dla y <0 @

Zmienna ukryta y* reprezentuje sktonnos¢ i-tego obiektu do przyjmowania war-

tosci y, =1. Model logitowy ma zatem postac:

Y =X, +b X, +...+b,X, +e, =Y b X, +e, 3)

J=0
Prawdopodobienstwo, ze zmienna niezalezna y, przyjmie warto$¢ zero lub 1,
jest zatem funkcja zmiennych objasniajacych i parametrow:
1 exp(xin)
1+ exp(—x[Tb) 1+ exp(xl.Tb) ,
gdzie: F'— dystrybuanta rozktadu logistycznego.

P =F(x'b)=

1

“4)

Powstaje pytanie, w jaki sposob obliczy¢ prawdopodobienstwa z wykorzysta-
niem wzoru 4, jezeli mamy do czynienia ze zmiennymi symbolicznymi interwato-
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wymi. Zmienne te maja posta¢ przedziatu liczbowego: [l(i ' X ], gdzie X; to dolny
kraniec przedziatu i-tej zmiennej, a X; to gorny kraniec przedziatu i-tej zmiennej.

W artykule de Souzy i in. (por. [de Souza, Queiroz, Cysneiros 2011]) zapropo-
nowano cztery modyfikacje pozwalajace na szacowanie prawdopodobienstwa z wy-
korzystaniem wzoru 4, jezeli mamy do czynienia ze zmiennymi symbolicznymi in-
terwatowymi [de Souza, Queiroz, Cysneiros 2011, s. 275-278]):

1. Metoda Srodkow (centers), ktora jest stosowana m.in. w odniesieniu do re-
gresji liniowej czy w analizie gtoéwnych sktadowych dla danych symbolicznych in-
terwatowych (por. np. [Billard, Diday 2006; Dudek 2013]).

W tym rozwigzaniu zamiast catego przedziatu zmiennej symbolicznej we wzo-

X; +X

rze 4 wykorzystuje si¢ jedynie $Srodek jej przedziatu . Prawdopodobienstwo,

ze zmienna Y, przyjmie warto$¢ zero lub 1, obliczane jest dla Srodkow przedziatow

wszystkich zmiennych.

2. Metoda krancow (bounds). W tym przypadku zamiast calego przedziatu
zmiennej symbolicznej wykorzystywane sg jedynie krance tej zmiennej X; oraz X;.

Prawdopodobienstwo wyrazone wzorem 4 moze by¢ szacowane tacznie z wyko-
rzystaniem obydwu krancéw jednoczesnie — estymacja taczna (joint estimation).
W odniesieniu do estymacji tacznej (joint estimation) prawdopodobienstwo wyzna-
cza sie ze wzoru 4, wykorzystujac zarowno krance dolne, jak i krance gorne prze-
dziatéw wszystkich zmiennych jednoczesnie (mamy tu do czynienia z 2m zmienny-
mi, gdzie: m — liczba zmiennych symbolicznych interwatowych).

Prawdopodobienstwo to moze by¢ rowniez $rednia obliczong z dwoch modeli
(por. [Alexandre, Campilho, Kamel 2001]) — jednego dla krancow dolnych i drugie-
go dla krancow gornych — estymacija rozdzielona (separated estimation). Dokonuje
si¢ wigc oszacowania dwoch prawdopodobienstw — jednego dla krancow gornych
oraz drugiego dla krancéw dolnych zmiennych symbolicznych interwatowych.

3. Metoda wierzcholkow (vertices), ktora jest stosowana m.in. w analizie dys-
kryminacyjnej czy analizie glownych sktadowych dla danych symbolicznych inter-
watowych (por. np. [Silva, Brito 2006]). W metodzie tej zamiast m zmiennych sym-
bolicznych interwatowych [)_(il, iil],..., Bit , Yit] stosowana jest macierz M, ktéra

jest kombinacjg wszystkich wierzchotkow we wszystkich zmiennych:

Xg oo X
Zil Yit

M=| © - 1 )
Xy X
| Xy X, |
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Na przyktad jezeli mamy jeden obiekt i dwie zmienne symboliczne interwatowe
[)_(11, )_(11], [)_(21, Yn], to macierz M ma postac:

Xll 521
Xy X
M — :11 21 ) (6)
Xll 521
X, X

W metodzie wierzchotkoéw ostateczne prawdopodobienstwo to (por. [de Souza,
Queiroz, Cysneiros 2011, s. 277]):

a) srednia z prawdopodobienstw obliczonych dla wszystkich kombinacji wierz-
chotkéw danego obiektu,

b) warto$¢ maksymalna wsrod prawdopodobienstw obliczonych dla wszystkich
kombinacji wierzchotkéw danego obiektu,

€) warto$¢ minimalna wérdéd prawdopodobienstw obliczonych dla wszystkich
kombinacji wierzchotkéw danego obiektu.

Wsrdd miar dopasowania dla modeli dwumianowych w literaturze przedmiotu
zaproponowano (zob. np. [Gatnar, Walesiak 2011, s. 102-103; Gruszczynski i in.
2010, s. 71-72; Smith, McKenna 2013, s. 17-26; Hosmer, Lemeshow, Sturdivant
2013; Menard 2002]):

1. R? wspotczynnika korelacji miedzy warto$ciami teoretycznymi i empiryczny-
mi zmiennej objasniane;.

2. Miara R? Efrona;
n 2
R*=1- [Z(yi -9y /(nl —”—1H, (7)

i1 n

gdzie: y,— warto$ci empiryczne zmiennej objasnianej, ¥, — wartosci teoretyczne
zmiennej objasnianej, n, — liczba jedynek dla zmiennej y, n — liczba obser-
wacji.
1. Miara R* Nagelkerke:
R? = 1- eXp((D — DnuII )/n), (8)
1—exp(-~ D, /n)

null

gdzie: D=InL— maksimum funkcji wiarygodnosci, przy maksymalizacji wzgle-
=InL,, L,— mak-
simum funkcji wiarygodno$ci przy maksymalizacji pod warunkiem
vT,b, =0 (dla modelu tylko z wyrazem wolnym).

dem wszystkich parametréw (dla pelnego modelu), D

null
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2. Miara R* McFaddena:
D
R*=1-—. 9
5 9)
Miary dopasowania R? dla modeli dwumianowych naleza do przedziatu [0;1] iim
sa wicksze, tym lepsze dopasowanie modelu.
Prognozg¢ dla prawdopodobienstwa P, mozna wyznaczy¢ na podstawie wektora

null

A

zmiennych objasniajacych. Dla proby zbilansowanej y, =0, jezeli P <0,5 oraz
y, =1dla P >0,5. W probie niezbilansowanej §, =0, jezeli P <« oraz y, =1dla
FA’i > a (a— odsetek jedynek w prébie).

3. Wyniki badan empirycznych

Celem badania jest porownanie czterech proponowanych w literaturze rozwigzan pod
wzgledem jakosci dopasowania modeli do danych (w sensie wspolczynnika R?).
Dotychczasowe badania z zastosowaniem sztucznych zbiorow danych (zob. [de Sou-
za, Queiroz, Cysneiros 2011, s. 278-280]) wskazujg, ze zwykle to metoda krancow
0 estymacji rozdzielonej otrzymuje wyniki najlepsze dla réznych modeli, a najgorsze
metoda srodkow.

Na potrzeby badan empirycznych przygotowano w programie R z wykorzysta-
niem pakietu clusterSim dwa sztuczne zbiory danych (rys. 1):

1. Zbidr 100 obiektow symbolicznych, podzielony na trzy klasy o wydluzonym
ksztalcie, ktore sg opisywane przez dwie zmienne symboliczne interwalowe. Obser-
wacje s3 losowane niezaleznie z rozkladu normalnego o $rednich (0, 0), (1,5, 7),

(3, 14) oraz macierzy kowariancji Y (o =1, &, =-0,9).

2. Zbiér 100 obiektéw symbolicznych, podzielony na dwie klasy o wydluzonym
ksztalcie, ktore sg opisywane przez dwie zmienne symboliczne interwalowe. Obser-
wacje sa losowane z rozktadu normalnego o $rednich (0, 0), (1, 5) i macierzach ko-

L 1 -09 1 05
wariancji Zl_[_o,g L },22_[0,5 . }

W badaniach empirycznych wykorzystano takze zbidr danych opisujacy oleje
(zbiér danych przygotowali M. Ichino i H. Yaguchi). Zbior opisuje 8 réoznych tlusz-
czow roslinnych i zwierzgcych, ktore sa opisywane przez cztery zmienne symbolicz-
ne interwatowe (zob. [Ichino, Yaguchi 1994]) oraz zbiér cars (pochodzacy
z programu SODAS 2.50"). Zbior cars zawiera 33 modeli samochodow réznych
marek, ktore sa opisywane przez 11 zmiennych (w tym 8 interwatowych). Do analiz

wykorzystano jedynie zmienne interwatowe, a zbior danych podzielono na dwie
grupy samochodow: uzytkowe (10 obiektow) oraz pozostate (23 obiekty).

! Program jest dostepny pod adresem www.info.fundp.ac.be/asso/.
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Model I

Rys. 1. Zbiory danych wygenerowane na potrzeby badan empirycznych

Zrédo: opracowanie wiasne z wykorzystaniem programu R.

Tabela 1. Wyniki badan empirycznych

Krancow Krancow Wierzchotkow
Metoda szacowania Srodkéw (estymacja (estymacja (wyniki
laczna) rozdzielona)* usrednione)”
Zbior doktadnos¢
1 1 1

danych | prognozy

R® Efrona 1 1 1 1

R? Nagelkerke 1 1 1 1

R* McFaddena 1 1 1 1
Zbior doktadnos¢ 1 1 1 1
danych 1l prognozy

R Efrona 1 1 1 1

R? Nagelkerke 1 1 1 1

R? McFaddena 1 1 1 1
Zbior Ichnino doktadnos¢
5 . 1 1 1 1
i Yaguchiego prognozy

R® Efrona 1 1 1 1

R? Nagelkerke 1 1 1 1

R? McFaddena 1 1 1 1
Zbior doktadnos¢ 1 1 094 095
cars prognozy

R? Efrona 1 1 0,87 0,89

R? Nagelkerke 1 0,99 0,91 0,95

R?> McFaddena 1 0,99 0,86 0,89

@ Wyniki u$redniono na podstawie wynikéw otrzymanych dla kranca gornego i dolnego; ®w ta-
beli zaprezentowano wyniki dla rozwiazania, ktore polega na usrednianiu wynikoéw; pozostate roz-
Wigzania (warto$¢ minimalna i maksymalna) uzyskaty nieco gorsze wyniki.

Zrbdlo: opracowanie wlasne z zastosowaniem autorskich procedur programu R.
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Wyniki otrzymane z zastosowaniem kazdej z proponowanych metod dla po-
szczegodlnych zbioréw danych zawarto w tab. 1.

Z danych zawartych w tab. 1 wynika, ze w odniesieniu do zbioréw danych o ty-
powych (wydtluzonych) ksztaltach wszystkie metody zaproponowane w pracy
de Souzy, Queiroza i Cysneirosa [2011] uzyskujg stuprocentowg doktadnos¢ pro-
gnozy oraz wszystkie mierniki R? sa rowne jednosci.

Jesli mamy do czynienia z nieco bardziej skomplikowanym zbiorem danych —
ktére tworza skupienia o klasach trudno separowalnych czy nierozlacznych i ktore
dodatkowo maja nietypowe ksztalty skupien — (jak np. zbior cars), to najlepsze
wyniki uzyskuje metoda srodkéw, nastgpnie metoda krancow o estymacji tacznej.
Najstabiej wypadaja tu metoda wierzchotkéw oraz metoda krancéw o estymacji roz-
dzielonej.

4. Z.akonczenie

Regresja logistyczna moze znalez¢ zastosowanie do analizowania zjawisk opisywa-
nych przez zmienne symboliczne interwatlowe oraz zmienne metryczne, ktore opisuja
obiekty symboliczne.

Przeprowadzone badania empiryczne wskazuja, ze w odniesieniu do zbiorow da-
nych o klasycznym wydhuzonym ksztatcie wszystkie rozwigzania zaproponowane w
literaturze przedmiotu osiggajg takie same wyniki, jezeli chodzi o doktadnos¢ pro-
gnozy oraz dopasowanie modelu do danych (w sensie miary R%). Gdy mamy do czy-
nienia ze zbiorami danych o nieco bardziej skomplikowanej strukturze danych (tj.
zbiorow danych tworzacych skupienia trudno separowalne lub nierozigczne
0 ksztaltach niesferycznych), wtedy najlepsze wyniki uzyskata metoda srodkéw oraz
metoda krancow o estymacji tacznej. Najgorsze wyniki uzyskaty metoda wierzchot-
kow, ktora usrednia wyniki, oraz metoda krancéw o estymacji rozdzielonej.

Celem dalszych badan bedzie analiza pordéwnawcza proponowanych w literatu-
rze przedmiotu rozwigzan w zakresie regresji interwalowych z zastosowaniem
sztucznych i rzeczywistych zbioréw danych réznego typu (w tym zbioréw danych
zawierajacych obserwacje odstajgce i zmienne zakldcajace).
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