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Streszczenie: Wybor metody jest elementem decydujacym o pomyslnosci procesu modelo-
wania, cho¢ jakos¢ 1 dobor informacji wykorzystanych przy budowie modelu automatycznego
uczenia si¢ wydaja si¢ co najmniej tak samo wazne. Mimo zautomatyzowanego mechanizmu
uczenia nie wystarczy do zbioru uczacego wrzucenie wszystkich danych, jakimi dysponuje-
my. Konieczne jest dostarczenie informacji istotnych. Jedna z mozliwosci jest dobor zmien-
nych do modelu. Inng jest ich przeksztatcanie. W artykule przedstawiono procedure taczaca
te dwa podejscia — wyodrebnianie zmiennych z wielowarstwowych sieci neuronowych jako
metode¢ doboru zmiennych do modeli budowanych innymi metodami wielowymiarowej ana-
lizy statystycznej. Celem artykutu jest zbadanie, jak takie podejscie wptywa na zdolnosci
predykcyjne modeli. Pokazano, ze technike t¢ nalezy traktowac jako jedng z metod wstepnego
przetwarzania danych, ktora warto wyprobowac, bo moze prowadzi¢ do polepszenia zdolno-
sci predykcyjnych modelu koncowego, cho¢ tego nie gwarantuje.

Stowa kluczowe: eksploracyjne metody dyskryminacji, modele hybrydowe, dobor zmiennych.

Summary: Combining different methods has proven to be a good idea that yields models
with better prediction abilities. By deleting the output layer we can use neural networks as
a method for feature extraction designed to work well for classification problems. By doing
this we obtain dimensionality reduction similar to PCA, but with the new features being built
with the specific purpose — for classification task. We can expect this technique to generate
features with high discrimination power. The main goal of the research is to analyze whether
this neural networks’ feature extraction method can significantly improve the classification
accuracy. The results show that it does the job sometimes, but comes with no warranty. Still it
can be treated as an interesting, nonlinear alternative to PCA and a vaulable data preprocess-
ing (dimensionality reduction) technique.

Keywords: classification methods, hybrid models, variable extraction.
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1. Wstep

Statystyczne metody automatycznego uczenia si¢ to narzedzia bardzo elastyczne,
doktadne, o duzych zdolnosciach predykcyjnych. W przypadku metod dyskrymina-
cji w wielu zagadnieniach empirycznych mozliwy jest do osiagniecia jednocyfrowy
btad klasyfikacji na zbiorach testowych [Meyer i in. 2003; Trzgsiok 2006]. Mozna
wigc stwierdzi¢, ze metody automatycznego uczenia si¢ osiagnely wysoki poziom
wyrafinowania i zdolnosci do odkrywania regut i relacji w danych (zakodowanych
w zbiorze uczgcym). OczywiScie nie oznacza to, ze nalezy zaniecha¢ poszukiwania
nowych, doskonalszych metod dyskryminacji. Wiadomo jednak z udowodnionych
twierdzen (znanych pod nazwa No Free Lunch Theorem [Wolpert, Macready1997]),
ze niecelowe jest poszukiwanie najlepszej dla wszystkich problemow metody kla-
syfikacji, gdyz takowa metoda nie istnieje. Zawsze wigc wybor metody musi by¢
kontekstowy i dotyczy¢ konkretnego zadania klasyfikacyjnego. Bardzo cze¢sto lep-
sze pod wzgledem zdolnosci predykcyjnych modele otrzymuje si¢ z taczenia wielu
modeli sktadowych. W ten sposdb powstata cata grupa metod zagregowanych, 13-
czacych wyniki predykcji modeli tych samych typow, np. metody taczenia drzew
klasyfikacyjnych: Bagging, Boosting, Random Forest [Breiman 2001; Freund, Scha-
pire 1997; Gatnar 2008; Rozmus 2008]. Innym rozwigzaniem jest wykorzystanie
w procesie modelowania elementdw co najmniej dwoch réznych metod, uzyskujac
modele hybrydowe. Skonstruowana w ten sposdéb metoda moze taczy¢ pozadane
wlasnosci metod agregowanych.

W niniejszym opracowaniu kluczowa rol¢ odgrywaja sieci neuronowe, przy
czym ze wzgledu na specyficzny charakter zastosowania tych sieci jako elementu
modelu hybrydowego, z bardzo réznorodnej rodziny sieci neuronowych o réznej
architekturze, wybrane zostaly wylgcznie sieci jednokierunkowe, wielowarstwo-
we. Sieci neuronowe majag wbudowany bardzo dobry mechanizm nieliniowego
przeksztatcania zmiennych objasniajacych (w warstwach ukrytych), ktory generuje
nowy zestaw zmiennych, wykorzystywany pozniej do koncowego okreslania przy-
naleznosci obserwacji do klas [Krzysko i in. 2008]. Zestaw tych nowych zmiennych
dobierany jest w procesie uczenia si¢ sieci w sposob adaptacyjny tak, zeby zmienne
w ostatniej warstwie mialy jak najwigkszg moc dyskryminacyjng. Ten ostatni etap
klasyfikacji obiektow w sieciach neuronowych nie jest jednak wyjatkowo swoisty
dla zadania dyskryminacji, szczegdlnie w przypadku wykorzystania cigglej funk-
cji aktywacji w warstwie wyjsciowej. Mozna jednak ten ostatni etap zastgpi¢ np.
mechanizmem zaproponowanym przez V. Vapnika w metodzie wektoréw no$nych
(support vector machine — SVM) [Vapnik 1998; Trzgsiok 2006]. Naturalny wydaje
si¢ wiec pomyst, by wykorzysta¢ sieci neuronowe do utworzenia nowego zestawu
zmiennych objasniajacych, ktéry moze zosta¢ wyodrgbniony z ostatniej warstwy
ukrytej sieci, 1 na takim nowym zestawie zmiennych zbudowa¢ np. model SVM
[Mori i in. 2005] i sprawdzi¢, czy to poprawia zdolnos¢ predykcyjna modelu. Bu-
dowany w ten sposob model mozna okresli¢ jako hybrydowy. Podejscie takie wpi-
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suje sig w obszar doboru zmiennych do modelu. Bardzo znanym podejsSciem z tego
obszaru jest wykorzystanie analizy gldéwnych sktadowych, ktora konstruuje nowy
zestaw zmiennych objasniajagcych bedacych kombinacjami liniowymi zmiennych
pierwotnych. Wyodrgbnianie nowych zmiennych z sieci neuronowych na potrzeby
dyskryminacji wydaje si¢ mie¢ przewage w kilku aspektach. Po pierwsze: zestaw
zmiennych otrzymany z sieci neuronowej ma potencjalnie wigksze zdolnosci do ada-
ptacyjnego wykorzystania informacji zawartych w zmiennych pierwotnych, gdyz
tworzg go przetransformowane w sposob nieliniowy kombinacje liniowe zmiennych
pierwotnych. Po drugie: analiza gtownych sktadowych jest technikg catkowicie nie-
zalezna od zadania dyskryminacyjnego i skupia si¢ jedynie na zbudowaniu nowego
zestawu zmiennych, ktory w mozliwie najwyzszym stopniu zachowuje zmiennos¢
(wariancje¢) pierwotnych zmiennych, gdy tymczasem ostatnig warstwe sieci tworzg
zmienne, ktore w najwigkszym stopniu potrafig opisywac relacje kluczowe dla reali-
zacji zadania dyskryminacji. Tak wigc ostatnia warstwa sieci to zmienne, ktore nie
zachowuja w petni zmiennos$ci pierwotnych predyktorow, lecz ,,wyspecjalizowane”
zmienne zawierajace te informacje, ktore sie¢ zidentyfikowata jako kluczowe dla
danego zadania dyskryminacji. Pod tym wzgledem ostatnia warstwa sieci petni po-
dobna funkcje jak zmienne dyskryminacyjne (kanoniczne) zaproponowane przez Fi-
shera [Fisher 1936 (por. [Krzysko i in. 2008])], ktére rowniez zostang uwzglednione
w empirycznej czgsci tego opracowania. Fisherowskie zmienne dyskryminacyjne
sg kluczowym elementem [liniowej analizy dyskryminacyjnej (linear discriminant
analysis — LDA) i otrzymuje si¢ je jako element skladowy modelu LDA.

Gléwnym celem artykutu jest przedstawienie procedury wykorzystania sieci
neuronowych jako metody ekstrakcji zmiennych objasniajacych o duzej mocy dys-
kryminacyjnej do modelowania z wykorzystaniem innych metod klasyfikacji oraz
symulacyjna ocena korzysci ptynacych z takiego podejscia. W symulacji wykorzy-
stane zostang: metoda sieci neuronowych oraz jej hybrydowe potaczenie z meto-
da k-najblizszych sasiadow (kNN), metoda drzew klasyfikacyjnych (rpart), meto-
da lasow losowych (Random Forest) i metoda wektorow nosnych (SVM). Ponadto
przedstawiona metoda hybrydowa zostanie poréwnana pod wzgledem doktadnosci
klasyfikacji z klasycznym podejsciem budowy modeli z wykorzystaniem gtownych
sktadowych, a takze zmiennych dyskryminacyjnych.

2. Procedura wyodrebniania zmiennych o duzej mocy
dyskryminacyjnej z wielowarstwowych sieci neuronowych

Zdolnosci predykcyjne modelu bardzo silnie zaleza od danych uzytych w procesie
modelowania. Mimo zautomatyzowanego algorytmu statystycznych metod ucza-
cych si¢ bardzo waznym elementem jest dostarczenie danych w uzytecznej postaci.
Istnieje wiele metod wstepnego przetwarzania danych (data preprocessing). Odpo-
wiedni dobor metod wstepnego przetwarzania danych jest swoistg sztukg i ma duze
znaczenie, gdyz potrafi znaczgco zmieni¢ jakos¢ modelu. W dalszej cze$ci przed-



230 Michat Trzgsiok

stawiona zostanie metoda wyodrebniania zmiennych z wielowarstwowych sieci
neuronowych jako alternatywa do generowania nowych zestawoéw zmiennych ob-
jasniajacych metoda gtownych sktadowych czy tez zmiennych dyskryminacyjnych
otrzymywanych w wyniku zastosowania liniowej analizy dyskryminacyjne;j.

Model sieci neuronowej (jeden z najprostszych wariantow sieci neuronowe;j)
z jedng warstwg ukryta przedstawiono na rys. 1. Pierwsza warstwe sieci tworzg pier-
wotne zmienne objasniajgce. Kolejna warstwa sieci to zmienne syntetyczne Z, (dla
k=1,2, .., K), ktore powstaja poprzez nieliniowe przeksztatcenie kombinacji linio-
wych zmiennych pierwotnych (1) [Widrow, Hoff 1960; Rosenblatt 1962; Hastie i in.
2009]. Ta warstwa ma zasadnicze znaczenie dla dziatania sieci.

d
Z, = (ok(wko +Zwijj} (1

J=1

gdzie: w,, w,,, ..., w,, (k=1, 2, ..., K) to wspdtczynniki kombinacji liniowych nazy-
wane wagami synaptycznymi, ¢, za$ to pewne nieliniowe transformacje (tzw.

funkcje aktywacji, np. funkcja logistyczna @y (z) = ).

1+e2

wejscie ‘ warstwa ukryta ‘ ‘ wyjscie ‘

Rys. 1. Ilustracja modelu sieci neuronowej z jedng warstwa ukryta w przypadku zadania
dyskryminacji trzech klas (stad trzy neurony w warstwie wyjsciowej)

Zrodto: opracowanie wiasne.

Obserwacje z warstwy ukrytej poddawane sa w warstwie wyj$ciowej analogicz-
nemu przeksztalceniu z wykorzystaniem jednej funkcji aktywacji . W przypadku
zagadnienia dyskryminacji P-klas modelowaniu podlega P-wariantOw zmiennej za-
leznej Y (por. (2)).

K
Y, :¢0[vp0+2vijjJ- ()

J=1
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Przedstawiong architekture sieci neuronowej tatwo mozna rozszerzy¢ na sieci
z wieloma warstwami ukrytymi. Kolejne warstwy ukryte sa tworzone analogicznie
jak pierwsza warstwa ukryta — jako przeksztalcone przez pewne funkcje aktywacji
kombinacje liniowe zmiennych z poprzedniej warstwy.

Identyfikacja najodpowiedniejszej architektury sieci neuronowej (liczby warstw
ukrytych, liczby zmiennych (neurondéw) w poszczegdlnych warstwach ukrytych
oraz postaci funkcji aktywacji w poszczegolnych warstwach) jest swoista sztukg
[Hastie 1 in. 2009, s. 397-400]. Najczesciej elementy te sg ustalane przez badacza
metodami symulacyjnymi.

Kazda z warstw ukrytych sieci reprezentuje nowe, przeksztatcone zmienne, kto-
re moga by¢ wyodrebnione i uzyte w dalszej analizie. Z punktu widzenia zadania
dyskryminacyjnego najwigksza moc wyjasniania majg zmienne z ostatniej warstwy
ukrytej (zaznaczmy, ze chodzi tu nie o ostatnig warstwe sieci, czyli nie o warstwe
wyjsciowa, lecz o przedostatnig warstwe sieci, ktora tworzy ostatniqg warstwe ukry-
tq), gdyz te zmienne bezposrednio wptywaja na przynaleznos$¢ do klas wskazywang
przez model. Stanowi to bezposrednie uzasadnienie wyboru zmiennych z ostatniej
warstwy ukrytej sieci w przedstawionej w tab. 1 procedurze badawczej.

Tabela 1. Procedura wykorzystania sieci neuronowych jako metody ekstrakcji zmiennych
objasniajacych o duzej mocy dyskryminacyjnej do modelowania z wykorzystaniem innych metod
klasyfikacji (procedura uwzgledniajaca etap oceny zdolnosci predykcyjnych modelu hybrydowego)

Krok 1. | Podziel zbior danych na trzy czesci: czes¢ uczaca D, walidacyjna W oraz czes¢ testowa T
Krok 2. | Znormalizuj zmienne w kazdym ze zbiordw, uzywajac parametrow obliczonych na zbiorze
uczacym D

Krok 3. | Ustal pewien zbior rozpatrywanych wariantéw architektury modelu sieci neuronowych (tj.
zbior wektoréw okreslajacych liczbg warstw ukrytych sieci oraz liczbg neuronow w kazdej
warstwie, np. wektory postaci [30, 15, 6]), zbuduj modele sieci dla kazdego wariantu

oraz wybierz do dalszego wykorzystania t¢ sie¢, dla ktorej btad klasyfikacji obliczony na
zbiorze walidacyjnym W jest najmniejszy

Krok 4. | Wyodrebnij ostatnig warstwe ukryta z sieci neuronowej i uzyj jej neurondw w dalszych
krokach jako nowych zmiennych objasniajacych (NNet-zmiennych) w modelowaniu
wybranymi metodami dyskryminacji, tj. utwérz zmodyfikowany zbiér uczacy D, ,
w ktorym obserwacje ze zbioru uczacego sg opisane zmiennymi powstalymi w ostatniej
warstwie ukrytej w sieci neuronowej

Krok 5. | Na zbiorze uczacym D, zbuduj model dyskryminacyjny wybrang metodg eksploracyjng
(np. kNN, rpart, Random Forests, SVM), dobierajac technika sprawdzania krzyzowego
wartosci parametrow tej metody

Krok 6. | Dokonaj transformacji warto$ci zmiennych objasniajacych obiektow ze zbioru testowego
T przez zastosowanie ,,obcigtej” sieci neuronowej z kroku 4, tj. utworz zmodyfikowany
zbidr testowy T, w ktorym obserwacje ze zbioru testowego s3 opisane zmiennymi

NNet®
powstatymi w ostatniej warstwie ukrytej w sieci neuronowej

Krok 7. | Oblicz doktadnos¢ klasyfikacji (miernik zdolnosci predykcyjnych rozpatrywanego modelu
hybrydowego) na zmodyfikowanym zbiorze testowym 7',

Zrbdto: opracowanie wilasne.
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W czg$ci empirycznej niniejszego opracowania wyniki procedury wyodrebniania
zmiennych objasniajacych z sieci neuronowych (budowania modeli hybrydowych)
uzupelniono o porownanie bledow klasytikacji tego podejscia z bledami klasyfikacji
modeli budowanych na: zestawie zmiennych pierwotnych, zestawie gtéwnych skta-
dowych i zestawie zmiennych dyskryminacyjnych.

3. Przyklad ilustrujacy przedstawiong procedure¢ ekstrakcji
nowych zmiennych objasniajacych z sieci neuronowych

Przedstawiona procedura wykorzystania sieci neuronowych jako metody ekstrakcji
zmiennych objasniajagcych o duzej mocy dyskryminacyjnej zilustrowana zostanie
na zbiorze danych rzeczywistych spam wykorzystywanym do badania wlasnosci
metod wielowymiarowej analizy statystycznej. Zbior ten udostgpniony zostat przez
pracownikoéw laboratoriéw firmy Hewlett-Packard, zawiera 4601 obserwacji (listow
elektronicznych email), nalezacych do jednej z 2 klas (list ,,dobry” oraz list niechcia-
ny, czyli ,,spam”). Zadanie polega na zaklasyfikowaniu nowo przychodzacego listu
do jednej z tych grup. Obserwacje w zbiorze spam charakteryzowane sg przez 57
zmiennych objasniajacych (ilorazowych). Niemal wszystkie zmienne objasniajace
wskazuja czestos¢ wzgledng wystepowania wybranego stowa kluczowego (lub po-
jedynczych znakéw tekstowych) w zbiorze wszystkich stow (znakéw) zawartych
w danej wiadomosci mailowe;.

Wszystkie obliczenia zostaty zrealizowane z wykorzystaniem programu staty-
stycznego R ijego dodatkowych pakietow, ktore postuzyty do napisania autorskiego
kodu realizujacego przedstawiong procedure. W szczegdlnosci wykorzystano pa-
kiet neuralnet umozliwiajacy budowg i wizualizacj¢ modeli sieci neuronowych
z wieloma warstwami ukrytymi (z domys$lnymi warto$ciami parametrow decyduja-
cych o postaci funkcji aktywacji oraz z domyslnym algorytmem wyznaczania wag
synaptycznych).

W pierwszym kroku procedury podzielono zbiér danych w sposob losowy na
trzy czgsci: uczaca D, walidacyjna W i testowa T w proporcji 50, 25, 25%. Dane
w zbiorach znormalizowano, stosujac przeksztalcenie ilorazowe. Na zbiorze ucza-
cym D (z pierwotnymi zmiennymi objasniajgcymi) zbudowano modele dyskrymi-
nacyjne wszystkimi rozpatrywanymi metodami (neuralnet, k-NN, rpart, Random
Forest, SVM) i obliczono blad klasyfikacji na zbiorze testowym na potrzeby porow-
nan z modelem hybrydowym. Do dalszej analizy wybrano model sieci neuronowe;j
z trzema warstwami ukrytymi z 20, 15 i 10 neuronami w kolejnych warstwach ukry-
tych, odpowiednio. We wszystkich warstwach wykorzystano logistyczng funkcje
aktywacji. Wyodrebniono ostatniag warstwe ukryta, ktorej neurony postuzyty jako
zmienne objasniajagce w modelu hybrydowym. W ten sposob dokonano redukcji
wymiaru przestrzeni danych z 57 do 10. Zbudowang sie¢ neuronowg przedstawia
rys. 2. Ze wzgledu na duza liczbe zmiennych 1 potaczen synaptycznych, na rysun-
ku tym naktadajg si¢ warto$ci obliczonych wspotczynnikéw kombinacji liniowych
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(wag synaptycznych). Nie jest to jednak istotny element tej wizualizacji, ktorg
przedstawiono jedynie w celu lepszego zobrazowania procedury opisanej w tab. 1.

Pierwotne 1. warstwa 2. warstwa 3. warstwa
predyktory ukryta ukryta ukryta

Warstwa
: . a - > wynikowa
— \ > \ predykcyjna)

spam

Y 10 neuronéw
57 zmiennych 20 neuronéw 15 neuronéw 10 nowych
NNet-zmiennych

Rys. 2. Ilustracja zbudowanego na zbiorze spam modelu sieci neuronowej z trzema warstwami
ukrytymi, gdzie trzecia z tych warstw stanowi zestaw nowych zmiennych modelu hybrydowego

Zrédto: opracowanie wilasne.

Sie¢ neuronowa przedstawiona na rys. 2 miala blad klasyfikacji obliczony na
zbiorze testowym roéwny 8,3%. Obliczone na zbiorze testowym bledy klasyfikacji
dlar6znych wariantow modeli hybrydowych zbudowanych na zbiorze uczacym D,
(z NNet-zmiennymi objasniajacymi) zestawiono w tab. 2. Ponadto w tej tabeli dla
poréwnania zestawiono rowniez bledy klasyfikacji dla tych samych metod wykorzy-
stanych do zbudowania modeli na: oryginalnym zestawie zmiennych, na zmiennych
otrzymanych z analizy gtownych sktadowych (principal component analysis — PCA)
oraz na zmiennych dyskryminacyjnych, czyli na zmiennych otrzymanych z liniowej
analizy dyskryminacyjnej (LDA). Najlepsze wyniki (najmniejsze btedy klasyfikacji)
uzyskane dla kazdej z metod wyrdzniono przez pogrubienie.

W przypadku kazdego modelu zrealizowano krok 5 procedury opisanej w tab. 1,
tj. symulacyjne przeszukiwanie wartosci kluczowych parametrow danej metody
(wykorzystujac zachtanne przeszukiwanie wszystkich kombinacji wartos$ci parame-
trow metody z przyjetego arbitralnie dyskretnego zbioru warto$ci parametréw).
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Tabela 2. Bledy klasyfikacji dla zbioru spam dla wybranych metod wielowymiarowe;j
analizy statystycznej, obliczone na wydzielonej czgsci testowej w czterech wariantach:
na oryginalnym zestawie zmiennych (7)), na zbiorze ze zmiennymi wyodrgbnionymi

z ostatniej warstwy sieci neuronowej T ), na zestawie 35 gléwnych sktadowych (7,,.,)
oraz na zmiennych dyskryminacyjnych (7, )
Blad Blad Blad klaslalffl!l(ciac'i
Metoda Klasyfikacji | Klasyfikacji | Klasyfikacji yrkaq
. . . na zbiorze
na zbiorze T' | na zbiorze T, , | na zbiorze T,
TLDA

Sieci neuronowe 8,4% - - -
k-NN 11,1% 8,4% 12,4% 8,4%
rpart 10,3% 8,1% 9,5% 8,6%
Random Forest 5,3% 8,2% 6,3% 12,6%
SVYM 8,8% 8,4% 9,7% 9%

Zrodto: opracowanie wlasne.

Tabela zawiera réwniez bledy klasyfikacji modeli zbudowanych na obserwa-
cjach opisanych nie przez oryginalny zestaw zmiennych, lecz przez gtdwne sktado-
we. Doda¢ nalezy, ze wykorzystanie analizy glownych sktadowych bylo zasadne.
Wskazata na to wysoka warto$¢ wskaznika Kaisera-Meyera-Olkina (KMO), czyli
unormowanego miernika adekwatnosci zestawu zmiennych pierwotnych do prze-
prowadzenia analizy gléwnych sktadowych. Obliczono, ze KMO = 0,814 (zestaw
uzytych gtownych sktadowych obejmowat 35 sktadowych, co byto liczbg wicksza
niz wskazywaty formalne kryteria oparte na warto§ciach wtasnych, lecz wigzalo si¢
z checig zachowania minimum 80% wariancji oryginalnego zestawu zmiennych ob-
jasniajacych). Jako punkt odniesienia poda¢ nalezy, ze liniowa analiza dyskrymina-
cyjna na zbiorze opisanym oryginalnym zestawem 57 zmiennych data btad klasyfi-
kacji na zbiorze testowym rowny 10,8%.

Przedstawiony przyktad ilustracyjny okazat si¢ ciekawy w tym sensie, ze w tab. 2
zaobserwowac¢ mozna zarowno modele, dla ktorych, w poréwnaniu z modelem zbu-
dowanym na oryginalnym zbiorze zmiennych, wykorzystanie procedury wyodreb-
niania zmiennych z sieci neuronowej przyniosto poprawe zdolnosci predykcyjnych
(wyrazng: k-NN i rpart, oraz nieznaczng — SVM), jak i model lasow losowych (Ran-
dom Forest), dla ktérego btad klasyfikacji sie zwigkszyt, gdy do modelowania uzy-
to NNet-zmiennych. Ogdlnie najlepszym modelem wsrod wszystkich budowanych
wariantow okazat si¢ model lasow losowych na oryginalnych zmiennych z btgdem
klasyfikacji rownym 5,3%. Wykorzystanie gtéwnych sktadowych lub zmiennych
dyskryminacyjnych nie prowadzilo do uzyskania wynikdéw korzystniejszych niz
wyodrebnianie zmiennych z sieci neuronowych, choc i tu byl jeden wyjatek dla la-
sow losowych. Przyczyna spadku zdolnosci predykcyjnych modeli zagregowanych
(takich jak Random Forest) w przypadku zastosowania NNet-zmiennych jest praw-
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dopodobnie to, Ze przedstawiona procedura zwigksza stabilnos¢ wynikow pojedyn-
czych drzew, a jak wiadomo, metody zagregowane lepiej dziatajg, gdy tacza stabe
(niestabilne) klasyfikatory. Ta zalezno$¢ wymaga jednak glebszego zbadania i wy-
kracza poza ramy tego opracowania.

4. Zakonczenie

W podsumowaniu przeprowadzonego badania nie mozna sformutowac jednoznacz-
nych wskazan i spektakularnych wnioskéw dotyczacych korzysci ptynacych z wy-
korzystania zaprezentowanego podejscia, jednak autor nie spodziewat si¢, ze ta-
kie wnioski mozna bedzie przedstawi¢. Na pewno jednak wyodrgbnianie nowych
zmiennych z ostatniej warstwy ukrytej sieci neuronowych mozna traktowac jako
jedna z metod wstepnego przetwarzania danych (metode redukcji wymiaru macierzy
danych), ktora warto wyprobowa¢, bo moze prowadzi¢ do polepszenia zdolnosci
predykcyjnych modelu koncowego, cho¢ tego nie gwarantuje. Innymi stowy: wyod-
r¢bnianie nowych zmiennych objasniajacych z ostatniej warstwy ukrytej jest tech-
nika, ktora dla niektorych zbiorow danych przyniesie pozadane rezultaty w postaci
lepszych zdolnosci predykcyjnych modelu koncowego, ale w innych przypadkach
nie doprowadzi do ich poprawy. Takie stwierdzenie jest zgodne z duchem twier-
dzen z rodziny No Free Lunch. Przedstawiona technika stanowi ciekawg alternatywe
dla liniowych metod przeksztalcania zmiennych objasniajacych, takich jak analiza
glownych sktadowych oraz zmienne dyskryminacyjne. Wyodrgbnianie NNet-zmien-
nych ma t¢ przewage nad najczesciej stosowang do transformacji zmiennych — ana-
liza gtownych sktadowych, ze jest realizowane w kontek$cie rozwazanego zadania
dyskryminacji i optymalizuje posta¢ nowych zmiennych objasniajacych ze wzgledu
na ich moc dyskryminacyjna.
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