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Rozdziat 1

Wprowadzenie

Ewa Skubalska-Rafajtowicz

1.1. Przetwarzanie strumieni danych

Od pewnego czasu obserwuje sie wzrost zainteresowania problemami prze-
twarzania duzych strumieni danych [2], [28], [44]. Polegaja one na monitorowaniu
wielowymiarowych szeregéw czasowych — duzych strumieni danych — i podejmo-
waniu na ich podstawie decyzji.

Przyktadami takich probleméw jest:

— monitorowanie proceséw produkcyjnych, w ktoérych sktad coraz czeiciej
wchodza, poza konwencjonalnymi pomiarami parametréw procesu, obrazy z ka-
mer przemystowych [40], [52] czy innych typéw czujnikéw towarzyszacych proce-
sowi produkcyjnemu,

— monitorowanie danych z gietdy,

— monitorowanie ruchu pakietéw w sieciach komputerowych [17], [59],

— analiza tekstow rejestrowanych w wersji elektronicznej [62],

— przetwarzanie danych w duzych bazach danych.

Zadania szczegdtowe, ktore sie w tych przypadkach pojawiaja, to:

— analiza statystyczna monitorowanych danych, ktéra poza tradycyjnym wy-
znaczaniem wartosci srednich czy wariancji [7], [20], moze polegaé takze na ba-
daniu korelacji pomiedzy strumieniami (szeregami czasowymi) [64],

— analiza trendéw [15], [50],

— grupowanie (klasteryzacja) danych [5], [8], [10], [12], [19], [30], [62],

— klasyfikacja aktualnych obserwacji [4], [41], [46], [61],

— adaptacyjne modelowanie procesu [35],

— wykrywanie zmian [3], [9], [18], [33] 1 wykrywanie nowosci [45],

— wykrywanie obiektéw,

— prognozowanie zachowania strumienia danych w blizszej i dalszej przysztosci
i wiele innych specyficznie zwiazanych z analizowanym procesem [13].

Wazna role ogrywa w wielu przypadkach redukcja wymiaru problemu [22],
[51], [60]. Modele procesu moga mie¢ charakter regresyjny [6], [42] lub polegaé na
bezposrednim modelowaniu gestosci prawdopodobiefistwa rozkladu danych [12],
(23], [31], [32], [63].
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Wszystkie te zadania mozna, a w wielu przypadkach powinno rozwiazywaé
sie z uzyciem sieci neuronowych; wymagaja one jednak uwzglednienia specyfiki
problemu zwigzanej z koniecznosScig przetwarzania strumienia danych na biezaco
i towarzyszacych temu ograniczen czasowych i pamigciowych [29]. Potrzebne sa
szybkie algorytmy przetwarzajace aktualne dane i metody gromadzenia informa-
cji zawartej w przeszlych obserwacjach w mozliwie skondensowany sposéb [15],
[24].

Niewatpliwie sieci neuronowe juz w poczatkach swego rozwoju, na przetomie
lat 50. 1 60. XX wieku, byly widziane jako modele, w ktoérych proces uczenia od-
bywal sie na podstawie nieskonczonych strumieni danych. W szczegdlnosci nalezy
tu wymienié¢ prace Widrowa [57], [68] w ktorych pojawiaja sie zwiazki algoryt-
moéw uczenia sieci nie tylko z metodami optymalizacyjmi, ale takze z metodami
aproksymacji stochastycznej [1], [21], [16], [38], [39], [53]. Na przyktad algorytm
wstecznej propagacji btedu uzywany do wyznaczania gradientu w algorytmach
uczenia sieci jednokierunkowych miesci sie w schemacie aproksymacji stochastycz-
nej. W nurcie tym lokuja sie réwniez algorytmy uczenia sieci samoorganizujacych
Kohonena [36], [37] czy tez sieci stuzace do wyznaczania komponentéw gtéwnych
[47], [48].

Algorytmy przeznaczone do przetwarzania duzych strumieni danych powinny
mie¢ charakter przyrostowy, pozwalajacy modyfikowaé zgromadzona na temat
monitorowanego procesu wiedz¢ na podstawie aktualnych wartoéci strumienia
danych [25], [26]. Sie¢ neuronowa powinna tu pelnié¢ gléwnie role swego rodza-
ju pamieci. Dlatego pozadane jest, by proces uczenia sieci moéglt przebiegaé¢ na
biezaco, réwnoczesnie, i w zwigzku z odbywajacymi sie procesami decyzyjnymi.

1.2. Zawarto$¢ tematyczna ksigzki

Efektywne przetwarzanie nieograniczonych (i czesto wielowymiarowych) stru-
mieni danych jest jednym z podstawowych zadan wystepujacych w obecnej rze-
czywistosci, w szczegdlnosci w przypadku monitorowania, analizy i optymalizacji
zlozonych proceséw przemystowych. Pierwszy rozdzial ksiazki poswiecony jest
metodom wspomagania proceséw optymalizacyjnych w przypadku, gdy wyzna-
czanie wartosci funkcji kryterialnej jest samo w sobie skomplikowang procedura,
ktora odbywa sie na podstawie duzego zbioru danych pomiarowych. Zbiér ten
jest zalezny nie tylko od potozenia zmiennych decyzyjnych w przestrzeni poszu-
kiwan, ale potencjalnie rowniez zaleznego od czasu. Problemy takie pojawiaja sie
w zadaniach produkcyjnych optymalizowanych z uzyciem metodologii przestrzeni
odpowiedzi (ang. Response Surface) [11], [14], [34] lub sterowania wielobiegowe-
go, w ktérym optymalizacja parametréw procesu nastepuje przed jego kolejnym
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uruchomieniem na podstawie wiedzy zdobytej w poprzednich przebiegach oraz
aktualnych dodatkowych pomiarach (ang. run-to-run control) [43], [49], [55].

Kryteriami optymalizacji moga by¢ tu nie tylko koszty produkcji, ale tez stabi-
lizacja wlasnosci produktu (minimalizacja zmiennoéci, redukcja trendéw). W roz-
dziale Marka Bazana ,Sieci RBF w optymalizacji” sie¢ neuronowa tworzy zastep-
czy, lokalny model funkcji kryterialnej, ktérego uzycie w procesie optymalizacji
umozliwia zredukowanie liczby obliczen wartosci funkcji kryterialnej w obszarach,
w ktorych moze by¢ ona dostatecznie doktadnie aproksymowana. Do konstrukcji
aproksymujacej sieci z radialnymi funkcjami aktywacji RBF (ang. Radial Basis
Functions) wykorzystano teorie samoreprodukujacych funkcji jadrowych.

Rozdziat autorstwa Mateusza Tykierki ,,Wykrywanie matych zmian w ukta-
dach chaotycznych” obejmuje zagadnienia zwiazane z modelowaniem chaotycz-
nych strumieni danych za pomoca regularyzowanych sieci RBF oraz wykrywaniem
zmian w tych strumieniach. Zaktada sie tu, ze dostepna informacja ograniczona
jest do jednowymiarowego szeregu czasowego powstalego z probkowania wyjsé
badanego systemu. Podane ograniczenia ulatwiaja analize rzeczywistych ukta-
dow dynamicznych, o ktérych informacje uzyskujemy na podstawie pomiardw
eksperymentalnych. Jako$¢ uzyskanego modelu zostata zweryfikowana z uzyciem
tak zwanych niezmiennikéw dynamiki — wymiaru fraktalnego i maksymalnego
wyktadnika Lapunowa. Nawet przy wysokim poziomie szumu w zbiorze uczacym
model uzyskany w pracy umozliwia poprawne odtworzenie dynamiki uktadu.

Poniewaz uktady chaotyczne charakteryzuja sie krotkim horyzontem predyk-
cji, po przekroczeniu ktérego dokladno$é modelowania zatamuje sie, autor za-
stosowal cykliczna reinicjalizacje modelu. W celu wykrywania matych zmian za-
chodzacych w systemie zaproponowano sumowanie réznic pomiedzy wyjsciem
z systemu oraz generowanych przez sie¢ w ruchomym oknie czasowym o stalej
dtugosci. Autor pokazal, ze mozna wykrywaé¢ nawet mate zmiany parametréw
ukladu Lorenza (rzedu 0,02) oraz sekwencje nastepujacych po sobie zmian.

W rozdziale napisanym przez Andrzeja Rusieckiego ,,Odporne algorytmy ucze-
nia sieci RBF”, oméwiono problem uczenia sieci neuronowych odpornego na bledy
w danych uczacych. Autor zaprezentowal prosty, a zarazem szybki i efektywny
algorytm pomagajacy poprawi¢ odpornosé sieci o radialnych funkcjach bazowych.
Algorytm ten opiera sie na funkcji bltedu w postaci sumy logarytméw kwadra-
téw bledéw LMLS (ang. Least Mean Log Squares).

Procedure optymalizacyjna — proces uczenia sieci — przeprowadza sie tu po-
dobnie jak w przypadku czesto stosowanego algorytmu Levenberga—Marquardta.
W metodzie tej, dzigki odpowiedniemu oszacowaniu macierzy hesjanu i zastosowa-
niu zmiennego w czasie czynnika regularyzacyjnego, w poblizu rozwigzania hesjan
funkcji kryterialnej aproksymowany jest jedynie za pomocg rozwiniecia pierwsze-
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go rzedu, co prowadzi do przejscia do algorytmu Gaussa—Newtona o kwadratowej
zbieznosci, przy niezmienionym nakladzie obliczeniowym. W omawianym roz-
dziale pokazano inna metode aproksymacji hesjanu, dopasowana do odmiennej
postaci kryterium (w stosunku do funkcji w postaci sumy kwadratéw bledéw)
zastosowanej w przedstawionym odpornym algorytmie uczeni sieci RBF.

Zaleta opisanego tu odpornego algorytmu uczenia, w porOéwnaniu z innymi
algorytmami majacymi zapewnia¢ odpornosé na btedy w danych, jest szybkos¢ je-
go dzialania. Sposob dzialania algorytmu zilustrowano na przyktadzie sterowania
reaktorem przeptywowym z mieszaniem, w ktérym przetwarzane dane nie maja
wprawdzie wielu wymiaréw, ale naptywaja w sposéb ciggly. Zadaniem ukladu
sterujacego jest tu utrzymywanie stalego stezenia produktu reakcji, uzyskiwane
przez odpowiednie dozowanie ilosci jednego z dwdéch substratow. Uwzgledniono
wystepowanie w systemie bledéw pomiarowych oraz bledéw grubych. Na pod-
stawie danych pomiarowych opisana sie¢ RBF uczona jest przewidywania reakcji
uktadu na sterowanie w danych warunkach.

Autorem kolejnego rozdziatu noszacego tytut ,Uczenie ortogonalnych sieci
neuronowych” jest Krzysztof Halawa. W rozdziale tym przedstawiono ortogo-
nalne sieci neuronowe ONN (ang. Orthogonal Neural Network). Opisano sposoby
nauki ONN ze szczegélnym uwzglednieniem metod odpornych na bledy grube,
ktore czesto stanowia powazny problem w wielu aspektach zwiazanych z prze-
twarzaniem i akwizycja danych. Pokazano takze algorytm szybkiego obliczania
wyjs¢ ONN z neuronami, ktérych funkcje aktywacji nalezg do szeregu trygonome-
trycznego. W tym celu uzyto efektywnych algorytméw wyznaczania dyskretnej
transformaty Fouriera. Sprzetowa realizacja sieci neuronowych umozliwia w pelni
wykorzystanie potencjatu, jaki ma ich réwnolegta architektura. Uktady progra-
mowalne FPGA (ang. Field Programmable Gate Array) doskonale nadaja sie do
tworzenia sprzetowej implementacji ONN.

Piotr Ciskowski w rozdziale ,Sieci kontekstowe i strumienie danych” opisatl
pewna klase kontekstowych sieci neuronowych — model kontekstowego neuronu
oraz struktury sieci kontekstowych, ich wtasnosci oraz algorytmy uczenia. Szcze-
gélnie dokladnie oméwiono proces odwzorowania przestrzeni sygnaléw wejscio-
wych, zawierajacej zmienne kontekstowe, w zmienne wyjéciowe. Przeanalizowano
przydatno$¢ sieci kontekstowych w przetwarzaniu intensywnych strumieni da-
nych. Przedstawione przyktady dziatania sieci tradycyjnych oraz kontekstowych
w zadaniach klasyfikacji oraz modelowania zaleznosci finansowych. Sie¢ kontek-
stowa zastosowano do wyceny opcji walutowych na gietdzie Forex. Jest to rynek
o duzej pltynnosci, w ktérym zmiany odbywaja sie w trybie ciaggltym, przy czym
notowania zmieniaja sie kilka razy na sekunde. Operacje wykonywane na tego
typu danych moga obejmowaé zaréwno uzywanie sieci neuronowych do wyce-
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ny opcji, badz szacowania zmiennosci rynku, jak i ciagle douczanie sieci w celu
dostosowania ich do zmieniajacych sie warunkéw rynkowych.

Prace zawarte w niniejszej monografii byly finansowane przez Ministerstwo

Nauki i Szkolnictwa Wyzszego w ramach grantu badawczego w latach 2006-2009.
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Rozdzial 2

Sieci RBF w optymalizacji

Marek Bazan

2.1. Wprowadzenie

Procesy optymalizacyjne, w ktérych wyznaczanie wartosci funkcji celu jest
bardzo czasochlonne, wystepuja przede wszystkim jako element proceséw kon-
strukcyjnych lub optymalizacyjnych réznego rodzaju urzadzen technicznych. Wy-
znaczanie wartosci funkcji, ktore jest kosztowne, pojawia sie réwniez w zagadnie-
niach, w ktérych, aby znalezé optymalne wartoéci parametréw, nalezy wykonad
serie eksperymentéw. Algorytmy umozliwiajace skonstruowanie aproksymacji
funkcji celu w takich procesach, a przez to przyspieszenie ich zbieznosci lub mo-
gace postuzy¢ jako narzedzie eksploracji przestrzeni rozwigzan, sa pozadane.

Podstawowymi cechami, jakie musi mie¢ metoda aproksymacji uzyta w takim
algorytmie, jest dobra jako$¢ uogdlniania rozwiazania oraz szybkos$¢ konstrukcji.
Cechy takie maja sieci z radialnymi funkcjami bazowymi. W niniejszym rodziale
prezentujemy zastosowania sieci z radialnymi funkcjami bazowymi w procesach
optymalizacyjnych z funkcjami celu, ktérych wyznaczanie wartosci jest czaso-
chlonne.

Rozdzial podzielony jest na dwie czesci. W pierwszej czesci omawiamy proble-
my interpolacji i aproksymacji funkcji n zmiennych za pomoca sieci z radialnymi
funkcjami aktywacji. Jako metode rozwiazania zagadnienia aproksymacyjnego
omawiamy metode regularyzacji Tichonowa z teorii zagadnien zle postawionych
[14], [22], [28]. Podajemy charakterystyke przestrzeni funkcji, ktére moga by¢
aproksymowane sieciami z radialnymi funkcjami bazowymi [30]. Nastepnie cy-
tujemy znane twierdzenia wraz ze szkicami dowodéw o ograniczeniach bledéw
interpolacji oraz aproksymacji, ktére zachodza, gdy zalozymy, ze zbiér danych
zawiera duzo danych réwnomiernie roztozonych [16], [24], [31], [32]. Nastepnie
przytaczamy analogiczne twierdzenie wykorzystujace funkcje wzrostu wielomia-
néw [12], ktére nie wymaga zalozenia o gestosci zbioru danych. Dla komple-
tnosci omawiamy wskazniki mierzace gesto$¢ zbioru danych. Nastepnie omawia-
my trzy rézne metody wyboru parametru regularyzacji w rozwigzaniu zadania
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aproksymacyjnego. Sa to: uogélniona walidacja krzyzowa GCV (ang. Generalized
Cross-Validation) [29], metoda L-krzywej (ang. L—curve) [14] oraz metoda zapro-
ponowana przez autora i in. w [4]. Podajemy wyniki numerycznych testéow dla
metod GCV, L-krzywej oraz metody zaproponowanej przez autora dla zbioréw
danych pochodzacych z optymalizacji funkcji testowej bezgradientowym algory-
tmem zaproponowanym w [15] i uzywanym do optymalizacji magneséw nadprze-
wodzacych [23].

W drugiej czesci pracy przedstawiamy dwa podejscia do przyspieszania proce-
sow optymalizacyjnych przez konstrukcje aproksymacji funkcji celu. Na podstawie
[8] opisujemy metode regionu wiarygodnosci oraz jej realizacje z uzyciem sieci
z radialnymi funkcjami bazowymi zaproponowana w [21]. Drugie z omawianych
podejsé, zaproponowane przez autora i in. w [4], polega na polaczeniu algorytmu
optymalizacyjnego z konstrukcjg zregularyzowanej sieci neuronowej z funkcjami
Gaussa i obliczeniem za jej pomocg aproksymacji wartoéci funkcji celu w punk-
tach generowanych w regionach dostatecznie bogatych w punkty dane, dla ktérych
wartosé¢ funkcji celu zostala obliczona w sposéb bezposredni. Pokazujemy wyni-
ki zastosowania tej metody do optymalizacji funkcji testowej Rosenbrocka oraz
opisujemy wyniki rzeczywistego zastosowania w procesie optymalizacji magneséw
zakrzywiajacych dla Wielkiego Zderzacza Hadronéw zbudowanego CERNie [5],
[23]. Warunki zbieznosci i dowdd zbiezno$ci zaproponowanej przez autora metody
zaprezentowane zostaly w pracy [2] (réwniez zob. [1]).

2.2. Aproksymacja funkcji

2.2.1. Zagadnienie interpolacji a zagadnienie aproksymacji

Zajmiemy sie dwoma typami zagadnien — interpolacja oraz aproksymacja
funkcji ciagltych n zmiennych. W obydwu zagadnieniach idzie o przyblizenie
funkcji cigglej g: R™ — R, ktéra zadana jest za pomocag zbioru dyskretnego
Z = {x;,yi}}Y,. W zagadnieniu interpolacji zbiér Z jest taki, ze

9(x)) =y, i=1,...,N. (2.1)

Natomiast w wypadku aproksymacji dopuszczamy zaburzenie wartosci funkcji g
na poziomie €, tzn.:

g(xl):yz+6z i |(Sl’<€, i=1,...,N. (22)
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Rozwigzania podanych zagadnien poszukujemy w zbiorze funkcji postaci

N Q
s9.2(x) = > _wid(|lx —xil|) + D bjpj(x), (2.3)
i=1 j=1

m+n—1
n

przestrzeni wielomianéw n zmiennych stopnia nie wyzszego niz m.
Warunki istnienia oraz jednoznacznosci rozwiazania zagadnienie interpolacji
sprowadzaja sie do odpowiedzi na pytanie o odwracalno$¢ macierzy uktadu

# 06)-0)

gdzie A = (¢(|[xi —x;l))ij=1,.5 1 P = (pj(Xi))i=1,...N j=0,..,@ Oraz W = (w1, w2,

Swn)T b o= (b be, .. b0)T iy = (Y1,Y2,...,Yn). Zauwazmy, ze rozmiar
dolnej czeéé uktadu (2.4), tzn. (PT 0), okreélony jest przez stopieh m czeéci wielo-
mianowej w funkcji interpolujacej (2.3). Stopien ten zalezy od tego, jaka radialna
funkcja bazowa ¢ zostata uzyta. Jesli ¢ jest funkcja Scisle dodatnio okreslong
(zob. paragraf 2.2.2), mamy m = 0 i wowczas macierz ukladu (2.4) sprowadza sie
do macierzy A. Jedli ¢ jest funkcja warunkowo dodatnio okreslona (zob. paragraf
2.2.2), to dolna czes¢ ukladu okreslona jest przez warunek (2.9).

Warunki, jakie musi spetnia¢ zbiér X = {x;}¥; i radialna funkcja bazowa
¢, aby macierz ukladu (2.9) byla nieosobliwa, po raz pierwszy zostaly podane
w [19].

Metoda rozwiazania zagadnienia aproksymacyjnego, jaka zajmiemy si¢ w ni-
niejszym rozdziale, jest metoda regularyzacji Tichonowa. Jej korzenie siegaja prac
nad problemami 7le postawionymi (zob. [28] oraz referencje tamze). Zregula-
ryzowane rozwigzanie zagadnienia aproksymacyjnego jest poszukiwane w prze-
strzeni Hilberta H. Operator ograniczen jest definiowany za pomoca innej prze-
strzeni unormowanej G, dla ktérej okreslony jest liniowy operator L: H — G.
Operator ograniczenn J: H — R okredlony jest wowczas jako J(s) = ||Ls|[Z.
Zagadnienie regularyzacji polega na znalezieniu dla ustalonej wartosci parametru
A > 0, funkcji s* € H postaci (2.3), ktéra jest rozwiazaniem zagadnienia mini-
malizacyjnego

gdzie ¢ jest bazowa funkcja radialna, natomiast {p; }?:1, Q= ( ) jest baza

N
min [9(x;) — s(x,)]2+AJ(s) ¢ - (2.5)
s€H =
Jesli przyjmiemy, ze J(s) = ||s||3, to zagadnienie sprowadza si¢ do rozwigzania

uktadu

(55 6)-6) &
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dla ustalonej wartosci parametru A > 0. Warunki istnienia i jednoznacznosci
rozwiazania tego zagadnienia podala Wahba [29]. Oczywiscie kluczowym zaga-
dnieniem jest wybdr wartosci parametru A. Oméwione zostana tu trzy metody
wyboru wartosci tego parametru. Stabilne metody rozwiazania uktadu (2.6) zna-
lez¢ mozna w monografii [14]. Dla stosunkowo matego ukladu réwnan, takiego
z jakim mamy do czynienia w aproksymacji funkcji celu w procesach optymali-
zacyjnych, do rozwigzania mozliwe jest uzycie réznych wariantéw rozktadu SVD.

2.2.2. Radialne funkcje bazowe

Niech 7, (R™) oznacza przestrzen wielomianéw n zmiennych stopnia nie wie-
kszego niz m. Rozrézniamy radialne funkcje bazowe dodatnio okreslone oraz wa-
runkowo dodatnio okreslone. Definicje obu klas podajemy za [7].

Definicja 1
Mowimy, Ze funkcja ¢ : R — R jest catkowicie monotoniczna, jesli
(=17 > 0, r=1,2,... (2.7)
Twierdzenie 1 (zob. [7])
Zaktadajgce, Ze punkty w zbiorze X sq rézine, macierz A jest dodatnio okreslona,

jesli funkcja ¢ z centrum w ¢ € R™ jest taka, Ze dla r = ||x — c|| funkcja ¢(/7)
jest catkowicie monotoniczna i nie jest stata.

Definicja 2
Mowimy, ze funkcja ¢ : R" — R jest warunkowo dodatnio okreslona stopnia k,
jesli dla kazdego zbioru punktéw X C R™ forma kwadratowa

N N
DY wiwrg(xi — xx) (2.8)

i=1 k=1

jest nieujemna dla wszystkich niezerowych {w;}i=1... N, ktore spelniajg

N
Z wip(x;) = 0, (2.9)
i=1

gdzie p(x) jest dowolnym wielomianem n zmiennych stopnia nie wiekszego niz m.
Mowimy, Ze funkcja ¢ jest scisle warunkowo dodatnio okreslona stopnia m, jesli
podana forma kwadratowa jest zawsze dodatnia.

Twierdzenie 2 (zob. [7])
Dla funkcji ¢, ktore sq warunkowo dodatnio okreslone stopnia m, funkcja

(-1 o™ (Vi) (2.10)

jest catkowicie monotoniczna.
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Najczesciej uzywanymi w praktyce funkcjami radialnymi w kontekscie zagadnien
interpolacji i aproksymacji funkcji sa: spoéréd funkcji $cisle dodatnio okreslonych,
tzn. takich, dla ktérych m = 0 (zob. [27], [30]), funkcje

o(r) = (P +A)°, p<o,
o(r) = e >0,
o(r) = (1—r)i(r+1)

oraz sposrod warunkowo dodatnio okre$lonych stopnia m funkcje

o(r) = (=12 BPlogr, Be2N,  gdzie m=p5/2+1,
o(r) = " BeRso/2N, gdzie m=[3/2] +1,
o(r) = (D24 g>0, gdzie m = [3].

Cecha charakterystyczna funkcji scisle dodatnio okreslonych jest ich wykres w ksztat-
cie ,dzwonu” (ang. bell-shaped) oraz lim, . ¢(r) = 0. Dla funkcji warunko-
wo dodatnio okre$lonych, czyli takich, dla ktérych m > 0, mamy natomiast
lim, 00 ¢(1) — 0.

Dla funkcji warunkowo dodatnio okre$lonych, aby macierz uktadu (2.6) byta
macierza nieosobliwa, wymagane jest, aby zbiér X spelniat warunek unisolwent-
nosci wzgledem przestrzeni 7, (R™).

Definicja 3 (unisolwentnos$é zbioru X)

Méwimy, zZe zbior punktow X = {x1,...,xny} CR", gdzie N > Q = dim 7, (R")
jest unisolwentny wzgledem przestrzeni mp, (R™), jesli wielomian zerowy jest jedy-
nym wielomianem z przestrzeni mp, (R™), ktéry znika na wszystkich punktach X
jednoczesnie.

Wilasno$éé¢ unisolwentnoéci zbidéru X gwarantuje nam, ze zbior ten prébkuje przes-
trzen R™ w kazdym wymiarze w taki sposéb, ze mozliwe jest skonstruowanie wie-
lomianu interpolacyjnego n zmiennych pelnego stopnia m. Przyktadem zbioru,
ktéry nie jest unisolwenty wzgledem o (R™), jest zbiér 6 punktéw polozonych na
okregu. Na takim zbiorze nie mozna zbudowaé¢ kwadratowego wielomianu inter-
polacyjnego.

2.2.3. Przestrzen funkcji, ktore mozna aproksymowac

Przestrzen funkeji, ktére mozna aproksymowaé za pomoca rozwiniecia (2.3)
dla ustalonej dodatnio okreslonej funkcji radialnej ®(x,y) = o(||x — yl|2) jest
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przestrzenia Hilberta H z ustalonym iloczynem skalarnym (-,-)y, zawierajaca
samoreprodukujaca funkcje jadrowa. Ograniczenia bledu aproksymacji, jakimi
sie zajmiemy w nastepnym podrozdziale, sa postaci

|9 — 89.2| < CF(h(2))]lglln

gdzie norma || - || jest norma generowana przez iloczyn skalarny (-,-)y, C' > 0
jest stala, h(x) jest miara gestosci danych, a F' jest funkcja ciagla.
Niniejszy podrozdzial zostal opracowany na podstawie [25], [27].

Przestrzen Hilberta z samoreprodukujaca funkcja jadrowa

Niech 2 C R"™ bedzie dziedzing funkcji rzeczywistych, tworzacych przestrzen
Hilberta H z iloczynem skalarnym (-, -)3. Zalézmy ponadto, ze dla kazdego x €
funkcjonal wyznaczania wartosci w punkcie dx : ¢ — g(x) jest ciagly w H, tzn.

ox € H* dla kazdego x € €2,

gdzie H* jest przestrzenia dualna do H, tzn. przestrzenia ciggtych funkcjonatéow
liniowych okredlonych na H.

Twierdzenie 3

Jesli przestrzen, Hilberta funkcji okreslonych na zbiorze Q zawiera ciggly funkcjo-
nal wyznaczania wartosci w punkcie, to zawiera symetryczng funkcje nazywang
reprodukujgcq funkcjq jadrowg ®:Q x Q — R o wlasnoéciach

o(x,:) € H,

9(x) = (9, 2(x,))n;
(I)(va) = (@(X,‘),®(y7 ))H = (D(Y7X)7
(I)(Xay) = (5X’5Y)H* = q)(YaX)

dla wszystkich x,y € Q, g € H.

Przestrzen natywna

Definicja 4

Jesli symetryczna (warunkowo) dodatnio okreslona funkcja ® : Q x Q@ — R jest
reprodukujgcqg funkcjg jedrowqg w przestrzeni Hilberta H funkcji o wartosciach
rzeczywistych okreslonych na zbiorze Q, to przestrzen H nazywamy przestrzenig
natywng generowang przez funkcje jadrowg ® i oznaczamy jog No(R™).

Jednoznaczno$é¢ przestrzeni natywnej generowanej przez funkcje ® opisywana
jest nastepujacym twierdzeniem.
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Twierdzenie 4

Przestrzen natywna H = Ng(R™) generowana przez dang (warunkowo) dodatnio
okreslong funkcje ®, o ile istnieje, jest okreslona jednoznacznie. Ponadto pokrywa
sie z domknieciem przestrzeni skoriczonych kombinacji liniowych funkcji ®(x, )
wzgledem tloczynu skalarnego

((I)(Xa ’)7 (I)(ya ))H = (I)(X,y) dla kaédego X,y € Q.

Wedtug twierdzenia 4 przestrzen natywna generowana przez radialng funkcje ba-
zowa P jest domknieciem przestrzeni sktadajacej sie z funkcji postaci

N
Jw = ij@(- -x%5), wjeR, j=1,...,N.
j=1
Tloczyn skalarny w tej przestrzeni zdefiniowany jest jako
S 1,2
() = Gy, Gy = D > wi wy (ys — x;), (2.11)

gdzie g,a) jest funkcja interpolujaca funkcje g na zbiorze X = {x1,...,xn},
natomiast g, jest funkcja interpolujaca funkcje g na zbiorze Y = {y1,...,ym}.
W dowodach twierdzen o ograniczeniu bledu interpolacji i aproksymacji, ktére
podamy w nastepnym podrozdziale, potrzebne jest ponadto zalozenie o funkcji
g, ze jej transformata Fouriera f jest zdominowana przez transformate Fouriera
® funkcji ®(r) = ¢(||r||2) w sensie

/\f|2<i>*1dt < o0. (2.12)

Zalozenie to oznacza, ze iloczyn skalarny (2.11) mozna zapisa¢ w postaci catki
Lebesgue’a

N M
(o= (s ye)e = > i wPe(y; — x;)

j=1i=1
X N Moo
=(@2m)™" | ®w) Zw]( S (Z w;(C Je=i “’) dw.
R ;
j=1 k=1

Majac dang dodatnio okreslong funkcje ®, interesuje nas pytanie, jakie funkcje
nalezg do przestrzeni natywnej generowanej przez funkcje ®. Ogdlng odpowiedz
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mozna znalezé w [27]. Ograniczymy sie do przestrzeni zawierajacych funkcje, kté-
re mogg by¢ funkcjami celu w procesie optymalizacyjnym. Aby mozna bylo uzyé
algorytmu bezgradientowego, funkcja celu musi by¢ co najmniej ciagta. Algoryt-
my gradientowe lub drugiego rzedu wymagaja odpowiednio ciagtoéci pochodnych
kierunkowych oraz czastkowych drugiego rzedu.

Dalej oméwimy wiec przestrzen natywna, ktéra zawiera funkcje o pochod-
nych catkowalnych z pewna potega. Przestrzen taka jest przestrzenia Sobolewa.
Pokazemy, jakie dodatnio okre$lone funkcje generujg przestrzenie natywne izo-
morficzne z przestrzeniami Sobolewa odpowiedniego rzedu. Przestrzenie Sobo-
lewa odpowiednich rzedéw zawieraja przestrzenie C(R"), C1(R") i C%(R"). Na
koniec zajmiemy sie przestrzenia natywna generowana prze funkcje Gaussa. Jest
to przestrzen czesto uzywana w zastosowaniach praktycznych.

Przestrzenie Sobolewa

Przestrzen Sobolewa definiujemy za pomoca operatora rézniczkowania D

N Hlal
b= Or{19z5? ... Oz’ (2.13)

gdzie « jest wielowskaznikiem o = (aq, o, ..., qy) oraz o; € N. Przyjmuje sie
ponadto oznaczenie |o| = a1 + 2 + ... + .

Definicja 5 (przestrzen Sobolewa catkowitego rzedu)

Przestrzen Sobolewa W;(Q) okreslamy jako przestrzen funkcji u: Q — R, dla
ktorych Du € Ly(Q), |a] < k. Jest to (semi-)przestrzen Hilberta z (semi-)normaq
okreslong odpowiednio

1/p 1/p
wray= | S 1D o) oraz Iullwsioy:= | S 1D}

o=k || <k

Definicja 6 (przestrzen Sobolewa utamkowego rzedu)
Przestrzen Sobolewa Wj*s(ﬂ),l < p < oo,k € No,0 < s <1 okreslamy jako
przestrzen funkcji u: Q — R, dla ktorych ponizsze normy sq skonczone

1/p
D%u p
]u|W§+S(Q) = (Z //| n+ps( y)l dxdy) , o (2.14)

la|=k ’X ylla

1/p
lillygory = (elfypio +labpengy ) (2.15)



2.2. Aproksymacja funkcji 25

Zalézmy, ze ® € L1 (R™) N C(R™) spelnia
1+ [[w]3) 77 < dw) <ea(l+||wl3) 7, weR” (2.16)

dla 7 € Ri7 > n/2 oraz dwéch stalych dodatnich ¢; < co. Wéwcezas przestrzen
natywna Ng(R™), odpowiadajaca funkcji @, pokrywa sie z przestrzenia Sobole-
wa WJ(Q) i norma w przestrzeni natywnej, i norma w przestrzeni Sobolewa sa
rownowazne.

Funkcjami ®, ktére spelniaja podany warunek, sg $cisle dodatnio okreslone
funkcje Wendlanda (zob. [30]) oraz np. funkcje typu thin plate splines ®(r) =
(=1)P*Y|r||*% log ||r]|, B € 2N, dla ktérych

b(w) = 2" 720 (n )2 + )Y |w| [T,
gdzie I' oznacza funkcje Gamma Eulera (zob. [25]).

Przestrzen natywna dla funkcji Gaussa

Dla funkcji Gaussa ®(r) = e~ mamy

@
Wydaje sie, ze taka postaé transformaty Fouriera funkcji ® moze by¢ argumentem
przeciw aproksymacji za pomoca funkcji Gaussa, gdyz kazda funkcja z przestrzeni
natywnej Ng(R™) funkcji musi byé zdominowana przez transformate Fouriera o
w sensie (2.12). Warunek ten spelniaja np. wszystkie funkcje o ograniczonym
widmie, a przestrzen tych funkcji odgrywa istotna role w teorii probkowania,
miedzy innymi w twierdzeniu Shannona o prébkowaniu (zob. [32]).

2.2.4. Ograniczenia btedu dla duzej liczby punktéw danych

Ograniczenia bledu, jakimi si¢ zajmiemy w tym podpunkcie, dotycza rzedu
zbieznosci procesu interpolacji. Oznacza to, ze wyznaczymy funkcje, do jakich
zbiega blad funkcji interpolujacej, gdy zbiér danych X staje sie coraz gestszy.

W prezentowanych ograniczeniach gestos¢ zbioru X w dziedzinie () mierzona
jest globalnie za pomoca wskaznika wypelnienia (ang. fill distance)

hx o = I)I(léié(lglgrlN"X—Xj|’2. (2.17)
Okresla on promien najwiekszej kuli, ktora moze zostaé¢ umieszczona w dziedzinie
Q i nie zawiera¢ zadnego punktu danych ze zbioru X.

Wyniki tu przedstawione, dotyczace globalnej gestosci zbioru danych, przy-

taczamy wraz z istotnymi w ich dowodach lematami za [30] i [32].
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Odtwarzanie wielomianéw

Podstawowym narzedziem uzywanym w dowodach ograniczen btedéw interpo-
lacji oraz aproksymacji jest odtwarzanie wielomianéw. Odtwarzanie wielomianéw
przez proces interpolacyjny/aproksymacyjny definiuje sie nastepujaco:

Definicja 7
Proces, ktory okresla dla kazdego zbioru X = {x1,...,xn} C Q rodzine funkcji
u; = u;( Q- R, 1 <5 <N zapewnia lokalne odtwarzanie wielomiandow stopnia
I na zbiorze ), jesli istniejqg state ho, C1,Co > 0 takie, dla ktorych spetnione sg
warunki:

1. N p(xj)uy =p  dla kaidego p € m(R™)|9,

2. Zévzl luj(x)| < C1  dla kazdego x € O,

3. uj(x) =0, jesli ||x — x;||2 > Cohx o i x € €,
dla kazdego X, dla ktérego hx o < ho.

Jesli proces gwarantuje lokalne odtwarzanie wielomianéw to ograniczenie btedu
aproksymacji funkcji tym procesem opisuje nastepujace twierdzenie.

Twierdzenie 5 (zob. [30])
Niech @ C R™ jest ograniczony. Niech Q* bedzie domknieciem zbioru UxcqB(z,

Cahg). Zdefiniugmy
N

sgx = »_ 9(xj)uy,

Jj=1

gdzie {uj}évzl jest lokalnym odtworzaniem wielomiandw stopnia m na zbiorze ).
Wéwczas, jesli g € C™HL(Q%), to istnieje stata ¢ > 0 zalezna tylko od stalych
z definicji lokalnego odtwarzania wielomiandw, taka ze

l9(x) — sgx (%) < Chy Q' lglom+1 (o) (2.18)

dla kazdego zbioru X o gestosci hx o < hg. Seminorma po prawej stronie nieréw-
nosci (2.18) jest okreslona nastepujgco:

m *) — _Da *Y) .
|glemt1 (e la{g%ﬁh” 9l Lo ()

Na poczatku zadajmy sobie pytanie, jakie warunki musza speliaé zbiory X i €2,
aby mozliwe bylo lokalne odtwarzanie wielomianéw stopnia nie wiekszego niz m.

Warunkiem, jaki musi spetnia¢ zbior X, jest unisolwentno$é¢ wzgledem prze-
strzeni 7, (R™). Natomiast dziedzina ) musi spelnia¢ warunek stozka wewne-
trznego.
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Definicja 8 (warunek stozka wewnetrznego)

Mowimy, ze zbior Q C R™ spelnia warunek stozka, jesli istnieje kgt 0 € (0,7/2)
i promieri v > 0 taki, Ze dla kazdego x € Q) istnieje wektor jednostkowy &(x) taki,
ze stozek

C(x,&(x),0,7) == {x+ny : y € R, [ly[l2 = L,y &(x) > cos 8,1 € [0,7]}
zawiera sie w ).

Twierdzenie 6 (o odtwarzaniu wielomianéw)

Zatozmy, ze 8 C R"™ jest zwarty © spelnia warunek stozka z promieniem r > 0
i katem 0 € (0,7/2). Niech m € N bedzie ustalone. Zalézimy, ze h > 0 i zbior X
spetniajg nastepujgce warunki:

L h < qisntme (2.19)
2. dla kazdej kuli B(x,h) C Q istnieje punkt x; € X N B(x, h).
Wowczas dla kazdego x € §Q istniejq liczby rzeczywiste uj(x) takie, Ze

N
p(x) =) u;(x)p(x;)) (2:20)
j=1
dla kazdego p € m,,(R™). Ponadto

N
> ui(x)] < 2. (2.21)
j=1

Dowod tego twierdzenia, wykorzystujacy pojecie zbioru normujacego oraz twier-
dzenie Hanha—Banacha o ograniczonosci normy operatora liniowego, podany zo-
stal w pracy [16]. Twierdzenie to okresla stale w definicji lokalnego odtwarzania
wielomianow
16(1 + sin §)?m?
C = 27 C - )
! 2 3sin? 6
,
hy = —. 2.22
0 G (2.22)

Zaleznos¢ wielkoéci h i hg od stopnia wymaganego odtwarzania wielomiandw

jest pokazana na rysunku 2.1.

Funkcjonal potegowy

Dowody wszystkich ograniczen btedéw interpolacji i aproksymacji, ktére wy-
korzystuja funkcjonal potegowy, wychodza od ogodlnej postaci btedu interpolacji

|g - Sx’g| < P‘D7X(X)||g||N¢(R")7
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—6—log(h)
-1 —x— log( ho) 1

log( h), log( ho)

Rysunek 2.1. Zalezno$¢ wskaznika h w (2.19) oraz hy w (2.22) od maksymalnego
stopnia odtwarzanych wielomianéw w kuli jednostkowej

gdzie Py x jest funkcjonalem potegowym, ktéry zdefiniujemy w tym podrozdzia-
le. Funkcjonal potegowy jest Scidle zwiazany z reprezentacja Lagrange’a funkcji
interpolujacej dane ze zbioru Z. Zacznijmy wiec od twierdzenia o istnieniu repre-
zentacji Lagrange’a.

Twierdzenie 7
Zalozmy, ze @ jest warunkowo dodatnio okreslona wzgledem przestrzeni mw,(R™)
na zbiorze Q C R"™. Zalézmy, ze X = {x1,...,xXn} jest mn(R™)-unisolwentny.
Wéwczas istniejq funkcje uj € Vx takie, Ze uj(xy) = 0k, gdzie

N N
Vx = mn(R™) + { Z a;®(-, z;) : Zajp(acj) =0,p€e Trm(R")}.
j=1

j=1

Ponadto zaldimy, Ze istniejq funkcje vi, 1 < j < Q takie, Ze wektory u*(z) =
[u1(x), ..., un(x)]T € RN iv*(2) = [v1(x),...,v0(x)]T € R® tworzq rozwigzanie

uktadu
(i 0) () - (59). 229

R
S(x)
A = [CIJ(Xi,Xj)]ERNXN,

gdzie
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P = [pi(x))] € RY¥C,
R(x) = [®(x,x1),...,P(x,xn))] € RY,
S(X) = [pl(x)a"'va(X))]T GRQ'

Na podstawie twierdzenia 7 funkcje interpolujaca mozemy zapisa¢ w postaci

S9.X = Z:g(Xj)U}*(X)- (2.24)

Definicja 9

Zaloimy, ze Q C R™ jest zbiorem otwartym, natomiast ® € C%*(Q x Q) jest
warunkowo dodatnio okreSlong funkcjq jadrowq na zbiorze Q0 wzgledem my, (R™).
Jesli X = {x1,...,xn} C Q jest mp,(R™)-unisolwentny, to dla kazdego x € Q
funkcjonat potegowy jest zdefiniowany jako

N N
[Py x (x)]? := ®(x,%x) — 2> uj(x)P(x,x5) + Y uf(x)uf(x)P(x;,x;)
j=1 ij=1

Jesli zdefiniujemy dla x € Q2 forme kwadratowa

N N
Qu) := d(x,x) — ZZujq)(x,xj) + Z wiu; P (x4, %5),
j=1

i,j=1
to
N
[Ppx (x)]” = Q(u*(x)) = |G(,x) = Y u;G(:,x;) ; (2.25)
=1 Na(Q)

gdzie G(-,x) jest cile dodatnio okre$lona funkcja zdefiniowana nastepujaco

Q
G(,x) = ®(,x) — Zpk(x)@(~,xk).
k=1

Wyrazenie (2.25) jest wiec norma funkcjonatu obliczania wartoséci btedu interpo-
lacji (2.3) w punkcie x € Q w przestrzeni natywnej generowanej przez bazowa
funkcje radialng .
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Funkcja Lebesgue’a

Gdy mamy reprezentacje Lagrange’a (2.24) lub odtwarzanie wielomianéw
zgodnie z twierdzeniem 6, wowczas funkcja Lebesgue’a zdefiniowana jest jako

N
D lui(x)]- (2.26)
j=1

Funkcja ta jest istotna w analizie btedu interpolacji i aproksymacji funkcjami
radialnymi, poniewaz za jej pomocg ogranicza sie funkcjonal potegowy. Dla inter-
polacji funkcjami Gaussa Schaback w [26] oraz Larsson i in. w [17] niezaleznie
dowiedli, ze gdy szeroko$¢ funkcji Gaussa zdaza do nieskonczonosci, wowczas
funkcja Lebesgue’a (2.26) zdaza do wielomianu.

Z twierdzenia 6 o odtwarzaniu wielomianéw z przestrzeni 7,,(R™), wynika, ze
funkcja Lebesgue’a jest ograniczona:

N
> lui(x)| < C1 =2, (2.27)

Jj=1

przy czym stata C zalezy od gestosci zbioru X, tzn. od hg. Natomiast hg zalezy
od m tak jak o(1/m?). Do dowodu zaréwno tych zaleznoéci (zob. [16], [30]),
jak i jednorodnego ograniczenia przez stala 2, uzywa sie nieréwnosci Markowa
o wielomianach i ich pochodnych, ktéra zachodzi dla dowolnego wielomianu p €
Tm (R™)

PO < m2lpllpiry, € [-1,1] (2.28)

Z dowodu wiemy, jak dobrze zbiér X musi wypelnia¢ dziedzine €2, aby zacho-
wane bylo jednorodne ograniczenie Cy = 2.

Nestety ograniczenia funkcji Lebesgue’a stata 2 nie jest mozliwe, jesli chcemy,
aby hg zalezalo od m tak jak o(1/m). W takim wypadku ograniczenie funkcji
Lebesgue’a przybiera forme zaleznosci spektralnej. Méwi o tym nastepujacy lemat
i twierdzenie:

Lemat 1 (spektralna wersja nieréwnosci Markowa)

Niech v1 = 2 oraz vyp, = 2n(1 4+ y,—1) dla n = 2,3, ... Niech m i q bedg liczbami
naturalnymi, takimi, dla ktorych zachodzi ¢ > vyp(m+1). Niech Q bedzie szescia-
nem w R™. Niech dziedzina ) bedzie podzielona na q" réownych podszesciandw.
Jesli X C Q) jest zbiorem N > q" punktow takich, dla ktérych kazdy podsze$cian
zawiera przynajmniej jeden z nich, to dla kazdego p € mp,(R™) mamy

2nyn

Pl 1) < €20 pl|L (%),
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O odtwarzaniu wielomianéw mamy nastepujace twierdzenie:

Twierdzenie 8
Niech Q = W (xq, R) bedzie szescianem w R™. Istniejq stale co,co > 0 zalezgce
tylko od Q, dla ktorych dla kazdego m € N i kazdego X = {x1,...,xy} C Q
z hx o < co/m mozemy znaleZé funkcje uj : @ — R spelniajgce warunki:

1. Zév:l uj(x)p(x;) = p(x) dla kaZdego x € Q i p € m, (R"),

2. Zj.vzl u;(x)] < €2 dla kazdego x € 9,

3. uj(x) =0 jesli ||x — x;||2 > comhx q,
gdzie stala 7y, jest zdefiniowana jak w poprzednim lemacie.

7 dowodu tego twierdzenia mamy

2R 2R _. (2.29)

ho = 4 — ¢
"7 3¢ 3y(m+1) T m

Jak wynika z punktu 3 twierdzenia 8, przeskalowaniu ulega rowniez noénik funkcji
u; w poréwnaniu z funkcjami u; z twierdzenia 6. Jak wida¢ z punktu 2 tego
twierdzenia stala ograniczajaca funkcje Lebesgue’a jest postaci €27 (m+1) | Jest
to wyrazenie bardzo szybko rosnace w zaleznosci od m i od n.

Podane ograniczenia pokazuja, jakiego rzedu wielkoSciami sa funkcje Lebe-
sgue’a. Dalej zobaczymy, ze znajomo$é wartosci tej funkeji w punkcie x wystarczy
do oszacowania bledu interpolacji bez koniecznodci zatozen o gestosci danych
w otoczeniu punktu x. W podrozdziale 2.3 natomiast pokazemy, jak warto$é
poszczegblnych sktadowych Lagrange’a u;(x) moze zosta¢ uzyta do oceny wplywu
punktu x; na jako$¢ interpolacji na zbiorze X.

Ograniczenia btedu wykorzystujace funkcjonal potegowy

Ograniczenia bledu interpolacji i aproksymacji za pomoca radialnych funkcji
bazowych wykorzystujace funkcjonal potegowy wychodzg od nastepujacego ogd-
Inego twierdzenia.

Twierdzenie 9

Zaléimy, ze Q C R™ jest zbiorem otwartym, natomiast ® € C%*(Q x Q) jest
warunkowo dodatnio okreslong funkcjq jodrowq na zbiorze Q) wzgledem przestrzeni
Tm(R™).  Zbior X ={x1,...,xny} CQ jest mu(R")-unisolwentny. Niech
g € No(Q) a jej interpolant oznaczmy przez sqx. Wowczas dla kazdego x € Q
blqgd interpolacji funkcji g moze byé ograniczony przez

19(%) = sg.x (%) < Po.x(x)19ln, ()- (2.30)
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Przytaczamy za [30] twierdzenie i pewne lematy dowodu najlepszego znanego,
tzn. o najmniejszych znanych staltych, ograniczenia btedu interpolacji funkcjami
Gaussa.

Twierdzenie 10
Funkcje kardynalne u; obliczone dla x € €2 z ukladu (2.23) spelniajq

Pp x(x) = Q(u”(x)) < Q(u) (2.31)

dla kazdego u € RN, gdzie mamy odtwarzanie wielomiandw stopnia m, zgodnie
z definicjqg 7, tzn.

N
Z ujp(xj) = p(x) dla kazdego p € mp, (R™). (2.32)
j=1

Majac zdefiniowane lokalne odtwarzanie wielomianéw stopnia [ > m, ograni-
czenie funkcjonalu potegowego mozna wyznaczy¢, gdy zauwazymy, ze dla dowol-
nego wielomianu p € m;(R™)

N N N
p(0) — 2> wi()px—x;) + Y > uj(x)up(x)p(x; — xi)
j=1 J=1k=1
N
= p(0) = 2p(x — x) + Y u;(X)p(x; — X)
=1

Korzystajac z wlasnosci zerowania sie funkcji kardynalnych z definicji 7, tatwo
pokazaé (zob. [32]), ze

Pix < F(u(x)) < (1+ C1)?||1® = pllL..(B0202hx.0)). (2.33)

Dalej dla funkcji radialnej ® = ¢(]| -||2) wykorzystamy to, ze kazdy wielomian
p € m(R) mozna zastapié¢ wielomianem p(||-||3) € mar(R™), uzyskujac ogranicze-
nie

P? < t) — p(t)],
b,x (X) 0<g3g2h2!¢(\f) p(?)]

jesli h = hx o < ho(2k).
Dla zbioru €2, bedacego kula o promieniu R, twierdzenie 6 o odtwarzaniu
wielomianéw redukuje sie do nastepujacego sformutowania:
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Lemat 2
Zalozimy, ze Q = B(xg, R) jest kulg o promieniu R > 0. Niech | € N. Dia
ustalonego C' takiego, Ze

C > Mﬂ,

V3

istnieje lokalne odtwarzanie wielomianéw stopnia | ze stalymi ho = R/C,Cy =
2,0y = 2C zgodnie z definicjg 7.

Ograniczenie bledu opisuje nastepne twierdzenie z wielkoSciami ¢g i co takimi,
dla ktérych hg = co/1?, Cy = cal?:

Twierdzenie 11
Zatozmy, Ze na zbiorze 2 mamy lokalne odtwarzanie wielomianow stopnia | dla
kaidego | € N ze statymi hg = co/I?, C1 niezaleznego od I, Co = col®. Niech
o(r) = el 2z o > 0. Okreslmy & := min{co, (32aecd)2/3). Jesli X =
{x1,...,xn} C Q spelnia hx o < min{l,éy/4}, to funkcjonal potegowy moZze
by¢ ograniczony przez

V2r

dla kazdego x € Q. Tak wiec dla g € Ng(Q) blad interpolacji moze byé ograni-
czony wyrazeniem

Pxa(x) <

1+Cp, Yo
1969 = 5 ()| < g7ah > lgllo-

Ograniczenia dla funkcji z przestrzeni Sobolewa

Inne podejscie do konstrukeji ograniczenia btedu interpolacji lub aproksymacji
za pomoca bazowych funkcji radialnych mozna zastosowaé dla funkcji z przestrze-
ni natywnej Ny (2) pokrywajacej sie z przestrzenia Sobolewa (zob. [20]). Twier-
dzenie o ograniczeniu bledu interpolacji funkcji z przestrzeni W3 () cytujemy za
[30].

Twierdzenie 12

Zatozmy, ze Q) C R™ jest ograniczony i ma brzeg spetniajgcy warunek Lipschitza,
jak rowniez spelnia warunek stozka z promieniem v i kgtem 6. Niech X C €
bedzie zbiorem dyskretnym centréw a sy x bedzie interpolantem. Zatézmy, ze @ jest
funkcjq jadrowq przestrzeni Sobolewa, tzn. spetnia (2.16) z T = k+s, gdzie k jest
dodatnia liczbg naturalng a 0 < s < 1. Jesli m € Ny spelnia k > m+n/2, to blgd
pomiedzy g € W3 () a interpolantem sy x moze byc ograniczony w nastepujgcy
sposob:

9= sgxlwp < Chi e ™"V gl @



34 Rozdzial 2. Sieci RBF w optymalizacji

dla dostatecznie gestego zbioru X.

W dowodzie tego twierdzenia nie wykorzystuje sie funkcjonalu potegowego.

Korzysta si¢ natomiast:

1. z postaci normy, ktéra zawiera operatory rézniczkowania DF dla k < |of
okreslone tak jak w (2.13),

2. z twierdzenia o odtwarzaniu pochodnych wielomianéw, tzn. z uogdlnienia
twierdzenia o odtwarzaniu wielomianéw,

3. dla funkcji

u(x) = g(x) = 5x(%) (2.34)

z aproksymacji usrednionym wielomianem Taylora

Qru(x) == > ;/B(O ) Du(y)(x —y)“¢p(y)dy, (2.35)

la <k

gdzie ¢, € C3°(R™) ma nosnik B(0, p) i w sensie catkowym przybliza jedynke.
Korzystajac z podanych wtasnosci dowodzi sie, ze dla w € W ’;JFS(Q), ktora
znika na punktach ze zbioru X dla k > n/p — m, zachodzi kluczowe ograniczenie
kts—|al— _
’U|qu(Q) < chFts |a|—n(1/p l/q)+|u’W§+s(Q)’ (2.36)
gdzie h jest miara gestosci siatki (2.17). Dow6d polega na podzieleniu dziedziny

) na zbiory gwiazdzisto-ksztaltne D o Srednicy O(hx q). Na kazdym obszarze D
korzysta sie z aproksymacji usrednionym wielomianem Taylora.

Definicja 10

Zbior D nazywamy gwiaZdzisto-ksztaltnym wzgledem kuli B(x.,p) := {x € R" :
l|x —xc|| < p}, jesli dla kazdego x € D domknigta otoczka wypukla zbioru {x}UB
jest zawarta w D. Jesli D jest ograniczony, to jego parametr kawalkowatosci v,
(ang. chunkiness parameter) jest zdefiniowany jako stosunek $rednicy dp do pro-
mienia pmax najwickszej kuli, wzgledem ktorej zbior D jest gwiaZdzisto-ksztaltny.

Zbiér gwiazdzisto-ksztattny spetnia warunek stozka, o czym méwi nastepujacy
lemat:

Lemat 3
Jesli D jest ograniczony, gwiaZdzisto-ksztaltny wzgledem kuli B(Xc,p) i zawa-

rty w kuli B(X., R), to spelnia warunek stozka z promieniem p i kgtem ¥ =
2 arcsin[p/(2R)].
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Obszarami gwiazdzisto-ksztaltnymi pokrywamy dziedzine ). Na kazdym ta-
kim obszarze aproksymujemy funkcje u za pomoca wielomianu (2.35). Dowodzi
sie wowczas nastepujacego ograniczenia bledu takiej aproksymacji na kazdym
obszarze D:

Lemat 4
Niech0 <s<1liméeN. Niechl<p<ooik>m+n/plubp=1ik>m+n.
Dla v € WEt$(D) mamy

n k+s—m—n
[t = Qesrullwg ) < COU+7e)" MDA P luf

ze stalg C > 0 zalezng tylko od k,n i p.

W dalszej czesci dowodu korzysta sie z tego, ze funkcje u znikajg na zbiorze X.
Korzysta sie przy tym z wlasnosci odtwarzania pochodnych wielomianu (uogél-
nienie twierdzenia 6). Mamy wiec nastepujace lematy:

Lemat 5

Niech k bedzie stalqg dodatnig, 1 < p < 00,0 <s<1,1<q< 00, niechm € Ny
spelniajg 1 <p<ooik>m—+n/plubp=11ik>m+n. Niech réwniez X C D
bedzie zbiorem dyskretnym spelniajgcym warunek 1. ¢ 2. odtwarzania wielomiandw
z twierdzenia 6 z h > 0. Jesli u € Wf*‘S(D) spetnia u|X, to

k+s—m+n(1/q—1
[ulwpy < Cp™ " Pl

przy czym stata C' zalezy tylko od k,n,p, m i kgta ¥ z warunku stozka dla D.
Przejécie do jednorodnego ograniczenia w calej dziedzinie €2 wymaga okresle-
nia parametréw pokrycia zbioru §2 obszarami D.

Lemat 6
Wprowadzimy wielkosci

¥ = 2arcsin (sm@) )

4(1 +sin0)
sin 6 sin ¥
Qk,0) = 8k2(1 + sin0)(1 + sind)’
R = Q(k,0)7,
sin 0
p = ———R.

2(1 +sin0)
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Ponadto zdefiniujmy zbiory
T, :={t € (2p/v/n)Z" : B(t,p) C Q}

oraz

Dy={xeQ:co{x}UB(t,p) € QNB(t,R)}, dlateT,

gdzie co(A) jest otoczkq wypukla zbioru A.
Zaloimy, Ze h = hx o spetnia h < Q(k, 0)r. Nastepujgce stwierdzenia sq prawdzi-
we:

1. kazdy zbior Dy jest qwiaZdzisto-ksztaltny wzgledem kuli B(t,p) C Dy C QN

B(t,R),

2. kazdy zbior Dy spelnia warunek stozka z kgtem ¥ z promieniem p,

3 Q= UteTp Dt i dp, < 2R =2h/Q(k,0),

4. ZteTp Xp, < M,

5. ‘Tp’ < MQ,O_”,
gdzie xp oznacza funkcje charakterystyczng zbioru B o state My, Mo zalezg tylko
od k,0 in.

Korzystajac z tej geometrycznej konstrukeji pokrycia, zbiory 2 dla X C Q)
z gestoscia siatki h spelniajaca h < Q(k,0)r, w rezultacie otrzymujemy ograni-
czenie (2.36) na calym zbiorze Q.

Korzystajac z (2.36) dla h < Q(k,0)r i p=q =2, otrzymujemy wynik
z twierdzenia 12.

Aproksymacja

Analogiczny mechanizm dowodzenia jak dla interpolacji mozna zastosowaé do wy-
znaczenia ograniczenia bledu zregularyzowanej aproksymacji sredniokwadrato-
wej, tzn. rozwigzania zagadnienia (2.5) z ® € W] i A takiego, dla ktérego
lg(x;) — sgx(x;)| < edlal<j<N. Wowczas mamy ograniczenie

T—Nn/p

19 = sg x| Lo (@) < Chx,Q/ ‘Q‘WPT(Q) + 2e.

Wynika to z twierdzenia analogicznie dowodzonego jak twierdzenie 12.

Twierdzenie 13

Zatozmy, ze Q jest ograniczony i spelnia warunek stozka. Niech k bedzie stalg
dodatnig, 0 < s < 1,1 < p < 00,1 < ¢ < 00 @ niech m € Ny spelnia k > m+n/p
dla p > 1 lub dla p = 1,k > m + n. Ponadto, niech X C € bedzie zbiorem
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dyskretnym z gestosciq siatki h spetniajgcg h < Q(k,0)r. Jesli u € Wi*S(Q)
spelnia lulx < €, to mamy ograniczenie

|U|Wg”(ﬂ) =C (hk-‘rs—m—n(l/P—l/Q)Jr|U|Wk+S(Q) + h_mHU|XHoo) ’ (2‘37)

P

gdzie (x)4+ = max(z,0). Stala C zalezy tylko od k,n,p,q,m i 6.

Rozwazajac wiec zagadnienie (2.5), mozemy sformulowaé nastepujace twier-
dzenie:

Twierdzenie 14 (zob. [31])

Zalozimy, ze H C C(2) jest unormowang przestrzeniq liniowq funkcji cigglych.
Zatldézmy ponadto, Ze L : H — G jest przeksztalceniem liniowym w przestrzen
unormowang G. Niech X = {x1,...,xn} CQ i {y1,...,yn} € R definiujg funk-
cjonaly

E(s):= Z[yj - s(xj)]Q, J(s):= |\Ls||é, s € H.
j=1

Zatozimy, Ze sy € H jest rozwigzaniem zagadnienia

min E(s) + A\J(s)

seH

dla ustalonego \ > 0. Zalézmy ponadto, Ze istnieje funkcja so € H z E(sg) =0
i J(s0) < J(g). Przy danych zalozeniach prawdziwe sq ograniczenia

J(sx) < J(9)
l9(z5) —salzj)] < JAJ(9), 1<j<N.

2.2.5. Ograniczenia btedu bez zalozen o gestosci siatki

Ograniczenia bledu oparte na ogélnej postaci (2.30) bez zalozen o gestosci
zbioru danych rozwazane sa w [11]. Opieraja sie one na pojeciu funkcji wzrostu
wielomianéw zdefiniowanej nastepujaco:

Definicja 11
Dla zbioru X = {x;}}¥.; C Q1Y C X definiujemy funkcje wzrostu dla przestrzeni
wielomiandw wy(R™) na zbiorze Y w punkcie x jako

pa(%,Y) = max{[p(x)] : p € g (R"), [[Ply|loc <1}

Funkcja wzrostu pq(x,Y) ma skofczona wartosé dla kazdego x, jesli Y jest
7g(R™)-unisolwentny. W przeciwnym wypadku p,(x,Y) = oo.
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Twierdzenie 15

Zalézmy, Ze dany mamy zbiér X = {x;}¥; C Q orazy; = g(x;), i=1,...,N dla
funkcji g € No(Q). Dla rozwigzania zadania interpolacyjnego (2.3) i dowolnego
niepustego podzbioru Y C X oraz dowolnego q > max{m,0} mamy

[9(7) — sg.x| < (1+ pg(x, Y))\/E(‘I’, ) o (B(o,diam(YU{x}) 19l Ve (), X €R"
(2.38)
gdzie:
1. pe(x,Y) jest funkcjg wzrostu wielomiandw dla przestrzeni mg(co(Y)),
2. B(0,r) oznacza kule w R™ o $rodku w punkcie 0 i promieniu r,
3. E(®,7)c(B,y) #definiowane jest jako

E(F,S)c(q) = infges||F — glle

i oznacza bled aproksymacji jednostajnej funkcji F' za pomocqg funkcji z S

okreslonej na G C R™. W ograniczeniu (2.38) mamy G = B(0,co(Y U {x})),

S =17(G) oraz F' = ®.

Zauwazmy, ze funkcja py(x,Y) jest réwna funkeji Lebesgue’a (2.26), gdy [Y| =
dim(mg(R™)). Oszacowanie wartoéci p,(x, X) dla dowolnego x € 2 znalez¢é mozna
w [12].

2.2.6. Wskazniki gestosci danych

W rozdziale tym oméwimy dwa wskazniki mierzace lokalna jakosé wypelnienia
dziedziny Q przez punkty zbioru danych X = {x;}¥ ;.

Norma siatki

Norma siatki (ang. mesh norm) jest wielkoscig okreslajaca jak dobrze zbiér
danych X C ) wypelnia dziedzing (2. Jest definiowana w dwéch wersjach:
1. lokalnej [24] — dla parametru p > 0 dla kazdego punktu x € 2

hyx (%) = L. geigl( lly — xill2, (2.39)

gdzie B(x, p) oznacza kule o srodku x i promieniu p,
2. globalnej [30]
h = i - Xj|2- 2.40
x.0 1= max min [y = xjJ2 (2.40)
W wersji lokalnej wskaznik ten okresla promien najwiekszej kuli niezawierajacej
punktow danych ze zbioru X i zawartej w kuli o srodku x i promieniu p. W wersji
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globalnej okresla promien najwigkszej kuli niezawierajacej danych ze zbioru X,
zawartej w dziedzinie (2.

Majac dany zbiér X oraz promien p, do obliczenia lokalnej normy siatki mozna
wykorzysta¢ algorytm triangulacji Delaunaya [13]. Niestety, konstrukcja triangu-
lacji Delaunaya jest mozliwa w przestrzeni R” tylko wtedy, gdy zbior danych
zlozony jest z punktéw w pozycji ogdlnej, tzn. nie zawiera n + 1 punktéw wspdi-
liniowych ani n + 2 punktéw potozonych na okregu. Ten warunek nie bedzie
zazwyczaj spelniony, gdy zbiér danych pochodzi ze $ciezki algorytmu optymali-
zacyjnego.

Rysunek 2.2 pokazuje przykladowy wykres wskaznika h, x o dla 30 punktow
przyktadowego zbioru danych dwuwymiarowych.

hp‘ X( x) dla p=10

wof,/
95
9[-

o (0

801

s

Rysunek 2.2. h, x o(x) dla p = 10 dla przyktadowego zbioru 30 punktéw danych
z dwuwymiarowego procesu optymalizacyjnego

Wskaznik otoczenia yx(x)

Drugim rozwazanym przez nas wskaznikiem mierzacym lokalna jakos¢ rozkta-
du punktéw zbioru X = {xi}ij\il w otoczeniu punktu x jest wskaznik mierzacy
dtugosci odcinkéw xx; (i = 1,...,N) i katy Zx;xx; (i,j =1,...,N; i < j)
miedzy punktami zbioru X. Lokalnos¢ takiego wskaznika moze by¢ uzyskana
w ten sposob, ze nadaje sie wiekszg wage krétszym odcinkom xXx; oraz wiekszym
katom /x;xx;. Wskaznik o takich wlasnosciach moze by¢ zdefiniowany nastepu-
jaco (zob. [4]):
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N N
Tx(x) = ZaijWij/Z Wi, (2.41)

gdzie
i+ ’

aij: dla dl'j:HXi—Xng, 1 7“1':||X—XZ'||2,

oraz wagi W;; sa zdefiniowane jako

1

TZ'—FTj

Wij =

W przeciwienstwie do wskaznikow zdefiniowanych w podrozdziale 2.2.6, ktére
zaleza od gestosci wypelnienia kuli B(x,p) (w wypadku h,x o) oraz gestosci
wypelnienia calej dziedziny 2 przez punkty zbioru X (w wypadku hx o), wska-
znik yx(x) mierzy, jak punkty danych otaczaja punkt x. Wartosé¢ vyx(x) jest
tym wieksza, im wiecej punktow znajduje sie w bliskim otoczeniu punktu x i sg
ulozone tak, ze wystepuje duzo katéw rozwartych /x;,x,x; (i,7=1,...,N;
i < j) w bliskim otoczeniu punktu x.

Wiasnosci takie wskaznik yx(x) zawdziecza wilasnodciom funkeji a;; i Wi;.
Funkcje a;; przyjmuja najwicksza wartos¢ réwng 1 dla punktéw x potozonych na
odcinku X;Xj. Maksimum jest wigc osiggane, gdy kat Zx;, x,x; = m. Wzmocnienie
wplywu par punktow blizej potozonych punktu x jest uzyskiwane przez funkcje
wagowa W;;, ktéra maksymalna wartosé réwna 1/d;; przyjmuje réwniez na odcin-
ku X;Xj. Im blizej wiec odcinka X;Xj i im mniejsze d;;, tym wiekszy wplyw pary
punktéow x;, X; na wartoS¢ wskaznika dla punktu x.

Na rysunku 2.3 pokazano wykres funkcji a;; oraz W;;, natomiast na rysunku
2.4 przedstawiono wykres wskaznika yx (x) dla 30 punktéw przyktadowego zbioru
danych z procesu optymalizacyjnego dwéch zmiennych.

2.2.7. Regularyzacja Tichonowa

Zagadnienie treningu sieci z radialnymi funkcjami bazowymi jest zagadnie-
niem Zle postawionym w sensie Hadamarda [14]. Zadanie jest zadaniem Zle po-
stawionym (ang. ill-posed), jesli nie jest zadaniem dobrze postawionym, czyli gdy
nie jest spelniony co najmniej jeden z warunkéw nastepujacej definicji.

Definicja 12
Zadanie nazywamy dobrze postawionym, jesli zachodzqg nastepujgce warunki:
1. rozwigzanie zadania istnieje,
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Rysunek 2.3. Wykres funkeji a;;(x). Maksymalna wartosé przyjmowana jest
na odcinku X;%;. Wykres funkcji wagowej W;; jest analogiczny.
Maksymalna warto$¢ funkcji wagowej réwniez jest przyjmowana

na odcinku X;X; i wynosi 1/d;;

2. rozwigzanie zadania jest jednoznaczne,
3. rozwigzanie zadania zalezy w sposob ciggly od danych.

Zadanie treningu sieci z radialnymi funkcjami bazowymi przez rozwigzanie za-
gadnienia interpolacyjnego nie spetlnia zazwyczaj warunku 3. Wynika to z tego,
ze macierz interpolacyjna A jest macierza bardzo zle uwarunkowana. Zte uwarun-
kowanie jest wieksze dla funkcji dodatnio okreslonych i nieskonczenie wiele razy
rozniczkowalnych, tzn. np. dla funkcji Gaussa czy odwrotnej funkcji multikwa-
dratowej.

Dla sieci trenowanych przez rozwigzanie zagadnienia aproksymacyjnego nie
jest spelniony ponadto warunek 2.

Rozwazmy metode regularyzacji Tichonowa z operatorem ograniczen L €
R™N_ Polega ona na rozwigzaniu zagadnienia minimalizacyjnego

min {||Aw — y||* + X?||Lw]|3}, (2.42)
weR

gdzie r jest rzedem macierzy A a A € R jest nazywane parametrem regularyzacji.
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Rysunek 2.4. Wykres wskaZnika vx (x) dla przykladowego zbioru 30 punktéw danych
z dwuwymiarowego procesu optymalizacyjnego

Rozwiazanie tego problemu mozna zapisa¢ za pomoca uogélnionego rozktadu
SVD (GSVD) macierzy A i L. Rozklad GSVD dla macierzy A i L definiujemy
(zob. [14]) jako

_ (2 0 -1 _vyv-l
A_U<O IN_T>X . L=vXxL

Kolumny macierzy U € RV*N oraz U € R™" sa ortonormalne, natomiast ko-
lumny macierzy X € RV*Y s3 ortogonalne wzgledem macierzy AT A, tzn.

2 0
T AT _
XTATAX = (0 IN_T>

oraz spelniaja

M? 0
TrT _
XLLX_<0 o)’

gdzie macierze ¥ = diag(o1,...,0,) oraz M = diag(u1, ..., y,) maja na przekat-
nej nieujemne elementy uporzadkowane tak, ze zachodzi

0<o < <op <1, 12m>--2p 20
przy dodatkowym warunku normalizacji

J?—k,u?zl, t=1,...,7
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Woéwezas
IYZ:O-l/MZ ’L':].,...,’I"

nazywamy uogoélnionymi wartoSciami szczegdlnymi. Jesli macierz A jest pelnego
rzedu, to rozwiazanie w) podanego problemu zapisa¢ mozna za pomoca rozkladu

SVD )
_ X 0 T
W) = XF < 0 INr> U Yy,

gdzie F' = diag(f;). Elementy diagonalne f; nazywaja si¢ wspotczynnikami filtru-
jacymi.

Rozwiazanie zregularyzowane w) oraz odpowiadajacy mu wektor residuéw
y — Aw) mozna zapisa¢ wiec jako

T llTy N
wA:Z fi U T + Z ulyz; (2.43)
i=1 k=r+1

r ul
Lwy = Z fi— 'sz'
i=1 71

oraz
T

y — Aw) = Z(l — foulyu, + (Iy — UUT)y.
i=1

Wspodtezynniki filtrujace maja postaé

2
fi:ﬁ’ i=1,...,7

Redukuja one w rozwiazaniu w) wplyw sktadowych odpowiadajacych wartosciom
szczegblnym o; < o, takim, dla ktérych o, < A < op_1, poniewaz f;/o; < 1/0;
dla kazdego p < ¢ < N. Tak wiec sktadowe odpowiadajace malym wartoéciom
szczegllnym, czyli te, ktére wzmacniaja zaburzenie danych, sa odfiltrowywane.

Metoda regularyzacji Tichonowa jest metoda rozwiazywania zadan zle posta-
wionych i zostata zaproponowana jako metoda rozwigzywania zagadnien odwro-
tnych sformutowanych w postaci catki Fredholma

o) = [ Ko, Dot

Szukanym rozwiazaniem zagadnienia odwrotnego jest funkcja g(t) dla danej fun-
kcji g(s) 1 funkcji jadrowej K(s,t). Dyskretyzacja réwnania Fredholma daje za-
wsze macierz zle uwarunkowang.
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a) b)
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Rysunek 2.5. Warunek Picarda dla réwnania calkowego Fredholma [14] (a). Warunek
Picarda dla aproksymacji funkcjami Gaussa i zbioru 30 punktéw danych (b)

Warunek Picarda

Warunkiem wystarczajacym, aby metoda regularyzacji Tichonowa dawata
interpretowalne rozwiazanie dla zagadnienia odwrotnego zadanego catks Fred-
holma jest spelnienie dyskretnego warunku Picarda. Wedlug dyskretnego wa-
runku Picarda ciag wielkosci [ul'y|, i = 1,2,...,7 musi maleé¢ szybciej niz ciag
i, 1+ = 1,...,N. Jest to warunek, ktéry taczy macierz réwnania z wektorem
prawej strony. Dzieki temu, ze uly < o; dla wszystkich i > p dla pewnego p
wspdlezynniki filtrujace zmniejszaja w rozwigzaniu wktad wektoréw wlasnych
odpowiadajacych matym warto$ciom wlasnym dla ¢ > p. Dla zadania aproksy-
macji funkcjami radialnymi warunek ten nie jest spelniony (zob. rys. 2.5). Dla
zagadnienia aproksymacyjnego rzeczywiste zmniejszenie wkladu wektoréw wla-
snych zachodzi dla o, < A < 0,1 i wektoréw wtasnych o indeksach ¢ > p + &,
gdzie k jest najmniejsza liczba naturalna, dla ktérej ug+ky > .

Metoda uogéblnionej walidacji krzyzowej

Najpopularniejsza metoda wyboru parametru regularyzacji A jest metoda
uogdélnionej walidacji krzyzowej (ang. Generalized Cross Validation (GCV) — zob.
[29]). Jest to metoda, ktéra nie wymaga znajomosci a priori ani zaburzenia da-
nych, ani defnicji dodatkowych parametréow.
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Kryterium GCV jest wskaznikiem okreslajacym przyblizenie minimum pre-
dykcyjnego bledu sredniokwadratowego (ang. predictive mean square error) zde-
finiowanego jako

1 N
NZS/\ X’L - ))27

ktory zalezy od estymowanej funkcji g.

Niech A(\)# = (AT A+XI)~1 AT oznacza zregularyzowana macierz odwrotna,
gdzie A jest macierzg interpolacyjna. Wartosé oczekiwang bledu predykcyjnego
T(M\) mozna zapisaé¢ jako sume obciazenia i wariancji:

ETO) = B (A0 g+ — o)
0.2
= 0= Al + T [A0#]
= V*(\) +o2ua(N),

gdzie b(\) jest obciazeniem modelu, a ¢ wariancja, natomiast j2(\) jest pewna

funkcja wartosci szczegdlnych macierzy A (zob. [14], [29]).
Dla zagadnienia (2.5) kryterium GCV zdefiniowane jest jako

_ Lo (e sa)?
O Dy
gdzie

Z ai;(\) = — Tr {A()\)#} ,

a a;; jest elementem diagonalnym macierzy A(\)%
W postaci macierzowej V(A) mozemy zapisaé

17 = AN* )yH2
[Te(I — AN#)]?

V() = (2.44)

Stabe twierdzenie o zbieznosci kryterium GCV (zob. [29]) méwi, ze dla N — oo
istnieje cigg Ay warto$ci A minimalizujacy wartos¢ oczekiwana kryterium GCV
B*(N) + (1 =21 (N) + p2 (V)

(1 + p1(N)? ’

ktore przyblizaja warto$¢ A dajaca minimum predykcyjnego btedu sredniokwa-
dratowego

EV() =

A = arg m}n ET()).
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Dla danych nieregularnych i wolnych od bledéw pomiaru metoda ta zawsze
daje male A, ktore stabilizuje obliczanie odwrotnoéci macierzy interpolacyjnej.
Mniejsze wartosci A powoduja powstanie btedu wynikajacego z bltedéw zaokra-
glen.

Na rysunku 2.6 pokazano przyktadowy wykres wartosci wskaznika GCV wzgle-
dem .

ot

-4t

log 10(GCV)
1
=

-8t

-12 I I I I . .
-8 -16 -4 -12 -10 -8 -6 -4 -2 0

log, M)

Rysunek 2.6. Wykres wskaznika GCV ()) dla przyktadowego zbioru 30 punktéw danych
z dwuwymiarowego procesu optymalizacyjnego

Metoda L-krzywej

Druga metoda wyboru parametru regularyzacji jest metoda L—krzywej zapro-
ponowana przez Hansena [14], jako narzedzie w rozwiagzaniu zagadnien Zle posta-
wionych metoda regularyzacji Tichonowa.

Metoda ta polega na lokalizacji optymalnego parametru regularyzacji A na
wykresie normy ||[Lw,||2 wzgledem normy residuum |[[Awy — y||2. Krzywa ta
zdefiniowana jest na skali logarytmicznej jako

(C(A);n(N)) = (log |[[Awx — y[[2, log |[Lw||2)

i okresla wktad tych wielkodci w rozwigzaniu wy w zaleznosci od .
Rozwiazanie zagadnienia (2.42) dla dowolnego A lezy na tej krzywej. Rozwia-
zania dla matego A znajduja sie w gornej czeéci wykresu ponad ,naroznikiem”
wykresu. Jesli A jest duze, to rozwiazanie znajduje sie¢ w prawej dolnej czesci
wykresu. Optymalny wyboér parametru A okresla rozwiazanie znajdujace sie
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w narozniku wykresu. Naroznik wykresu zdefiniowany jest jako punkt o maksyma-
Inej krzywiznie
wo = SO = (),
((C"(N)2 + (i (N)2)*/2
Maksymalizacja funkcji () prowadzi do algorytmu wyboru wartoéci parame-

tru regularyzacji A, dla ktérego zachowany jest balans pomiedzy ||[Aw) — yl|2
i||Lwy|2.

Hw i,

10" -

10

10-z L L L
10° 10" 10° 10 10

law-bl,

Rysunek 2.7. L-krzywa dla macierzy interpolacyjnej dla funkcji Gaussa i dla zbioru 30
punktéw danych z dwuwymiarowego procesu optymalizacyjnego

Obliczenie L—krzywej wymaga przeskanowania spektrum wartosci szczegol-
nych macierzy A, co jest operacja czasochlonna. Algorytmy lokalizacji naroznika
na wykresie opieraja si¢ na nastepujacym schemacie:

1. Rozpoczaé z kilkoma punktami ((;,7;) po obu stronach naroznika, tzn. dla
duzego i dla matego A.

2. Obliczy¢ tréjparametryczng krzywa, sklejang trzeciego stopnia S dla punktow
(Girmis Ai)-

3. Niech Sy oznacza pierwsze dwie wspdtrzedne na krzywej S, takie ze So pray-
bliza L-krzywa. Obliczy¢ punkt na S o maksymalnej krzywiznie i odczytaé
odpowiadajaca wartosé Ag.

4. Rozwiaza¢ problem regularyzacyjny dla A = Mg oraz dodaé¢ nowy punkt
(C(Mo)sm(No), Ao) do zbioru wezléw krzywej S.

5. Przejs¢ od punktu 2, jesli nie uzyskalidmy zbieznosci.
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Dla zagadnien zle postawionych w postaci catki Fredholma, dla ktérych spet-
niony jest warunek Picarda, metoda L—krzywej daje wyniki zblizone do metody
GCV. Dla zagadnien interpolacyjnych oraz aproksymacyjnych dla matych zbio-
row danych, ktore nie sa zaburzone, takich jakie otrzymujemy z algorytmu opty-
malizacyjnego, metoda L-krzywej daje wyniki gorsze niz metoda GCV. Wynika to
z tego, ze L-krzywa moze zawiera¢ co najmniej kilka punktéw o duzej krzywiznie.
Pokazano to na rysunku 2.7.

Metoda wazonej wariancji gradientu

Wiadomo, ze w wyrazeniu ||[Aw — y||> + A?||Lw||3 dla w = w) w zaleznosci
od wartoéci parametru regularyzacji A w rézny sposéb zachowuja sie sktadniki
||[Awy — y||? (skltadowa rezydualna) i ||Lw||3 (sktadowa regularyzacyjna). Gdy
A — 0, maleje cze$¢ rezydualna, natomiast cze$¢ regularyzacyjna rosnie i od-
wrotnie, wraz ze wzrostem wartosci parametru A rosnie czesé¢ rezydualna i maleje
czesé regularyzacyjna.

Metoda dyskrepancyjna wyboru parametru A polega na wybraniu najwick-
szego A, dla ktorego

1AWy —yl* <0,

gdzie . jest ustalonym przez uzytkownika poziomem odtwarzania calego zbioru
danych. Oczywiscie, gdy dane w zbiorze zawieraja blad, wartos¢ J. powinna od-
zwierciedla¢ wiedze o poziomie bledu danych. W metodzie tej pod uwage brane
sg jednakowo wszystkie punkty danych zawarte w zbiorze X.

Rozpatrzmy proces treningu sieci neuronowej sy (x) dla kolejnych malejacych
wartosci parametru A za pomoca rozwigzania zagadnienia regularyzacyjnego dla
nieregularnego zbioru danych. Okazuje sie, ze w pewnych regionach otoczki wypu-
klej zbioru danych, gdy A maleje, odtwarzanie zbioru danych w otoczeniu punktu
wyznaczania warto$ci maleje szybciej niz w innych regionach otoczki wypuklej
zbioru danych.

W zastosowaniu sieci neuronowej do aproksymacji funkcji celu w procesach
optymalizacyjnych praktycznie interesuje nas aproksymacja tylko w bliskim oto-
czeniu punktu wartoéciowania. Tak wiec parametr A mozemy wybraé¢ w zalezno$ci
od lokalnego odtwarzania wartosci funkcji na zbiorze danych X.

W takim duchu zaproponowana zostala metoda WGV (zob. [4]), ktora jest
lokalna odmiana metody dyskrapancyjnej. W metodzie tej rozwiazuje sie ciag
zagadnien regularyzacyjnych dla malejacej wartosci parametru A\. Wyboru para-
metru A dokonujemy sposérod tych wartosci, dla ktérych lokalnie jest uzyskane
odtwarzanie zbioru danych na okreSlonym przez uzytkownika poziomie. Lokalne
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Rysunek 2.8. a) zbiér 30 punktéw otrzymanych ze Sciezki optymalizacyjnej dla funkeji
Rosenbrocka dwéch zmiennych, b) lokalne odtwarzanie zbioru treningowego w otoczeniu
punktu A oraz punktu B

odtwarzanie zbioru danych X (Normalized Local Mean Square Error) definiujemy
przez wskaznik

N 1
NLMSEy z(x) = (Z 52 X’“ — Uil / Z )2 (2.45)
k=1 YTk
gdzie rp = ||xr — x||. Wybdér X ograniczamy do takiego zbioru A(x) wartosci

parametru A, dla ktérych NLMSE) 7z < 6. Fakt, ze zbiér A(x) rzeczywiscie
zalezy od punktu wartosciowania x pokazujemy na przyktadzie zbioru danych
otrzymanym podczas konstrukcji sieci aproksymujacej w algorytmie optymaliza-
cji bezgradientowej dwuwymiarowej funkcji Rosenbrocka (rys. 2.8). Na rysunku
2.8a przedstawiono zbiér danych, a na rysunku 2.8b wykresy wskaznika NLMSE
dla punktéw z otoczenia punktu A oraz dla punktu B w zaleznosci od warto$ci
parametru A. Jak widaé, odtwarzanie zbioru danych na poziomie btedu wzgle-
dnego 107° dla otoczenia punktu A otrzymujemy na zbiorze A(A) ~ (0,1079).
Dla punktu B mamy natomiast przedziat A(B) = (0,10711).
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Ze zbioru A(x) wybieramy takie A, ktére minimalizuje funkcjonal wazonej
wariancji gradientu zdefiniowanej jako

WOV (x Z [V (x) — GA(x)113 /i 1 (2.46)

k: k=1

gdzie G A(x) jest usrednionym gradientem w punkcie x, okreslonym jako

N N 1
Z / Z = (2.47)

oraz r, = ||xp — x|]2. GA(x) oraz WGV) z(x) zaleza od x jedynie przez skalo-
wanie, ktore wzmacnia wklad punktéw xj najmniej oddalonych od punktu x.
Minimum funkcjonalu WGV), z(x) wzgledem parametru A € A(x) okredla ten
model, dla ktérego s)(x) ma najmniejsze oscylacje w otoczeniu punktu x, gdyz
odchylenie gradientu od usrednionego gradientu G (x) dla punktéow xj najbliz-
szych punktowi x jest najmniejsze. Na rysunku 2.9 pokazane sg wykresy funkcjo-
nalu WGV, z(x), odpowiadajac wykresom NLMSE) z(x) na rysunku 2.9b dla
punktéw potozonych w otoczeniu dwéch réznych punktéw ze zbioru Z.
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Rysunek 2.9. Wykres wskaznika WGV, z(x) dla punktu A oraz punktu B z rysunku
2.8a. Symbolem * na wykresie oznaczona jest warto$¢ A wskazana przez metode, dla
NLMSE) z(x) < 1074
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a) b)

Rysunek 2.10. a) Blad aproksymacji dla A wybranego przez wskaznik WGV dla wartosci
progowej NLMSE;, = 5.0 - 1075 b) Wybrana warto$¢ A — jak wida¢, w regionie
ubozszym w dane wskaznik daje wiekszg warto$¢ parametru A

Jak widaé, lokalnos¢ tych wskaznikow jest uzyskiwana dzieki skalowaniu skta-
dnika sumy dla i-tego punktu przez kwadrat jego odlegtosci od punktu warto-
Sciowania.

2.3. Optymalizacja — aproksymacja funkcji celu
Rozwazmy zadanie minimalizacji nieliniowej funkcji wypuktej g : R® — R

1min g(z).

Zalézmy, ze g € C? oraz ze wyznaczanie wartoéci funkcji g jest bardzo czaso-
chlonne, np. wymaga zasymulowania pewnego procesu fizycznego. Zasadne jest
w takiej sytuacji uzycie w procesie optymalizacyjnym aproksymacji funkcji g
w celu skrécenia czasu wykonania procesu optymalizacji. W tym podrozdziale
omdéwimy dwa podejscia do przyspieszania optymalizacji funkcji przez zastapienie
jej bezposredniego czasochtonnego wyznaczania wartosci funkcji celu jej aproksy-
macja. Pierwsza klasa metod sa metody regionu wiarygodnosci (ang. trust region
methods). Szeroki przeglad tych metod wraz z rysem historycznym znalez¢é mozna
w [8].
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a) b)
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Rysunek 2.11. Blad aproksymacji dla A ~ 1073 wybranego przez wskaznik GCV (a).
Btad aproksymacji dla A ~ 10785 wybranego za pomoca L-krzywej (b).

W metodach regionu wiarygodnosci buduje sie sekwencje modeli, aproksymu-
jacych funkcje celu, skonstruowanych na danych uzyskanych z algorytmu prébku-
jacego. Model w takiej sekwencji jest optymalizowany algorytmem gradientowym
w regionie wiarygodnosci bedacym otoczeniem ostatniego punktu, w ktérym war-
tos¢ funkcji celu byla wyznaczona w sposéb bezpoéredni. W znalezionym mini-
mum modelu jest wykonywane kolejne warto$ciowanie bezposrednie funkcji celu
oraz modyfikowany jest promien regionu wiarygodnosci.

Drugim omawianym w tym paragrafie podejéciem jest metoda zaprezentowa-
na w [4]. W metodzie tej optymalizuje sie¢ funkcje g algorytmem bezgradiento-
wym, a model aproksymujacy konstruowany jest dla kolejnego punktu, w ktérym
wartos¢ funkcji celu ma byé wyznaczona w sposéb bezposredni, jesli punkt znaj-
duje sie w regionie, w ktérym mozliwe jest skonstruowanie wiarygodnego modelu
aproksymujacego. W obydwu omawianych podejsciach jako model aproksymujacy
uzyte moga by¢ sieci z radialnymi funkcjami bazowymi ([4], [21]).

2.3.1. Metoda regionu wiarygodno$ci

Niech g : R® — R bedzie funkcja celu procesu optymalizacyjnego. Niech po-
nadto g € C?. Schematycznie metody regionu wiarygodnoéci mozna przedstawié
nastepujaco:



2.8. Optymalizacja — aproksymacja funkcji celu 53

1. Inicjalizacja
Dane sa: punkt x¢g € R" oraz poczatkowy region wiarygodnosci o promieniu
Ag € R, a takze stale sterujace n1,m2, 71,72 € R takie, ze

0<m <m <1, 0<y <vy<lLl (2.48)

Obliczy¢ wartosé g(xg) 1 ustawié¢ k = 0.
2. Konstrukcja modelu

Skonstruowaé¢ model s; aproksymujacy funkcje celu g w regionie wiarygodno-

§ci B(xp, Ay) = {x : [|x — xz|| < Ag} dla zbioru Z®) danych n + 1 punktéw

wygenerowanych przez algorytm bezposredni.

a) Przed konstrukcja modelu aproksymujacego dokonaé oceny czy model dla
zbioru Z bedzie modelem poprawnym.

b) Jesli zbiér Z nie zapewnia poprawnosci modelu, to wymienié¢ pewna liczbe
punktéw w zbiorze Z na punkty z poprzednich iteracji algorytmu bezpo-
Sredniego lub wykonaé¢ nowa iteracje algorytmu bezposredniego i dotaczy¢
punkt powstaly w jej wyniku do zbioru Z.

3. Obliczanie kroku
Obliczy¢ krok dy, ktéry ,zapewni odpowiednia redukcje modelu” sj taki, ze
X, +dg € B(Xk,Ak)

4. Akceptacja nowego punktu
Obliczy¢ g(x) + dj), a nastepnie wskaznik redukeji modelu

_g(xx) — g(xp +dg)
Pk = sk(xk) - Sk(Xk + dk) (2.49)

Jesli pr, 2> m1, to Xp4+1 := xg + dg, W przeciwnym wypadku Xpy1 = Xg.
5. Modyfikacja promienia wiarygodnoS$ci
Ustawié
[Ag, +00), dla pg > n2,

Api1 €4 (AR AL dlapy € [, ), (2.50)
(’YlAk,WAk], dla pp < m.

6. Inkrementuj k i przejdz do kroku 2.

Minimalizacja modelu aproksymujacego

Kluczowymi krokami w tym schemacie sg punkty 2 i 3. W punkcie 2 budujemy
model aproksymujacy funkcje g w kuli B(xy, Ag). Klasycznie jako metoda apro-
ksymacji uzyty moze by¢ model kwadratowy

s06) = g000) + Vg )T 0 — 1) + 0 — 1) Hy (< — )
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gdzie Hy, jest aproksymacja Hesjanu funkcji g. W pracy [21] wykorzystany jest
natomiast model sieci z radialnymi funkcjami bazowymi

N Q
se(x) = > _wid(|lx —xi|]) + D Bipi(x),
i=1 =1

gdzie p; € 7, (R™) sa wielomianami bazy przestrzeni wielomianéw n zmiennych

stopnia nie wickszego niz m, gdzie m jest stopniem warunkowej dodatnio okreslo-
m+n—1 )
. .

noéci funkcji radialnej ¢ a QQ = (
Poprawnos$é modelu aproksymujacego

Pojecie poprawnosci modelu (ang. validity of the model) definiujemy nastepu-
jaco:

Definicja 13

Méwimy, ze dla danej metody regionu wiarygodnodci zbicr Z*®) zbudowany dla
k-tej iteracji zapewni poprawno$¢ modelu aproksymujgcego sk, jesli dla kazde-
go

k prawdziwe bedzie ograniczenie gradientu

1 N
Vsp(x) — Vg(x)|| < ———GA x; — x|t
V549 = Vo0 < (g5 Gen Dl = I
dla dowolnego x € B(xk, Ak), gdzie q jest najwyzszym stopniem wielomianu in-
terpolacyjnego n zmiennych, jaki mozna zbudowaé dla danych ze zbiorze Z(*)
i cigg statych Axx) jest ograniczony z gory.

Istnienie gérnego ograniczenia ciagu {Ax ) }r=1,.. zapewnia utrzymanie takiej
geometrii zbioru X*) dla kazdego kroku k, ze zbiér X*¥) bedzie zbiorem dobrze
wywazonym (ang. well poised).

Definicja 14
Mowimy, ze zbior X = {x1,...,XqQ} jest wywaZony wzgledem przestrzeni wielo-
mianow mq(R™), jesli macierz interpolacyjna, tzn.
po(x1) ... po(x1)
P=| - (2.51)
po(xqQ) ... pQ(xQ)
gdzie Q = <q+"> jest nieosobliwa.

n
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Jesli zbiér X jest przeskalowany tak, ze zawiera sie w kuli B(0, 1), a jako baze
wybierzemy przeskalowane wielomiany bazy naturalnej, tzn.

{1, 21,29, .., 24,23 /2, 2129/2, ..., 2" L2, /(g — D)), 2% /q'}, (2.52)

to im wiekszy wyznacznik macierzy (2.51), tym zbior jest lepiej wywazony. Spraw-
dzenie wywazenia zbioru X z powyzszej definicji nie daje nam informacji, ktore
z punktow zbioru X degraduja dobre wywazenie. Nie mamy wiec podpowiedzi,
ktéry z punktéw nalezy wymienié, aby poprawi¢ wywazenie. Sprawdzenie wywa-
zenia oparte na analizie zachowania fundamentalnych wielomianéw Lagrange’a
[9] lub fundamentalnych wielomianéw Newtona [21], daje nam taka podpowiedz.

Dla dowolnego zbioru X = {x1,...,xq}, ktéry jest m,(R"™)-unisolwentny
oraz dla wektora p(x) = [po(x),-..,po(x)]T, gdzie {pi}?zo jest baza przestrzeni
mq(R™), istnieje wektor u = [ug(x), ..., ug(x)] taki, ze

Q
> ui(x)p(x;) = p(x).
=1

Funkcje u;, i = 0,...,Q sa funkcjami Lagrange’a zmiennej x, tzn. u;(x;) = 0;;.
Sa to wielomiany, gdyz liniowo zaleza od wektora p(x).

Definicja 15
Mowimy, ze zbior X = {x1,...,XqQ} jest A-wywazony, jesli dla dowolnego punktu
X z otoczki wypukiej zbioru X zachodzi

[lu(@)]li <A.

Twierdzenie 16

Jesli macierz P jest nieosobliwa oraz || P7|| < A, to zbiér X jest (vQ — 1-A)-wy-
wazony w kuli B(0,1). Odwrotnie, jesli zbior X jest A-wywazony w kuli B(0,1),
to macierz P jest nieosobliwa 1

IP7HI < 0A,

gdzie 0 > 0 zalezy tylko od n i r, nie zaleZy natomiast od X i A.

W pracy [9] rozwazane sa ograniczenia bazujace na rozkladzie LU macierzy P oraz
rozkladzie QR macierzy PT, za pomoca ktérych mozna zapewnié ograniczenie

C(Q)egrowth

Pl < ,
[P~ c
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gdzie egrowth jest estymata czynnika wzrostu zwigzanego z algorytmem faktory-
zacji, ¢ jest ograniczeniem dolnym modutu obrotéw (ang. pivots) w faktoryzacji
oraz c¢(Q) jest pewna potega liczby @ — 1. Wéwczas, korzystajac z twierdzenia
16, otrzymujemy ograniczenie

@ - C 9 t
Z|U1(X)’ < (Q 1) (CQ) grow h' (253>
i=1

Twierdzenie 17 (moduly obrotéw w rozkladzie LU)
Niech ¢ € (0,1/4) bedzie ustalone. Za pomocq rozkladu LU mozna wyznaczyé
Q= (n+1)(n+2)/2 punktéow w kuli B(0,1), zakladajgc, zZe x1 = 0, dla ktérych
moduly obrotow w procedurze eliminacji Gaussa wyznaczajgcej rozktad P = LDU
spetniajg

|Dii| >¢, i=1,...,Q —1. (2.54)
Mamy wowczas
VO —TIL [T 1]

c :

W nieréwnosci (2.53) mamy wiec egrowtn = || L7H|||U Y| oraz ¢(Q) = V@ — 1.

1P <

Twierdzenie 18

Niech ¢ € (0,1/4) bedzie ustalone. Za pomocq rozkladu LU mozna wyznaczyé
Q= (n+1)(n+2)/2 punktow w kuli B(0,1) zakladajgc, Ze x1 = 0, dla ktorych
elementy diagonalne macierzy R w rozkladzie QR macierzy PT spelniajq

|Ris| > QC_1’ i=1,...,Q—1. (2.55)
Mamy wowczas -
—1)||R!
¢
gdzie PT = QR = QDR i R € RQ-DXQY jest macierzq tréjkatng gérng
z jedynkami na przekatnej. W nieréwnodci (2.53) mamy wiec egrowth = ||[R7|

oraz c(Q) = Q — 1.

Druga metoda sprawdzenia wywazenia zbioru X oraz wykrycia punktéw, ktére
degraduja wywazenie, jest analiza moduléw obrotéw w algorytmie konstrukcji
fundamentalnych wielomianéw Newtona [8]. W metodzie tej w kroku startowym
kolejnym punktom zbioru X przyporzadkowane sg kolejne wielomiany bazy na-
turalnej (2.52). Wynikiem natomiast jest podzial zbioru X na g + 1 blokéw

l l
X[l]:{x[l}v""x{\]([l”} (l:O,...,?“)»
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l
7

i € XM odpowiada fundamentalny wielomian
Newtona stopnia [, spelniajacy warunki:

Nim (Xg'm]) = 0;;0;m  dla kazdego Xg'm] e XM dla m <.

gdzie [-ty blok zawiera

punktow. Kazdemu punktowi x

Algorytm 1 (wyznaczania bazy fundamentalnych wielomianéw Newtona)
1. Inicjalizacja
Ustawic Nim (i=1,....,|Xyl,l =0,...,q) na baze naturalng (2.52). Ustawi¢
Xtemp = 0.
2. Petla gléwna
Dlal=0,....,n,ii=1,...,|XU]|,
a) wybraé punkt xz[-m} € X\Xtemp taki, ze ]Ni[l] (xgl])\ #0,
y] w zbiorze X\Xiemp, to ustawic X = Xiemp
i zakoniczyé przedwcezesnie (baza wielomianéw Newtona jest niepelna).

¢) dodaé punkt XE”

b) jesli nie istnieje taki punkt x

Xtemp — Xtemp U {Xgl}h
d) znormalizowaé odpowiadajgcy wielomian fundamentalny
N (o) = N G0 /I () (2.56)
e) waktualnié odpowiadajgce wielomiany fundamentalne w bloku

[7] _ (7] (L 10N Arl]
Nj (x) _Nj (x) _Nj (x;")N; " (%),
dlaj#i,j5=1,...,|XU], i
(%] _ Al (k] ([N Arll]
Nj (X)_Nj (X)_Nj (x; )N, (%),

(2

dlaj=1,... XU k=14+1,...,q.

Algorytm podany jest algorytmem ortogonalizacji Gramma—Schmidta wyj-
Sciowej bazy naturalnej wzgledem iloczynu skalarnego

Q
(P,Q) = ZP(Xi)Q(Xi)-

Modutami obrotéw w tej procedurze nazywamy wielkosci Nl-m (xy]) w podstawie-
niu (2.56).
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Twierdzenie 19

Algorytm 1 generuje zbior Xiemp, ktory jest wywazony, jesli moduly obrotow
NI (x) sq réine od
;(x;") sq rézne od zera.

Dodanie do podanej procedury warunku

Ny > g, (2.57)

% )

dla pewnego ustalonego 6, umozliwia kontrole jako$ci wywazenia.

Poprawa zbioru danych

Oceny jakosci modelu aproksymujacego s w k-tej iteracji metody regionu
wiarygodnosci dokonujemy wiec za pomoca jednej z podanych metod kontroli
wywazenia zbioru X(®). Dla wielomianéw Lagrange’a jest to skorzystanie z twier-
dzenia 17 lub 18 dla ustalonych warto$ci progowych modutéw obrotéw odpo-
wiednio
w nieréwnosciach (2.54) i (2.55). W pracy [9] rekomendowane jest uzycie metody
QR, czyli twierdzenia 18 i ograniczen moduléw obrotéw (2.55) jako metody bar-
dziej stabilnej numerycznie. W pracy [8] rekomendowany jest natomiast algorytm
1 konstrukcji wielomianéw Newtona oraz oceny modelu za pomoca nieréwnosci
(2.57). W pracy [21] do oceny wywazenia zbioru X*) uzyty jest algorytm 1 dla
qg=1.

Korzystajac z nieréwnodci (2.54), (2.55) lub (2.57), mozna wiec ocenié¢, ktore
z punktow zbioru X degraduja dobre wywazenie. Takie punkty moga by¢ wymie-
nione na inne spoza zbioru X, dla ktorych obliczona zostalta juz wartosé funkcji
celu, a ktére poprawia wywazenie zbioru danych.

Jesli skonstruowany juz zostal wiarygodny model w kuli B(xg,Ag), to przecho-
dzimy do kroku 3, czyli do minimalizacji modelu w celu wyznaczenia wektora dy.
Poniewaz gradient modelu mozemy obliczy¢ szybko, do znajdowania minimum
stosujemy wiec dowolny algorytm drugiego rzedu lub jakas odmiane algorytmu
quasi-newtonowskiego.

Zbieznos¢ metod regionu wiarygodnosci

Zalozeniami dotyczacymi sekwencji {so, s1,..., Sk, ...} konstruowanych mo-
deli aproksymujacych, dzigki ktérym mozna dowie$é¢ zbieznosci metody regionu
wiarygodnosci, sa :

1. Model aproksymujacy s spelnia
l9(x) — s1(x)| < C1A%, dla kazdego x € B(xg, Ay)

gdzie C jest niezalezne od x i k.
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2. Gradienty zaréwno funkcji g, jak i modelu aproksymujacego spetniaja
IVg(xk) — Vsi(xp)|| < C2A.

3. Hesjan modelu aproksymujacego jest ograniczony w regionie wiarygodnosci

B(xg, Ag) dla kazdego k
[|[Vxxsip(x)|] < C  dla kazdego x € B(xg, Ag).

4. Dla kazdego k mamy

INEe
Br ’Ak> ’

sk (%) — s(xx + dg) > K||Vsg(xz)| | min <

gdzie k € (0,1) a

=14+ max Vxx Sk (%)]].
ﬁk xeB(xk,Ak)H XX k( )H

5. Zwieksz k — przejdz do punktu 2.
O zbieznosci metody regionu wiarygodnosci méwi nastepujace twierdzenie:

Twierdzenie 20
Jesli zachodzg warunki 1.-5. to algorytm regionu wiarygodnosci jest zbiezny do
punktu krytycznego pierwszego rzedu x*, tzn. Vg(x*) = 0.

W pracy [21] wyprowadzono wartosci statych C1 i Cy dla modelu aproksymu-
jacego w postaci sieci z n+1 radialnymi funkcjami bazowymi (2.3). W przyktadach
numerycznych prezentowanych w pracy [21] uzyta jest funkcja bazowa ¢(r) = 3.

W rozwinieciu (2.3) wystepuje wiec wielomian liniowy n zmiennych.

2.3.2. Metoda SPELROA

Druga metoda przyspieszenia procesu optymalizacji przez wykorzystanie apro-
ksymacji funkcji celu jest metoda SPELROA (ang. Search Procedure Exploiting
a Local Regularized Objective Approzimation) zaproponowana przez autora w [3]
i rozwinieta w [4]. Polega ona na konstrukeji modelu aproksymujacego przed ko-
lejnym wyznaczeniem wartosci funkcji celu w punkcie wygenerowanym przez algo-
rytm podstawowy dokonujacy optymalizacji. Najczesciej dla funkcji, dla ktérych
wyznaczanie wartosci jest czasochlonne, jest to algorytm bezgradientowy [10].
Metoda ta zaproponowana zostala w potaczeniu z bezgradientowym algorytmem
EXTREM [15] uzytym do optymalizacji magneséw zakrzywiajacych akceleratora
LHC (ang. Large Hadron Collider) [23].

Metoda prezentowana dalej (zob. [4]) moze zosta¢ polaczona z dowolnym
algorytmem optymalizacyjnym. Najlepsze wyniki, tzn. najlepsze przyspieszenie
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procesu optymalizacji, uzyskiwane sa jednak dla algorytméw bezgradientowych.
Schemat metody jest nastepujacy:

1. Wykonaé I, poczatkowych krokéw podstawowego algorytmu optymalizacyj-
nego.
2. Algorytmem podstawowym wygenerowaé punkt x;, w ktérym ma by¢ obli-
czona funkcja g(xy).
3. Stworzy¢ zbior treningowy Z z punktéw, w ktérych funkcja byta obliczona
w sposéb bezposredni.
4. Ocenié¢, czy mozna dla punktu x; skonstruowaé¢ model aproksymujacy, bedacy
wiarygodnym modelem do aproksymacji funkcji ¢ w punkcie xy:
a) Jesli punkt xj znajduje sie w wiarygodnym regionie dziedziny, to skons-
truowaé¢ model aproksymujacy s, dla punktu xy.
Jedli model zostal poprawnie skonstruowany, to obliczy¢ aproksymacje
sg(xg) 1 podstawié
9(Xp) — sk(xp).-

b) Jesli punkt xj nie jest w regionie wiarygodnym lub model nie moze zostaé
poprawnie skonstruowany, to obliczy¢ funkcje g(x) w sposéb bezposredni.
5. Zwiekszy¢ k — przejsé do kroku 2.

Zakonczy¢ podany proces, gdy spelnione jest kryterium konca algorytmu podsta-
Wowego.

Roéznica w poréwnaniu z metodami regionu wiarygodnosci omawianej w poprzed-
nim podrozdziale jest taka, ze o ile w metodzie regionu wiarygodnoéci obliczamy
funkcje w sposob bezposredni w kolejnym punkcie x; wygenerowanym przez al-
gorytm, o tyle w prezentowanej tutaj metodzie chcemy uniknaé¢ bezposredniego
obliczania funkcji. Obliczenie funkcji w sposéb bezposredni w punkcie x;, jest za-
stepowane konstrukcja modelu s, oraz obliczeniem sy (xy), jesli punkt x; znajduje
sie w regionie wiarygodnym, tzn. dostatecznie bogatym w punkty danych.
Kluczowym krokiem w tym schemacie jest punkt 4. Najpierw dokonuje si¢
sprawdzenia, czy punkt x; znajduje sie w regionie dostatecznie bogatym w dane,
tzn. takim, dla ktérego mozna skonstruowaé¢ wiarygodny model aproksymujacy.
W zastosowaniu podanej metody w [4] w tym celu uzyty zostal lokalny wskaznik
otoczenia y(x) oméwiony w podrozdziale 2.2.6. Jak wynika z wlasnosci wskaz-
nika ~(x), mierzy on nie tylko liczbe punktéw danych w otoczeniu punktu x,
ale réwniez to, jak te dane otaczaja punkt x. W punkcie 4a) konstruowany jest
model aproksymujacy funkcje g w punkcie xj. Jako model aproksymujacy w [4]
uzyta zostala sie¢ (2.3) z radialna funkcja bazowa ¢(r) = e_TQ/(O‘[diam(X)]z), gdzie
diam(X) jest $rednica zbioru danych, a a € [0.5, 1]. Jest to funkcja $cisle dodatnio
okreslona. Stad nie wystepuje cze$¢ wielomianowa w (2.3). Poniewaz zbiér danych
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X jest maly oraz bardzo nieregularny, problem konstrukcji modelu aproksymu-
jacego jest problemem zle postawionym. Do konstrukcji modelu uzyta zostata
metoda regularyzacji Tichonowa oméwiona w podrozdziale 2.2.7 z operatorem
regularyzacji L = I. Wektor wag w w (2.3) obliczany jest z rozwiniecia (2.43).
Jako metody wyboru wartosci parametru regularyzacji uzyto wskaznika WGV,
dzieki czemu mozliwe byto uzyskanie jakosci aproksymacji funkcji celu z btedem
wzglednym na poziomie 1073. W punkcie 4b dokonuje sie¢ bezpogredniego obli-
czenia ¢g(x) w wypadku, gdy punkt xj lezy w obszarze, ktéry nie jest wiarygodny
lub gdy jest w obszarze wiarygodnym, lecz dla zadnego A model nie daje dobrego
odtwarzania zbioru Z w otoczeniu punktu x w sensie wskaznika NLMSE) z(x).

Jak pokazuja testy optymalizacji funkcji Rosenbrocka w nastepnym podroz-
dziale, jako$é¢ aproksymacji funkcji celu, uzyskana modelem z funkcjami Gaussa,
jest lepsza niz w przypadku uzycia modelu z ¢(r) = 73 z liniowym sktadnikiem
wielomianowym.

2.4. Testy numeryczne

2.4.1. Jako$é aproksymacji

Zasadno$¢ zastosowania aproksymacji do przyblizania funkcji celu w regio-
nach, w ktérych funkcja celu zostala wczesniej wyznaczona w sposob bez-
posredni w pewnej liczbie punktéw, pokazujemy na przykladzie optymalizacji
funkcji Rosenbrocka [34] za pomoca algorytmu EXTREM [15]. Na rysunkach 2.12
i 2.13 przedstawiono maksymalny blad wzgledny aproksymacji funkcji uzyskany
na zbiorach testowych 20 punktéw wylosowanych z wielowymiarowego rozkta-
du jednostajnego i spelniajacych warunek v(x) < prog. Z testéw dla funkcji
Rosenbrocka wynika, ze w okoto 25% punktéw wyznaczanie funkcji w sposéb
bezposredni moze zostaé zastapione przez aproksymacje siecia RBF. Wyniki uzy-
cia aproksymacji funckji celu zamiast wartoéciowania bezposredniego dla funkcji
Rosenbrocka przedstawiamy w nastepnym podrozdziale.

Na rysunku 2.14 przedstawiamy poréwnanie jako$ci aproksymacji funkeji celu
uzyskanej za pomoca sieci aproksymujacej z funkcjami Gaussa z sieciami z fun-
kcjami 73, takimi jak prezentowane w pracy [21]. Sie¢ z funkcjami 73 zachowywata
sie porownywalnie dobrze tylko na konicu procesu optymalizacji, tzn. blisko punk-
tu minimalnego.

2.4.2. Funkcja testowa

W niniejszym podrozdziale pokazujemy, jakie wyniki daje metoda omoéwiona
w podrozdziale 2.3.2 daje wyniki dla funkcji Rosenbrocka. Metoda w potaczeniu
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Rysunek 2.12. Maksymalny btad aproksymacji siecia RBF konstruowana dla kolejnych
punktéw, w ktérych wyznaczana jest funkcja celu (dla funkeji Rosenbrocka trzech zmien-
nych) w kolejnych krokach algorytmu EXTREM [15]. Algorytm wystartowany z punk-
tu [0,1, 1] i wymagal 347 wyznaczen wartosci funkcji, z ktérych 92 wykonywanych jest
w punktach, dla ktérych mozna zbudowaé sie¢ aproksymujaca. Wykres pokazuje mak-
symalny blad wzgledny dla sieci aproksymujacej zbudowanej za pomocag metod GCV,
L-krzywej oraz WGV w kolejnych krokach w obszarze, dla ktérego v(x) > 0.55

z algorytmem bezgradientowym EXTREM [15] uzyta zostala do minimalizacji
funkeji trzech i pieciu zmiennych. Tabele 2.1 i 2.2 przedstawiaja znalezione mi-
nimum oraz liczbe punktéw, w ktérych funkcja celu byta wyznaczona w sposdb
bezposredni oraz liczbe konstrukeji aproksymacji funkcji potrzebnych do znalezie-
nia minimum. Wykresy natomiast przedstawiaja wartosé¢ funkcji w optymalizacji
algorytmem bezposrednim oraz proponowana metoda. Wyniki te oméwione zo-
staly w prace [6].

Wyniki numeryczne zastosowania metody w procesie optymalizacji rzeczywi-
stych trudnych do wyznaczenia funkcji wystepujacych w optymalizacji magneséw
nadprzewodzacych przedstawiliémy w pracy [4].
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Rysunek 2.13. Ograniczenia gérne bledu aproksymacji sieciami skonstruowanymi dla
kolejnych punktéw, w ktérych funkcja celu jest wyznaczana w sposéb bezposredni (dla
funkcji Rosenbrocka pieciu zmiennych) w kolejnych krokach algorytmu EXTREM [15].
Algorytm rozpoczal proces minimalizacji z punktu [0,1,1,1,1] i wymagal 790 wyzna-
czen wartosci funkcji, z ktorych 110 wykonywanych jest w punktach, dla ktérych mozna
zbudowad sie¢ aproksymujaca. Wykres pokazuje maksymalny blad wzgledny dla sieci
aproksymujacej zbudowanej za pomoca metody GCV, L-krzywej oraz WGV w kolejnych
krokach w obszarze, dla ktérego v(x) > 0.65

2.4.3. Optymalizacja magneséw nadprzewodzacych

Okres$lenie funkcji celu

Celem optymalizacji magnesoéw nadprzewodzacych w zderzaczu LHC byto za-
pewnienie wymaganych wlasnosci generowanego przez nie pola magnetycznego —
zakrzywiajacego, skupiajacego lub korygujacego trajektorie wiazki przyspiesza-
nych czastek elementarnych. Wymagania te sa okreslone przez geometrie tunelu
oraz fizyke akceleratora. Ogolnie rzecz biorac, w procesie konstrukcji magnesu
celem jest czyste pole wielobiegunowe o okreslonym natezeniu. Cel ten formuto-
wany jest w kategoriach wspoélczynnikow rozwiniecia Fouriera statycznego pola
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Rysunek 2.14. Poréwnanie jako$ci aproksymacji dla sieci z funkcjami Gaussa kon-

struowanych metoda WGV oraz sieci z funkcjami 73 konstruowanych bez regularyzacji

(zob. [21]) dla zbioréw danych konstruowanymi dla kolejnych punktéw generowanych

w optymalizacji funkcji Rosenbrocka trzech zmiennych w kolejnych krokach algoryt-

mu EXTREM [15]. Poréwnanie dla punktéw na $ciezce optymalizacyjnej, dla ktérych
~v(x) > 0.55

magnetycznego w aperturze magnesu. Statyczne pole magnetyczne w regionach
niemagnetycznych i wolnych od pradu jest opisywane przez uktad uproszczonych
réwnan Maxwella

VxB = 0,

. 2.58
v-B = 0. ( )

Dla zagadnien dwuwymiarowych uktad (2.58) we wspéirzednych kartezjanskich
redukuje sie do uktadu

o, _ om,
oy Oz’
9B, 0B,

0z Oy’
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Tabela 2.1. Poréwnanie znalezionego minimum oraz liczby wyznaczen wartoéci funkeji

celu dla algorytmu EXTREM oraz algorytmu EXTREM potaczonego z aproksymacja

funkcji celu za pomoca sieci RBF dla funkcji Rosenbrocka trzech zmiennych. Proces
rozpoczeto z punktu [0, 1, 1]. Przyjeto Yprog = 0.55

EXTREM | EXTREM+
RBF approx.

T 1.000 003 | 1.002 752

Ty 1.000 006 | 1.003 494

3 1.000 012 | 1.008 847

Gob] 0.000 000 | 0.008 847

Liczba wart. funkcji | 281 209+80

Sredni blad 0.000 953

Tabela 2.2. Poréwnanie znalezionego minimum oraz liczby wyznaczen wartosci funkcji

celu dla algorytmu EXTREM oraz algorytmu EXTREM polaczonego z aproksymacja

funkcji celu za pomoca sieci RBF dla funkcji Rosenbrocka pieciu zmiennych. Punktem
startowym optymalizacji byl punkt [0, 1,1,1,1]. Przyjeto vprog = 0.65

EXTREM EXTREM+
RBF approx.
1 0.999 998 | 0.998 981
To 0.999 996 | 0.998 029
T3 0.997 990 | 0.996 059
T4 0.999 985 | 0.992 051
s 0.999 971 | 0.984 196
Job; 0.000 000 | 0.000 085
Liczba wart. funkcji | 730 469+90
Sredni blad 0.000 029
ktory jest réwnowazny réwnaniu Laplace’a
V(VXxA,)=0 (2.59)

spelnianego przez skladowg z potencjatu wektorowego A zdefiniowanego standar-
dowo jako

—

B=VxA

w przestrzeni tréjwymiarowe;j.
Pole magnetyczne jest obliczane z zaleznosci B, = % oraz B, = —65};.
Przechodzac do wspdlrzednych biegunowych (7, ), réwnanie (2.59) przyjmuje

postaé

02A, 104, N iazAz 0
or? r Or r2 0p?
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Rysunek 2.15. Wartos¢ funkeji celu dla algorytmu EXTREM oraz algorytmu EXTREM
polaczonego z aproksymacja funkcji celu za pomoca sieci RBF dla funkcji Rosenbrocka
trzech zmiennych

Ustalajac pole dla r = 0, otrzymujemy rozwigzanie
o0
A, (r,p) = Z (G, cos(ny) + Hy, sin(ny)).
n=1

Radialna i katowa sktadowa pola zapisuja sie¢ wowczas jako szeregi

10 >
B, (r,p) = ;%Az(r, ) = ;r”_l(Bn sin(ny) + A, cos(ny)), (2.60)
Bo(r ) =~ Au(ryg) = 3 1" (Bu cos(ng) — Ausin(ng)),
v or =
gdzie B, = —nG, i A, = nH,. Jako$¢ pola w aperturze jest formutowana za

pomoca wspolezynnikéw rozwiniecia sktadowej radialnej (2.60) na zadanym pro-
mieniu referencyjnym r = r.r. Dla magneséw zderzacza czastek elementarnych
LHC 7o = 17 mm.
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Optymahzaqa funkcji Rosenbrock 5D

| T

— EXTREM
- — EXTREM + RBF &

oks.

3.5¢

2.5¢

1.5¢

0.5}

0 100 200 300 400 500 600 700 800
numer wyznacz. wart. funkcji celu

Rysunek 2.16. Wartos¢ funkcji celu dla algorytmu EXTREM oraz algorytmu EXTREM
potaczonego z aproksymacja funkcji celu za pomoca sieci RBF dla funkcji Rosenbrocka
pieciu zmiennych

Aby zdefiniowaé funkcje celu, przeksztalémy rozwiniecie (2.60) na okregu
o promieniu referencyjnym r.s do postaci

o
By (Tyet, ) = B1 (et Z (Tref) SINNY + ap (Tref) COSNY). (2.61)
n=1

Ze wzgledu na symetrie budowy magnesow zderzacza czastek elementarnych LHC
znikaja z podanego rozwiniecia sktadniki aj(ryef), a2(7yef), - - .. Celami w procesie
optymalizacji zakrzywiajacych magneséw dipolowych (zob. [23]) dla zderzacza
LHC sa:

1. Pole magnetyczne o zadanym natezeniu strumienia By = 9.37.
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Czystosé pola magnetycznego na nominalnym poziomie natezenia pradu po-
budzajacego, tzn.

min by (rref))

min b3 (7yef ),

min by (7ref ),

Czysto$¢ pola magnetycznego na poziomie pradu pobudzajacego podczas
wstrzykniecia wiazki protonéw do zderzacza czastek elementarnych, tzn.

min by inj (Tret),
min b3,inj (rref)7
min by inj (Tret),

Zmiana pola pomiedzy poziomem natezenia podczas wstrzykniecia wigzki
protonéw do zderzacza czastek elementarnych a poziomem nominalnym na-
tezenia, tzn.

min Aba(rrer) = min(bo,inj(rret) — b2(Tret)),
min Abg (Tref) = min(bS,inj (Tref) — b3 (Tref))v
min Aby(rrer) = min(by,inj(rret) — ba(rret)),

Tabela 2.3. Poréwnanie dzialania algorytmu EXTREM oraz metody SPELROA po-
taczonej z algorytmem EXTREM do optymalizacji gtéwnego magnesu dipolowego zde-
rzacza czastek elementarnych LHC. Proces minimalizacji zostal rozpoczety z punktu

[88.0,105.0,79.0]. Uzyskano przyspieszenie okoto 30%
’ ‘ EXTREM ‘ SPELROA ‘

x1 80.92 80.70
9 99.64 99.40
xs3 86.02 85.74
Jobj -23.94 -24.18
Liczba obliczen 301 208
wart. gob;
Liczba aproksy- 45
macji RBF gop;
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Tabela 2.4. Poréwnanie dzialania algorytmu EXTREM oraz metody SPELROA po-

taczonej z algorytmem EXTREM do optymalizacji gtéwnego magnesu dipolowego zde-

rzacza czastek elementarnych LHC. Proces minimalizacji zostal rozpoczety z punktu
[95.0,96.0,85.0,275.0, 8.0]. Uzyskano przyspieszenie okoto 18.5%

| | EXTREM | SPELROA |

x1 87.10 87.44
x9 105.39 104.69
x3 92.90 93.55
x4 280.97 280.99
x5 3.91 4.10
Jobj 15.51 15.66

Liczba obliczen 343 281

wart. gob;
Liczba aproksy- 52
macji RBF gop;

Funkcje celu zawierajacg okreélone cele dla poczatkowych sktadowych b,, konstru-
uje sie za pomoca metody wazenia celéw, funkcji odlegtosci oraz metod wlaczania
ograniczen (zob. [1], [23]). Zmiennymi, od ktérych zalezy optymalizowana funkcja
celu, sa parametry techniczne modelu magnesu — zob. rys. 2.17.

Wyniki numeryczne

Funkcja celu, jaka optymalizowaliémy, skonstruowana zostata za pomoca me-
tody wazenia celéw i ma postac:

4 4
Gobj(x) =D tiAb;+ > bimj dla  (t2 =t3 = 5,14 = 50), (2.62)
=2 =2

gdzie b, b3 1 by sa wspdlczynnikami kwadrupolowymi, sekstopolowymi oraz okto-
polowymi odpowiednio. Parametrami, wzgledem ktérych prowadzona jest opty-
malizacja trzech zmiennych, sa x = (x1,x2,x3), gdzie x1 = alell, x5 = blell oraz
r3 = alel2 sg parametrami ksztaltu kolnierza niemagnetycznego wokoét cewki
(rys. 2.17). Do optymalizacji uzyliémy algorytmu EXTREM [15] potlaczonego
z metoda SPELROA. Proces minimalizacji rozpoczeto z punktu [88.0,105.0, 79.0].
W tabeli 2.3 przedstawiamy poréwnanie znalezionych miniméw funkcji celu oraz
liczby wyznaczen funkcji celu dla obydwu metod. Uzyskane za pomocg metody
SPELROA przyspieszenie to okoto 30%.

W pracy [3] przedstawiliémy réwniez wyniki optymalizacji gléwnego magnesu
dipolowego zderzacza czastek elementarnych LHC dla funkcji (2.62) zaleznej od
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Rysunek 2.17. Parametryczna reprezentacja optymalizowanego jarzma magnesu LHC

pieciu parametréw projektu. Dodatkowo pod uwage wzieto zmienne x4 = ryoke
oraz x5 = hy (zob. rys. 2.17). Zastosowana metoda réznila sie od prezentowa-
nej w tej pracy jedynie sposobem okreslenia regionu wiarygodnego oraz sposo-
bu wyboru parametru regularyzacji w konstrukcji aproksymatora funkcji celu.
Roéznica polegata na uzyciu odleglo$ci Mahalanobisa zamiast wskaznika yx oraz
arbitralnego przedzialu poszukiwania wartosci parametru regularyzacji A. Wyniki
przedstawiono w tabeli 2.4.

2.5. Podsumowanie

W rozdziale tym oméwiliSmy dwie metody zastosowania sieci neuronowych
z radialnymi funkcjami bazowymi do przyspieszenia proceséw optymalizacyjnych.
Pierwsza metoda polega na minimalizacji modelu aproksymujacego skonstruowa-
nego w regionie wiarygodnoéci, natomiast druga metoda polega na konstrukcji
modelu aproksymujacego dla punktu w regionie bogatym w dane i zastgpieniu
bezposéredniego wyznaczania wartodci funkcji jej aproksymacja. Dla drugiej me-
tody przedstawiono wyniki numeryczne dla optymalizacji funkcji testowej, jesli
chodzi zaréwno o blad aproksymacji, jak i proporcje zmniejszenia liczby bezpo-
srednich wyznaczen funkcji celu.

Zagadnieniem otwartym, nad ktérym pracujemy, jest ostrzejsze niz w twier-
dzeniu 15 oszacowanie btedu aproksymacji dla danego zbioru punktéw danych.
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Jednym z mozliwych kierunkéw badan w celu okreslenia takiego oszacowania dla
malych zbioréw danych jest mozliwos¢ wnioskowania o bledzie aproksymacji
w punkcie, gdy wartos¢ funkcji Lebesgue’a w danym punkcie jest mata, tzn. ~ 2,
a zalozenia o gestodci zbioru punktow nie sg spelnione.
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Rozdzial 3

Wykrywanie malych zmian w uktadach chaotycznych

Mateusz Tykierko

Nauka nie stara sie wyjaéni¢, a nawet niemal nie stara sie interpreto-
wacl, zajmuje sie ona glownie budowaniem modeli. Model rozumiany jako
matematyczny twor, ktéry po dodaniu stownej interpretacji, opisuje ob-
serwowane zjawiska. Jedynym i wtasciwym uzasadnieniem takiego tworu
matematycznego jest oczekiwanie, ze sprawdzi sie on w dziataniu.

J. von Neumann

3.1. Wprowadzenie

Wykrywanie zmian, nowoéci lub defektéw jest waznym problemem pojawia-
jacym sie w wielu zagadnieniach zwiazanych z kontrolg jakosci, diagnostyka, ro-
botyka, stuzba zdrowia, ochrona srodowiska czy sieciami komputerowymi.

Wykryta zmiana traktowana jest jako bodziec lub ostrzezenie umozliwiajace:
unikniecie katastrofy przemystowej, zredukowanie czasu przestoju produkcji, po-
prawienie jako$ci produktu, ratowanie zycia, modyfikacje sposobu leczenia, a tak-
ze metod uprawy ro$lin, analize kryptograficzng itd. Mozna ja réwniez rozpatry-
waé jako element prediagnostyczny, ktory (bez matematycznego opisu zjawiska)
ma odpowiedzie¢ na pytanie czy w ukladzie nastapita, czy tez nie nastapita zmia-
na.

Wiekszo$é obserwowanych procesow naturalnych czy systeméw stworzonych
reka ludzka ma nieliniowa i niejednokrotnie chaotyczna nature. W poréwnaniu
do dobrze zbadanego zagadnienia, dotyczacego wykrywania zmian w ukladach
liniowych, metod rozwazajacych nieliniowos$é¢ jest niewiele.

Niniejszy rozdzial jest podzielony na dwa gléwne podrozdziaty. Obejmuja one
zagadnienia zwiazane z modelowaniem chaotycznych strumieni danych za pomoca
sieci RBF oraz wykrywaniem zmian w tych strumieniach.
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3.2. Modelowanie uktadu chaotycznego

Problem modelowania dynamiki, na podstawie danych eksperymentalnych po-
lega na poszukiwaniu aproksymacji wielowymiarowej przestrzeni reprezentujacej
odwzorowanie zmieniajace stan systemu. Modele uktadéw dynamicznych tworzo-
ne sa na podstawie zebranych informacji o badanym obiekcie. Ilo§¢ dostepnych
informacji okresla mozliwe techniki modelowania. W rozdziale rozwazane jest
zadanie modelowania uktadéw chaotycznych za pomoca sztucznych sieci neuro-
nowych RBF (ang. Radial Basis Function). Zakladany jest brak wiedzy o we-
wnetrznej strukturze obiektu ani jego wtasnosciach fizycznych — w szczegdlnosci
nie jest zakladany rzedu ukladu. Brak tych informacji kompensowany jest wiek-
szymi wymaganiami co do wielkosSci zbioru dostepnych danych.

Zaktada sie jedynie determinizm i stacjonarno$¢ modelowanego ukladu. Jedy-
na dostepna informacja ograniczona jest do jednowymiarowego szeregu czasowego
powstalego z prébkowania wyj$¢ ukladu. Podane ograniczenia umozliwiaja ana-
lize rzeczywistych ukladéw dynamicznych, o ktérych informacje uzyskujemy na
podstawie pomiaréw eksperymentalnych.

Sieci o radialnych funkcjach bazowych RBF sa dobrze znanym, uniwersalnym
narzedziem wielowymiarowej aproksymacji dowolnych nieliniowych funkcji cia-
glych [11], [13], [47]. Ten typ sieci jest wiec znakomitym narzedziem modelowania
zjawisk nieliniowych, jakimi sa zachowania ukladow chaotycznych.

Modelowanie uktadéw chaotycznych za pomoca sieci RBF mozna znalezé
w nastepujacych pozycjach literaturowych [12], [24], [45]. Podstawowa réznica
miedzy tymi pracami, a dalej opisanym postepowaniem jest uzycie algorytmu
konstrukcyjnego oraz brak reestymacji wartoéci regularyzacji.

Proponowany jest nastepujacy algorytm:

Algorytm 1. Modelowanie uktadow chaotycznych za pomocq sieci RBF:

1. Dla deterministycznego jednowymiaroweqgo nieliniowego szeregu pomiarow wiyj-
Scia ukltadu dynamicznego Y = [y(1),y(2),...,y(N)] zrekonstruuj przestrzer
standw.

2. Oblicz niezmienniki dynamiki, tj. wymiar fraktalny dg i maksymalny wyktad-
nik Lapunowa \p'.

3. Ze zrekonstruowanego szeregu utwdrz zbior uczqgcy X = [x(1),x(2),...,x(p)]
dla sieci neuronowej wedlug procedury opisanej w podrozdz. 3.2.6 o liczbie
elementow p < N.

4. Korzystajgc z algorytmu konstrukcyjnego selekcji postepujgcej (ang. forward
selection) zbuduj model oparty na sieci RBF (algorytm 3).

1 7 powodu niewystarczajacej doktadnosci algorytméw estymacji wyktadnikéw Lapunowa
nie jest zalecane obliczanie spektrum wyktadnikow.
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5. Zainicjuj model p-tym elementem ciggu uczqgcego i rekurencyjnie predykuj ko-
lejne N wartosci wyjscia modelu.

6. Porownaj predykowane wyjscie X z rzeczywistymi warto$ciami. Sprawdz czy
czas objety przez kolejne poprawnie predykowane wartosci x =~ I jest zgodny
z horyzontem predykcy.

7. Oblicz na predykowanym szeregu wartosé wymiaru fraktalnego oraz maksymal-
nego wyktadnika Lapunowa. Poréwnaj je z wartosciami tych niezmiennikow
obliczonymi w punkcie 2. Jezeli wystepuje roznica wieksza niz doktadnosé uzy-
tej metody estymacji, przejdz do kroku 1.

Szczegbtowy opis teorii rekonstrukeji, metod doboru parametréw zanurzenia
oraz obliczania niezmiennikéw dynamiki czytelnik moze znalezé w pracach [2],
9], [18], [24], [20], [41], [49], [50], [53].

Metody obliczania niezmiennikéw dynamiki, jakimi sg wymiar fraktalny czy
wykladnik Lapunowa, na podstawie szeregéw czasowych czytelnik moze znalezé
w pracach [3], [8], [20], [31], [48], [50], [52], [54]. Natomiast metody obliczeniowe
na danych strumieniowych opisane sa w artykule [55].

O modelu uktadu chaotycznego mozemy méwié jezeli generowane przez niego
wartosci spelniaja nastepujace warunki:

— zachowanie krétkookresowe — wartosci generowane przez model powinny, przez
czas wyznaczony horyzontem predykcji, by¢ zblizone do wartosci wyjscia ukta-
du,

— zachowanie dlugookresowe — wartosci niezmiennikéw dynamiki, tj. wymiar
fraktalny, dodatnie wyktadniki Lapunowa sg zblizone do wartoéci niezmien-
nikéw modelowanego ukladu.

Podstawowym zalozeniem proponowanego algorytmu jest zapewnienie po-
prawnej predykcji kolejnych wartosci uktadu jak réwniez zachowanie wartosci
jego niezmiennikow.

Do okreslenia horyzontu predykcji dla modeli uktadéw chaotycznych stosu-
je sie wyktadnik Lapunowa. Jest on wielkoscia okreélajaca $rednig rozbieznosé
dwoch trajektorii startujacych z bliskich wartosci poczatkowych. W ujeciu mo-
delowania wykladnik jest uzywany do okreélenia poprawnosci modelu oraz hory-
zontu czasowego, dla ktorego predykcja jest mozliwa [1], [3], [4]. Po przekrocze-
niu tego czasu dokladno$¢ predykceji drastycznie sie zatlamuje. Zwiazek pomiedzy
maksymalnym czasem predykcji tnax & wyktadnikiem Lapunowa opisany jest za-
leznoscia [17]:

_In(N)
max ™~ )\LdE

gdzie dp jest wymiarem fraktalnym uktadu, N liczba dostepnych danych, a Aj,
maksymalnym wyktadnikiem Lapunowa. Z zalezno$ci tej wynika, ze bez wzgledu

(3.1)
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na doktadno$¢ modelu i liczbe dostepnych danych dla uktadéw chaotycznych nie
mozna poprawnie przewidzie¢ wiecej wartoéci ukladu niz kilka wielokrotnosci
maksymalnego wykladnika Lapunowa 1/Af.

3.2.1. Sieé¢ radialna — RBF

Sieci radialne RBF sa jednokierunkowymi sieciami neuronowymi sktadajacymi
sie z warstwy wejsSciowej, ukrytej i wyjéciowej. Ich struktura zostata wprowadzona
przez Brommohead i Lowe w pracy [7]. Literatura obfituje w artykuly dotyczace
teoril i zastosowania tych sieci [6], [10], [12], [15], [22], [23], [34], [39], [40], [45],
[44].

Sieci RBF sg powiazane z estymatorem Parzena gestosci prawdopodobienstwa
oraz estymatorem Nadaray’a-Watsona [22], [23], [56].

Modelowanie sygnaléw chaotycznych za pomoca sieci o bazach radialnych
rozwazane jest w pracach [12], [24], [25], [27], [32], [45].

Wyjscie sieci RBF skladajacej sie z m neuronéw warstwy ukrytej dla wektora
wejéciowego X o wymiarze [ jest odwzorowaniem R' — R najczeéciej opisanym
réwnaniem:

§(x) =Y wigi(x) + wo, (3.2)
i=1

gdzie w; sa wagami sieci, natomiast h;(x) sa funkcjami radialnymi.
Zbiér parametréw catkowicie opisujacy sie¢ RBF sklada sie z:
— liczby wejé¢ — wymiar [ wektora x,
— liczby m neuronéw warstwy ukrytej,
— parametréw funkcji radialnej — potozenie centrum c oraz szeroko$é¢ funkcji o,
—  wartodci wag w;,
— wartosci parametru regularyzacji .

Parametr regularyzacji A nie jest parametrem obowiazkowym, jednakze we-
dlug [24], stosujac sie¢ RBF do modelowaniu ukladéw chaotycznych, jest on
niezbedny. Koniecznosé zastosowania regularyzacji potwierdzaja réwniez ekspe-
rymenty przeprowadzone przez autora pracy. Brak regularyzacji uniemozliwial
zbudowanie poprawnego modelu.

Algorytm 2. Dobdr parametréw modelu:

1. Zbuduj zbidr uczqcy {(xi,yi)}_, o p elementach, gdzie wymiar x; jest réwny
[ i okresla liczbe wejsé (podrozdz. 3.2.6).

2. Wybierz parametry funkcji radialnej, typ funkcji, ¢ — centra oraz o — szeroko$é
(podrozdz. 3.2.5).

3. Wybierz liczbe neuronéw m warstwy ukrytej (rozdzial 3.2.7), warto$é parame-
tru reqularyzacji A (podrozdz. 3.2.4),



3.2. Modelowanie ukiadu chaotycznego 7

4. Dobierz wagi w;, ktore minimalizujg blad pomiedzy zbiorem uczgcym a wyj-
Sciem z sieci (podrozdz. 3.2.8).

3.2.2. Terminy pomocnicze

Podrozdzial ten zawiera opis elementéw sieci RBF niezbednych do oblicza-
nia wag i bledu sieci. Funkcja wyjécia sieci (3.2) f(x;) w zapisie macierzowym
przyjmuje postac:

g(xi) = wios(xi) = ¢f w (3.3)
j=1

gdzie w jest wektorem wag, ¢ = [h1(x;)P2(X;) - - - o (X;)]
jest i-tym wierszem macierzy Greena :

$1(x1) ¢2(x1) 0 Pm(x1)
$1(x2) ¢a2(x2) - Pm(x2)

: (3.4)

$1(xp) 2(xp) -+ Om(xp)

m jest liczbg neuronéw warstwy ukrytej, p — liczbg elementéw zbioru uczacego
{xi,yi}r_,. Wartos¢ ¢,(x;) jest odpowiedzia j-tej funkeji bazowej i-tego przykla-
du zbioru uczacego.

Odpowiedz sieci na wszystkie p elementéw macierzy G, zbudowanej z ciagu
uczacego, przyjmuje postac:
o1
¢T
S
przy czym indeks gérny 7 oznacza macierz transponowang.

Optymalny wektor wag w obliczany jest przez minimalizacje funkcji bledu:

w = Gw, (3.5)

<>
Il

B =Y (- g + A3t (36)
i—1 j=1

gdzie A jest parametrem regularyzacji stosowanym w celu unikniecia zbytniego
dopasowania do zbioru uczacego. Szczegétowy opis i metody doboru parametru
regularyzacji znajduje si¢ w podrozdziale 3.2.4.
W celu znalezienia minimum funkcji btedu réwnanie (3.6) jest rézniczkowane:
OE & Of (x;)

9w, 2;@(&) — i) o, + 2Aw;. (3.7)
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Podstawiajac za pochodna czastkowa af (xl) =

zera otrzymujemy:

j(x;) 1 przyréwnujac wynik do

p
Z Xi (Z)J X +)‘wj Zyz¢j Xz (3.8)

gdzie ¢; jest kolumna macierzy (3.4). Korzystajac ze wzoru (3.5), powyzsze row-
nanie przyjmuje nastepujaca postaé¢ macierzowa:

GTy +xw =GTy,
GTGw + \w = GTy.

Rozwiazanie przyjmuje postaé
= (GTG 4+ A1) 'GTy. (3.9)

Stosujac wzor (3.9) blad miedzy wyjsciem sieci a zbiorem uczacym wyraza sie
rownaniem:

y-9=y-Gw=y-G(G"'G+L,)"'y) =Py, (3.10)

gdzie
P=1I,- G(GTG + AL,) 'G” (3.11)

jest macierzg rzutowania. I, oraz I, sa macierzami jednostkowymi o stopniu
pim.

Macierz rzutowania jest macierza kwadratowa, ktora ortogonalnie rzutuje
wektor przestrzeni p-wymiarowej na m-wymiarows podprzestrzen definiowang
przez model.

Optymalny model, w sensie metody najmniejszych kwadratow, charaktery-
zuje sie¢ minimalng réznica miedzy zbiorem uczacym a wyjsciem sieci. Réznica
ta jest iloczynem macierzy rzutowania i zbioru uczacego. Sumaryczny blad sieci
wyrazony z uzyciem macierzy rzutowania ma postac:

E=3% (yi—-9x)*=(y-9"(y-9) =y P'Py=y"Pl. (3.12)

3.2.3. Kryterium doboru modelu

Kryterium doboru modelu jest estymata, ktora umozliwia ocene doktadno-
$ci jakosci modelu, przez co utatwia wybdér wlasciwego modelu ze zbioru po-
tencjalnych modeli. Za najlepszy model uwazany jest ten, dla ktérego wartoéé
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kryterium jest najmniejsza. Do podstawowych kryteriéw wyboru modelu nale-
za: kryterium walidacji krzyzowej (ang. Cross-Validation), kryterium globalnej
walidacji krzyzowej GCV (ang. Global Cross-validation), bayesowskie kryterium
informacyjne BIC (ang. Bayesian Information Criteria), kryterium informacyjne
Akaike AIC (ang. Akaike Information Criteria), kryterium nieobciazonej oceny
wariancji UEV (ang. Unbiased Estimate of Variance). Przeglad kryteriéw dobo-
ru modelu dla nieliniowych szeregéw czasowych opisano w pracy [33]. Wszystkie
wymienione kryteria bazuja na wartosci bledu SSE (3.12) obliczonego na zbiorze
uczacym oraz liczbie parametréow modelu.
Wybrano kryterium GCV opisane wzorem [38]:

pE

oty = (trace(P))? (3.13)

gdzie trace(P) jest §ladem macierzy rzutowania P.

W przypadku sieci RBF kryterium doboru modelu stuzy do wyboru liczby
neuron6éw warstwy ukryte;j.

Wybér GCV do oceny tworzonych modeli spowodowany byl checig pordw-
nania i sprawdzenia wynikéw przedstawionych w pracy [12]. Autor cytowanej
pracy twierdzi, ze uzycie kryterium BIC utatwia otrzymanie lepszych rezultatéw
w porownaniu z GCV.

3.2.4. Parametr regularyzacji

Gléownym celem stosowania regularyzacji jest unikniecie zbytniego dopasowa-
nia sieci do zbioru uczacego. Zostala ona wprowadzona do sieci RBF w pracy [13].
Przeglad metod korzystajacych z regularyzacji mozna znalezé w pracy [23].

Parametr regularyzacji A nie jest obowiazkowy, jednak wedlug [24] podczas
modelowania uktadéw chaotycznych jest niezbedny.

W pracach [12], [45] dotyczacych modelowania uktadéw chaotycznych stoso-
wana jest reestymacja wartosci regularyzacji z uzyciem kryteriow BIC i GVC
podczas uczenia sieci. Natomiast w proponowanej przez autora procedurze war-
tos¢é parametru regularyzacji jest ustalona w krokach wstepnych algorytmu i nie
podlega zmianie w trakcie budowania modelu. Upraszcza to znacznie procedure
obliczeniowa. Przeprowadzone eksperymenty wykazaty, iz stala wartos¢ regulary-
zacji nie pogarsza jakosci modelu.

3.2.5. Radialne funkcje bazowe i ich szeroko$¢é

Radialna funkcja bazowa umieszczana jest w neuronach warstwy ukrytej. Od-
powiedz funkcji radialnych zalezy od odlegtosci argumentu funkcji od jej centrum.
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Typ funkcji bazowej okresla czy jej wartosé bedzie rosta czy malata. Wartosé od-
powiedzi funkcji gaussowskiej maleje wraz ze wzrostem odleglosci od centrum,
natomiast wartos¢ funkcji multikwadratowej roénie. Innymi stowy, odpowiedz
moze by¢ lokalna, gdy wartosci funkeji sa wigksze w poblizu centrum (funkcja
Gaussa) lub globalna (funkcja mulitkwadratowa), gdy jej wartosé rosnie do nie-
skonczonosci wraz z oddalaniem sie od centrum. Przeglad funkcji radialnych i ich
wlasnosci znajduje sie w pracy [26].

W dalszych rozwazaniach bedzie rozpatrywana sie¢ o bazach gaussowskich.
Dla jednowymiarowego wektora wejSciowego x (wejscie skalarne) i dla funkcji
Gaussa bazowa funkcja radialna przyjmuje postaé

oa) = e (3.14)

gdzie o jest parametrem okreslajacym szerokosé (gladkos$é) funkeji radialne;j.
Mozna wyrézni¢ dwie podstawowe klasy metod wyznaczania szerokosci funk-

cji radialnych. Pierwsza klasa wiaze si¢ z ustaleniem réwnej szerokoéci o dla

wszystkich funkcji. W pracy [22] autor zaproponowal nastepujaca formule:

dmax
o= Wores (3.15)
gdzie dpax jest maksymalng odlegtoscia pomiedzy dwoma dowolnymi centrami.
Taki wybér szerokoéci gwarantuje, ze gaussowska funkcja radialna nie bedzie
zbyt gladka lub ostra. Gdyby dane byty rozlozone réwnomiernie w przestrzeni
wejsciowej, wowezas powyzszy wzor dawalby optymalne wartosci o.

Druga klasa metod charakteryzuje indywidualne ustalanie szerokoéci dla kaz-
dej funkcji bazowej. Jedna z metod jest obliczanie odchylenia standardowego
odlegloéci pomiedzy centrum a danymi. W pracy [35] autorzy zaproponowali
uzycie metody najblizszych sasiadéw. Szerokosé j-tej funkcji bazowej opisana
jest wzorem:

1 T 9 1/2
7= (Xlei—eil) (3.16)
=1

gdzie c¢; sg najblizszymi sasiadami funkcji o centrum w c;. Ta klasa metod ko-
rzysta z informacji o rozlozeniu danych w przestrzeni wejsciowej. W pracy [5] au-
torzy zaproponowali potaczenie obu danych klas. Takie podejscie nie jest jednak
realizowalne w przypadku algorytmu konstrukcyjnego stosowanego w rozdziale ze
wzgledu na zmienng liczbe neuronéw.

3.2.6. Zbiér uczacy

Zbiér uczacy tworzony jest z dostepnych wejsé i wyjsé obiektu oraz apriorycz-
nej wiedzy, ktéra mamy o modelowanym obiekcie.



3.2. Modelowanie ukladu chaotycznego 81

W pracy rozwazane sa uktady autonomiczne. Informacja o uktadzie ograniczo-
na jest do jednowymiarowego szeregu czasowego, sktadajacego sie z wartosci wyj-
$cia uktadu mierzonego w rownoodlegtych momentach czasu. Modelowany obiekt
traktowany jest jako czarna skrzynka, o ktorej strukturze niczego nie wiemy.

Do modelowania uktadéw nieliniowych powszechnie stosowane sg reprezen-
tacje typu autoregresyjnego (NARX). Takie podej$cie wymaga okreslenia rzedu
oraz opOznienia. Dla sieci neuronowej parametry te definiuja strukture wejéciowa
sieci.

Tworzenie zbioru uczacego wprost z jednowymiarowego szeregu czasowego nie
umozliwia w ogélnym przypadku poprawnego modelowania ukladu. Standardo-
wym rozwiazaniem analizy szeregéw czasowych jest okno czasowe.

Szereg czasowy sklada sie z pomiaréw wyjécia uktadu dynamicznego probko-
wanych w réwnych odstepach czasu. Wektor wejsciowy sieci powstaje z aktualnej
wartosci szeregu czasowego i jego wczesniejszych wartosci. Zachodzi pytanie, ja-
kiej liczby regresoréw nalezy uzy¢ oraz ktore z wczedniejszych wartosci szeregu
maja by¢ wykorzystane? Innymi stowy, jaki wymiar n ma mie¢ wektor wejsciowy
i jaka ma byé¢ wartos¢ opdznienia 7 miedzy wyrazami oryginalnego szeregu?

Znanych jest wiele podej$¢ do zagadnienia doboru regresoréw w sieciach neu-
ronowych. Jedna z czedciej stosowanych procedur jest porownywanie modeli zbu-
dowanych réznymi wartosciami parametrow. Kryteriami poréwnania sg jakosé
predykcji, btad sieci, wielko$¢ struktury itp. Takie podejscie moze prowadzi¢ do
blednego wyboru wartosci parametréw. Inna stosowang metoda jest budowanie
duzej sieci neuronowej, a nastepnie usuwanie zbednych elementéw na podstawie
zastosowanych kryteriow.

Podane metody wyboru sa czasochtonne i cechuja sie duza zlozonoécia obli-
czeniowa. Alternatywa sg heurystyki niewymagajace kazdorazowego uczenia sieci
w celu okreslenia parametréw struktury wejsciowej.

Proponowana metoda bazuje na mechanizmach rekonstrukcji dynamiki, ktore
zapewniaja wyznaczenie parametrow regresji. Wazna cechg takiego podejscia jest
zachowanie informacji o obiekcie. Zbiér wejSciowy reprezentuje zrekonstruowana
przestrzen stanu modelowanego uktadu.

Szczegbltowy opis teorii rekonstrukeji, metod doboru parametréw zanurzenia
oraz obliczania niezmiennikéw dynamiki czytelnik moze znalezé w pracach [2],
9], 18], [24], [29], [41], [49], [53].

Warunkiem wystarczajacym do poprawnej rekonstrukcji jest n > 2dg, gdzie
dp jest wymiarem fraktalnym rozwazanego ukladu dynamicznego. Do wyznacza-
nia opéznienia 7 i wymiaru n zastosowano metode wzajemnych informacji [18]
i falszywych sasiadéw [29].
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Znajac wymiar i opéznienie, wektor wejsSciowy mozna tworzy¢ dwojako: uzy-
wajac opdznienia wprost, co prowadzi do nastepujacej postaci wektora:

x(t) = [z(t),z(t = 7),...,z(t — (n — 1)7)] (3.17)

lub stosujac opdznienie jako ograniczenie liczby elementéw. W tym przypadku
wektor bedzie mial postaé:

x(t) = [z(t),z(t —1),...,z(t — (n — 1)7)]. (3.18)

Innymi stowy, wektor wejSciowy tworzony jest z oryginalnego szeregu czasowe-
go przez probkowanie w momentach czasu wyznaczonych opdznieniem i czasem
okreslonym przez wymiar zanurzenia.

Ostatecznie element zbioru uczacego przyjmie postac:

{[z(t),z(t = 7),...,x(t — (n — 1)7)],z(t + 1)}. (3.19)

3.2.7. Dobér liczby neuronéw

Zasadniczym problemem w projektowaniu sieci neuronowych jest wyznaczenie
liczby neuronéw warstwy ukrytej. Zbyt mata ich liczba powoduje niedostateczne
dopasowanie do zbioru uczacego, natomiast zbyt duza nadmierne dopasowanie.

Liczbe neuronéw mozna ustali¢ a priori [36] lub wyznaczy¢ na podstawie al-
gorytmu konstrukcyjnego. Sposéb realizacji na podstawie algorytmu konstruk-
cyjnego polega na budowaniu struktury sieci przez dodawanie lub odejmowanie
elementéw warstwy ukrytej w poszczegdlnych krokach algorytmu. Innymi stowy,
struktura sieci zmienia sie¢ ,dynamicznie” w zaleznosci od przyjetego kryterium.

W przypadku gdy struktura sieci jest ustalona z gory, w procesie uczenia
przeszukiwana jest przestrzen parametréw zdefiniowana przez stala liczbe neu-
ronow. Kazdorazowe dodanie lub usuniecie neuronu warstwy ukrytej powoduje
zmiane wymiaru przeszukiwanej przestrzeni. Nalezy zauwazy¢, iz zbyt mata liczba
neuronéw uniemozliwia dostateczne zredukowanie btedu dopasowania na zbiorze
danych uczacych, natomiast zbyt duza ich liczba powoduje wzrost btedu uogdl-
niania na zbiorze testujacym.

Ekstremalnym podejsciem jest budowanie sieci sktadajacej sie z neuronéw
umieszczonych w punktach wszystkich elementéw zbioru uczacego?. Struktura
takiej sieci jest bardzo duza badz nieskonczona w przypadku strumieni danych,
lub uktadéw o niepowtarzajacych sie warto$ciach. Charakteryzuje sie réwniez
mala zdolnoscig do uogdlnienia.

2 Taka konstrukcja sieci o odpowiednio malej szerokosci funkeji poprawnie klasyfikuje zbiér
uczacy bez wzgledu na jego skomplikowanie.
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Pierwsze rozwazania dotyczace dynamicznego tworzenia struktury sieci mozna
znalezé w pracy [42]. Autor zaproponowal metode sieci przydziatu zasobéw RAN
(ang. Resource Allocation Network). Polega ona na dodawaniu nowego neuronu
w chwili, gdy odleglo$¢ miedzy istniejacymi centrami a nowym elementem ze zbio-
ru uczacego jest znaczaca lub nowy element powoduje wzrost btedu powyzej zada-
nego progu. W pracy [19] zostal zaproponowany algorytm wzrastajacych struktur
komérkowych GCS (ang. Growing Cell Structures), ktéry w przeciwienstwie do
RAN nie jest wrazliwy na zaszumiony ciag uczacy. Metoda aproksymuje miejsce
dodania nowego neuronu pomiedzy neuronem wprowadzajacym najwiekszy btad
a jego sasiadem z przestrzeni wejsciowej. Ze wzgledu na dobér pozycji centréw,
GCS mozna rozpatrywaé jako rozszerzenie sieci SOM (ang. Self Organization
Maps). Algorytm ten daje réwniez mozliwosé usuwania nadmiarowych neuronéw,
ktorych centra pokrywaja sie i maja podobne warto$ci wag. W pracy [14] autorzy
wskazujg na dwie podstawowe wady GCS. Pierwsza z nich zwigzana jest z brakiem
stabilnoéci w strukturze sieci powodowanym cigglym dodawaniem i usuwaniem
neuronéw. Druga za$ wada GCS lezy w algorytmie ustalania centréw, ktéry po-
woduje dryft funkcji radialnych w kierunku najnowszych danych wejsciowych.
Skutkuje to tatwym zapominaniem sieci. Autorzy proponuja metode modyfika-
cji GCS nazwana DCL (ang. Dynamic Competitive Learning), ktéra niweluje
pierwsza wade GCS oraz stosuja dynamiczne drzewa regresyjne (ang. Dynamic
Regression Tree) do usuniecia drugiej. Podobnie autor pracy [40] stosuje drzewa
regresyjne do wyznaczania liczby neuronéw warstwy ukrytej i ich parametrow.

Modyfikacje podejscia RAN z uzyciem rozszerzonych filtréw Kalmana, za-
miast podejscia gradientowego, mozna znalezé w pracach [37], [57].

Odmienny sposéb proponuja autorzy pracy [28], stosujac metode usuwania
zbednych polaczen (ang. prunning) do znalezienia malej struktury sieci. Podobne
podejscie, selekcja wsteczna (ang. backward selection), opisane jest w pracy [38].
W pracy [16] mozna znalez¢ przeglad metod wyboru podzbioréw i ich poréwnanie.

W niniejszej pracy do realizacji zadania modelowania uktadéw chaotycznych
zostala uzyta metoda selekcji postepowej (ang. forward selection). Jej pierwsza
implementacja znajduje sie w pracy [15], wersje z regularyzacja opisano natomiast
w pracy [38]. Opis implementacji znajduje sie w nastepnym podrozdziale.

3.2.8. Metoda selekcji postepowej

Odnalezienie optymalnego zbioru o rozmiarze m w 2P — 1 mozliwych zbiorach
metoda przegladu zupelnego jest w przypadku ogdélnym niepraktyczne. Niezbedne
jest wiec uzycie heurystyki, ktéra wyltoni dobry (choé¢ nieoptymalny) podzbidr.
Jedna z takich heurystyk jest selekcja postepowa.

Algorytm 3. Budowanie sieci RBF metodg selekcji postepowey:
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1. Z poczgtkowych p elementow odtworzonego zbioru wektorow przestrzeni stanow
X zbuduj zbior uczgcy. Elementy zbioru przyjmuje postaé

{lz(t),z(t = 7),...,xz(t — (n—1)7)],z(t + 1)}. (3.20)
2. Wybierz funkcje radialng.
3. Utworz macierz potencjalnych neuronéw Gpgp, umieszczajgc centra w punk-

tach zbioru uczgcego.

4. Oblicz szerokoS¢ centrow o wedtug wzoru:

di . .
= maX( IS(:L‘(Z)’m(j));Z7j = 1’2)""p’ (3‘21)
V2m

gdzie dis jest odlegloscig pomiedzy centrami i, j.

5. Dodaj do struktury sieci kolumne ¢; macierzy G, ktérej dodanie minimalizuje
aktualny blgd sieci.

6. Jezeli nie jest spelniony Zaden z warunkow stopu, przejdz do kroku 5, w prze-
ciwnym razie STOP.

Rozpoczynajac od pustego zbioru, w kazdej iteracji algorytmu dodawana jest
pojedyncza funkcja bazowa ze zbioru kandydatéw, bedacego macierza (3.4) zawie-
rajaca wszystkie elementy ciagu uczacego. Wybierany jest neuron, ktéry najbar-
dziej redukuje btad opisany réwnaniem (3.6). Proces dodawania kolejnych neuro-
now jest zatrzymywany, jezeli zostanie spelniony ktorykolwiek z warunkéw stopu.
Innymi stlowy, metoda poszukuje podzbioru funkcji bazowych o minimalnym bte-
dzie predykcji w dyskretnej przestrzeni podzbioréw zbioru neuronéw o ustalonych
centrach i szerokosciach.

Zbiér kandydatow tworzony jest z calego zbioru uczacego. Wyboér dokonywany
jest na symetrycznej macierzy G o wymiarze p x p. Kazda kolumna ¢; macierzy
G reprezentuje radialng funkcje bazowg z centrum umieszczonym w x;. Kazdy
element kolumny ¢; jest odpowiedzig funkcji bazowej na pobudzenie x; zbioru
uczacego.

Algorytm zaklada nastepujace warunki stopu:

— zbidr kandydatéw jest pusty,

— blad sieci jest réwny zeru,

—  kryterium doboru modelu GVC przestato maleé¢ przez pewna liczbe iteracji
algorytmu,

— blad sieci jest mniejszy od zera z powodu btedéw numerycznych.

Szeroko$¢ o funkcji radialnych jest stata dla wszystkich kandydatow. Obli-
czanie szerokosci ze wzoru (3.15) wymaga znajomosci liczby neuronéw warstwy
ukrytej, dlatego rozwazany algorytm ustala ¢ na podstawie wzoru:

0 = Sdmax, (3.22)
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gdzie s jest wspélczynnikiem skalujacym i moze byé rozpatrywany jako mianow-
nik wzoru (3.15).

Wybér neuronu, ktéry ma powiekszyé strukture sieci, dokonywany jest na
podstawie réznicy pomiedzy bledami sieci o aktualnej strukturze F,, oraz sieci
z dodanym neuronem F,,.1. Jest on definiowany nastepujaco:

Ep — Emy1 =y (P2, — P2 )y, (3.23)

—1
Pui1 =1, — Gmi1(GE.1Gmi1 + Mm) Gmi1’, (3.24)

gdzie Gp+1 = [Gm®m+1], Pm+1 reprezentuje nowy neuron dodany do aktualnego
zbioru. Jest to kolumna ze zbioru kandydatéw G:

Pm+1(X1)
Pm+1 = ¢m+?(><2) (3.25)
Pm+1(Xp)
Po podstawieniu do wzoru (3.24) otrzymujemy:
Py =1,- [ G dmi1
GI AnIn 0 1 GT ]
(l g@?l}[Gm ¢m+1}+ 0 )‘m+1]> l@br{n—&—l_
=1, - [ Gm  Pm+1
( [ GTT”TGm FAm Gndm-1 ] >_1 [ (f;'% ] (3.26)
Pmy1Gm  Pp1Pm1 + Ama 1

Nalezy zwrdci¢ uwage na aspekt obliczeniowy opisywanego algorytmu. Naj-
bardziej wymagajaca operacja podczas obliczania bledu jest wyznaczanie macie-
rzy rzutowania i jej odwrotnosci. Kazdy krok algorytmu wymaga zaktualizowania
poprzednich wartoéci macierzy. Poniewaz kazdorazowe obliczanie odwrotnosci ca-
tej macierzy jest kosztowne obliczeniowo, stosuje sie metody rekurencyjne, ktére
bazuja na poprzednich wartosciach. Korzystajac z wlasnosci macierzy, odwrot-
nos¢ bedzie miala postac

GT G + Am GT it T (GTGn+ A 0O
Ohi1Gm  Oh1Omi1 + Ami N o’ 0
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1 (G%Gm + /\m)_ngquJrl
Ama1 + 0L Prdmit -1

Ostateczna forma macierzy rzutowania P,,+1 powiekszona o neuron ma po-
staé:

GT G+ )"t 0
Pm+1:IP_{Gm (bm—l—l}([( OT ) 0‘|
+ 1 (Gz,;Gm + )\m)ilGZﬂbm—{-l
)\m—i-l + ¢Z¢+1Pm¢m+1 -1

TN\ —1
[ (G%Gm + )\m>_1G%¢m+l ‘| ) GT
-1 m+1
Pm¢m+1¢%+1pm

Am+102 1 Pmbmi

=P, - (3.28)

Btad pomiedzy kolejnymi krokami iteracji algorytmu wyrazony jest wzorem:

Pm¢m+1¢T+1Pm 2
Ep—Emp1 =y (P}, — (P — = y
m m-+ ( m ( m )\m+1¢%+1pm¢m+1) )
_ 2yTPgn¢m+1yTPm¢m+1 . (yTPm¢m+1)2¢Zz+1P%1¢m+l (3 29)
A+ ¢Z@+1Pm¢m+1 ()‘ + ¢Z@+1Pm¢m+1)2

W celu przyspieszenia obliczen wartosci zmian w bledzie sieci stosuje si¢ zor-
togonalizowana metode najmniejszych kwadratéw [15]. Ulatwia ona obliczanie
wktadu poszczegdlnych kolumn do wartosci wyjsciowej. Wykorzystanie ortogo-
nalizacji Gram—Schmidta gwarantuje, iz kazda nowo dodana kolumna bedzie or-
togonalna do pozostatych.

Macierz mozna roztozy¢ na iloczyn macierzy z ortogonalnymi kolumnami i ma-
cierz tréjkatna gérna. Macierz G € RP*™ bedzie miala postaé

G =GmU,, (3.30)

gdzie G = [gglggz e ngSm] i U jest macierza tréjkatng gérna.
Po podstawieniu do wzoru na macierz rzutowania P, otrzymujemy

P, =1, - GnUn(ULGL G,,U,, + \I,,) 'ULGL. (3.31)
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Korzystajac z wlasnoéci iloczynu macierzy (U,,GL G,,U)~' = UL (G G,,)U,,
oraz ortogonalnoéci macierzy (U,,)~! = UL, (UL)~! = U,, oraz UL U,, = I
otrzymujemy:

P, = I,—G,(GLG,, +\,)"'GT

m
1 0 0
Ao1” 91 ) 0
X 0 L .
= I,-Gpn . Mo on ' Gl (3.32)
' ) .
0 0 Abm bm
- qggfbf

— IP_Z

IS A+ e,

Dodanie kolejnego neuronu powoduje dodanie kolejnego elementu do sumy

m Gt hy,1h?
Pp=1,- Y — 5l — (3.33)
=1 A+ hfhj A+ h?n+1hm+1

Zmiana w wartoéci bledu (3.29) przed i po dodaniu neuronu wyraza sie
wzorem:

(v hmi1)?2X + L By

E - +1 = ~ ~ (334)
o (A BT )’
Zortogonalizowany wektor wag zapisywany jest nastepujaco:
Wi = (GLGn + AL, 'GlLy
1
—r— 0 0 -
)\+¢1T¢>1 1 h{
0 L h?
_ . Xtd2 62 . 2y  (3.35)
' 1 AT
! ! M bm "
‘SiA+hlhy

Korzystajac ze wzoru (3.9), wektor wag opisany réwnaniem (3.35) ostatecznie
przyjmuje postac:
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w, = (GLG,, +I,)"'GLy
= UNGLG,, +)1,) Gy (3.36)

1.
U, Wp,.

3.2.9. Przyktlad obliczeniowy - modelowanie ukladu Lorenza

Poprawnosé zaproponowanego algorytmu 1 modelowania sprawdzono na ukla-
dzie Lorenza, opisanego rownaniami rézniczkowymi w postaci:

O~ orat) + orul0)
dzilit) = rx(t) —x(t)z(t) — y(t), (3.37)
T~ w200,

Przyjeto nastepujace wartoéci parametréw or, = 10, b = 8/3, r = 28.

Chaos deterministyczny w uktadzie Lorenza wystepuje, gdy parametr r (pa-
rametr Rayleigha) przekroczy warto$é krytyczna r ~ 24,74. Szczegbélowe zmia-
ny zachowan uktadu Lorenza w zaleznosci od wartoéci parametrow opisane sg
w ksigzce [51] (rozdz. 12).

Uktad o powyzszych parametrach charakteryzuje sie niecatkowitym wymia-
rem fraktalnym. Jest on rowniez wrazliwy na warunki poczatkowe i ma dodatnie
wyktadniki Lapunowa, co czyni dynamike uktadu nieprzewidywalna w dtuzszym
czasie.

Réwnanie (3.37) rozwiazano metoda Rungego—Kutty ze stalym krokiem 0, 05.
Warunki poczatkowe dla metody catkowania wynosilty xg = 0,2,y9 = 0,1, 29 = 1.
Wybrano wartosé kroku catkowania wedtug pracy [43]. Autor twierdzi, ze jest
ona wystarczajaca do poprawnego modelowania uktadu Lorenza. Eksperymenty
opisane dalej potwierdzaja te teze.

Sktadowa x ukladu Lorenza traktowana jest jako szereg czasowy powstaly
z wyjscia uktadu. Jej wykres przedstawiono na rysuneku 3.1. Na jego podstawie
rekonstruowana jest dynamika i modelowany uktad. Dostepne informacje o ukta-
dzie ograniczone sg do szeregu czasowego. Zaktadany jest brak dodatkowej wiedzy
o wlasnosciach obiektu.

Do zrekonstruowania dynamiki uktadu na podstawie dostepnego szeregu cza-
sowego uzyto teorii rekonstrukcji. Parametrami rekonstrukcji dynamiki sg wymiar
zanurzenia n i op6znienie 7. Zgodnie z twierdzeniem Takensa [53], aby zagwaran-
towaé poprawng rekonstrukcje przestrzeni standéw, wymiar zanurzenia powinien
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Rysunek 3.1. Jednowymiarowe wyjscie rownan Lorenza

by¢ dwukrotnie wigkszy od wymiaru fraktalnego uktadu. Wymiar korelacyjny
oryginalnego szeregu wynosit do = 2,16, czyli minimalny wymiar zanurzenia po-
winien spelnia¢ warunek n > 7. Wymiar zanurzenia wyznaczono rowniez metoda
falszywych sasiadéw [29].

Uwzgledniajac rezultat metody fatszywych sasiadéw oraz zakladajac, ze moz-
na odtworzy¢ dynamike uktadu w wymiarze zanurzenia réwnym wymiarowi to-
pologicznemu, za minimalny wymiar zanurzenia przyjeto n = 3. Wymiar byt
zwiekszany w przypadku, gdy zbudowany model niepoprawnie odwzorowywal
dynamike uktadu.

Opéznienie wyznaczono, korzystajac z metody wzajemnych informacji [18]
i wynositlo ono 7 = 4. Portret opdéznien szeregu czasowego pokazany jest na
rysunku 3.3.

Zbiér uczacy powstal z oryginalnego szeregu (wzér (3.17) lub (3.18)), czyli
op6znienie przyjmowalo wartosci ze zbioru 7 = {1,4}.

W zaleznosci od ustalonych parametrow n i 7, liczba wejsé sieci miesci sie
w przedziale (3;12). Eksperymenty wykazaly, ze najlepszym, ze wzgledu na ja-
ko$¢ predykeji mierzonej MSE, jest ciag uczacy zbudowany wedlug wzoru (3.18)
0 opdznieniu i zanurzeniu réwnym odpowiednio 7 =41 n = 3.

Wartos¢ parametru regularyzacji zostala ustalona na A = 10
zmieniana w trakcie eksperymentow.

Do budowy modelu uktadu uzyto zbioru uczacego o licznosci p = 3000 elemen-

—6 i nie byta
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Rysunek 3.2. Wykres oryginalnego szeregu czasowego (linia ciagla) i predykowanego
przez sie¢ neuronowa (linia przerywana)

tow. Dokladnosé predykeji i odtworzenia dynamiki przez strukture sieci szacowa-
no na zbiorze rekurencyjnie predykowanym przez sie¢ o dlugosci rownej prébcee
uczacej. Wykres generowanego przez sie¢ szeregu czasowego oraz odpowiadajacy
mu wykres szeregu czasowego uktadu znajduja sie na rysunku 3.2. Model sto-
sunkowo dokltadnie odwzorowuje uktad przez pierwszych kilkudziesieciu krokach,
po czym wartosci sie rozbiegaja. Spowodowane jest to chaotycznym charakterem
uktadu. Czas, po ktérym predykcja sie zalamuje, jest zgodny z horyzontem pre-
dykcji opisanym wzorem 3.1. Portret opdznien dla wygenerowanego przez sie¢
szeregu czasowego oraz odpowiadajacego mu szeregu ukladu znajduja sie na ry-
sunku 3.3.

Uzyskane wyniki predykcji sa podobne lub lepsze od wynikéw uzyskanych
w pracach [24], [45]. Nalezy réwniez podkresli¢, ze nie stosowano metod reesty-
macji wartosdci regularyzacji jak na przyktad w cytowanych pracach.

3.2.10. Modelowanie z szumem

W dalszych eksperymentach sprawdzono mozliwo$é odtworzenia dynamiki
w przypadku dodania gaussowskiego szumu do préobki uczacej. Stosunek SNR
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Rysunek 3.3. Od lewej: portret opdznien oryginalnego szeregu, portret opoznien szeregu
wygenerowanego przez sie¢

Rysunek 3.4. Zaszumiony atraktor Lorenza odpowiednio SNR = 30,20, 15

(ang. signal to noise ratio) sygnatu do szumu wyrazony jest wzorem:

2
SN R = 10l0gio| 20! (3.38)
Szum

Przeprowadzono eksperymenty dla wartosci SN R = 30, 20, 15. Z powodu zbyt
wysokiego poziomu szumu nie udato sie zamodelowaé¢ uktadu dla ciggu uczacego
o SNR = 10. Na rysunku 3.4 znajduja sie portrety opoznien dla poszczegdlnych
wartosci SN R. Metoda uczenia, warto$¢ mnoznika, wartos¢ parametru regula-
ryzacji A oraz dlugo$¢ ciggu uczacego zostaly ustalone jak dla przypadku bez
szumu. Nauczona sie¢ inicjowana ostatnim wejsSciem ciagu uczacego predykowalta
rekurencyjnie 3000 kolejnych wartosci.

Wykres predykowanego szeregu czasowego powstal dla SNR = 15, a odpo-
wiadajacy mu szereg czasowy uktadu znajduje sie na rysunku 3.5. Predykowana
trajektoria rozbiega si¢ o wiele szybciej niz w przypadku, gdy model tworzony
byl z uzyciem ciagu bez szumu (rys. 3.2).
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Rysunek 3.5. Oryginalny szereg i predykowany przez model powstaly na zbiorze uczacym
oSNR=15

Zaszumienie sygnalu dla SNR = 30 jest znikome i nie powoduje probleméw
z rekonstrukcja dynamiki. Jednak przy wigkszym zaszumieniu modelowanie z pa-
rametrami przyjetymi dla przypadku bez szumu jest niemozliwe. Zaobserwowano,
ze poprawnosé¢ modelu silnie zalezy od wymiaru zanurzenia. Algorytm konstruk-
cyjny przy zwiekszajacym sie zaszumieniu i przy n = 3 wygenerowal zachowanie
okresowe, rysunek 3.6b. Zwiekszenie wymiaru do n = 4 poprawito jako$¢ modelu
— rysunki 3.6¢ i 3.6f. Nalezy jednak zwrdci¢ uwage, ze zbyt duza warto$é¢ wy-
miaru zanurzenia prowadzi do nadmiernego dopasowania do danych, co czesciowo
obserwujemy dla n =6 i SNR = 15 (rys. 3.6f).

Poniewaz poprawna predykcja dla uktadéw chaotycznych na dluzszym prze-
dziale czasu jest niemozliwa, jakosé modelu sprawdzono réwniez za pomoca nie-
zmiennikéw dynamiki. Niezmiennik dynamiki jest wartoscia charakterystyczna,
ktéra nie zmienia sie w trakcie dziatania (ewolucji) ukladu. Takim niezmiennika-
mi sa miedzy innymi wymiar fraktalny oraz wyktadniki Lapunowa. W tabeli 3.1
zestawione sg wartoéci wyktadnikéw Lapunowa Ap oraz estymacji wymiaru frak-
talnego Kaplana—Yorka dla réznych wartosci zaszumienia i wymiaru zanurzenia.
Wartosci wymiaru zgadzaja sie z wymiarem atraktora Lorenza obliczonym w [21].
Wartosci wyktadnikéw Lapunowa dla wszystkich wartosci SN R sa dodatnie, co
wskazuje na chaotyczng nature wygenerowanego przez model szeregu.
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Rysunek 3.6. Pierwszy wiersz odpowiednio: od lewej atraktor Lorenza SNR = 20,
zrekonstruowany atraktor dla n = 3 i n = 4. Drugi wiersz odpowiednio: atraktor Lorenza
o SNR = 15, zrekonstuowany atraktor dlan=4in =26

Tabela 3.1. Wartosci najwiekszego wyktadnika Lapyunova oraz wymiaru Kaplana—Yorka
dla réznych wartosci SNR i wymiaréw zanurzenia.

SNR | A\, | Dkyn=4 | Dgyn=5 | Dgyn=2=6

— 15| 2050
30 | 14| 2033 2,028 2,031
20 | 14| 1,887 2,001 1,918

15 | 1,5 2,008 1,619 1,396
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Rysunek 3.7. (a) Wykres fragmentu szeregu czasowego zawierajacego mala zmiane
w uktadzie Lorenza w chwili £ = 1000 przy zmianie parametru r z 28 na 29.4. Pionowa
linia oznacza moment wystapienia zmiany.

(b) Portret opéznien. Linia ciagla — trajektoria uklad przed zmiang, linia przerywana —
trajektoria po wystapieniu zmiany

3.3. Wykrywanie zmian w dynamice ukladu chaotycznego

W uktadach chaotycznych mozemy wyrdzni¢ dwie grupy zmian typu:

— malej zmiany — nie powoduje zmiany typu zachowania uktadu, np. uktad jest
chaotyczny i po wystapieniu takiej zmiany pozostaje chaotyczny,

— drastycznej zmiany — powoduje zmiane typu zachowania uktadu, np. uktad
jest chaotyczny po wystgpieniu zmiany staje sie okresowym.

Wykres szeregu czasowego reprezentujacego drastyczna zmiane przedstawio-
ny jest na rysunku 3.8a. Zmiana jest dobrze widoczna i powoduje przejscie do
innego typu dynamiki uktadu. Rezultatem jest przejscie z atraktora chaotycznego
do okresowego. Portret opdznien obrazujacy zbieganie atraktora znajduje sie na
rysunku 3.8b.

Wykres szeregu czasowego zawierajacego malg zmiane pokazany jest na ry-
sunku 3.7a. Zmiana dynamiki spowodowana ta zmiana nie powoduje widocznych
zmian w atraktorze. Zastosowanie portretu opdznien (rys. 3.7b réwniez nie popra-
wia rozpoznawalnosci zmiany. Trajektoria po zmianie wyglada jak dalsza ewolucja
ukladu z niezmieniona dynamika.

Poprzedni podrozdzial 3.2 pokazal, ze zaproponowany model uktadu chaotycz-
nego, oparty na sieci RBF, doktadnie odtwarza dynamike uktadu chaotyczne-
go. Korzystajac z tego modelu mozliwe jest opracowanie algorytmu wykrywania
zmian.
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Rysunek 3.8. (a) Wykres fragmentu szeregu czasowego zawierajacego drastycznag zmiane
w uktadzie Lorenza w chwili ¢ = 1000 przy zmianie parametru r z 28 na 22.9. Pionowa
linia oznacza moment wystapienia zmiany.

(b) Portret opéznien. Linia ciagla — trajektoria uklad przed zmiana, linia przerywana —
trajektoria po wystapieniu zmiany

Schemat blokowy wykrywania zmian oparty na modelu pokazany jest na ry-
sunku 3.9. Blok modelu realizowany jest przez sie¢ neuronowa RBF. Cechami sg
residua obliczone jako réznica pomiedzy biezaca wartoscig wyjscia uktadu a war-
toscia predykowana przez model. Natomiast w bloku wykrywania zmian uzyto
funkcji progowej (3.39).

Prostym kryterium wykrywania zmian korzystajacym z wartosci charakte-
rystycznych jest uzycie progu. Jezeli warto$¢ cechy przekroczy zadany prog h,
wykrywana jest zmiana.

zmiana cecha > h,

brak zmiany cecha < h. (3.39)

decyzja w momencie t = {

Zastosowanie residuéw umozliwia wyrdznienie dwoch podejéé do wykrywania
zmian:
zastosowanie funkcji progowej, dla ktorej argumentem sa residua,
zastosowanie funkcji progowej, dla ktorej argumentem jest suma residuéw
w oknie o dlugosci k.

Algorytm 4. Wykrywania zmian oparty na modelu:
1. Zbuduj model zgodnie z algorytmem 3.
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Rysunek 3.9. Schemat blokowy wykrywania zmian z uzyciem modelu
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2. Wyznacz residuum e(t) w chwili t pomiedzy wyjsciem ukladu a wartoscig pre-
dykowang przez model:

e(t) =y — i w;d;i(Xt), (3.40)
i=1

gdzie yy jest wyjsciem modelu, natomiast suma po m neuronach wewnetrznych
reprezentuje wejscie modelu.

3. Monitoruj residua e(t) lub sume residudw obliczonych w ruchomym oknie
o dlugosci k, YK Le(t +1).

4. Jezeli wartosci residudw lub ich sumy przekroczg zadany prog h, zasygnalizuj
zmiane. W przeciwnym wypadku wroé do kroku 3.

Kluczowym elementem w tym algorytmie jest doktadnosé predykcji modelu.
Nalezy przypomnieé, iz wrodzona wlasnoscig uktadéw chaotycznych jest wrazli-
wos¢ na warunki poczatkowe, objawiajaca sie szybkim rozbieganiem dwoch blisko
potozonych trajektorii w przestrzeni stanéw. W kontekscie predykcji kolejnych
wartosci wyjscia uktadu skutkuje to krotkim czasem, po ktérym doktadnodé sie
zalamuje. Horyzont czasowy zalezy od wartosci wykladnika Lapunowa i opisany
jest zaleznoscia (3.1). W celu zachowania poprawnosci predykeji przez diuzszy
czas niezbedne jest cykliczne inicjowanie (restartowanie) modelu biezacym wyj-
$ciem uktadu. Dobdér wartoéci, po ktérej nastepuje restart, jest uzalezniony od
horyzontu predykcji lub eksperymentalnie.

W celu uproszczenia dalszych rozwazan, liczba predykowanych przez model
wartoéci, po ktoérych nastepuje restart jest réwna k dilugoéci, okna na ktérym
sumowane sg residua.

Decyzja o wystapieniu zmiany podejmowana jest na podstawie wartosci funk-
cji progowej (3.39), ktérej argumentem sa residua. Warto$é progu h dobierana
jest eksperymentalnie. Zamiast prostej funkcji progowej zalecane jest stosowanie
kart kontrolnych do detekcji zmiany.

W rozwazanym przypadku na karte kontrolng nanoszone sg wartosci residuéw
lub ich sumy. Zalecane jest uzycie karty dziatajacej na pojedynczych wartosciach,
np. EWMA [46] dla malych zmian lub karty Schewart [30] dla zmian drastycz-
nych.

3.3.1. Przyktlad obliczeniowy — wykrywanie zmian w ukladzie Lorenza

Przyktad poprawnosci dzialania algorytmu pokazano dla uktadu Lorenza opi-
sanego réwnaniem (3.37). Model zostal zbudowany wedlug metody opisanej w roz-
dziale 1. Ciag uczacy powstal, zgodnie z podrozdzialem 3.2.6, z szeregu czasowego
reprezentujacego wyjscie uktadu Lorenza wolne od zmian. Nauczony model za-
inicjowano, a nastepnie rekurencyjnie predykowano kolejne wartoéci. Ze wzgledu
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na krétki czas doktadnej predykcji, model byt restartowany co k krokéw przez
aktualng warto$¢ wyjscia uktadu.

Zmiana zostala wprowadzona do ukladu za pomocg parametru r réwnania
Lorenza (3.37). Zakres wartosci, w ktérym dokonywano zmian, nie wplywal na
chaotyczny charakter uktadu.

W celu zapobiegniecia blednej analizie, wynikajacej z dobrego dopasowania
modelu do danych uczacych, szereg uzyty do budowy modelu powinien by¢ rézny
od szeregu zawierajacego zmiane.

Za przyktady dzialania proponowanego algorytmu postuza dwa eksperymen-
ty, w ktérych wprowadzono dwie nastepujace po sobie male zmiany o réznych
warto$ciach. Na rysunku 3.10 (prawa kolumna) pokazano szereg czasowy z 20%
zmianami parametru r : 28 — 33,6 i r : 33,6 — 28. Pierwsza zmiana nastepuje
w chwili czasowej ¢t = 100, kolejna w chwili ¢ = 200. Zmiany o takiej wielkosci
rozwazane sa w pracy [25].

W drugim eksperymencie wprowadzono zmiany mniejsze o rzad wielkosci
od zmian rozwazanych w pierwszym przyktadzie. Lewa kolumna, rysunku 3.10
pokazuje nastepujace po sobie dwie 2% zmiany parametru r : 28 — 28 56
ir: 28,56 — 28. Zmiany nastapity w chwili t = 100 i ¢ = 200. Nalezy podkreslié,
ze tak male zmiany nie byly dotychczas rozwazane w literaturze.

Przeprowadzono predykcje w oknie o dtugoéci £ = 15. Po tym czasie model
byt ponownie inicjowany wyjéciem uktadu. Wykres wartosci residuéw dla poszcze-
gblnych chwil czasowych analizowanych szeregéw pokazano w ostatnim wierszu
rysunku 3.10. Natomiast wykres wartosci sumy residuéw znajduje sie¢ w wierszu
srodkowym rysunku.

Dla pierwszego przykladu analiza wykresu, zaréwno residuéw, jak i ich sumy,
nie pozostawia watpliwosci co do miejsca wystapienia zmian. Jednak w przypadku
2% wystapienie zmiany nie jest juz takie oczywiste. Wartosci residuéw w obsza-
rze zmiany sa zblizone do wartosci residuéw dla dziatajacego poprawnie uktadu.
Zastosowanie zbyt matego progu h prowadzi do powstania falszywych alarmoéw.
Rozwigzaniem tego problemu jest uzycie sumy residuéw, powodujac uzyskanie
wartosci ulatwiajacych identyfikacje zmiany.

7 przeprowadzonych eksperymentow wynika, iz wprowadzane malte zmiany,
powyzej 6% oryginalnej wartosci parametru, sa tatwo wykrywalne z uzyciem re-
siduéw, jak i ich sumy. Zmiany ponizej 6% wykrywalne sa jedynie z uzyciem sumy
residuéw obliczonych w oknie o dlugosci k. Zmian mniejszych niz 2% nie udalo
sie poprawnie wykry¢ metoda z modelem RBF.

Dtugosé okna k ma znaczacy wplyw na szybko$¢ wykrycia zmiany i liczbe
falszywych alarméw. Im dluzsze okno, tym p6zniej zmiana zostanie wykryta. Eks-
perymentalnie stwierdzono, ze zadowalajace wyniki otrzymuje sie dla k € (105 26).
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wartosci residuéw sumowanych w oknie k& = 15; wartosci residuéw. Prawa kolumna: szereg
czasowy 7 20% zmianami dla chwili ¢ = 100 i ¢t = 200; warto$ci residuéw sumowanych
w oknie k = 15; warto$ci residuéw



100 Rozdzial 3. Wykrywanie zmian w uktadach chaotycznych

Wtasciwy dobér wartosci parametréw procesu jest bardzo istotny, jesli idzie
o szybkos¢ i doktadno$é wykrywania zmian. Diugosé okna ma wplyw zaréwno
na czulosé, jak i czas wykrycia zmiany. W praktyce dobér parametréw zalezy od
przetwarzanego szeregu.

3.4. Podsumowanie

W rozdziale opisano metode wykrywania zmian w uktadach chaotycznych na
podstawie skalarnego strumienia danych utworzonego z szeregu czasowego ob-
serwacji wyjscia. Wykryta zmiana traktowana jest jako bodziec lub ostrzezenie.
Rozpatrywana jest rowniez jako element prediagnostyczny, ktéry (bez matema-
tycznego opisu zjawiska) odpowiada na pytanie czy w ukladzie nastapila, czy tez
nie nastapita zmiana.

Pierwsza cze$é¢ rozdzialu zawiera zaproponowana metode modelowania dyna-
miki uktadéw chaotycznych. Zapisano ja w formie algorytmu 1.

Model zostal zbudowany z wykorzystaniem sieci neuronowej RBF i opisany
algorytmem 3. Zbiér uczacy, jak réwniez liczba wejsé sieci zostaly wyznaczone
przez procedury rekonstruujace przestrzen stanu. Sprawdzono poprawno$é¢ pre-
dykcyjna modelu zbudowanego za pomocg algorytmu konstrukcyjnego selekcji
postepujacej dla zaszumionych i niezaszumionych zbioréw uczacych. Jakosé mo-
delu zostala zweryfikowana réwniez z uzyciem niezmiennikéw dynamiki, tj. wy-
miaru fraktalnego i maksymalnego wyktadnika Lapunowa. Nawet przy wysokim
poziomie szumu w zbiorze uczacym model poprawnie odtwarza dynamike uktadu.

Algorytmy konstrukcyjne nie byly dotychczas prezentowane w literaturze jako
metody tworzenia modeli uktadéw chaotycznych. Ich podstawowsq zaleta, oprocz
doktadnej predykcji, jest ustalenie struktury modelu podczas procesu uczenia
oraz brak koniecznosci reestymacji parametru regularyzacji.

W drugiej czesci rozdzialu przedstawiono metode wykrywania zmian w stru-
mieniach danych pochodzacych z uktadéw chaotycznych bazujaca na modelu.
Wykrywa ona zaréwno male, jak i drastyczne zmiany w dynamice uktadu.

Uktady chaotyczne charakteryzuja sie krétkim horyzontem predykeji, po kto-
rego przekroczeniu doktadnos¢ drastycznie si¢ zatamuje. Jednak uzycie w meto-
dzie cyklicznej reinicjalizacji modelu wyjsciem uktadu oraz maly btad predykcji
zapewnia poprawne modelowanie uktadu przez dostatecznie dlugi czas, ktéry
umozliwia realizacje zadania wykrywania zmian. W celu wykrywania matych
zmian zaproponowano sumowanie residuéw na ruchomym oknie o statej dtugosci.

Metode przetestowano, modyfikujac wartosci parametréw ukladu Lorenza.
Wykrywa ona male zmiany przekraczajace 2% wartosci oryginalnego parametru.
Metoda poprawnie wykrywa rowniez sekwencje nastepujacych po sobie zmian.
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Dziatanie algorytmu modelowania i wykrywania zmian pokazano na przykla-

dach obliczeniowych.
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Rozdzial 4

Odporne algorytmy uczenia sieci RBF

Andrzej Rusiecki

4.1. Wprowadzenie

Rozwazajac metody projektowania i uczenia sztucznych sieci neuronowych,
dos¢ czesto zapomina sie, albo $wiadomie ignoruje istotny problem, jakim moga
sie sta¢ bledy pojawiajace sie potencjalnie w danych uczacych. Préby uwzgled-
nienia mozliwosci wystepowania bledéw w danych uczacych zaowocowaly po-
wstaniem tzw. odpornych algorytméw uczenia sieci neuronowych. W niniejszym
rozdziale oméwiono istniejace rozwiazania w dziedzinie odpornych algorytmoéw,
oraz przedstawiono nowy odporny algorytm uczenia sieci o bazach radialnych
wraz z przyktadowym zastosowaniem w przetwarzaniu danych strumieniowych.

4.1.1. Bledy w danych uczacych a sieci neuronowe

O ile istnienie zakt6cen w postaci niewielkiego szumu nie powoduje najczesciej
blednego dzialania metod opartych na SSN, o tyle dodanie nawet matej liczby
danych znacznie rézniacych sie od ogoétu, skutkowaé moze ich catkowicie nie-
przewidywalnym zachowaniem. Z punktu widzenia typowego uzytkownika, ktéry
oczekuje, ze sie¢ neuronowa bedzie dla niego jedynie narzedziem utatwiajacym
wykonanie zalozonego zadania, ma to stosunkowo duze znacznie, szczegélnie w sy-
tuacji, gdy sie¢ ma zostaé¢ uzyta do znalezienia pewnych prawidtowosci w zbiorze
danych. Gdy owe dane sa btedne, réwniez wszelkie zaobserwowane w nich prawi-
dtowosci moga okazaé sie nieprawdziwe.

Oczywiscie mozna zatozyé, ze w wielu sytuacjach obserwacja odbiegajaca
znacznie od ogélu powinna zwroéci¢é uwage, tatwo jednak zauwazyé, ze w przy-
padku duzej liczby danych, jak i np. pomiaréw przetwarzanych bez posrednictwa
czlowieka, nawet wyrazne bledy moga pozostaé niezauwazone. Ponadto czesto
trudno przewidzie¢, jaki rozklad powinna mie¢ mierzona wielko$¢, w zwiazku
z czym wszystkie jej wartosci musza by¢é wstepnie brane pod uwage jako prawi-
dtowe.

Aby odpowiedzie¢ na pytanie, czy problem ten ma jakie$ praktyczne znacze-
nie, wystarczy u$wiadomié sobie, ze w naukach przyrodniczych, w przypadku bez-
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posrednio mierzalnych danych pomiarowych, zawarto$é bledéw grubych (a wiec
znacznie przekraczajacych typowe wartosci) waha sie zwykle w granicach kilku
procent, jesli jednak wezmie si¢ pod uwage bardziej opisowe dziedziny wiedzy,
np. medycyne, okazuje sie, ze liczba danych odstajacych od ogétu przekracza
nierzadko 10% [6], siegajac czasami 20% wszystkich obserwacji.

Na gruncie statystyki rozwija sie juz od dtuzszego czasu nurt tzw. statystyki
odpornej (ang. Robust Statistics) [6], [9], [13], [14] zajmujace] si¢ opisywaniem
i niwelowaniem wplywu danych odstajacych i bledéw grubych na rezultaty dzia-
tania metod statystycznych. Zanim zajmiemy sie¢ mozliwo$ciami wykorzystania
niektérych z jego osiagnie¢ w dziedzinie uczenia sieci neuronowych, warto od-
powiedzie¢ sobie na pytanie, co rozumiemy przez pojecie btedu grubego i danej
odstajacej.

4.1.2. Dane odstajace od ogdétu i btedy grube

Wyobrazmy sobie, ze podczas akwizycji danych dotyczacych kontroli jakosci
prostego produktu, np. $rednicy nawierconych w drewnie otworéw, otrzymujemy
nagle odczyt rézniacy sie od pozostalych o rzad wielkosci (np. 10 cm zamiast
1 cm). Mamy wtedy do czynienia z czyms, co okresla sie zwykle angielskim slo-
wem outlier, a co, w wiekszosci przypadkdéw, ttumaczy sie jako danag odstajaca
(w domysle ,,0d reszty danych”). W tym prostym przypadku, gdy nie staramy sie
konstruowaé¢ matematycznego modelu na podstawie mierzonych wartosci, dana
taka, cho¢ tatwa w identyfikacji, mimo wszystko wymaga uwagi, gdyz oznaczaé
moze blad pomiarowy lub powaznag wade produktu. Znacznie grozniejsza mo-
ze by¢ sytuacja, w ktérej — bazujac na pomiarach — chcemy okresli¢ przecietng
wielko$¢ otworu; owa obserwacja moze dos¢ wyraznie zaklécié wynik koncowy.

Wzorujac sie na [7], dana odstajaca nazwiemy kazda obserwacje, ktéra odréz-
nia sie od wiekszosci danych. Podobnie brzmi inna definicja: obserwacja, nie przy-
stajaca do obrazu tworzonego przez wiekszo$¢ danych [6]. Widaé wiec, ze pojecie
danych odstajacych, pomimo iz intuicyjnie zrozumiate, trudno jest sprecyzowac.
Warto wspomnieé, ze dane odstajace stosunkowo czesto myli sie, w potocznym
rozumieniu, z danymi btednymi, podczas gdy nierzadko okazuja sie one dostarczaé
najbardziej istotnych informacji. Jednak, w typowych przypadkach dane odstaja-
ce moga by¢ rzeczywiscie tozsame z btedami grubymi, bedac nastepstwem bledéw
pomiarowych lub pomytek zwiazanych z archiwizacja i przetwarzaniem danych.

Wyrézni¢ mozna dwa podstawowe sposoby pomagajace w uwzglednieniu wply-
wu danych odstajacych [6]: po pierwsze, mozna w jaki$ sposéb zidentyfikowaé
dane, ktére potencjalnie moga by¢ bledami i nastepnie przetwarzaé je oddzielnie
w stosunku do reszty, druga mozliwo$¢ za$ to stosowanie okreslonych procedur
eliminujacych wplyw danych mogacych by¢ btedami, bez zatracania caloéci nie-
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sionych przez nie informacji. Drugi z wymienionych sposobdéw, mimo ze trudniej-
szy w realizacji, umozliwia przeprowadzenie uodporniania algorytmoéw uczenia
sieci neuronowych.

4.1.3. Modele bledéw w danych

W publikacjach dotyczacych odpornych algorytmoéw uczenia sieci [1], [2], [10]
stosowane jest najczesciej modelowanie bledow za pomoca sumy rozkladéw nor-
malnych o zerowej wartosci oczekiwanej, a wiec tzw. gross error model. Ponad-
to, w pracy [14] zaproponowano modelowanie bledéw w podobny sposéb, lecz
z uzyciem rozkladu niesymetrycznego, natomiast w pracy [16] model btedéw,
w ktérym moga sie one pojawiaé réwniez w wektorze wejSciowym sieci czy tez,
ogolniej méwigc, modelowanej relacji.

Model btedéw grubych — gross error model

Do danych czystych, (dokladniej rzecz biorac do wektora y) dodawane sa tu
zakldcenia generowane za pomocg dwéch sktadowych nastepujaco:

F=(1-06G+dH, (4.1)

gdzie F' jest rozkladem bledéw w danych, natomiast G i H maja rozktady nor-
malne o zerowej wartosci oczekiwanej N(0,0¢) i N(0,0x), przy czym opg > og.
Pierwszy ze skladnikéw to rozkilad o stosunkowo niewielkiej wariancji, majacy
reprezentowaé¢ typowy bialy szum, natomiast drugi z nich ma wariancje odpo-
wiednio duza, by symulowa¢ wystepowanie w danych btedéw grubych. Pojawiaja
sie one wérdd zaklocen z zalozonymi prawdopodobienstwami, odpowiednio (1—4)
oraz 9.

Bledy o niesymetrycznym rozkladzie

Zaklécenia generowane sg jako
F=(1-6G+0(Hy+ Hy+ Hs + Hy). (4.2)

Podobnie, jak wczesniej, rozktad G modeluje bialy szum, natomiast, drugi z nich
staje sie bardziej skomplikowany, bedac zlozeniem kilku dodatkowych rozktadow.
Dla uproszczenia przyjeto, iz H; ~ N(m;, 0;), przy czym oba parametry rozkla-
dow sa tu z zalozenia niezerowe i rézne dla poszczegdlnych H;. Drugi z rozkladéw
mozna réwniez zapisaé¢ jako rozktad normalny z odpowiednimi parametrami, ale
dany zapis, zaproponowany w [14], podkresla, ze zaklécenia te generowane moga
byé z réznych zrédet.
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Bledy w wektorze wejSciowym

Bledy w wektorze wejsciowym, czyli tzw. leverage points [15], wprowadzié
mozna zgodnie z modelem opisanym jako gross error model, z ta rbéznica, ze
zakltocenia dodawane sa do wartosci podawanych w procesie uczenia na wejscie
sieci.

4.2. Odporne algorytmy uczenia

4.2.1. Wprowadzenie do odpornych algorytméw uczenia

Wiekszoéé z istniejacych odpornych algorytmoéw uczenia sieci neuronowych
opiera si¢ na wprowadzeniu nowej, réznej od typowo stosowanej kwadratowej,
funkcji btedu z zachowaniem wszelkich innych cech danego algorytmu uczenia.
Uzycie odpowiednio skonstruowanego kryterium powoduje praktyczne wyklucze-
nie z wplywu na proces uczenia danych powodujacych najwiecksze bledy, a wiec
podejrzanych o bycie btedami grubymi. Odporne metody uczenia przeznaczone
byly poczatkowo jedynie do trenowania sieci sigmoidalnych, ktore, jak stwier-
dzono w [11], sa z natury swej bardziej odporne niz sieci o bazach radialnych.
Intuicyjnie mozna to uzasadni¢, pamietajac, ze podczas gdy w sieciach sigmoidal-
nych dokonuje si¢ podzialu przestrzeni pewnymi hiperptaszczyznami, w sieciach
RBF mamy do czynienia z rozciaganiem hiperptaszczyzn wokét punktow z cia-
gu uczacego, tak wiec, niejako automatycznie, wpltyw btedéw grubych moze byé
potencjalnie wiekszy.

Jak sie jednak okazuje, mozna przenieé¢ rozwiazania odpornych algorytmoéw
uczenia bezposrednio na grunt sieci o radialnych funkcjach bazowych. Przyktadem
jest tu praca [4], w ktérej przeprowadzono prébe uodpornienia prostej sieci RBF
w sposob identyczny z wczesniejszym, chronologicznie rzecz ujmujac, odpornym
algorytmie RBP (ang. Robust Backpropagation) [1] przeznaczonym do uczenia
sieci o sigmoidalnych funkcjach aktywacji neuronéw. Ponadto w pracy [3] powté-
rzono rozumowanie z [2], proponujac algorytm analogiczny do opisanego dalej
ARBP (ang. Annealing Robust Backpropagation), lecz przeznaczony do uczenia
sieci z radialnymi funkcjami bazowymi.

4.2.2. Odporno$é¢ na zaklécenia a dobér funkcji bltedu

Przesledzmy teraz pokrétce rozumowanie lezace u podstaw odpornych algo-
rytmow uczenia sieci, wykazujace, ze odpowiednio dobrana funkcja btedu moze
poméc w niwelowaniu wplywu bledéw grubych na proces uczenia. Przyjmijmy
dla prostoty zapisu, ze sie¢ ma tylko jedno wyjécie. W najbardziej ogdlnym przy-
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padku funkcja bledéw moze byé réwniez zalezna od parametréw sieci [8], jednak
najczescie] ma ona nastepujaca postac:

1 N
B=23"p(rn), (4.3)

i=1

gdzie p(r;) oznacza funkcje kary (ang. loss function) [6], zwykle ciagla i syme-
tryczna, r; jest bledem dla i-tego obrazu uczacego, natomiast N liczba elementéw
ciagu uczacego. W najbardziej typowym przypadku za funkcje strat przyjmuje
sie funkcje kwadratows

p(r;) = il (4.4)

Wtedy minimalizowane kryterium ma postaé

1 N
E=— 2 4.
N;T (4.5)

czyli jest réwnoznaczne z bledem Sredniokwadratowym.

Przyjecie funkcji kwadratowej jako minimalizowanego kryterium bledéw ma
swoje uzasadnienie, ktére pokazaé mozna, korzystajac z metody najwiekszej wia-
rogodnosci [2], [9]. W tym celu zalézmy, ze bledy pomiarowe r; sa niezalezne i ge-
nerowane wedlug pewnego rozkladu f(r;). Mozemy wiec, dla ciaglego rozkladu,
obliczy¢ prawdopodobienstwo modelu, jako iloczyn poszczegdlnych prawdopodo-
bienstw

N
L=]]rr)A, (4.6)
=1

przy czym f(r;)A oznacza prawdopodobienstwo r; w sasiedztwie A dla ciaglej
dystrybuanty. Maksymalizacja prawdopodobienstwa moze zostaé¢ zapisana jako
maksymalizacja jego logarytmu lub alternatywnie minimalizacja

N
min Z(— log f(r;)) — Nlog A. (4.7)
i=1

Minimalizacja odbywa sie tu po wektorze parametrow w, ktory w tym konkret-
nym przypadku moze by¢ traktowany jako wektor parametréw (wag) sieci. Po-
niewaz N oraz A to stale, otrzymujemy

N
m“i/n Z(—log flr). (4.8)
i=1
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Dla typowego zalozenia, méwiacego, ze bledy generowane sa wedtug rozkladu
normalnego danego jako

£r) = \/12? exp(—1/22), (4.9)

po podstawieniu f(r) do réwnania (4.8) otrzymujemy

N
1 N
min (Z 57"1'2 + 5 log(27r)> (4.10)

=1

Zaniedbujac staly czton, dostajemy w rezultacie wlasnie minimalizacje btedu

kwadratowego
N

min » 7. (4.11)
i
Miara oddzialywania bledéw na proces uczenia jest tzw. funkcja wplywu (ang.
influence function) [6], bedaca pochodna stosowanej funkcji kary /strat:

U(r;) = 82521'). (4.12)

Mozna ja traktowaé jako szczegélny przypadek (a tak naprawde rozszerzenie na
teorie uczenia sieci) tak samo nazwanej funkcji uzywanej czesto w literaturze
statystycznej [6], [9], w szczegdlnosci w rozwazaniach dotyczacych odpornych es-
tymatoréw.

Gdy policzy¢ funkcje wptywu dla kryterium kwadratowego, ma ona postaé
liniowa:

\I’(T’Z) = 27’1“ (4.13)

Widaé wiec, ze bledy o najwiekszych wartoéciach beda miaty najwickszy wpltyw
na uczenie sieci z tak dobrang funkcja kryterialna.

4.3. Odporne algorytmy uczenia sieci sigmoidalnych

Jak juz wspomniano, uodparnianie algorytméw uczenia sieci o sigmoidalnych
funkcjach aktywacji odbywa sie zazwyczaj za pomocs zmodyfikowania funkcji
bledu minimalizowanej w procesie uczenia. Omdwione zostana teraz w skrécie
rozwigzania znane z literatury.
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4.3.1. Odporny algorytm z kryterium LMLS

W pracy Liano [10] do skonstruowania odpornego kryterium bledu zapropo-
nowano funkcje kary nazwana LMLS (ang. Least Mean Log Squares) nastepujacej
postaci:

p(ri) =log(1l + %mz) (4.14)

Wynika to stad, ze w przypadku przyjecia p jak w danej zaleznosci, funkcja
wplywu jest ograniczona i mozna ja zapisaé jako

Ty

Dla niewielkich wartosci residuéw jest ona praktycznie rzecz biorac liniowa, pod-
czas, gdy wraz z ich wzrostem zaczyna asymptotycznie dazy¢ do zera. W rezul-
tacie
lim — & =0. (4.16)
P T 12
Jak wiec wida¢ najwieksze bltedy nie maja praktycznego wplywu na wartos¢ funk-
cji celu, a wiec i na proces uczenia.

4.3.2. Odporny algorytm propagacji wstecznej RBP

W algorytmie tym [1] Chen i in. zaproponowali przyjecie zmiennej w czasie
funkcji kary bazujacej na M-estymatorze opracowanym przez Hampela [6], a wy-
korzystujacym tangens hiperboliczny tgh. Odporne M-estymatory stanowia klase
uogblniong z estymatoréw najwickszej wiarogodnoéci, przeznaczong do sytuacji,
w ktérej rozktad bledu jest nieznany. Powinny one zachowywaé si¢ stabilnie dla
danych czystych lub zaklécanych niewielkim bialym szumem, a réwnoczesnie
zapewnia¢ odpornosé procedury na wystepowanie btedéw grubych.

W algorytmie RBP funkcja wplywu oparta na estymatorze Hampela [6] przed-
stawia sie¢ wiec nastepujaco:

r dla |r] < af(t),
Uy (ri) =< ey tgh(ea(b(t) — |r|))sign(r) dla a(t) < |r| < b(t), (4.17)
0 dla |r| > b(t).

Wyrazenia a(t) oraz b(t) oznaczaja zmienne w czasie (a wiec zalezne od biezacej
epoki t) punkty odciecia funkcji, ¢1 i co za$ pewne stale.

Strategia zmian punktéw odciecia jest nastepujaca: na poczatku zaktada sie
maksymalng liczbe bledéw ¢, ktére moga pojawié¢ sie w danych. Nastepnie wy-
biera si¢ najmniejsze (1 — q)N bezwzgledne residua |r(t)|1.x < |r(t)|2ny < ... <
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[7(t)|(1—g)~: N> PO czym za pomoca metody bootstrap szacuje sig przedziat ufnosci
spelniajacy zaleznosé

Prob {l(1_g)(t) < |r(#)] 1—gmn < t(1—g)(t) } = 0,95. (4.18)

Za a i b podstawia si¢ kolejno I(;_q)(t) 1 u(1_g)(t). Wartodci te aktualizowane sa
co pewna, ustalona liczbe epok procesu uczenia. Dla uproszczenia zatozy¢ mozna
mniej skomplikowana postaé¢ funkcji kary, majaca tylko jeden punkt odciecia.
I tak, dla funkcji Cauchy’ego otrzymujemy

s 7
plri, ) = Slog (1+ ), (4.19)
B
przy czym parametr 8 przyjmowany jest jako
B(t) = [r®)]a—gn:N- (4.20)

4.3.3. Odporny algorytm propagacji wstecznej z wyzarzaniem ARBP

Funkcja strat zostala tu przyjeta jak w zaleznosci (4.19). Autorzy pracy [2]
zaproponowali jednak, aby zmiany parametru 5 odbywaly sie zgodnie z zadanym
schematem wyzarzania. Umozliwia to dziatanie algorytmu, w ktorym zbedne sta-
je sie poczatkowe zalozenie dotyczace liczby btedéw grubych zawartych w da-
nych uczacych. W pierwszej fazie uczenia minimalizowane kryterium powinno
by¢ bliskie btedowi Sredniokwadratowemu, by po pewnej liczbie iteracji zaczaé
eliminowa¢ dane powodujace najwieksze btedy. Aby osiagnaé taki rezultat, punkt
odciecia musi zmieniaé¢ si¢ w czasie i zaczynajac od stosunkowo duzej wartosci,
stopniowo dazy¢ do zera. Wykazano eksperymentalnie, ze najbardziej efektyw-
ny jest schemat wyzarzania postaci §(t) = k/t, gdzie k oznacza pewna stala,
przyjeta jako k = 10, gdyz taka wartos¢ sprawdzala sie najlepiej dla testowych
przypadkow.

4.3.4. TAO — odporny algorytm propagacji wstecznej

Autorzy algorytmu TAO, Pernia-Espinoza i in. [14] réwniez skupili sie na
zwiekszeniu odpornoéci procesu uczenia sieci, na bledy pojawiajace sie w danych
uczacych przez wprowadzenie nowej funkcji kryterialnej. Funkcja ta obliczana
jest w dos¢ skomplikowany sposéb, ktéry nie zostanie tu zaprezentowany, a do jej
skonstruowania postuzono sie ideg T-estymatoréw zaproponowanych przez Yohai
i Zamara w 1988 r.[18].
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4.3.5. Odporny algorytm LTS

Zaproponowany w pracy [16] odporny algorytm opiera sie z kolei na odpor-
nym estymatorze zwanym estymatorem najmniejszych przycinanych kwadratow,
w ktoérym czes¢ bledéw nie jest w ogdle brana pod uwage.

Odporne kryterium btedu LTS bazujace na estymatorze najmniejszych przy-
cietych kwadratow definiowane jest nastepujaco:

h

ELTS = Z(TZ%ZN' (421)

W tym przypadku (r?);.x < --- < (r?)n.n to podniesione do kwadratu residua

w postaci
m

Tz'z = {Z |(Giv — yiv)’}Q: (4.22)
v=1
gdzie 95, oraz y;, oznaczaja kolejno wartosé¢ wyjscia v i zadana warto$é¢ na wyjsciu
v dla obrazu uczacego i, a sumowanie odbywa sie po wszystkich m wyjéciach
sieci. Od wielkosci stalej przycinania h zalezy liczba obrazdéw uczacych, ktére
beda traktowane jako punkty odstajace, dlatego sposob jej doboru ma istotne
znaczenie dla wlasciwosci nowego kryterium.

4.4. Odporne algorytmy uczenia sieci o bazach radialnych

W przypadku sieci o radialnych funkcjach bazowych odporne algorytmy réw-
niez tworzone sa wedlug jednego schematu. Pierwszy etap, w ktérym wyznaczana
jest liczba neuronéw (a wiec centréw) i parametry funkeji radialnych, odbywa sie
bez uwzgledniania wpltywu bltedéw grubych. Dopiero w drugim etapie, podczas
douczania sieci, wprowadzane sg modyfikacje uodparniajace. Polegaja one, po-
dobnie jak w przypadku algorytmoéw uczenia sieci sigmoidalnych, na zastosowaniu
nowego kryterium minimalizowanego w procesie uczenia.

4.4.1. Zastosowanie algorytmu RBP do uczenia sieci RBF

Przeniesienie idei odpornego algorytmu uczenia RBP znalez¢é mozna w pra-
cy [4], ktérej autor w bezposredni sposob zastosowal funkcje kryterialng dana
zaleznoscia (4.19), zaproponowana w [1]. W algorytmie tym poczatkowe para-
metry i architektura sieci RBF ustalane sa metoda oparta na rozkladzie wedtug
wartosci szczegdlnych SVD (ang. singular value decomposition), nastepnie oblicza
sie, na podstawie zalozonej apriorycznie maksymalnej liczby bledéw w danych,
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punkt odciecia funkcji. Dalej nastepuje douczenie sieci, a wiec minimalizacja no-
wej funkcji bltedu wzgledem wektora wag wyjsciowych, przeprowadzone metoda
gradientow sprzezonych.

4.4.2. Odporna sie¢c ARRBFN

W pracy [3] przedstawiono odporna sie¢ o bazach radialnych ARRBFN (ang.
Annealing Robust Radial Basis Function Network). Jak sama nazwa wskazuje,
autorzy zaproponowali przeniesienie swojej metody uczenia sieci sigmoidalnych
[2] na sieci RBF. Poczatkowa strukture sieci, wagi i parametry funkcji bazowych
uzyskiwane sa na podstawie metody wektoréw wspierajacych SVR (ang. Sup-
port Vector Regression) [17]. Dopiero potem rozpoczyna sie douczanie sieci przez
proces minimalizacji funkcji btedu, danej zaleznoscia (4.19), przy czym parametr
(0 zmieniany jest w sposob identyczny z opisanym podczas omawiania metody

ARBP.

4.5. Szybki odporny algorytm uczenia sieci o radialnych
funkcjach bazowych

Dalej zaprezentowano prosty, a zarazem szybki i efektywny algorytm poma-
gajacy uodpornic sieci o radialnych funkcjach bazowych. Moze on by¢ szczegdlnie
polecany do zastosowania w zadaniach wymagajacych szybkiego przeprowadzania
procesu uczenia. Algorytm ten opiera sie na funkcji bledu LMLS zaproponowanej
w pracy [10], w ktérej funkcja kary dana jest zaleznoscia (4.14).

Podobnie, jak we wspomnianych odpornych algorytmach uczenia sieci RBF,
zalozymy, ze poczatkowa struktura, a wiec liczba neuronéw, wagi i parametry
funkcji bazowych uzyskiwane sa jedna ze standardowych metod, bez uwzglednia-
nia mozliwosci pojawienia sie bledow w danych uczacych. Istotny jest tu drugi
etap uczenia, a wiec adaptacja wag sieci, majaca na celu lepsze odzwierciedlenia
danych uczacych.

Zapiszmy wiec, jak dokladnie przedstawia sie¢ catkowity blad sieci obliczany
w konkretnej epoce, po zastosowaniu uodparniajacej modyfikacji:

N m
Blw) =33 log(1 + srii(w)), (4.23)
k=11i=1

gdzie ry; = (Yri(W) — yx;) oznacza blad popeliany przez i-te wyjscie sieci dla
k-tego obrazu uczacego, m jest liczba wyjé¢ sieci, N liczbg obrazéw uczacych.
Dla tak sformutowanej funkcji btedu mozna teraz przeprowadzi¢ uczenie, np.
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jedna z metod gradientowych, mozliwych do zastosowania podczas trenowania
sieci jednokierunkowych.

Autorzy cytowanych odpornych metod uczenia proponowali douczanie sieci
algorytmem najwiekszego spadku [3] lub gradientéw sprzezonych [4]. To pierwsze
rozwiazanie uznaé mozna raczej za historyczne w ujeciu praktycznych zastosowan,
biorac pod uwage, ze istnieja inne, zdecydowanie bardziej wydajne metody. Algo-
rytm gradientéw sprzezonych jest jedng z popularniejszych, jednak w niniejszych
rozwazaniach zaprezentowano nowy algorytm przeznaczony do uzycia z konkret-
na funkcja bledu. Procedure optymalizacyjna wyprowadzi¢ mozna tu podobnie
jak dla czesto stosowanego algorytmu Levenberga—Marquardta [5], [12]. W algo-
rytmie tym, dzieki odpowiedniemu oszacowaniu macierzy hesjanu i zastosowaniu
zmiennego w czasie czynnika regularyzacyjnego poczatkowo przeprowadzana jest
minimalizacja funkcji celu metoda najwiekszego spadku, natomiast w poblizu roz-
wigzania hesjan aproksymowany jest jedynie za pomoca rozwiniecia pierwszego
rzedu, co prowadzi do przejécia do algorytmu Gaussa—Newtona o kwadratowej
zbiezno$ci i niezmienionym naktadzie obliczeniowym. Podejécie takie znaczenie
przyspiesza proces uczenia sieci neuronowej. Niestety, wszelkie przyblizenia opie-
raja sie tam na zatozeniu kwadratowej funkcji btedu, nie da sie wiec przenies¢ ich
do odpornego algorytmu uczenia.

Dla funkeji btedu danej zaleznoscia (4.23) nalezy wiec sprobowaé znalezé inne
oszacowania. We wprowadzonych wczedniej oznaczeniach, mozemy zapisa¢ jako-
bian funkcji celu jako

r 87’11 87’11 . 87"11 T
ow1 Owa Own,
Jra1 Jra1 L. ora1
ow1 Ows Own,
Orny Orni ... Orna
w1 Ows Own,
J(w) = : : : C (4.24)
ow1 Owa Own,
Oram Orom . Orom
w1 Owo Own,
8"’Nm 8'r']\f'm . aTNm
L Odw; Owa ow, 4
gdzie
T
T'(W) = |: 11T -+ TN1 Ti2 -+ TN2 ‘' Tim ‘' TNm :| s (425)

a n jest liczba wag w sieci.
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Wprowadzmy teraz pomocniczy wektor p

T
_ T11 21 31 . TNm
p(W) - [ 1+%T112 1+%7‘212 1+%T312 1+%TN7n2 i| . (426)

Jak widaé, powstal on po nieskomplikowanych algebraicznych przeksztatceniach
dokonanych na wektorze residuéw. Biorac pod uwage, ze jakobian zdefiniowany
jest zalezno$cia (4.24), mozemy zapisaé¢ dokladnie gradient funkcji celu

VE(w) = J(w) p(w). (4.27)

Zdefiniujmy teraz drugi wektor pomocniczy ¢(w), wykonujac operacje aryt-
metyczne na elementach wektora r postaci

14+1ry2 (14+1r112)2 143702 (1437212)2 T+irym? (I4+irym?

1 T‘112 1 7‘212 1 TNmQ T
)? :

Zapiszmy jeszcze dodatkowa macierz J@Q, ktéra powstata przez pomnozenie kaz-
dego wiersza jakobianu przez odpowiadajacy mu element g(w)

orin drin ori

g“’l qi11 ng q11 ce ‘gw” q11
T q22 T2t Gtz
or or or
JordNT o dN1  Gaant
JQ(w) = : : : : . (4.28)
Orim Orim Orim
882}1 qim 887;}]2 qim nglnchm
373,71” q2m ari,;n q2m 32?,;” q2m
OrNm OrNm OrNm
L agl dNm 81]1\;]2 qNm - 0111\1]71 dNm |

Majac zdefiniowane dane macierze, mozemy juz zapisa¢ zaleznos¢ na macierze
hesjanu, ktéra dana jest w tym przypadku réwnaniem nastepujacym:

H(w) = Jw) JQ(w) + S(w). (4.29)

Tym sposobem otrzymali$my prosta obliczeniowo przyblizong zaleznos¢ umoz-
liwiajaca obliczenie hesjanu. Przyblizenie polega tu na pominieciu skladnika .S,
ktory zalezy bezposrednio od drugich pochodnych i zapisany moze by¢ jako

N m
S(W) =D pri(w)V2rp(w) (4.30)

k=11=1
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Dane uproszczenie znacznie utatwia i przyspiesza obliczenia. Analogicznie do
algorytmu Leveberga—Marquardta do zaleznoéci opisujacej hesjan wprowadzimy
czynnik regularyzacyjny u, otrzymujac ostateczng postaé¢ réwnania

H(w) = J(w) JQ(w) + ul, (4.31)

gdzie 1 oznacza macierz jednostkowa. Zmiany czynnika u(t) (¢ oznacza epoke)
w procesie uczenia przedstawiajg sie nastepujaco: w danej epoce jest on zwiek-
szany wedlug schematu nu(t) az do momentu uzyskania poprawy wartosci funk-
cji celu. Nastepnie, po wykonaniu kroku uczenia, jest on zmniejszany jak Su(t)
w gléownym algorytmie. Stale n i § zostaly przyjete jak w oryginalnym algorytmie
Levenberga—Marquardta.

Mozemy wiec juz zapisa¢, w jaki sposob aktualizowane bedg wagi sieci w ko-
lejnych epokach

T -1
Wi = wi = [J(we) QW) + u()1]  VE(w,). (4.32)

OtrzymaliSmy wiec nowy sposéb uczenia sieci neuronowej jednokierunkowej (nie
tylko o radialnych funkcjach bazowych) dostosowany do odpornego kryterium
bledu.

Na rysunkach 4.1 i 4.2 pokazano przykladowy przebieg procesu uczenia al-
gorytmami najwiekszego spadku, gradientow sprzezonych, oraz opisang metoda
(oznaczona jako DLmls), na danych czystych i zawierajacych zakl6cenia. Przed-
stawione rysunki dotyczg sieci jednokierunkowej, dwuwarstwowej o neuronach
z sigmoidalng funkcja aktywacji uczonej zadania aproksymacji.

4.6. Przetwarzanie danych strumieniowych w zadaniu sterowania

Jak juz wspomniano, zaleta opisanego odpornego algorytmu uczenia, w poréw-
naniu z innymi algorytmami majacymi zapewnia¢ odpornos¢ na btedy w danych,
jest szybko$¢ jego dzialania. Z tego powodu uzasadnione wydaje sie uzycie go
w zadaniu, gdzie szybko$¢ przetwarzania danych jest parametrem kluczowym.
Aby jednak rezultaty symulacji dalo sie w sposéb nieskomplikowany zaprezento-
waé 1 poréwnaé, skupimy sie na sytuacji, w ktorej przetwarzane dane nie maja
wielu wymiaréow, choé¢ naptywaja w sposéb ciagly. Postulat taki spelnia zagad-
nienie wykorzystania sieci neuronowej w sterowaniu z modelem odniesienia (ang.
model reference control) lub sterowaniu predykcyjnym (ang. predictive control).

Sie¢ neuronowa uzyta by¢ tu moze do identyfikacji sterowanego procesu. Na
podstawie danego pobudzenia — oraz zaréwno kilku poprzednich, jak i aktualnych
wartosci wejs¢ i wyjsé systemu — sie¢ taka powinna przewidzie¢ jego zachowanie
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Rysunek 4.1. Poréwnanie przebiegu uczenia z kryterium LMLS dla algorytmu
najwiekszego spadku (GD), gradientéw sprzezonych (CG) oraz szybkiego algorytmu
DLMLS (dane uczace bez bledéw grubych)
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Rysunek 4.2. Poréwnanie przebiegu uczenia z kryterium LMLS dla algorytmu
najwiekszego spadku (GD), gradientéw sprzezonych (CG) oraz szybkiego algorytmu
DLMLS (dane z bledami)
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Rysunek 4.3. Przeskalowane sygnaly pobudzenia i wyjscia sterowanego ukladu

w nastepnej chwili. Stuzy¢ moze ona wiec jako model umozliwiajacy dostosowanie
sterowania do przewidywanych zachowan systemu.

4.6.1. Zadanie testowe

Sterowanym procesem byl tu tzw. chemiczny reaktor przeptywowy z miesza-
niem CSTR (ang. Continuous Stirred Tank Reactor), w ktérym zadaniem uktadu
sterujacego jest utrzymywanie statego stezenia produktu reakcji przez odpowied-
nie dozowanie ilosci jednego z dwoch substratow.

7 naszego punktu widzenia istotna jest cze$¢ zadania, w ktérej wykorzysta-
na by¢ moze sie¢ RBF. Na postawie danych pomiarowych sie¢ taka uczona jest
przewidywania reakcji uktadu na sterowanie w danych warunkach. Aby rozpo-
czaé tworzenie sieciowego modelu procesu, niezbedny jest zbiér danych uczacych
sktadajacy sie z podawanych na wejscie uktadu sygnaldow sterowania i odpowia-
dajacy im zbiér wartosci wyjsciowych. Przyklad reakcji ukladu na pobudzenie
przedstawiono na rysunku 4.3.

Zalozono, ze do predykcji wyjscia systemu, sie¢ RBF dysponowaé bedzie in-
formacja na temat wartosci sygnalow pobudzenia i wyjscia zaréwno aktualnych,
jak i z dwoch poprzednich chwil. Innymi slowy, zadaniem sieci jest przewidzenie
wyjécia systemu w nastepnym momencie na podstawie aktualnego i poprzedniego
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Rysunek 4.4. Zaklécone dane uczace na tle prawidlowego sygnatu wyjscia uktadu

pobudzenia oraz aktualnej i poprzedniej wartoéci na wyjsciu. Takie postawienie
problemu jednoznacznie okre$la wiec, ze sie¢ musi mieé cztery wejécia i jedno
wyjécie.

Aby zamodelowa¢ btedy pojawiajace sie w danych uczacych, postuzono sie,
opisanym wczesniej, modelem btedéw grubych. Przyktad zakléconych w ten spo-
sOb wartosci wyjscia uktadu przedstawiono na rysunku 4.4. Nalezy zwrocié uwage
na fakt, ze pojedyncza zaktécona wartosé skutkuje wiekszg liczba zakldécen w da-
nych uczacych i to zaréwno w wektorze wejéciowym, jak i wyjéciowym sieci, ze
wzgledu na wykorzystanie w procesie uczenia informacji o stanie uktadu w kilku
poprzedzajacych momentach. Oprocz typowych btedéw grubych, mamy tu wiec
do czynienia ze wspomnianym juz zjawiskiem tzw. punktéw dzwigniowych (ang.
leverage points).

4.6.2. Wyniki symulacji

Na rysunku 4.5 pokazano, dla poréwnania, wyniki dzialania sieci zwyklej
i uodpornionej na tle uzyskanych na podstawie modelu matematycznego odpo-
wiedzi identyfikowanego uktadu. Jak mozna zauwazy¢, sygnaly wyjsciowe prze-
widziane przez obie sieci odbiegaja od rzeczywistych wartosci na wyjsciu stero-
wanego procesu. Sie¢ uczona w sposob tradycyjny dos¢ mocno dopasowalta sie¢ do
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Tabela 4.1. Poréwnanie usrednionych ze 100 przypadkow bledéw sredniokwadratowych
sieci douczonej odpornym algorytmem (RRBF) i uczonej bez uwzglednienia bledéw
grubych (RBF)

L. zaklécen 0,01 0,007 0,005
Sie¢ RBF | 8,0347 + 6,9524 | 2,1908 + 2,0571 | 0,8000 + 0,6050
Sie¢ RRBF | 1,8883 + 3,0339 | 1,1545 4+ 1,4723 | 0,7668 + 0,6380

danych uczacych, czego efektem sg charakterystyczne skoki, a wiec stosunkowo
gwaltowne zmiany jej sygnatlu wyjsciowego. Zastosowanie modyfikacji algorytmu
uczenia, majacej na celu uodpornienie sieci na btedy w danych uczacych, dato
zdecydowanie lepsze rezultaty. Nadal widoczne sa tu bledne skoki na wyjsciu
sieci, maja one jednak tagodniejszy charakter.

Analizujac tabele 4.1, w ktérej zawarte zostaly usrednione dla 100 symulacji
btedy popelniane przez sieci, tatwo zauwazy¢, ze sie¢ uodporniona uzyskuje rezul-
taty lepsze niz sie¢ uczona w sposob tradycyjny. Dla najmniejszej liczby zaklécen
srednie bledy dla obu sieci sg tego samego rzedu, przy czym sie¢ odporna dziata
nieznacznie lepiej. Dla przypadku, w ktérym zaklécenia stanowily $rednio 0,7%
danych uczacych, btad uzyskany dla sieci odpornej jest juz prawie dwukrotnie
mniejszy niz dla zwyklej sieci RBF. Trzeba tu zauwazy¢, ze odchylenia standar-
dowe bledéw sa tu juz zblizone do wartosci érednich. W sytuacji, gdy zaktécenia
stanowig $rednio 1% bledéw, sie¢ uodporniona umozliwia osiggniecie $redniego
bledu ponad czterokrotnie nizszego niz sie¢ klasyczna. Widaé jednak, ze ten po-
ziom bledow grubych jest zbyt duzy dla obu sieci, gdyz rozrzut otrzymanych
wynikéw byl znaczacy.

4.7. Podsumowanie

W pracy poruszony zostal problem btedéw grubych mogacych zaktécaé proces
uczenia i tworzenia sztucznych sieci neuronowych. To istotne zagadnienie zostato
tu jedynie dosé ogdlnie zasygnalizowane przez przedstawienie istniejacych rozwia-
zan problemu, dotyczacych przede wszystkim sieci jednokierunkowych o sigmo-
idalnych funkcjach aktywacji neuronéw. Jak widaé, tematyka ta, w odniesieniu
do sieci o radialnych funkcjach bazowych, wydaje sie kryé spory potencjal co do
mozliwoéci wprowadzenia udoskonalen majacych na celu uzyskanie odpornosci na
bledy grube pojawiajace sie w danych uczacych.

Zaprezentowany zostal réwniez nowy algorytm uczenia, ktéry, pomimo swej
prostoty, umozliwia polepszenie jakosci dziatania sieci trenowanej w obecnosci
duzych zaklécen. Szczegdlnie godny podkreslenia jest fakt, ze metoda ta moze
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Rysunek 4.5. Wyniki dzialania sieci RBF uczonej algorytmem tradycyjnym i odpornym

by¢ stosowana juz po wstepnym utworzeniu struktury sieci RBF i doborze jej
parametréw. Ma ona za zadanie jedynie pewne przesuniecie wag sieci w kierunku
minimum nowej funkcji kryterialnej, dyskryminujacej dane powodujace najwiek-
sze bledy. Oznacza to, ze najwazniejszy etap uczenia odbywa sie bez uwzgled-
nienia mozliwoéci pojawienia sie duzych zaklécen. Mozna zatem wnioskowaé, ze
dalsze mozliwe do poczynienia kroki, takie jak uodpornienie owej pierwszej czesci
algorytmu uczenia, skutkowaé¢ by mogty radykalna poprawa jakosci dzialania sieci
uczonej na danych zawierajacych btedy grube.

Stosowanie odpornych metod uczenia sieci neuronowych, nawet w ich najmniej
skomplikowanej formie, moze znaczaco poprawi¢ jakos¢ dziatania sieci, szczegdl-
nie w przypadku rzeczywistych zastosowan, kiedy czesto jakosé i wiarygodnosé
danych uczacych sa nieznane.
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Rozdzial 5

Uczenie ortogonalnych sieci neuronowych

Krzysztof Halawa

W rozdziale tym przedstawiono ortogonalne sieci neuronowe ONN. Wymienio-
no czesé z ich istotnych zalet oraz najwazniejsze wady. Opisano sposoby uczenia
ONN ze szczegdlnym uwzglednieniem metod odpornych na btedy grube, ktére
czesto stanowig powazny problem w wielu aspektach zwiazanych z przetwarza-
niem i akwizycja danych. Pokazano takze algorytm szybkiego obliczania wyjsé
ONN majacych neurony, ktérych funkcje aktywacji naleza do szeregu trygono-
metrycznego.

5.1. Wprowadzenie

Niewiele prac zostato po$wieconych ONN. Wiekszo$¢ z nich powstata w ostat-
nich dwéch dekadach. Sieci te zostaly przedstawione m.in. w [18], [20], [23], [26].
ONN maja wiele waznych zalet, wéréd ktérych mozna wymienié:

— liniowg zalezno$é wyjécia od wag,

— bardzo szybki proces uczenia spowodowany brakiem miniméw lokalnych war-
tosci oczekiwanych kilku popularnych funkcji celu (w tym takze bledu $red-
niokwadratowego),

— znana jest zalezno$¢ miedzy liczbg neuronéw a liczbg wyjsé i wejsé sieci,

— brak probleméw z rozmieszczeniem centréw, ktére wystepuja w sieciach ra-
dialnych,

— znacznie latwiejsza jest interpretacja znaczenia warto$ci poszczegolnych wag
niz w przypadku sieci sigmoidalnych,

— istnieje spora liczba algorytméw, ktére nadaja sie do zmniejszenia wplywu
elementéw odstajacych.

ONN sg sieciami jednokierunkowymi.

5.2. Struktura sieci

Sygnaly z wejs¢ ONN pobudzaja neurony znajdujace sie w warstwie ukrytej.
Niech n oznacza liczbe wejs¢ sieci. Z i-tym wejSciem ONN jest zwigzanych M;
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neuronéw w warstwie ukrytej, gdzie i = 1,2,...,n. Neurony te maja ortogonal-
ne funkcje aktywacji. Maja one tylko jedno wejécie. Wezly mnozace wyznacza-
ja iloczyny wszystkich kombinacji wyj$¢ wspomnianych neuronéw. W warstwie
wyjsciowej znajduja si¢ neurony liniowe. Ich liczba jest rowna liczbie wyjsé ONN.
Neurony liniowe obliczaja sumy wazone wynikoéw otrzymanych z wezléw mno-
zacych. Ich wagi sa zmieniane podczas procesu uczenia sieci. Struktura ONN
majaca kilka wej$¢ i jedno wyjscie MISO (ang. Multiple Inputs, Single Output)
zostala przedstawiona na rysunku 5.1. Sie¢ z wigksza liczba wyjs¢ MIMO (ang.
Multiple Inputs, Multiple Output) pokazano na rysunku 5.2.

<>

Rysunek 5.1. Struktura MISO ONN (O — neurony w warstwie ukrytej,
IT — wezly mnozace, ¥ — neuron liniowy)

Wartoéé wyjscia MISO ONN wynosi

fi(z1) fi(z2) fi(zn)
fa(a1) fa(x2) fa(an)
j(x) =wl ' ® . ®...® " , (5.1)
far (1) Jary (22) St (2n)
gdzie z1,...,z, sa wejsciami sieci, x = [zr1,...,2,]7, ® oznacza iloczyn Kro-
neckera, fi, fo,... sa funkcjami aktywacji neuronéw w warstwie ukrytej, w =
n
[wy,wa, . .. ,wM]T jest wektorem wag liniowego neuronu, M = [] M;. Warto

i=1
zwrécié uwage, ze elementy wektora, ktoéry otrzymamy po wyliczeniu iloczynéw
Kroneckera wewnatrz nawiasu okraglego we wzorze (5.1), sa réwne wyjsciom
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Rysunek 5.2. Struktura MIMO ONN

weztow mnozacych. Mozna zastosowaé np. nastepujace ortogonalne funkcje ak-
tywacji:
— szereg funkcji sinus i cosinus ¢, cg sin(x), co2 sin(2x), ... , ca2 cos(x), ¢ cos(2x),

..., gdzie c; i c9 sg statymi,

— wielomiany Legendre’a.

Sieci, ktérych neurony w warstwie ukrytej maja funkcje aktywacji z szeregu
wymienionego na pierwszej pozycji podanej listy, sg nazywane fourierowskimi
sieciami neuronowymi FSNN (ang. Fourier Series Neural Network). Przewaz-
nie przyjmuje sic ¢; = 1/v/27, co = 1/y/7. Wéwczas wspomniane funkcje sa
ortonormalne. Opis wlasciwoéci wielomianéw Legendre’a i szeregu funkcji sinus
i cosinus znajduje siec w [3]. Sygnaly podawane na wejécia sieci musza by¢ tak
przeskalowane, aby ich maksymalne wartosci zawieraly sie w przedziale, na kté-
rym funkcje aktywacji sa ortogonalne. Dla FSNN z1,...,x, muszg naleze¢ do
przedziatu [0,27) lub [—m, 7). W przypadku ONN z neuronami, ktérych funkcje
aktywacji sa wielomianami Legendre’a, x1,...,x, € [—1,1].

5.3. Metody uczenia
W punkcie tym zalozono, ze dla MISO ONN dysponujemy zbiorem danych

uczacych {yg, Xk}]k,vzl, gdzie yi = di + €, di jest wartodcia zadana wyjscia sieci,
gdy jej wejscia sa réwne elementom wektora x; = [, Zok, - - - ,xnyk]T, €L S4
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niezaleznymi zmiennymi losowymi o jednakowym rozkladzie, zerowej wartosci
oczekiwanej i skoficzonej wariancji o2.
Najczesciej uzywang funkcja celu jest blad sredniokwadratowy

N
Fr=g > (e~ 90 (52)
k=1
gdzie §(xy) oznacza wartos¢ wyjscia ONN, gdy wejscia sieci sa réwne elementom
wektora Xg.

W [26] wykazano, ze warto$¢ oczekiwana bledu sredniokwadratowego MSE
(ang. Mean Squared Error) jest n-wymiarowa hiperparabola.

Zaleta wielu algorytméw gradientowych jest mozliwosé ich wykorzystania do
minimalizacji innych funkcji celu niz (5.2) oraz fakt, ze zmiana wag moze naste-
powaé kazdorazowo po prezentacji kolejnych par {y,xx} (tzw. uczenie on-line).
Algorytmy te nadajag sie do zastosowania w ukladach adaptacyjnych, gdzie sieé
jest bezustannie trenowana. Rozwijajac wybrana funkcje celu F w szereg Taylora
w otoczeniu wektora w w kierunku q € R™, otrzymujemy

1
- 5qTH(w)q +..., (5.3)

0E<w>>T

E(w +q) = E(w) + < -

gdzie H jest hesjanem (macierza drugich pochodnych czastkowych) funkcji celu
wzgledem wag

0’E 0’E L. 0*E
Bw% Ow10ws Ow1 0w s
0’E 9’E L 0’E
H(W) _ Ows w1 8w% Owa0w pp
0’E 9*E L 0’E
Ow prOwy OwprOws 8“}12%

Algorytmy, ktore wykorzystuja informacje zawartg zaréwno w gradiencie, jak i he-
sjanie lub jego przyblizeniu, sa nazywane algorytmami drugiego rzedu w odroéznie-
niu od algorytméw pierwszego rzedu, ktére uzywaja tylko liniowego przyblizenia
E(w +q).

Do uczenia ONN nie sg stosowane algorytmy gradientowe drugiego rzedu, po-
niewaz wyznacznik z hesjanu dla (5.2) jest réwny zeru. Macierz ta jest macierza
symetryczna. Czesto ONN sa uczone za pomoca prostego algorytmu najszybsze-
go spadku. Dzieki niewystepowaniu miniméw lokalnych wartosci oczekiwanych
wielu funkcji celu, trening sieci tym algorytmem przebiega szybko. Wymaga on
bardzo niewielkiej liczby obliczen numerycznych. Stanowi to jego istotng zalete,
zwlaszcza jezeli ma by¢ wykorzystywany w pracy urzadzen, ktore nie dysponuja
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duza moca obliczeniowa. Na rysunkach (5.3) i (5.4) przedstawiono poréwnanie
szybkosci uczenia FSNN algorytmem najszybszego spadku i sigmoidalnej sieci
neuronowej, do ktérej uczenia zastosowano algorytm Levenberga—Marquardta.
Sieci uczono odwzorowywaé nastepujace funkcje:

1) g(x1,22) = exp (—(z1 — 2)* — (22 — 1,5)?)
—exp (— (71 — 4)? — (v2 — 4)?),

2) g(z1,z2) = tgh(0,8z1 + 22 — 6) — tgh(1, 2521 + 1,522 — 9), gdzie tgh oznacza
tangens hiperboliczny.

-1
10 0 5

4 epoki 6 10

Rysunek 5.3. Poréwnanie szybkoSci uczenia funkcji nr 1 przez ONN trenowana
algorytmem najszybszego spadku (przerywana linia) i sie¢ sigmoidalng trenowana za
pomocy algorytmu Levenberga—Marquardta (ciagla linia)

W warstwie ukrytej sigmoidalnej sieci neuronowej znajdowalo sie¢ 18 neuronéw
z funkcja aktywacji
2

S S——"
1 + exp(—2u)

fw)
W warstwie wyjsciowej obu sieci byt neuron liniowy. FSNN miala 49 neuronéw
w warstwie ukrytej (My = My = 7). Liczbe neuronéw dobrano tak, aby liczby
wag w obu sieciach byly podobne. Zbiér danych testowych skladal sie z par
{Yk, [ml,k,:ﬂzk]T}, gdzie yr, = y(x1k, x2k) + €k, 1k Oraz xoy byly realizacjami
zmiennej losowej o rozkladzie jednostajnym na przedziale [0, 27), €x byly realiza-
cjami zmiennej losowej o rozktadzie normalnym N (0, 0,25). Przed rozpoczeciem
uczenia wszystkie wagi ONN bytly rowne 1. Poczatkowe wartosci wag sigmoidal-
nej sieci dobrano za pomocg algorytmu Nguyena—Widrowa. Wyniki uczenia byty
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epoki

Rysunek 5.4. Poréwnanie szybkoSci uczenia funkcji nr 2 przez ONN trenowana
algorytmem najszybszego spadku (przerywana linia) i sie¢ sigmoidalng trenowana za
pomoca algorytmu Levenberga—Marquardta (ciagla linia)

oceniane na zbiorze testowym, ktéry zostal wygenerowany w sposéb analogicz-
ny do zbioru uczacego. Uczenie odwzorowywania podanych funkcji powtorzono
15 razy. Po kazdej kolejnej epoce wartosé¢é MSE byla estymowana na podstawie
usredniania 15 bledéw Sredniokwadratowych.

Jezeli podczas uczenia algorytmem najszybszego spadku pozadane jest zmniej-
szenie wplywu elementow odstajacych, wéréd ktérych moga wystepowaé bledy
grube [19], to mozna skorzystaé¢ z funkcji celu

N
By =" (140,50 — 9(x4))?) - (5.4)
k=1

Do redukcji maksymalnej wartosci bezwzglednej btedu
max |(yx — §(xx))|
czesto stosowana jest funkcja celu

1 N

Ez =5 (yr — 9(x))*, (5.5)
2=

gdzie a jest liczba naturalna wieksza od 1 [15].

W [8] wykazano, ze dla FSNN w kazdej iteracji algorytmu najszybszego spad-
ku mozliwe jest znaczne zredukowanie liczby wykonywanych operacji matema-
tycznych przez obliczanie w odpowiedni sposéb maksymalnej wartosci wspél-
czynnika uczenia 7, dla ktérego proces uczenia jest stabilny. Zaprezentowano
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wzOr umozliwiajacy tatwe jego wyznaczanie dla réznych funkeji celu. Pokazano,
ze dla (5.4) wspélezynnik uczenia jest ograniczony przez

24 r(t)?
t) < ———~ 5.6
1) < s (56)
gdzie ¢ jest numerem iteracji, v(t) = [91(t),. .., (t)]T, ¥; jest wyjsciem i-tego

wezla mnozacego, r(t) jest bledem bedacym réznica pomiedzy wartoscia zadana
ze zbioru uczacego a wartoscia wyjscia sieci. W przypadku funkeji celu (5.5), zeby
proces uczenia byt stabilny, musi byé¢ spelniony warunek

2
t) < , 5.7
M) < T~ ) ()7 (5.7)
Dla funkcji celu (5.2) warunek jest okreslony wzorem
2
(5.8)

1) < ST

Ze wzgledu na bledy numeryczne oraz aproksymowanie pewnych wielkosci
uzytych w wyprowadzeniu (5.6), (5.7) i (5.8) wspélczynnik uczenia powinien by¢
co najmniej o kilka procent mniejszy od prawej strony odpowiedniej nieréwnosci.
Zauwazono, ze dla FSNN wartosé iloczynu v ()T v (t), ktéry wystepuje w mianow-
niku (5.6), (5.7) i (5.8), nie zalezy od t.

Jezeli wybrana jest funkcja celu (5.2), to spostrzezenie umozliwia obliczenie
wspotczynnika uczenia tylko raz, przed rozpoczeciem uczenia sieci. Unikniecie
cigglego obliczania v(t)?v(t) umozliwia zmniejszenie liczby dzialan, réwniez gdy
funkcja celu jest (5.4) lub (5.5). W przypadku rozwazanych funkcji do wyzna-
czenia zmian wag niezbedne jest w kazdej iteracji wyznaczenie elementéw wek-
tora v. Na komputerach, ktére nie moga wykonywaé¢ réwnolegle wiele operacji
zmiennoprzecinkowych, obliczanie v mozna przyspieszy¢ korzystajac z zaleznosci
rekurencyjnych

sin(aw;) = sin((o — 1)x;) cos(x;) + cos((a — 1)z;) sin(x;), (5.9)

cos(awx;) = cos((a — 1)z;) cos(z;) — sin((a — 1)z;) sin(z;), (5.10)

gdzie « jest liczba naturalna wieksza niz 1. Jezeli n = 11 funkcja celu jest (5.2), to
przez unikniecie koniecznoéci ciaglego obliczania wspoétczynnika uczenia mozna
zredukowaé liczbe mnozen w przyblizeniu o 20% i liczbe dodawan o okoto 256%
8].

Liczne modyfikacje algorytmu najszybszego spadku sa uzywane w réznorod-
nych dziedzinach nauki. Do uczenia predyktoréw neuronowych przewidujacych



132 Rozdzial 5. Uczenie ortogonalnych sieci

kilka krokéw naprzod, ktore zostaly zbudowane z predyktoréw przewidujacych
w kroétszej perspektywie czasu, powszechnie stosowany jest algorytm wstecznej
propagacji w czasie BPTT (ang. Backpropagation Through Time) lub algorytm
rekurencyjnego uczenia w czasie rzeczywistym RTRL (ang. Real Time Recurrent
Learning), ktory cechuje sie mniejsza zlozonoscia obliczeniowa od BPTT i wy-
maga mniejszej pojemnosci pamieci [14].

Jezeli dysponujemy calym zbiorem uczacym przed rozpoczeciem uczenia, to
w celu zminimalizowania (5.2) wagi ONN mozemy obliczy¢ za pomoca metody
najmniejszych kwadratéw LSM (ang. Least Squares Method). Wéwcezas wektor
wag jest rowny

w = (076)"19Ty, (5.11)
gdzie
Y1 J1(x1)  Da(x1) -+ Dn(xa)
y = ’ 0= )
YN V1(xn) Po(xn) oo Ium(xn)

(X)) oznacza warto$é wyjscia i-tego wezlta mnozacego, gdy wejécia sieci sa rowne

elementom wektora x.

Jezeli sie¢ pracuje w uktadzie adaptacyjnym, gdzie dane {xy, yx} sa dostarcza-
ne w kolejnych chwilach, to dogodnie jest uzy¢ rekurencyjnej metody najmniej-
szych kwadratéw [21].

W celu poprawy zdolnosci generalizacji sieci oraz zmniejszenia wptywu btedow
numerycznych podczas obliczania w, zamiast LSM mozna zastosowaé estymato-
ry obciagzone, np. estymator grzbietowy (ang. Ridge Estimator) lub estymator
Jamesa—Steina. Estymator grzbietowy w literaturze polskiej bywa takze nazy-
wany estymatorem grzebieniowym. Termin taki jest uzywany np. przez autora
pracy [17]. Powstaly liczne modyfikacje tego algorytmu [5].

Jedna z metod wykrywania elementéw odstajacych polega na analizie war-
tosci elementéw wektora r = y — fw. W celu wyeliminowania czesci elementéw
odstajacych mozna uzy¢ nastepujacego sposobu:

a) obliczy¢ w oraz r,

b) powtérnie obliczy¢ w, pomijajac te pary {xg,yx}, £ = 1,2,..., N, ktoére
odpowiadaja elementom r o duzych wartosciach (sposéb znajdowania tych
element6éw zostal opisany w [5]).

Postepujac zgodnie z metoda przedstawiona w podanych punktach, pomija
sie elementy odstajace, ktore niekoniecznie musza byé¢ btedami grubymi. W ten
sposob mozna nie uwzgledni¢ sporej liczby interesujacych danych. Dlatego za-
miast ignorowaé catkowicie elementy odstajace, niekiedy lepiej jest uwzgledniaé
je w réznym stopniu. W tym celu mozna skorzystaé z wazonej metody najmniej-
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szych kwadratéw WLSM (ang. Weighted Least Squared Method) [1]. Wektor wag
obliczony za pomocg WLSM jest réwny

wivsym = (07Q0)7 10T Qy, (5.12)
gdzie Q) = diag(ws,...,wn), przy czym € jest macierza diagonalna, jezeli zakl6-
cenia €1, ..., N nie sa ze soba skorelowane. Niech o, oznacza warto$é¢ odchylenia

standardowego wyznaczona za pomocg pewnego estymatora odpornego na ele-
menty odstajace.

W pracy [5] przedstawiono kilka takich estymatoréw oraz podano informacje,
ze elementy macierzy ) moga przyjmowaé wartosci

Tk /UT'

5.13
1 dla rp, =0, ( )

Y(r/or)
i = { dla ri # 0,

gdzie 1 jest k-tym elementem wektora r, 1(-) jest funkcja, ktorej wartosé bez-
wzgledna jest mniejsza badz réwna wartodci bezwzglednej jej argumentu, i ktérej
warto$¢ ma taki sam znak jak jej argument.

Do funkcji spetniajacych te warunki naleza: funkcja Hampela, E, funkcja
Ramsey’a, sinusoidalna funkcja Andrewsa oraz funkcja Huberta [5] zdefiniowana
przez

o dla |u| < z,
¥lu) = { z sign(u) dla |u| > z, (5-14)

gdzie z jest pewna liczba rzeczywista. Wartos¢ o, zalezy od wektora w. Iteracyjne
obliczanie w i o, mozna wykorzystaé¢ do dalszego zmniejszenia wptywu bledéw
grubych. Niekiedy korzystne jest wykorzystanie zalet estymatora grzbietowego do
obliczania wag sieci w spos6b odporny na elementy odstajace. W [17] zuwazono,
ze istotg regresji grzbietowej jest ,,przeczesywanie” okolic oszacowania uzyskanego
za pomocg LSM w nastepujacy sposéb:

wrip = (010 + cIy) 10Ty, (5.15)

gdzie Iy oznacza macierz jednostkowsq stopnia IV, ¢ jest dodatnia liczba rzeczy-
wista. Sposoby doboru wartosci ¢ zostaly opisany w [10], [14]. Nietrudno jest
spostrzec, ze

WRID = (GTG + CIN)_IGTQW, (5.16)

gdzie w jest wektorem wag obliczonych za pomoca LSM. Zamieniajac w (5.16)
wektor w na wyp gy otrzymujemy odporny estymator

Wrip2 = (070 + cIn) 10" Oww s, (5.17)
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ktory ma zalety estymatora grzbietowego. Prostym sposobem zmniejszenia wpty-
wu btedéw grubych, ktéry czesto przynosi dobre rezultaty, jest uczenie sieci z wy-
korzystaniem funkcji celu bedacej suma wartosci bezwzglednych btedéw

1 X R
Ey=3 > lyk — (%) (5.18)
k=1

Do wad takiego podejscia nalezy brak mozliwosci wyprowadzenia wzoru, na
podstawie ktérego mozna bezpos$rednio okresli¢ wartosci elementéw wektora w
minimalizujacego (5.18) oraz brak gwarancji tylko jednego optymalnego rozwia-
zania. Jezeli uzywana jest funkcji celu (5.18), to mozna wyznaczy¢ wektor wag
za pomoca metod liniowego programowania.

Warto zwrécié uwage, ze istnieje wiele szczegdéltowo opisanych metod, kto-
re moga by¢ zastosowane do uczenia ONN, jezeli dysponujemy pewng wiedza
a priori odnosnie do wartosci wag. Ma to szczegdlne znaczenie, gdyz, jak juz
wcezesnie] zauwazono, znacznie tatwiej jest dla ONN niz dla sieci sigmoidalnych
zinterpretowaé znaczenie wartosci poszczegblnych wag sieci neuronowych, ktére
modelujg pewne zjawiska fizyczne.

W [9] zauwazono, ze gdy xj sa odpowiednio rozmieszczone w n-wymiarowym
hiperszescianie H, ktorego dlugosé¢ bokéw jest réwna 27, to mozna obliczyé¢ wagi
FSNN, stosujac bezposrednio metode, ktéra wymaga znacznie mniejszych nakta-
déw obliczeniowych niz LSM. W [7] pokazano podobna procedure, ktéra umozli-
wia zmniejszenie wplywu btedow grubych. Wykorzystuje ona efektywne algoryt-
my wyznaczajace dyskretna transformate Fouriera DFT (ang. Discrete Fourier
Transform) za pomocy szybkiej transformaty Fouriera w sposéb przedstawiony
dalej. Opis algorytméw FFT mozna znalezé¢ w [2], [22], [24], [25].

Jezeli wektory x; sa réwnomiernie rozmieszczone w hiperprostopadloécianie
lub hiperszescianie, majacym inna dtugosé bokéw, to wystarczy przeskalowaé xy,
przemnazajac poszczegdlne ich elementy przez odpowiednie state.

Niech U,, € R*, m = 1,2,... beda wszystkimi wektorami, ktérych i-ty ele-
ment moze przyjmowaé¢ wartoéci z szeregu {0, p;, 2p;, ..., M; — 1}, gdzie p; =
27 /M;. Takich wektoréw jest M. Elementy tych wektoréw sa réwne wspdlrzed-
nym punktéw rozmieszczonych réwnomiernie w hiperszescianie H (punkty te leza
na n wymiarowej hiperkracie). Zalézmy, ze w zbiorze uczacym dysponujemy dla
kazdego U,, co najmniej b,, wartoSciami ym o = 9(Um) + €m,q, gdzie by, > 1,
a =1,2,...,bp, €me sa zmiennymi losowymi o zerowej wartoéci oczekiwanej
i skonczonej wariancji. Oznaczmy

_ Ym,1 + Ym,2 +...+ Ym,bm,

F(Un) =
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Jezeli wsréd danych ¥ 1, ..., Ym.p,, MOga pojawic si¢ bledy grube, to zale-
ca sie, zeby f(Un) bylo réwne medianie lub $redniej windsorskiej z Ym 1, Ym.2,
< Ym, My, - N N
n-wymiarowa DFT z f(Uy), f(Uz), ... jest okre$lona wzorem

Mi—1Me—1 My—1

Fll,. k) = >0 > 0> F(lwnuz, ")

U1:0 ugzo Un=0
e—j(k1u1p1+--.+knunpn)’ (5.19)
gdzie k1, ks, ..., ky, sa nieujemnymi liczbami catkowitymi, mniejszymi odpowied-

nio od Ml,MQ,...,Mn, ] =+v—1.
Stosujac odwrotng dyskretng transformate Fouriera IDFT (ang. Inverse Di-
screte Fourier Transform), mozna napisaé [7]

Mi—1 Ma—1 Myp—1
f<u1 un> 1— 2— n
7"'-’7
n Pn

S Y Pk

k1=0 ko=0 kn=0
ej(k1u1p1+.--+knunpn) (520)

Dokladnos$é aproksymacji (5.20) zalezy od parametréw addytywnego szumu g;
iliczb My, ..., M, oraz by,...,byr. Wspblczynniki DFT obliczonej z danych rze-
czywistych maja wlasciwo$¢ symetrii

F(My —ki,My — ko, ..., M, —ky,) = F*(ki,ka,... kn),
F(ki,My —ko,..., My, —ky,) = F*(My—ki,ko,...,kn),

(5.21)

]

gdzie * oznacza liczbe sprzezona. Wykorzystujac wzory Eulera oraz (5.21), mozna
(5.20) przeksztalci¢ do postaci

f(u1p17 cee 7Unpn) ~
My /2—1 M3/2—1 My /2—-1

NHE S Y Y Re{F(kika ... ko))

ki=1  ko=1 ken=1
cos (prhkiur + pokaus + . .. + prkpuy))
I Y (k1. ko, .. )}
sin (pr1kiuy + pokaus + . .. + prknuy)
YRe{Y (ki ko, ..., My — kn)}
cos (prkiur + pakous + ... + Pu_1kn—1Un—1 — Ppknun) (5.22)
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—Im {Y(kl, ko,..., M, — kn)}
sin (p1ki1ur + pakous + ... + Pr—1kn—1Un—1 — Prknun)

+...+

VY Re {Y (ki, My — ko, ..., My — kp)}
cos (prhkrur — pokaug — ... — prknuy)
—Im{Y (ky, My — ko, ..., M, — ky)}
sin (p1k1uy — pokoug — ... — prkpuy) ,

gdzie s jest suma kombinacji wszystkich sum

Mi/2-1Ms/2—1  Mp/2—1

Z Z Z Re{F(k1’k27'_‘7kn)}ej(p1k1u1+...+p2k2u2)’

ki1=1 ko=1 kn=1

w ktérych co najmniej jeden element wektora [ki,..., k)T jest réwny zeru,
i w ktorych pominieto symbole sumy odpowiadajace tym zerowym elementom.
Na podstawie wzoru (5.22) mozna w efektywny sposéb wyznaczy¢ wagi sieci.
Jedli najpierw zamieni si¢ we wzorze (5.22) wuy,...,u, na xi,...,T,, a nastepnie
rozpisze funkcje sinus i cosinus, ktérych argumenty sg suma wazonag kilku wejsé
sieci, na sume iloczynéw funkcji sinus i cosinus, ktérych argumenty zaleza jedynie
od pojedynczych wejsé, to nietrudno wtedy spostrzec, ze iloczyny te maja takie
same wartosci jak wyjscia weztéw mnozacych FSNN, gdy ¢; = 11 ¢ce = 1. Aby
zatem wyznaczy¢ wartosci poszczegdlnych wag, wystarczy zsumowaé wszystkie
wspotczynniki DFT znajdujace sie przed iloczynami identycznych funkcji, ktére
maja takie same argumenty. W [9] spostrzezono, ze w latwy sposéb mozna utwo-
rzy¢ program komputerowy, ktory podawalby symboliczne wyrazenia na wagi.
Podany sposéb ustalania wartosci wag cechuje sie mniejsza zlozonoscia ob-
liczeniowa niz wyznaczanie wektora w za pomoca LSM. Jezeli x; nie sg réw-
nomiernie rozmieszczone w hiperprzestrzeni, to jedno z mozliwych rozwigzan
do zastosowania w takiej sytuacji polega na uzyciu nieréwnomiernej szybkiej
transformaty Fouriera NUFFT (ang. Nonuniform Fast Fourier Transform) [13]
zamiast FFT do obliczania rozwazanych wspdtczynnikéw. Inne sposoby poste-
powania moga opieraé¢ sie na aproksymowaniu f(U), f(Us),..., na podstawie
wartosci y1,...,yn. W [9] szczegblowo przedstawiono szybki sposéb aproksyma-
cji f(Uy), f(Us), ... z uzyciem érednich arytmetycznych z yi,...,yn nalezacych
do matych roztacznych hiperszeécianéw. Zaprezentowano wyniki symulacji kom-
puterowej, w ktérej uzyto takiej aproksymacji. W [7] zauwazono, ze rozwazana
aproksymacje mozna rowniez wykona¢ za pomoca odpowiednich, nieskompliko-
wanych hiperpowierzchni. Nierzadko w praktyce inzynierskiej spotyka si¢ dane
niezalezne, ktére sa rozmieszczone réwnomiernie, zwlaszcza ze zgodnie z teoriag
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planowania eksperymentu [17] sytuacja z takim rozlozeniem nosnikéw planu ma
kilka waznych zalet.

Gdyby liczba elementéw wektora wag byla taka sama jak liczba danych, to
FSNN nie miataby zdolnosci generalizacji. Nalezatoby wowczas wykonaé regula-
ryzacje sieci, np. przez pominiecie wag o malych wartosciach. W [9] pokazano
przyktad regularyzacji za pomoca takiej metody.

5.4. Szybkie obliczanie wartosci wyjs¢ FSNN

W [6] przedstawiono efektywny sposéb obliczania wartosci wyjscia MISO
FSNN réwnoczesnie dla wielu réznych wartodci wej$¢ wraz z propozycjami je-
go zastosowania. Jedna z nich dotyczy wykonywania regularyzacji przez wczesne
zatrzymanie [14].

n-wymiarowa DFT z przeksztalcenia danych wejsciowych, ktére wykonuje
sie¢, jest réwna

R Mi—1Ma—1  M,—1
Vkionka) = Y Y .0 ) Q([xl,xg,...,mn]T)
u1=0 u2=0 Un=0

efj(k1m1$1+.--+knl“npn) (523)

Jezeli znamy wartosci wspoélezynnikéw Y, to w celu otrzymania wartosci wyj-
Scia sieci jednoczes$nie dla M wektoréw wejsciowych, ktérych elementy sg réw-
ne wspotrzednym punktéw lezacych na hiperkracie opisanej w podrozdziale 5.3,
mozna obliczy¢ IDFT

) <U1 Un> 1 Mi—1Ma—1  Mp—1
p1 Pn k1=0 ka=0  kn=0
ej(k1u1p1+~--+knunpn~) (5.24)

Zaproponowana w [6] metoda wyznaczania wartosci wyjscia MISO FSNN dla
réznych wartosci wejs¢ wymaga wykonania dwéch krokdw:

— obliczenie wspétezynnikéw okreslonych réwnaniem (5.23) na podstawie war-

tosci wag sieci,

— wyznaczenie odwrotnej DFT za pomocg algorytméw IFFT.

Obliczenie jednego wspdlczynnika DFT wymaga wykonania O(2") dzialan.
Wystarczy obliczyé tylko wspétezynniki DFT dla ky < Mp/2 + 1,...,k, <
M,,/2 + 1, poniewaz pozostale ?(kl, ..., ky) sa liczbami sprzezonymi. Zlozonosé
obliczeniowa n wymiarowej IFFT wynosi

0 (z (ﬁ Mi> log, Mv> .

v=1 \i=1
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Calkowita zatem ztozono$é¢ proponowanej metody to

0 <2n ( 1:1 Mv> ¥ g <: Mi> log, Mu> .

Aby dokonaé tych samych obliczen bezposrednio na podstawie réwnania (5.1),
nalezaloby wykonaé w przyblizeniu az O(M?) dziatah.

W [6] zauwazano, ze w celu wyznaczenia wartoéci wyjécia sieci dla wekto-
row wejsciowych, ktérych elementy sa réwne wspotrzednym punktow lezacych
na przesunietej hiperkracie, nalezy wspétczynniki DFT przemnozy¢ przez liczbe
Fulera podniesiona do odpowiedniej potegi. Zalézmy, ze przesuniecie wspomnia-
nej hiperkraty wzgledem punktu, ktérego wszystkie wspoélrzedne sa réwne zeru,
wynosi w i-tym wymiarze d;, gdzie 61, . .., 0, sa liczbami rzeczywistymi. W takiej
sytuacji nalezy wspoélczynniki Y(k:l, ..., ky) przemnozy¢ przez

n
H ejpiki5z"
=0

Wykonujac obliczenia dla kilku przesunietych hiperkrat, mozna zmniejszy¢ odle-
glosci pomiedzy rozwazanymi punktami.

Metoda opisana w [6] moze by¢ wykorzystana w trakcie uczenia do $ledzenia
zmian przeksztalcenia danych wejéciowych wykonywanego przez sie¢. Zwlaszcza
w ukltadach adaptacyjnych, gdzie FSNN jest bez przerwy douczana, monitoro-
wanie dzialania sieci czesto jest niezbedne. Przedstawiona metoda nadaje sie
do tworzenia dwuwymiarowych i tréjwymiarowych wykreséw g. Mozna jg takze
wykorzysta¢ do wykonania regularyzacji przez wczesne zatrzymanie, jezeli zbiér
{xk, yr} da sie podzieli¢ na zbior testowy i zbiér danych do uczenia sieci w taki
sposéb, zeby elementy wektoréw x; ze zbioru testowego byly rowne wspdétrzednym
punktow lezacych na n wymiarowej hiperkracie. Wowczas po kazdej epoce ucze-
nia (prezentacji wszystkich wektoréw xj ze zbioru do uczenia) nalezy w opisany
sposéb wyznaczy¢ wartosci wyjscia sieci dla wszystkich x; ze zbioru testowego.
Wyniki te sa niezbedne do obliczenia wybranej funkcji celu. Gdy wartosé tej
funkcji wzrasta, proces uczenia jest zatrzymywany. Typowy ksztalt zmian MSE
odwzorowania wykonywanego przez sie¢ dla danych testowych i danych uzytych
do uczenia [14] przedstawiono na rysunku 5.5. Jezeli nie jest mozliwy podzial
zbioru {xy, yx} we wspomniany sposéb, to mozna albo wykorzysta¢ NUFFT, al-
bo aproksymowaé wartosci y odpowiadajace punktom lezacym na wspomnianej
hiperkracie i nastepnie z tych przyblizen obliczyé¢ IFFT. Szczegdlnie interesujace
wydaje sie potaczenie przedstawionej metody z algorytmem najszybszego spad-
ku. Mata liczba obliczen jest wtedy potrzebna zaréwno do wyznaczania zmian
wag w kolejnych iteracjach, jak i do okreslenia wlasciwego momentu zakonczenia
treningu FSNN.
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MSE

Rysunek 5.5. Zalezno$¢é MSE od dlugosci procesu uczenia dla zbioru danych
uczacych (przerywana linia) i zbioru testowego (ciagla linia)

5.5. Podsumowanie

ONN doskonale nadajg sie do wykorzystania w wielu aplikacjach, gdzie stoso-
wane sg sieci sigmoidalne, ktére majg niewielka liczbe wejs¢. Istotng wadg ONN
jest wyktadniczy wzrost liczby neuronéw wraz ze zwiekszeniem sie liczby wejsé
sieci. Dlatego zaleca sie przeanalizowanie mozliwosci zastosowania wraz z ONN
metod redukcji wymiaru danych wejsciowych, ktére zostaly przedstawione miedzy
innymi w [4], [11], [16]. Bardzo interesujacy spos6b zmniejszenia wymiaru danych
za pomoca gléwnych krzywych zostal pokazany w [12].

Dzieku duzej szybkosci uczenia i malej liczbie potrzebnych obliczen arytme-
tycznych FSNN wraz z algorytmem najszybszego spadku doskonale nadaja si¢
do pracy w uktadach elektronicznych, w ktorych dostepna moc obliczeniowa jest
zbyt mala do uczenia innych rodzajéw sieci neuronowych. Stosunkowo duza liczba
roznych algorytmow, ktére moga byé wykorzystane do redukcji wptywu elemen-
tow odstajacych, umozliwia wykorzystanie ONN do przetwarzania danych, wsréd
ktorych moga pojawi¢ sie bledy grube.

Nietrudno jest napisa¢ program przeznaczony do szybkiego wyznaczania wag
lub obliczania wartosci wyjscia FSNN za pomoca FFT lub IFFT. Istnieje wiele
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gotowych bibliotek z procedurami liczacymi FFT. Prawdopodobnie najszybsza,
niezalezng od sprzetu, biblioteka dostepna na licencji GNU General Public Licen-
se jest FFTW (ang. Fastest Fourier Transform in the West), ktéra mozna pobraé
ze strony http://www.fftw.org. Dostepne sa takze wersje dla komputeréw wie-
loprocesorowych oraz do obliczen rozproszonych. Wielowymiarowa FFT mozna
wyznaczy¢ przez wielokrotne obliczanie jednowymiarowych DFT. Do otrzymania
wspdtezynnikéw DFT lub IDFT z danych rzeczywistych zaleca sie zastosowaé
algorytm 2N punktowej rzeczywistej FFT”. Umozliwia on zmniejszenie liczby
mnozen o 30 procent.

Sprzetowa realizacja sieci neuronowych umozliwia w petni wykorzystaé poten-
cjal, jaki ma ich réwnolegla architektura. Na rynku dostepnych jest wiele ukta-
dow scalonych, zawierajacych w sobie rézne struktury sieci neuronowych. Brak
jest jednak rozwigzan dedykowanych do ONN. Uklady programowalne FPGA
doskonale nadaja sie do wykorzystania sprzetowej implementacji ONN. Obecnie
produkowane FPGA zawieraja setki blokéw mnozacych, ktére potrafia wykonaé
miliardy obliczen na sekunde. Ukltady te mozna wygodnie zaprogramowaé za
pomoca jezykéw opisu sprzetu, np. VHDL lub Verilog.
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Rozdzial 6

Sieci kontekstowe i strumienie danych

Piotr Ciskowskz

6.1. Wstep

Wiele badan dowodzi, ze ludzie zdobywaja wiedze, zapamietuja i przetwarzaja
informacje, a takze rozumuja w sposéb kontekstowy. Pojecia oraz wzorce zacho-
wan moga by¢ przechowywane w ludzkim moézgu w postaci ustrukturyzowanej
jako sekwencje zdarzen wystepujacych w konkretnych kontekstach. Rozwiazy-
wanie skomplikowanego problemu przez czlowieka czesto polega na zidentyfi-
kowaniu kontekstu, w jakim on wystapil, a nastepnie na rozwiazaniu znacznie
prostszego zadania charakterystycznego dla danego kontekstu. Maszyny uczace
czesto budowane sa przez nasladowanie zjawisk wystepujacych w naturze, a takze
na podstawie obserwacji proceséw uczenia u zwierzat i ludzi. Identyfikacja kon-
tekstu, dekompozycja zadan na mniejsze, a takze integracja prostych rozwigzan
w rozwiazania calo$ciowe, pomaga efektywnie dziata¢ réwniez skomplikowanym
systemom uczacym przetwarzajacym wiedze o zlozonych zjawiskach.

W niniejszej pracy przedstawione zostana niektére znane z literatury sposo-
by wykorzystania informacji kontekstowej w uczeniu maszynowym. Na ich tle
opisane zostang badane i rozwijane przez autora kontekstowe sieci neuronowe —
model kontekstowego neuronu oraz struktury sieci kontekstowych, ich wlasno-
Sci oraz algorytmy uczenia. Szczegélnie dokladnie oméwiony zostanie proces od-
wzorowania przestrzeni sygnatéw wejéciowych zawierajacej zmienne kontekstowe
w zmienne wyjsciowe. Przeanalizowana zostanie przydatno$é sieci kontekstowych
w przetwarzaniu intensywnych strumieni danych. Przedstawione zostang przy-
klady dziatania sieci tradycyjnych oraz kontekstowych w zadaniach klasyfikacji
oraz modelowania zaleznosci finansowych.

6.2. Znaczenie kontekstu w modelowaniu

W wielu praktycznych zastosowaniach maszyn uczacych spotykamy sie z ko-
nieczno$ciag modelowania zjawisk i zaleznosci o ztozonym charakterze. Zjawiska
te, lub np. rozpoznawane obiekty, opisywane sa za pomoca pewnego zestawu
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zmiennych, zwanych cechami. Dzialanie maszyny uczacej mozemy rozumieé jako
odwzorowanie zbioru cech obiektu w pewng zmienng wyjsciowa. Zakladamy, ze
zmienna wyjsciowa moze by¢ zaréwno dyskretna, jak i ciagta. W zaleznosci od
jej charakteru, rodzaj zadania wykonywanego przez maszyne uczaca okreslamy
jako decyzyjny (klasyfikacja) lub funkcyjny (regresja, predykcja).

Czesto mamy do czynienia z sytuacja, gdy modelowane przez nas odwzoro-
wanie podstawowych cech obiektu w zmienng wyj$ciows zmienia sie w zaleznosci
od pewnych czynnikéw zewnetrznych, czyli od zmiennych innych niz te bezpo-
Srednio przetwarzane przez maszyne uczaca. Moga one okreéla¢ np. biezacy stan
rozpoznawanego obiektu czy srodowiska, w ktérym on sie znajduje. Wtasnie takie
wielkosci — zmienne towarzyszgce — bedziemy nazywali kontekstem.

Mowigc bardziej formalnie, przez kontekst rozumiemy cechy badanego obiek-
tu, nie przetwarzane bezposrednio przez maszyne uczaca, lecz majace wplyw
na posta¢ realizowanego przez nia odwzorowania. 7Z dotychczasowych rozwazan
wynika juz, ze zmienne podstawowe sg niezbedne do rozwigzania danego proble-
mu — dzialanie maszyny uczacej przetwarzajacej tylko cechy podstawowe bedzie
zadowalajgce. Natomiast zmienne kontekstowe maja jedynie charakter pomoc-
niczy — nie mozna prawidlowo wykonaé zadania wykorzystujac tylko zmienne
kontekstowe, mozna natomiast z ich pomoca polepszy¢ dzialanie maszyny ucza-
cej przetwarzajacej zmienne podstawowe. Znaczenie cech kontekstowych jest przy
tym tak istotne, ze zmieniaja one sposéb przetwarzania cech podstawowych.

Argumentem przemawiajacym za konieczno$cig podzialu zmiennych na pod-
stawowe i kontekstowe jest réwniez fakt, ze zmienne kontekstowe czesto maja
zupelnie inne znaczenie niz zmienne podstawowe. Na przyktad, w pewnych zasto-
sowaniach zmiennymi podstawowymi moga by¢ cechy obiektéw rozpoznanych na
obrazie z kamery przemystowej, natomiast zmienna kontekstowg — jasno$é obrazu
oznaczajaca pore dnia badz zmienna ciagla, ktérej wartosé bezposrednio oznacza
pore dnia. W innym przypadku zmiennymi podstawowymi beda kolejne probki
sygnalu EKG pacjenta, zmienna kontekstows zas — jego wiek. Réwniez z powodu
tej odmiennosci znaczen nie powinnismy tak po prostu dodawa¢ zmiennych kon-
tekstowych do zmiennych podstawowych. Nalezy raczej modelowang za pomoca
maszyny uczacej zaleznosé (zadanego wyjscia maszyny uczacej od podanych na
wejscie cech podstawowych) uczynié funkcjg cech kontekstowych.

Intuicyjnie nasuwajaca sie¢ dziedzina zastosowan dla modelowania konteks-
towego jest wspomaganie podejmowania decyzji medycznych. Nie mamy tu przy
tym na mysli systeméw decyzyjnych wyzszego poziomu, czesto ztozonych z pod-
systemow analizujacych réznego rodzaju informacje o stanie pacjenta, podejmuja-
cych zlozone decyzje dotyczace stanu zdrowia czy sugerujacych zalecana terapie.
Modelowanie kontekstowe, o ktérym mowa w niniejszym rozdziale, zachodzi na
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Rysunek 6.1. Model sieci uzytej w [13]

nizszym poziomie — przetwarzania konkretnych sygnatéw pomiarowych czy kla-
syfikacji obrazéw i wzorcéw. Moze wiec znalezé zastosowanie w specjalizowanych
czeSciach wspomnianych wiekszych systemoéw decyzyjnych.

Za przykltad maszyny uczacej dziatajacej w sposéb kontekstowy niech postuzy
sie¢ neuronowa, opisana w [13], analizujaca przebieg czasowy sygnalu EKG, czyli
ciag prébek sygnalu w czasie (poddany pewnej wstepnej obrébce) i na jego pod-
stawie sugerujaca lekarzowi decyzje o normalnym lub chorobowym charakterze
tego sygnatu. Jej schemat przedstawiono na rysunku 6.1. Danymi podstawowymi
sa w tym przypadku kolejne probki sygnatu EKG. Lekarz, ktérego sposéb po-
stepowania probuje nasladowaé taka sieé¢, jest w stanie podjaé¢ decyzje o stanie
zdrowia pacjenta tylko na podstawie sygnalu EKG, nie majac zadnych dodat-
kowych informacji. Naturalne jest jednak, ze wzorce sygnaléw normalnych oraz
chorobowych réznia si¢ w zaleznosci od pewnych czynnikéw, np. od wieku pacjen-
ta. Lekarz podswiadomie uzywa tej informacji podczas podejmowania decyzji —
w zaleznosci od niej zwraca uwage na rozne szczegély sygnatu EKG. Moze na
przyktad pewne zmiany uznaé za dopuszczalne u starszego pacjenta, niepokojace
za$ u mlodszego. Wiek nie jest zmienna podstawowa, gdyz nie mozna podjaé
decyzji o stanie pacjenta jedynie na podstawie jego wieku. Jest to zmienna po-
mocnicza, ktorej uzycie udoskonala decyzje podjeta tylko na podstawie analizy
sygnalu EKG. Wida¢ przy tym, ze z racji odrebnego charakteru wartosci zmiennej
wiek nie powinny byé przetwarzane w taki sam sposob, jak wartosci kolejnych
probek sygnalu EKG. Powinny natomiast w bardziej ogélnym sensie wpltywaé na
sposob przetwarzania prébek sygnatu EKG przez sieé.
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Jedna z pierwszych prac, w ktérych zwrécono uwage na mozliwosé konteks-
towego podejscia do tego problemu, byta [13]. Uzyto w niej sieci neuronowych do
klasyfikacji sygnatéw EKG w sposéb opisany wczeséniej. Jak zauwazajg autorzy,
jednym z czynnikéw utrudniajacych ciagle monitorowanie tych sygnaléw jest nie
tylko ich zmiennos¢ morfologiczna pomiedzy pacjentami, lecz takze zmiennosé
sygnaléw w czasie u tego samego pacjenta. Zaproponowany system sktadal sie
z neuronowego klasyfikatora sygnatéw EKG oraz modutu pacjenta. Sie¢ neurono-
wa dzialala tylko na prébkach sygnatu EKG, nie biorac pod uwage kontekstowych
danych o pacjencie, natomiast modul pacjenta stuzyl jako dodatkowe wejscia
mnozace, dostosowujace decyzje sieci do biezacego stanu konkretnego pacjenta.

W niniejszym rozdziale przestawiono model sieci neuronowej o podobnych
zalozeniach, lecz inaczej modelowanej zaleznoéci wag prowadzacych do wej$é pod-
stawowych sieci od kontekstu. Wagi te beda funkcyjnie zalezne od wartosci wejsé
kontekstowych. Przeanalizowano réwniez proces kontekstowej klasyfikacji w sie-
ciach tradycyjnych oraz kontekstowych.

Inng dziedzing zastosowan modelowania kontekstowego jest identyfikacja sys-
temow oraz sterowanie. W tym przypadku motywacja do uzycia kontekstowych
sieci neuronowych wynika czesto nie z interpretacji znaczenia poszczegblnych
wejé¢ systemu, lecz z charakteru modelowanych zaleznosci matematycznych mie-
dzy wejsciami a wyjsciami systemu. Takie podejscie do problemu znajdziemy
w przyktadach sterowania ramieniem robota oraz modelowania ttumika drgan
sejsmicznych, przedstawionych w [12] i [14].

Pierwszy z nich byl bezposrednim bodZcem do opracowania modeli konteks-
towych sieci neuronowych przedstawionych w niniejszej pracy. Kontekstowy spo-
sOb rozwiazywania zlozonych problemoéw sterowania wynika z wykorzystania stra-
tegii dziel-i-rzadz (ang. divide-and-conquer), polegajacej na podziale rozwiazy-
wanego problemu na mniejsze podproblemy. W tym przypadku skomplikowana
zalezno$é¢ wejécie-wyjscie modelowanego systemu dzielona jest na prostsze zalez-
nosci wystepujace w konkretnych kontekstach, w jakich moze sie znalezé system.
Pomimo ze system uczacy musi dodatkowo pamietaé przyporzadkowanie podpro-
bleméw do konkretnych kontekstéw, podejécie to pozwala uproscic i przyspieszy¢
rozwiazywanie skomplikowanych zadan. W pracy [14] po raz pierwszy uzyto po-
jecia context-sensitive networks, sieci neuronowych czutych na kontekst.

Wspomniang metode dziel @ rzqdZ zastosowano tu do wyznaczania kinematyki
odwrotnej, czyli przeksztalcania predkosci koncéwki ramienia robota we wspéi-
rzednych kartezjanskich na predkosci katowe jego ramion. Zaleznosé predkosci ka-
towych od predkoéci liniowych jest $cisle zalezna od biezacego potozenia ramienia
robota. Ta dwustopniowa zaleznosé¢ znalazta doktadne odzwierciedlenie w uzytym
modelu sieci neuronowych. Sktadatl si¢ on z dwéch sieci neuronowych: funkcyjne;j
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sie¢ kontekstowa

wejscia
(katy ramion robota)

Rysunek 6.2. Model sieci uzytej w [14]

oraz kontekstowej. Pierwsza z nich uczy sie zaleznosci predkosci katowych od
predkosci liniowych w danym kontekscie, jakim jest aktualna pozycja ramienia
robota. Druga sie¢ ustawia wagi pierwszej sieci w zaleznosci od kontekstu.

W tym rozdziale pokazemy, ze zaproponowany przez nas model kontekstowych
sieci neuronowych pozwoli zintegrowa¢ modelowanie podobnych dwuetapowych
zaleznosci w jednej sieci: zaleznosé wyjsé sieci od wej$¢ — za pomoca wag oraz za-
leznos¢ samych wag od kontekstu — =za pomocg funkcji bazowych
i odpowiadajacych im wspotczynnikéw.

6.3. Przetwarzanie intensywnych strumieni danych przez sieci
neuronowe

W dzisiejszym $wiecie koniecznodé¢ przetwarzania intensywnych strumieni da-
nych staje sie coraz bardziej znaczaca. W bardziej ogélnym sensie, spotykamy
sie z zalewem informacji na kazdy temat, spowodowanym szybszym tempem zy-
cia, rozpowszechnieniem metod cyfrowej rejestracji sygnatéow (dzwieku, obrazu).
Sprawia to, ze coraz cze¢sciej komputery musza przetwarzaé (co dla nas oznacza
analizowaé, a nie tylko przesylaé¢ i zapisywaé) intensywne strumienie danych,
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przez ktére rozumiemy ciagly, potencjalnie nieskonczenie dlugotrwaly doplyw
informacji wielowymiarowych (wektorowych, macierzowych, 3D). Moga by¢ one
generowane na przyktad przez radioteleskopy kosmiczne analizujace naptywajace
sygnaly o szerokim spektrum, czy przez systemy platnosci kartami kredytowy-
mi. Do obrébki takich danych potrzeba algorytméw szczegdlnie wydajnych. Jesli
algorytmami tymi beda sieci neuronowe, musimy poszukiwaé sieci niewielkich
rozmiaréw, dziatajacych na tyle szybko, aby mozliwe bylo przetwarzanie informa-
¢ji (wyznaczanie odpowiedzi nauczonych sieci) w czasie rzeczywistym (on-line),
a takze szybkie biezace douczanie na ciagle naptywajacych danych.

Tradycyjne sieci neuronowe osiagaja te cele dzieki réwnoleglosci przetwarzania
danych. W dalszej czesci pokazemy, ze kontekstowe sieci neuronowe zawdzieczaja
duza wydajnos¢ w rozwiazywaniu pewnych klas zadan nie tylko tej naturalnej
rownolegloéci, ale rowniez lepszemu dopasowaniu swej struktury do charakteru
rozwiazywanych probleméw i przetwarzanych danych. Pokazemy, ze — mimo po-
zornego skomplikowania modelu sieci — staje sie on bardziej przejrzysty dla zadan
o charakterze kontekstowym, co umozliwia uzywanie mniejszych rozmiarami sieci
do rozwiazywania tej klasy zadan. Uzycie zas odpowiednich algorytméw uczenia
sprawia, ze uczenie i uzywanie tych sieci ma ztozonos¢ obliczeniows zblizona do
sieci tradycyjnych o tym samym rozmiarze, ale o mniejszych zdolnoéciach prze-
twarzania danych kontekstowych.

6.4. Model kontekstowego neuronu

W tym podrozdziale przedstawiony zostanie model neuronu kontekstowego,
zostang takze ogdlnie przeanalizowane réznice w jego budowie i sposobie dziata-
nia w stosunku do modelu tradycyjnego. Model ten zostal wprowadzony w [11],
rozwiniety w [5] i szerzej przedstawiony w [6].

Rozwazmy model tradycyjnego neuronu pokazany na rysunku 6.3. Niech be-
dzie to 7 -ty neuron w warstwie sieci, o wagach w; ; prowadzacych do wejs¢ trady-
cyjnych z; oraz do wejscia progowego (ang. bias) oznaczonego jako xg, przy czym
i =12,.,.M,j=12,..n.

Pobudzenie neuronu u; dane jest wzorem

n
u; = Zwmxj = ng, (6.1)
=0

natomiast jego wyjscie y; okresla zaleznosé

i =f (ul) ) (6'2)
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Xo
X
X
X
n
Rysunek 6.3. Model neuronu tradycyjnego
gdzie w; = [w; 0, wi 1, ..., wim]T jest wektorem kolumnowym wszystkich wag neu-
ronu, X = [zg, T1, ..., mn]T kolumnowym wektorem jego wejsé (z wejéciem progo-

wym wlacznie).

Sieci wielowarstwowe budowane sg z kolejnych warstw neuronéw, w ktérych
wszystkie wyjscia neuronéw poprzedniej warstwy stanowia wejscia dla neuro-
now nastepnej warstwy. Korzystajac z przedstawionego zapisu wektorowego oraz
grupujac wagi poszczegdlnych neuronéw w ich wektorach wagowych, natomiast
wektory wagowe neuronéw danej warstwy w macierz wag, mozna zapisaé zwiezle
wzOr na pobudzenie warstwy sieci

u=w'x, (6.3)

. T . , .
gdzie u = [ug, ug,...,ups]” jest wektorem kolumnowym pobudzen wszystkich M
neuronéw w warstwie sieci, w za$ jest macierza wag warstwy sieci, ztozona z wek-
torow wag poszczegdlnych neurondéw

w1 W20 WM
wil w21t WML

wW=| w; Wy - WM}: . . ) . . (6.4)
Win W2n - WMn

Przedstawiona sie¢ tradycyjna nie uzywa informacji kontekstowej — przetwa-
rza jedynie podstawowe cechy badanego obiektu. Nawiazujac do przedstawionego
wcezesniej przykladu zastosowania medycznego, na wejscia sieci zostanie podany
przebieg czasowy sygnalu z pewnego badania pacjenta (poddany juz wstepnej ob-
rébce statystycznej), np. przebieg EKG, natomiast inne dane o pacjencie niosace
informacje kontekstowa, np. jego wiek — beda przez te sie¢ pomijane.

Zalézmy teraz, ze informacja kontekstowa zostanie podana na wejscie sie-
ci tradycyjnej w postaci jednej cechy z o charakterze kontekstowym. Jedynym
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Rysunek 6.4. Neuron tradycyjny wykorzystujacy dane kontekstowe

sposobem, w jaki sie¢ tradycyjna moze wykorzysta¢ te dane, jest rozszerzenie
wektora wejSciowego neuronéw pierwszej warstwy sieci o kolejne wejscie, co dla
pojedynczego neuronu pokazano na rysunku 6.4. Doktadniejsza analiza sposobu
dziatania sieci tradycyjnych oraz kontekstowych, w przestrzeni sygnatéw wejscio-
wych zawierajacej kontekst, zostanie przedstawiona w nastepnym podrozdziale.
W tym miejscu zauwazmy, ze neuron tradycyjny przetwarza cechy podstawowe
oraz kontekstowe analizowanego problemu w ten sam sposéb. Podejscie to jest
niezgodne z ludzka intuicjg podpowiadajaca na przyktad, ze podczas podejmowa-
nia decyzji o stanie zdrowia pacjenta, dane dotyczace jego przebiegu EKG oraz
wieku nie niosa réwnorzednej informacji. Intuicja podpowiada réwniez, ze sposéb
analizowania przebiegu EKG powinien byé¢ uzalezniony od wieku pacjenta. Jak
zobaczymy w dalszej czesci rozdzialu, kontekstowe sieci neuronowe uzalezniaja
przetwarzanie danych podstawowych od informacji kontekstowych.

Model neuronu kontekstowego w najbardziej ogdlnej postaci przedstawiony
jest na rysunku 6.5. Jedyna, ale tez najwazniejsza, réznica w stosunku do neuronu
tradycyjnego jest fakt, ze wagi neuronu nie sg ustalonymi liczbami, lecz funkcjami
pewnych zmiennych. Mamy tu przy tym na mysli sie¢ juz nauczona — w sieci tra-
dycyjnej wagi podlegaja zmianom w procesie uczenia, potem jednak sa juz state.
Wagi neuronu kontekstowego nie sa liczbami, lecz sg zalezne funkcyjnie od warto-
$ci wejsé kontekstowych. Modelowanie tej zaleznosci moze zosta¢ przeprowadzone
w dowolny sposéb. W przedstawionym wczesniej przyktadzie kontekstowego wy-
znaczania kinematyki odwrotnej ramienia robota z pracy [14] wykorzystywana
byta do tego celu kolejna sie¢ neuronowa, uczaca sie zaleznosci wag sieci nadrzed-
nej od kontekstu. W niniejszej pracy przedstawimy model Sredniokwadratowy
modelowania tej zaleznosci, wykorzystujacy wektor funkcji bazowych oraz iloczyn
Kroneckera wejs¢ tradycyjnych z wektorem wartosci funkeji bazowych. Omoéwione
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Rysunek 6.5. Model neuronu kontekstowego

zostang réwniez zalety takiego rozwigzania, w szczegdlnosci prostota zapisu oraz
jego komplementarnos¢ wzgledem zapisu modelu tradycyjnego sieci.

Rozwazmy neuron kontekstowy z rysunku 6.5. Ma on n wejs¢ podstawowych
oraz p wej$¢ kontekstowych. W modelu $redniokwadratowym waga i-tego neuronu
do wejscia podstawowego o numerze j, oznaczona jako wj j, zalezy od wektora
zmiennych kontekstowych z zgodnie ze wzorem

w; j(z) = Z a; j Vi (2) = ag:jv (z), (6.5)
k=1

gdzie v (z) jest wektorem r niezaleznych funkcji bazowych, wspdélnym dla calej

sieci, natomiast a; ; jest wektorem wspoétczynnikéw dla wagi w; ;. Kazdej wadze

sieci tradycyjnej odpowiada teraz wektor wspdétczynnikéw, przy czym ich liczba
nie jest réwna liczbie p wej$¢ kontekstowych, lecz wybranej przez nas liczbie

r funkcji bazowych. Pobudzenie i-tego neuronu u; oraz jego wyjscie y; sa da-

ne tymi samymi wzorami, co dla neuronu tradycyjnego, czyli (6.1) oraz (6.2),

z zastrzezeniem jednak, ze macierz wag jest teraz funkcyjnie zalezna od wektora

kontekstu.

Sygnal wyjsciowy neuronu, na ktérego wejécia podstawowe podano wektor x,

a na wejscia kontekstowe wektor z, mozna wyznaczy¢ w czterech krokach:

1. obliczenie wartosci wektora funkcji bazowych v (z) dla biezacego kontekstu
okreslonego wektorem z (w sieciach wielowarstwowych wystarczy to zrobié
raz dla wszystkich neuronéw sieci),

2. obliczenie warto$ci wektora wag neuronu w; (z) w biezacym kontekscie z,

obliczenie pobudzenia neuronu wu;,

4. obliczenie wyjscia neuronu ;.

@
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Jak widaé¢, schemat ten jest analogiczny do schematu postepowania dla neu-
ronu tradycyjnego, jednak uzupelniony o dwa pierwsze kroki. Obliczenie wektora
pobudzen u jednej warstwy sieci musi zosta¢ poprzedzone obliczeniem wartosci
wektora funkcji bazowych v (z) w biezacym kontekscie z oraz wartoéci wag w (z)
wszystkich neuronéw danej warstwy w danym kontekscie. Obliczenie wektora
pobudzen wszystkich neuronéw w warstwie odbywa sie juz analogicznie do sieci

tradycyjnej, wedlug wzoru
u=w!(z)x. (6.6)

Przedstawiony zostanie teraz sposéb zapisu wektora wspotczynnikéw pojedyn-
czego neuronu oraz macierzy wspotczynnikoéw calej warstwy neurondéw, pozwala-
jacy uproéci¢ powyzszy schemat przez wyeliminowanie z niego etapu obliczania
wartosci wag w biezacym kontekscie.

Parametrami neuronu kontekstowego sg wspotczynniki a przy funkcjach bazo-
wych, modelujace zalezno$¢ wag od kontekstu. Wadze w; ; neuronu tradycyjnego,
czyli wadze i-tego neuronu prowadzacej do wejscia j, odpowiada w neuronie kon-
tekstowym wektor wspdtczynnikdw

@4,5,1
@,5,2
am' = . . (67)
ai7j77‘
Wektory wspolczynnikow wag i-tego neuronu mozemy ,ztozyé jeden na dru-

gim” na wzor wektora wag neuronu, zastepujac w nim kazda wage w; j odpowia-
dajacym jej wektorem wspolczynnikéw a; j, w nastepujacy sposob:

a; 0
a1

a; = . s (68)

ajn

)

otrzymujac wektor wspétczynnikow o dtugosci (n + 1)r x 1.

Wzorujac sie na macierzy wag dla warstwy liczacej M neuronéw tradycyjnych,
tworzymy analogicznie macierz wspotczynnikéow dla warstwy M neuronéw kon-
tekstowych, umieszczajac obok siebie wektory wspdlczynnikéow poszezegdlnych
neuronéw:

aio Aazo - aAMo

aj] a1 - apm
a:[al ap - aK}: ] ] ] . (6.9)

aljn, aA2np ct AMn
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Tak zapisana macierz wspélczynnikéw ma wymiar (n+1)rx M. Wektor pobudzen
wszystkich neuronéw w warstwie mozna teraz zapisaé w postaci

u=w!(z)x=al [x®v(z)]. (6.10)

Zapis ten pozwala na skrécenie obliczania wyjsScia warstwy neuronéw przez
wyeliminowanie etapu obliczania warto$ci wag neuronéw w danym kontekscie.
Jednak gléwna jego zaleta jest uproszczenie zapisu gradientu funkcji btedu wzgle-
dem macierzy wspélczynnikéw, uzywanego nie tylko w najprostszej metodzie
najszybszego spadku, lecz takze w innych metodach uczenia sieci opartych na
obliczaniu gradientu.

6.5. Porodwnanie sposobu dziatania sieci tradycyjnych
i kontekstowych

W niniejszym podrozdziale, na przyktadzie prostych probleméw klasyfikacji
wzorcow, poréwnamy dziatanie i zdolnosci rozdzielcze neuronu tradycyjnego oraz
kontekstowego w wielowymiarowej przestrzeni wejSciowej zawierajacej wejscia
podstawowe oraz kontekstowe.

W zadaniach klasyfikacji neuron tradycyjny zachowuje si¢ jak dyskrymina-
tor liniowy. Neuron o dwéch wejsciach potrafi zaklasyfikowaé sygnaly wejéciowe
do dwdéch klas, oddzielajac punkty na plaszczyznie sygnaléw wejsciowych linig
prosta. Przy wiekszej liczbie wej$é neuron dzieli punkty na dwie klasy w przes-
trzeni sygnalow wejéciowych o odpowiednio wiekszym wymiarze za pomocs hi-
perplaszczyzny decyzyjnej. Przestrzen parametréw neuronu odpowiada przy tym
doktadnie przestrzeni jego sygnaléw wejéciowych (jest zawsze o 1 wieksza od
liczby wejs¢, gdyz obejmuje wage prowadzaca do ukrytego wejscia progowego,
tzw. biasu).

Dodanie do wektora wejs¢ tradycyjnego neuronu jednego wejécia z informacja
kontekstowa powoduje proste zwiekszenie wymiaru przestrzeni sygnatéw wejscio-
wych o jeden i takie samo rozszerzenie jego przestrzeni parametrow. Nie zmienia
przy tym jego sposobu dzialania — neuron dalej bedzie potrafil rozdziela¢ punk-
ty za pomoca hiperptaszczyzny, przy czym kontekst bedzie po prostu jednym
z wymiaréw przestrzeni wejsciowej.

W neuronie kontekstowym przestrzen parametrow neuronu nie odpowiada do-
kladnie przestrzeni sygnaléw wejsciowych. Wymiar przestrzeni parametréw za-
lezy od liczby wejéé¢ kontekstowych nie bezposrednio, lecz przez liczbe funkcji
bazowych uzywanych do modelowania wag. Funkcje bazowe sg funkcjami wejsé
kontekstowych. Samo dodanie wejscia kontekstowego nie wplywa jeszcze w zaden
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spos6b na wlasnosci neuronu. Po dodaniu jednego wejscia kontekstowego nale-
zy rozszerzy¢ wektor funkcji bazowych o co najmniej jedng funkcje korzystaja-
ca z tego wejdcia, natomiast wszystkie wektory wspoétczynnikéw przyblizajacych
wagi o jeden wspotczynnik. Po tych zabiegach przestrzen parametréw neuronu
powiekszy sie nie o 1, jak w neuronie tradycyjnym, lecz o n + 1, czyli o liczbe
wag neuronu. Mozemy przy tym zwiekszy¢ liczbe funkcji bazowych o wiecej niz
jedna, pamietajac by byly one liniowo niezalezne. Mozemy wiec sami wplywaé
na zdolnosci rozdzielcze sieci.

Dzigki temu, ze przestrzen parametrow neuronu kontekstowego jest wigksza
niz przestrzen sygnaléw wejSciowych (przez co w pewnym sensie przypomina
on neuron z polaczeniami funkcyjnymi Pao [10]), granice decyzyjne generowa-
ne przez neuron kontekstowy nie sa hiperptaszczyznami, lecz hiperpowierzchnia-
mi w przestrzeni sygnalow wejéciowych. Pozostaja przy tym hiperptaszczyznami
w przestrzeni parametréw neuronu oraz w przekroju przestrzeni wejsciowej, ozna-
czajacym jeden kontekst, co zostanie pokazane w dalszej czesci rozdziatu.

Podane rozwazania wiaza sie $cile z teoria uczenia maszynowego,
a w szczegblnosci z pojeciem wymiaru Vapnika—Chervonenkisa. Wielkoscia ta
mierzy sie zdolnosci rozdzielcze maszyny uczacej, pozwala ona réwniez oszacowaé
liczbe przykladéw niezbednych do nauczenia jej do wymaganego poziomu bledu,
lub — przy okreslonej liczbie przyktadéw — blad, jaki sie¢ jest w stanie osiggnaé
podczas uczenia.

Wymiar Vapnika—Chervonenkisa neuronu tradycyjnego oraz sieci tradycyjnej
jest mocno zwiazany z przestrzenia jego parametréw. Dla pojedynczego neuro-
nu wynosi on n + 1, gdzie n jest liczba wejsé, czyli jest dokladnie rowny liczbie
parametréw (wag) neuronu. Jesli neuron tradycyjny korzysta z informacji kontek-
stowej, podanej na p wejéciach tradycyjnych, jego wymiar VC-dim bedzie wynosit
n+p-+1.

Jak dowiedziono w [5] oraz [4], wymiar Vaplika-Chervonenkisa dla pojedyn-
czego neuronu kontekstowego jest réwny r (n + 1), czyli réwniez liczbie paramet-
row neuronu. Jednak w tym przypadku liczba parametréw neuronu nie jest rowna
liczbie jego wejsé (lacznie podstawowych i kontekstowych), czego konsekwencje
zostang teraz pokazane.

Aby neuron kontekstowy moégt efektywnie wykorzystaé¢ informacje konteks-
towa podang mu na p wejsciach, musza by¢ spelnione dwa warunki:

— r > 1 - gdyz dla r = 1 neuron kontekstowy ma wtasnosci neuronu tradycyj-
nego,

— r > p — aby uzy¢ informacji ze wszystkich wejéé¢ kontekstowych.
Przy tych zalozeniach mozemy zauwazy¢, ze

r-(n+1)>n+p+1, (6.11)
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kontekst 1: z=-0.7

Rysunek 6.6. Problem OR — granica decyzyjna neuronu tradycyjnego
(punkt bialy — klasa 0, punkty czarne — klasa 1)

co oznacza, ze wymiar VC-dim neuronu kontekstowego korzystajacego
z n wejé¢ podstawowych i p wejs¢ kontekstowych, bedzie zawsze wiekszy od
wymiaru VC-dim neuronu tradycyjnego, przetwarzajacego te same informacje,
ale podane na n + p wejéé¢ podstawowych.

Dla tradycyjnej sieci wielowarstwowe]j oszacowanie wymiaru VC-dim jest rze-
du O (WQ), gdzie W jest liczba wag calej sieci. Natomiast wymiar VC-dim
wielowarstwowej sieci ztozonej z neuronéw kontekstowych jest rzedu O (AQ),
gdzie A jest liczba wszystkich wspoétezynnikéw sieci. Zdolnosci rozdzielcze sieci
kontekstowych zaleza wiec od liczby parametréw tak samo, jak w sieciach tra-
dycyjnych. Jednak zalezno$¢ ta inaczej przektada si¢ na ich zdolnosci rozdzielcze
w przestrzeni sygnaléw wejsciowych.

Podane rozwazania doskonale zilustruja dwa przykilady prostej klasyfikacji.
Pojedyncze neurony oraz sieci tradycyjne i kontekstowe zostana w nich zasto-
sowane do rozwiazywania probleméw OR oraz XOR rozmieszczonych w kilku
kontekstach. Pierwszy przyktad pokazuje mozliwosci ksztattowania granic decy-
zyjnych jednego neuronu w przestrzeni wejéciowej w wielu kontekstach, drugi zas
ilustruje dopasowanie modelu wielowarstwowych sieci kontekstowych do proble-
moéw o charakterze kontekstowym.

Klasyczny problem OR polega na rozdzieleniu trzech punktéw na plaszczyznie
do dwéch klas. Punkty te moga by¢ zebrane jako macierz wzorcéw uczacych dla
sieci neuronowej, w ktorej przyklady umieszczone sg w kolejnych kolumnach,
natomiast wiersze odpowiadaja dwoém wejsciom podstawowym sieci tradycyjnej

0 01
P_[OIO]'

Punkty te powinny by¢ rozdzielone do dwdéch klas oznaczonych 0 i 1 tak, jakby



156 Rozdzial 6. Sieci kontekstowe i strumienie danych

kontekst 1: z=-0.7 kontekst2: z= 0.5

Rysunek 6.7. Problem OR w dwdéch kontekstach
— granice decyzyjne neuronu tradycyjnego
(zadanie rozwiazane w obu kontekstach)

przeszty przez bramke OR. Wektor zadanych wyjéé sieci dla kolejnych przyktadéw
dany jest wiec jako
T=[01 1]

Zadanie to zilustrowano na rysunku 6.6, na ktérym, oprécz punktéw wzorcowych
zaklasyfikowanych do dwdéch klas, pokazano réwniez granice decyzyjna neuronu
tradycyjnego rozwiazujacego to zadanie. Neuron ten, majac 3 wagi, a tym samym
wymiar VC-dim réwny 3, moze przeprowadzi¢ wszystkie dychotomie 3 punktéw
na plaszczyznie. Oznacza to, ze mozemy tak dobraé jego wagi, aby te 3 punkty
rozdzieli¢ na dwie klasy na wszystkie z 8 mozliwosci.

Dodajmy trzecie wejécie do neuronu, oznaczajac je przez z, i potraktujmy jako
kontekst, w ktérym znajduja sie rozdzielane punkty. Przestrzen sygnaléw wejscio-
wych neuronu stala sie teraz tréjwymiarowa. Jesli przypiszemy trzem pierwszym
punktom te sama warto$é¢ zmiennej kontekstowej, bedziemy mogli powiedzieé, ze
leza one w tym samym konteksScie, czyli w pewnym przekroju przestrzeni wejéé
wzdluz osi z. Przestrzen wag, czyli parametréow tradycyjnego neuronu zwigkszyta
si¢ teraz wraz z przestrzenia wejSciowa do 3, natomiast jego wymiar VC-dim
wzrost do 4. Oznacza to, ze w tréjwymiarowej przestrzeni wejSciowej neuron
moze teraz rozdzieli¢ 4 punkty na wszystkie mozliwe 16 sposobéw, prowadzac
w tej przestrzeni plaszczyzne decyzyjna. W konkretnym kontekscie (czyli prze-
kroju przestrzeni wejsciowej wzdluz osi z, w tym przypadku jest to plaszczyzna)
nadal moze jednak rozdzieli¢ tylko 3 punkty, prowadzac w nim linie decyzyjna.

Podczas rozszerzenia przestrzeni wejs¢ neuron otrzymatl dodatkowy parametr,
dzieki ktéremu majac ustalona granice decyzyjna w pewnym kontekscie (np. zgod-
nie z rys. 6.6), moze dopasowaé swoja plaszczyzne decyzyjna w innym kontekscie.
W drugim przekroju przestrzeni wejsciowej linia decyzyjna musi by¢ jednak row-
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Rysunek 6.8. Problem OR w dwéch kontekstach
— granice decyzyjne neuronu tradycyjnego
(zadanie niemozliwe do rozwiazania w pierwszym kontekscie)

nolegta do tej z pierwszego przekroju. Umozliwi ona dokonanie wszystkich moz-
liwych dychotomii trzech punktéw z pierwszego kontekstu oraz jednego dodat-
kowego punktu w drugim kontekscie. Bedzie mozna réwniez rozdzieli¢ w drugim
kontekscie takie punkty, dla ktérych odpowiednia jest réwnolegta granica decy-
zyjna (jak na rysunku 6.7), ale nie bedzie mozliwe poprowadzenie linii decyzyjne;
pod innym katem, koniecznej na przyktad do rozdzielenia punktéw z rysunku 6.8.
Nie podwaza to oczywiscie zdolnosci neuronu tradycyjnego do rozdzielenia 16
punktow na wszystkie mozliwe sposoby. Jednak punkty te muszg byé¢ umieszczone
w przynajmniej trzech przekrojach przestrzeni wejsciowej wzdtuz osi z.

Jak juz zauwazono wczesniej, w pojedynczym kontekscie neuron kontekstowy
ma wlasnosci neuronu tradycyjnego. Neuron kontekstowy o dwoch wejsciach pod-
stawowych oraz jednej stalej funkcji bazowej jest wiec w stanie wyznaczy¢ linie
graniczna dla dwéch klas punktéw (jak na rysunku 6.6). Jesli jednak dodamy
jedno wejscie kontekstowe z oraz jedna funkcje bazows, korzystajaca z tego wej-
$cia, to przestrzen wejSciowa neuronu zwigkszy sie o 1, natomiast przestrzen jego
parametréw — o liczbe wag, czyli n + 1. Jedli wejécie z odlozymy na jednej z osi
przestrzeni wejsciowej, to w jednym przekroju dla z = z; neuron kontekstowy
bedzie moégl wyznaczyé jedna liniowsg granice decyzyjna, natomiast w drugim
przekroju dla z = zo inna granice liniowa, catkowicie niezalezng od tej pierwszej.

Przypomnijmy, Zze neuron tradycyjny byl w stanie poprowadzi¢ w drugim
przekroju jedynie granice réwnolegly do granicy wezeéniej ustalonej w pierwszym
kontekscie. Natomiast neuron kontekstowy w kazdym z takich przekrojéw bedzie
potrafit rozdzieli¢ na wszystkie mozliwe sposoby nie wiecej niz 3 punkty. Przy
tym kazda dodatkowa funkcja bazowa dodaje mozliwo$é¢ poprowadzenia liniowej
granicy decyzyjnej w kolejnym kontekscie, zupelnie niezaleznie od granic decyzyj-
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kontekst 1: z=-0.7 kontekst2: z= 0.5

Rysunek 6.9. Problem OR w dwdch kontekstach
— granice decyzyjne neuronu kontekstowego

nych ustalonych w innych kontekstach. Przyklad takich niezaleznych granic dla
punktéw rozmieszczonych w dwdch kontekstach przedstawiono na rysunku 6.9.

Nastepnym przyktadem jest problem XOR rozmieszczony w kilku kontek-
stach. Cho¢ w klasycznej postaci zadanie to jest znane od lat, po rozszerzeniu
o wymiar kontekstowy doskonale ilustruje zasady dziatania tradycyjnych oraz
kontekstowych sieci wielowarstwowych.

Klasyczny problem XOR polega na rozdzieleniu czterech punktéw na ptasz-
czyznie do dwdch klas. Punkty te moga by¢ zebrane w macierzy wzorcéw uczacych
dla sieci neuronowej, analogicznie do poprzedniego przyktadu:

0 011
P_[Ol()ll'

Punkty te powinny by¢ rozdzielone do dwéch klas oznaczonych etykietami 0 i 1
tak, jakby przeszly przez bramke XOR. Wektor zadanych wyjs¢ sieci dla kolejnych
przyktadéw dany jest wiec jako

T=10 11 0].

Zadanie to zilustrowano na rysunku 6.10, na ktérym, oprocz punktéow wzorcowych
zaklasyfikowanych do dwoch klas, pokazano rowniez granice decyzyjne tradycyj-
nej sieci dwuwarstwowe;j.

Jak wiadomo, problem XOR jest najmniejszym problemem nieseparowalnym
liniowo, czyli niemozliwym do rozdzielenia za pomoca pojedynczej linii prostej.
Dlatego tez nie moze byé¢ rozwigzany przez pojedynczy neuron, gdyz ten jest
w stanie wyznaczy¢ jedynie liniowa granice decyzyjna. Najmniejsza siecia trady-
cyjna, zdolng rozwiaza¢ to zadanie, jest sie¢ o strukturze 2-2-1, czyli o dwoch
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Rysunek 6.10. Klasyczny przyktad XOR i granice decyzyjne sieci tradycyjnej
(punkty biate — klasa 0, czarne — klasa 1)
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Rysunek 6.11. Klasyczny przyklad XOR — granice decyzyjne dwdch neurondéw warstwy
pierwszej oraz jednego neuronu warstwy drugiej

wejséciach, dwéch neuronach w warstwie ukrytej i jednym w warstwie wyjsciowe;j.
Jest to sie¢ o wymiarze VC-dim réwnym 9 (gdyz zawiera ona 9 wag), a wiec duzo
wigkszym niz potrzebny do rozdzielenia czterech punktéw. Jak pokazano na ry-
sunku 6.11, sie¢ dwuwarstwowa rozwiazuje ten problem w dwéch etapach. Kazdy
neuron warstwy pierwszej klasyfikuje 3 punkty do jednej klasy oraz 1 punkt do
drugiej, przy czym ich granice decyzyjne sa réwnoleglte i przesuniete. Tak prze-
tworzony przez warstwe pierwsza problem staje si¢ liniowo separowalny i moze
zostaé ostatecznie rozwigzany za pomoca jednego neuronu drugiej warstwy sieci.

Zanim przejdziemy do dalszej analizy przyktadu XOR w wielu kontekstach,
zauwazmy, ze model neuronu kontekstowego jest uogélnieniem modelu tradycyj-
nego. Pomimo, ze kontekst jest w naszym modelu zmienna ciagta, to dane pod-
stawowe o tych samych warto$ciach wektora wej$é kontekstowych (a tym samym
o jednakowych wartosciach wektora funkcji bazowych) mozemy uwazaé za pocho-
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dzace z jednego kontekstu. Jesli wektor wejsé¢ kontekstowych sktada sie z jednej
zmiennej, mozemy powiedzieé, ze dane te leza w tym samym przekroju przestrze-
ni sygnaléw wejsciowych. W tak rozumianym pojedynczym kontekscie neuron
kontekstowy jest dokladnym odpowiednikiem neuronu tradycyjnego — ma takie
same mozliwosci przetwarzania danych podstawowych jak neuron tradycyjny o tej
samej liczbie wag nieuzywajacy informacji o kontekscie. Oba rodzaje neuronéw sa
wiec w stanie wyznaczy¢ liniowa granice decyzyjna miedzy danymi wejSciowymi
znajdujacymi sie w jednym kontekscie. W sieciach tradycyjnych nieliniowe granice
decyzyjne modelowane sg dzieki uzyciu wielu warstw. Sie¢ dwuwarstwowa potra-
fi w drugiej warstwie ,,ztozy¢” nieliniowg granice decyzyjna z granic liniowych
dostarczonych przez odpowiednig liczbe neuronéw warstwy pierwszej. Dokladnie
tak samo kontekstowa sie¢ wielowarstwowa utworzy nieliniowa granice decyzyj-
ng w pojedynczym kontekécie. Inaczej jednak zamodeluje zmiane tej nieliniowej
granicy decyzyjnej pomiedzy kontekstami.

Sieci kontekstowe sg uogélnieniem modelu tradycyjnego rowniez dlatego, ze
po zastosowaniu wektora funkcji bazowych zawierajacego jedng funkcje bazowa,
sie¢ staje sie doktadnym odpowiednikiem sieci tradycyjnej o tej samej strukturze
(nie korzystajacej z wej$é kontekstowych). Analizowany wczeéniej standardowy
problem XOR moze wiec rozwiazaé np. sie¢ kontekstowa o strukturze 2-2-1 korzy-
stajaca z wektora funkeji bazowych v (z) = [1], czyli ,judajaca” sieé¢ tradycyjna.
Przy pojedynczej funkcji bazowej wartosci wejsé kontekstowych dla poszczegdl-
nych przyktadéw z ciagu uczacego nie maja znaczenia.

Zdefiniujmy teraz problem XOR w dwdéch kontekstach. Ciag uczacy dla sie-
ci neuronowej dany jest za pomoca zestawu przykiadéw uczacych, czyli trojek
wektoréw — wejs¢ podstawowych xy, kontekstowych zj oraz zadanych wyjs¢ yy,
zdefiniowanych nastepujaco

{(kazlmyk)};c\[:l? (612)
gdzie:
{X}N__O()llOOll
Fek=1= o 101010 1]"

{zr}iey = | =07 =07 —0.7 -0.7 05 05 05 05 ],

b= [01 10100 1],

w ktorych przyklady umieszczone sg w kolejnych kolumnach: pierwsze cztery
z nich umieszczone sa w jednym kontekscie, cztery nastepne za$ w drugim (wartos-
ci zmiennej kontekstowej dla obu kontekstéow zostaly dobrane arbitralnie). Jak
widaé, klasyczny problem XOR zostal rozszerzony o kolejne 4 punkty w drugim
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Rysunek 6.12. Przyktad XOR w dwdch kontekstach
— granice decyzyjne sieci kontekstowej o strukturze 2-2-1:2 (18 wsp6lezynnikéw)
w poszczegblnych kontekstach

kontekscie, a ich klasyfikacja ma by¢ odwréceniem klasyfikacji czterech punktéw
z kontekstu pierwszego. Wymaga wiec ustalenia w obu kontekstach zupelnie in-
nych granic decyzyjnych. Zadanie to przedstawione jest na rysunku 6.12 wraz
z granicami decyzyjnymi, jakie w obu kontekstach zapewnia sie¢ kontekstowa.
Jest to przyktad problemu zgodnego z idea modelowania kontekstowego — ztozo-
nos¢ problemu nie zmienia si¢ wraz z kontekstem, nie zmienia sie¢ wiec rowniez
postaé optymalnego rozwigzania, a jedynie jego parametry — w tym przypadku
wraz ze zmiang kontekstu zmienia sie nie ksztalt, lecz tylko potozenie granic de-
cyzyjnych. Skoro znamy sie¢ o optymalnej strukturze i warto$ciach parametréw,
zdolng rozwiazaé¢ problem w jednym kontekscie, wystarczy zmienié jej parametry
na optymalne dla innego kontekstu bez zmieniania jej struktury.

Najmniejsza siecia kontekstows zdolng rozwiazaé¢ zadanie XOR niezaleznie
w dwdch kontekstach jest sie¢ o strukturze 2-2-1 (czyli takiej jak sieé¢ tradycyjna
dla problemu XOR w jednym kontekscie), wykorzystujaca dwie funkcje w wek-
torze funkcji bazowych. Taka strukture sieci bedziemy zapisywac¢ jako 2-2-1:2.
Wektor funkcji bazowych moze byé¢ na przyktad postaci

v(z):[il.

Sie¢ taka ma po 2 wspétezynniki przyblizajace kazda wage, w sumie wiec rozmiar
sieci to 18 wspotczynnikow.

Ze wzgledu na nadmiarowos¢ podstawowej struktury tradycyjnej dla problemu
XOR w jednym kontekscie (9 wag do rozdzielenia 4 punktéw), do rozwiazania
problemu XOR w dwdéch kontekstach wystarczy sie¢ tradycyjna o strukturze 3-2-1
(11 wagach), a wiec réwniez o 2 neuronach w warstwie ukrytej, przyjmujaca
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Rysunek 6.13. Przyktad XOR w dwdch kontekstach
— granice decyzyjne sieci tradycyjnej o strukturze 3-2-1 (11 wag)
w poszczegblnych kontekstach

po prostu warto$¢ kontekstu na dodatkowe trzecie wejscie podstawowe. Granice
decyzyjne sieci tradycyjnej przedstawiono na rysunku 6.13.

Cho¢ wygladaja podobnie do granic decyzyjnych sieci kontekstowej, ich me-
chanizm powstawania jest inny. Mozemy go zilustrowaé¢, wprowadzajac do zadania
XOR w dwoch kontekstach wymog, aby granice decyzyjne zmieniaty sie¢ w spo-
sOb ciggly pomiedzy dwoma kontekstami. Do ciggu uczacego wprowadzimy wiec
cztery dodatkowe punkty w kontekscie przejsciowym obrécone w stosunku do obu
pierwotnych kontekstow o 45 stopni. Punkty te pokazane sa na rysunku 6.14, na
ktéorym umieszczono réwniez granice decyzyjne sieci kontekstowej o strukturze
takiej jak poprzednio, czyli 2-2-1:2 (18 wspdlczynnikow). Widaé, ze granice w ko-
lejnych kontekstach sg przesunietymi granicami z pierwszego kontekstu, ustalo-
nymi dla pojedynczego problemu XOR. We wszystkich kontekstach granice te
maja ten sam ksztalt. Generowane sa one przez 9 wag neuronu, ktore zaleza od
wartosci wejscia kontekstowego. Zaleznoéci te pokazano na rysunku 6.17.

Sie¢ tradycyjna o strukturze 3-2-1, ktéra poprzednio rozwigzywala zadanie
XOR w dwodch kontekstach, nie jest juz w stanie rozwiazaé obecnego zadania.
Dla tej struktury sieci nalezy to zadanie potraktowaé jako problem XOR w trzech
niezaleznych kontekstach, w ktorym rozdzieli¢ nalezy 12 punktéw, a na to rozmiar
tej sieci (11 wag) jest juz za maly. Aby uzyskaé sie¢ zdolna do rozwiazania tego
problemu, nalezy zwiekszy¢ liczbe jej neuronéw ukrytych do 3, a tym samym
wymiar VC-dim sieci do 16. Granice decyzyjne takiej sieci pokazane sg na rysun-
ku 6.15 we wszystkich trzech interesujacych nas przekrojach przestrzeni sygna-
tow wejéciowych. Przekroje te sa dwuwymiarowe, granice decyzyjne za$ powstaja
w tréjwymiarowej przestrzeni sygnaléw wejsciowych. Neurony warstwy ukrytej
wyznaczaja w niej plaszczyzny decyzyjne, a efektem ich kombinacji w neuronie
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Rysunek 6.14. Przyktad XOR w dwoch kontekstach z kontekstem przej$ciowym
— granice decyzyjne sieci kontekstowej o strukturze 2-2-1:2 (18 wspo6lczynnikéw)
w poszczegolnych kontekstach
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Rysunek 6.15. Przyktad XOR w dwoch kontekstach z kontekstem przej$ciowym
— granice decyzyjne sieci tradycyjnej o strukturze 3-3-1 (16 wag)
w poszczegolnych kontekstach

wyjscie = 1

. klasa 2

wyjscie =
kl

wyjéciowym sg nieliniowe granice dopasowane do 12 zadanych punktéw. Granice
te generowane sa przez 16 stalych wag neuronu tradycyjnego, z ktérych trzy (po
jednej dla kazdego neuronu warstwy pierwszej) prowadza do wejscia konteksto-
wego.

Zauwazmy, ze dodawanie po jednej funkcji bazowej dla kazdego wejscia kon-
tekstowego do$¢ szybko zwigksza liczbe parametréw sieci kontekstowych. Sieé
kontekstowa rozwiazujaca problem XOR w dwoch kontekstach z rysunku 6.12
mialta juz 18 wspolczynnikow. Wystarczylo jej to rowniez do rozwiazania nie-
co bardziej skomplikowanego zadania z tagodnym przejéciem granic decyzyjnych
pomiedzy kontekstami. Dodawanie funkcji bazowych nie zwieksza przestrzeni sy-
gnaléow wejéciowych, lecz przestrzen parametrow.
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Rysunek 6.16. Przyktad XOR w trzech kontekstach z kontekstem przejSciowym
— granice decyzyjne sieci kontekstowej o strukturze 2-2-1:3 (27 wsp6lczynnikow)
w poszczegllnych kontekstach

W przestrzeni sygnaléw wejsciowych, obejmujacej wejécia podstawowe oraz
kontekstowe, sie¢ tradycyjna modeluje jednoczesnie zarowno granice decyzyjne
pomiedzy wejsciami podstawowymi, jak i zmiane tych granic wraz z kontekstem.
W sieci kontekstowej zadania te sa rozdzielone pomiedzy tradycyjna strukture
sieci (wagi), a strukture kontekstowa (funkcje bazowe i wspoélczynniki). Struk-
tura tradycyjna modeluje granice decyzyjne pomiedzy wejSciami podstawowymi,
natomiast struktura kontekstowa — zmiane polozenia tych granic pomiedzy kon-
tekstami.

Rozmiar sieci kontekstowej jest wiekszy od rozmiaru sieci tradycyjnej korzy-
stajacej z tej samej informacji kontekstowej. Ponadto szybciej wzrasta on wraz
z dodawaniem kolejnych wejs¢ kontekstowych niz rozmiar sieci tradycyjnej. Jed-
nak dzieki rozdzieleniu modelowania obu wspomnianych zaleznosci miedzy wej-
Sciami a wyjsciami, granice decyzyjne sieci kontekstowej nie sa niepotrzebnie
komplikowane w pojedynczych kontekstach, a jednoczesnie zmieniaja sie wraz
ze zmiang kontekstu. Sie¢ nie wykazuje oznak przeuczenia (ang. overfitting), czyli
nadmiernego dopasowania do danych, ktérego wystapienie w sieciach tradycyj-
nych sugeruja wykresy ich granic decyzyjnych (rys. 6.15 1 6.19).
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Rysunek 6.17. Przyktad XOR w dwoch kontekstach z kontekstem przej$ciowym
— zaleznosé wag poszczegdlnych neurondw sieci o strukturze 2-2-1:2
(9 wag, 18 wspélczynnikéw) od wartosci wejscia kontekstowego

W sieci tradycyjnej po ustaleniu granic decyzyjnych w jednym kontekécie
i dodaniu wejscia kontekstowego, w innych kontekstach byliémy w stanie popro-
wadzi¢ granice decyzyjne jedynie réwnolegte do tej pierwszej. W kazdym kolejnym
kontekscie (przekroju) moglismy za$ rozdzieli¢ na wszystkie sposoby tylko jeden
dodatkowy punkt. Aby méc generowaé bardziej ztozone granice decyzyjne, trzeba
w sieciach tradycyjnych dodawaé¢ wiecej neuronéw do warstwy ukrytej, przy czym
ich liczba rosnie szybciej niz ztozonos¢ problemu.

W sieci kontekstowej o ustalonej liczbie wej$é podstawowych i kontekstowych,
projektant sieci moze dodatkowo zwiekszaé jej zdolnosci rozdzielcze, operujac
wektorem funkcji bazowych. Na przyklad w sieci o dwéch wejsciach podstawo-
wych i jednym kontekstowym rozszerzenie wektora funkcji bazowych o kolejna
funkcje dodaje kolejny kontekst (przekrdj), w ktérym sieé jest w stanie dokonaé
wszystkich mozliwych dychotomii kolejnych trzech punktéw na plaszczyznie. In-
nymi stowy, sie¢ moze w kolejnym kontekscie zamodelowaé granice decyzyjne o pa-
rametrach niezaleznych od granic w pozostaltych kontekstach. Jesli wektor funkcji
bazowych sieci rozwiazujacej zadanie XOR w dwo6ch kontekstach (rys. 6.12) roz-
szerzymy o kolejna funkcje bazowa (z zestawu funkcji wielomianowych)
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Rysunek 6.18. Przyktad XOR w trzech kontekstach z dwoma kontekstami przej$ciowymi
— zaleznosé wag poszczegdlnych neurondw sieci o strukturze 2-2-1:2
(9 wag, 18 wspélczynnikéw) od wartosci wejscia kontekstowego

to sie¢ bez problemu rozwiaze problem XOR w trzech kontekstach, nawet w trud-
niejszej wersji — z tagodnym przejSciem miedzy kontekstami. Strukture sieci be-
dzie teraz mozna zapisaé jako 2-2-1:3, jej rozmiar za$ wzrosnie do 27 wspotczyn-
nikéw.

Nie zawsze jednak konieczne jest zwigkszanie rozmiaru sieci przez dodawanie
kolejnych funkcji bazowych. We wspomnianym przed chwilg przyktadzie, zamiast
dodawaé kolejng funkcje bazowa, wystarczy jedna z nich zamieni¢ na funkcje
kwadratowa,

aby sie¢ o dwoch funkcjach bazowych, a wigc strukturze 2-2-1:2 i rozmiarze 18
wspdlezynnikéw, potrafita rozwiazaé to samo zadanie. Dzieki zastosowaniu kwa-
dratowej funkcji bazowej sie¢ moze bowiem zamodelowaé zaleznos¢ wag od kon-
tekstu pokazang na rysunku 6.18.

Dla poréwnania, zadanie to rozwigzuje rowniez sie¢ tradycyjna o czterech neu-
ronach w warstwie ukrytej, a wiec o strukturze 3-4-1, czyli 21 wagach. Jej granice
decyzyjne, przedstawione na rysunku 6.19, nie odpowiadaja jednak naturze roz-
wiazywanego zadania — problemowi XOR, o granicach przesuwanych w poszcze-
gélnych kontekstach, natomiast ksztalt tych granic zwiastuje poczatki zjawiska
przeuczenia sieci, czyli wymuszonego dopasowania do danych uczacych. Widzac
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Rysunek 6.19. Przyktad XOR w trzech kontekstach z kontekstem przejsciowym
- granice decyzyjne sieci tradycyjnej o strukturze 3-4-1 (21 wag)
w poszczegblnych kontekstach

tak wykrzywione granice decyzyjne, moglibySmy powiedzieé, uzywajac potoczne-
go jezyka, ze sie¢ tradycyjna ,meczy si¢” przy rozwiazywaniu tego zadania.

Przechodzac w naszych rozwazaniach od pojedynczego neuronu do sieci wielo-
warstwowej tradycyjnej, zauwazmy, ze dodanie wejs¢ kontekstowych dostarcza
bezposrednio informacji kontekstowej jedynie neuronom warstwy wejSciowej.
Zwicksza réwniez wymiar przestrzeni sygnaldow wejsciowych oraz przestrzeni pa-
rametrow, lecz jedynie w warstwie wejsciowej sieci. W dalszych warstwach dane
kontekstowe sa juz ,,wymieszane” z danymi z pozostalych wejsc¢.

W sieciach kontekstowych wejscia kontekstowe wplywaja (funkcyjnie) na wagi
we wszystkich warstwach sieci. Sposdb przetwarzania sygnaléw z wejsé podsta-
wowych jest we wszystkich warstwach sieci jasno odrézniony od sposobu prze-
twarzania danych z wejs¢ podstawowych.

6.6. Uczenie sieci kontekstowych

W punkcie 6.4 pokazano, ze odpowiednia konstrukcja macierzy wspétczynni-
kéw dla warstwy sieci oraz uzycie iloczynu Kroneckera w modelu sieci konteksto-
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wej umozliwia uproszczenie obliczania wyjscia sieci. Wyjscie jednej warstwy sieci
tradycyjnej oraz kontekstowej mozna zapisa¢ wzorami, odpowiednio

Fiad (x) = f(w'x), (6.13)
Viont (X,2) = f (aT x®v (z)]) , (6.14)

gdzie x jest wektorem wejsé podstawowych obu sieci, zawierajacym wejscie pro-
gowe, natomiast v (z) jest wektorem funkcji bazowych, obliczonym dla wektora
wejsé kontekstowych z.

W tym miejscu pokazemy, ze wspomniane dwa zalozenia modelu sieci konteks-
towych sprawiaja, ze uczenie sieci kontekstowych jest niewiele bardziej ztozone
niz uczenie sieci tradycyjnych, zas sam zapis algorytmow uczenia charakteryzuje
sie prostota i przejrzystoscia, jest takze bezposrednim uogodlnieniem w stosunku
do modelu tradycyjnego. Podobnie, jak w podanych réwnaniach, wiele wzoréw
dla tradycyjnych sieci neuronowych mozna przeksztaltci¢ na ich odpowiedniki dla
sieci kontekstowych przez proste zastapienie wektora wejsé x iloczynem Krone-
ckera x ® v (z). Za przyklad postluzy najczesciej stosowana metoda uczenia sieci
tradycyjnych, algorytm najszybszego spadku.

Najpopularniejsza stosowang podczas uczenia miara jakoéci dla sieci tradycyj-
nych jest btad éredniokwadratowy. Jest on funkcja celu uczenia sieci, minimalizo-
wang podczas tego procesu. Blad ten dla sieci jednowarstwowej o M neuronach
dla jednej epoki uczenia, w ktérej podano na wejscia sieci jeden przyktad ze zbioru
uczacego, dany jest wzorem

1y 1 X )
E=g di=53 -5, (6.15)
i=1 i=1

gdzie y; jest sygnalem zadanym na wyjsciu i-tego neuronu dla danego przyktadu,
M jest liczba neurondéw wyjsciowych sieci, a x jest wektorem wejSciowym dla
danego przyktadu.

Pochodna funkcji celu F wzgledem wagi w; ; dana jest wzorem

oF
8102‘, 7

= —dif, (ul) Zj. (6.16)

Jedli iloczyn dwéch pierwszych skladnikéw mnozenia (6.16), czyli bledu na
wyjéciu i-tego neuronu oraz pochodnej funkcji aktywacji tego neuronu, oznaczy-
my przez ¢; i zbierzemy takie iloczyny dla poszczegdlnych neuronéw warstwy sieci
w wektorze ¢, to wektor gradientu funkcji btedu wzgledem wszystkich wag danej
warstwy mozna bedzie zapisa¢ wzorem

VE = —cx. (6.17)
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Blad $redniokwadratowy dla warstwy neuronéw kontekstowych dany jest ta-
kim samym wzorem jak dla sieci tradycyjnej, czyli (6.15). Inna jest jedynie zalez-
nosé wyjscia g; (x) kazdego z neuronéw od wektoréw wejsé podstawowych x oraz
kontekstowych z, natomiast gradient funkcji bledu nalezy oblicza¢ nie wzgledem
wag w, lecz wzgledem wspdleczynnikéow a. Jak mozna pokazaé, pochodna funk-
cji bledu wzgledem wspoétczynnika a; jr, przyblizajacego wage w; j, réwna jest
iloczynowi pochodnej wzgledem tej wagi oraz wartosci k-tej funkcji bazowej

OF
dai j i

= —d; f' (w;) zjvp (z) - (6.18)

Jak bylo pokazane w [5], dzieki zaproponowanej konstrukeji macierzy wspo6l-
czynnikow warstwy a, gradient funkcji btedu E wzgledem macierzy wspotczynni-
kéw a dla catej warstwy sieci mozna zapisa¢ wzorem bardzo zblizonym do wzoru
dla sieci tradycyjnej (na gradient funkcji btedu wzgledem macierzy wag), czyli

VE =—-—cxov(z). (6.19)

Zaleznos¢ ta po raz kolejny pokazuje, ze model sieci kontekstowej jest uogdlnie-
niem modelu tradycyjnego, gdyz w przypadku uzycia wektora funkcji bazowych,
skladajacego sie z funkcji stalej, wzér (6.19) w naturalny sposéb redukuje sie¢ do
postaci (6.17).

6.7. Zlozonos¢ obliczeniowa sieci kontekstowych

W dotychczasowych rozwazaniach pokazano, ze model kontekstowych sieci
neuronowych jest lepiej dopasowany do struktury rozwiazywanych zadan niz mo-
del sieci tradycyjnych. Mozemy dzieki temu uzywaé sieci o mniejszej liczbie pa-
rametréw, przez co dzialanie oraz uczenie sieci bedg bardziej wydajne.

Doktadna analize ztozonosci obliczeniowej samych algorytméw obliczania od-
powiedzi oraz uczenia sieci przedstawiono w [5]. W tym miejscu przypomnijmy
jedynie, ze oszacowanie liczby operacji mnozenia wykonywanych podczas uzywa-
nia sieci (obliczania odpowiedzi sieci nauczonej po podaniu sygnalu na wejscie)
jest o 20% wieksze dla $rednich sieci kontekstowych w poréwnaniu do sieci tra-
dycyjnych o tym samym rozmiarze. Réznica ta zanika wraz ze zwiekszaniem
rozmiaru sieci. Podczas uzywania sieci kontekstowych wydajniejszy jest jedno-
etapowy algorytm obliczania wyj$¢ sieci — wykorzystujacy iloczyn Kroneckera
wejsé podstawowych z wektorem funkcji bazowych i pomijajacy obliczanie war-
tosci wag w danym kontekscie. Podczas uczenia sieci wielowarstwowych metoda
propagacji wstecznej btedu nie mozna juz tego etapu pominaé, gdyz do oblicze-
nia domniemanych bledéw neuronéw warstw ukrytych potrzebna jest znajomo$é
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wartosci wag nastepnej warstwy sieci w biezacym kontekscie. Jednak juz samo
obliczenie gradientu charakteryzuje sie taka sama zlozonoscig obliczeniows jak
dla sieci tradycyjnych o tym samym rozmiarze. W przypadku natomiast duzych
sieci kontekstowych o wielu funkcjach bazowych przewaga w szybkoéci dzialania
nad sieciami tradycyjnymi o poréwnywalnych zdolnosciach powieksza sie.

Prawdziwa przewage wykazuja sieci kontekstowe z wykorzystaniem algoryt-
mow uczenia opartych na hesjanie. Przedstawiona wczesniej konstrukcja macierzy
wspdlezynnikéw A oraz wykorzystanie iloczynu Kroneckera umozliwiaja zastapie-
nie obliczania odwrotnosci jednej duzej macierzy obliczaniem odwrotnoéci dwoch
mniejszych. Ze wzgledu na zlozonosé obliczeniows samego procesu odwracania
macierzy pozwala to na kilkunasto- lub nawet kilkudziesieciokrotne przyspiesze-
nie jednej epoki uczenia sieci, w zaleznosci od zlozonosci jej struktury.

Zblizona do sieci tradycyjnych badz lepsza od nich wydajno$é uczenia sieci
kontekstowych, lepsze dopasowanie modelu sieci do rozwigzywanych zadan, efek-
tywna nauka wynikajaca z szybszej zbieznosci do zadanego rozwiazania, pokazuja
przydatno$c¢ sieci kontekstowych podczas przetwarzania intensywnych strumieni
danych.

6.8. Przyklad zastosowania sieci kontekstowych do wyceny opcji

W niniejszym podrozdziale przedstawiony zostanie praktyczny przyktad za-
stosowania sieci kontekstowych do modelowania silnie nieliniowych zaleznosci fi-
nansowych. Sieé¢ zostanie zastosowana do wyceny opcji walutowych na gieldzie
forex. Jest to rynek nieregulowany o duzej ptynnosci, na ktéorym kwotowania
par walutowych oraz innych instrumentéw odbywaja sie w trybie ciagltym, przy
czym notowania te zmieniaja sie kilka razy na sekunde. Przetwarzane informacje
mozna wiec nazwaé intensywnym strumieniem danych. Operacje wykonywane na
tych danych moga obejmowacé zaréwno uzywanie sieci neuronowych nauczonych
konkretnych zadan (wyceny opcji, badz np. szacowania zmiennosci rynku), jak
i ciggle douczanie sieci w celu dostosowania ich do zmieniajacych sie warunkow
rynkowych.

Opcja jest pochodnym instrumentem finansowym — jest to umowa dajaca
nabywcy opcji prawo, lecz nie obowiazek, do kupna (opcja call) lub sprzedazy
(opcja put) od wystawcy opcji pewnego aktywu (akcji, waluty, indeksu, towaru
lub innego instrumentu finansowego), zwanego instrumentem bazowym, po okres-
lonej cenie w okre$lonym terminie w przyszlosci. Cena ta nazywana jest ceng
wykonania i moze by¢ rézna od biezacej rynkowej ceny tego aktywu. Opcja jest
rodzajem zakladu dotyczacego ceny danego instrumentu w przysztosci, przy czym
ryzyko nie jest tu rowno roztozone pomiedzy nabywce a wystawce opcji.
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Gdy nabywca spodziewa sie duzej zmienno$ci ceny instrumentu bazowego, ku-
puje opcje call, liczac na wzrost ceny do poziomu przekraczajacego tzw. breakeven
point, bedacego suma ceny instrumentu bazowego oraz samej opcji w momencie
jej kupna. Jesli inwestor spodziewa si¢ analogicznego spadku ceny instrumentu
bazowego, nabywa opcje put. Wystawca opcji na poczatku tego ,zaktadu” otrzy-
muje od nabywcy premie opcyjna — réwng cenie opcji w momencie jej wystawienia
— i spodziewa si¢ niewielkiej zmiennosci ceny danego instrumentu. Cena aktywu
w momencie wykonania opcji decyduje o zysku lub stracie zaréwno nabywcy, jak
i wystawcy. Jesli cena podaza w kierunku zalozonym przez nabywce, skorzysta
on z prawa do realizacji opcji, zarabiajac w dniu jej wykonania réznice miedzy
cena instrumentu bazowego w tym dniu a cena w dniu zakupu opcji pomniejszona
o cene samej opcji. Zysk nabywcy moze by¢ teoretycznie nieskonczony, natomiast
jego strata ograniczona do ceny opcji, ktora zaptacit na samym poczatku, a ktéra
przepadnie, jesli cena instrumentu podazy w niekorzystnym dla niego kierunku
— wtedy w dniu wykonania opcji nie skorzysta on po prostu z przystugujacego
mu prawa do zakupu badz sprzedazy instrumentu bazowego. Wyboru takiego nie
ma wystawca opcji — on musi kupié lub sprzeda¢ instrument bazowy w uméwio-
nym dniu po omoéwionej wezesniej cenie, jedli tylko nabywca zechce skorzystaé
z prawa do realizacji opcji. Wystawcy zalezy wiec na tym, aby cena instrumentu
bazowego w dniu wykonania opcji byta jak najbardziej zblizona do ceny w dniu
zakupu opcji — oznacza to bowiem dla niego zysk rowny cenie opcji w dniu jej
zakupu i jest to maksymalny zysk, jaki moze on osiggnaé. Kazdy wiekszy ruch
tej ceny w kierunku przeciwnym do zatozonego przez wystawce powigksza jego
strate, przy czym teoretycznie moze ona byé¢ nieograniczona.

Na bazie przedstawionej podstawowej definicji buduje sie rézne strategie opcyj-
ne. Na obecnym poziomie rozwoju rynku wszystkie operacje zakupu, wystawienia
oraz realizacji opcji odbywaja sie wirtualnie — nabywca opcji nie ma kontaktu
z wystawca, taczy ich broker i to on dokonuje wyceny opcji oraz rozliczenia calej
transakcji, jej uczestnicy zas najczesciej w ogéle nie widza instrumentu bazowego,
o ktéry graja (np. uncji zlota). Wycena opcji ma w tym procesie kluczowe zna-
czenie, przy czym jest to skomplikowany matematycznie proces, na ktéry wplyw
ma wiele czynnikéw.

Najczesciej (w rozwazaniach teoretycznych) jest do tego celu wykorzystywa-
ny model wyceny opcji Blacka—Scholesa—Mertona, zaprezentowany w 1973 roku
w pracy [3]. Za teorie modelowania rynku dwaj z tréjki jej twércéw otrzymali
w 1997 roku nagrode Nobla (byli to R. Merton i M. Scholes; F. Black juz wtedy
nie zyl). Stynny wzor Blacka—Scholesa umozliwia sprawiedliwa wycene opcji typu
europejskiego. Za sprawiedliwa uwazana jest cena nieumozliwiajaca arbitrazu,
czyli taka, po ktérej kupno lub sprzedaz nie powinny przynies¢ zyskéw ani strat.
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Cena opcji kupna (call) dana jest wzorem
c= SN (dy) — Xe "N (do) , (6.20)
natomiast cena opcji sprzedazy (put) wzorem
p=Xe "IN (=dy) — SN (—dy) , (6.21)

gdzie

|

o m@) ()T
1 — U\/T 5

d2 - =

= dl—O'\/T,

przy czym: S to obecna cena instrumentu bazowego, X — cena wykonania,
r — stopa procentowa wolna od ryzyka (stopa procentowa, na ktéra wszyscy
uczestnicy rynku mogg pozyczaé¢ i inwestowaé bez ryzyka, np. w papiery skar-
bowe), T' — czas pozostajacy do wygasniecia opcji, natomiast o to procentowy
wspOlezynnik zmienno$ci przysztych cen (odchylenie standardowe). N(-) oznacza
dystrybuante standardowego rozktadu normalnego.

Najwieksze klopoty podczas wyznaczania cen opcji wedlug podanych wzoréw
sprawia predykcja przysztej zmiennosci instrumentu bazowego. Zmiennos¢ ma
kluczowy wplyw na wycene opcji i to wladnie jej znaczenie prowadzi do potoczne-
go stwierdzenia, ze na rynku instrumentéw pochodnych handluje sie nie cena, lecz
zmienno$cia. Zmiennosé historyczna (oparta na przesztych notowaniach) nie przy-
nosi dobrych efektéw w prognozowaniu przyszlej zmiennosci instrumentu, gdyz
zaklada niezmienno$¢ parametréw rynku w przyszlosci. Popularna metoda sza-
cowania przyszlej zmiennosci stalo sie rozwiazywanie rownania Blacka—Scholesa
,w druga strone” — uznajac obserwowang cene rynkowa opcji za sprawiedliwa
oraz zakladajac znajomo$¢ pozostalych parametrow, ze wzoru Blacka—Scholesa
mozna wyznaczy¢ przyszla zmienno$é ceny instrumentu bazowego. Tak uzyskang
zmienno$¢ nazywa sie zmiennoscig implikowang.

Przedstawiony model wyceny opcji oparty jest na kilku zatozeniach, ktére
sprawiaja, ze pomimo uznania w $rodowisku akademickim oraz popularnosci
w wielu teoriach rynkowych, w wielu sytuacjach nie sprawdza sie on i jest stale
podwazany przez praktykow. Zalozenia te przewiduja m. in., ze: ceny akcji podle-
gaja bladzeniu przypadkowemu (model Blacka—Scholesa—Mertona bazuje na teorii
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Rysunek 6.20. Wyniki uczenia sieci — wyjscie: cena opcji call

ruchéw Browna), przez co dla krétkiego okresu maja charakter rozktadu normal-
nego, natomiast dla dowolnego przyszlego momentu charakteryzuja sie rozkltadem
logarytmiczno-normalnym; rynek jest doskonale plynny; zaréwno zmiennosé, jak
i stopa wolna od ryzyka nie zmieniaja sie. Sami autorzy przyznaja, ze wiekszosé
z tych zalozen jest nierealna. Najczesciej podwazany jest logarytmiczno—normalny
rozklad zmian ceny oraz statlos¢ wspdlczynnika zmiennosci w czasie.

Tradycyjne sieci neuronowe byly i sa uzywane w wielu zagadnieniach zwia-
zanych z wycena opcji na bazie modelu Blacka—Scholesa, a przede wszystkim do
konstruowania lepszych od niego modeli wyceny opcji. Wigkszos¢é badan prowa-
dzi do proby nauczenia sieci neuronowych rynkowych wycen opcji. Najczesciej
stosuje sie réznego rodzaju modele hybrydowe, uzywajace sieci neuronowych do
predykcji réznic miedzy modelem teoretycznym a cenami opcji obserwowanymi na
rynku dla réznych rodzajéw instrumentéw ([7], [9]). Jak juz wspomniano, stosuje
sie tradycyjne sieci neuronowe réwniez do ,wstecznego” okreslania zmienno$ci
implikowanej ze wzoru Blacka—Scholesa na podstawie rynkowej ceny opcji oraz
pozostalych parametréw ([1]). Obszerne zestawienie literatury dotyczacej podob-
nych zastosowan mozna znalez¢ na przyklad w [2] lub [8].

W celu zilustrowania przydatnosci sieci kontekstowych do modelowania finan-
sowych strumieni danych przedstawione zostana wyniki uczenia sieci wyceny opcji
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Rysunek 6.21. Wyniki uczenia sieci — wyjscie: zmiennosé¢ ¢ — mniejsze sieci

call na podstawie wzoru Blacka—Scholesa dla najpopularniejszego instrumentu na
gieldzie walutowej forex, czyli EURUSD. Poréwnane zostaly sieci tradycyjne oraz
kontekstowe o zblizonej architekturze oraz rozmiarze. Obu grupom sieci posta-
wione zostaly dwa zadania: 1) wyznaczenie ceny opcji kupna przy znajomosci
jej parametréw oraz 2) wyznaczenie zmiennosci implikowanej na podstawie ceny
opcji kupna oraz pozostalych parametréw. Sa to zadania czysto teoretyczne —
sieci uczyty sie zaleznosci wynikajacych wprost ze wzoréw — i traktujemy je jako
badania wstepne przed préba modelowania rzeczywistych zaleznosci obserwowa-
nych na rynku.

W pierwszym zadaniu na wejscia sieci podane zostaly nastepujace parametry:
X — cena wykonania opcji, R — stopa procentowa wolna od ryzyka, T" — czas
pozostaly do wykonania opcji, o oraz cena biezaca instrumentu S. Dane uczace
oraz testujace dla sieci zostaly ustalone w granicach zblizonych do pozioméw cen
obserwowanych na przetomie lat 2008 i 2009, czyli: ceny X oraz S — w zakresie od
1,0000 do 1,3000 !, natomiast pozostale parametry: stopa R — od 0,5% do 5,0%
w skali roku, czas T — od 7 do 90 dni, zmienno$é¢ o — od 10% do 200%.

1 Zapis ten jest charakterystyczny dla kwotowan walut, zwykle notowanych do 4 miejsc po
przecinku. W przypadku pary walutowej EURUSD kwotowanie 1,3000 oznacza, ze za jednego
dolara amerykanskiego trzeba zaptaci¢ 1,3 euro.
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Rysunek 6.22. Wyniki uczenia sieci — wyjscie: zmiennos$¢ o — wigksze sieci

Poréwnane zostaly sieci tradycyjne oraz kontekstowe o 5 wejsciach i 5 neu-
ronach w warstwie ukrytej, przy czym w sieciach kontekstowych kazda wielko$é
zostala po kolei podana na wejscie kontekstowe (badane byly jedynie struktury
sieci z jednym wejéciem kontekstowym i pozostatymi traktowanymi jako wejécia
podstawowe). W sieciach tradycyjnych wszystkie wielkosci byly oczywiscie po-
dawane na wejécia podstawowe. Sieci kontekstowe wykorzystywaly dwie funkcje
bazowe: funkcje stala oraz liniowa wejscia kontekstowego. Wektor funkcji bazo-
wych dany wiec byl jako

Wszystkie sieci korzystaly z sigmoidalnej funkcji aktywacji. Dla poréwnania
zdolnosci sieci tradycyjnych i kontekstowych o tej samej liczbie parametréw do
analizy dotaczona zostalta réwniez sie¢ tradycyjna o 9 neuronach w warstwie ukry-
tej. Liczba parametréw (a wiec i wymiar VC-dim) takiej sieci tradycyjnej zblizona
jest do sieci kontekstowej o b neuronach ukrytych, zblizone sg wiec tym samym
potencjalne mozliwosci obu sieci.

Struktury analizowanych sieci oraz wyniki ich uczenia podane sg w tabeli 6.1.
Oznaczenie 4:1-5-1 (2) odnosi sie do sieci kontekstowej o czterech wejsciach tra-
dycyjnych, jednym kontekstowym, pieciu neuronach w warstwie ukrytej i jednym
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Tabela 6.1. Wyniki uczenia sieci — wyjscie: cena opcji call

Sieé¢ vC Wejscia Btad Wsp. dop. | Liczba

dim | podst.-kont. MSE CC epok
trad. 5-5-1 36 | XRToS 0,001129 | 0,948988 | 100 000
trad. 5-9-1 64 | XRToS 0,001038 | 0,953048 | 100 000
kont. 4:1-5-1 (2 62 | RToS - X 0,000985 | 0,955357 15 000

(2)

kont. 4:1-5-1 (2) | 62 | XToS - R | 0,001081 | 0,951059 | 100 000
kont. 4:1-5-1 (2) | 62 | XReS - T 0,001008 | 0,954295 15 000
kont. 4:1-5-1 (2) | 62 | XRTS - o 0,001026 | 0,954348 19 000
kont. 4:1-5-1 (2) | 62 | XRTo - S 0,001017 | 0,954057 64 000

wyjsciowym, w ktorej zaleznos¢ wag od kontekstu modelowana jest za pomo-
ca dwoéch funkeji bazowych. W kolumnie wejscia okredlone jest, ktére zmienne
zostaly uzyte jako wejscia podstawowe dla sieci, a ktore — jako kontekstowe.

W celu zachowania mozliwie jednolitych warunkéw testowania obu rodzajow
sieci, wszystkie one uczone byly ta sama metoda — wstecznej propagacji btedu
z momentum z jednakowymi parametrami oraz kolejnoscia pokazywania przy-
ktadéw uczacych (po 5 przykladéw w jednej epoce). Dane uczace podzielone
zostaly na trzy czesci w nastepujacych proporcjach: 60% na dane uczace, 10% na
dane sprawdzajace i 30% na dane testujace. Sieci uczone byly na przyktadach
z ciagu uczacego do momentu osiagniecia bledu sredniokwadratowego réwnego
0,001 na ciagu sprawdzajacym, lecz nie dtuzej niz przez 100 000 epok. Tabele
wynikéw zawierajg rezultaty testowania sieci na ciagach testujacych. Za miary
jakodci stuza blad éredniokwadratowy MSE oraz wspoélczynnik dopasowania CC
— wspétczynnik korelacji miedzy odpowiedziami sieci a zadanymi odpowiedziami
w ciggu testujacym.

Zadna z sieci tradycyjnych nie osiggnela zakladanego poziomu bledu po
100 000 epok, choé zblizyty sie one do celu. Az cztery z pieciu sieci kontekstowych
osiggneto zakladany poziom bledu oraz dopasowania po znacznie krétszym ucze-
niu (trzy z tych sieci w czasie 5—6 razy krétszym niz sieci tradycyjnych). Swiadczy
to o dobrym dopasowaniu struktury sieci do modelowanego zjawiska — zalezno$ci
wystepujace miedzy cena opcji a jej parametrami majg charakter kontekstowy.
Przebieg uczenia wszystkich sieci pokazany jest na rys. 6.20.

Kolejnym zadaniem dla sieci bylo modelowanie odwrotnej zaleznosci — wyzna-
czenie zmienno$ci implikowanej o ze wzoru Blacka—Scholesa na podstawie ceny
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opcji oraz pozostalych parametréw opcji. Uzyto w tym celu sieci tradycyjnych
oraz kontekstowych o tych samych zalozeniach, jak w poprzednim zadaniu (z wy-
jatkiem sieci kontekstowej nr 4). Danymi wejSciowymi dla sieci byly tym razem:
cena opcji call oraz pozostate parametry: X, R, T, S. Zmienna wyjsciowa byta
zmienno$¢ o. Sieci tradycyjne przyjmowaly wszystkie wejscia jako podstawowe,
natomiast w sieciach kontekstowych po kolei kazda zmienna podawana byla na
wejécie kontekstowe, a pozostate na wejscia podstawowe. Jedynie czwarta sie¢
kontekstowa przyjmowala na wejscie podstawowe cene opcji call, natomiast po-
zostale cztery parametry na wejscia kontekstowe. Wektor funkcji bazowych tej
sieci sktadatl sie z 5 elementow: funkcji stalej oraz funkcji liniowych poszczegdl-
nych wejsé. Z racji ograniczenia liczby wejé¢ tradycyjnych do 1, zwiekszenie liczby
funkcji bazowych nie spowodowato znaczacego wzrostu wymiaru VC-dim dla tej
sieci w poréwnaniu do pozostatych.

Tabela 6.2. Wyniki uczenia sieci — wyjscie: zmienno$¢ o — mniejsze sieci

Siec¢ VC Wejscia Btad Wsp.dop. | Liczba
dim | podst.-kont. MSE CC epok

trad. 5-5-1 36 | call XRTS 0,003226 | 0,928137 | 100 000
trad. 5-9-1 64 | call XRTS 0,002820 | 0,937342 | 100 000
kont. 4:1-5-1 (2) | 62 | call RTS-X | 0,002539 | 0,942799 | 100 000
kont. 4:1-5-1 (2) | 62 | call XTS-R | 0,002466 | 0,945271 | 100 000
kont. 4:1-5-1 (2) | 62 | call XRS-T | 0,003713 | 0,916543 | 100 000
kont. 1:4-5-1 (5) | 80 | call -XRTS | 0,002397 | 0,946211 | 100 000
kont. 4:1-5-1 (2) | 62 | call XRT-S | 0,003269 | 0,927084 | 100 000

Zbadane zostaly dwie kontekstowe struktury sieci — oznaczone jako mniej-
sze oraz wicksze. Wicksze sieci uzywaly wektora funkcji bazowych rozszerzonego
o jedna funkcje bazowa. Zawieral on trzy funkcje bazowe: funkcje stala, linio-
wa oraz funkcje kwadratowa wejscia kontekstowego. Czwarta sie¢ kontekstowa
uzywata natomiast wektora funkcji bazowych o 9 sktadnikach: funkcji stalej, li-
niowych funkcji wszystkich czterech wejsé kontekstowych oraz ich funkcji kwa-
dratowych.

Jak pokazuja wyniki uczenia, zawarte w tabelach 6.2 i 6.3 oraz pokazane na
rysunkach 6.21 i 6.22, zadna z sieci nie osiagnela zakladanego poziomu bledu
po 100 000 epok, jednak prawie wszystkie sieci kontekstowe uczyly sie lepiej niz
sieci tradycyjne, natomiast to wlasnie czwarta sie¢ kontekstowa (wykorzystujaca
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Tabela 6.3. Wyniki uczenia sieci — wyjscie: zmiennos$¢ o — wigksze sieci

Siec¢ VC Wejscia Btad Wsp.dop. | Liczba

dim | podst.-kont. MSE CC epok
trad. 5-5-1 36 | call XRTS 0,003226 | 0,928137 | 100 000
trad. 5-9-1 92 | call XRTS 0,003479 | 0,922274 | 100 000
kont. 4:1-5-1 (3 93 | call RTS-X | 0,002288 | 0.948362 | 100 000

(3)

kont. 4:1-5-1 (3) 93 | call XTS-R | 0,002376 | 0.947270 | 100 000
kont. 4:1-5-1 (3) 93 | call XRS-T | 0,002596 | 0.942546 | 100 000
kont. 1:4-5-1 (9) | 144 | call -XRTS | 0,002124 | 0.952016 | 100 000
kont. 4:1-5-1 (3) 93 | call XRT-S | 0,002467 | 0.944940 | 100 000

wszystkie zmienne oprécz ceny jako zmienne kontekstowe) osiagneta najmniejszy
btad i najlepsze dopasowanie w najmniejszej liczbie epok.

Na podstawie przedstawionych wynikéw badan mozna stwierdzi¢, ze zaréwno
w zadaniu wyceny opcji, jak i w odwrotnym zadaniu wyznaczania zmienno$ci
implikowanej na podstawie ceny opcji, sieci kontekstowe wykazaly swoja przy-
datnosé. W krétszym czasie uczenia mniejsze sieci kontekstowe osiagaly mniejszy
btad oraz lepsze dopasowanie do modelowanych zalezno$ci niz sieci tradycyjne.
Swiadczy to o tym, ze modelowane zwiazki miedzy zmiennymi wej$ciowymi maja
rzeczywidcie charakter zaleznosci kontekstowych. Wieksza wydajnosé sieci kon-
tekstowych wynika wiec z lepszego dopasowania architektury sieci do modelo-
wanych zaleznosci, a takze z zastosowanych algorytmoéw uczenia, dzigki ktérym
uczenie bardziej skomplikowanych strukturalnie sieci charakteryzuje sie zlozono-
Scia, obliczeniowsg zblizona do sieci tradycyjnych.

W praktycznym stosowaniu sieci kontekstowych w zadaniach zwigzanych z wy-
ceng opcji, mozemy wiec liczy¢ na lepsza wydajnosé zaréwno podczas uzywania
nauczonych juz sieci do wyceny opcji (wydajniejsze przetwarzanie naptywajace-
go strumienia danych), jak i podczas doraznego douczania sieci na nowych, stale
naplywajacych danych.

6.9. Podsumowanie

W pracy przedstawiono zarys metodologii kontekstowego przetwarzania da-
nych. Zaprezentowano model kontekstowego neuronu oraz kontekstowych sieci
wielowarstwowych, przeanalizowano doglebnie sposéb ich dzialania oraz prze-
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twarzania danych. Pokazano algorytmy uczenia, ktérych wydajnos$é jest poréw-
nywalna, a czasem lepsza niz dla sieci tradycyjnych o zblizonych rozmiarach.
Mozliwosci wykorzystania sieci kontekstowych do modelowania zlozonych zalez-
nodci finansowych zilustrowano przykladem wyceny opcji walutowych. Uzyskane
wyniki sa wstepem do dalszych badan, np. nad wykorzystaniem sieci konteksto-
wych do wyceny opcji na podstawie zmiennosci historycznej lub do szacowania
zmienno$ci implikowanej na podstawie ceny opcji. Przedstawione rozwazania po-
kazaly przydatnosé sieci kontekstowych do przetwarzania intensywnych strumieni
danych.
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