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Wprowadzenie

Ogolna charakterystyka dziedziny

Technologie agenckie od kilkunastu lat stanowia rozlegly obszar prac, ktorych celem jest
budowa inteligentnych, autonomicznych systemow, wspomagajacych cztowieka w rozwiazy-
waniu problemow rozproszonych lub ztozonych obliczeniowo, takich jak wyszukiwanie infor-
macji w sieci WWW lub zarzadzanie produkcja.

Glownym postulatem formutowanym w odniesieniu do systemu agenckiego jest zdolnos¢
autonomicznego, celowego 1 elastycznego dziatania, zgodnie ze stawianymi przed nim zada-
niami. Spetienie tych zatozen wymaga wyposazenia agenta w odpowiedni aparat poznawczy,
struktury przechowywania wiedzy, mechanizmy wnioskowania 1 wykonywania akcji
w otoczeniu. W ostatnich latach mozna zaobserwowaé rosnace zainteresowanie rozwijaniem
mechanizméw uczenia si¢. Tendencja ta wynika w naturalny sposob z postulatéw autono-
micznosci i elastycznosci, ktore sprawiaja, iz zaprojektowanie dla agenta kompletnego 1 po-
prawnego algorytmu dziatania w rzeczywistym, ztozonym otoczeniu czgsto jest bardzo trudne
lub nieoptacalne. Z tego wzgledu celowe jest wyposazenie agenta w mechanizm samodzielne-
go zdobywania wiedzy i umiejgtnosci podczas dziatania w docelowym §rodowisku.

Jesli system agencki osadzony jest w dynamicznym, niedeterministycznym otoczeniu
(np. sie¢ Internet), pozyskiwanie przez niego wiedzy o §wiecie i zachodzacych tam zalezno-
$ciach moze by¢ utrudnione, gdyz elementarne fakty bezposrednio rejestrowane ze srodowi-
ska sa bardzo liczne 1 nieraz sprzeczne ze soba. W takiej formie obserwacje te nie moga by¢
bezposrednio wykorzystywane przez agenta w procesie wnioskowania i planowania ciagu
akcji. Dopiero analiza odpowiednio duzej liczby faktéw, w celu odkrycia ogélnych, popartych
statystycznie zalezno$ci, moze dostarczy¢ agentowi nowej wiedzy przydatnej w procesie
wnioskowania. Ze wzgledu na charakter problemu oraz wymogi wydajnosciowe, do analizy
bazy obserwacji agenta celowe moze si¢ okaza¢ wykorzystanie metod eksploracji danych
(ang. data-mining), obecnie intensywnie rozwijanych w ramach dziedziny wydobywania
wiedzy z baz danych (ang. Knowledge Discovery in Databases — KDD). Metody te pozwalaja
na wydajne znajdowanie ogolnych zalezno$ci na podstawie duzych zbioréw danych trenuja-
cych. Poza tym mozna ustali¢ wiarygodnos¢ wiedzy odkrywanej w ten sposdb za pomoca
odpowiednich miar statystycznych.
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Cel pracy

Celem niniejszej pracy doktorskiej jest opracowanie metody inkrementacyjnego
pozyskiwania regul przez agenta na podstawie zgromadzonych obserwacji, wykorzy-
stujacej mechanizmy eksploracji danych. Metoda ma zapewnia¢ inkrementacyjne prze-
twarzanie duzej liczby obserwacji, przy zachowaniu ograniczonego rozmiaru przecho-
wywanych danych historycznych i zbiorze uzyskanych w ten sposob regul, ktory bylby
porownywalny ze zbiorem regul otrzymanym przy wsadowym przetwarzaniu calego
zbioru danych.

Osiagniecie gtownego celu pracy doktorskiej wiaze si¢ z rozwiazaniem ponizszych
problemow szczegotowych.

1. Zdefiniowanie struktur bazy wiedzy agenta, potrzebnych do pozyskiwania regut.

2. Opracowanie cyklu metody pozyskiwania regut — etapodw przetwarzania danych,
ich wzajemnych relacji oraz interakcji ze strukturami bazy wiedzy agenta.

3. Zaproponowanie algorytmow wykorzystywanych w cyklu metody.

4. Weryfikacja formalna i eksperymentalna zaproponowanej metody.

Propozycja rozwiqzania

W pracy zaproponowano rozwigzanie postawionego problemu pozyskiwania regut w po-
staci nowej metody APS (Analiza Przesztych Stanow, ang. Analysis of Past States). Jest to
metoda inkrementacyjna, ktéra pozwala na odkrywanie i dodawanie do bazy wiedzy agenta
regul zwiazku pomiedzy atrybutami opisu rejestrowanego stanu §wiata. Metoda APS opiera
si¢ na podej$ciu pamieci niedoskonatej (ang. imperfect recall), poniewaz agent po przetwo-
rzeniu okreslonej porcji faktow historycznych 1 wydobyciu na ich podstawie odpowiednich
regut, usuwa bezpowrotnie te fakty ze swojej bazy wiedzy. Nowo odkryte reguty sa jednak do-
dawane do bazy regut w taki sposob, ktory uwzglednia reguly znalezione we wczes$niejszych
przebiegach uczenia sig. W rezultacie, pomimo usuwania faktow, wynikowa baza regut jest
w przyblizeniu taka sama, jak w przypadku analizy wszystkich obserwacji od poczatku.
Podejscie takie pozwala na znaczaca redukcj¢ rozmiaru bazy obserwacji, co ma duze
znaczenie przy ograniczonych zasobach agenta.

Proponowana metoda pozwala na eliminacj¢ nieznanych warto$ci atrybutéw poprzez
generowanie swiatow mozliwych (ang. possible worlds). Technika ta oparta jest na zatozeniu
swiatow dowolnych (ang. random-worlds), w mysl ktorego wszystkie §wiaty mozliwe trak-
towane sa jako jednakowo prawdopodobne. Generowanie §wiatow mozliwych wiaze sie
ze wzrostem zlozonos$ci obliczeniowej, ale jednocze$nie wyklucza lub zmniejsza utratg infor-
macji, ktora wystgpowalaby przy usuwaniu niekompletnych faktow ze zbioru trenujacego.

Metoda APS jest oddzielona od samego algorytmu eksploracji danych, co pozwala na za-
stosowanie réznych algorytméw i poréwnanie ich dziatania w réznych aplikacjach.
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Plan rozprawy

Pierwszy rozdzial poswigcony jest statystycznym metodom uczenia si¢ bez nadzoru.
Wyspecyfikowano w nim problem uczenia si¢ bez nadzoru z perspektywy metod statystyki
matematycznej i przedstawiono gltéwne techniki eksploracji danych. Omoéwiono szczegdtowo
model regul zwiazku (ang. association rules) i wazniejsze metody ich znajdowania.

W drugim rozdziale pracy zawarto zwigzty przeglad wspotczesnych badan nad technolo-
giami agenckimi. Omoéwiono definicj¢ agenta i najwazniejsze zastosowania agentdw. Podane
zostaly podstawowe definicje dotyczace pojgcia wiedzy. Przytoczony zostal przeglad wazniej-
szych modeli reprezentacji wiedzy w systemach agenckich. Dalsza czg$¢ rozdzialu zawiera
szczegblowy przeglad prac dotyczacych uczenia sig¢ agentow. Przeglad ma stuzy¢ umiejsco-
wieniu proponowanej metody pozyskiwania regul w kontekscie procesu uczenia si¢ systemu
agenckiego.

Trzeci rozdzial zawiera szczegdtowa prezentacj¢ zaproponowanej metody APS. Rozdziat
rozpoczyna ogolny, nieformalny przeglad metody. Dalej scharakteryzowane zostaty zatozenia
metody. Podane zostaty formalne definicje struktur wiedzy agenta, ktore sa wykorzystywane
w metodzie. Zdefiniowany zostal cykl pozyskiwania regut w metodzie APS oraz algorytmy,
ktore go realizuja. Przedstawiono wlasno$ci algorytmow, w szczegdlnosci algorytmu inkre-
mentacyjnej aktualizacji bazy regul. Dalsza czg$¢ rozdziatu stanowi dokumentacj¢ przeprowa-
dzonej weryfikacji eksperymentalnej metody APS. Opisane zostaty: cel i plan eksperymentu,
srodowisko testowe, zbiory danych testowych. Przedstawiono wyniki badan jakosci 1 wydaj-
nosci odkrywania regut dla réznych wariantow danych wejsciowych 1 ustawien parametrow
metody.

Koncowa czg$¢ rozprawy zawiera zestawienie i omowienie najwazniejszych wynikdw,
uzyskanych w pracy ze wskazaniem ich mozliwych zastosowan i propozycji dalszych badan.
W Dodatku A przedstawiony zostal przyktad obliczeniowy, ktory ilustruje sposob dziata-

nia cyklu zaproponowanej metody APS. Dodatek B stanowi zestawienie liczbowych wynikoéw
badan eksperymentalnych.
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1. Eksploracja danych jako metoda
maszynowego uczenia sie

W niniejszym rozdziale scharakteryzowano techniki maszynowego uczenia si¢. Zarysowa-
no problematyk¢ nauki o uczeniu si¢, w tym gtowne nurty badan z tej dziedziny. Podana
zostata definicja systemu uczacego si¢ i motywacja do tworzenia tego typu systemow. Przed-
stawiono podzial metod uczenia si¢ ze wzgledu na trzy kryteria: metodg reprezentacji wiedzy,
sposob jej wykorzystania oraz informacj¢ trenujaca. Opisano podstawowe tryby uczenia si¢
systemu: wsadowy, inkrementacyjny, epokowy i korekcyjny.

Dalsza czg$¢ rozdziatu, ze wzgledu na cel pracy, poswigcona zostata grupie metod eksplo-
racji danych. Podano definicj¢ technik odkrywania zalezno$ci w bazach danych oraz ich
podziat. Szczegdétowo omowiono, wykorzystywane w proponowanej metodzie APS, techniki
odkrywania regut zwiazku. Z dziedziny tej przedstawiono wazniejsze osiagnigcia opracowane
w ostatnich latach, w tym jeden z najbardziej znanych algorytmow — Apriori.

1.1. Maszynowe uczenie si¢

Maszynowe uczenie sie, zwane takze uczeniem sie maszyn (ang. machine learning) jest
obecnie jednym z najsilniej rozwijanych 1 obiecujacych dziatow stabej sztucznej inteligencji
(ang. weak artificial intelligence), ktérego celem jest stworzenie sztucznych systemow
posiadajacych zdolnos$¢ uczenia sig. W dziedzinie tej wykorzystywane sa osiagnigcia z wielu
obszaréw, takich jak [Cic2000]: statystyka, teoria prawdopodobienstwa, teoria informaciji,
modele baz danych, logika formalna, teoria sterowania, psychologia, neurofizjologia.
W dziedzinie maszynowego uczenia si¢ mozna wyrozni¢ trzy glowne dziaty:

. teoretyczny — obejmujacy badania nad teoretycznymi podstawami algorytméw uczenia
si¢, oceng ich zlozonosci i jako$ci wynikow ich dziatania; w ramach tego nurtu wypra-
cowywane jest takze jednolite nazewnictwo dotyczace technik uczenia sig;

biologiczny — majacy na celu tworzenie obliczeniowych modeli procesOw uczenia sig,
ktére wystepuja w naturalnych systemach biologicznych (np. u ludzi); rozwazania
prowadzone sa na réznych poziomach struktury tych organizméw i biora pod uwage
aspekty biologiczne oraz psychologiczne; przykladem znanej pracy z tego zakresu jest
zunifikowana teoria poznawania Newella [New1990], ktora stoi u podstaw systemu
Soar [Lail987];



14 Eksploracja danych jako metoda maszynowego uczenia sie

systemowy — obejmujacy prace, ktoérych celem jest rozwijanie konkretnych metod
1 algorytmow uczenia si¢ oraz tworzenie wykorzystujacych je systemow; nurt ten do-
minuje w dziedzinie maszynowego uczenia sig.

Wspolnym mianownikiem wymienionych nurtow jest badanie, wyjasnianie i rozwijanie
mechanizmow uczenia si¢. Aby uniknaé¢ niejednoznacznosci, przyjmujemy nastepujaca
definicj¢ uczenia si¢, podana przez Cichosza w pracy [Cic2000].

Uczeniem sie systemu jest kazda autonomiczna zmiana w systemie zachodzqca na podsta-
wie doswiadczen, ktora prowadzi do poprawy jakosci jego dzialania.

([Cic2000] str. 34)

Autor powyzszej definicji zwraca uwage na trzy wazne aspekty uczenia si¢: jest ono
wynikiem samodzielnych proceséw zachodzacych w systemie (w odréznieniu od przekazywa-
nia gotowe] wiedzy systemowi na przyktad na etapie projektowania), opiera si¢ ono na
dos$wiadczeniu, a wigc informacji zaobserwowanej przez system w trakcie jego dzialania,
i w koncu prowadzi, wedlug pewnych kryteriow, do polepszenia dziatania systemu
(w odréznieniu od zwyktych zmian stanu wiedzy systemu, ktore nie maja bezposredniego
wpltywu na zmiang jego skutecznosci lub efektywnosci).

Meystel 1 Albus [Mey2002] na podstawie literatury przytaczaja az kilkanascie réznych
definicji uczenia si¢. W oparciu o nie autorzy wskazuja jednak na pewien zestaw wspdlnych
cech tego procesu. Ponizej przytoczone sa niektore z nich.

« Uczenie sig jest procesem nabywania umiej¢tnosci, przy czym termin umiejetnosc
zaktada istnienie pewnego programu, ktory wykazuje uzyteczne zachowanie.

+ Uczenie si¢ powoduje zmiang algorytmu programu.
« Powoduje zmiang indywidualnego zachowania programu.

- Powoduje, Zze program uczacy si¢ staje si¢ lepiej dostosowany do swoich zadan,
to znaczy wykonuje zadania w sposob bardziej efektywny. Zaktada si¢ przy tym, ze
w mechanizm uczenia si¢ powinna by¢ wbudowana miara jakosci dziatania programu.

+ Buduje lub modyfikuje reprezentacje wiedzy.
+ Jest procesem odkrywania. Tworzy nowe klasy i uogoélnione kategorie.
- Wymusza na systemie okreslong odpowiedz na zadany sygnal wejsciowy.

Istnieje wiele powodoéw intensywnego rozwoju metod maszynowego uczenia si¢
[Cic2000], [Die2003], [She2000], [Thr1995]. W wielu wspoélczesnych dziedzinach za-
stosowan wymagany jest wysoki stopien autonomicznos$ci tworzonych systeméw informatycz-
nych, aby mogly one spetnia¢ stawiane przed nimi cele wspomagania czlowieka w sterowaniu
skomplikowanymi procesami i rozwiazywaniu problemoéw ztozonych obliczeniowo. Jedno-
czesnie systemy te funkcjonuja czgsto w dynamicznych i trudnych do modelowania $rodowi-
skach, co sprawia, 1z zaprojektowanie kompletnych 1 prawidtowych algorytmow ich dziatania
moze by¢ niemozliwe, bardzo trudne lub nieoplacalne. Nawet jesli projektant systemu jest
w stanie przewidzie¢ wszystkie mozliwosci, z ktérymi system moze si¢ zetknaé w trakcie
dziatania, przypadkéw tych moze by¢ tak wiele, ze przeszukiwanie ich przestrzeni podczas
wykonywania algorytmu bytoby nieefektywne. Tymczasem w rzeczywistosci system i tak
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moze zetkna¢ si¢ jedynie z niewielka cze$cia tych przypadkéw sposrod wszystkich mozli-
wych, a wigc wystarczytoby, aby system zostat zaprojektowany i zoptymalizowany witasnie
ze wzgledu na nie. Okazuje si¢ jednak, ze na etapie projektowania czgsto nie mozna z gory
okresli¢, z ktorymi przypadkami zetknie si¢ system. W tej sytuacji pojawia si¢ potrzeba wy-
posazenia systemu w mechanizm samodzielnego zdobywania wiedzy w oparciu o informacje
docierajace do systemu juz po jego wdrozeniu w konkretnym srodowisku. Podobna motywa-
cja przy$wieca rozwijaniu technik uczenia si¢ w dziedzinie systemoéw agenckich, ktérych pod-
stawowymi cechami sa wiasnie autonomiczno$¢ oraz adaptacyjno$¢ w dynamicznym srodowi-
sku [Mae1994].

1.2. Podziat metod uczenia sie

Istnieje wiele sposobow podzialu metod maszynowego uczenia si¢ [Mul1996]. Meystel
i Albus [Mey2002] przytaczaja az 20 réznych typoéw uczenia si¢. Z kolei Cichosz [Cic2000]
proponuje wiclowymiarowq klasyfikacjg, oparta na czterech kryteriach, oméwionych nize;j.

Reprezentacja wiedzy — w oparciu o t¢ ceche mozna wyr6zni¢ metody symboliczne oraz
subsymboliczne. W pierwszej grupie wiedza zapisywana jest za pomoca symboli, ktore
posiadaja okre$lone znaczenie, zgodnie z przyjgta semantyka; w grupie drugiej infor-
macja jest zapisana jako zbiory lub ciagi elementow, ktdre brane osobno nie posiadaja
interpretacji zrozumialej dla cztowieka.

Sposob wykorzystania wiedzy lub umiejetnosci — wynika on z metody reprezentacji
wiedzy 1 celu jej gromadzenia. Ze wzgledu na to kryterium mozna wymieni¢ migdzy
innymi: klasyfikacje, aproksymacje, rozwiqzywanie problemow, sekwencyjne podej-
mowanie decyzji, modelowanie srodowiska 1 przedstawienie wiedzy uzytkownikowi
do dalszego wykorzystania.

Zrédlo i postaé informacji trenujgcej — istnieja dwie podstawowe rodziny metod:
uczenie si¢ z nadzorem (ang. supervised learning) oraz uczenie sie bez nadzoru (ang.
unsupervised learning). Obie grupy sa omawiane w dalszej czg$ci niniejszego rozdziahu.

«  Mechanizm nabywania i doskonalenia wiedzy Ilub umiejetnosci — podstawowymi
grupami sa: uczenie sie indukcyjne (ang. inductive learning), ktore polega na
wyciaganiu ogdlnych wnioskéw na podstawie poszczegolnych przypadkow trenujacych,
oraz mechanizmy nieindukcyjne, w tym wyjasnianie (ang. explanation-based learning),
stuzace ukonkretnianiu wiedzy wrodzonej systemu uczacego si¢.

Dietterich [Die2003] zwraca uwagg na inny, wazny sposob podzialu metod maszynowego
uczenia si¢, wyrdzniajac dwie grupy.
« Uczenie sie na podstawie doswiadczenia (ang. empirical learning) — nabywanie wiedzy

wymaga dostarczania informacji trenujacej z zewnatrz.

+  Uczenie sie na podstawie analizy (ang. analytical learning, speedup learning) — nie jest
wymagana informacja trenujaca z zewnatrz; system uczacy si¢ doskonali swoja wiedzg
lub umiejetnosci poprzez analizg 1 przetwarzanie wiedzy juz posiadane;.

W kazdej z wymienionych wyzej grup mamy do czynienia z wieloma algorytmami i tech-
nikami o charakterze og6lnym lub dostosowanymi do konkretnych aplikacji.
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Uczenie sig zazwyczaj przebiega w jednym z trzech gléwnych trybéw [Cic2000].

Wsadowy (ang. batch mode) — system uczacy si¢ w tym trybie otrzymuje do przetwo-
rzenia kompletny zbiér informacji trenujacej. Podczas uczenia si¢ nie sa dostarczane do
systemu zadne dodatkowe przyklady trenujace i nie ma zadnej interakcji z nauczy-
cielem. Jezeli po zakonczeniu nauki pojawiaja si¢ nowe przyktady, uczenie musi by¢
wykonywane jeszcze raz od poczatku — na calym zaktualizowanym zbiorze trenujacym.
Tryb wsadowy naklada najmniejsze wymagania na algorytmy uczenia sig, ale jedno-
czesnie ma bardzo ograniczone zastosowanie praktyczne.

Inkrementacyjny (ang. incremental mode) — w tym trybie system nie dostaje calego
zbioru trenujacego na raz, lecz kolejno przetwarza poszczegélne jego elementy, czyli
pojedyncze przypadki, doskonalac swoja wiedzg. W dowolnym momencie proces
uczenia si¢ moze by¢ przerwany w celu przedstawienia dotychczasowych jego
wynikéw. Tryb inkrementacyjny jest stosowany w przewazajacej wigkszosci rzeczywi-
stych zastosowan i eksperymentéw obliczeniowych.

Epokowy (ang. epoch mode) — stanowi hybrydg, ktora taczy w sobie cechy trybow wsa-
dowego 1 inkrementacyjnego. Proces uczenia si¢ przebiega w cyklach zwanych epokami,
w ktorych kolejno przetwarzane sa pewne zbiory przyktadow trenujacych. Do czasu
przetworzenia kolejnej epoki, system uczacy si¢ moze korzysta¢ z wynikdw uzyskanych
we wczesniejszych cyklach. Praktyczne wykorzystanie tego typu algorytmoéw wynika
ze specyfiki niektorych zastosowan oraz z faktu, iz niektore algorytmy dziataja wydaj-
niej w trybie wsadowym, niz inkrementacyjnym.

Maloof i Michalski [Mal2000], [Mal2004] omawiaja trzy grupy metod uczenia si¢
w zalezno$ci od sposobu przechowywania przesztych przyktadow trenujacych w pamigci.

Kompletna pamieé przyktadow (ang. full instance memory) — system uczacy si¢ prze-
chowuje w pamigci wszystkie przyklady trenujace.

Czesciowa pamieé przyktadow (ang. partial instance memory) — system przechowuje
w pamigci czg$¢ przyktadow trenujacych. Wykorzystywany jest pewien mechanizm
selekcji najlepszych przyktadow z punktu widzenia biezacego zadania uczenia si¢ lub
mechanizm zapominania, usuwajacy z pamigci przyklady, ktéore z punktu widzenia
zadania uczenia si¢ sa nierelewantne lub nieaktualne.

Brak pamieci przyktadow (ang. no instance memory) — system nie przechowuje zadnych
przyktadow trenujacych w pamigci.

1.3. Uczenie sie z nadzorem i bez nadzoru

Nadzoér lub jego brak podczas procesu zdobywania wiedzy stanowi podstawowe kryterium
podzialu metod uczenia si¢ maszyn. Obie, oméwione nizej, grupy technik sa obecnie inten-
sywnie rozwijane i odgrywaja wazna rol¢ w systemach uczacych sig.

1.3.1 Uczenie sie z nadzorem

Uczenie sie z nadzorem (ang. supervised learning) jest niekiedy okreslane jako uczenie sie

z nauczycielem (ang. learning with a teacher). Zadaniem systemu uczacego si¢ jest
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obserwowanie informacji wej$ciowej i odpowiadanie na nig wlasciwa informacja wyjsciowa,
natomiast proces uczenia si¢ ma na celu znalezienie algorytmu podawania wilasciwych
odpowiedzi [Cic2000]. Mozemy, postugujac si¢ notacja podana w [Has2001], zapisa¢ infor-
macj¢ wejsciowa 1 wyjsciowa w postaci wektorow zmiennych, odpowiednio: X = (Xi, X, ...,
X,) oraz Y = (Y1, V>, ..., Y). Oznaczamy przez x; = (xi1, X, ..., Xj) wektor wartos$ci zmiennych
wejsciowych dla i-tego przypadku (obserwacji) oraz przez y; = (i, Vi, ..., Vim) 0dpowiadajacy
mu wektor warto$ci zmiennych wyjsciowych. System uczacy si¢ ma za zadanie przewidywac,
jakie warto$ci beda przyjmowaty zmienne wyjsciowe w zaleznosci od podawanych zmien-
nych wejsciowych. Przewidywanie to jest oparte na zbiorze trenujacym, czyli przykladach
prawidtowych odpowiedzi y; dla okreslonych wektorow wejsciowych x;, postaci: (xi, yi1),
(x2, 12), ..., (xn, yn). Informacja trenujaca, okreslana takze mianem ciqgu uczqcego [Bub1993],
jest podawana do systemu uczacego si¢ przez zrédto zwane nauczycielem. Dla kazdego przy-
padku trenujacego x; system uczacy si¢ zwraca odpowiedz y;, a nauczyciel podaje prawidtowa
odpowiedz albo btad odpowiedzi systemu uczacego si¢, ktory moze by¢ wyrazony za pomoca
pewnej funkcji straty (ang. loss function): L(y, ¥). W ujeciu probabilistycznym uczenie si¢
z nadzorem moze by¢ formalnie okreslone jako problem estymacji ggstosci rozktadu prawdo-
podobienstwa warunkowego Pr(Y]X), gdzie (X, Y) sa zmiennymi losowymi, posiadajacymi
pewien wspolny rozktad Pr(X, Y) [Has2001].

Odmiana uczenia si¢ z nadzorem sa: uczemie sie¢ na podstawie zapytan [Cic2000],
w ktorym nauczyciel pelni rolg wyroczni: dostarcza systemowi uczacemu si¢ informacji trenu-
jacej, lecz ma ona posta¢ wylacznie odpowiedzi na jawne zapytania systemu uczacego sig.
Jako inny rodzaj uczenia si¢ z nadzorem niekiedy wskazywane jest uczenie si¢ ze wzmoc-
nieniem (ang. reinforcement learning) [Cic2000], jednak tutaj kwalifikujemy je raczej jako
uczenie si¢ bez nadzoru, poniewaz w wigkszosci systemOw uczacych si¢ w ten sposob
zrodlem oceny odpowiedzi jest wylacznie wewngtrzna funkcja nagrody, nie za$ zrddto
zewnetrzne. Dlatego tez uczenie si¢ ze wzmocnieniem jest omawiane w nastgpnym podroz-
dziale: Uczenie sie bez nadzoru.

1.3.2 Uczenie sie bez nadzoru

W procesie uczenia si¢ bez nadzoru (ang. unsupervised learning) lub inaczej uczenia sie
bez nauczyciela (ang. learning without a teacher) nie jest dostgpna informacja trenujaca,
a jedynie sekwencje wektorow zmiennych wejsciowych X, na podstawie ktorych system
uczacy si¢ ma samodzielnie okresli¢ wlasciwe odpowiedzi Y [Cic2000]. W ujeciu probabili-
stycznym, opisanym w pracy [Has2001], system uczacy si¢ otrzymuje zbiér N obserwacji
(x1, X2, ..., xn) wektora X = (Xi, X, ..., X)), ktory posiada rozklad prawdopodobienstwa Pr(X).
Celem uczenia si¢ jest bezposrednie wywnioskowanie przez system wlasnosci tego rozktadu
bez pomocy nauczyciela, ktory mogltby dostarczaé prawidtowych odpowiedzi lub oceny btedu.
Poniewaz jednak w problemach uczenia si¢ bez nadzoru zazwyczaj wymiar wektora X jest
znacznie wigkszy, niz w przypadku metod uczenia si¢ z nadzorem, zamiast doktadnego
estymowania rozktadu Pr(X) stosuje si¢ pewne statystyki opisowe (ang. descriptive statistics),
charakteryzujace warto$ci wektora X lub zbiory takich wartosci, dla ktorych gestos¢ rozktadu
Pr(X) jest stosunkowo wysoka. Przykladami technik uczenia si¢ bez nadzoru sa: samoor-
ganizujqce si¢ mapy (ang. self-organizing maps), grupowanie (ang. cluster analysis) 1 reguly
zwiqzku (ang. association rules). Metody te wiaza si¢ z analiza i przeksztalcaniem przestrzeni
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zmiennych wej$ciowych, opartym na zasadach bgdacych integralna czgs$cia samego algorytmu
uczenia si¢ [Bub1993], [Cic2000].

O ile w przypadku metod uczenia si¢ z nadzorem istnieje wyrazna miara oceny jako$ci
uczenia si¢ systemu (np. wspomniana wyzej funkcja straty), o tyle w odniesieniu do uczenia
si¢ bez nadzoru tego typu bezposrednia miara nie istnieje. W wigkszosci algorytmow uczenia
si¢ bez nadzoru trudno jest ustali¢ prawidtowo$¢ wiedzy uzyskiwanej w ten sposob na podsta-
wie obserwacji. Z tego powodu opisane wyzej metody uczenia si¢ bez nadzoru trudniej upo-
wszechniajg sig, niz algorytmy z nadzorem [Has2001].

Szczegolnym przypadkiem uczenia si¢ bez nadzoru jest uczenie sie poprzez eksperymen-
towanie [Cic2000], w ktorym system uczacy si¢ wykonuje akcje na otoczeniu, obserwuje ich
wyniki 1 na tej podstawie modyfikuje swoja wewngtrzng strategi¢ podejmowania decyzji. Do
tej grupy metod mozna zaliczy¢ uczenie si¢ ze wzmocnieniem (ang. reinforcement learning,
RL) [Cic2000], [Die1997], [Dor1994], [Kwa2004], [Rib2002], w ktérym nie jest dostgpne
zadne zewngetrzne zrédlo informacji trenujacej (nauczyciel), a jedynie doswiadczenie systemu
uczacego si¢, pochodzace z jego interakcji z otoczeniem, oraz wewngtrzna funkcja oceny
akcji. Metoda ta jest w ostatnim czasie przedmiotem bardzo duzego zainteresowania
w dziedzinie maszynowego uczenia sig.

W wielu pracach definicja uczenia si¢ ze wzmocnieniem jest oparta na formalizmie proce-
sow decyzyjnych Markova (ang. Markov Decision Processes, MDPs). Podstawa tego aparatu
formalnego jest warunek Markova, ktéry méwi, ze kazda obserwacja zewngtrznego procesu
(srodowiska), uczyniona przez system uczacy si¢, musi by¢ wylacznie funkcja poprzedniej
obserwacji i akcji systemu (z uwzglednieniem pewnego, losowego zaktocenia): o1 = f (04, a;,
wy), gdzie o, jest obserwacja w chwili 7, a, — wykonana akcja, w, — zaktoceniem [Rib2002].

System uczacy si¢ ze wzmocnieniem przeprowadza eksperymentowanie na srodowisku,
wykonujac akcj¢ a, ktora zmienia Srodowisko ze stanu s, do innego stanu s;+;. Dzialanie sys-
temu jest oceniane przez jego wewngtrzng informacj¢ trenujaca, majaca postac liczbowej
funkcji nagrody (ang. reward function) R(s;, a, s+1) [Die1997]. Informacja trenujaca ma wigc
charakter warto$ciujacy, nie za$ instruktazowy [Cic2000]. Funkcja nagrody pozwala na lokal-
na oceng poszczegdlnych akcji, przeprowadzanych w konkretnych stanach otoczenia i dlatego
jest okreslana jako nagroda natychmiastowa (ang. immediate reward). Natomiast do oceny
dziatania systemu uczacego si¢ w dluzszym okresie stosowana jest powszechnie miara
oczekiwanej tqcznej nagrody (ang. cumulative discounted reward) [Die1997]:

Z YZR(SV a, Sz+1)
=0

przy czym 0 <y <1 jest wspolczynnikiem odpowiednio zmniejszajacym znaczenie nagrod
spodziewanych w przyszto$ci. Reguta lub procedura wyboru akcji w konkretnym stanie nazy-
wana jest strategiq (ang. policy). Celem uczenia si¢ ze wzmocnieniem jest zatem znalezienie
optymalnej strategii, ktora maksymalizuje taczna nagrodg [Die1997].

Istnieja dwie podstawowe odmiany uczenia si¢ ze wzmocnieniem [Die2003]: uczenie si¢
oparte na modelu (ang. model-based RL) 1 uczenie si¢ bez modelu (ang. model-free RL).
W pierwszym przypadku system uczacy si¢ po wykonaniu kazdej akcji zapisuje doswiad-
czenie w postaci czworek L4, a, r, s+i0) gdzie s, jest obserwowanym stanem $rodowiska
w chwili #; a — akcja wykonang przez system, » — uzyskanym wzmocnieniem, a s,;; — stanem
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srodowiska w chwili ¢ + 1. Po zgromadzeniu wystarczajaco duzej liczby takich czworek, sys-
tem moze si¢ nauczyC funkcji prawdopodobienstwa przejscia (ang. probability transition
function) P(sq1| si, a), ktora okresla prawdopodobienstwa przejscia srodowiska ze stanu s, do
stanu s+ po wykonaniu akcji a. Druga funkcja, ktorej uczy si¢ system, jest wspomniana
wczesniej funkcja nagrody R(s., a, si+1). Jesli znane sa te dwie funkcje, system moze obliczy¢
optymalng strategi¢, wykorzystujac algorytmy programowania dynamicznego (ang. dynamic
programming, DP). Z kolei w uczeniu si¢ ze wzmocnieniem bez modelu (ang. model-free RL)
system uczy si¢ strategii bezposrednio podczas interakcji ze srodowiskiem, bez zapisywania
doswiadczenia w postaci L[4, a, r, s:1Li bez uczenia si¢ modelu — funkcji P i R. Najbardziej
znana 1 rozpowszechniona metoda uczenia si¢ bez modelu jest Q-learning [Die2003],
[Kwa2004], [Rib2002].

Innym, czgsto stosowanym podejSciem do rozwiazywania problemu uczenia sig
ze wzmocnieniem s3 systemy klasyfikatorow (ang. classifier systems, CS) — systemy regutowe,
ktore ucza si¢ poprzez odpowiednie modyfikowanie sily regul na podstawie informacji
z otoczenia oraz poprzez znajdowanie lepszych regut z wykorzystaniem algorytmow gene-
tycznych [Sen1999]. System CS posiada zbior regul, nazywanych klasyfikatorami (ang. clas-
sifiers), z ktorych kazda posiada cze$¢ warunkowa (opis przyktadu trenujacego albo sytuacja),
czes¢ wynikowa (klasa, do ktorej jest przydzielany przyktad albo akcja) i dane wyrazajace jej
site (ang. strength) [Mae1994b]. W trakcie uczenia si¢ system wykorzystuje algorytmy ewo-
lucyjne jako zaawansowana metode eksperymentowania (zob. przeglad algorytmow ewolucyj-
nych przedstawiony w pracy [Kwal999]), zamieniajaca klasyfikatory o malej sile na mutacje
1 krzyzowania (ang. crossover) silnych klasyfikatorow. Systemy CS maja wbudowany mecha-
nizm generalizacji — symbol '#', pomin (ang. don't care), pozwalajacy na uogolnianie regut.
Dorigo 1 Bersini [Dor1994] zaprezentowali ciekawe porownanie technik Q-learning oraz CS,
wykazujac, ze po nalozeniu odpowiednich ograniczen (m.in. brak zapamigtywanych stanow
wewngetrznych 1 wyeliminowanie symbolu '#') metody CS staja si¢ rOwnowazne Q-learning.

Uczenie si¢ ze wzmocnieniem (RL) rdzni si¢ od typowych metod uczenia si¢ z nadzorem
[Hag2002]. Po pierwsze system uczacy si¢ nie otrzymuje z zewnatrz informacji trenujacej
W postaci par (wejscie, wyjscie), lecz po wykonaniu akcji uzyskuje obserwacje stanu, ktory
powstat w jej wyniku oraz natychmiastowa nagrodg oceniajaca akcje w konteks$cie poprzed-
niego stanu. System nie otrzymuje zatem informacji, ktora akcja w danym stanie jest najlepsza
z punktu widzenia dlugoterminowego dziatania, lecz aby moc dziataé efektywnie system musi
samodzielnie gromadzi¢ 1 przetwarza¢ doswiadczenie: mozliwe stany systemu, akcje,
przejscia z jednego stanu do innego oraz nagrody. W konicu, w przeciwienstwie do uczenia si¢
z nadzorem, w metodach RL nie ma podziatu na fazg uczenia si¢ (ang. learning phase) 1 fazg
dziatania systemu (ang. performance phase), lecz oba procesy przebiegaja rownolegle. Jest to
podejscie szczegOlnie wazne 1 przydatne w systemach dzialajacych w $rodowiskach
dynamicznych i trudnych do strukturalnego opisania, gdzie wazna jest efektywno$¢ dzialania
W czasie rzeczywistym (ang. on-line performance) [Hag2002].

Szczegolowa prezentacja uczenia si¢ ze wzmocnieniem jest zawarta w pracy [Rib2002].
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1.4. Metody eksploracji danych

Odkrywanie wiedzy w bazach danych (ang. knowledge discovery in databases, KDD), jest
interdyscyplinarng dziedzina, ktora taczy w sobie osiagnigcia z obszaru maszynowego uczenia
sig, statystyki oraz baz danych [Cic2000], [Man1996]. Celem systeméw KDD jest przetwarza-
nie rzeczywistych danych, ktore sa powstaja w wyniku dzialalnosci réznych organizacji
1 s3 przechowywane w bazach danych. Potencjalnie zasoby tych baz danych zawieraja pewna
ukryta wiedzg — istotne statystycznie, a nieznane dotad zaleznos$ci, ktére po odpowiednim
przetworzeniu moga by¢ wykorzystane do usprawnienia dzialania organizacji. Systemy KDD
maja za zadanie odkrywac te regularnos$ci i dostarcza¢ je uzytkownikowi w takiej postaci, aby
mogly one by¢ prawidtowo interpretowane i wykorzystane w procesach decyzyjnych — na
przyklad poprzez predykcje. Za interesujqce mozna uznac te zaleznos$ci, ktore odnosza si¢ do
atrybutow waznych dla uzytkownika danych, natomiast ich uzytecznos¢ zalezy migdzy innymi
od ich istotnosci statystycznej i doktadnosci [Cic2000].

Fayyad, Piatetsky-Shapiro 1 Smyth definiuja proces KDD jako:

nietrywialny proces znajdowania prawidtowych, nowych, uzZytecznych i zrozumiatych
wzorcow w danych ([Fay1996a] za [Fay1996b]).

Definicja ta obejmuje szereg aspektow odkrywania zaleznosci w bazach danych. Po pierw-
sze proces KDD ma by¢ nietrywialny to znaczy musi on wykraczaé poza analizg, w ktorej
badane sa tylko z gory okreslone zaleznosci tak, jak to ma miejsce na przyktad w prostych
aplikacjach OLAP (ang. Online Analytical Processing) [Koh1998]. Proces KDD powinien
wykorzystywa¢ poszukiwanie struktur, modeli, wzorcéw lub parametréw. Ponadto wymagane
jest, aby odkrywane wzorce byty: prawidlowe — czyli z okreslonym przyblizeniem odpowiada-
jace rzeczywistosci opisanej w danych; nowe — to znaczy nie znane wczesniej; potencjalnie
uzyteczne — takie, ktore moga by¢ wykorzystane przez uzytkownika do usprawnienia dziatal-
nos$ci; zrozumiate — czyli w takiej formie, ktéra pozwala na ich wlasciwa interpretacj¢ — bez-
posrednio po ich odkryciu lub po odpowiednim przetworzeniu.

Proces KDD jest ztozony z wielu etapow, ktore moga by¢ powtarzane iteracyjnie. Glowne
kroki, ktére mozna wyodrebni¢ to [Fay1996b], [Man1996], [Man1997]:

1. zrozumienie dziedziny;
2. przygotowanie zbioru danych do przetworzenia;

3. odkrywanie zaleznosci — eksploracja danych (ang. data mining);
4. przetworzenie znalezionych zaleznosci;

5. wykorzystanie uzyskanych wynikéw w praktyce.

Zaleznie od dziedziny zastosowania i celéw analizy, kazdy z tych etapow moze przybierad
rézna posta¢ i wykorzystywa¢ rozmaite algorytmy. Zaklada sig, ze w tak opisanym procesie
KDD wymagana jest interakcja z uzytkownikiem i podejmowanie przez niego wielu istotnych
decyzji [Fayl996b]. A zatem, patrzac z perspektywy maszynowego uczenia sig¢, aplikacje
KDD jako calo$¢ nalezy ulokowaé w obszarze systemow uczacych si¢ z nadzorem.
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Metody eksploracji danych (ang. data mining, DM) sa wykorzystywane w procesiec KDD
podczas etapu wlasciwego odkrywania zalezno$ci. Mimo iz same techniki DM nie sa wystar-
czajace dla dziatania rzeczywistych aplikacji KDD, stanowia one niezwykle wazne ogniwo
catego procesu i w sposob bardzo znaczacy wplywaja na jego wydajnos¢. Fakt ten sprawia, ze
od kilkunastu lat algorytmy DM sa przedmiotem bardzo intensywnych badan. W odr6znieniu
od procesu KDD jako cato$ci, przynajmniej czg$¢ algorytméw DM mozna uznaé za techniki
uczenia si¢ bez nadzoru, poniewaz przetwarzaja one zbior wejSciowy 1 znajduja w nim
zalezno$ci bez zadnej informacji trenujacej, pochodzacej od zewngtrznego nauczyciela.

1.4.1 Podzial metod eksploracji danych

Zostato opracowanych bardzo wiele metod DM, ktére moga by¢ klasyfikowane wedtug
roznych kryteriow [Deo1997]. Fayyad, Piatetsky-Shapiro i Smyth [Fay1996b] zaproponowali
uogoblnione spojrzenie, wedtlug ktérego wigkszos¢ metod DM zawiera trzy podstawowe
elementy:

model — zawiera parametry, ktore maja by¢ znalezione w danych; model ma okreslona
funkcje (np. klasyfikacja) i posiada pewna reprezentacje (np. drzewo decyzyjne);

kryterium wyboru (ang. preference criterion) — definiuje metodg oceny modelu lub jego
parametrow;

algorytm poszukiwania (ang. search algorithm) — specyfikuje sposob znajdowania
modeli i ich parametrow, na podstawie danych wejsciowych i kryterium wyboru.

We wspotczesnych pracach z zakresu DM mozna wyrd6zni¢ nastepujace funkcje modelu:

klasyfikacja (ang. classification) — przydziela przyktady (ang. data items)
do predefiniowanych klas;

regresja (ang. regression) — przypisuje przykladom liczby rzeczywiste — warto$ci
zmiennej predykcyjnej (ang. prediction variable);

grupowanie (ang. clustering) — przyporzadkowuje przyklady do klas (inaczej grup lub
klastrow), ktére sa automatycznie znajdowane w danych na podstawie miar po-
dobienstwa lub rozkladu gestosci prawdopodobienstwa (w przeciwienstwie do kla-
syfikacji, w ktorej klasy sa predefiniowane);

podsumowywanie (ang. summarization) — daje w wyniku zwigzly opis zbioru danych
(np. zalezno$ci funkcyjne migdzy zmiennymi);

modelowanie zaleznosci (ang. dependency modeling) — okre§la istotne zaleznoS$ci
pomiedzy zmiennymi wraz z liczbowymi miarami ich sity;

analiza powiqzan (ang. link analysis) — znajduje relacje pomigdzy wieloma atrybutami
opisujacymi przyktady (np. reguly zwiazku), spelniajace wymagania statystyczne;j istot-
nosci 1 doktadnosci;

analiza sekwencji (ang. sequence analysis) — pozwala na znalezienie zalezno$ci sekwen-
cyjnych (np. podobnych serii czasowych), trendow 1 odchylen.
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Reprezentacja modelu ma duzy wplyw na jego site semantyczna, elastycznos¢ i mozliwo-
$ci zrozumienia przez cztowieka. Do czgsto stosowanych reprezentacji naleza:

reguty (ang. rules);
drzewa decyzyjne (ang. decision trees);
modele liniowe (ang. linear models);
+ modele nieliniowe (ang. nonlinear models) — na przyktad sieci neuronowe;
metody oparte na przyktadach (ang. example-based methods);

modele zaleznosci probabilistycznych (ang. probabilistic dependency models)
— na przyktad sieci Bayesa;

modele relacyjne (ang. relational attribute models).

Kryterium wyboru (ang. preference criterion) — definiuje metod¢ oceny modelu lub jego
parametrow 1 zazwyczaj ma posta¢ pewnej jawnej, liczbowej funkcji (np. miary dopasowania
modelu do danych), ktora jest umieszczona w algorytmie poszukiwania.

Algorytmy poszukiwania mozna podzieli¢ na dwie kategorie: (i) poszukiwanie parametréw
dla znanego modelu (czgsto zblizone do problemu optymalizacji) oraz (ii) poszukiwanie
modelu wérod wielu dostegpnych.

Przedstawiajac powyzszy podzial metod DM na ro6zne kategorie autorzy stwierdzaja, iz nie
istnieje jedna, najlepsza technika dla wszystkich zastosowan, lecz jej wybor powinien by¢
uzalezniony od wymogow konkretnej aplikacji.

Mannila [Man1997] zwrocit uwage, ze duza czgs¢ probleméw DM mozna opisaé jako
poszukiwanie w danych interesujacych i czgsto wystepujacych wzorcoéw. Jesli oznaczy¢ przez
P klasg¢ wzorcoéw lub zdan opisujacych wiasnosci zbioru danych d, wowczas ogdlne zadanie
algorytmu DM polega na znalezieniu zbioru:

PI (d, P) = {p U P: (p wystgpuje wystarczajaco czgsto w d ) [J(p jest interesujace)}.

Tak wigc w ogo6lnym algorytmie wyznaczania PI (d, P) najpierw znajdowane sa wszystkie
czeste wzorce, a nastgpnie sposrod nich wybierane te, ktore sa interesujace. Nalezy zwrdcic¢
uwage, ze o ile kryterium czgstosciowe moze by¢ okreslone za pomoca precyzyjnych miar
liczbowych, o tyle rozstrzygnigcie, czy dany wzorzec jest interesujacy, jest trudne do formali-
zacji 1 moze wymagac¢ podjgcia decyzji przez uzytkownika w trakcie interakcji z systemem.
Mannila [Man1997] proponuje ponizszy, ogdlny algorytm znajdowania czgstych wzorcow,
ktory wykorzystuje pewna relacj¢ <, porzadkujaca wzorce w zbiorze P. Relacja p < g oznacza,
ze jesli wzorzec g jest czesty, to wzorzec p rOwniez jest czgsty. Innymi stowy, znajac czesty
WZzorzec p, w oparciu o niego mozna znalez¢ nowy, czgsty wzorzec q.

Algorytm FFP: Znajdowanie wszystkich czestych wzorcow
Wejscie: d — zbior danych;
P — zbi6r mozliwych wzorcow, na ktorym okreslona jest relacja <.

Wyjscie: F— zbior czgstych wzorcow.
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1. C:= {p U P: nie istnieje g [ P, takie ze g < p}. //poczatkowe wzorce ze zbioru P

3

. Dopoki C # [0 wykonuj kroki 3—6.

Dla kazdego p [l C wykonaj krok 4.
Wyznacz liczbg wystapien wzorca p w danych d.
F:=F[ {p OC: p jest wystarczajaco czgsty w d}.

C = {p U P: p jest potencjalnie czesty
1 zostaty przeanalizowane wszystkie wzorce g <p}.

. Koniec dopdki.

8. ZwroC F.

Ogolna idea powyzszego algorytmu moze by¢ wykorzystana do znajdowania regut zwiaz-
ku, powtarzajacych si¢ epizodow w sekwencji zdarzen i zaleznos$ci funkcyjnych w relacjach.

1.4.2 Metody usuwania wartosci nieznanych

Czgsto spotykanym problemem w rzeczywistych zastosowaniach technik DM, sa nieznane
wartos$ci atrybutow, ktore w naturalny sposob wynikaja z niepewnosci 1 niepetnosci przetwa-
rzanych danych. Poniewaz algorytmy DM z reguly nie pozwalaja na bezposrednie podawanie
niekompletnych danych wejSciowych, stosowane sa rozne metody ich eliminacji. Techniki te
mozna podzieli¢ na trzy gtdéwne grupy, omowione ponizej [Cic2000].

Przyktady trenujqce, ktore zawierajq nieznane wartosci, sq usuwane. Jest to najprostsze
1 najszybsze rozwiazanie, ktore jednak moze by¢ stosowane w bardzo ograniczonym za-
kresie, gdyz z zalozenia prowadzi do utraty potencjalnie waznych danych trenujacych.
Metoda ta moze mie¢ jednak sens, jesli w okreslonym przyktadzie brakuje wartosci bar-
dzo wielu atrybutow (np. powyzej pewnego, ustalonego progu). Wowczas przyktad taki
nalezy catkowicie odrzuci¢, poniewaz i tak jego warto$¢ informacyjna jest znikoma.

Znalezienie i wykorzystanie zaleznosci atrybutow o nieznanych wartosciach od atry-
butow o wartosciach znanych w dostepnym zbiorze trenujqcym. Ten sposOb mozna
okresli¢ jako bardziej inteligentny od poprzedniego, ale mozliwosci jego zastosowania
sa rowniez ograniczone do przypadku, w ktorym nieznane wartosci dotycza jedynie
niewielkiego odsetka wszystkich przyktadow trenujacych. Je§li natomiast warto$ci
nieznane sa czgsto spotykane 1 rownomiernie roztozone w catym zbiorze trenujacym (to
znaczy dotycza zaréwno wielu przykitadow, jak 1 wielu atrybutow), metoda ta moze nie
zda¢ egzaminu. Poza tym, stosujac t¢ technikg, musimy zwroci¢ uwagg na wzrost ztozo-
nosci obliczeniowej procesu KDD w zwiazku z dodatkowymi przebiegami analizy
danych wejsciowych.

Przyklad z wartosciami nieznanymi jest zastepowany wieloma przykladami, ktore za-
wierajq wszystkie mozliwe wartosci brakujqcych atrybutow. Jesli algorytm DM przyj-
muje utamkowa charakterystyke (wagi) dla danych wejSciowych, nowe przyktady
mozna opatrzy¢ warto$ciami utamkowymi, ktére wyrazaja prawdopodobienstwo
wystgpowania okre§lonej warto$ci na podstawie proporcji czgstosciowych, obliczonych
w biezacym zbiorze trenujacym. To podej$cie rowniez wymaga dodatkowego
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przetwarzania danych wejsciowych. Jesli jednak algorytm DM nie pozwala na stosowa-
nie wag dla poszczeg6lnych przyktadow, w celu wyeliminowania warto$ci nieznanych
w danym przyktadzie mozna na jego podstawie wygenerowa¢ nowe przyktady, odzwier-
ciedlajace wszystkie mozliwe warto$ci nieznanego atrybutu, ktore w tym przypadku sa
traktowane jako jednakowo prawdopodobne. Ztozono$¢ obliczeniowa samego procesu
generowania nowych przyktadow jest wowczas stosunkowo niewielka (o ile liczba war-
tosci nieznanych nie jest duza), moze ona jednak prowadzi¢ do powaznego powigk-
szenia zbioru trenujacego. (Jeden przyklad z nieznanymi wartosciami zastgpowany jest
potencjalnie wieloma innymi przyktadami, wygenerowanymi na jego podstawie). To z
kolei moze powodowac istotne spowolnienie wlasciwego przetwarzania przygotowane-
go zbioru trenujacego przez algorytmy DM.

Wida¢ zatem, ze nie mozna wskaza¢ jednej, zawsze najlepszej metody usuwania wartosci
nieznanych. Nalezy natomiast wybiera¢ okreslone rozwiazanie dla konkretnej aplikacji
1 danych trenujacych.

W dalszej czesci tego rozdzialu opisane sa algorytmy znajdowania regut zwiazku
(ang. association rules), wykorzystywane w proponowanej metodzie APS.

1.5. Odkrywanie regut zwigzku

Znajdowanie reguf zwiqzku (ang. association rules) jest waznym dzialem eksploracji
danych, ktory jest silnie rozwijany od ponad dziesigciu lat. Na poczatku algorytmy te byly
stosowanie do analizy duzych baz komercyjnych, w ktorych dane pochodzily z systemow
sprzedazy stosowanych w supermarketach. Z czasem reguly zwiazku nabraty ogdlniejszego
znaczenia 1 zaczety by¢ stosowane takze w innych dziedzinach.

Reguly zwiazku, zwane takze regutami asocjacyjnymi, wyrazaja zaleznosci wspotwy-
stgpowania wartosci atrybutow w badanej bazie danych — zbiorze przyktadéw [Cic2000].
Kazda reguta zwiazku zawiera dwie czesci — listy wartosci atrybutéw: warunkujqcych 1 wa-
runkowanych, przy czym okre$lony atrybut w danej regule moze wystapi¢ tylko w jednej
czesci. Reguta zwiazku reprezentuje zatem informacjg, ze jesli wystepuja dane wartosci atry-
butéw warunkujacych, to czesto w tym samym przykladzie wystepuja takze okre§lone war-
tosci atrybutow warunkowanych. Czgsto§¢ wspotwystgpowania wartosci atrybutow jest wyra-
zana za pomoca odpowiednich miar statystycznych, ktore decyduja o znaczeniu i wiarygodno-
$ci reguly. W odniesieniu do maszynowego uczenia si¢, odkrywanie regul zwiazku mozna
zaliczy¢ do metod uczenia si¢ bez nadzoru [Has2001].

1.5.1 Model formalny

Opracowane zostaly r6zne modele formalne reprezentacji regut zwiazku. Przedstawiony
nizej opiera si¢ na formalizacji, zaproponowanej przez prekursorow tej dziedziny: Agrawala,
Imielinskiego, Swamiego i Srikanta [Agr1993], [Agr1994], a takze na notacji podanej w pracy
Goethalsa [Goe2002].

Niech U = {I,, I, ..., I,} bedzie zbiorem atrybutdéw, z ktoérych kazdy ma dziedzing {0, 1}.
Schematem transakcji na zbiorze U nazywamy par¢ S = (TID, 1), gdzie TID jest zbiorem iden-
tyfikatoréw transakcji, a / zbiorem atrybutow / [J U.
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Transakcja o schemacie S jest wektorem s = (tid, i\, i, ..., im), gdzie tid U TID oraz iy U
{0, 1} dla k I [1; m], jest warto$cia atrybutu [, w transakcji s, co oznaczamy i = s(/y).

Mowimy, ze zbidr X [ U jest spetniony przez transakcje s, co oznaczamy s |- X, jezeli
dla kazdego atrybutu x; [J X zachodzi s (x;) = 1. Bazq transakcji B nazywamy zbior transakcji
o schemacie S.

Czestosciq (ang. frequency) zbioru X w bazie transakcji B, co oznaczamy freq (X, B), nazy-
wamy liczbg z przedziatu [0; 1]:

card {s:s|-X|

X,B)=
freq( ) card B

Czesto$¢ zbioru atrybutow X ma intuicyjnie zrozumiala interpretacje probabilistyczna,
reprezentuje ona bowiem estymacj¢ prawdopodobienstwa spetniania zbioru X przez losowo
wybrana transakcje s ze zbioru B.

Zbior X U U nazywamy czestym zbiorem atrybutow (ang. frequent itemset), jesli jego
czestos¢ w bazie B jest nie mniejsza, niz warto$¢ pewnego przyjetego progu minimalnego po-
parcia o 1[0; 1].

Zbior wszystkich czgstych zbiorow atrybutdw w bazie transakcji B, przy progu o, oznacza-
my nastgpujaco [Goe2002]:

F (B, o)={XUU:freq (X, B)> o}.

W oparciu o te oznaczenia mozemy zdefiniowa¢ problem znajdowania czgstych zbioréw
atrybutow.

Problem: Znajdowanie czestych zbiorow atrybutow

Dane s3: zbior atrybutéw U, baza B transakcji o schemacie S oraz prég minimalnego
poparcia o.

Wyznaczyé¢: zbior F (B, o).

Regutq zwiqzku nazywamy wyrazenie postaci X 1 Y, gdzie XU U, YU Uoraz X n Y =[.

Poparciem (ang. support) reguty r: X [ Y w bazie transakcji B, co oznaczamy sup (r, B),
nazywamy liczbg z przedziatu [0; 1]:
sup(r, B)=freq(XUY ,B).
Poparcie reguty moze by¢ traktowane jako estymacja prawdopodobienstwa jednoczesnego

spetniania zbioru X 1 Y przez losowo wybrang transakcj¢ z bazy B [Has2001].

Reguta r: X [0 7, jest nazywana czestq regulq w bazie transakcji B, jesli zbior X [ Y jest
czgstym zbiorem atrybutow w bazie B.

Pewnosciq (ang. confidence) reguly r: X 1 Y w bazie transakcji B, co oznaczamy
con (r, B), nazywamy liczbg z przedziatu [0; 1]:
con(r,B)=freq(XUY’B)= sup(r, B) .
freq(X,B)  freq(X, B)
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Pewno$¢ reguty reprezentuje estymacje prawdopodobienstwa warunkowego Pr (Y | X):
spetnienia zbioru Y przez losowo wybrana transakcje ze zbioru B, pod warunkiem spetnienia
przez te transakcje¢ czgs$ci warunkujacej X [Has2001].

Reguta r: X 11 Y, jest nazywana wiarygodnq regulq w bazie transakcji B, jesli jej pewnosé
jest nie mniejsza, niz warto$¢ pewnego przyjetego progu minimalnej pewnosci y 11 [0; 1].

Zbior wszystkich czgstych 1 wiarygodnych regut w bazie B, okreslonych na zbiorze atry-

butow U, przy progach minimalnego poparcia ¢ 1 pewnosci Y, oznaczamy nast¢pujaco
[Goe2002]:

RB,o,Y)={X0O V: X, YOUAXNY=OAXOYOF(B,0)Acon(XO Y,B)> V}.

Stad tez mozemy sformutowac problem znajdowania regut zwiazku nastepujaco.

Problem: Znajdowanie regut zwiqzku

Dane sa: zbior atrybutéw U, baza B transakcji o schemacie S oraz progi minimalnego
poparcia ¢ i pewnosci Y.

Wyznaczyé¢: zbior R (B, o, Y).

1.5.2 Metody znajdowania regut zwigzku

Powstalo bardzo wiele prac, prezentujacych rozwigzanie powyzszego problemu znajdowa-
nia regut zwiazku lub problemoéw do niego zblizonych. Osiagnigcia te moga podzielone
wielowymiarowo, wedtug roznych kryteriow. Proponowany jest tutaj umowny podzial na na-
stepujace grupy: (i) metody wsadowe, przetwarzajace cala baze transakcji; (ii) metody inkre-
mentacyjne, ktore pozwalaja na aktualizacj¢ bazy regut po wystapieniu zmian w bazie trans-
akcji, bez konieczno$ci ponawiania pelnej analizy tej bazy; (iii) metody ograniczania zbioru
regul, w tym metody wyboru regut interesujacych dla uzytkownika; (iv) inne metody, nie na-
lezace do zadnej z poprzednich grup.

Metody wsadowe

Najbardziej znany algorytm rozwigzania problemu znajdowania regut zwiazku o nazwie
Apriori, zaproponowany zostat przez Agrawala i1 Srikanta [Agr1994]. Algorytm ten sktada si¢
z dwoch gtownych faz: (1) znajdowania czgstych zbioréw atrybutéw 1 (2) generowania regut
na podstawie czgstych zbiorow. Realizacja pierwszego etapu jest w duzej mierze zbiezna
z og6lnym algorytmem FFP, zaproponowanym przez Mannilg [Man1997] i przedstawionym
w podrozdziale 1.4.1. Najpierw znajdowane sa czgste zbiory wsrdd pojedynczych atrybutow,
a nastepnie zbiory te s rozszerzane do zbioréw zawierajacych dwa i wigcej atrybutéw. Zakta-
da si¢ przy tym, ze jezeli zbidr atrybutdw A zawiera si¢ w innym zbiorze B, ktory jest czgsty,
to zbior A réwniez musi by¢ czesty. W algorytmie FFP zaleznos$¢ t¢ reprezentuje relacja <,
szeregujaca wzorce w zbiorze P, natomiast w kategoriach czgstosciowych mozna ja wyrazi¢
nastepujaco [Has2001]: dla kazdych, niepustych zbioréw A, B U U, jesli A U B, to freq(A4) >
freq(B). W drugim etapie algorytmu Apriori z kazdego znalezionego zbioru czgstego gene-
rowane sa reguly (na zasadzie kombinatorycznej), dla ktéorych musi by¢ obliczona tylko
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pewnos¢é, poniewaz poparcie jest rowne poparciu samego zbioru czestego. Dokladny opis al-
gorytmu mozna znalez¢ w pracy [Agr1994] oraz [Goe2002].

Shen i jego wspolpracownicy [ShS1999] zaproponowali algorytm znajdowania zbiorow
czgstych o nazwie MINER, wykorzystujacy techniki grupowania atrybutow. W pordéwnaniu
z Apriori algorytm ten powaznie zmniejsza liczbg przebiegow przez dane 1 zwiazanych z nimi
operacji odczytu i zapisu. Autorzy opracowali takze algorytm PAR MINER, ktory jest wersja
algorytmu MINER, przeznaczona do obliczen rownolegtych.

Protaziuk i Rybinski w pracy [Pro2003] poruszaja zagadnienie odkrywania regut zwiazku
w bazach transakcji, zawierajacych warto$ci nieznane. Autorzy zaproponowali algorytm
DFSIT (ang. Discovering Frequent itemSets in Incomplete Transaction), ktoéry umozliwia
znajdowanie regul w bazie, zawierajacej transakcje z nieznana wartoscia co najwyzej jednego
atrybutu. Algorytm ten jest oparty na algorytmie Apriori oraz miarach probabilistycznych:
minimalnego 1 maksymalnego mozliwego poparcia, minimalnej i maksymalnej mozliwej pew-
no$ci, szacowanego poparcia i szacowanej pewnosci zbioru atrybutow w badanej bazie trans-
akcji. Autorzy wykazali, ze ich rozwiazanie spetnia kryteria tzw. uprawnionego podejscia do
niekompletnych danych (ang. legitimate approach to data incompleteness), zdefiniowanego
przez Kryszkiewicz i Rybinskiego [Kry2000] (odsytacz podany za [Pro2003]).

W wigkszosci metod znajdowania regul zwiazku stosowany jest pojedynczy prog
minimalnego poparcia, wyznaczajacy zbiory czgste. Tymczasem w rzeczywistych zastosowa-
niach dla kazdego atrybutu moga by¢ okres§lone inne kryteria oceny statystycznej wiarygodno-
$ci. Nawiazujac do tej koncepcji Lee, Hong 1 Lin [LeH2005] zaproponowali algorytm stano-
wiacy modyfikacje Apriori, ktéry pozwala na zastosowanie roznych progéw minimalnego po-
parcia dla poszczegdlnych atrybutow. Algorytm ten wykorzystuje miarg tzw. maksymalnego
ograniczenia (ang. maximum constraint), definiowana dla danego zbioru atrybutéw jako mak-
simum warto$ci minimalnego poparcia, przypisanych podzbiorom tego zbioru.

Jednym z problemow, podczas realizacji algorytmow znajdowania zbiorow czgstych, jest
wydajne poréwnywanie identyfikatorow transakcji, ktére znajduja si¢ na réznych listach.
Gardarin, Pucheral i Wu [GaP1998] zaproponowali dwa algorytmy obliczania poparcia
zbioréw atrybutéw: N-BM i H-BM, w ktorych poréwnywanie zbioréw identyfikatoréw trans-
akcji (wspierajacych okreslone zbiory atrybutow) opiera si¢ na wektorach binarnych 1 opera-
cji AND, w odroznieniu od innych podejs¢, wykorzystujacych laczenie posortowanych list.
Autorzy wykazali metodami analitycznymi i eksperymentalnymi, ze ich propozycja jest
znacznie wydajniejsza od tradycyjnych technik, opartych na listach.

Algorytmy znajdowania regut zwiazku i inne metody DM sa nieodtacznie zwiazane z sys-
temami baz danych, ktore przechowuja potrzebne struktury (np. tabele analizowanych transak-
cji). W zwiazku z tym czg$¢ prac dotyczy wspoOtpracy metod DM z systemami bazodanowymi,
optymalizacji procesorow zapytan i realizacji kluczowych operacji (np. odkrywania regut)
bezposrednio na poziomie baz danych. Potencjalne korzysci z osadzenia procesu DM na po-
ziomie systemu baz danych obejmuja automatyczne zréwnoleglanie obliczen, latwosc
programowania 1 wykorzystanie operatorow relacyjnych [Thol1998]. Meo, Psaila i Ceri
[Meo1998] zaproponowali rozszerzenie jezyka zapytan SQL w postaci operatora MINE
RULE do znajdowania regut zwiazku. Thomas i Sarawagi [Tho1998] opracowali szczegdtowo
rézne etapy odkrywania regut zwiazku w postaci zapytan w jezyku SQL-92 oraz w jezyku
SQL-OR z rozszerzeniami obiektowo-relacyjnymi (ang. object-relational extensions).
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Autorzy wykorzystali uogolniony model pozwalajacy na reprezentacj¢ hierarchii regut zwiaz-
ku i wzorcow sekwencyjnych. Nanopoulos 1 Manolopoulos [Nan2004] opracowali metod¢ od-
krywania regut zwiazku, ktora dynamicznie dopasowuje przebieg algorytmu do zmieniajacego
si¢ rozmiaru dostgpnego bufora pamigci operacyjnej. Rozwiazanie to pozwala na uniknigcie
zwigkszonego dostgpu do pamigei wirtualnej na dysku oraz zawieszania procesu odkrywania
regul, w sytuacji, gdy wyzszy priorytet w systemie zarzadzania baza danych uzyskuje obstuga
biezacych transakcji OLTP.

W ostatnich latach mozna zauwazy¢ duza popularyzacj¢ metod opartych na réznego
rodzaju grafach. Zaki [Zak2000] zaproponowal szereg grafowych algorytméw znajdowania
czestych zbiordw: Eclat, MaxEclat, Cliqgue, MaxClique, TopDown, AprClique. Stosowany jest
w nich migdzy innymi graf podzbiorow atrybutéw, w ktorym wyodrgbniane sa kompletne
podgrafy (takie, w ktorych wszystkie wierzcholki sa ze soba potaczone), zwane klikami (ang.
clique). Coenen, Goulbourne 1 Leng [Coe2004] zaproponowali metod¢ znajdowania regut
zwiazku, ktérej pierwszym etapem jest pojedynczy przebieg przez dane testowe. W trakcie
tego przebiegu wykonywane sa obliczenia tzw. czesciowego poparcia (ang. partial support)
zbiorow atrybutow, ktorych wyniki sa zapisywane w strukturze drzewa wyliczenia zbiorow
(ang. set enumeration tree). Autorzy opracowali algorytmy oparte na Apriori, pozwalajace na
przetwarzanie tej struktury w celu obliczania wtasciwych miar poparcia zbioréw.

W ostatnim czasie Tsay i Chiang [TsC2005] wprowadzili nowa metod¢ odkrywania regut
o nazwie CBAR (ang. clustered-based association rule). W rozwiazaniu tym baza transakcji,
po pojedynczym odczycie, jest dzielona k grup, z ktorych kazda zawiera transakcje o takiej
samej dlugosci (tzn. liczbie atrybutoéw). W ten sposob przy iteracyjnym rozszerzaniu rozmiaru
kandydujacych zbioréw czgstych, badane sa kolejno coraz mniejsze fragmenty poczatkowe]
bazy. Prowadzi do znacznej redukcji czasu analizy w pordwnaniu z algorytmem Apriori.

Metody inkrementacyjne

Inkrementacyjne metody znajdowania regut zwiazku ciesza si¢ duzym zainteresowaniem,
poniewaz w stosunku do metod wsadowych potencjalnie pozwalaja one na powazne zmniej-
szenie zlozonosci obliczeniowej, dzigki ograniczeniu przebiegéw przez dane, ktére juz byly
przetwarzane.

Jeden z bardziej znanych, inkrementacyjnych algorytmow znajdowania regul zwiazku,
o nazwie FUP,, zostal zaproponowany przez Cheunga, Lee i Kao [Chel997] (odsylacz
za [LeS1998]). Algorytm ten wykorzystuje procedur¢ apriori-gen z algorytmu Apriori
do generowania kandydujacych zbioréw atrybutéw na podstawie analizy catej, zaktualizowa-
nej bazy transakcji. Dla kazdego k& w kolejnych iteracjach, zbiér kandydatow C; dzielony jest
na dwie partycje: Pr zawiera zbiory, ktore wystapity w poprzednim przebiegu odkrywania
regut (wyniki poprzedniej analizy sa zapamigtywane), Qr zawiera za$ nowe zbiory, ktorych
nie bylo poprzednio. Dla kandydatéw z P, znane sa czg¢stosci z poprzedniego przebiegu odkry-
wania regul, stad przetworzone transakcje nie musza by¢ ponownie analizowane, wystarczy
jedynie uwzgledni¢ czgstosci w transakcjach zmodyfikowanych. Z kolei zbiér nowych kandy-
datow QO jest najpierw zawg¢zany na podstawie czgstosci tych zbiorow w transakcjach doda-
nych A" i usunietych A™ , oraz progu minimalnego poparcia. Przetwarzanie starej bazy transak-
cji w celu naliczenia nieznanych czestosci wykonywane jest zatem tylko dla tych zbioréw
kandydujacych, ktore moga by¢ czgste. Zmniejsza to liczbg koniecznych przebiegdéw analizy
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danych, gwarantujac jednocze$nie wysoka precyzje wynikowego zbioru regut. Ci sami
autorzy, Lee, Cheung 1 Kao w pracy [LeS1998] zaproponowali inny algorytm inkrementacyj-
nego aktualizowania regut zwiazku o nazwie DELI (ang. Difference Estimation for Large
Itemsets), w ktorym rowniez wykorzystana jest funkcja apriori gen z algorytmu Apriori.
W algorytmie DELI uzyto technik probkowania (ang. sampling) do szacowania rozmiaru
zmian, jakie zachodza w bazie transakcji. Jesli zmiany sa niewielkie, dotychczasowe reguly sa
uznawane za wystarczajaco dobre przyblizenie rzeczywistych regut i sa one pozostawiane bez
modyfikacji. Aktualizacja regul nastepuje dopiero po zgromadzeniu odpowiednio duzej liczby
zmian w bazie danych. Rozpatrywane sa tutaj zbiory: D (pierwotna baza transakcji), D* (zbior
transakcji nie zmienionych po aktualizacji), A" (transakcje dodane do bazy) oraz A™ (transak-
cje usunigte z bazy). DELI mozna zakwalifikowa¢ jako algorytm przyblizony, gdyz dopuszcza
on rozbiezno$¢ migdzy zbiorem regut, a aktualnym stanem bazy transakcji. Dzigki temu jed-
nak w ogdélnym przypadku wymaga on mniejszych naktadow obliczeniowych, niz FUP..

Tsai, Lee i Chen [Tsal999] opracowali inkrementacyjna metod¢ znajdowania zbiorow
czestych, zblizong do algorytmu FUP [Che1996] (odsytacz za [Tsa1999]). Rozwiazanie to po-
lega na przechowywaniu zbioréow, ktére w wyniku ostatniego przebiegu analizy zostaty
uznane jako potencjalnie czgste, to znaczy ich czgsto$¢ jest co prawda mniejsza od progu
minimalnego poparcia (min_sup), ale miesci si¢ w przedziale [min_sup — t; min_sup), dla
pewnego przyjetego stopnia tolerancji t, takiego, ze 0 < t < min_sup. Idea metody opiera si¢
zatem na przewidywaniu, ze dany zbior atrybutow moze stac si¢ czesty po dokonaniu mody-
fikacji w bazie transakcji. W ten sposdb, na podstawie analizy zbioru transakcji nie
zmienionych, dodanych i1 usunigtych, mozna wyprowadzi¢ nowy zbidr regul przy zmniejszo-
nej liczbie koniecznych przebiegéw przez dane.

Wiele prac z zakresu metod inkrementacyjnych opiera si¢ na reprezentacji zbioroOw atry-
butéw 1 relacji miedzy nimi w postaci grafu. Rozwiazania te czgsto pozwalaja na bardzo po-
wazne ograniczenie liczby operacji wejscia 1 wyj$cia w porownaniu z metodami niegrafowy-
mi, niekiedy jednak sa one ograniczone rozmiarem generowanego grafu. Metody doktadne,
eliminujace powroty do raz przetworzonych transakcji wymagaja zapisania w grafie infor-
macji o czgstosci wszystkich mozliwych podzbiorow. To wiaze si¢ z potencjalnie bardzo
duzym rozmiarem grafu. Z kolei metody ograniczajace rozmiar grafu pozwalaja na
ograniczenie, ale nie na pelng eliminacj¢ ponownego przetwarzania transakcji.

Aumann, Feldman, Lipshtat i Manilla [Aum1999] opracowali algorytm Borders, ktory po-
zwala na inkrementacyjne aktualizowanie zbioru regut zwiazku, zgodnie ze zmianami
wprowadzanymi w zrodlowej bazie transakcji (takimi, jak wstawianie, modyfikowanie i usu-
wanie wierszy). Wazna cecha algorytmu jest nie analizowanie przetworzonych wczes$niej
danych, jezeli zarejestrowane zmiany nie skutkuja powstaniem nowych zbioréw czgstych. Je-
$li z kolei cata baza musi by¢ analizowana, woéwczas odpowiednio minimalizowana jest liczba
przebiegdw przez dane oraz rozmiar zbioru kandydatow, dla ktérych obliczane jest poparcie.
Algorytm Borders opiera si¢ na tak zwanych zbiorach granicznych (ang. border sets), to
znaczy takich zbiorach atrybutow, ktorych wszystkie podzbiory wlasciwe sa zbiorami
czgstymi. Dla wszystkich zbioréw granicznych i zbioréw czgstych ustawicznie aktualizowane
sa miary czgstosciowe. Gdy pojawia si¢ przyrost (zmiana) danych tylko on jest analizowany
w celu aktualizacji poparcia (czyli czgstosci) wszystkich zbioréw granicznych 1 czgstych.
Zmodyfikowane miary odzwierciedlaja poparcie w catym, zaktualizowanym zbiorze
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transakcji. Przetwarzanie calej bazy jest konieczne tylko wtedy, gdy po aktualizacji, poparcie
ktorego$ ze zbiorow granicznych osiaga prog minimalnego poparcia, przez co zbidr ten staje
si¢ zbiorem czestym. Rowniez wtedy jednak koszt obliczania czgstosci jest zredukowany
dzigki wykorzystaniu informacji o zbiorach granicznych.

Hu, Lu i1 Shi [HuL1999] opracowali algorytm inkrementacyjnego odkrywania regut oparty
na kracie pojeciowej (ang. concept lattice), ktory wymaga pojedynczego przebiegu przez dane
testowe. Ztozono$¢ algorytmu, mierzona liczba weztow grafu, ktére musza by¢ wygenerowa-
ne, gdy dodawana jest nowa transakcja, jest rzedu O (2% |U)), gdzie k jest $rednig liczba atry-
butoéw transakcji, U za$ jest rozmiarem bazy. Mozna stwierdzi¢ zatem, ze duza liczba weziow
jest cena za pojedynczy przebieg przez dane.

Aggarwal 1 Yu [Agg2001] zaproponowali algorytmy generowania regut zwiazku w trybie
bezposrednim (ang. online generation), to znaczy w odpowiedzi na zapytania uzytkownika,
w ktérych zmieniaja si¢ parametry wejSciowe (np. progi minimalnego poparcia i pewnosci).
Podejscie to jest oparte na grafie sqsiedztwa (ang. adjacency lattice), ktory jest tworzony dla
czestych zbiorow atrybutow. Przy zmieniajacych si¢ parametrach minimalnego poparcia
1 pewnos$ci nowy zbidr regut moze by¢ zwracany bez konieczno$ci ponownego przetwarzania
zbioru testowego od poczatku. Ponadto mozliwe jest zadawanie zapytan o reguly, ktore
zawieraja okreslone atrybuty w poprzedniku lub nastgpniku.

Zhou 1 Ezeife [ZhE2001] zaproponowali inkrementacyjny algorytm MAAP (ang. mainta-
ining association rules with apriori property), ktory opiera si¢ na wlasnosci Apriori.
Algorytm wykorzystuje zbiory czgste wysokiego poziomu (to znaczy zawierajacych najwigk-
sze liczby atrybutéw), uzyskane w wyniku poprzedniego przebiegu analizy, i w pierwszej
fazie bada analogiczne zbiory atrybutdow w zmienionych transakcjach. Z kolei czg$¢ zbiorow
niskiego poziomu jest obliczanych bez koniecznos$ci skanowania bazy na podstawie wtasnos$ci
Apriori (kazdy podzbior zbioru czgstego musi by¢ rowniez zbiorem czgstym), co zmniejsza
0g0lna ztozono$¢ algorytmu.

Lee G., Lee K.L. i Chen [LeG2001] opracowali grafowy algorytm znajdowania zbioréw
czestych DLG*, stanowiacy udoskonalona wersje algorytmu DLG, ktéry zaproponowali Yen
1 Chen [Yen1996] (odsytacz podany za [LeG2001]). Autorzy zaproponowali inkrementacyjny
algorytm DUP aktualizacji czgstych zbiorow, oparty na DLG*. Podobnie, jak w przypadku
[LeS1998], rozpatrywane sa w nim zalezno$ci miedzy liczba wystapien danego zbioru atry-
butow w zbiorach: D (oryginalna baza), d* (transakcje dodane do bazy), d (transakcje usu-
nigte z bazy), rozmiarem tych zbiorow i progiem minimalnego poparcia. Zaleznosci te pozwa-
laja na ograniczenie liczby przebiegow przez dane.

Ezeife 1 Su [Eze2002] wprowadzili dwa inkrementacyjne algorytmy odkrywania regut
zwiazku: DB-Tree oraz PotF'P-Tree, oparte na drzewach czestych wzorcow (ang. frequent pat-
tern tree, FP-tree). Pierwszy z algorytmow zapisuje w formie drzewa FP-tree czgstosci
wszystkich atrybutow w zbiorze testowym, dzigki czemu przy modyfikacji danych nie jest
wymagane powtorne przetwarzanie calego zbioru, a jedynie analiza samych zmian. Cena za to
jest potencjalnie duzy rozmiar drzewa FP-tree w stosunku do metod zapisujacych tam jedynie
czegste wzorce. Drugi z proponowanych algorytméw, PotFP-Tree stanowi rozwiazanie
posrednie, w ktorym drzewo przechowuje czgstosci zbioréw aktualnie czgstych oraz tych, dla
ktorych istnieje duze prawdopodobienstwo, ze stana si¢ czeste po zmianie danych. Wyznacz-
nikiem tego jest miara Sredniego poparcia, na ktorym jest oparta wigkszo$¢ procesow
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odkrywania regul w pewnym okresie (ang. watermark). Zaktadajac pewna tolerancj¢ mozna
przyjac, ze wszystkie zbiory, ktore aktualnie nie sa czgste, ale ich czgstos¢ miesci si¢ w prze-
dziale [¢; srednie_poparcie], dla pewnego #, sa zbiorami potencjalnie cz¢stymi. Badania eks-
perymentalne wskazuja, ze tak skonstruowany algorytm PotFP-Tree zmniejsza liczbg po-
wrotéw do uprzednio przetworzonych danych. Zauwazmy, ze jest to podejscie bardzo podob-
ne do algorytmu prezentowanego w pracy [Tsal999].

Do metod inkrementacyjnych mozna zaliczy¢ takze aktywnq eksploracje danych (ang.
active data mining), ktéra zostala wprowadzona przez Agrawala i Psailg [Agr1995]. W po-
dejsciu tym dane testowe sa przetwarzane ustawicznie przy zadanych parametrach
czestosciowych. Odkrywane reguly sa dodawane do bazy regut, dla tych za$§ regut, ktore juz
tam wystepuja, aktualizowana jest historia parametréw statystycznych. Jezeli historia zaczyna
wykazywac okreslone trendy, ktore sa definiowane tzw. zapytaniami o ksztalt (ang. shape
queries), uruchamiane sa procedury wyzwalane (ang. triggers), wykonujace okreslone akcje.
Fong, Wong 1 Huang [Fon2003] zaproponowali metod¢ inkrementacyjnego aktualizowania
zbioru regut zwiazku, ktora nalezy do metod aktywnej eksploracji danych. U podstaw metody
lezy model metadanych (ang. frame metadata model), sktadajacy si¢ z czterech klas, ktore
opisuja: tabele faktow, atrybuty, metody i ograniczenia (ang. constraints). W oparciu o ten
model autorzy zaproponowali algorytm, ktéry pozwala na sterowana zdarzeniami (ang. event-
driven), ustawiczna aktualizacje¢ zbioru regul na podstawie zmian, ktére zachodza w zrodto-
wej tabeli faktow. Metoda ta zaktada zapamigtywanie dla kazdej reguty X [ Y czestosci
zaro6wno zbioru X, jak i zbioru X [ Y.

Sung, Li, Tan 1 Ng [Sun2003] poruszaja problem mozliwosci zastosowania zbioru regut
zwiazku, uzyskanego w oparciu o okreslony zbior danych, do opisu innej sytuacji, to znaczy
srodowiska, ktore moze by¢ charakteryzowane przez inne dane testowe. Autorzy zapropono-
wali model wplywu zmiany $§rodowiska (sytuacji) na zbiér regut, ktory je opisuje. W modelu
tym rozpatrywane sa tzw. czynniki (ang. factors), to znaczy atrybuty charakteryzujace srodo-
wisko, ktore wptywaja na odkrywane reguly, cho¢ nie sa jawnie reprezentowane w danych
testowych. Zmodyfikowany zbior regut dla nowej sytuacji wyprowadzany jest z istniejacego
zbioru w oparciu o tzw. kliki (ang. caucuses) — grupy czynnikOw wraz ich warto$ciami.

Au i1 Chan [AuC2005] opracowali metode badania zmian w regulach zwiazku, oparta na
zbiorach rozmytych (ang. fuzzy sets). Reguly zwiazku sa odkrywane wybranym algorytmem
(np. Apriori) w kolejnych partycjach bazy faktow. Reguly te nastgpnie sa przetwarzane
algorytmem FID (rozszerzenie algorytmu ID3), dajacym w wyniku rozmyte drzewo decyzyj-
ne, ktore moze by¢ przeksztatcone do zbioru meta-regut rozmytych (a wigc regut opisujacych
inne reguty). Meta-reguly moga by¢ wykorzystane do scharakteryzowania zmian, jakim
ulegaja reguly, a takze do przewidywania ich przysztych modyfikacji.

Metody ograniczania zbioru regut

Jednym z problemoéw, dotyczacych algorytméw odkrywania regul zwiazku takich, jak
Apriori, jest zwracanie zbyt duzej ich liczby, okreslane niekiedy mianem eksplozji regut (ang.
rule explosion). Duza liczba regut uniemozliwia ich zrozumienie i wykorzystanie na przyktad
w procesie podejmowania decyzji. Jednocze$nie znaczaca czes¢ tych regut czesto i nie przed-
stawia warto$ci z punktu widzenia uzytkownika. Powstalo zatem wiele prac, ktérych celem
jest zniwelowanie tego efektu. Mozna je zgrubnie podzieli¢ na dwie grupy, omawiane
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kolejno ponizej: (i) metody ograniczania zbioru zwracanych regut do podzbioru regut najbar-
dziej interesujacych dla uzytkownika, wzgledem przyjetych kryteriow; (ii) metody oparte
na tak zwanej zwiezlej reprezentacji (ang. concise representation) regut lub zbioréw czgstych.

Znajdowanie interesujqcych regut

W jednej z wezesnych prac z pierwszej grupy metod Klementinen, Mannila, Ronkainen,
Toivonen 1 Verkamo [Kle1994] wprowadzili formalizm szablonow regut (ang. rule templa-
tes), stuzacy do opisu struktury interesujacych regut zwiazku. Szablon opisuje zbior regut po-
przez listg atrybutow, ktore wystepuja w poprzedniku i nastgpniku reguly. Uzytkownik moze
okresla¢ interesujace go reguly poprzez tzw. szablony wiqczajqce (ang. inclusive templates),
a takze ogranicza¢ ich zbior poprzez tzw. szablony ograniczajqce (ang. restrictive templates).
Obie grupy szablonow reprezentuja odpowiednio pozytywne 1 negatywne zainteresowania
uzytkownika. W oparciu o wprowadzona metodg autorzy opracowali program do wizualizacji
odkrywanych regut, o nazwie Rule Visualizer.

Bayardo i Agrawal [Bay1999] zaproponowali ogdlna metod¢ odkrywania najbardziej inte-
resujacych regut zwiazku z punktu widzenia roznych metryk (np. poparcia, pewnosci, wzrostu
entropii). Autorzy wykazali, Ze najlepsze reguly, wzgledem kazdej z omawianych miar oceny,
wyznaczane sg przez granic¢ optymalnego poparcia i pewnosci. Granica ta jest definiowana
przez relacje czgsciowego porzadku <, oraz <;-., na podstawie ktorych powstaja odpowied-
nio zbiory regut sc-optymalnych (ang. sc-optimal) oraz s— c-optymalnych (ang. s c-optimal).

Bayardo, Agrawal i Gunopulos [Bay2000] opracowali algorytm DENSE-MINER prze-
znaczony do odkrywania regul zwiazku w gestych zbiorach danych (ang. dense data sets), to
znaczy zbiorach, ktore charakteryzowane sa przez nastepujace cechy: (i) duza liczba czestych
zbiorow, (ii) silne korelacje pomiedzy wieloma atrybutami, (iii) duza liczba atrybutow
w kazdej transakcji (fakcie). Sa to zatem zbiory odmienne od klasycznych baz koszykow (ang.
market-basket databases), w ktorych jest duza liczba mozliwych atrybutéw, lecz $rednia licz-
ba atrybutow w pojedynczej transakcji jest stosunkowo niewielka. Podczas przetwarzania
gestych zbiorow danych tradycyjnymi algorytmami, takimi jak Apriori, moze pojawiac si¢
wyktadniczy wzrost ztozono$ci obliczeniowej. Algorytm DENSE-MINER bezposrednio
korzysta z naktadanych przez uzytkownika ograniczen: minimalnego poparcia i pewnosci,
oraz z dodatkowej, nowo wprowadzonej miary minimalnego polepszenia (ang. minimum im-
provement, min_imp), ktéra pozwala na uzyskanie odpowiednio zwigkszonej sity predykcyj-
nej odkrywanych regut w stosunku do pochodnych regut uproszczonych. Reguta uproszczona
powstaje w wyniku usunigcia jednego lub wigcej warunkdéw z poprzednika pierwotnej reguly.
W algorytmie DENSE-MINER odkrywane sa tylko te reguly, ktorych pewnos$¢ jest o co naj-
mniej min_imp wigksza, niz pewno$¢ kazdej ich reguty uproszczonej. Dodatkowy prog po-
zwala zatem na ograniczenie problemu eksplozji regut (ang. rule explosion). Proponowany
algorytm zostat zweryfikowany na rzeczywistych zbiorach testowych: dotyczacych spisu lud-
nosci (PUMS) oraz danych telekomunikacyjnych (CONNECT-4).

Lin, Alvarez i Ruiz w pracy [Lin2002] zwracaja uwagg, ze klasyczne algorytmy odkrywa-
nia regul zwiazku w szczego6lnosci nie sa wiasciwe dla systemow rekomendujacych (ang.
recommender systems), poniewaz zwracaja one duzo regul nieinteresujacych dla uzytkownika,
a ich ogolna liczba podlega trudnym do przewidzenia wahaniom, jako wynik r6znych wartosci
minimalnego poparcia, ktére zawsze musi by¢ podawane na poczatku, przed wykonaniem
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analizy. Autorzy zaproponowali alternatywny algorytm ASARM (ang. Adaptive-Support
Association Rule Mining), w ktérym zamiast wprowadzania progu minimalnego poparcia, po-
daje si¢ zakres liczby regul, ktore maja by¢ znalezione. Na tej podstawie algorytm sam do-
pasowuje minimalne poparcie do zadanego przedzialu. Ponadto algorytm uwzglednia prog
minimalnej pewnosci regut oraz ograniczenia semantyczne w postaci atrybutu, ktoéry ma si¢
pojawi¢ w nastepniku reguty.

Rastogi 1 Shim [Ras2002] omawiaja zagadnienie optymalizowanych regut zwiqzku (ang.
optimized association rules), ktore pozwalaja na znajdowanie zalezno$ci interesujacych
z punktu widzenia aplikacji marketingowych i reklamowych. Optymalizowana reguta zwiazku
ma ogoblna postac: (4, U [/, wi]) U C, O C,, gdzie 4, jest atrybutem liczbowym, /i 1 u; sa
zmiennymi (ang. uninstantiated variables), C; 1 C; sa za$ koniunkcjami warunkow postaci 4,
=v; lub 4, U [I;, us] (przy czym v;, [;, u; sa wartoSciami nalezacymi do dziedziny atrybutu A4;).
Na przyktad regula ,,(data O [/, wi]) U miasto zrodtowe = Warszawa [J kraj docelowy =
Francja” moze by¢ wykorzystana przez firm¢ telekomunikacyjna do okreslenia w jakim okre-
sie roku najwigcej rozmoéw telefonicznych do Francji jest wybieranych w Warszawie. Autorzy
zaproponowali rozszerzenia modelu regul optymalizowanych i algorytmy ich znajdowania.

Tsai 1 Chen w pracy [Tsa2004] wprowadzili szczegdlny przypadek problemu znajdowania
regul zwiazku, w ktorym reguty sa odkrywane na podstawie bazy transakcji oraz bazy klien-
tow. Jako rozwiazanie problemu autorzy zaproponowali algorytm LigCid znajdowania
czgstych zbiorow oraz algorytm grafowy Rule Discovery, stuzacy do generowania regut
z uwzglednieniem zdefiniowanych przez uzytkownika priorytetow, ktore dotycza atrybutow
warunkowych z bazy klientow. Wang, Perng, Ma i Yu [WgP2005] opracowali architekture
HIFI (ang. heterogeneous items in frequent itemsets), umozliwiajaca znajdowanie regul zwi-
azku zgodnie z zadanymi przez uzytkownika wzorcami atrybutow i innymi ograniczeniami.

Zwiezta reprezentacja regut i zbiorow czestych

Druga grupa metod ograniczania liczby regul zwiazana jest z poszukiwaniem bezstratne;j,
zwiezlej reprezentacji (ang. concise representation) regul lub zbiorow czestych, na podstawie
ktorej mozna wyprowadzi¢ wszystkie reguty pochodne.

Chen, Wei, Liu 1 Wets [ChW2002] wykazali formalnie, Ze zloZzone reguly zwiazku moga
wyprowadzane ze zbioru tzw. prostych regut zwiqzku (ang. simple association rules, SAR),
ktorych nastepniki sa ztozone z pojedynczych atrybutow, a zatem maja postaé: 4, A4, U... U
A, U A;. Poniewaz za$ zbidor SAR jest stosunkowo maly w porownaniu ze zbiorami regut
zwracanymi przez klasyczne algorytmy, prezentowane podejscie pozwala na znaczaca reduk-
cje ztozonosci obliczeniowej 1 eliminacj¢ problemu eksplozji regut.

Jedna z metod zwigzlej reprezentacji jest zawg¢zenie zbioru wszystkich regut do nienad-
miarowego zbioru regul (ang. non-redundant rules). Z kolei Li, Shen i Topor [LiJ2004]
wprowadzili reprezentacj¢ w postaci informacyjnego zbioru regut (ang. informative rule set),
ktory jest mniejszy od zbioru nienadmiarowego. Autorzy zaproponowali algorytm bezposred-
niego tworzenia zbioru informacyjnego bez koniecznosci generowania wszystkich zbiorow
czgstych. Zarowno liczba regut jak i czas ich znajdowania przez ten algorytm sa mniejsze od
analogicznych wynikow dla Apriori.
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Kryszkiewicz, Rybinski i Gajek w pracy [Kry2004] przedstawili szczegdtowo szereg
rodzajow bezstratnej, zwigzlej reprezentacji zbiorow czgstych. Z punktu widzenia zastosowan
praktycznych najbardziej uzyteczna jest reprezentacja oparta na zbiorach domknietych (ang.
closed itemsets) 1 generatorach zbiorow czestych (ang. frequent gemerators). Tymczasem
jednak istnieja inne rodzaje reprezentacji, na przyklad oparte na uogolnionych generatorach
bezdysjunkcyjnych (ang. generalized disjunction-free generators, GDFGR), ktore sa bardziej
zwigzte 1 wydajne. Autorzy zaproponowali zatem algorytmy przej$cia migdzy rdéznymi
reprezentacjami zbiorow czestych, bez koniecznosci ponownego przetwarzania zrédtowego
zbioru transakcji.

W jednej z nowszych prac Pasquier i jego wspotpracownicy [Pas2005] zaproponowali
zwigzla reprezentacje regut zwiazku w postaci tak zwanych regut min-max o minimalnych po-
przednikach 1 maksymalnych nastgpnikach. Autorzy przedstawili algorytmy generujace zbior
regut min-max oraz odtwarzajace pelny zbior regut pochodnych bez odwolywania si¢ do bazy
transakcji.

Inne metody znajdowania regut zwigzku

Klasyczny model regut zwiazku, wprowadzony przez Agrawala, Imielinskiego, Swamiego
1 Srikanta [Agr1993], [Agr1994] oparty byl na koszykach z zakupami (ang. market basket
data) 1 uwzglednial wytacznie pozytywne przypadki tacznego wystepowania poszczegdlnych
artykutéw lub ich brak. W ostatnich latach zaproponowane zostaly rézne rozszerzenia i mody-
fikacje tego modelu. Na przyktad Silverstein, Brin i Motwani [Sil1998] wprowadzili roz-
szerzenie, w ktérym reguly zwiazku sa uogolnione do reguf zaleznosci (ang. dependence
rules), wyznaczanych statystycznym testem X* na podstawie wystapien zarowno pozytywnych,
jak 1 negatywnych. Autorzy zaproponowali takze odpowiedni algorytm znajdowania regut za-
leznosci.

Aumann 1 Lindell [Aum2003] zaproponowali model ilosciowych regut zwiqzku (ang.
quantitative association rules), to znaczy regul zawierajacych w poprzedniku lub nastgpniku
atrybuty z warto$ciami liczbowymi. W przeciwienstwie do innych podej$¢, autorzy nie stosuja
technik dyskretyzacji w celu zamiany atrybutéw liczbowych na wyliczeniowe (ang. categori-
cal), lecz badaja statystyczny rozktad ciagltych wartosci atrybutdw za pomoca takich miar, jak
warto$¢ oczekiwana i wariancja. Ilosciowa reguta zwiazku ma ogolna postaé: ,,podzbior po-
pulacji 11 Srednia wartos¢ dla tego podzbioru”, przy czym $rednia warto$¢ dla podzbioru po-
winna si¢ znaczaco r6zni¢ od odpowiedniej sredniej dla catej bazy danych. Zatozenie to gwa-
rantuje, ze regula jest potencjalnie interesujaca, gdyz wskazuje na wlasno$¢ nietypowa, nie-
rozpowszechniona. Przyktadami regut ilosciowych sa: ,ple¢ = kobieta 1 wyksztatcenie =
wyzsze U Srednia stawka wynagrodzenia = 7.90 EUR / godzine” albo ,,czas ksztatcenia =
[14, 18] lat 1 Srednia stawka wynagrodzenia = 11,64 EUR / godzing”. Autorzy zdefiniowali
dwa glowne typy regul: (1) reguly atrybuty wyliczeniowe U1 atrybuty ilosciowe, oraz (ii) atry-
buty ilosciowe [ atrybuty ilosciowe. Zaproponowane zostaly takze odpowiednie algorytmy
znajdowania reguly z tych kategorii. Prezentowane podejscie zostato zweryfikowane ekspery-
mentalnie.

Harms 1 Deogun [Har2004] opracowali metode¢ MOWCATL odkrywania sekwencyjnych
regul zwiqzku (ang. sequential rules), ktore na podstawie wystapienia danego wzorca
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pozwalaja przewidywaé wystapienie innego wzorca po pewnym czasie. Pojawily sig takze
propozycje potaczenia modelu regut zwiazku z paradygmatem zbioroéw rozmytych, w wyniku
czego powstaja rozmyte reguty zwiqzku (ang. fuzzy association rules) [LeL2004], [Kay2005a].
Do innych propozycji naleza: model regut z wieloma poziomami pojgciowymi (ang. multi-
level association rules) [Lis2004] oraz wprowadzony ostatnio przez Raucha [Rau2005] nowy
model logiczny regut zwiazku, ktore reprezentuja uogolniona relacj¢ migdzy dwoma atrybuta-
mi Boolowskimi.

Pojawiaja si¢ takze roéwnolegle algorytmy przetwarzania regut zwiazku, oparte na
odpowiednim partycjonowaniu zrédtowej bazy transakcji. Obszerny przeglad metod z tego za-
kresu zostal przedstawiony w pracy Zakiego [Zak1999], natomiast przyktadem nowych
osiagni¢¢ jest algorytm D-ARM, wprowadzony przez Schustera, Wolffa i Trocka [Scu2005].
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2. Pozyskiwanie wiedzy przez agenta

W niniejszym rozdziale omawiane jest zagadnienie pozyskiwania wiedzy przez systemy
agenckie. Rozdziat rozpoczyna og6lny przeglad technologii agenckich oraz metod reprezenta-
cji wiedzy agentow. Po wprowadzeniu podstawowych poje¢, w dalszej cze$ci tekstu zesta-
wione sa techniki uczenia si¢ agentow.

2.1. Technologie agenckie

Prowadzone od lat 1980 badania nad technologiami agenckimi (ang. agent technologies,
intelligent agents, software agents) maja na celu stworzenie systemow informatycznych, ktore
by w inteligentny sposob wspomagaly czlowieka w interakcji z komputerem oraz w rozwiazy-
waniu probleméw rozproszonych lub ztozonych obliczeniowo [Bral997], [Nwal996],
[Nwal999], [Oli1999], [Par1998]. Wybrane dziedziny zastosowan agentéw obejmuja
[Jen1998]:

wyszukiwanie, filtrowanie i rekomendowanie informacji w sieci WWW [Ber1999],
[ChC2002], [Eli2003], [Ene2005], [Etz1994], [God2004], [Kim2002], [Klu2001],
[Kno1997], [Men2000], [Muk2003], [NeS1997], [Paz1997], [Paz2002], [Piv2002],
[Ya02002];

rynek elektroniczny, wspomaganie zakupow przez Internet, automatyczne negocjacje,
wywiad gospodarczy [Car2000], [Dec1997], [Kep2002], [LiT2000], [LiY2003],
[Men2002], [Per1997], [Rip2000];

wspomaganie elektronicznej obstugi urzegdéw panstwowych i1 systemow prawnych
[Heel1997];

planowanie spotkan [Ces1999];
planowanie podrozy, telematyka [Ndu1998];
zarzadzanie komunikacja miejska [Ezz2005];

zarzadzanie sieciami komputerowymi i telekomunikacyjnymi [App2000], [Dav1998],
[Mav2004];

zarzadzanie instalacjami przemystowymi i produkcja w przedsigbiorstwie [Lgo2004],
[Par1998], [Wag2003];
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- zarzadzanie dystrybucja energii elektrycznej [Par1998];
kontrole ruchu lotniczego [Rao1995].

Ze wzgledu na duzy zakres 1 zréznicowanie prac nad agentami, nie ma zgodnosci co do
samej definicji agenta. Aby unikna¢ niejednoznacznosci przyjmiemy ponizsza definicje, za-
proponowana przez Jenningsa i Wooldridge'a, ktéra trafnie oddaje istote systemu agenckiego'.

Agent jest to system komputerowy, ktory jest osadzony w pewnym srodowisku i jest zdolny
do podjecia autonomicznego, elastycznego dzialania, zgodnie z jego celami projektowymi
[Jen1997], [Wo001995a], [W001999c¢].

Badania nad rozwojem narzgdzi formalnych i technicznych, umozliwiajacych realizacjg
systemoOw agenckich sa bardzo rozlegle 1 zr6znicowane. Od lat 1990 prace te zaczely osiagac
poziom jezykow 1 architektur programowania agentow [Sho1993], [Wo01997b] oraz prak-
tycznych metodologii tworzenia systeméw agenckich [Del2001], [GalL2004], [Lan1997],
[Lie1998], [Wo001997a], [W001999a], [W001999b], opisywanych niekiedy odrgbna nazwa
inzynierii agenckiej (ang. agent-oriented engineering) [Muel997]. Poniewaz jest to dyscypli-
na stosunkowo mioda, mimo duzego zaangazowania srodowiska naukowego oraz znaczacych
inwestycji duzych firm, ciagle brakuje jednolitych, dominujacych standardéw w obszarze plat-
form i architektur agenckich, metodologii projektowania oraz specjalizowanych narzedzi
programistycznych.

2.2. Reprezentacja wiedzy agenta

Zgodnie z przytoczona definicja, gtéwnym postulatem formutowanym w odniesieniu do
systemu agenckiego jest zdolno$¢ autonomicznego, celowego i elastycznego dziatania, zgod-
nie ze stawianymi przed nim zadaniami. Spelnienie tych zalozen wymaga wyposazenia agenta
w odpowiedni aparat poznawczy, struktury przechowywania wiedzy, mechanizmy
wnioskowania i wykonywania akcji w otoczeniu. Poziom wiedzy jest podstawowym elemen-
tem agenta, ktéry decyduje o jego wlasnos$ciach i sposobie dziatania.

2.2.1 Pojecie wiedzy

Wiedza jest jednym z poje¢ bardzo podstawowych, stad tez jej zdefiniowanie przysparza
szczegolnych trudnosci. Meystel i Albus [Mey2002] wskazuja na wazna relacje miedzy:
danymi (ang. data), stanowiacymi pewien zapis fizyczny, informacjq (ang. information), ktéra
powstaje w wyniku dodania do danych pewnego elementu opisowego, oraz wiedzq (ang.
knowledge), ktora jest struktura o pewnym znaczeniu, zbudowana z wielu jednostek infor-
macji. Na tej podstawie Meystel i Albus zaproponowali ponizsza definicj¢ wiedzy.

Wiedza jest systemem wzorcow, (...) opartych na jednostkach informacji, ktore pochodzq
z doswiadczenia. Wzorce te sq uogolnione, etykietowane i zorganizowane w sie¢ relacyjng
o pewnej architekturze. Wiedza implikuje zdolnos¢ efektywnego wykorzystywania jej przez po-
siadacza do wnioskowania i podejmowania decyzji.

([Mey2002], str. 109, thumaczenie wolne)

' 'W niniejszej rozprawie terminy agent, program agencki oraz system agencki sa uzywane zamiennie

1 oznaczaja to samo. W niektdrych pracach system agencki jest traktowany jako termin szerszy od agenta
i odnoszony jest do systemow wieloagenckich.
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Dalej, autorzy sformutowali szereg dodatkowych definicji, przydatnych do opisu wiedzy,
jej wlasnosci 1 przetwarzania [Mey2002].

Wzorzec (ang. pattern) to rozroznialny system polqczonych sktadnikow i cech, oparty na
zaobserwowanych lub zamierzanych relacjach miedzy jego czesciami. ([Mey2002], str. 109)

Stan (sytuacja) jest zbiorem parametrow i zmiennych, ktore pozwalajq na obserwowanie,
rejestrowanie lub sterowanie obiektem lub zbiorem obiektow. Zbior ten jest opatrzony
momentem czasowym, w ktorym zostat on zaobserwowany lub zmierzony.

([Mey2002], str. 110)

Doswiadczenie jest zapisem zdarzenia (zmiany stanu), lub grupy zdarzen, zaobserwowa-
nych w przeszitosci (...). ((Mey2002], str. 110)

Doswiadczenie sktada si¢ migdzy innymi z ponizszych sktadnikow:
 stan poczqtkowy — sytuacja przed obserwowanymi zmianami;

- stan koncowy — sytuacja po zajs$ciu obserwowanych zmian;

« akcje — zbior zmian standOw wraz z przyczynami ich zajscia.

Meystel 1 Albus [Mey2002] podaja takze szereg funkcji, w ktore powinien by¢ wyposazo-
ny inteligentny system z reprezentacja wiedzy, migdzy innymi:

- aktualizacja wiedzy;

+ wydajne przechowywanie wiedzy;

+ udoskonalanie wiedzy (np. poprzez wnioskowanie);

- wyszukiwanie 1 zwracanie wiedzy;

-+ kompresja wiedzy poprzez kodowanie lub uogoélnianie.

Sa to wazne wyznaczniki dla metody pozyskiwania wiedzy, ktorej zaprojektowanie jest
glownym celem niniejszej pracy doktorskie;j.

2.2.2 Formalizacja wiedzy agenta

Opracowanych zostato bardzo wiele modeli formalizujacych wiedz¢ agentow. Sa to prace
silnie zréznicowane obejmujace rdézne podejScia i koncepcje. Na tym tle jednym z wy-
roézniajacych si¢ nurtow sa modele opisujace wiedzg i dzialanie agentdéw, ktorych strona for-
malna oparta jest na jezyku logiki matematycznej. Czg$¢ tych modeli czerpie inspiracje
z ogolnych rozwazan filozoficznych, czg$¢ za§ opiera si¢ na stosunkowo prostych, intuicyj-
nych zatozeniach, okreslanych niekiedy mianem psychologii ludowej (ang. folk psychology).
Mimo to, wiele proponowanych modeli stanowi istotny wktad w thumaczenie postulatow teo-
retycznych, dotyczacych agentow, na jezyk, ktéry pozwala na ich techniczng realizacjg.
Staranne opracowanie od strony formalnej, wraz z zapewnieniem niesprzecznosci, zupetnosci
1 rozstrzygalnos$ci logicznych systemoéw aksjomatycznych, pozwala na ich przeniesienie na po-
ziom architektur, $rodowisk implementacyjnych 1 w koncu — konkretnych systemow
agenckich. Ponizej omawiane sa wybrane, znaczace prace z tej dziedziny. Dla czg$ci z przy-
toczonych prac teoretycznych podane sa takze rozwiazania techniczne, ktére do nich nawiazu-
ja lub wregcz sa na nich bezposrednio oparte.
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2.2.3 Semantyka swiatow mozliwych

Fagin, Halpern, Moses 1 Vardi [Fagl1995] opracowali bardzo dogl¢bny przeglad modeli
opartych na semantyce swiatow mozliwych (ang. possible world semantics). W koncepcji tej
zaktada sig, ze w przypadku, gdy agent nie posiada pelnej wiedzy o stanie $wiata, buduje on
zbior swiatow mozliwych, to znaczy wszystkich mozliwych stanow, ktore sa niesprzeczne
z jego obecna wiedza. O tym, ktore §wiaty mozliwe sa dopuszczalne w danym stanie, decy-
duje tak zwana relacja dostepnosci (ang. accessibility relation). Do formalizacji opisanej tutaj
idei na poziomie syntaktycznym wykorzystywany jest jezyk logiki modalnej [Fagl995],
[Haj1996]. Na poziomie semantycznym model oparty jest na strukturze Kripke'go [Kri1963],
ztozonej ze zbioru standw, interpretacji (funkcji wartosciujacej prawdziwos$¢ formut zda-
niowych w kazdym stanie) 1 binarnej relacji dostgpnosci. Model taki moze by¢ rozbudowywa-
ny dla przypadku wielu agentéw, wiedzy wspolnej (ang. common knowledge) 1 wiedzy roz-
proszonej (ang. distributed knowledge). Wtasnos$ci logicznych modeli wiedzy agentow sa we-
ryfikowane metodami algorytmicznymi albo (czg$ciej) metodami dowodzenia twierdzen.
W tym drugim przypadku wyznacza si¢ aksjomaty (ang. axioms), a wigc formuty logiczne,
ktore sa zawsze prawdziwe w danym modelu. Istnieje szereg standardowych, powszechnie
rozpoznawanych systemow aksjomatycznych, ktore odpowiadaja modelom wiedzy o okreslo-
nych wiasno$ciach, na przyklad: K, $4 (znany takze jako K74), S5 (oznaczany takze przez
KT45). Doskonaty wyktad, dotyczacy tych modeli wraz z ich licznymi odmianami i roz-
szerzeniami, jest zawarty w pracy [Fag1995].

Cohen 1 Levesque [Coh1990] zaproponowali model, ktorego gldownym elementem jest
formalizacja intencji agenta w oparciu o teori¢ Bratmana 1 zatozenie racjonalnej rownowagi
(ang. rational balance) [Brt1987] (odsylacz za [Coh1990]). Zatozenie to ma stuzy¢
osiagnigciu, zgodnego z racjonalnym dzialaniem, zlotego $rodka pomigdzy przesadna,
fanatycznq konsekwencja agenta w dazeniu do obranego celu, a zbyt tatwym jego porzu-
caniem. Model oparty jest na wielomodalnej logice I rzedu, w ktorej operatory modalne do-
tycza zaréwno czasu, jak i przekonan agentoéw. Semantyka powyzszej logiki opiera si¢ na
semantyce ewoluujacych §wiatow mozliwych [Haj1996]. Autorzy sformalizowali szereg wla-
sno$ci intencjonalnego dziatania agenta, takich jak: kompetencja, cel i intencja. Do modelu
Cohena i1 Levesque [Coh1990] nawiazuje architektura agencka BDI (ang. Belief Desire Inten-
tion) o nazwie JAM, opracowana przez Hubera [Hub1999].

Singh [Sin1992] przeprowadzit szczegdtowa, krytyczna analiz¢ teorii Cohena i Leve-
sque, wskazujac na stabos$ci niektorych jej elementéw, migdzy innymi niewlasciwa formaliza-
cje kompetencji agenta i zdolnosci osiagnigcia celu. Aby wyeliminowaé te wady Singh
[Sin1991] zaproponowal odmienny model oparty na logice czasu rozgal¢zionego CTL*
[Eme1990], rozszerzony o operatory modalne dotyczace przekonan, intencji i akcji wykony-
wanych przez agenta. Poniewaz w modelu tym duzy nacisk potozony jest na ograniczonos$¢
agenta: pod wzgledem zdolno$ci wnioskowania, percepcji i wykonywania akcji, Singh
wprowadza dodatkowo funkcje: prawdopodobienstwa zaistnienia okreslonego scenariusza
(Prob) oraz uzytecznosci (Utility) 1 kosztu akcji wykonywanej przez agenta (Cost). Omawiany
tutaj model Singha zostat przez niego obszernie rozwinig¢ty w pozniejszych pracach, migdzy
innymi [Sin1995a], [Sin1995b], [Sin1998].

Rao i Georgeff [Rao1991] opracowali model czgéciowo zgodny z propozycja Cohena
i Levesque [Coh1990], nawiazujacy do teorii intencji wedlug Bratmana, a w warstwie
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formalnej oparty na logice CTL* [Eme1990] i temporalnej strukturze drzewa czasu (ang. time
tree). Gtowny wktad autoréw polega na sformalizowaniu réznych strategii 1 wtasnosci inten-
cjonalnego dziatania agenta. Warto zwrdci¢ uwage, ze jest to jedna z nielicznych, znaczacych
prac teoretycznych, ktére mialy takze kontynuacje techniczng. W oparciu o powyzszy model
formalny oraz architekturg agencka BDI o nazwie dIMARS [DIn1998], Rao i Georgeff opraco-
wali wieloagencki system OASIS, stanowiacy uproszczona wersj¢ systemu PRS (ang. Proce-
dural Reasoning System) [Ing1992], stuzacy do kontroli ruchu lotniczego, ktory byt probnie
wdrozony na lotnisku w Sydney [Rao1995]. Semantyczna ekspresja niektorych elementéw
modelu formalnego zostata celowo ostabiona, aby umozliwi¢ praktyczna realizacj¢ systemu.

Mimo starannego opracowania teoretycznego, wigkszo$¢ modeli opartych na klasycznej
koncepcji $wiatow mozliwych, jest trudnych do bezposredniego przeniesienia na poziom tech-
niczny. Podstawowym powodem jest ukryte w nich zatozenie logicznej wszechwiedzy (ang.
logical omniscence) agenta, zgodnie z ktérym do zbioru przekonan agenta naleza nie tylko
formuly jawnie zapisane, ale takze wszystkie ich logiczne konsekwencje [Fagl995],
[Hual991]. Mimo postepu techniki obliczeniowej, zalozenie to ciagle nie jest mozliwe do zre-
alizowania w rzeczywistych systemach ze wzgledu na zbyt duza ztozono$¢. Do prob przezwy-
cigzenia problemu wszechwiedzy agenta, nalezy koncepcja wiedzy jawnej (ang. explicit know-
ledge) 1 niejawnej (ang. implicit knowledge), wprowadzona przez Levesque [Lev1984]. Zgod-
nie z jej zatozeniami, przekonania (wiedza) agenta sa podzielone na dwa podzbiory: jawne
(opisywane operatorem B), to znaczy zdania i formuly rzeczywiscie zapisane w bazie wiedzy
oraz niejawne (reprezentowane operatorem L) — zdania i formuly, ktore moga by¢ wy-
wnioskowane przez agenta na podstawie wiedzy jawnej. To rozrdznienie pozwala na zmniej-
szenie zlozono$ci obliczeniowej problemu rozstrzygalnoséci, czy dane zdanie zawiera sig
logicznie w innym zdaniu (z niewielomianowej, ang. NP-complete do wielomianowej rzedu
O(nm), gdzie n 1 m sa rozmiarami badanych zdan).

Inna propozycja rozwiazania problemu wszechwiedzy agenta jest logika swiadomosci
(ang. logic of awareness) wprowadzona przez Fagina i Halperna [Fagl988] (odsytacz za
[Fag1995]) i rozwijana przez Huang i Kwast [Hual991]. W logice tej wystepuje dodatkowy
modalny operator swiadomosci A:§, ktorego interpretacja mowi, iz agent i jest sSwiadomy for-
muty @, to znaczy moze stwierdzi¢ lub obliczy¢ (w przypadku baz wiedzy) jej prawdziwosc.

Wooldridge [Wo001995b] zaproponowat logike Lgs, przeznaczona do modelowania
wnioskujacych agentow o ograniczonych zasobach (ang. resource-bounded reasoners), ktora
réwniez stanowi probeg rozwigzania problemu wszechwiedzy agenta. Autor wprowadzit model
przekonania (ang. belief model) jako strukture reprezentujaca przekonania agenta, ktorej wa-
zna czes$¢ stanowi relacja rozszerzania przekonan (ang. belief extension relation).

Van der Hoek, Van Linder i Meyer [Van1997], [Van1999] stworzyli bardzo rozbudowa-
ny formalizm wiedzy i dzialania agentow, w ktorym rozszerzyli klasyczny zestaw operatorow
modalnych, migdzy innymi o operatory: zdolnosci (ang. abilities), okazji (ang. opportunities),
zobowiqzania (ang. commitment). Autorzy poswigcili takze sporo uwagi zagadnieniu utrwala-
nia przekonan agenta na podstawie obserwacji.

Katarzyniak [Kat1999] zaproponowatl oryginalny model, w ktorym wiedza agenta jest
reprezentowana i przetwarzana z punktu widzenia samego agenta. Podejscie to bardzo rézni
si¢ od, powszechnie przyjetego w innych modelach, widzenia systemu z perspektywy ze-
wnetrznego 1 wszechwiedzacego obserwatora. Autor wprowadzil oddzielne operatory
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konieczno$ci (ang. necessity) 1 mozliwosci (ang. possibility) dla przeszioSci, terazniejszosci
1 przysztosci. Na modelu tym oparte sa dalsze prace, dotyczace miedzy innymi procesu utrwa-

lania przekonan (ang. grounding belief formulas) przez agenta na podstawie jego percepcji
[Kat2002], [Kat2003], [Pie2003].

Jednym z nowszych modeli wiedzy 1 zachowania agentow jest logika ADL (ang. agent
dynamic logic) wprowadzona przez Schmidt, Tishkovsky'ego 1 Hustadta [Sch2004]. Rozbudo-
wany przeglad logicznych modeli wiedzy, ktéra zmienia si¢ w czasie, zawarty jest w pracy
Hajnicz [Haj1996]. Omowienie modeli [Coh1990], [Rao1991], [Sin1991], traktowanych jako
przyktady formalizacji paradygmatu BDI [Geo1999], mozna znalez¢ w pracy [Dud2000].

Danitowicz, Nguyen i1 Jankowski [Dan2002] przedstawili szereg metod opisu stanu
wiedzy agentow w systemie wieloagenckim. Autorzy zdefiniowali miary spojnosci wiedzy
wielu agentow oraz kryteria wyboru takiej reprezentacji wiedzy, ktdra jest najbardziej zblizo-
na do reprezentacji standw wiedzy poszczegolnych agentow. Metody i1 algorytmy, prezen-
towane w pracy, sa oparte na ogélnych metodach wyboru konsensusu [Ngu2002].

2.2.4 Reprezentacja wiedzy niepewnej

Agent osadzony w rzeczywistym, dynamicznym $rodowisku czgsto styka si¢ z wiedza nie-
pewna lub niepetna [Bac1996], [Bac1999]. Zrédtami niepewnosci wiedzy sa miedzy innymi
[Dud2001]:

+ percepcja — aparat odbierania bodzcow z otoczenia (ang. sensors), w ktory wyposazony
jest agent, ma okreslong precyzjg, stad tez wiedza pozyskiwana w ten sposob moze by¢
zaszumiona (ang. noisy), niekompletna lub niedoktadna [Bac1999];

informacja od innych agentow — moze by¢ nie w petni wiarygodna [Lia2000], albo zle
zrozumiana z powodu rozbieznosci ontologicznych;

indukcja wiedzy — agent moze przetwarza¢ zbior dostgpnych, licznych obserwacji 1 znaj-
dowac na ich podstawie uogo6lnione wnioski (np. wzorce, reguty), ktorych wiarygodnosé
statystyczna odzwierciedla stopien ich niepewnosci [Bac1996];

wnioskowanie przeprowadzane na wiedzy niepewnej — zawsze daje w wyniku wiedze
niepewna, niezaleznie od zastosowanych regul wnioskowania.

Z tego wzgledu reprezentacja wiedzy niepewnej i1 niepelnej odgrywa wazna role
w modelowaniu agentdw. Opisywane wyzej modele w bardzo ograniczony sposob pozwalaja
na reprezentacje wiedzy tego typu — czgsto tylko za pomoca operatorow mozliwosci (ang.
possibility) 1 koniecznosci (ang. necessity). W wielu aplikacjach jest to niewystarczajace.
Ponizej zestawione sa wybrane prace, ktore rozszerzaja mozliwo$ci reprezentacji wiedzy
niepewne;.

Van der Hoek i Meyer [Van1991a], [Van1991b] opracowali logike epistemiczna Gr(S5)
ze stopniowanymi modalnosciami (ang. graded modalities), oparta na rachunku zdan i roz-
szerzajaca standardowa struktur¢ Kripke'go w systemie aksjomatycznym S5. W modelu tym
autorzy wyrdzniaja wiedze absolutng (ang. absolute knowledge), obejmujaca zdania, ktére sa
traktowana jako prawdziwe tylko wtedy, gdy nie ma od nich zadnych wyjatkéw. Oprocz tej
wiedzy, mozna jednak wyraza¢ takze prawdziwos¢ zdania ¢, gdy jest co najwyzej n wyjatkow
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od ¢. Autorzy wskazuja, ze ich logika moze by¢ wykorzystywana w systemach wspomagania
decyzji, stanowiac pomost pomig¢dzy klasyczna logika epistemiczna i metodami ilosciowymi
(w tym nawet probabilistycznymi), ktore sa stosowane w sztucznej inteligencji.

Nieco podobna koncepcjg zaprezentowali Demolombe i Liau [Dem2001] proponujac logi-
ke stopniowanego zaufania i przekonan (ang. logic of graded trust and belief) jako formalna
podstawe modelowania agentow. Logika ta umozliwia reprezentowanie wiarygodnosci prze-
konan agenta za pomoca dyskretnych stopni zaufania (ang. levels of trust). Intencja autoréw
byto umozliwienie gradacji zaufania agenta do r6znych zrdédet informacji (w tym innych agen-
tow) w systemie wieloagenckim.

Zaproponowane zostaty takze modele oparte na liczbowych miarach niepewnosci, takich
jak prawdopodobienstwo (wyznaczane zgodnie z r6znymi teoriami, np. wedtug teorii Bayesa),
funkcje przekonania (ang. belief functions) w teorii Dempstera-Shafera; miary mozliwosci
(ang. possibility measures), ktore sa stosowane na przyklad w logice rozmytej, wprowadzonej
przez Zadeha [Bol1991], [Wal1996].

Fagin 1 Halpern [Fag1994] zaproponowali, oparty na rachunku zdan (ang. propositional
logic), probabilistyczny model wiedzy, bgdacy rozszerzeniem klasycznej struktury Kripke'go
[Kri1963] o reprezentacj¢ prawdopodobienstwa. Autorzy omowili wlasnosci modelu i podali
jego kompletng aksjomatyzacje. Podobna logike opisuje Halpern w [Hall998]. Z kolei
we wczesniejszej pracy [Hal1990] ten sam autor wprowadzit logike probabilistyczna oparta
na logice pierwszego rzgdu, ktéra ma wigksza site ekspresji od zwyktego rachunku zdan.
Halpern zaproponowat tam trzy rodzaje struktur: pierwszy do reprezentacji prawdopodo-
bienstwa dotyczacego dziedziny (ang. probability on the domain), drugi do wyrazania stopni
pewnosci (ang. degrees of belief) opartych na prawdopodobienstwie $wiatow mozliwych,
trzeci za§ — bedacy potaczeniem obu poprzednich. Autor zaproponowal kompletna aksjo-
matyzacje dla wszystkich trzech rodzajow struktur 1 przeanalizowal ich wiasnos$ci, wskazujac
na niepelna rozstrzygalnos¢. Kontynuacja tego nurtu zawarta jest migdzy innymi w pracach
[Abal994], [Fagl1994]. Bacchus [Bac1990] zaproponowal, oparta na logice pierwszego rzgdu,
logike probabilistyczna Lp, podajac dla niej kompletng aksjomatyzacjg. Logika ta jest podob-
na do omawianej wyzej logiki Halperna [1990].

Halpern 1 Pucella [Hal2002] wprowadzili, oparta na rachunku zdan, logike wnioskowania
o oczekiwaniach (ang. logic of expectations), ktorej semantyka jest zalezna od zastosowane;j
miary niepewnos$ci. W szczego6lnosci autorzy podali pelna aksjomatyzacje tej logiki dla miar:
prawdopodobienstwa, funkcji przekonania (ang. belief functions) i miary mozliwo$ci (ang.
possibility measure).

Milch i1 Koller [Mil2000] zaproponowali epistemiczng logike probabilistyczng (ang.
Probabilistic Epistemic Logic, PEL), bedaca szczegdlnym przypadkiem logiki [Fagl994].
Umozliwia ona modelowanie niepewno$ci przekonan agentéw przy zatozeniu doskonatej
pamieci (ang. perfect recall assumption), ktdre oznacza, ze agent nie zapomina zapisanych
obserwacji. Jako reprezentacj¢ dla logiki PEL autorzy wykorzystali sieci Bayesa (ang.
Bayesian networks).
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2.3. Uczenie sie systemu agenckiego

Dalsza cz¢$¢ niniejszego rozdziatu jest poswigcona maszynowemu uczeniu si¢ w konte-
kscie systemow agenckich i1 zawiera przeglad, analizg 1 oceng wspodlczesnych osiagnigé w tej
dziedzinie.

Techniki uczenia si¢ w systemach agenckich sa w ostatnich latach przedmiotem duzego
zainteresowania i licznych prac, prowadzonych w wielu osrodkach naukowych. Tak intensyw-
ny rozwdj tej dziedziny w naturalny sposoéb wynika z postulatow stawianych przed systemem
agenckim, przede wszystkim autonomicznosci i elastycznosci jego dziatania. Ta druga cecha
jest wigzana z pojeciem systemu adaptacyjnego, a wigc zdolnego do samodzielnego do-
stosowywania si¢ do zmieniajacych si¢ warunkow w otoczeniu tak, aby jak najefektywniej
realizowa¢ stawiane przed nim cele. Wedlug Maes agent jest adaptacyjny, jesli wraz
z rosnacym doswiadczeniem potrafi on udoskonala¢ swoje dziatanie, czyli polepsza¢ zdolnos¢
osiagania swoich celow [Mae1994b].

Prace z dziedziny uczacych si¢ agentdw sa zroznicowane 1 moga by¢ uporzadkowane we-
dlug réznych kryteriow. Podstawowy podzial obejmuje dwie grupy, omawiane w dalszej
czesci tekstu:

1) metody uczenia sie pojedynczego agenta — stanowia punkt wyjscia dla dziatania adapta-
cyjnego indywidualnego agenta oraz jakiegokolwiek bardziej zlozonego procesu
uczenia si¢ grupowego; nacisk potozony jest na sama technik¢ pozyskiwania i przetwa-
rzania wiedzy oraz jej wykorzystania w procesie decyzyjnym agenta;

2) metody uczenia sie systemow wieloagenckich — dotycza adaptacyjnego zachowania
agenta, ktore uwzglednia istnienie innych agentow; zaliczane sa tutaj metody silnego
1 stabego uczenia sig systemow wieloagenckich.

2.4. Uczenie sie pojedynczego agenta

W tym przypadku, okre§lanym takze mianem uczenia si¢ scentralizowanego (ang. centra-
lized learning) lub izolowanego (ang. isolated learning) [Sen1999],[Wei1996], proces uczenia
si¢ ma charakter indywidualny i1 dotyczy tylko okreslonego agenta. Interakcja z innymi agenta-
mi jest mozliwa, ale nie stanowi ona warunku koniecznego do tego, aby agent mogt sig uczy¢.

Russell 1 Norvig [Rus1995] opisali ogolna architekturg uczacego sig¢ agenta, przedstawiona
na Rys. 2.1. Wedlug tego schematu agent sklada si¢ z czterech glownych modutow
[Rus1995], [Gue2003].

Modut wykonawczy (ang. performance element) — odpowiada za przetwarzanie infor-
macji uzyskiwanej ze Srodowiska zewngtrznego za posrednictwem sensoréow 1 wybor
akcji, ktore maja by¢ wykonywane na tym srodowisku przez efektory. Modut ten stano-
wi zbior wszystkich funkcji agenta z wyjatkiem uczenia si¢ 1 moze by¢ zbudowany na
wiele sposobdw, zaleznie od konkretnej architektury agenckiej. W szczegdlnosci moze
on zawieraé: (i) wiedzg ogo6lna o dziedzinie; (ii) informacj¢ o $wiecie zewngtrznym
1 jego dynamice; (iii) funkcje uzytecznos$ci, ktora warto$ciuje stany otoczenia w konte-
kécie celow agenta; (iv) przyporzadkowanie akcji do warunkéw w biezacym stanie
srodowiska oraz (v) informacj¢ o mozliwych skutkach wykonania poszczegolnych akcji.
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- Krytyk (ang. critic) — dostarcza modutowi uczenia si¢ informacji trenujacej oraz oceny
efektywnos$ci dotychczasowego dziatania agenta. W przypadku uczenia si¢ z nadzorem
(ang. supervised learning) ocena ta pochodzi o nauczyciela. Jesli natomiast agent uczy
si¢ bez nadzoru (ang. unsupervised learning), ocena dzialania jest mozliwa na podsta-
wie ustalonej miary wydajnosci, ktéra zalezy od konkretnej dziedziny zastosowania
1 jest ustalana przez projektanta systemu.

Modut uczenia si¢ (ang. learning element) — na podstawie wiedzy o module wykonaw-
czym oraz informacji zwrotnej od krytyka, dokonuje on w module wykonawczym
zmian, ktore potencjalnie moga udoskonali¢ dziatanie agenta. Modyfikacje te dotycza
przede wszystkim procedury wyboru akcji na podstawie warunkéw otoczenia. Przy
projektowaniu modutu uczenia si¢ nalezy wyodrgbni¢ przeznaczone do zmian elementy
modulu wykonawczego, ich reprezentacj¢ oraz sposoéb dokonywania modyfikacji.
Trzeba takze uwzgledni¢ wiedz¢ ogolna, posiadana przez agenta juz w momencie
implementacji (ang. prior knowledge), zdetiniowa¢ posta¢ danych trenujacych z modutu
wykonawczego oraz informacji zwrotnej od krytyka.

Generator problemu (ang. problem generator) — odpowiada za strategi¢ eksploracji
(ang. exploration strategy), czyli sugerowanie akcji w poszukiwaniu nowych doswiad-
czen, ktoére moga poprawia¢ dzialanie agenta w perspektywie dlugoterminowej, mimo
iz w danej chwili sa nieoptymalne wzgledem posiadanej przez agenta wiedzy.

Uczacy sie agent
Percepcja
Krytyk - Sensory |
Informacja
zwrotna
) \J
\ Zmiany
Modut > Modut
uczenia sie | wykonawczy
Wiedza
Cele
uczenia sie
A \ _
Generator Wiedzaocelu [ oo Akije
problemu uczenia sie y >
Srodowisko

Rys. 2.1. Ogdlna architektura uczacego si¢ agenta (na podstawie [Rus1995], str. 526).

Warto zwrdci¢ uwagg, ze duza czes¢ dotychczasowych, ogoélnych prac z zakresu maszyno-
wego uczenia si¢ nie bierze pod uwage osadzenia algorytmu uczenia si¢ w systemie agenckim,
to znaczy nie uwzglednia autonomicznego sterowania procesem, wspoipracy modutu uczenia
si¢ z innymi modulami agenta i jego interakcji z konkretnym $§rodowiskiem zewngtrznym
[Kaz2001]. Tymczasem problemy te sa wazne przy probie zastosowania technik uczenia si¢
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w systemie agenckim. Kazakov i Kudenko [Kaz2001] podaja szereg kwestii, ktore musza by¢
wowczas rozstrzygnigte:

zdefiniowanie celu uczenia sig;
- okres$lenie zrédta i charakteru danych trenujacych;
wybor techniki uczenia sig;

sposob integracji metody maszynowego uczenia si¢ z architektura agencka.

2.4.1 Cel uczenia sie

Podany przez Kazakova i Kudenke [Kaz2001], cel uczenia si¢ agenta, jest bardzo zblizony
do omawianego w poprzednim rozdziale, ogdlnego celu systemu uczacego si¢. Jesli przyjac,
ze agent jest obiektem, ktdry przy pomocy sensoro6w pobiera dane z otoczenia i w oparciu o te
dane oraz wewngtrzny proces wnioskowania wykonuje akcje na otoczeniu, wowczas mozna
okresli¢ cel uczenia si¢ agenta jako znalezienie procedury decyzyjnej, ktoéra umozliwia wybor
odpowiednich akcji.

Z kolei Maes [Mae1994b] definiuje problem uczenia si¢ agenta na podstawie do§wiad-
czenia w nastgpujacy, silniejszy sposéb. Dany jest agent z: (i) zbiorem dostepnych akceji (lub
tzw. modutow kompetencji), (ii) danymi sensorycznymi, odbieranymi z otoczenia oraz
(i11) wieloma celami (zmiennymi w czasie). Nalezy opracowa¢ sposob udoskonalania wyboru
akcji przez agenta w oparciu o doswiadczenie, tak, aby agent lepiej dazyl do celow
[Mae1994b]. Omawiane tutaj polepszenie osiagania celow moze by¢ roéznie okreslone w za-
lezno$ci od dziedziny zastosowania agenta i moze oznacza¢ na przyktad zmniejszanie $red-
niego kosztu osiagnigcia celu lub zwigkszanie skumulowanej nagrody (w przypadku uczenia
si¢ ze wzmocnieniem). A zatem Maes wymaga, aby uczenie si¢ agenta nie tylko pozwalato na
znalezienie procedury decyzyjnej, lecz aby procedura ta byta stopniowo ulepszana.

Zdaniem Maes kazdy model uczenia si¢ autonomicznego agenta powinien spetniaé
ponizsze wymagania [Mae1994b].

« Uczenie si¢ powinno by¢ inkrementacyjne — nie powinien wystgpowac podziat na faze
uczenia si¢ 1 faz¢ dzialania.

+ Uczenie sie powinno by¢ zorientowane na wiedze relewantnq do celow agenta, gdyz
w rzeczywistych, zlozonych S$rodowiskach agent nie ma mozliwosci przyswajania
wszystkich dostepnych informac;ji.

Model uczenia sie powinien obstugiwac wiedze niepewnq i niepeing, na przyktad szumy
1 zaktocenia, zdarzenia zachodzace z pewnym prawdopodobienstwem, bi¢dne odczyty
danych pochodzacych z percepcji.

Uczenie si¢ powinno przebiegac¢ bez nadzoru, aby agent mégt dziata¢ autonomicznie.

Przekazywanie agentowi pewnej wiedzy wbudowanej — powinno by¢ zapewnione, aby
nie musiat on uczy¢ si¢ wszystkiego od poczatku.

Dodatkowo Gaines [Gail997], wyrazajac wiedz¢ w kategoriach zdolnosci wykonania
pewnego zadania, proponuje, aby tak pojeta kompetencja agenta miata wlasnosci monotonicz-
no$ci. Oznacza to, ze jesli agent potrafi wykonaé pewne zadanie, to bedzie on zawsze w stanie
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wykona¢ to zadanie. Zdolnos$ci agenta nie moga male¢, a jedynie wzrasta¢ lub pozostawaé na
stalym poziomie.

Warto zwroci¢ uwage w przytoczonych pracach, ze w odniesieniu do systemu agenckiego
uczenie si¢ w ogolnym przypadku nie jest definiowane jako klasyczny problem optymalizacji
procedury decyzyjnej agenta. Czesto mowi si¢ natomiast o ,,polepszaniu” procesu decyzyjne-
go, o metodach przyblizonych i heurystycznych. Taki stan rzeczy wynika ze stawianych przed
agentami wysokich wymagan, dotyczacych ich poziomu autonomiczno$ci i1 osadzenia
w dynamicznym Srodowisku, ktore sprawiaja, ze klasyczna optymalizacja czgsto nie moze by¢
zastosowana ze wzgledu na zbyt duza ztozonos$¢ obliczeniowa.

2.4.2 Dane trenujace

Nalezy okresli¢, jakie fakty opisujace otoczenie agenta i jego interakcj¢ z nim, beda pod-
stawa uczenia si¢. Warto tutaj podkreslic wymog selektywnos$ci danych dostarczanych agen-
towi. W rzeczywistych zastosowaniach bardzo rzadko do algorytméw uczacych przekazuje si¢
wszystkie informacje, ktore system jest w stanie zarejestrowac lub pozyskac z innych Zrodet.
Zgodnie z oméwionym wezesniej postulatem Maes [Mae1994b], agent nie powinien uczy¢ si¢
wszystkiego, lecz tylko tego, co moze by¢ przydatne z punktu widzenia jego celow. Pierw-
szym ograniczeniem, uzasadniajacym ten wymog, jest zlozono$¢ obliczeniowa uczenia sig,
ktora moze sprawiac, iz agent jest w stanie przetworzy¢ tylko czgs$¢ dostgpnych danych tak,
aby nie zaktocato to ptynnosci jego normalnego dziatania. Po drugie, agent w trakcie swojego
dziatania jest w stanie wykorzysta¢ ograniczong ilos¢ wiedzy (np. ze wzgledu na czas prze-
szukiwania struktur bazy wiedzy).

Mozemy wyrozni¢ trzy rodzaje zrodet informacji trenujacej dla agenta [Kaz2001].

Zewnetrzny nauczyciel (ang. external teacher) — zrddlo zewngtrzne w stosunku do agen-
ta, ktore dostarcza mu ciag przyktadow trenujacych tak, jak to zostalo opisane w po-
przednim rozdziale, przy omawianiu uczenia si¢ z nadzorem.

Informacja trenujqca pochodzqca z otoczenia (ang. environmental feedback) — jest to
sytuacja charakterystyczna dla uczenia si¢ poprzez eksperymentowanie. Agent wykonu-
je akcjg na otoczeniu i odbiera z niego informacje, ktora wskazuje na odniesiona w ten
sposob korzys¢ lub stratg. Informacja ta moze by¢ zdefiniowana jako uzytecznos¢ (ang.
utility) okreslonego stanu otoczenia, ktory zostal zaobserwowany przez agenta. Jedna
z metod charakterystycznych dla tego Zrédta informacji trenujacej jest, omawiane we
wczesniejszym rozdziale, uczenie si¢ ze wzmocnieniem, ktdre, przypomnijmy, zostato
tam zakwalifikowane jako uczenie si¢ bez nadzoru (mimo i1z niekiedy jest traktowane
jako uczenie si¢ z nadzorem, cho¢ nie bezposrednim).

Wewnetrzna ocena agenta (ang. internal agent bias) — funkcja pozwalajaca na war-
tosciowanie pozyskiwanej wiedzy (np. wzorcoOw i zaleznosci w danych rejestrowanych
z otoczenia) bez jakiejkolwiek bezposredniej, zewngtrznej informacji trenujacej. Funk-
cja ta moze by¢ roznie definiowana w zaleznosci od dziedziny zastosowania. Kazakov
1 Kudenko okres$laja ten model jako uczenie sie bez nadzoru (ang. unsupervised lear-
ning), stwierdzajac przy tym, iz niewiele jest prac z tego zakresu [Kaz2001]. Sytuacja ta
nie powinna dziwié, skoro, jak to juz wczesniej zostato wyjasnione, w przypadku metod
uczenia si¢ bez nadzoru trudno jest okresli¢ wyrazna miarg¢ oceny jako$ci uczenia sig
systemu (tutaj — wewnetrzng funkcje oceny).
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Ponizej przedstawiona jest analiza uczenia si¢ z nadzorem i bez nadzoru w kontekscie sys-
temu agenckiego. Ocena przydatnosci obu grup technik uczenia si¢ w architekturze agenckie;j
przeprowadzona jest przede wszystkim pod katem zapewnienia autonomicznos$ci, ktora jest
podstawowa cecha wymagana od systemu agenckiego i odrozniajaca go od innych systemow
informatycznych.

Metody uczenia si¢ z nadzorem ciesza si¢ duza popularno$cia, poniewaz pozwalaja na
osiagnigcie wysokiej doktadnosci i1 szybkosci procesu uczenia si¢. Dodatkowo, dla tej grupy
algorytmow istnieja wyrazne miary oceny jakosci uczenia si¢. Uczenie si¢ z nadzorem zaklada
dostgpnosé zewnetrznego w stosunku do systemu uczacego si¢ zrodta informacji trenujace;j,
czyli nauczyciela. Wymog autonomicznosci agenta wyklucza mozliwo$¢ bezposredniego
manipulowania na jego wiedzy (co moze mie¢ miejsce wytacznie w fazie implementacji), stad
tez informacja trenujaca moze by¢ przekazywana agentowi tylko poprzez komunikacje z nim.
W rzeczywistych zastosowaniach mozemy wyodrgbni¢ nastgpujace Zrédla informacja trenu-
jacej dla autonomicznego agenta.

«  Projektant. Na etapie tworzenia lub wdrazania systemu agenckiego projektant prze-
prowadza sekwencj¢ uczenia systemu agenckiego, uzyskujac stan jego wiedzy pozadany
w konkretnym §rodowisku, po czym przestaje wplywac na dziatanie agenta.

«  Uzytkownik koncowy. Juz po wdrozeniu systemu agenckiego w okreslonym $rodowisku,
agent moze zwracac si¢ do uzytkownika o dostarczenie pewnej informacji trenujacej, na
przyktad o oceng ostatniej akcji agenta. Tego typu pytania pojawiaja si¢ co pewien czas
1 sa przedzielone okresami catkowicie autonomicznego dziatania agenta, kiedy korzysta
on z dostepnej wiedzy lub doskonali ja bez interakcji z uzytkownikiem.

- Inny agent. Jest to mozliwe w systemie wieloagenckim (ang. multi-agent system, MAS),
w ktorym poszczegodlne agenty’ sa zdolne do komunikowania sie i wymiany wiedzy
migdzy soba.

Pierwsza mozliwo$¢, a wigc dostarczanie informacji trenujacej przez projektanta lub
wdrozeniowca, ma duze znaczenie na etapie instalowania systemu agenckiego w okreslonym
srodowisku. Nie moze by¢ ona jednak traktowana jako mechanizm uczenia si¢ podczas nor-
malnej, autonomicznej pracy agenta.

Uzyskiwanie informacji trenujacej od uzytkownika jest mozliwe jedynie w pewnej klasie
zastosowan, to znaczy tam, gdzie moze zachodzi¢ interakcja z uzytkownikiem. Sa to przede
wszystkim programy petniace role osobistych asystentow (ang. personal assistants), na przy-
ktad w takich dziedzinach, jak: wyszukiwanie i filtrowanie informacji, dokonywanie zakupdéw
przez Internet lub udzial w elektronicznych aukcjach. Dodatkowym warunkiem jest zgoda
uzytkownika na udzielanie informacji agentowi. W ogdélnym przypadku agent nie powinien
wymusza¢ na uzytkowniku dziatan, ktore, mimo iz moga by¢ wykorzystane do optymalizacji
systemu, nie sa absolutnie konieczne do jego funkcjonowania, a w perspektywie krotkoter-
minowej moga wrecz spowalnia¢ interakcj¢ systemu z uzytkownikiem. Przypusémy, ze rola
agenta polega na rekomendowaniu uzytkownikowi stron WWW w oparciu o jego zaintere-
sowania, ktore zostaly rozpoznane na podstawie oceny stron przegladanych do tej pory.

2 Autor niniejszej pracy, zgodnie z wlasna intuicja jezykowa, stosuje agenty jako liczbe mnoga stowa agent, w

odniesieniu do programow agenckich (ang. software agents), w przeciwienstwie zas$ do agentow — ludzi. Jest
to podobna odmiana, jak w przypadku stowa pilot: mowimy ci piloci (o ludziach sterujacych samolotami), ale
te piloty (o urzadzeniach RTV).
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Podczas wyswietlania danej strony agent moze poprosi¢ uzytkownika o oceng stopnia jej
relewancji, ale uzytkownik ma prawo nie udziela¢ odpowiedzi, na przyktad dlatego, ze w
danym momencie si¢ $pieszy i chce tylko szybko przejrze¢ wybrana strong. W tej sytuacji,
wlasnie ze wzgledu na prawie catkowity brak mozliwos$ci wymuszania przez agenta na uzyt-
kowniku udzielania informacji, uczenie si¢ z nauczycielem — uzytkownikiem moze by¢ za-
stosowane W mocno ograniczonym zakresie. A zatem wykorzystanie tego typu metod
uczenia si¢ z nadzorem w rzeczywistych aplikacjach jako gléwnego mechanizmu adaptacyjne-
g0, moze okazac si¢ nieefektywne, gdyz duza czg$¢ potencjalnie waznej informacji trenujacej
jest wtedy poza jego zasiggiem.

Pozostato nam rozwazenie mozliwosci wykorzystania przez agenta informacji trenujacej,
ktora pochodzi od innego agenta. Mozemy mie¢ do czynienia z dwoma gléwnymi sposobami
uczenia si¢ w systemie wieloagenckim [Weil996]: (i) silne (ang. strong multi-agent learning)
— wzajemne dzielenie si¢ wiedza i do$wiadczeniem przez agenty, ktore maja wspolny cel
uczenia si¢ oraz (ii) stabe (ang. weak multi-agent learning) — indywidualne uczenie si¢
poszczegbdlnych agentow, na ktore ma wplyw zachowanie innych agentow, obserwowane
we wspolnym Srodowisku. Latwo mozna stad wywnioskowaé, ze tylko silne uczenie si¢
mozemy uzna¢ za uczenie si¢ z nadzorem, gdzie agent posiadajacy wigksza wiedzg lub
umiejetnosci przekazuje je innemu agentowi w formie informacji trenujacej. W przypadku
stabego uczenia sig¢ systemu wieloagenckiego, poszczegdlne agenty nie prowadza ze soba
komunikacji po to, aby bezposrednio przekazywaé sobie nawzajem swoja wiedzg ze wzgledu
na wspoélne rozwigzywanie pewnego problemu, lecz wylacznie po to, aby zrealizowac wiasne
cele. Agenty zatem ucza si¢ samodzielnie, bez pomocy innych agentéw, natomiast ewentualna
poprawa globalnej wydajnosci catego systemu wieloagenckiego ma co najwyzej charakter
zjawiskowy (ang. emergent) — moze pojawic si¢ w systemie, ale w sposéb nie do konca mozli-
wy do przewidzenia. Uczenie si¢ w systemie wieloagenckim jest omdéwione w dalszej czgsci
pracy, natomiast tutaj chcemy rozstrzygna¢ mozliwo$¢ wykorzystania agenta jako nauczyciela
dla innego agenta, ktory uczy si¢ z nadzorem. Tego typu rozwiazanie ma sens tylko wtedy,
gdy agent — nauczyciel posiada wiedzg¢ przydatna dla agenta uczacego sig, ktorej agent —
uczen nie posiada. Oto przyktady takiej sytuacji.

Specjalizacja agentow. Poszczegbdlne agenty maja odrgbne funkcje lub obszary dziatania
(np. przeszukuja rozne grupy domen w sieci Internet) 1 specjalizuja si¢ w nich, przez co
rozna jest takze ich wiedza pochodzaca z interakcji z fragmentami srodowiska. Jesli jed-
nak zachodzi potrzeba, aby przez pewien czas dany agent dziatal poza swoim normal-
nym obszarem, moze on, zamiast rozpoznawania tej czgsci srodowiska od zera, pozy-
ska¢ wiedze od wyspecjalizowanego tam agenta.

Roznice w doswiadczeniu. Wszystkie agenty dziataja w tym samym s$rodowisku, ale
miedzy soba ro6znia si¢ one doswiadczeniem — na przykiad dlugoscia dziatania (,,zycia
agenta”) lub intensywnoscia dotychczasowej interakcji z otoczeniem. W tej sytuacji
rowniez agenty o wigkszym do$wiadczeniu moga przekazywaé swoja wiedz¢ innym
agentom — mniej doswiadczonym.

Naturalng metoda uczenia si¢ agenta w powyzszych sytuacjach jest omawiane wczes$niej
uczenie si¢ na podstawie zapytan [Cic2000], w ktorym agent — nauczyciel wystepuje w roli
wyroczni odpowiadajacej na jawne pytania agenta — ucznia. Przy odpowiedniej konfiguracji
systemu wieloagenckiego takie dzielenie si¢ wiedza nie tylko moze poprawia¢ lokalnie
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efektywnos$¢ poszczegélnych agentow, ale tez calego systemu. Zwréémy jednak uwage, ze
dzieje si¢ tak tylko wtedy, gdy zachodza znaczace réznice pomigdzy wiedza poszczegdlnych
agentow. Samo wspotdzielenie wiedzy nie gwarantuje natomiast dostarczenia nowej wiedzy
do systemu wieloagenckiego, gdyz musi to nastapi¢ w fazie projektowej lub podczas indywi-
dualnego uczenia si¢ poszczegélnych agentow. (Agenty same musza skad$ zdoby¢ wiedze,
aby moc si¢ nia dzieli¢ z innymi agentami). Widzimy zatem, ze niezaleznie od pozytywnych
1 pozadanych skutkéw silnego uczenia si¢ systemu wieloagenckiego, nie moze by¢ ono jedy-
nym mechanizmem uczenia si¢ agentow, lecz powinno raczej petni¢ rolg¢ wspomagajaca
1 optymalizujaca dziatanie calego systemu.

Podsumowujac powyzsza analiz¢ mozemy stwierdzi¢, ze:

w systemie agenckim istnieje mozliwo$¢ zastosowania uczenia si¢ z nadzorem, jednak
informacja trenujaca musi by¢ przekazywana agentowi na drodze komunikacji, a nie
bezposredniej manipulacji na jego wiedzy;

- zrodtem informacji trenujacej dla agenta moze by¢: projektant, uzytkownik koncowy
lub inny agent;

we wszystkich przeanalizowanych przypadkach uczenie si¢ z nadzorem moze prowa-
dzi¢ do pozadanych skutkow — to znaczy do poprawy indywidualnego dziatania agenta
lub nawet catego systemu wieloagenckiego;

w systemie autonomicznym, ktérym jest agent, uczenie si¢ z nadzorem moze by¢ za-
stosowane w ograniczonym zakresie 1 dlatego nie powinno by¢ jedynym mechanizmem
uczenia sig, lecz pehnic¢ rolg wspomagajaca.

Przestawione konkluzje prowadza do ogélnego wniosku, ze gtdéwnym mechanizmem ad-
aptacji autonomicznego agenta powinno by¢ jego indywidualne uczenie si¢ bez nadzoru, ktore
moze by¢ ewentualnie uzupetniane uczeniem si¢ z nadzorem. Jest to wniosek w duzym stop-
niu zgodny z intuicja, skoro najwazniejsza cecha agenta jest jego samostanowienie o sobie,
czyli autonomiczno$¢. Zauwazmy, ze ten wynik jest bardzo zbiezny z przytoczonym
wczesniej postulatem Maes, iz w architekturze agenckiej nalezy stosowac¢ uczenie si¢ bez nad-
zoru [Mae1994b].

Wymagamy zatem, aby agent, jako system uczacy si¢, samodzielnie kontrolowat caty
proces: pozyskiwania informacji z otoczenia, przetwarzania jej, wplywania na stan bazy
wiedzy, wykorzystywania zdobytej wiedzy do udoskonalania swojego dziatania i oceny
uczenia si¢. Spetienie tych wymagan jest powaznym wyzwaniem, jesli wzia¢ pod uwagg, ze
W uczeniu si¢ bez nadzoru istnieje, wspomniana juz kilkakrotnie, trudno$¢ oceny jakosci
wiedzy w ten sposob pozyskiwanej [Has2001]. W dalszej czesci tekstu rozwazane sa rozne
zagadnienia zwiazane z osadzeniem metod uczenia si¢ w architekturze agenckie;j.
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2.4.3 Techniki uczenia sie agentow

Wsréd opracowanych dotychczas technik uczenia si¢ agentdéw mozna zauwazy¢ zdecydo-
wana dominacj¢ metod symbolicznych, rzadkoscia za$ sa propozycje takie, jak [Rin1997],
wykorzystujace techniki niesymboliczne, na przyktad sieci neuronowe. Dostepne prace z za-
kresu uczenia si¢ agentdow moga by¢ uporzadkowane na wiele sposobdéw 1 wedlug réznych
kryteriow. W niniejszym przegladzie proponujemy, czg¢sciowo opierajac si¢ na [Gue2003]
oraz [Mae1994b], podziat technik na ponizsze grupy:

+ uczenie si¢ ze wzmocnieniem (ang. reinforcement learning, RL);
uczenie si¢ oparte na wyjasnianiu (ang. explanation-based learning);
uczenie si¢ poje¢ (ang. concept learning from examples);

+ uczenie si¢ modelu (ang. model-based learning);

- inne metody — nie nalezace do zadnej z powyzszych kategorii.

Zgromadzone przez autora prace sa omawiane wedlug powyzszej klasyfikacji. Najwigcej
miejsca poswigcone jest uczeniu si¢ ze wzmocnieniem, gdyz ta grupa metod wyraznie do-
minuje wsrod opracowanych dotad rozwiazan adaptacji agentow.

Uczenie si¢ ze wzmochnieniem (ang. reinforcement learning, RL)

Jest to w ostatnich latach zdecydowanie najbardziej popularne podej$cie wsrod prac
dotyczacych uczenia si¢ agentdéw. Ogolna idea uczenia si¢ ze wzmocnieniem zostala podana
w poprzednim rozdziale, natomiast doglgbna, wyczerpujaca analiza tej grupy metod w konte-
kscie systemoéw agenckich zostata przedstawiona w pracy Ribeiro [Rib2002]. Tam tez mozna
znalez¢ ogo6lny model agenta uczacego si¢ ze wzmocnieniem, przedstawiony na Rys. 2.2.

Agent posiada kilka modutow, ktére sa wykorzystywane w procesie uczenia sig:

wiedza wbudowana (ang. built-in knowledge) — wiedza przekazana agentowi na etapie
jego projektowania;

sensory (ang. sensors) — mechanizmy prowadzace obserwacje stanu procesu
Zewngetrznego,

stan wewnetrzny (ang. internal state) — struktura reprezentujaca przekonania agenta
o biezacym stanie procesu zewngtrznego;

. estymator kosztu (ang. cost estimator) — modul gromadzacy do$wiadczenie w postaci
stanow wewngtrznych oraz zwigzanych z nimi wzmocnien i przypisujacy do nich koszt,
ktéry odzwierciedla przekonanie agenta, na ile dobry (uzyteczny) jest dany stan;

procedura decyzyjna (ang. action policy) — strategia wyboru akcji na podstawie wiedzy
posiadanej przez agenta.

Agent za pomoca sensorow odbiera informacj¢ o biezacym stanie procesu (otoczenia)
1 zapisuje ja w strukturze stanu wewngtrznego. Informacja o stanie wewngtrznym moze
uwzglednia¢ wczesniejsze obserwacje oraz wiedz¢ wbudowana. Nastgpnie estymator kosztu
przypisuje stanowi wewngtrznemu oraz zwigzanemu z nim wzmocnieniu okreslony koszt,
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ktory stanowi oceng stanu, na podstawie zgromadzonego dotad do$wiadczenia. Wowczas
procedura decyzyjna, na podstawie kosztow obliczonych przez estymator kosztu, dokonuje
wyboru akcji, ktora ma by¢ wykonana przez agenta. Wiedza wbudowana moze wptywac¢ na
zachowanie agenta w sposob bezposredni, poprzez zmiang strategii decyzyjnej, lub tez
posredni, oddziatujac na pracg sensorow lub estymatora kosztu. W opisanym tutaj modelu
agenta proces gromadzenia doswiadczenia i podejmowania decyzji przebiega cyklicznie, po-
przez powtarzanie ponizszych etapow:

1. Obserwacja procesu (otoczenia) i dostarczanego przez niego wzmocnienia.

2. Wykonanie na procesie akcji, ktdra jest wybierana przez agenta na podstawie wczesniej-
szego doswiadczenia, ostatniej obserwacji 1 wzmocnienia.

3. Nowa obserwacja procesu, aktualizacja skumulowanego do$wiadczenia.

Proces

. stan procesu s
(otoczenie) t

akcja a,

wzmocnienie rti

Y
Procedura Estymator Stan Sensory
decyzyjna® 7 kosztu ™ | wewnetrzny
(odbieranie
(wybor (kumulowanie (obraz procesu bodzcéw
akgji) dos$wiadczenia) zewnetrznego) z otoczenia)

L L

Wiedza wbudowana

Agent

Rys. 2.2. Ogdlny model agenta uczacego si¢ ze wzmocnieniem (na podstawie [Rib2002], str. 227).

Innymi stowy, agent przeprowadza eksperymentowanie na srodowisku, w ktorym jest osa-
dzony. Wykonuje on pewna akcj¢ i obserwuje stan otoczenia, ktory jest wynikiem wykonania
akcji. W zaleznosci od zaobserwowanego rezultatu, agent otrzymuje okre§lone wzmocnienie,
informujace go o jakosci jego dzialania w konteks$cie postawionego przed nim zadania. Celem
uczenia si¢ agenta jest znalezienie zwiazku pomigdzy obserwowanymi stanami otoczenia
1 wykonanymi akcjami, a ich wynikiem w postaci wzmocnienia tak, aby procedura wyboru
akcji, zwana tutaj strategia, byla jak najbardziej zblizona do optymalne;.

Opisane tutaj uczenie si¢ ze wzmocnieniem (RL) jest przedmiotem wielu prac z zakresu
uczenia si¢ agentow. Istnieje takze wiele udanych aplikacji algorytmow RL w architekturze
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agenckiej, w takich dziedzinach, jak: planowanie i alokacja zasobdw, robotyka oraz systemy
wieloagenckie.

Cole, Lloyd i Ng [Col2003] [Ng2004] zaproponowali system uczenia si¢ drzew decyzyj-
nych o nazwie ALKEMY, wykorzystujacy odmiang RL — Q-learning, w ktorym zastosowana
jest symboliczna reprezentacja stanu, akcji 1 funkcji Q. Autorzy zwracaja uwage na korzysci
ptynace z symbolicznej reprezentacji wiedzy w algorytmach RL, w stosunku do alternatyw-
nych podejs¢ niesymbolicznych, na przyktad sieci neuronowych: (i) reprezentacja symbolicz-
na zapewnia wygodny sposob opisu dziedziny (ang. domain knowledge), strategii wyboru
akcji (ang. policy) oraz funkcji Q; (i) strategie oraz funkcje Q, zapisane w formie symbolicz-
nej, sa bezposrednio zrozumiate 1 dostepne do manipulowania przez cztowieka (np. dzigki
temu agent moze wyjasni¢ uzytkownikowi, dlaczego podejmuje takie, a nie inne akcje).
Autorzy twierdza, iz symboliczna reprezentacja funkcji strategii wyboru akcji jest kluczowa
dla wydajnej integracji wnioskowania i mechanizmu uczenia si¢ w architekturze agenckie;j.
Wazne jest jednak, aby agentowi przekazywane bylo jak najwigcej wiedzy wbudowane;,
a mechanizm uczenia si¢ stuzylt jedynie jej uzupetnieniu (np. dostosowaniu agenta do konkret-
nego uzytkownika) [Col2003]. U podstaw systemu ALKEMY lezy rozbudowany formalizm
logiki wyzszego rzgdu, opisany w pracy [Ng2004].

Ring [Rin1997] zaproponowal system o nazwie CHILD, ktéry wykorzystuje dos¢ rzadkie
polaczenie algorytmu Q-learning oraz algorytmu hierarchii przejs¢ czasowych (ang. Tem-
poral Transition Hierarchies, TTH), opartego na sieciach neuronowych. System CHILD sta-
nowi realizacje koncepcji ustawicznego uczenia sie (ang. continual learning), wedtug ktorej
autonomiczny agent uczy si¢ w trakcie swojego dziatania w sposob inkrementacyjny (tzn.
réwnolegle z realizacja swoich normalnych funkcji) 1 hierarchiczny (raz wyuczone umiejgtno-
$ci moga by¢ rozbudowywane 1 zmieniane w pozniejszym czasie).

Tesauro 1 Kephart [Tes2002] przeprowadzili eksperymentalng analize dzialania agentow
uczacych si¢ metoda Q-learning w rdznych wariantach problemu konkurencyjnego ustalania
ceny przez dwodch sprzedawcow (ang. two-seller economy). Uzyskane wyniki wskazuja,
ze strategie agentow uzyskane z uczenia si¢ Q-learning zwigkszaja zyski agentow i redukuja
cykliczne wojny cenowe (ang. cyclic price wars), w porOwnaniu z prostszymi strategiami,
takimi jak krotkoterminowe planowanie z wyprzedzeniem (ang. short-term lookahead).

Zhong, Wu i1 Kimbrough [Zho2002] wykazali eksperymentalnie pozytywny wplyw
algorytmu RL na efektywnos$¢ dziatania agenta podczas gry w ultimatum (ang. ultimatum
game), ktora jest znanym modelem procesow negocjacji. Senkul i Polat [Snk2002] zastosowa-
li algorytm Q-learning w systemie wieloagenckim, rozwiazujacym klasyczny problem wilkow
i owcy (ang. prey-hunter capture game) 1 zaproponowali grupowanie tabel wartosci funkcji Q
(ang. Q-tables) jako metode zwigkszenia wydajnosci uczenia si¢ poszczegdlnych agentow.
Badaniu algorytméw Q-learning w aplikacjach z zakresu teorii gier poswigcona zostata takze
praca Kimbrougha 1 Lu [Kmb2005].

Crites 1 Barto [Cri1998] zastosowali algorytmy RL do implementacji agentow, ktore steru-
ja systemem wind w symulatorze. Marsella 1 wspotpracownicy [Mar2001] zastosowali RL
w symulacjach ligi pitkarskiej RoboCup, prowadzonych w architekturze ISIS. Algorytm RL
wykorzystywany jest przez agenty do uczenia si¢ wyboru planu przechwytywania zblizajacej
si¢ pitki. W tej samej dziedzinie (RoboCup) Thawonmas, Hirayama 1 Takeda [Tha2002] stwo-
rzyli system KUP-RP, w ktorym zastosowali algorytm Q-learning do uczenia agenta
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wybranych umiejetnosci gry w pitke nozna. Wang i Usher [WgU2005] zastosowali algorytm
Q-learning do realizacji uczenia si¢ regut przydziatu zadan (ang. dispatching rules) przez
autonomicznego agenta, ktory steruje maszyna produkcyjna. Chen i jego wspoOtpracownicy
[ChY2005] uzyli algorytmoéw uczenia si¢ ze wzmocnieniem do rozwiazania problemu koordy-
nacji agentOw w systemie wieloagenckim. Jako model koordynacji wykorzystana zostata roz-
myta struktura zadan subjektywnych (ang. Fuzzy Subjective Task Structure, FSTS). Kaya
1 Alhajj [Kay2005b], [Kay2005c] wykorzystali techniki Q-learning do realizacji uczenia si¢
wspolpracujacych ze soba agentow. Autorzy oparli proponowane rozwigzanie na rozmytej
strukturze wielowymiarowej OLAP (ang. on-line analytical processing) oraz algorytmach
znajdowania rozmytych regut zwiazku (ang. fuzzy association rules).

Takadama, Nakasuka i Terano [Tak1998] zastosowali algorytmy RL w dziedzinie projek-
towania ptytek drukowanych (ang. Printed Circuit Board design, PCBs). Ich rozwiazanie jest
oparte na systemie uczqcych sie klasyfikatorow (ang. Learning Classifier System, LCS),
wykorzystujacym reguty produkcyjne oraz algorytmy genetyczne i nalezacym do omawianych
w poprzednim rozdziale systemow klasyfikatorow (ang. classifier systems, CS).

Van Bragt i La Poutré [Brg2003] zaproponowali rozwiazanie adaptacji negocjujacych
agentow, ktore rowniez jest oparte na CS, przy czym klasyfikatorami sa tutaj strategie
negocjacyjne, reprezentowane w formie automatow skonczonych (ang. finite automata).
Algorytmy ewolucyjne (ang. evolutionary algorithms, EA) sa natomiast wykorzystywane do:
(1) eksperymentowania z nowymi strategiami (mutacja), (ii) laczenia poprzednich strategii
(krzyzowanie — ang. cross-over), (ii1) usuwania gorszych strategii (selekcja). Bardzo podobne
podejscie mozna zauwazyé w pracy Gordon [Gor2001], ktora opracowata architekture
agencka APT (ang. Adaptive, Predictable and Timely). W architekturze tej agenty wykazuja
zdolnos¢ adaptacji do nieprzewidzianych okoliczno$ci, przewidywalno$¢ zachowania oraz
czas reakcji akceptowalny z punktu widzenia stawianych przed nimi zadan. Czg$¢ adaptacyjna
jest oparta na algorytmach ewolucyjnych, ktére odpowiednio modyfikuja plany agenta,
reprezentowane w formie automatéw skonczonych (ang. Finite State Automata, FSA). Nalezy
podkresli¢, ze autorzy prac [Brg2003] i [Gor2001] sami nie lokuja ich w obszarze systemow
CS, jednak mimo to mozna je tak zakwalifikowaé, poniewaz wystgpuja w nich klasyfikatory
0 pewnej reprezentacji (strategie, plany) oraz metoda eksperymentowania w formie algoryt-
moéw ewolucyjnych.

Jak wida¢, szereg omowionych wyzej prac wskazuje na przydatno$s¢ wykorzystania
algorytméw uczenia si¢ ze wzmocnieniem w architekturach agenckich, szczegélnie dla za-
stosowan, w ktorych uczenie si¢ agenta musi przebiega¢ rownoczesnie z wykonywaniem
przez niego normalnych zadan (ang. on-line learning). Mimo to, w kontek$cie systemow
agenckich uczenie si¢ ze wzmocnieniem posiada rowniez pewne ograniczenia, do ktorych
mozna zaliczy¢ migdzy innymi [Mae1994b], [Rib2002]:

trudnosci uczenia si¢ przy celach zmiennych w czasie — zmiana celu agenta moze wy-

muszac jego uczenie si¢ od poczatku;

- nieakceptowalny czas uczenia si¢ przy bardzo duzych przestrzeniach problemu,
wystepujacych w rzeczywistych zastosowaniach;

zawodno$¢ aparatu percepcyjnego agenta — obserwowany przez niego stan otoczenia za-
zwyczaj tylko w przyblizeniu odpowiada rzeczywistosci, przez co efektywnos¢ uczenia
si¢ moze ulega¢ obnizeniu;
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« trudno$ci modelowania ztozonych $rodowisk (co jest czgste w rzeczywistych
zastosowaniach) za pomoca proceséw decyzyjnych Markova (MDP).

Przedstawione problemy wyznaczaja biezacy obszar zastosowan technik uczenia sig
ze wzmocnieniem 1 wytyczaja kierunki ich dalszego rozwoju. Nie ulega natomiast watpliwo-
sci, ze dziedzina ta bedzie nadal przedmiotem intensywnych badan.

Uczenie sie oparte na wyjasnianiu (ang. explanation-based learning, EBL)

Jest to grupa metod nalezacych do kategorii uczenia sie na podstawie analizy (ang.
analytical learning) lub inaczej uczenia sie optymalizujqcego (ang. speedup learning)
[Alo2001], [Die2003]. Podczas uczenia si¢ agent nie musi prowadzi¢ interakcji z otoczeniem,
lecz analizuje zgromadzone wczes$niej doswiadczenie, aby wyciagna¢ na jego podstawie
uogoblnione wnioski. Agent wykorzystuje przy tym pewna wbudowana wiedz¢ o dziedzinie
(ang. built-in knowledge, background knowledge), aby wyjasni¢ (stad nazwa) przyczyny suk-
cesu lub porazki zapisanych, wczesniejszych dziatan. Na tej podstawie agent tworzy uogol-
nione reguty, ktore, wykorzystane w toku dalszego dziatania, moga zwigksza¢ jego efektyw-
no$¢. Dzigki temu agent, ktdry wielokrotnie wykonuje pewne zadanie, po nauczeniu si¢ od-
powiednich regut w pierwszym przebiegu, moze znacznie szybciej dochodzi¢ do celu w kolej-
nych uruchomieniach.

Najbardziej znang 1 rozwinigta architektura agencka, wykorzystujaca uczenie si¢ oparte na
wyjasnianiu, jest system Soar [Lai1987]. Jest to architektura kognitywna, ktérej podstawa teo-
retyczng jest zunifikowana teoria poznawania (ang. unified theory od cognition), wprowadzo-
na przez Newella [New1990]. W architekturze tej agent dazy do celu poprzez przeszukiwanie
przestrzeni problemu (ang. problem space search), bedacej przestrzenia wszystkich mozli-
wych stanéw, w ktorych moze si¢ znajdowac agent i jego otoczenie. W danym stanie agent
wybiera operator, za pomoca ktorego moze przejs¢ do nowego stanu i zblizy¢ si¢ do stanu
celu (ang. goal state). Przy wyborze operatora agent, zaleznie od konkretnej implementacji,
moze si¢ postugiwaé réznymi strategiami heurystycznymi, na przyktad analizq srodkow
prowadzqcych do celow (ang. means-ends analysis) lub przeszukiwaniem z wyprzedzeniem
(ang. look-ahed search). Soar jest systemem produkcyjnym i dlatego cato$¢ wiedzy dlugoter-
minowej jest zapisywana w formie regut jesli warunek, to akcja. Dziatanie systemu opiera si¢
na cyklu decyzyjnym (ang. decision cycle), ztozonym z dwoch podstawowych faz: fazy wy-
konania (ang. elaboration phase), w ktérej wykonywane sa az do wyczerpania wszystkie
produkcje pasujace do biezacego stanu oraz fazy decyzyjnej (ang. decision phase), w ktorej
system wybiera kolejny operator [Lail987].

Uczenie si¢ oparte na wyjasnianiu (EBL) zachodzi w agencie Soar wowczas, gdy dochodzi
do tak zwanego impasu (ang. impass), na przyklad wtedy, gdy agent nie posiada wystarcza-
jacej wiedzy, aby wybrac operator sposrdd wielu dostepnych. Wowczas agent wstrzymuje roz-
wiazywanie problemu w gltownej przestrzeni, probuje natomiast rozwigza¢ impas w pod-
przestrzeni, utworzonej poprzez mechanizm automatycznego tworzenia podcelow (ang.
automatic subgoaling). W podprzestrzeni tej agent moze przeanalizowac dostepne, remisowe
operatory postugujac si¢ pewna heurystyka (np. look-ahead search) i na tej podstawie zwrdcic¢
do gléwnej przestrzeni problemu wynik — brakujace wczesniej preferencje dotyczace wyboru
operatora. W ten sposOb impas zostaje przezwycigzony, a agent moze kontynuowac rozwiazy-
wanie problemu. W momencie gdy zwracane sa wyniki do przestrzeni, w ktorej doszto
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do impasu, system dokonuje analizy wstecznej (ang. backtracking): Yaczy warunki (atrybuty
stanu) z poczatku impasu ze zwrdconymi wynikami (akcjami), uogolnia je (podstawia zmien-
ne za konkretne warto$ci atrybutdw) i tworzy nowa produkcje, zwana kawatkiem (ang. chunk).
Uogolniona wiedza w postaci nowych produkcji moze by¢ wykorzystana w toku dalszego
dziatania agenta, pozwalajac na unikanie impasow i w konsekwencji — na zwigkszenie efek-
tywnosci agenta [Lai1987], [New1990], [Dud1999].

Od lat dziewigc¢dziesiatych ubieglego wieku architektura Soar jest ciagle rozwijana; po-
wstalo szereg prac teoretycznych oraz aplikacji w takich dziedzinach jak: symulatory lotnic-
twa wojskowego, Srodowiska treningowe w wirtualnej rzeczywistosci, gry komputerowe
[URLSoar]. Opracowano takze szereg ogélnych rozszerzen architektury, jak na przyktad
potaczone systemy InstructoSoar (EBL) oraz IMPROV (realizujacy empiryczne uczenie sig),
ktore zapewniaja korzystna dla agenta integracj¢ poziomu dziatania celowego (ang. deliberate
level) oraz poziomu planowania i dekompozycji problemu (ang. reflective level) [Lail997].
W ostatnim czasie Nason i Laird [Nas2004], [Nas2005] zaproponowali bardzo ciekawy sys-
tem o nazwie Soar-RL, ktory rozszerza architektur¢ Soar o mozliwo$¢ uczenia si¢ ze wzmoc-
nieniem. Z kolei Young w pracy [You2005] porusza problem uczenia si¢ danych (ang. data
learning) w kontek$cie systemu systemu Soar i innych architektur kognitywnych. Ten typ
uczenia si¢ jest zwigzany z pozyskiwaniem przez agenta deklaratywnej informacji z zewnatrz,
na przyktad odpowiedzi na pytanie.

Uczenie sie poje¢ (ang. concept learning)

Jest to kolejna, duza grupa technik stosowanych w systemach agenckich, nazywana takze
uczeniem si¢ poje¢ na podstawie przyktadow (ang. concept learning from examples)
[Gue2003] i zaliczana do indukcyjnego uczenia si¢ [Cic2000]. Agent uczacy si¢ w ten sposob
przeglada pewna przestrzen potencjalnych hipotez, szukajac tej, ktéra najlepiej pasuje do
przyktadow trenujacych. W ten sposob uzyskiwana i zapamigtywana jest uogdlniona wiedza,
nazywana pojeciem (ang. concept), a przykltady trenujace sa usuwane z pamigcei [Gue2003].
Istnieje wiele odmian uczenia si¢ poje¢, z ktorych tutaj omoéwimy dwie najczesciej spotykane
w systemach agenckich: indukcyjne programowanie logiczne oraz indukcje drzew decyzyj-
nych.

Indukcyjne programowanie logiczne (ang. inductive logic programming, ILP) jest to tech-
nika uczenia sig, ktora pozwala na wyznaczenie definicji (lub przyblizenia) pewnego
predykatu docelowego, na podstawie pozytywnych 1 negatywnych przyktadow trenujacych dla
tego predykatu [Alo2001]. Definicja ma formg programu logicznego. W odr6znieniu od EBL,
metody ILP wyznaczaja hipotez¢ nie tylko na podstawie wiedzy zgromadzonej uprzednio,
lecz takze w oparciu o nieznane wcze$niej informacje, pozyskiwane z otoczenia przez agenta.

Kazakov i Kudenko [Kaz2001] przeprowadzili szczegétowa analizg technik ILP i ich wy-
korzystania w systemach agenckich. Przedstawili oni takze ogolne srodowisko wieloagenckie,
opracowane na Uniwersytecie York, ktore wykorzystuje implementacje jezyka Prolog
1 moze by¢ wykorzystane w szczegdlnosci do badania agentow uczacych si¢ poprzez ILP.

Lamma, Riguzzi 1 Pereira [Lam1999] opracowali metodg uczenia si¢ poj¢¢ oparta na ILP,
ktora pozwala wykorzystywac trzy wartosci logiczne wiedzy agenta: prawda, fatsz i wartos¢
nieznana, w odroznieniu od zalozenia swiata zamknietego (ang. Closed World Assumption,
CWA). Jako reprezentacj¢ wiedzy potrzebna przy uczeniu si¢, autorzy wykorzystali
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rozszerzone programy logiczne (ang. Extended Logic Programs, ELP) oraz rozszerzong
semantyke z jawnq negacjq (ang. Well-Founded Semantics with explicit negation, WFSX).

Indukcja drzew decyzyjnych (ang. decision tree induction) jest metoda uczenia sig pojec,
dajaca w wyniku strukture drzewa, w ktérej do weztoéw nie bedacych lisémi przypisywane sa
okreslone atrybuty lub pytania, a do weztdéw potomnych — mozliwe wartosci tych atrybutow
lub odpowiedzi na pytania. Wezty — liscie odpowiadaja klasom, do ktérych mozna przypi-
sywac¢ przyktady trenujace (ang. instances) [W1s2003].

Marsella 1 wspotpracownicy [Mar2001] wykorzystali algorytm generowania drzew decy-
zyjnych C4.5 do uczenia agentéw — pitkarzy RoboCup — umiejgtnosci strzelania bramek.
Uczenie sig z nadzorem zostato przeprowadzone na przyktadach trenujacych w trybie off-line,
czyli poza czasem normalnego dziatania agentow, a uzyskane w ten sposob reguty pozwolily
na znaczace zwigkszenie ich efektywnosci.

W tej samej dziedzinie (RoboCup) Thawonmas, Hirayama i Takeda [Tha2002] stworzyli
system KUP-RP, w ktorym zastosowali algorytm C4.5 do uczenia agenta podejmowania decy-
zji na wzor cztowieka. Reguly postaci warunek — akcja, ktore stuza do trenowania agenta, sa
znajdowane na podstawie rejestru zachowan cztowieka, ktory gra w pitk¢ w tym samym
srodowisku symulacyjnym, co agent. Wyniki eksperymentow wykazaly, ze jest to efektywna
metoda uczenia agenta skomplikowanych regut dzialania. Wytrenowany w ten sposob agent
dziatat tylko nieznacznie gorzej od agenta, ktoérego wiedza zostata w catoSci przekazana przez
programistg (ang. hand coded agent), tymczasem czas potrzebny do recznego zaimplemen-
towania wiedzy agenta byt kilkakrotnie wigkszy od czasu trenowania.

Guerra Hernandez [Gue2003] zastosowal metode indukcji logicznych drzew decyzyjnych
(ang. logical decision trees), oparta na algorytmie ID3, do uczenia si¢ agenta w samodzielnie
zaimplementowanej architekturze BDI (ang. Belief Desire Intention), zgodnej ze specyfikacja
systemu dMARS [DIn1998]. Algorytmy indukcji drzew decyzyjnych wykorzystywane sa
takze w omawianym wcze$niej systemie ALKEMY, zaproponowanym przez Ng [NgK2004].

Uczenie si¢ modelu (ang. model-based learning)

W tym przypadku agent na podstawie doswiadczenia uczy sig probabilistycznego modelu
przyczynowego (ang. causal model), ktory moéwi, jakie sa mozliwe rezultaty wykonania
okreslonej akcji w danej sytuacji [Mae1994b]. Model ten moze by¢ nastgpnie wykorzystany
przez agenta w procesie decyzyjnym, przy czym mechanizm wyboru akcji i uczenia si¢ sa
tutaj znacznie bardziej niezalezne od siebie, niz w przypadku np. uczenia si¢ ze wzmoc-
nieniem. Poza tym model, ktorego uczy si¢ agent, zazwyczaj ma charakter czgsciowy, taczac
ze soba tylko sytuacje i akcje o najwigkszym znaczeniu z punktu widzenia dzialania agenta
(a wigc nie wszystkie mozliwe pary sytuacji i akcji). Pozyskiwana wiedza ma postaé zesta-
wow, zwanych zachowaniami, schematami lub modutami (ang. behaviour, schema, module),
z ktorych kazdy zawiera: (i) zbior warunkow, (ii) akcje (prosta lub ztozona), (ii1) zbidr spo-
dziewanych wynikow wraz ich prawdopodobienstwami. Zbidr schematow jest regularnie ak-
tualizowany przez agenta w miar¢ zdobywania przez niego nowego doswiadczenia, a wigc
wykonywania akcji i obserwowania ich rezultatow w otoczeniu. Wedtug Maes [Mae1994b]
zaletami uczenia si¢ modelu sa: (i) ogdélnos¢ zdobywanej w ten sposéb wiedzy i mozliwosé
przenoszenia wyuczonego zachowania z jednego kontekstu do drugiego (np. gdy zmienia si¢
cel agenta); (ii) tatwos$¢ przekazania do agenta wiedzy o dziedzinie (ang. background
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knowledge) na etapie projektowania. Natomiast wada tego typu uczenia si¢ jest brak
polaczenia sytuacji z optymalnymi akcjami, przez co proces wyboru akcji przez agenta moze
ulega¢ wydtuzeniu.

W dostepnych pracach mozna wyrézni¢ dwa gtowne zastosowania uczenia si¢ modelu
przez systemy agenckie: modelowanie uzytkownika (ang. user modeling) oraz modelowanie
innego agenta w systemie wieloagenckim. W pierwszym przypadku agent peini rolg osobiste-
go asystenta uzytkownika i poprzez mechanizm uczenia si¢ dostosowuje si¢ do jego zachowan
oraz preferencji, na podstawie do$wiadczen zebranych podczas interakcji z uzytkownikiem
lub obserwacji jego dziatan. Aby to bylo mozliwe, w szczeg6lnosci musza by¢ spelnione dwa
warunki: (i) uzytkownik wykazuje zachowania, ktore sa wyraznie powtarzalne; (ii) powtarzal-
ne zachowania sa potencjalnie rozne dla réznych uzytkownikow [Mael994a]. Tego typu
uczenie si¢ zostalo zrealizowane przez Maes [Mael994a] w kilku systemach agenckich,
wspomagajacych uzytkownika w zarzadzaniu poczta elektroniczna, planowaniu spotkan
1 filtrowaniu list wiadomos$ci oraz rekomendujacych rézne formy rozrywki. W podobne;j
grupie zastosowan mieszcza si¢ projekty agentow LAW, ELVIS 1 MAVA zaproponowane
przez Edwardsa, Greena, Lockiera 1 Lukinsa [Edw1997]. Systemy te rowniez wykorzystuja
zapis dotychczasowego zachowania uzytkownika, aby zgodnie z jego profilem i preferencjami
rekomendowa¢ strony WWW, proponowa¢ plany podrézy lub modyfikowaé zapytania
wprowadzane do formularzy, w celu zwigkszenia ich efektywnosci. Yao, Hamilton i Wang
[Ya02002] stworzyli agenta o nazwie PagePrompter, ktory wspomaga obstuge serwisu inter-
netowego. System modeluje uzytkownikow — zaréwno indywidualnie, jak 1 grupowo — po-
przez analizg rejestru zdarzen w serwisie (ang. web log), obejmujacego zapis odwiedzin i za-
chowan uzytkownikéw, oraz informacji o modyfikacjach zawarto$ci serwisu, dokonywanych
przez administrator6w. Agent uczy si¢ analizujac zgromadzona informacj¢ algorytmami od-
krywania regul zwiazku (ang. association rules) oraz grupowania (ang. clustering). Do klasy
agentow modelujacych uzytkownika mozemy zaliczy¢ takze system aktywnego przegladania
bibliotek programistycznych (ang. active browsing), opracowany przez Drummonda, Ionescu
1 Holte'a [Dru2000]. System ten probuje ustali¢ cel uzytkownika — programisty na podstawie
jego dotychczasowych dziatan, a nastgpnie sugeruje mu obiekty, ktore sa oceniane jako naj-
bardziej przydatne ze wzgledu na rozpoznany cel. Reprezentacja wiedzy oparta jest na
predykatach i regulach ze stopniami wiarygodnos$ci (ang. confidence) z przedziatu [0; 1].

Modelowanie innego agenta zazwyczaj stosowane jest w stabym systemie wieloagenckim
(ang. weak multi-agent system), w ktorym nie wystepuje zamierzone dazenie agentow do
wspolnego celu, lecz poszczegolne agenty maja indywidualne cele lub nawet konkuruja ze
soba. Zastosowania lub symulacje tego typu rozwigzan dotycza w wigkszosci dziedziny e-biz-
nesu, w szczegdlnosci negocjacji [Crm1999], [HuW2001]. Sa one omawiane w podrozdziale
poswigconym uczeniu si¢ systemu wieloagenckiego.
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Inne metody uczenia sie agentow

Przedstawione wczeséniej, gtowne grupy metod uczenia si¢ agentdw nie wyczerpuja caltego
zakresu prac z tej dziedziny. Ponizej zestawione sa propozycje, ktore wnosza wyrazny wktad
w omawiang dziedzing, lecz ze wzgledu na swoja oryginalno$¢ nie naleza do zadnego z po-
dejs¢ ,.klasycznych” — uznanych, rozpowszechnionych i silnie rozwijanych.

Uczenie sie¢ oparte na przyktadach (ang. instance-based learning)

Jest to jedna z prostszych form uczenia sig, stosowana w systemach agenckich. Agent za-
pamigtuje przyktady trenujace, a nast¢pnie przeszukuje je, aby odnalez¢ najlepsze dopasowa-
nie do nowego przyktadu, ktory ma by¢ sklasyfikowany [Kaz2001]. Agent uogolnia przyktady
w ograniczony sposob — tylko lokalnie, w konteks$cie konkretnego zadania [Gue2003]. Z tego
wzgledu uczenie sig¢ oparte na przyktadach zaliczane jest, obok najprostszego uczenia sie na
pamiec (ang. rote learning), do tak zwanych metod leniwych (ang. lazy learning) [Gue2003],
[Kaz2001]. Przyktad tego typu uczenia si¢ zostal przedstawiony w pracy Garlanda i Alter-
mana [Gar2004], poswigconej koordynacji w systemie wieloagenckim. W proponowanym
przez nich rozwigzaniu poszczegdlne agenty, po zakonczeniu wspolnego dziatania, ucza si¢
skoordynowanych procedur. Ponadto, w oparciu o algorytm klasyfikacji COBWEB, ucza si¢
inkrementacyjnie drzew prawdopodobienstwa operatorow (ang. operator probability trees),
ktore wyrazaja prawdopodobienstwo powodzenia dostgpnych akcji i sa wykorzystywane do
ich planowania. Enembreck 1 Barthés [Ene2005] opracowali inkrementacyjna metode uczenia
si¢ o nazwie ELA (ang. entropy-based learning approach), ktéra moze by¢ uznana jako
modyfikacja technik pamieciowych (ang. memory-based reasoning, MBR). Autorzy za-
stosowali szybki algorytm klasyfikowania przyktadow (bez uzycia miar podobienstwa), oparty
na reprezentacji wiedzy w postaci grafu poje¢ (ang. concept graph, CG).

Proceduralne uczenie sie

Jest to grupa metod, w ktorych uczenie si¢ agenta polega na zapamigtywaniu, mody-
fikowaniu 1 wykorzystywaniu wiedzy o charakterze proceduralnym: operatorow i plandw.
Mozna tutaj zaliczy¢ czg§¢ prac omawianych w ramach innych kategorii, na przyktad
[Lai1997], [Gor2001]. Garcia-Martinez i Borrajo [GrM2000] opracowali oryginalng architek-
tur¢ agencka ogdlnego przeznaczenia (ang. domain independent) o nazwie LOPE (ang. Lear-
ning by Observation in Planning Environment), ktéra pozwala na uczenie si¢ definicji opera-
torow, planowanie wykorzystujace te operatory, wykonywanie planéw i modyfikowanie pozy-
skanych operatoréw. Jest to rozwiazanie nieco podobne do technik uczenia si¢ ze wzmoc-
nieniem (np. w LOPE sa réwniez stosowane nagrody), ale autorzy wykazali wyrazne roznice
obu podejs¢.

Trenowanie agentow

Omawiane do tej pory rozwiazania dotycza sytuacji, w ktorej agent uczy si¢ w sposob
autonomiczny. Oznacza to, ze po zakonczeniu etapu projektowania i implementacji, agentowi
nie moze by¢ przekazana zadna informacja na zasadzie bezposredniego manipulowania
w jego bazie wiedzy. Zostaly jednak opracowane propozycje, w ktdérych wymog ten nie wy-
stgpuje, to znaczy agenty moga mie¢ z zewnatrz zmieniany stan bazy wiedzy, takze po
wdrozeniu w docelowym srodowisku pracy.
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Kechagias, Mitkas, Symeonidis i inni [Kec2002], [Mit2002], [Sym2002] opracowali hete-
rogeniczny system Agent Academy (AA), ktoéry umozliwia automatyczne trenowanie agentow
dziatajacych w okreslonym srodowisku — zarowno nowych (ang. training), jak i tych, ktore
pracuja tam juz od pewnego czasu (ang. retraining). System AA sktada si¢ z czterech podsta-
wowych modutow: fabryki agentow (ang. Agent Factory, AF), repozytorium (ang. Agent Use
Repository, AUR), eksploratora (ang. Data Mining Module, DMM) oraz trenera agentow
(ang. Agent Training Module, ATM). Modut AF sluzy do generowania nowych agentéw
na zadanie uzytkownika. Repozytorium (AUR) ustawicznie rejestruje dane o $rodowisku
zewngtrznym, zachowaniach agentow i interakcji migdzy nimi. Eksplorator (DMM) dokonuje
analizy informacji gromadzonej w repozytorium (AUR) 1 na jej podstawie odkrywa zalezno-
$ci, wykorzystujac miedzy innymi algorytmy ID3, C4.5 i Apriori. W koncu modut ATM prze-
kazuje agentom wiedzg odkryta przez modul eksploratora (DMM). Autorzy omoéwili za-
stosowanie architektury AA w systemie czasu rzeczywistego O3RTAA, ktory alarmuje o sta-
nie ozonu na podstawie danych rejestrowanych w atmosferze. Niewatpliwa zaleta systemu AA
jest gromadzenie i analizowanie wiedzy pochodzacej z doswiadczenia wielu agentow. Przy
zatozeniu, ze poszczegolne agenty moga dziata¢ w rdznych obszarach $srodowiska i posiadac
rozne doswiadczenia z interakcji z otoczeniem, takie podej$cie zwigksza wszechstronnosé
1 kompletno$¢ gromadzonej wiedzy w poréwnaniu z indywidualnym uczeniem si¢ agentow.
Dyskusyjna jest natomiast kwestia, czy tego typu obiekty, poddawane co pewien czas bezwa-
runkowej ingerencji w wewnetrzne struktury wiedzy (czyli swoistemu ,,praniu mozgu”), nadal
moga by¢ nazywane agentami, poniewaz kidci si¢ to z podstawowa cecha od nich wymagana
— autonomicznoscia.

Nieco podobna sytuacja wystgpuje w omawianych wczesniej pracach [Mar2001],
[Tha2002], poswigconych trenowaniu agentow — pitkarzy RoboCup. Tam jednak uczenie si¢
agentow z nadzorem zachodzi jeszcze przed wdrozeniem w srodowisku docelowym.

2.4.4 Integracja technik uczenia sie z architekturg agencka

Istnieje wiele kwestii, ktore musza by¢ rozstrzygnigte podczas integracji ogdlnych algoryt-
mow uczenia si¢ z konkretng architektura agencka. Ponizej oméwione sa wazniejsze z nich na
podstawie prac [Gue2003], [Kaz2001].

Ograniczenia czasowe

W architekturze agenckiej duzego znaczenia nabiera czasowa efektywno$¢ integrowanych
z nig algorytmow uczenia si¢. Agent dzialajacy autonomicznie w pewnym Srodowisku zazwy-
czaj posiada pewien horyzont czasowy, zalezny od dziedziny zastosowania i wymuszajacy
wykonanie zadania w okre$lonym terminie (np. poszukiwane strony WWW powinny by¢ do-
starczone uzytkownikowi w akceptowanym przez niego czasie). Tymczasem uczenie si¢ jest
w agencie, obok percepcji, wnioskowania, wykonywania akcji, tylko jednym z wielu proce-
sow zuzywajacych dostgpne zasoby. Z tego wzgledu w architekturze agenckiej moga by¢
instalowane tylko te algorytmy, ktore spelniaja wymogi efektywnosci, zalezne od danego
zastosowania i wyznaczane na przyktad w oparciu o dopuszczalny czasu reakcji systemu’.
Ponadto duze znaczenie ma umieszczenie w algorytmach agenta procedury przydziatu
zasobow, ktora uwzglednia wykorzystywane mechanizmy uczenia si¢ i zapewnia rownowage

3 Wymagania te sa szczego6lnie wysokie w systemach czasu rzeczywistego (ang. Real Time Systems, RTS).
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pomigdzy zdobywaniem nowej wiedzy, a wykorzystywaniem juz posiadanej w trakcie nor-
malnego funkcjonowania. Dopuszczalne moze by¢, co prawda, pewne chwilowe spowolnienie
dziatania agenta z powodu uczenia si¢, jesli ma to przynie$¢ korzys¢ dlugoterminowa, ale
tolerancja ta jest ograniczona.

Warunek zatrzymania procesu uczenia sie

Istnieja tutaj dwa podstawowe podejscia [Kaz2001]: (i) algorytm posiada wyrazny waru-
nek stopu (ang. halting condition); (i1) uczenie si¢ ma charakter ustawiczny (ang. any-time
learning). Do pierwszej kategorii naleza techniki intensywnego przetwarzania danych trenu-
jacych lub przestrzeni hipotez (np. algorytmy eksploracji danych). W tym przypadku wspo-
mniana wczesniej procedura przydziatu zasobow powinna decydowac, czy w danym momen-
cie uczenie si¢ w ogbéle moze by¢ uruchamiane (po uwzglednieniu szacunkowego czasu trwa-
nia procesu uczenia si¢, dostgpnych zasobow i biezacych ograniczen czasowych). Z kolei przy
zastosowaniu drugiej grupy technik — ustawicznego uczenia si¢ (np. uczenia si¢ ze wzmoc-
nieniem, RL), procedura sterujaca procesem uczenia si¢ powinna zapewnia¢ zatrzymywanie
go, jesli nie pozwala on na spelnienie biezacych ograniczen czasowych lub jest zbyt kosztow-
ny w stosunku do przewidywanych korzysci.

Odwotywanie sie do pamieci (ang. recall)

Uczacy sig agent, odbierajac informacjg z otoczenia, moze natychmiast wykorzysta¢ ja do
aktualizacji swojego modelu §wiata (co potencjalnie bedzie miato wptyw na wybor kolejnych
akcji), albo tez odwota¢ si¢ (ang. recall) do zapamigtanego modelu, zapisujac nowa infor-
macj¢ 1 odkladajac faktyczne uczenie si¢ na pozniej. Kazakov 1 Kudenko [Kaz2001] podaja
trzy podstawowe mozliwosci rozwiazania tego problemu, ktoére mozna wykorzysta¢ w za-
lezno$ci od stosowanej techniki uczenia si¢ i dziedziny zastosowania.

«  Rownolegle uczenie si¢ i odwolywanie do pamieci — oba procesy przebiegaja jedno-
czesnie.

Naprzemienne uczenie si¢ i odwolywanie do pamieci — agent dziata w dwoch trybach:
(1) w pierwszym aktywnie rozwiazuje problem, wybierajac akcje na podstawie posiada-
nej wiedzy (bez mozliwosci jej aktualizacji) i zapisujac obserwacje w celu ich pdzniej-
szego przetworzenia; (ii)) w drugim trybie agent wylacznie uczy si¢ w oparciu o fakty
zarejestrowane wczesniej; po przeanalizowaniu obserwacji moga one by¢ usunig¢te lub
zachowane w zaleznosci o tego, czy uczenie si¢ przebiega inkrementacyjnie, czy wsado-
wo. Metody inkrementacyjne zazwyczaj sa bardziej wskazane poniewaz maja mniejsze
wymagania odno$nie mocy obliczeniowej i pamigci.

« Proste uczenie sie natychmiastowe i odtozone uczenie si¢ ztozone obliczeniowo. Opisa-
ne wyzej, naprzemienne zapamigtywanie obserwacji i uczenie si¢ moze wymagac¢ duzej
ilosci pamigci do zapisu faktow z otoczenia. W takiej sytuacji mozna zastosowac proste
przetwarzanie faktow (np. wstgpne klasyfikowanie przypadkow) zaraz po ich zareje-
strowaniu, bez zatrzymywania normalnego dzialania agenta, natomiast precyzyjne,
a wiec 1 ztozone obliczeniowo uczenie si¢ uruchamia¢ w oddzielnym trybie. Podejscie
to przypomina nieco kognitywne procesy dotyczace pamigci krotko- 1 dlugoterminowe;j
u cztowieka.
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2.5. Uczenie sie systemu wieloagenckiego

Uczenie si¢ w systemie wieloagenckim (ang. multi-agent learning, MAL) to grupa mecha-
nizmoéw bardziej ztoZzonych od uczenia si¢ pojedynczego agenta, poniewaz zardéwno przetwa-
rzanie informacji, jak 1 miary oceny zdobywanej wiedzy dotycza wielu agentow, dziatajacych
we wspolnym $rodowisku. Uczenie si¢ systemu wieloagenckiego zostalo bardzo doglgbnie
przeanalizowane w pracy Sena i Weissa [Sen1999]. Ponizej omawiamy tylko wybrane zagad-
nienia 1 kryteria podzialu, przytaczane w pracach [Gue2003], [Kaz2001], [Sen1999],
[Weil996], [Weil999].

2.5.1 Wspolny albo indywidualny cel uczenia si¢

Opierajac si¢ na wspomnianej juz wezesniej definicji Weissa [Weil1996], mozemy wyod-
rebni¢ dwa podstawowe rodzaje MAL: silne 1 stabe, ktore omawiamy ponize;.

Silne MAL

W systemie wieloagenckim, ktory wykazuje silne uczenie sie (ang. strong multi-agent
learning), agenty daza do wspdlnych celow, poprzez komunikacje wspotpracuja ze soba
1 wzajemnie dziela si¢ wiedza oraz doswiadczeniem, przez co wzrastaja globalne miary efek-
tywnos$ci catego systemu. Realizacja silnego MAL jest zadaniem skomplikowanym, ktore
musi si¢ opiera¢ na modelu wspdlnej wiedzy, celu i dzialania agentéw. Ogoélne, logiczne
modele tego typu omawiane sa migedzy innymi w pracy Fagina, Halperna, Mosesa 1 Vardiego
[Fag1995], w ktorej jednak zagadnienie MAL nie jest bezposrednio poruszane.

Shen, Maturana i Norrie [She2000] przeanalizowali silne uczenie si¢ systemu wieloagenc-
kiego w dziedzinie zarzadzania produkcja (ang. manufacturing), w szczegdlnosci koncepcje:
uczenia sie na podstawie przesztosci (ang. learning from history), wykorzystujacego doswiad-
czenie zgromadzone w systemie, 1 uczenia si¢ na podstawie przysztosci (ang. learning from
the future), opartego na mechanizmach prognostycznych.

Takadama, Nakasuka i Terano [Tak1998] opracowali wieloagencki system projektowania
ptytek drukowanych (ang. Printed Circuit Board design, PCBs), ktory opiera si¢ na idei
organizacyjnego uczenia si¢ (ang. organizational learning).

Williams [W1l2004] zwrocil uwage na bardzo wazny problem uzgadniania ontologii, ktory
jest podstawa komunikacji i wspolpracy w MAS. Autor opracowat metodologie, ktora opiera
si¢ na bezposrednim dzieleniu ontologii pomigdzy poszczegdlnymi agentami, zamiast
stosowanego wczesniej, uproszczonego zatozenia, ze agenty maja wspolna ontologi¢ (ang.
common ontology paradigm). Proponowane podejscie zostalo wdrozone i zweryfikowane
eksperymentalnie w systemie DOGGIE (ang. Distributed Ontology Gathering Group Inte-
gration).

Stabe MAL

Jesli system wieloagencki uczy si¢ w sposob staby (ang. weak multi-agent learning),
poszczegblne agenty daza do indywidualnych celéw lub nawet rywalizuja ze soba
(np. w negocjacjach cenowych), jednak uczac si¢ i podejmujac decyzje biora pod uwage
wiedz¢ 1 zachowanie innych agentéw. Potencjalnie zwigksza to ich indywidualng
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efektywnos¢, ale tez moze w sposob nieplanowany (ang. emergent) wptywac korzystnie na
dzialanie calego systemu (np. zmniejsza¢ $redni czas negocjacji). W stabym MAL $wiado-
mos¢ poszczegolnych agentdw co do uczenia si¢ calego systemu, z zalozenia nie istnieje lub
jest mocno ograniczona, natomiast zachowanie globalne jest czgsto rozpatrywane z perspek-
tywy pewnego zewngtrznego obserwatora [Gss2004].

Crites 1 Barto [Cril998] przeanalizowali eksperymentalnie uczenie si¢ grupy agentow,
z ktorych kazdy niezaleznie steruje jedna winda, nalezaca do systemu wind. Uzyskane wyniki
wskazuja, ze przy zastosowaniu algorytmdéw uczenia si¢ ze wzmocnieniem indywidualnie
przez kazdego agenta, pojawia si¢ nowy, kolektywny algorytm uczenia si¢ calej grupy.
Autorzy twierdza, ze tego typu podejScie moze by¢ zastosowane do rozwiazywania duzych,
ztozonych obliczeniowo problemoéw sterowania.

Carmel 1 Markovitch [Crm1999] zaproponowali metodg uczenia si¢ modeli innych agen-
tow, wykorzystujaca strategie eksploracji oparta na przeszukiwaniu z wyprzedzeniem (ang.
lookahead-based exploration strategii). Metoda pozwala na zachowanie rownowagi pomiedzy
wykorzystaniem przez agenta posiadanej wiedzy oraz eksperymentowaniem w celu
znalezienia nowych rozwiazan. Uwzglednia ona takze ryzyko zwiazane z eksperymentowa-
niem.

Van Bragt i La Poutré [Brg2003] wykazali, Ze zastosowanie uczenia si¢ CS do adaptacji
strategii negocjacyjnej zwigksza efektywnos¢ agentow w poréwnaniu z agentami o strategiach
ustalonych i niezmiennych (ang. fixed).

Vidal i Durfee [Vid2003] opracowali ogo6lna, teoretyczna architekture CLRI (ang. Change,
Learning, Retention, Impact), przeznaczona do modelowania i przewidywania globalnego za-
chowania systemu wieloagenckiego, zlozonego z uczacych si¢ agentdow. W proponowane;j
architekturze poszczegdlne agenty nie znaja funkcji decyzyjnych innych agentow, lecz opiera-
ja strategi¢ swojego dzialania na obserwacji otoczenia zewngtrznego.

Garland 1 Alterman [Gar2004] wprowadzili metodg uczenia si¢ agentow, ktore posiadaja
indywidualne cele, lecz wspotpracuja ze soba wowczas, gdy ich cele si¢ pokrywaja (catkowi-
cie lub czgsciowo). Weryfikacja eksperymentalna metody wykazata, ze indywidualne uczenie
si¢ agentOw wyraznie poprawia wydajnos$¢ catego systemu poprzez obnizenie kosztow plano-
wania 1 komunikacji.

2.5.2 Swiadomosé istnienia innych agentéw

Mimo iz uczacy si¢ system wieloagencki jest ztozony w wielu agentéw dzialajacych we
wspolnym $rodowisku, nie gwarantuje to automatycznie, ze dany agent wie o istnieniu innych
agentow [Gue2003]. Vidal 1 Durfee [Vid1997] zaproponowali trzy klasy agentow w zalezno-
sci od poziomu ich swiadomosci (ang. awareness) istnienia 1 dziatania innych agentow.

Agent poziomu 0 (ang. 0-level agent) — nie jest w stanie rozpozna¢ faktu, ze w otoczeniu
sa inne agenty. Agent ten moze jedynie zaobserwowac¢ zmiany w srodowisku, ktore sa
wynikiem dzialania innych agentow.

«  Agent poziomu 1 (ang. 1-level agent) — rozpoznaje fakt istnienia innych agentow i wy-
konywania przez nie akcji, ale nie wie o nich nic wigcej. Zadaniem agenta poziomu 1
jest dazenie do optymalnej strategii, ktora uwzglednia przewidywanie dziatan innych



64 Pozyskiwanie wiedzy przez agenta

agentoéw na podstawie posiadanej wiedzy, w tym obserwacji ich wecze$niejszego zacho-
wania.

Agent poziomu 2 (ang. 2-level agent) — rOwniez zauwaza istnienie i dzialanie innych
agentow w otoczeniu, ale oprocz tego posiada ich tzw. model intencjonalny (ang. inten-
tional model), ktory zawiera pewna informacj¢ o ich procesach decyzyjnych i1 obserwa-
cjach. Najprostszym sposobem przeksztalcenia agenta poziomu 1 do poziomu 2 jest
modelowanie przez niego innych agentdw przy zalozeniu, Zze sa one takie same jak on,
czyli ze takich samych algorytméw i1 obserwacji, jak dotychczasowy agent poziomu 1.
Istnieje mozliwos$¢ tworzenia agentdw poziomu n — jeszcze glebszego od 2, ale nie jest
to praktykowane ze wzgledu na zmniejszajaca si¢ doktadno$¢ modeli i wzrastajaca zto-
zono$¢ obliczeniowa ich przetwarzania.

Gmytrasiewicz, Noh i1 Kellogg [Gmy1998] zaproponowali Bayesowska metodg aktualiza-
cji przekonan agenta o intencjonalnych modelach innych agentéw w oparciu o ich obserwo-
wane zachowanie. Przedstawiona technika opiera si¢ na formalizmie metody modelowania
rekurencyjnego (ang. Recursive Modeling Method, RMM), w ktorym modele agentéw moga
by¢ zagniezdzane do okreslonej liczby poziomdéw (np. na poziomie trzecim agent A posiada
model, ktory stanowi wyobrazenie tego, jak agent B moze modelowac agenta A). Autorzy wy-
kazali eksperymentalnie efektywnos$¢ swojej metody w srodowiskach symulacyjnych, realizu-
jacych problem obrony przeciwrakietowej i gre w wilki 1 owcg (ang. the pursuit game).

Hu i Wellman [HuW2001] przebadali uczenie si¢ przez agenty modeli innych agentéw
w $rodowisku symulacyjnym aukcji elektronicznej. Wykazali oni, ze efektywno$¢ uczenia si¢
agenta nie zalezy tylko od samej metody, ale takze od ilosci informacji, ktéra jest dla niego
dostepna. Jesli bezposrednia obserwacja akcji innych agentdw jest ograniczona, agent musi
si¢ opiera¢ na dowodach posrednich — skutkach tych dziatan w otoczeniu, co moze utrudniacé
lub ogranicza¢ zdolno$ci uczenia sig. Autorzy uzyskali bardzo ciekawe wyniki efektywnosci
uczenia si¢ agentow na roznych poziomach: najgorsze rezultaty osiagaty agenty poziomu 0
(co jest zgodnie z intuicyjnymi oczekiwaniami), ale wsrod pozostalych najlepiej radzily sobie
agenty o minimalnym poziomie zagniezdzenia modeli (np. agenty poziomu 1). Mozna to
wyjasni¢ w ten sposOb, ze agenty o wyzszym poziomie zagniezdzenia posiadaly wigcej
wiedzy na temat innych agentow, czgsto jednak wiedza ta byla obarczona duzym bigdem
1 dlatego wyzsza efektywnos$¢ uzyskaty agenty o mniejszej ilosci wiedzy, ale za to bardziej
wiarygodnej.

Guerra Hernandez [Gue2003] przeprowadzit analiz¢ uczenia si¢ agenta na poziomie 0, 1
1 2 (wedhug [Vid1997]) w samodzielnie zaimplementowanej architekturze BDI, wykorzy-
stujacej metode indukcji drzew decyzyjnych. Autor zaproponowat hierarchiczna metod¢ za-
rzadzania procesem uczenia sig, w ktorej wyzszy poziom jest uruchamiany wowczas, gdy nie
powiedzie si¢ plan uczenia si¢ na poziomie nizszym.

2.5.3 Inne aspekty uczenia si¢ w systemie wieloagenckim

Uczenie si¢ i komunikacja

Komunikacja odgrywa bardzo wazna role w systemie wieloagenckim, warunkujac lub
znaczaco wplywajac na mozliwo$¢ zaistnienia wspolnej wiedzy, celu 1 dziatania agentow.
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Sen i Weiss [Sen1999] wyodrebniaja i opisuja dwa rodzaje relacji pomigdzy uczeniem sig,
a komunikacja w MAS.

Uczenie sie komunikowania. Mechanizmy uczenia si¢ sa wykorzystywane jako metoda
udoskonalenia komunikacji migdzy agentami. Na przyklad agent moze zdobywaé
wiedzg o preferencjach lub zdolnosciach innych agentéw, dzigki czemu, zamiast po-
wiadamiania wszystkich agentdéw, jest on w stanie kierowa¢ komunikaty bezposrednio
do tych, ktére moga przyczyni¢ si¢ do osiagnigcia jego biezacego celu.

Komunikowanie sie w celu uczenia sie. W tym przypadku komunikacja jest metoda wy-
miany informacji, ktora jest warunkiem uczenia si¢ agentow lub waznym czynnikiem na
nie wptywajacym. Uczenie si¢ moze by¢ wspomagane przez: (i) komunikacje niskiego
poziomu (ang. low-level communication), stuzaca wymianie brakujacych faktow 1 oparta
na prostej interakcji typu zapytanie — odpowiedz; (i) komunikacj¢ wysokiego poziomu
(ang. high-level communication), w ktorej interakcja jest bardziej zlozona
(np. negocjacje, wzajemne wyjasnianie poj¢c¢) 1 stuzy laczeniu wiedzy posiadanej przez
poszczegoblne strony.

W obu przypadkach konieczne jest ustalenie wspdlnej ontologii przez komunikujace si¢
agenty tak, aby wykorzystywane symbole miaty przypisane takie samo znaczenie. Problemowi
temu poswigcona jest omawiana wczesniej praca Williamsa [Wil2004].

Uczenie sie pojedynczego agenta i MAL

Weiss 1 Dillenbourg [Weil999] wyrdzniaja trzy, czeSciowo nachodzace na siebie, rodzaje
relacji pomigdzy indywidualnym uczeniem si¢ agentow, a uczeniem si¢ MAS.

Zwielokrotnienie (ang. multiplication). Kazdy agent uczy si¢ samodzielnie i niezaleznie
od innych agentéw, dazac do indywidualnego celu, wskutek czego uczy si¢ takze caty
system. Agenty moga kontaktowac si¢ ze soba, lecz komunikacja ta nie jest warunkiem
uczenia sig, a jedynie moze dostarcza¢ agentowi informacji wejsciowej takiej, jak inne
zdarzenia obserwowane w otoczeniu. Poszczegbdlne agenty moga mie¢ takie same lub
rozne algorytmy uczenia sig. Podejscie to jest charakterystyczne dla sfabego uczenia sie¢
MAS 1 zostato zastosowane na przyklad w omawianych wczesniej pracach [Cril998],
[Gar2004].

Podziat (ang. division). W systemie jest jeden wspdlny cel uczenia sig, a zadania stuzace
jego osiagnigciu sa dzielone pomiedzy poszczegdlne agenty. Podzial moze mie¢ charak-
ter funkcjonalny (np. w systemie zarzadzania produkcja opisanym w [She2000]) lub
wynika¢ z fragmentacji danych (np. agenty wyszukujace informacj¢ w réoznych dome-
nach siecit WWW). W celu potaczenia wynikéw uzyskanych przez poszczegoélne agenty
konieczna jest interakcja migdzy nimi, jednak jest ona okreslana przez projektanta i do-
tyczy tylko danych wejsciowych i wyjsciowych algorytméw uczenia si¢, nie wplywa na-
tomiast na sam jego przebieg. Korzysci z tego podejscia sa bardzo zbiezne do ogoélnych
zalet systemoéw wieloagenckich 1 przetwarzania rozproszonego (ang. distributed
problem solving, DPS). Obejmuja one uproszczenie projektu i zmniejszenie obciazenia
poszczegblnych agentéw oraz ogdlne zwigkszenie wydajnosci systemu, dzigki roz-
proszeniu przetwarzania.
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Interakcja (ang. interaction). Podobnie jak w przypadku podzialu, poszczegolne agenty
maja wspolny cel uczenia sig, tutaj jednak komunikacja migdzy nimi nie ogranicza si¢
tylko do wyspecyfikowanej przez projektanta wymiany danych, lecz wptywa na prze-
bieg posrednich etapdw uczenia si¢ (np. poprzez negocjacj¢ lub wyjasnianie). Jest to
mechanizm najbardziej zaawansowany 1 najtrudniejszy do zaimplementowania, dlatego
tez obecnie jest mato dostgpnych opracowan z tego zakresu [Kaz2001]. Gaines
[Gail997] zaproponowal metodg silnego uczenia si¢ systemu wieloagenckiego, w ktorej
poszczegdlnym agentom przydzielane sa zadania o trudnosci rosnacej stopniowo, tak
aby uczenie si¢ danego agenta byto na stalym poziomie. Autor wykazal, ze takie po-
dejscie optymalizuje miary efektywnos$ci uczenia si¢ w systemie.
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3. Metoda APS inkrementacyjnego
pozyskiwania regut

Przedstawiona w niniejszym rozdziale, metoda APS (Analiza Przeszlych Stanow, ang.
Analysis of Past States), jest oryginalna propozycja rozwiazania problemu pozyskiwania
regul, przedstawionego we Wstepie rozprawy*. W jezyku przedformalnym mozna ten problem
sprecyzowac nastgpujaco. Dany jest przyrastajacy ciag KBy obserwacji agenta, uporzad-
kowanych przez czas ich zarejestrowania i opisanych przez atrybuty nalezace do zbioru
U. Przetwarzajac pojedynczo k nastepujacych po sobie podciagow KB®y, KB®y,....KB®y
ciaggu KBy, wyznaczy¢ zbior KB’y wszystkich regul zwigzku nad zbiorem atrybutéw U
w sumie tych podciagow tak, aby zbiér regul KB’z byl zblizony do zbioru regul KB,
wyznaczonego wsadowo na calym ciagu obserwacji KBj.

Uktad rozdziatu jest nastgpujacy. Pierwsza czg$¢ zawiera og6lny, nieformalny przeglad
metody. W podrozdziale drugim zestawione sa zalozenia metody. Kolejna czg$¢ zawiera
definicje struktury bazy wiedzy agenta, ktora jest wykorzystywana podczas procesu pozy-
skiwania regut. W czwartym podrozdziale zdefiniowany jest cykl dzialania metody, a wigc
poszczeg6lne etapy 1 ich wzajemne relacje oraz interakcja z modutami bazy wiedzy agenta.
Podrozdzial piaty zawiera opis algorytmow, ktore sa wykorzystywane w cyklu dziatania me-
tody. Wraz z algorytmami podana jest takze formalna analiza ich wtasnos$ci oraz ztozonos$ci
obliczeniowej. W szdstym podrozdziale opisana jest eksperymentalna weryfikacja metody,
w tym: charakterystyka srodowiska 1 danych testowych, plan eksperymentdéw, uzyskane
wyniki, ich opracowanie i omowienie. W koncowej czgsci przedstawione jest pordwnanie me-
tody APS z innymi pracami o podobnym zakresie tematycznym.

3.1. Przeglad metody APS

Podstawowym zatozeniem metody APS jest odkrywanie regut w sposob inkrementacyjny,
to znaczy na podstawie kolejnych przyrostow faktow rejestrowanych w bazie wiedzy agenta,
bez koniecznosci rozpoczynania catej analizy od poczatku w razie dodania nowych danych
trenujacych. Przyjmujemy zatem, Zze agent w trakcie dziatania zapisuje obserwacje w od-
powiednich strukturach swojej bazy wiedzy i1 analizuje je po zgromadzeniu wystarczajaco

4 Poczatkowa wersja metody APS opisana zostata we wczedniejszej pracy autora [Dud2003]. Formalizm

i algorytmy prezentowane w niniejszej rozprawie zostaly przedstawione w sposob skrocony w pracy
[Dud2005b].
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duzej porcji faktoéw, pod warunkiem, ze przetwarzanie to jest mozliwe przy uwzglednieniu
zasoboéw systemowych’ i biezacych zadan agenta. Jednocze$nie zbior regut pozyskiwanych
inkrementacyjnie powinien by¢ zblizony do zbioru regul, uzyskanego wsadowo na calym
zbiorze faktéw, zarejestrowanych od poczatku (zob. Rys. 3.1). Miary podobienstwa zbiorow
regut sa przedstawione w podrozdziale poswigconym eksperymentalnej weryfikacji metody.

a) m

‘ Fakty — cala baza ‘ Zbior regut KB,
czas
///_//IA
‘ Porcja 1 ‘ ‘ ‘ ‘ Porcjan ‘ Zbior regut KB',
czas

Rys. 3.1. Odkrywanie regut w trybie: (a) wsadowym, (b) inkrementacyjnym. Wynikowe zbiory
regut KBBR oraz KB’R powinny by¢ do siebie zblizone. Porcje faktow, analizowane w trybie
inkrementacyjnym, nie musza mie¢ S$ciSle jednakowego rozmiaru, ale powinny by¢
poréwnywalnej wielkosci. Rzeczywisty rozmiar kazdej porcji faktow zalezy od sytuacji, gdy:
(i) agent zgromadzi reprezentatywna, czyli wystarczajaco duza liczbg obserwacji, zgodnie

z programi ustalonymi na etapie projektowania systemu; (ii) istnieja odpowiednie warunki do
uruchomienia analizy, tzn. agent nie ma biezacych zadan do wykonania — jest w fazie
oczekiwania (ang. stand-by phase) oraz zasoby systemowe sa wystarczajaco mato obciazone,
aby obstuzy¢ proces pozyskiwania regut.

3.1.1 Struktura bazy wiedzy agenta

W metodzie APS zaproponowana jest odpowiednia struktura bazy wiedzy agenta, ktéra
pozwala na pozyskiwania regul zgodnie z powyzszymi zatozeniami. Baza wiedzy jest po-
dzielona na 4 moduty funkcjonalne:

KBy — historia jest rejestrem obserwacji przesztych standw $wiata oraz interakcji agenta
z otoczeniem zewngtrznym;

KBgr — baza regul jest zbiorem regul zwiazku, ktore sa odkrywane na podstawie faktow
z historii; reguly sa odpowiednio umieszczane i utrzymywane w module KBy przez
algorytmy metody APS;

KBr — wiedza chwilowa (pamiegé krotkoterminowa) opisuje biezacy stan agenta,
otoczenia i przetwarzania rozwiazywanego problemu;

KBg — wiedza ogdlna (pamieé diugoterminowa) zawiera informacje o dziedzinie za-
stosowania, otoczeniu agenta, metodach rozwigzywania problemu i innych aspektach
potrzebnych do dzialania agenta; tego typu wiedza pochodzi przede wszystkim (cho¢
nie tylko) z fazy projektowania i implementacji agenta, jest ona zatem w duzej mierze
wiedzq odziedziczonq (ang. inherited knowledge).

Rejestr stanéw $wiata (czyli historia), prowadzony przez agenta moze, w zaleznosci od
konkretnej aplikacji, obejmowac ciag zaobserwowanych stanéw $wiata, czyli konfiguracji
atrybutow §wiata w okreslonych momentach (np. jakie dokumenty w sieci WWW przeglada

5

W pracy [Dud2002] zostata zarysowana koncepcja tzw. funkcji oceny zajetosci zasobow, ktora jest

zintegrowana z architekturg agencka i cyklicznie zwraca biezacy stopien wykorzystania zasobow
systemowych (np. procesora, pamigci operacyjne;j).
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uzytkownik o okreslonej porze dnia) lub zapis interakcji interakcji agenta z otoczeniem.
W tym drugim przypadku jako pojedynczy fakt (obserwacja) moze by¢ zapisana transakcja
(czyli zamknigty, niepodzielny ciag operacji) postaci: warunki — akcja — rezultat. Rejestrowa-
na interakcja sktada si¢ zatem z nastgpujacych zapisow.

W danych warunkach (stanie $wiata) zostala przez agenta wykonana okreslona akcja
1 doprowadzita ona do okres§lonego rezultatu w otoczeniu.

Na przyktad: gdy uzytkownik zadatl pytanie q (warunki), agent zwrocit mu dokument d
(akcja), ktory zostat przez uzytkownika oceniony jako relewantny (rezultat).

W pewnych zastosowaniach pojedyncze obserwacje atrybutéw otoczenia lub faktéw po-
staci warunki — akcja — rezultat nie moga by¢ podstawa do wyciagnigcia przez agenta wiary-
godnych wnioskéw co do zaleznosci dotyczacych $rodowiska agenta lub jego interakcji
z otoczeniem. Ewentualne reguly pozyskane na podstawie niewielkiej liczby faktow moga by¢
niewiarygodne statystycznie lub nawzajem ze soba sprzeczne. Stad tez chcemy, aby agent
przeprowadzal analiz¢ dopiero po zgromadzeniu odpowiednio duzego zbioru faktow. Okre-
slenie minimalnego, wystarczajacego rozmiaru zbioru obserwacji zalezy od dziedziny za-
stosowania i powinno by¢ wykonywane przez eksperta w fazie projektowania i implementacji
systemu agenckiego.

3.1.2 Etapy metody APS

Cykl dziatania metody APS jest przedstawiony na Rys. 3.2. Podczas normalnego dziatania
(ang. performance phase) agent realizuje swoje podstawowe cele projektowe, jednoczes$nie
rejestrujac w historii fakty — to znaczy zdefiniowane przez projektanta informacje o stanie
swiata (etap 1). Jezeli: (i) w historii zgromadzona jest wystarczajaca, reprezentatywna liczba
faktow (zgodnie z miarami ustalonymi w fazie projektowania i zaleznymi od konkretnej
dziedziny), (i1) agent nie ma do wykonania zadnych biezacych zadan, czyli jest w fazie czu-
wania (ang. stand-by phase) oraz (iii) zasoby systemu nie wystarczajaco malo obciazone,

e it R B R il ?.I 1 | Rejestrowanie faktow w historii |ﬁ

Wiedza Historia |~=F=" >| 2 | Wybbér faktoéw do analizy |
chwilowa KB, |[<1= '
KB
T . | 3 | Przetworzenie danych |
[ |
Wiedza Baza N
ogoblna regut [ tae; Iil Odkrywanie regut |
KB, KB, !
[ |
o

- -I 5 | Dodawanie regul do bazy wiedzy |

Baza wiedzy

- '| 6 | Usuwanie analizowanych faktéw |

Agent (fragment) Modut uczenia APS

Rys. 3.2. Etapy metody APS i ich relacje z modutami bazy wiedzy agenta.
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wowczas wyzwalany jest przebieg pozyskiwania regut (ang. run), ktory sktada si¢ z 5 krokow.
Przebieg rozpoczyna si¢ od wyboru faktow do analizy (etap 2). Nastgpnie nastgpuje przetwo-
rzenie wybranych danych do odpowiedniego formatu, wymaganego przez algorytm odkrywa-
nia regut zwiazku (etap 3). Przygotowane fakty sa danymi wej$ciowymi algorytmu eksploracji
danych (ang. data mining), ktéry odkrywa 1 zwraca na wyjsciu reguly zwiazku (etap 4). Nowe
reguly sa nastgpnie dodawane do bazy wiedzy z uwzgl¢dnieniem regul, ktore byly tam
wczesniej (etap 5), przeanalizowane fakty sa za$ trwale usuwane z historii (etap 6), po czym
agent powraca do swojej normalnej aktywnosci.

Zaktadamy, ze w czasie trwania przebiegu pozyskiwania regut (etapy 2 — 6) agent nie wy-
konuje zadan zwiazanych z normalnym dzialaniem, lecz przeznacza wszystkie zasoby na jak
najszybsze pozyskanie regut z przetwarzanej porcji faktéw. W cyklu dziatania agenta mamy
wigc do czynienia z przeplatajacymi si¢ fazami normalnej aktywnosci 1 uczenia sig.

3.1.3 Przeksztalcanie danych

Format danych przekazywanych algorytmowi odkrywania regul zwiazku (w etapie 4.)
wymaga, aby atrybuty opisujace fakty przyjmowaty wytacznie warto$¢ 1 albo 0, bez wartosci
nieznanych. W metodzie APS zakladamy, ze obserwacje (fakty) zapisywane w historii moga
by¢ opisywane atrybutami nominalnymi, czyli atrybutami, ktérych dziedziny sa skonczonymi
zbiorami dyskretnych wartos$ci. Niedopuszczalne sa atrybuty o dziedzinach ciagtych (np.
takich, jak zbior liczb rzeczywistych), jesli za§ uzycie takich atrybutow wynika ze specyfiki
dziedziny zastosowania systemu, zakladamy, ze przed zapisaniem faktu w historii ich war-
tosci sa odpowiednio dyskretyzowane. Sama technika dyskretyzacji nie wchodzi jednak w za-
kres metody APS. W trakcie etapu 3 nastepuje przygotowanie faktow do formatu, ktory jest
odpowiedni dla algorytmu znajdowania regut zwiazku. Dzieje sig to w trzech krokach:

1) przeksztatcenie schematu historii,
2) wypehienie nowego schematu danymi;
3) eliminacja warto$ci nieznanych.

W pierwszym kroku tworzony jest nowy schemat historii, w ktérym atrybutami staja si¢
wartosci atrybutow w schemacie pierwotnym. Nie sa to jednak wszystkie mozliwe wartosci,
wynikajace z dziedzin atrybutdw, ale tylko te wartosci, ktore rzeczywiscie wystapity w prze-
twarzanej porcji faktow. Dzigki temu nowy schemat zawiera minimalng liczbg atrybutow.

Drugi krok polega na wypetnieniu nowego schematu historii danymi na podstawie faktow
zgromadzonych w biezacej porcji pobranej z historii. Atrybuty w przeksztalconym schemacie
przyjmuja wartos$ci 1, 0 lub N (warto$¢ nieznana).

W ostatnim kroku przygotowania faktow usuwane sa nieznane wartosci atrybutow. W me-
todzie APS przyjeta zostata technika generowania nowych faktow, ktore zamiast wartosci nie-
znanej danego atrybutu zawieraja kolejno jego wszystkie mozliwe wartosci. W jezyku logicz-
nych modeli wiedzy agentow, nowe fakty, powstajace na podstawie nieznanych warto$ci atry-
butéw, moga by¢ traktowane jako swiaty mozliwe (ang. possible worlds) [Fag1995] w danym
stanie, ktorym jest pierwotny fakt (z nieznanymi warto$ciami niektérych atrybutow).
Rozwiazanie to pozwala na szybkie wyeliminowanie wartosci nieznanych bez straty wartosci
informacyjnej zbioru przetwarzanych faktow. Z drugiej strony generowanie wszystkich
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mozliwo$ci powoduje gwaltowny, wyktadniczy wzrost liczby faktow do przetworzenia i dla-
tego moze ono by¢ stosowane z ograniczeniami, to znaczy tylko dla pewnej przyjetej, mak-
symalnej liczby warto$ci nieznanych w pojedynczym fakcie. Jesli natomiast liczba nieznanych
wartosci przekracza przyjety prog, fakt jest usuwany bez zastgpowania go wszystkimi mozli-
wosciami. Jest to uzasadnione nie tylko ze wzgledow wydajnosciowych, ale tez dlatego, ze
fakty z duza liczba nieznanych wartos$ci atrybutéw niosa ze soba mata warto$¢ informacyjna
z punktu widzenia opisu przesziego stanu i odkrywanych na tej podstawie regut.

Istotna cecha, przyjetego w metodzie APS, algorytmu eliminacji warto$ci nieznanych jest
zatozenie swiatow dowolnych (ang. random worlds) [Bac1996], zgodnie z ktorym wszystkie
fakty generowane na podstawie faktu z nieznanymi warto§ciami atrybutéw, a wigc wszystkie
swiaty mozliwe w danym stanie, sa traktowane jako jednakowo prawdopodobne, bez ustalone-
go porzadku. Dzigki temu nowe, mozliwe fakty moga by¢ szybko wygenerowane bez koniecz-
no$ci wezesniejszego analizowania historii w celu obliczenia rozktadu prawdopodobienstwa
poszczegolnych wartosci atrybutow, a w konsekwencji — prawdopodobienstwa poszczegdl-
nych $wiatdéw mozliwych. Autorzy koncepcji swiatdéw dowolnych wykazali, ze ich podejscie
pozwala na efektywne wnioskowanie w bogatych informacyjnie bazach wiedzy, zawiera-
jacych duzo danych statystycznych [Bac1996]. Jako takie podejscie to zostalo zatem zaadap-
towane w metodzie APS. Zauwazmy jednak, Ze rozwiazanie to przynosi zadowalajace wyniki
tylko przy spetnieniu odpowiednich warunkéw: (i) liczba warto$ci nieznanych w faktach jest
stosunkowo niska (w przeciwnym razie wysoka, wyktadnicza ztozono$¢ procesu generowania
swiatow mozliwych silnie obnizy ogdlna wydajno$¢ metody); (ii) jest bardzo mato (a najlepie;j
nie ma w ogole) wartosci N w kolumnach predykcyjnych, to znaczy w atrybutach, ktore zgod-
nie z zadanymi ograniczeniami semantycznymi maja wystapi¢ w nastgpnikach regut. W tym
drugim przypadku wygenerowane fakty ze wszystkimi mozliwos$ciami warto$ci kolumny
predykcyjnej i tak nie maja wigkszej wartosci informacyjnej, gdyz reprezentuja one jedynie
jednorodny rozkiad prawdopodobienstwa wystapienia poszczegdlnych warto$ci — zgodnie
z zatozeniem §wiatoéw dowolnych.

3.1.4 Odkrywanie regut zwigzku

Znajdowanie regut zwiazku na podstawie przetworzonych faktow (etap 4) odbywa sig
zgodnie z wybranym algorytmem, np. Apriori. Metoda APS jest catkowicie zewngtrzna
w stosunku do algorytmu odkrywania regut zwiazku, to znaczy traktuje go jako niezalezny
modul, do ktorego przekazywane sa dane wejsciowe (odpowiednio przygotowane fakty) oraz
parametry (np. progi minimalnego poparcia i pewnosci) i z ktérego pobierane sa dane
wyjsciowe: reguly zwiazku wraz z towarzyszacymi miarami statystycznymi (poparcie,
pewnos¢). A zatem metoda APS wzgledem samego algorytmu eksploracji danych zachowuje
si¢ jak odrgbny proces zarzadzajacy. Zaleta przyjgtej metody jest 0ogolnosé i elastycznosc,
ktora pozwala na wykorzystanie roznych algorytmoéw odkrywania regut zwiazku, w zaleznos$ci
od wymogow danego zastosowania i sSrodowiska, w ktérym pracuje agent. Inna korzysScia jest
mozliwo$¢ taczenia ze soba regut zwiazku, ktére sa odkrywane przez rézne algorytmy, co
z kolei pozwala na wspoétdzielenie wiedzy w systemach wieloagenckich.

Zapewnienie pelnej niezaleznosci procesu APS od algorytmu odkrywania regut wiaze sig z
poniesieniem pewnych kosztéw. Bez mozliwos$ci ingerencji w algorytm eksploracji danych
nie mozna uzyska¢ pewnych danych, ktorych znajomos$¢ zwigksza doktadnos¢ wynikowego
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zbioru regut. Na przyklad bez dodatkowych przebiegéw analizy zbioru faktow nie mozna
ustali¢ czgstosci niektorych zbioréw atrybutdw, ani $redniego poparcia regut, ktére sa odrzu-
cane (jako zbyt mato wiarygodne). Aby zniwelowa¢ wspomniane braki danych, w metodzie
APS przyjete zostaly pewne oszacowania, ktore, cho¢ nie pozwalaja na uzyskanie doskonate;
doktadnos$ci uzyskiwanych regut (w stosunku do metod wsadowych), minimalizuja biedy ob-
liczanych wartosci.

3.1.5 Zalozenie niedoskonatej pamieci

Kasowanie obserwacji z historii po ich przetworzeniu i odkryciu regut zwiazku (etap 6),
jest oparte na zatozeniu niedoskonatej pamieci (ang. imperfect recall) [Fagl995], w mysl
ktorego agent nie przechowuje w bazie wiedzy wszystkich obserwacji przesztych stanow
przez caly czas swojego dziatania. A zatem agent o niedoskonatej pamigci z zatozenia nie
moze odtworzy¢ kazdego stanu zaobserwowanego w przesztosci. Zgodnie z tym, co zostato
zauwazone wczesniej, w wielu zastosowaniach elementarne fakty i tak nie stanowia zadnej
wartosci dla agenta, poniewaz sa zbyt szczegdtowe, za mato wiarygodne statystycznie lub
wzajemnie sprzeczne. W takiej postaci zatem nie moga one by¢ wykorzystane w procesie
decyzyjnym agenta. Dodatkowa, powazna wada doskonatej pamieci jest takze sam rozmiar
historii, ktory ciagle si¢ zwigksza 1 w pewnym momencie moze nadmiernie obcigzac¢ zasoby
systemu. Z tego wzgledu w metodzie APS pojedyncze fakty sa gromadzone tylko do momentu
ich przetworzenia przez algorytmy pozyskiwania regut. Przeanalizowana porcja obserwacji
jest nastgpnie usuwana, dzigki czemu rozmiar historii nie jest zwigkszany bez ograniczen, lecz
stale utrzymywany na akceptowalnym poziomie. W bazie wiedzy, zamiast pojedynczych fak-
tow, agent trwale przechowuje uogdlnione, wiarygodne statystycznie reguty, ktore z tych fak-
tow wynikaja. Reguly moga by¢ wykorzystane w procesie decyzyjnym agenta (np. przy two-
rzeniu lub wybieraniu planu) i1 potencjalnie stopniowo polepszac jego skutecznos$¢ lub efek-
tywnos¢ poprzez adaptacj¢ agenta do otoczenia, w ktorym si¢ znajduje.

Odnoszac si¢ do pojeé wiedzy jawnej (ang. explicit knowledge) 1 wiedzy niejawnej (ang.
implicit knowledge), wprowadzonych przez Levesque [Lev1984], mozna stwierdzié, ze fakty
zapisywane w historii stanowia wiedz¢ jawna, na podstawie ktorej, w trakcie procesu APS,
jest wywnioskowywana indukcyjnie wiedza niejawna — reguly, ktore pierwotnie sa ukryte
w faktach. Cho¢ z formalnego punktu widzenia dodawanie do bazy agenta wiedzy niejawnej
(regul), a wigc wywnioskowanej na podstawie wiedzy jawnej (faktow), prowadzi do nad-
miarowosci wiedzy, jest to w petni uzasadnione wspomniana wyzej, ograniczong przydatno-
$cia elementarnych faktéw, przy potencjalnie duzej uzytecznos$ci i wartosci informacyjnej ich
konsekwencji — regut zwiazku.

3.1.6 Utrzymanie bazy regut

Niezwykle newralgiczna czg$cia procesu APS jest etap 5., w ktoérym baza regut KBy jest
modyfikowana na podstawie regut odkrytych w ostatnim przebiegu oraz danych opisujacych
ten przebieg. Stosowany tutaj algorytm utrzymania bazy regut KB jest najwazniejsza czgscia
metody APS, poniewaz decyduje on o tym, jak zblizony bedzie wynik inkrementacyjnego po-
zyskiwania regut do wyniku przetwarzania wsadowego (na calym zbiorze) (zob. Rys. 3.1),
ktory jest ostatecznym punktem odniesienia dla doktadno$ci metod przyrostowych. Algorytm



3.1. Przeglad metody APS 73

ten opiera si¢ na obserwacji, ze przy odkrywaniu regut zwiazku przetwarzane fakty moga by¢
traktowane jako zbior, a nie ciag o $cisle ustalonej sekwencji czasowej. Wihasnos$¢ ta jest
spetniona takze po zastapieniu faktow z nieznanymi wartosciami wszystkimi mozliwo$ciami,
zgodnie ze wspomnianym wyzej zatozeniem §wiatéw dowolnych. W tej sytuacji inkrementa-
cyjne dodawanie regut moze by¢ uproszczone do obliczania statystycznych miar wiarygodno-
$ci regut (poparcia i pewnos$ci) w oparciu 0 wzory proporcji czgstosciowych. Przypusémy, ze
do pewnego momentu proces APS, po przeanalizowaniu b; faktow z porcji 4; (tzn. z czgsci
historii), odkryt regulg r z warto$cia poparcia i pewnosci odpowiednio sup,(r) oraz con,(r). Po
kolejnym przebiegu, w ktorym przetworzone zostalo b, faktow, znaleziona zostata ta sama
regula r, ale z nowymi wartosciami sup»(r) oraz con,(r). Mozna wykazac, ze warto$ci poparcia
1 pewnosci reguly » w polaczonym zbiorze faktow 4; i 4, sa dane wzorami (odpowiednie do-
wody sa zawarte w dalszej czg$ci rozdziatu):

b +b
sup(r,hyUh,):= lsupl(;)+b2 supz(r), G.1)
1 2
_conl(r)conz(r)(b1 sup,(r)+b, supz(r)) (3.2)

con(r,h, Uh,):

b, sup,(r)con, (r)+b, sup,(r)con,(r)

Powyzsze wzory gwarantuja, ze baza regul uzyskana inkrementacyjnie jest identyczna
z baza pochodzaca z przetwarzania wsadowego, o ile wszystkie reguty wystepuja zardwno
w h; jak 1 h,. Tymczasem zalozenie to jest mocno wyidealizowane i moze nie by¢ spetnione
w rzeczywistych aplikacjach. Przede wszystkim nie sa tutaj wzigte pod uwage ograniczenia,
np. progi minimalnego poparcia i pewnosci, ktore sa powszechnie stosowane w algorytmach
eksploracji danych. Zastosowanie ograniczen komplikuje inkrementacyjne dodawanie regut
z wykorzystaniem powyzszych wzordw proporcji czgstosciowych. Rozwazmy nastepujacy
przyktad. Przypus¢émy, ze przed rozpoczgciem odkrywania regul ustalone zostaty progi
minimalnego poparcia i pewnos$ci, odpowiednio ¢ i Y. Nastgpnie, tak jak poprzednio, urucha-
miane sa dwa kolejne przebiegi odkrywania regul: najpierw na porcji faktow 4;, a nastepnie
na porcji ;. Reguta r jest odkrywana w obu przebiegach, ale w drugim przebiegu jest ona od-
rzucana z powodu nie osiagni¢cia wymaganych progéw o luby. Wowczas wzor (3.1) zwraca
nieprawidlowy wynik, poniewaz warto$¢ sup, jest przyjmowana jako O (zero), podczas gdy
w rzeczywisto$ci musiata ona si¢ mie$ci¢ w przedziale obustronnie otwartym (0; o), skoro
regula r zostata znaleziona w tym przebiegu. Z kolei wyrazenie (3.2) w ogole przyjmuje war-
tos¢ nieokreslong (kwestia ta jest poruszana w dalszej czg$ci rozdziatu), nie pozwalajac na ob-
liczenie pewnos$ci. W celu wyeliminowania tych anomalii w metodzie APS zastosowano dwa

estymatory O oraz Y, ktore reprezentuja odpowiednio oczekiwane poparcie 1 pewnos¢
losowo wybranej reguly, ktora jest odrzucana. A zatem, w opisanej wyzej sytuacji (gdy regula
r nie wystepuje w zbiorze regul odkrytych w porcji 4,), zamiast zerowych wartosci sup(r)
i cony(r), do wzoréw podstawiane sa odpowiednio warto$ci estymatorow, ktére moga byc
ustalone arbitralnie przez projektanta, albo przyjete domys$lnie jako $rodek przedziatlu, to

Znaczy: &:% , 5/:% Istnieje takze mozliwos¢ doktadnego obliczenia & oraz y jako
srednich warto$ci poparcia i pewnosci regut rzeczywiscie odrzucanych. To rozwiazanie
wymagatoby jednak modyfikacji algorytmow metody APS, polegajacej albo na ingerencji

w algorytm odkrywania regul (przez co w konsekwencji utracona bylaby niezaleznos¢ metody
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od algorytmu eksploracji danych), albo na dodaniu algorytmu filtrowania regut na podstawie
progéw o 1Y, zewngtrznego w stosunku do algorytmu odkrywania regut zwiazku. W tym dru-
gim przypadku proces znajdowania regut uruchamiany bytby przy zerowych progach
minimalnego poparcia i pewnosci, co miatoby niekorzystny wptyw na jego wydajnos¢, z po-
wodu potencjalnie bardzo duzej liczby zwracanych regut (ktorych duza czes¢ i tak bytaby po-
tem odrzucana).

Przy inkrementacyjnym odkrywaniu i dodawaniu regut do bazy KBk, w oparciu o opisane
wyze] wzory czgstosciowe, moze si¢ pojawi¢ pewne niekorzystne zjawisko, ktore mozna
okresli¢c mianem opornosci bazy regut na zmiany. Ot6z skoro poparcie i pewnos¢ regut sa
ustalane proporcjonalnie do liczby faktow, na podstawie ktorych reguly te zostaty odkryte, po
dlugim czasie dziatania metody APS zbior regul KBy jest coraz mniej podatny na jakiekolwiek
zmiany na podstawie wynikow kolejnych przebiegdw analizy. Dzieje si¢ tak dlatego, Ze bazo-
wa liczba faktow dotychczasowych regut w KB jest niewspotmiernie duza w stosunku do
liczby faktow przetwarzanych w pojedynczym przebiegu (czyli pojedynczej porcji faktow
z historii). W tej sytuacji, po uplywie pewnego czasu baza KBy bgdzie praktycznie niezmien-
na, nawet jesli w rzeczywistosci, w obserwacjach rejestrowanych przez agenta zachodza
zmiany, ktére powinny by¢ uwzglednione. W celu wyeliminowania tego efektu, do wzorow
czestosciowych zostala wprowadzona funkcja wplywu czasowego fr, ktora zmniejsza
znaczenie regul wraz ze zwigkszajacym si¢ uptywem czasu od ich odkrycia. Zaktadamy, ze
ksztatt funkcji zalezy od konkretnej dziedziny zastosowania i jest ustalany przez projektanta
systemu. W metodzie APS definiowane sa jedynie ogdle wymogi wzglgdem tej funkcji, ktore
mowia, ze ma to by¢ funkcja nierosnaca, okreslona na przedziale [0; +), z warto$ciami na-
lezacymi do przedziatu [0; 1], przy czym warto$¢ dla O (zera) musi by¢ rowna 1 (jeden).
Przyktady funkcji, spetniajacych te postulaty, sa przedstawione na Rys. 3.3.

Zastosowanie funkcji wplywu czasowego w, przytoczonych wyzej, wzorach
czestosciowych (3.1) 1 (3.2), polega na mnozeniu poparcia reguly przez warto$¢ fr dla réznicy
czasu terazniejszego t.» 1 Sredniego czasu tej reguty. W ten sposéb reguty nowe zyskuja swo-
ista przewagg nad regutami starymi o tych samych poczatkowych miarach poparcia i pewno-
$ci, gdyz miary te sa odpowiednio zmniejszane wraz z uptywem czasu. Wlasnosci wzoréw
proporcji czgstosciowych z funkcja fr sa przedstawione i dowodzone formalnie w dalszej
czesci rozdziatu. W danym przebiegu analizy faktow funkcja f7 nie jest stosowana indywidual-
nie do czasu kazdego faktu, ale jednorazowo do $redniego czasu wszystkich faktow w prze-
twarzanej porcji danych. Cho¢ rozwiazanie to czyni obliczenia przyblizonymi, jest ono uza-
sadnione wzgledami wydajno$ci przetwarzania (Sredni czas wszystkich faktow mozna szybko
obliczy¢ juz podczas ich wyboru w etapie 2.) oraz utrzymaniem niezaleznosci metody APS od
algorytmu odkrywania regut zwiazku.

0

Rys. 3.3. Przyktady funkcji wptywu czasowego f,. Argumentem x jest czas,
ktory uplynatl od danego momentu w przesztosci do chwili obecne;.
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Przytoczony powyzej, ogolny i nieformalny opis metody APS, jest precyzowany w kolej-
nych podrozdziatach.

3.1.7 Klasyfikacja metody APS

Klasyfikacja metody APS zgodnie z kryteriami podziatu metod uczenia sig¢, podanymi
w Rozdziale 1., jest nastgpujaca. Pod wzgledem reprezentacji wiedzy [Cic2000] APS jest me-
toda symboliczna, poniewaz wszystkie struktury wiedzy agenta, biorace udzial w cyklu pozy-
skiwania regul, przechowuja informacj¢ w postaci symboli. Dotyczy to w szczegolnosci wy-
korzystywanej reprezentacji odkrywanych regut zwiazku.

W odniesieniu do zrodta i postaci informacji trenujacej [Cic2000] APS nalezy umiejsco-
wi¢ w klasie metod uczenia si¢ bez nadzoru [Has2001], gdyz bazuje ona na regutach zwiazku,
ktore powstaja w wyniku analizy i przeksztalcania przestrzeni zmiennych wejsciowych, bez
zewngtrznej informacji o prawidlowych odpowiedziach wyjsciowych.

Postugujac si¢ terminologia Cichosza [Cic2000], mozna stwierdzi¢, ze metoda APS
pracuje w trybie epokowym, jako ze proces pozyskiwania regul odbywa si¢ w cyklach,
w ktorych kolejno przetwarzane sa porcje przyktadoéw trenujacych (faktéw historii). Do czasu
przetworzenia kolejnej epoki, system uczacy si¢ moze korzysta¢ z wynikow uzyskanych we
wczesniejszych cyklach. Warto tutaj wyjasni¢, dlaczego w wielu miejscach rozprawy uzywane
jest okreslenie metody APS jako inkrementacyjnej, skoro aktualizacja regut nie nast¢puje po
kazdym dodaniu pojedynczego faktu do historii, ale co pewien czas, po zgromadzeniu okre-
Slonej liczby obserwacji. Otéz, w literaturze migdzynarodowej okreslenie epokowy w od-
niesieniu do metod znajdowania regut zwiazku praktycznie nie jest stosowane. Natomiast po-
wszechnie uzywane sa terminy metoda wsadowa oraz metoda inkrementacyjna, takze dla
algorytmow, ktore dopuszczaja retencje przykladow trenujacych (jak np. FUP, [Chel1997],
DELI [LeS1998]). Dlatego tez autor podjal decyzj¢ o zastosowaniu terminologii, ktora bedzie
zrozumiata dla szerokiego grona odbiorcow.

W konficu, w odniesieniu do klasyfikacji omawianej przez Maloofa 1 Michalskiego
[Mal2000], [Mal2004], metoda APS jest metoda o czg¢sciowej pamigci przyktadow (ang. par-
tial instance memory). W historii przechowywane sa wytacznie nowe fakty, ktore nie zostaty
jeszcze przetworzone. Obserwacje te sa za$ trwale usuwane (zapominane) po przeanalizowa-
niu w przebiegu cyklu pozyskiwania regul.

3.1.8 Umiejscowienie cyklu metody APS w architekturze agenckiej

W s$wietle definicji przytoczonych w Rozdziale 1. system uczacy si¢ powinien charaktery-
zowac si¢ udoskonalaniem swojego dzialania wraz z rosnagcym doswiadczeniem 1 nabywana
wiedza. To samo odnosi si¢ w szczegolnosci do uczacego si¢ agenta (zob. Rozdziat 2.), ktore-
go zdolno$ci adaptacyjne wiaza sig $cisle z umiejgtnoscia zastosowania gromadzonej wiedzy
do odpowiedniego modyfikowania wtasnej, indywidualnej procedury decyzyjnej. W tym
konteks$cie model pozyskiwania wiedzy, wyznaczony przez metod¢ APS, nie moze by¢ trak-
towany jako pelny proces uczenia si¢ agenta, poniewaz nie zawiera on bezposredniego od-
niesienia do procesu decyzyjnego. Zaktadamy jednak, Ze w omawianej wczesniej, ogolnej
architekturze uczacego si¢ agenta wedlug Russela i Norviga [Rus1995], cykl metody APS
wraz z jego poszczegolnymi etapami i algorytmami, jest umiejscowiony w wyodrgbnionym
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module uczenia si¢ (ang. learning element), ktory wspotpracuje z innymi modutami systemu
(zob. Rys. 2.1. w rozdziale 2.4.). Z kolei realizacja wymaganej przez metod¢ APS struktury
bazy wiedzy jest zalezna od konkretnej architektury agenckiej, w ktoérej osadzony jest cykl
APS. A zatem, mimo iz sama metoda APS nie definiuje pelnego procesu uczenia sig, stanowi
ona z zalozenia istotna jego czg$¢.

Jako przyktad rozwazmy mozliwo$ci osadzenia cyklu metody APS we wspomnianej
wczesniej architekturze JAM [Hub1999], ktora faczy w sobie elementy systemow wnioskowa-
nia proceduralnego (ang. Procedural Reasoning Systems, PRS) [Ing1992], w tym gléwnie
UMPRS [Leel1994b], a takze rozszerzenia proceduralne zaczerpnigte z semantyki obwodow
strukturalnych (ang. Structured Circuit Semantics, SCS) [Leel994a] oraz jezyka Act
[Mye1997].

Biblioteka Model
planéw Swiata
(plan APS) (KB,, KB,)
Plany PrzekonaniaT E Baza E
creeoooodizil) regut KB, |
Cele, intencje E Historia E
Struktura R Y KB,
intencji Obserwator | | = ~=eeccccccceo-d
4L 4L
l I Agent JAM
Otoczenie Akcje Bodzce

Rys. 3.4. Architektura agencka JAM (na podstawie [Hub1999], str. 237)
wraz z osadzonymi elementami metody APS.

Agent JAM skiada si¢ z (zob. Rys. 3.4.): modelu swiata (ang. world model), biblioteki
planow, interpretera, struktury intencji (ang. intention structure) oraz obserwatora (ang.
observer). Model swiata zawiera fakty w postaci relacja-argument (np. zmienne stanu, wyniki
wnioskowania, dane sensoryczne, komunikaty), reprezentujace biezacy stan $wiata, znany
agentowi. Plany agenta zawieraja proceduralna specyfikacje sposobu osiagnigcia okreslonych
celow, reagowania na okreslone zdarzenia lub wykazywania przez agenta pewnego zachowa-
nia. Pojedynczy plan definiowany jest m.in. przez cel, warunki poczatkowe, kontekst, ciato
1 uzytecznos¢. Interpreter — gtdbwny mechanizm wnioskujacy — jest dziatajaca w petli proce-
dura, odpowiedzialna za wybdr i wykonywanie planéw w oparciu o intencje, plany, cele oraz
przekonania dotyczace biezacego stanu $wiata. Sprzgzona z interpreterem struktura intencji
jest stosem gromadzacym cele (z przypisanymi planami i bez). Wszystkie plany, ktore pasuja
do danego celu 1 aktualnego stanu §wiata umieszczane sa na liscie stosowalnych planow
(ang. Applicable Plan List, APL) i maja nadawane warto$ci uzytecznosci (ang. utility). Plan
o najwigkszej uzytecznos$ci wybierany jest przez interpreter jako infencja na rzecz danego
celu, 1 wykonywany. Cele agenta JAM moga by¢ trojakiego rodzaju: cel do osiggniecia (ang.
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ACHIEVE goal), cel do wykonywania (ang. PERFORM goal), cel do utrzymania (ang. MAIN-
TAIN goal). Obserwator jest skladnikiem odpowiedzialnym gtownie za cykliczne §ledzenie
1 odbieranie asynchronicznych zdarzen w otoczeniu (np. przestanych komunikatow).

Przy osadzeniu w architekturze JAM struktur wymaganych przez metode APS, wiedza
chwilowa KB71 wiedza ogolna KB umieszczone bylyby w obrebie modelu §wiata. Baza regut
KBr takze moze by¢ czg$cia modelu §wiata, jednak przy duzej liczbie regut rozwiazanie takie
mogltoby cechowa¢ si¢ niska wydajnoscia (powolne wyszukiwanie 1 modyfikowanie wobec
braku struktur indeksowych). Woéwczas baza regul powinna by¢ wyodrebniona, dodatkowa
struktura, najlepiej przechowywana w postaci tabeli relacyjnej bazy danych, co pozwalaloby
na jej szybkie przeszukiwanie i aktualizacje. Podobnie, ze wzgledow wydajnosciowych,
historia KBy réwniez musialaby by¢ zaimplementowana jako dodatkowa struktura danych
(tabela), cyklicznie uzupehiana przez procedurg obserwatora.

Procedura Pozyskuj Regutly APS (omawiana szczegotowo w rozdziale 3.4.), realizu-
jaca cykl metody APS, w architekturze JAM moze by¢ zaimplementowana jako plan, ktory
jest przechowywany w bibliotece planow. Jego warunki poczatkowe (ang. precondition),
od ktorych zalezy uruchomienie, obejmowatyby minimalna liczbg faktow w historii (ustalona
przez projektanta) oraz niska zajg¢tos¢ zasobow systemowych (zwracang jako warto$¢ pewnej
funkcji [Dud2002], zaleznej od aplikacji i platformy sprzgtowo-programowej). Dodatkowo
potrzebna jest tutaj procedura metawnioskowania (ang. metareasoning) w formie odpowied-
niego planu, ktéra zadecyduje w kontekscie wszystkich planéw na liscie APL, czy plan prze-
biegu APS moze by¢ uruchomiony w danym momencie. Jest to koniecznie, poniewaz zgodnie
z zatozeniami metody APS, pozyskiwanie regut nie powinno zaburza¢ biezacego dzialania
agenta, lecz powinno by¢ uruchamiane w okresach bezczynnos$ci (ang. stand-by phase).

Jak wida¢, osadzenie cyklu APS w architekturze JAM nie wymaga modyfikacji jej podsta-
wowych komponentéw, takich jak interpreter, model $wiata, biblioteka plandéw i struktura
intencji. Sposob implementacji procedury obserwatora, aktualizujacej histori¢ zalezy od kon-
kretnej dziedziny zastosowania, co jest zreszta zgodne z zatozeniami architektury JAM. Na-
tomiast ze wzgledu na szybko$¢ przetwarzania danych, wskazane byloby wyposazenie agenta
w dodatkowe, wydajne struktury historii i bazy regut, ktére bylyby odpowiednio wykorzy-
stywane w planach, realizujacych cykl APS.
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3.2. Zalozenia metody APS

W metodzie Analizy Przeszlych Stanow (APS) przyjeto ponizsze zatozenia, wyrazone
w jezyku przedformalnym.

(R1) Agent rejestruje obserwacje standw $wiata w zbiorze nazywanym historiq. Kazdy za-
pis w historii, nazywany faktem, jest identyfikowany za pomoca unikalnego klucza i posiada
atrybut opisujacy unikalny moment jego zarejestrowania (ang. time stamp). Fakty zgromadzo-
ne w historii sa uporzadkowane rosnaco wzgledem momentu zarejestrowania.

(R2) Wszystkie fakty zapisane w historii sa opisywane za pomoca wartosci tych samych
atrybutéw. Dopuszczalne sa wylacznie dyskretne (przeliczalne) zbiory wartosci atrybutow.
Atrybuty, wraz z unikalnym kluczem i momentem zarejestrowania faktu, tworza schemat
historii.

(R3) Nieznana warto$¢ danego atrybutu w okreslonym fakcie jest jawnie zapisywana jako
wartos¢ N.

(R4) W ramach pojedynczego przebiegu pozyskiwania regul znajdowane sa reguty zwiaz-
ku na podstawie jednego podciagu faktow wybranych z historii, nazywanego porcjq.

(R5) Przebieg pozyskiwania regut jest uruchamiany po zaistnieniu zdarzenia wyzwalajace-
go (ang. triggering event), zewngtrznego w stosunku do metody APS.

(R6) Porcja, w ktorej czasy zarejestrowania najwcze$niejszego i najpdzniejszego faktu
wynosza odpowiednio ¢ 1 £, musi zawiera¢ wszystkie fakty nalezace do historii, ktory czas
zarejestrowania miesci si¢ w przedziale [#;; £,]. JeSli biezacy przebieg nie jest pierwszym prze-
biegiem w cyklu APS, najwczes$niejszy fakt biezacej porcji musi by¢ bezposrednio nastep-
nym, zarejestrowanym faktem po najpdzniejszym fakcie w porcji przetworzonej w poprzed-
nim przebiegu.

(R7) W kazdym przebiegu fakty nalezace do biezacej porcji sa przeksztatcane do postaci
wymaganej przez algorytm odkrywania regut zwiazku.

(R8) Eliminacja nieznanej warto$ci atrybutu 4 w okre§lonym fakcie s; odbywa si¢ po prze-
ksztatceniu faktow, zgodnie z (R7), poprzez zastapienie tego faktu nowymi faktami {s/”, s;
@ .., s}, ktorych warto$ci czasu zarejestrowania sa rOwne czasowi zarejestrowania s;,
a wartosci atrybutu 4 odpowiadaja wszystkim dopuszczalnym wartosciom atrybutu A.
Wszystkie nowo wygenerowane fakty sa wzajemnie rownorzedne i traktowane sa jako jed-
nakowo prawdopodobne.

(R9) Dane wejsciowe przekazywane do algorytmu odkrywania regul zwiazku obejmuja
fakty przeksztatcone zgodnie z (R7) 1 (R8) oraz ograniczenia (ang. constraints): minimalne
poparcie, minimalng pewno$¢ i atrybuty, ktére moga wystapi¢ w poprzedniku albo nastgpniku
reguly.

(R10) Dane wyjsciowe zwracane przez algorytm odkrywania regul zwiazku obejmuja
reguly zwiazku wraz z warto$ciami ich poparcia i pewnosci w przetworzonej porcji faktow.
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(R11) Reguta zwiazku, odkryta w danym przebiegu, jest zapisywana w bazie regul agenta
wraz nastgpujacymi danymi: poparcie, pewnos¢, liczba bazowa 1 $redni czas (odpowiednio
liczba 1 $redni czas zarejestrowania przeanalizowanych faktéw, stanowiacych bazeg reguty).

(R12) Przed dodaniem okreslonej reguly do bazy regut, obliczane sa dla niej zaktualizo-
wane wartosci: poparcia, pewnosci, liczby bazowej 1 §redniego czasu, z uwzglednieniem regut
przechowywanych dotychczas w bazie wiedzy. Reguta jest dodawana do bazy regul, jezeli:
(1) nie ma jej w bazie regul; (i1) zaktualizowane warto$ci poparcia i pewnosci spelniaja aktual-
ne, globalne wymagania minimalnego poparcia i pewnosci.

(R13) Po odkryciu nowych regut przez algorytm eksploracji danych, dla kazdej reguty
przechowywanej dotychczas w bazie regul, obliczane sa zaktualizowane wartosci: poparcia,
pewnosci, liczby bazowej i $redniego czasu, z uwzglednieniem regut nowo odkrytych w ostat-
nim przebiegu. Jezeli zaktualizowane wartosci poparcia i pewnosci danej reguty nie spetniaja
aktualnych, globalnych wymagan minimalnego poparcia i pewnosci, reguta ta jest trwale usu-
wana z bazy regut.

(R14) Dla dowolnych dwoch regut p 1 r o jednakowych liczbach bazowych, takich, ze bez-
posrednio po ich odkryciu sup(p) = sup(r) oraz con(p) = con(r), jezeli czas p jest mniejszy lub
réwny czasowi r (reguta p nie jest pdzniejsza, niz reguta ), to po aktualizacji poparcia i pew-
nos$ci regut zgodnie z (R12) 1 (R13), sup'(p) < sup'(r) oraz con'(p) < con'(r).

(R15) Wszystkie fakty, sktadajace si¢ na porcj¢ przetwarzanag w danym przebiegu,
po przeanalizowaniu 1 odkryciu nowych regut, sa trwale usuwane z historii.

(R16) Agent posiada pamig¢ dlugoterminowa, w ktérej sa trwale przechowywane (takze
pomigdzy przebiegami) informacje potrzebne w cyklu pozyskiwania. Informacje te sa aktuali-
zowane w kazdym przebiegu.

(R17) Agent posiada pamie¢ krdotkoterminowa, ktéra zawiera informacje potrzebne do
przeprowadzenia pojedynczego przebiegu pozyskiwania. Informacje te sa aktualizowane
1 przechowywane tylko przez czas trwania danego przebiegu.
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3.3. Reprezentacja wiedzy agenta

Ponizej podane sa definicje formalne struktur bazy wiedzy agenta. Czg$ciowo wykorzysta-
na jest w nich notacja relacyjnego modelu danych, podana przez Pankowskiego w pracy
[Pan1992].

Definicja 1 Fakt

Dane sa: symbol K, nazywany kluczem 1 symbol T, nazywany czasem oraz skonczony
zbidr U = {45, ..., A5, A™,, ..., A}, ktérego elementy A% dla i = 1, ..., n sa nazywane atry-
butami jednowartosciowymi, natomiast elementy A*;dla j = 1, ..., k sa nazywane atrybutami
wielowartosciowymi. Niech symbolom K oraz T beda przyporzadkowane odpowiednio: zbiodr
Dy [ IN nazywany dziedzing klucza oraz przeliczalny zbidr punktow czasowych Dy, ktory jest
uporzadkowany przez relacj¢ silnego porzadku liniowego <. Niech kazdemu atrybutowi jed-
nowarto$ciowemu A%, dla i = 1, ..., n, bedzie przyporzadkowany skonczony zbiér warto$ci
D5, nazywany dziedzing atrybutu A%. Niech kazdemu atrybutowi wielowarto$ciowemu A",
dlaj =1, ..., k, bedzie przyporzadkowany zbiér DY, = 27 wszystkich podzbioréw skonczonego
zbioru warto$ci V;, nazywany dziedzing atrybutu A",

Faktem o schemacie Sy = {K, T, U}, nazywamy dowolna funkcje s, taka, ze:
s:{K, T, U} > Dk 0 Dy 0 U{D%: 450U, dlai =1,..,n} OU{D": A, O U, dlaj = 1,...k}

Komentarz

Kazdy fakt odzwierciedla obserwacjg stanu §wiata dokonana przez agenta. Fakt jest funk-
cja, ktora symbolom atrybutow ze schematu Sy jednoznacznie przyporzadkowuje wartosci
tych atrybutow, zgodnie z ich dziedzinami. Symbole K 1 T sa traktowane jako atrybuty spe-
cjalne, celowo oddzielone od witasciwych atrybutéw opisujacych stan, nalezacych do zbioru
U. Atrybut specjalny K stuzy do jednoznacznego identyfikowania faktéw, natomiast atrybut 7
pozwala na ich liniowe uszeregowanie wzgledem czasu zarejestrowania. Zbiér Dy wraz z rela-
cja < mozna traktowac jako prosta struktur¢ czasu punktowego. Przyktadowym zbiorem, ktory
moze by¢ zastosowany jako Dr, jest zbidr liczb naturalnych IN wraz z relacja mniejszosci <.
(Dogtebny przeglad roznych struktur czasu zostal przedstawiony w pracy Hajnicz [Haj1996]).

Zwroémy uwagge, ze przyjeta, punktowa reprezentacja czasu jest zgodna z praktyka rzeczy-
wistych systemow informatycznych, gdzie czas jest czgsto mierzony punktami liczbowymi
(ang. time ticks), oddalonymi od siebie o bardzo krétkie interwatly czasowe, a naliczanymi
poczawszy o pewnego, ustalonego momentu w przesztosci. Na przyktad typ daty i czasu date-
time w systemie bazodanowym MS SQL Server 2000 reprezentowany jest liczba punktow
odlegtych od siebie o 0,03 sekundy, naliczanych od 1 stycznia 1753 roku, maksymalnie do
31 grudnia 9999 roku [Ran2003].
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Oznaczenia

Fakt o schemacie Sy = {K, T, U} zapisujemy jako zbidr par atrybutéw i ich wartosci, to
znaczy: s = {(K, k), (T, 1), (4%, a*), ..., (45, a°,), (4™, a™), ..., (A", a*)}, gdzie A%, A, O U,
dlai=1, ..,n j=1, .. k Wowczas wartosci: klucza K, czasu 7, atrybutu jednowar-
tosciowego 45 oraz atrybutu wielowartosciowego 4", w fakcie s o schemacie Sy = {K, T, U}
oznaczamy jako odpowiednio:

K (s) =k,
T(s)=t,
AS,' (S) = asi,

A" (s) = a",.
Warto$¢ nieznang atrybutu jednowartosciowego lub wielowartoSciowego, nalezacego do

zbioru U, oznaczamy symbolem N.

Zbior wszystkich atrybutow jednowartosciowych 4% dla i = 1, ..., n, nalezacych do zbioru
U w schemacie Sy = {K, T, U} oznaczamy symbolem S°.

Zbior wszystkich atrybutow wielowartosciowych 4¥ dlaj = 1, ..., k, nalezacych do zbioru
U w schemacie Sy = {K, T, U} oznaczamy symbolem S",.

Zachodza przy tym zalezno$ci:
S% 08y |\ {K, T},

SYy O Su\ {K, T},

S n SYy=0.

Zbior wszystkich faktéw o schemacie Sy oznaczamy symbolem FAKT (Sy).

Definicja 2 Historia

Dany jest schemat Sy ={K, T, U}. Historiq KBy o schemacie Sy nazywamy dowolny pod-
zbior zbioru wszystkich faktow o schemacie Sy, to znaczy: KBy U1 FAKT (Sy).

Komentarz

Historia moze by¢ traktowana jak zdenormalizowana tabela relacyjnej bazy danych. Do-
puszczalnos$¢ atrybutow wielowartosciowych sprawia, ze w ogélnym przypadku tabela ta nie
jest w pierwszej postaci normalnej (ang. first normal form, 1NF) [Pan1992]. Jest to jednak za-
bieg celowy, ktory zwigksza ekspresj¢ proponowanego modelu, zblizajac go nieco do modeli
obiektowych (kolekcje wartosci danego typu) 1 potencjalnie utatwiajac projektowanie konkret-
nego systemu, jak to zostalo oméwione wczesniej. Jednoczesnie z punktu widzenia cyklu
metody APS, atrybuty wielowartosciowe nie obnizaja znaczaco wydajnosci przetwarzania
danych.



82 Metoda APS inkrementacyjnego pozyskiwania regut

Oznaczenia
K-ty punkt czasowy, nalezacy do zbioru Dz, oznaczamy symbolem #.
Punkt czasowy pierwszego faktu w historii oznaczamy jako .
Punkt czasowy odpowiadajacy chwili obecnej (terazniejszosci) oznaczamy symbolem Z,oy.

Przedzial czasowy (interwat) od chwili # do chwili #, gdzie ¢ <t oznaczamy jako [¢; #].

Wilasnos¢ 1

Dana jest historia KBy o schemacie Sy = {K, T, U}. Dla kazdego faktu s [1 KBy zachodzi
zaleznos¢: ¢y < 1(5) < tuow.

Definicja 3 Porcja faktow

Dana jest historia KBy o schemacie Sy = {K, T, U}. Porcjq faktow z historii KBy dla inter-
walu czasowego [#1; t], gdzie t1,t, 0 Dy Ut < 1o, jest zbior:
KBH(ll, t2) = {S OKBy: 1 < T(S) < tz}.

Definicja 4 Dziedzina wlasciwa atrybutu jednowartosciowego

Dana jest historia KBy o schemacie Sy = {K, T, U}. Dziedzing wlasciwq atrybutu jedno-
wartosciowego A% [1 8°; w historii KBy, dla interwatu czasowego [f#; 1], gdzie i, b 0 Dy O 1
< t,, jest zbior:

DWi (KBH(h, fz)) = {AS,'(S) £ZN:s KBy [ (t1 < T(S) < lz)}.

Definicja 5 Drziedzina wlasciwa atrybutu wielowartosciowego

Dana jest historia KBy o schemacie Sy = {K, T, U}. Dziedzing wlasciwq atrybutu
wielowartosciowego A™; 0 8", w historii KBy, dla interwatu czasowego [#1; 1], gdzie #1,t, [
Dr 0t <, jest zbior:

D", (KBu(t, t)) =U{dY(s)#0.s OKBy O(t £ T(s) < 1)} \ {N}.

Komentarz

Dziedzina wiasciwa atrybutu jest zbiorem wszystkich jego wartosci (z wyjatkiem wartosci
nieznanej N), ktore rzeczywiscie wystapily w okreslonym podzbiorze historii. W metodzie
APS zawezenie zbiorow wartosci atrybutow do ich dziedzin wlasciwych w badanej porcji
danych pozwala na przyspieszenie przeksztatcania historii do postaci z atrybutami binarnymi
{0, 1, N}.

Definicja 6 Reguta

Dany jest zbior U’ = {41, A, ..., An}, ktérego elementy sa symbolami, nazywanymi atry-
butami binarnymi. Kazdemu atrybutowi binarnemu 4; dla i = 1,2,...,m przypisany jest zbior
wartosci D, = {0, 1, N}. Dany jest przeliczalny zbior punktow czasowych Dy, ktory jest upo-
rzadkowany przez relacjg silnego porzadku liniowego <.
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Regutq r nazywamy siddemke uporzadkowana:
r=(X, Y, sup, con, b, t,) 02V x 2V x [0; 1] %X [0; 1] X IN x Dr.

Poszczegdlne symbole maja nastgpujace znaczenie:

X — poprzednik,

Y — nastepnik,

Sup — poparcie,

con — pewnosc¢,

b — liczba bazowa,

t., — Sredni czas.

Komentarz

Zwroémy uwage, ze powyzsza definicja reguly stanowi rozszerzenie definicji regulty zwi-
azku, podanej wczesniej, w rozdziale Eksploracja danych jako metoda maszynowego uczenia
sie. Rozszerzenie to obejmuje elementy wymagane w metodzie APS, a wigc: liczbg bazowa b
oraz Sredni czas reguly #,. WielkoS$ci te oznaczaja odpowiednio: liczbg 1 Sredni czas faktow
z historii, na podstawie ktorych zostata odkryta reguta r.

Definicja 7 Semantyczna rownosc regut

Mowimy, ze dwie reguly 1= (X, Y1, supi, com, by, t,1) 029 x 2V x [0; 1] x [0; 1] X IN %
Droraz r, = (X3, Ya, sups, cona, by, t,p) 02V x 2V x [0; 1] % [0; 1] X IN X D7sa semantycznie
rowne, co oznaczamy przez r, = r,, wtedy 1 tylko wtedy, gdy: X, =X, Y, = Y>.

Definicja 8 Baza regut

Dany jest zbior U’ = {4, A>, ..., An}, ktorego elementy sa symbolami, nazywanymi atry-
butami binarnymi. Kazdemu atrybutowi binarnemu A4; dla i = 1,2,...,m przypisany jest zbior
wartosci D, = {0, 1, N}. Dany jest przeliczalny zbidr punktéw czasowych Dz

Baza regut KBy jest zbiorem okreslonym nastgpujaco:
KBr O {r=(X, Y, sup, con, b, t,,) 029 x 2Y" x[0; 1] % [0; 1] X IN x D7},

przy czym -~ Ury, r2 U KBg. 11 = 12.

Komentarz

Zgodnie z Definicja 8 do bazy KB nie moga naleze¢ dwie reguly semantycznie rowne,
czyli o takich samych poprzednikach X 1 nastepnikach Y. Jest to bardzo istotne ograniczenie,
zabezpieczajace przez wystapieniem sprzecznosci w bazie regut.
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Definicja 9 Wektor danych przebiegu

Dany jest zbior U = {45, ..., A5,, A", ..., A"}, ktorego elementy A% dlai = 1, ..., n sa nazy-
wane atrybutami jednowartosciowymi, natomiast elementy 4", dla j = 1, ..., k sa nazywane
atrybutami wielowartosciowymi. Dany jest przeliczalny zbior punktow czasowych Dy, ktory
jest uporzadkowany przez relacje silnego porzadku liniowego <

Wektorem danych przebiegu nazywamy krotke:
k,.|€

ec’ "Vec

2> Vre? t t
INX 27X 27X INXINXINX[0; 1]X[0; 1]x[0,1]X[0, 1]XINXINX D, X D, X D, X D, XN

mc? " sc’

Vc=(id0, XY bbb, o,y 0,Y. m, m,t.,t

przy czym:  6.€[0,0 Ay €[0:y AL <t,.<t,.
Poszczegodlne symbole maja nast¢pujace znaczenie:

id. — unikalny identyfikator przebiegu;

X, — zbior atrybutdow, ktore moga wystapi¢ w poprzedniku reguty;

Y. — zbidr atrybutdéw, ktore moga wystapi¢ w nastepniku reguly;

bne — maksymalna liczba faktow, ktore moga by¢ przeanalizowane w biezacym przebiegu;

b. — liczba faktow przeanalizowanych w biezacym przebiegu;

N. — maksymalna, dopuszczalna liczba wartosci N w pojedynczym fakcie;

0. — prég minimalnego poparcia regul;

¥, — prog minimalnej pewnosci regut;

0. — oczekiwane poparcie regul odrzucanych;

y. — oczekiwana pewno$¢ regul odrzucanych;

m, — maksymalna liczba atrybutow, ktére moga wystapi¢ w poprzedniku reguly;
m, — maksymalna liczba atrybutdéw, ktore moga wystapi¢ w nastepniku reguly;
t,. — czas rozpoczecia biezacego przebiegu,

tme — $redni czas faktow przetwarzanych w biezacym przebiegu;

t,. — czas najwczesniejszego faktu, analizowanego w biezacym przebiegu;

t.. — czas najpozniejszego faktu, analizowanego w biezacym przebiegu;

k.. — warto$¢ klucza najpozniejszego faktu, analizowanego w biezacym przebiegu.

Oznaczenia
Przez KBr oznaczamy modut wiedzy chwilowej (pamigci krotkoterminowej), do ktérego
nalezy wektor danych przebiegu, to znaczy v,€KB,. Nie podajemy formalnej definicji

modutu KBz, poniewaz zakladamy, ze oprocz powyzszego wektora moze on zawiera¢ takze
inne rodzaje wiedzy chwilowej agenta, zalezne od dziedziny zastosowania.
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Definicja 10 Funkcja wplywu czasowego
Funkcjq wplywu czasowego nazywamy funkcje f7: [0; +o0) — [0; 1], taka, ze:
(W1) f(0) =1 (wartos¢ 1 dla x = 0);
(W2) Oxi,xx O[0; +o0). x1 <x> U fr(x1) 2 fr(x2) (funkcja nierosnaca).

Oznaczenia

Przez .7 oznaczamy rodzing wszystkich funkcji wptywu czasowego f7.

Komentarz

W metodzie APS argumentem funkcji wptywu czasowego fr jest czas, ktory uptynat od
okreslonego momentu ¢ do chwili obecnej t,., to znaczy: (t,w — ), dla punktéw ¢, t,,, U Dr,
zgodnie z oznaczeniami wprowadzonymi wczesniej. Jesli ¢ = f.00, to wartos¢ funkcji fr jest
maksymalna 1 wynosi 1. W zastosowaniach praktycznych wzor 1 wspotczynniki funkcji fr 1.7
sa zalezne od konkretnej dziedziny.

Definicja 11 Wektor parametrow globalnych

Dana jest rodzina funkcji wplywu czasowego .# oraz przeliczalny zbior punktow
czasowych Dr, ktory jest uporzadkowany przez relacjg silnego porzadku liniowego <

Wektorem parametrow globalnych nazywamy krotke:
= (b0 G Vst Lo g Ko /1)
INX[0,1]x[0,1]x[0,;1]x[0;1]XD,; XD, XD, XD, XINX.7
przy czym: G ,€[0;0,|Ay,€[0,y,|At <t <t,,.
Poszczegodlne symbole maja nastgpujace znaczenie:
b, — liczba faktow przeanalizowanych we wszystkich dotychczasowych przebiegach;
0g — prog minimalnego poparcia regut dla wszystkich przebiegow;
ye — prog minimalnej pewnosci regut dla wszystkich przebiegow;
o, — oczekiwane poparcie regul odrzucanych;

Yy, — oczekiwana pewnos¢ regut odrzucanych;

tng — Sredni czas faktow przetwarzanych we wszystkich przebiegach;

t,e — czas najwczesniejszego faktu, analizowanego we wszystkich przebiegach;
t.q — czas najpozniejszego faktu, analizowanego we wszystkich przebiegach;
k.e — klucz najpdzniejszego faktu, analizowanego we wszystkich przebiegach;

fr— funkcja wptywu czasowego.

Oznaczenia

Przez KB oznaczamy modut wiedzy ogdlnej (pamigci dlugoterminowej), do ktérego na-
lezy wektor parametrow globalnych i schemat historii, to znaczy v,€EKB;AS,EKB,; .
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Komentarz

Sposob opisu funkcji fr w wektorze parametrow globalnych nie jest $ci§le okreslony. Za-
ktadamy, ze funkcja ta jest charakteryzowana za pomoca wyrazenia regularnego, ktore za-
wiera symbole 1 wspolczynniki, pozwalajace na obliczenie wartosci funkcji przy podaniu war-
tosci argumentu.

Podobnie, jak w przypadku KBr nie podajemy formalnej definicji modutu KBg, poniewaz
zaktadamy, ze oprocz wektora parametrow globalnych i informacji o schemacie historii, moze
on zawiera¢ takze inne rodzaje wiedzy ogdlnej agenta, zalezne od dziedziny zastosowania.

3.4. Cykl pozyskiwania regut w metodzie APS

Ponizej zdefiniowany jest cykl metody APS w formie procedury opartej na pseudokodzie.
W procedurze sa wykorzystane oznaczenia, ktore zostaly wprowadzone w poprzednim pod-
rozdziale.

Procedura: Pozyskuj Reguiy APS.

1. BEGIN
2. WHILE (NOT Event Zakoncz Proces Agenta)
3. BEGIN
4 IF (Event Nowe Fakty)
5 Zapisz_Fakty (S, KBy, OUT KBy) ;
6. IF (Event Analizuj Fakty)
7 BEGIN
8 Pobierz Parametry (OUT v.);
9 Wybierz Fakty (KBy, v., OUT KBj(t..; t..),0UT v.);
10. Przeksztaté Schemat (KB;(t..; t..) , Sy, OUT S7);
11. Wypeinij Nowy Schemat (KB, (t..; te.) , S%, S, S,
OUT KB (tocite))

12. Usun Wartos$ci N (KB, (t..;te.) , Ve, S, S"s)

OUT KB';(te.i teo) ,OUT V) ;
13. Znajdz_Reguty (KB, (ts.; t..), v.,OUT R);
14. Aktualizuj Baze Regui (KBi, R, V¢, Vg, tnow, OUT KBg, OUT v,) ;
15. Usun_Fakty (KBy, v, OUT KBy) ;

16. END // IF (Event Analizuj Fakty)
17. END //WHILE
18. END
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Omowienie procedury cyklu metody APS

Zakladamy, ze procedura Pozyskuj Reguly APS jest czgscia ogolnej petli dzialania
agenta: rozpoczyna si¢ ona wraz z wywotaniem procesu agenta i konczy si¢ wraz z jego
zamknigciem  (Event Zakoncz Proces Agenta). Procedury, ktore realizuja
poszczegblne etapy metody APS, sa wywotywane w odpowiedzi na zdarzenia (ang. events),
przekazywane przez proces agenta. Samo generowanie zdarzen nie nalezy zatem do metody
APS, lecz jest dokonywane zewngtrznie — w innych modutach architektury agenta. I tak, pod-
czas normalnego dzialania agenta, co pewien czas moze by¢ zglaszane zdarzenie
Event Nowe Fakty (wiersz 4.), ktore oznacza, ze pojawily si¢ nowe fakty, ktore powinny
zosta¢ zapisane w historii, zgodnie z zatozeniami projektowymi (np. uzytkownik przejrzat
nowe strony WWW). Wywolywana jest wowczas procedura Zapisz Fakty (wiersz 5.),
ktorej danymi (parametrami) wejsciowymi jest zbidor nowych faktéw S oraz historia KBy.
Procedura ta dopisuje nowe fakty, nadajac kazdemu z nich warto$¢ klucza K oraz czasu zare-
jestrowania 7, i zwraca uzupelniona histori¢ (parametry wyjsciowe sa poprzedzone stowem
ouT).

Wiasciwe pozyskiwanie regut rozpoczyna si¢ wtedy, gdy architektura agencka przekazuje
zdarzenie Event Analizuj Fakty (wiersz 6.). Wowczas kolejno uruchamianych jest
8 procedur, realizujacych gléwne etapy przebiegu pozyskiwania regul metody APS (wiersze
8-15.). Najpierw wywotywana jest procedura Pobierz Parametry (wiersz 8.), ktorej za-
daniem jest pobranie odpowiednich parametrow z architektury agenckiej do wektora danych
przebiegu v.. Sposob okreslenia wartosci tych parametrow jest zalezny od konkretnej aplikacji
1 nie nalezy do metody APS. Przykltadowo, moga to by¢ dane pochodzace z innego modutu
zarzadzajacego agenta, wartosci domyslne, zdefiniowane na etapie projektowania, albo usta-
wienia wykorzystane podczas poprzedniego przebiegu APS. Wektor v. z odpowiednimi war-
tosciami jest zapisywany w module KB7.

W kolejnym kroku procedura Wybierz Fakty (wiersz 9.) pobiera odpowiednia porcjg
faktow z historii KBy (t; t..), na podstawie biezacej wartosci parametru b, w wektorze v..
Oprocz samej porcji, procedura ta zwraca wektor v. ze zaktualizowanymi warto$ciami para-
metrOw: be, tie, tuc, tec, Ke.

Pobrana porcja faktéw oraz schemat historii (informacja z KBg) sa przekazywane jako
dane wejsciowe do procedury Przeksztaté Schemat (wiersz 10.), transformujacej sche-
mat historii do nowej postaci S*, w ktérej wszystkie atrybuty, z wyjatkiem atrybutow specjal-
nych K i T, maja dziedzing {0, 1, N}. Liczba atrybutow schematu S* zalezy od mocy dziedzin
wlasciwych (czyli zbiorow roéznych wartosci) atrybutow w porcji KBy (ts; t..). Informacja
o nowym schemacie S* jest zapisywana w module KBy.

Procedura Wypeinij Nowy Schemat (wiersz 11.), na podstawie porcji KBy (tic; tec),
tworzy tymczasowa strukture danych — porcje faktow KBy (f,c; t..) 0 nowym schemacie S*.

Porcja ta jest nastgpnie przetwarzana przez procedurg Usun Wartosci N (wiersz 12.),
ktora zwraca porcje KB"(t; t..) bez warto$ci nieznanych N. W trakcie tego procesu brany jest
pod uwage parametr #. (maksymalna, dopuszczalna liczba warto§ci N w jednym fakcie)
z wektora v.. Poniewaz w zwiazku z eliminacja wartosci N liczba faktéw moze ulec zmianie,
procedura Usun Warto$ci N zwraca wektor v. ze zaktualizowanymi warto$ciami parame-
trow b, i, tme, Lec.
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W kolejnym kroku uruchamiana jest procedura Znajdz Reguty (wiersz 13.), ktora sta-
nowi implementacj¢ wybranego algorytmu odkrywania regut zwiazku (np. Apriori). Danymi
wejsciowymi procedury sa przeksztalcona i pozbawiona wartosci N porcja KB* (y; t..) oraz
parametry wektora v., definiujace odpowiednie ograniczenia dla algorytmu eksploracji
danych: X., Y., o, y., m., m,. W wyniku procedura Znajdz Regutly zwraca zbior R, ktory
zawiera reguly postaci » = (X, Y, sup, con, b, t,), zgodnie z omdéwiong wczesniej notacja, przy
czym sam algorytm eksploracji danych nie nadaje wartosci liczby bazowej b 1 Sredniego czasu
reguty t,. Wszystkim odkrytym regulom » [ R nadawane sa takie same warto$ci b oraz t,,
roéwne parametrom wektora v., odpowiednio: b, oraz t,.. Nastgpnie przetworzona porcja fak-
tow KBy (tsc; t.c) jest usuwana.

Po odkryciu nowych regut R uruchamiana jest procedura Aktualizuj Baze Regui
(wiersz 14.), ktora odpowiednio modyfikuje reguly w bazie KBr na podstawie nowego zbioru
regul R, biezacego czasu f.w, pobranego z systemu oraz parametrow wektorow
Ve b0 LY Yoty 1 Ve by 0,y 0 Yot fr- W wyniku  zwracana jest
zaktualizowana baza KBy oraz wektor v,. Zbidr regut R jest usuwany.

Cykl konczy procedura Usun_ Fakty (wiersz 15.), ktora w historii KBy, kasuje wszystkie
fakty od poczatku do faktu o wartosci klucza k., pobranej z wektora v..

Nastgpnie proces Pozyskuj Reguly APS kontynuuje nastuchiwanie zdarzen w gtow-
nej petli WHILE, co jest jednoznaczne z powrotem procesu agenta do normalnej aktywnosci.
Omowione wyze] procedury sa sprecyzowane w nastgpnym podrozdziale, w formie
odpowiednich algorytmow przetwarzania danych.

3.5. Algorytmy przetwarzania danych

W niniejszej czg$ci wprowadzane sa szczegdlowo oryginalne algorytmy przetwarzania
danych w cyklu pozyskiwania regut APS. Pominigte sa tutaj, omowione w poprzednim pod-
rozdziale, procedury: Zapisz fakty i Pobierz Parametry. Pierwsza z nich jest
prosta operacja dodania faktéw do historii, ktéra w jezyku SQL moze by¢ zrealizowana na
przyktad zwyktym poleceniem INSERT (oczywiscie przy zalozeniu, ze historia jest przecho-
wywana w strukturze relacyjnej bazy danych). Z kolei implementacja procedury
Pobierz Parametry jest SciSle zalezna od dziedziny zastosowania oraz wybranej
architektury agenckiej, w ktorej jest osadzony proces APS. Zakladamy zatem, ze przed uru-
chamianiem ponizszych algorytméw odpowiednie parametry sa juz pobrane z innych czgsci
systemu.

Dla kazdego, opisywanego ponizej etapu zdefiniowany jest formalnie odpowiedni problem
przetwarzania danych. Nast¢pnie podawany jest proponowany algorytm rozwiazania tego
problemu i komentarz, w ktorym zawarta jest jego dodatkowa charakterystyka. Dla kazdego
algorytmu przeprowadzona jest takze analiza jego zlozonosci obliczeniowej z wykorzysta-
niem notacji i metod zaczerpnigtych z pracy [Mos1986].
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3.5.1 Wybor faktéw do analizy

Realizowana przez procedurg Wybierz Fakty (wiersz 9.), selekcja faktow, ktore maja
by¢ przetworzone w biezacym przebiegu cyklu, moze by¢ scharakteryzowana, jak ponize;j.

Problem: Wybor faktow do analizy
Dane: historia KBy o schemacie Sy = {K, T, U}; maksymalna liczba faktow do pobrania b,.

Wyznaczyé¢: porcje faktow KBy (t.; t.), taka, ze: card (KBp (tsc; tec)) < biax
oraz s U KBy (ts; tec) 7 U5 U KBu\ KB (tc; tee). T(s") < T(s).

Algorytm rozwiqzania problemu

Algorytm FSEL  Wybor faktow do analizy

Wejscie: historia KBy; maksymalna liczba faktow do pobrania b,.(v.), gdzie v. U KBr.

Wyjscie: porcja faktow do analizy KBy (¢, t..); zaktualizowane wartosci parametrow b.(v.),
tSC(VC)j tmc(Vc), tec(Vc), ke(Vc), gdZie Ve [J KBT

1. KBu(t to0) = D.
2. Jezeli Cal"d KBH S bmax, tO KBH (tsc, tgc) = KBH.

3. Jezeli card KBy > byax, 10 KBr (s, te) =
{81, 82y veey Sn U KBu: 1= bpoe UUi,j U {1,2,....0n}4.(i <j = T(s:) < 1(s7))
OOs O KBu.T(s1) < 1(s)}.

4. b(ve) = card KBu(ts, te).

5. tie(ve) = MIN{T(s): s U KBy (tsc, tec)}-

6. tec(Vc) = MAX{T(S) S D KBH (tsc, tec)}.

7. tmc(vc):=% >, T(s).

SEKB,(t,,1,.)
8. ke(ve) = K(s), gdzie T(s) = tuc(vo).
9. Zwrdé: KBH(tsC’ teC): bc(Vc)’ tsc(Vc)a tmc(vf)’ tﬂ’(vf)’ ke(Vc), gdZie Ve U KBT

Komentarz

Wybieranie faktéw do analizy jest operacja stosunkowo prosta i mato zlozona obli-
czeniowo. Jesli, na przyktad, historia jest zapisana w strukturze tabeli relacyjnej bazy danych,
operacje¢ t¢ mozna efektywnie zaimplementowa¢ w pojedynczym ciagu polecen SQL, takich
jak: SELECT TOP N...FROM...ORDER BY, wraz z funkcjami agregujacymi: MIN, MAX,
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AVERAGE. W wydajnych systemach zarzadzania baza danych (ang. database management
system, DBMS), takich jak MS SQL Server, tego typu zapytania moga by¢ skutecznie
optymalizowane (przede wszystkim przez sam wbudowany optymalizator zapytan, ale tez na
przyktad przez nalozenie odpowiednich indeksow na pola tabel), dzigki czemu uzyskuje si¢
kroétki czas ich wykonywania [Ran2003].

Nazwa algorytmu FSEL jest utworzona na podstawie pierwszych liter angielskiego opisu
realizowanej operacji wybieranie faktow (ang. Fact SELection, FSEL).

Analiza ztozonosci obliczeniowej algorytmu FSEL

Rozpatrujemy liczbg operacji koniecznych do wykonania przez algorytm, takich, jak: od-
czyt, porownanie 1 zapis warto$ci w strukturach danych. Przypusémy, Ze historia KBy zawiera
n faktow. W pesymistycznym wariancie (gdy card KBy < bn..) wymagane sa nast¢pujace
operacje: zliczenie n faktow KBy (w celu obliczenia mocy zbioru), odczyt n faktow z KBy,
zapis n faktow do KBy (¢, t.), trzykrotny odczyt n faktow z KBy (¢, t..) W celu obliczenia
warto$ci minimalnej, maksymalnej i $redniej czasu. Stad tez sumaryczng liczbg rozwazanych
operacji mozemy oszacowac¢ za pomoca ponizszej funkcji 7= (n).

|T-(n)|=n+n+n+3n=|6n<6[n =cFn),c=6,n=0.
A zatem algorytm FSEL ma wielomianowa ztozono$¢ obliczeniowa rzedu O (n).
3.5.2 Przeksztalcanie schematu historii

Problem transformacji schematu historii, realizowanej w cyklu APS przez procedurg
Przeksztaté¢ Schemat (wiersz 10.), mozna opisa¢ nastgpujaco.

Problem: Przeksztatcanie schematu historii
Dane: schemat historii Sy = {K, T, U}, porcja faktow KBy (t, t).
Wyznaczyé: schemat histori S* = {K, T, U}, taki, ze 04, O U". D; = {0, 1, N}.

Algorytm rozwiqzania problemu

Algorytm HTRANS Przeksztatcanie schematu historii
Wejscie: Sy = {K, T, U} — schemat historii, KBy (f, t..) — porcja faktow do analizy.

Wyijscie: S — nowy schemat historii, w ktorym dziedzing wszystkich atrybutow oprocz K i T
jest zbior {1, 0, N}.

1. =0
2. 8 =80 (K, T}

3. Dla kazdego 4; U U, gdzie i I [1; card U], powtarzaj kroki 4-5.
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4, Wyznacz D¥: (KB (ts, tec)).
5. S# = S# 0 {A,'(v)l A,‘ 0 SH Ov DW,‘ (KBH(Z‘SC, tec))}.
6. Koniec dla.

7. Zwroé S,

Komentarz

Atrybuty nowego schematu S* sa znajdowane na podstawie dziedzin wilasciwych atry-
butéw pierwotnego schematu Sy, to znaczy zbiorow wszystkich wartosci (z wyjatkiem war-
tosci nieznanej N), ktore poszczeg6lne atrybuty przyjmowaly w analizowanej porcji faktow.
Tak wigc w nowym schemacie znajdzie si¢ tyle nowych atrybutow 4", ile roznych wartosci v
przyjat atrybut 4; w danej porcji. Zwré¢my uwage, ze w algorytmie nie ma rozrdznienia na
atrybuty jedno- i wielowarto$ciowe, poniewaz wyznaczenie dziedziny wlasciwej dla atrybutu
tak jednej, jak i1 drugiej grupy daje identyczny wynik — skonczony zbior wartosci. Odpowied-
nie rozréznienie powinno by¢ dokonane dopiero na poziomie implementacyjnym, zgodnie
z podanymi wczesniej Definicjami 4 1 5.

Nazwa algorytmu jest utworzona na podstawie pierwszych liter opisu dzialania w jezyku
angielskim: przeksztatcanie historii (ang. History TRANSformation, HTRANS).

Przyktad obliczeniowy, ilustrujacy dziatanie algorytmu HTRANS, jest przedstawiony
w Dodatku A.

Analiza ztozonosci obliczeniowej algorytmu HTRANS

Rozwazamy liczbg¢ operacji koniecznych do wykonania przez algorytm, takich, jak:
odczyt, poro6wnanie i zapis warto$ci w strukturach danych. Przypusémy, ze porcja KBy (ts, tec)
zawiera n faktow, zbior U zawiera m atrybutow (facznie jedno- i wielowartosciowych),
z ktorych kazdy przyjmuje w porcji KBy (t, t.) $rednio k réznych wartosci oraz $rednio
[ roznych warto$ci w pojedynczym fakcie, przy czym n, m, k, [ [0 IN. Woéwczas liczbe
odczytow w kroku 4. mozemy oszacowa¢ jako iloczyn /mmn, natomiast liczbg¢ porownan
wartosci atrybutow (w celu ustalenia zbiorow wszystkich réznych wartosci) — jako iloczyn
klmn. Z kolei liczbg nowych atrybutow dodawanych do nowego schematu mozemy oceni¢ na
km. Zauwazmy, ze dla kazdych /, k zachodzi / < k. Stad tez sumaryczna liczbe rozwazanych
operacji mozemy oszacowaé za pomoca ponizszej funkcji 7 (k, m, n).

|T. (k, m, n)| = |kmn + kimn + km| < |kmn + Kmn + km| < 3|k®mn| = c|F(k, m, n)|, ¢ = 3,
dlak=0,m=0,n>0.

A zatem ztozono$¢ algorytmu HTRANS jest rzedu O (Kmn).

3.5.3 Wypetnianie danymi nowego schematu

Problem wstawiania porcji faktow do przeksztalconego schematu historii, realizowanego
w cyklu APS przez procedur¢ Wypeinij Nowy Schemat (wiersz 11.), mozna formalnie
opisa¢ nastepujaco.
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Problem: Wypetnianie danymi nowego schematu historii
Dane: porcja faktow KBy (¢1, 1), nowy schemat historii S*.

Wyznaczyé: zbior faktow KBy (1, t2) 0 schemacie S”.

Algorytm rozwiqzania problemu
Algorytm HFILL Wypelnianie danymi nowego schematu historii

Wejscie: KBy (t,.; t..) — porcja faktow; zbiory S O Sy \ {K, T}, 8"y O Sy \ {K, T},

gdzie S n Sy =0; §* — nowy schemat historii.

Wyijscie: KBy (ty; toc) — zbior faktow o schemacie S*.

1. KB4 (tie, tee) = 0.

2. Dla kazdego faktu s [0 KBy (¢, t..) powtarzaj kroki 3—14.

3. Utworz nowy fakt s* o schemacie %, ktorego warto$¢ klucza K i czasu T sa rowne
odpowiednim warto$ciom faktu s, pozostate za$ atrybuty maja wartosci N:
s" = {(K, K(s)), (T, T(s)), (4,"Y, N), (4,"®, N), ..., (A\"P, N), ...,
A, N), (A4, N), ..., (4,°™, N)}, gdzie 4 08 i 0 {1,2,...,n},
ju{1,2,...,m}.

4, Dla kazdego 4, 0 S*, takiego, ze 4; 0 8%, i 0 {1,2,...,n},j 0 {1,2,....m}
powtarzaj kroki 5-7.

5. Jezeli A(s) = v, to A(s") = 1.

6. Jezeli Ai(s) # v;, to A(s7) := 0.

7. Jezeli A(s) = N, to A(s") := N.

8. Koniec Dla.

9. Dla kazdego 4, [ §*, takiego, ze 4, 0 8"y, i O {1,2,...,n} powtarzaj kroki 10—12.

10. Jezeli v; O A(s), to AY(s") = 1.

11. Jezeli v; O A(s), to AY(s") = 0.

12. Jezeli Ai(s) = {N}, to A,7(s") := N.

13. Koniec Dla.

14. KB (tie, tee) := KB (tse, tee) O {57}
15. Koniec Dla.

16. ZWI’éé KB#H (tsc, tec).
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Komentarz

Algorytm HFILL daje w wyniku porcje KB*; (t, t..) 0 takiej samej liczbie faktow, jak
pierwotna porcja KBy (tw«, t.). Istotna jest roznica w przetwarzaniu atrybutow jedno-
1 wielowartosciowych. W pierwszym przypadku moze dokonywane jest bezposrednie porow-
nywanie wartosci (kroki 5 —7), natomiast w drugim — badanie przynaleznosci danej wartosci
do zbioru wartosci, jakie dany atrybut wielowarto§ciowy przyjat w danym fakcie.

Nazwa algorytmu jest utworzona na podstawie pierwszych liter opisu dzialania w jezyku
angielskim: wypetnianie historii (ang. History FILLing, HFILL).

Przyktad obliczeniowy, ilustrujacy dzialanie algorytmu HFILL, jest przedstawiony
w Dodatku A.

Analiza ztozonosci obliczeniowej algorytmu HFILL

Rozpatrujemy liczbe operacji koniecznych do wykonania przez algorytm, takich, jak:
odczyt, porownanie i zapis wartosci w strukturach danych. Przypusémy, ze porcja KBy (ts, tec)
zawiera n faktow, natomiast w schemacie S* = {K, T, U'} zbior U’ zawiera m atrybutow, przy
czym n, m [J IN. (Zwro¢my uwage, ze tutaj n i m to nie sa te same wielkosci, ktore wystepuja
jako oznaczenia indeksow atrybutow w Algorytmie HFILL). Wowczas liczba odczytow
faktow z porcji KBy (t, t..) Wynosi n, liczb¢ porownan wartosci atrybutow w krokach 4—12
mozemy oszacowa¢ jako iloczyn mn, natomiast liczba nowych faktow, zapisanych w KBy
(ts, t.) wWynosi n. Stad tez sumaryczng liczbg rozwazanych operacji mozemy oszacowac
za pomoca ponizszej funkcji 7. (m, n).

|T. (m, n)|=n+mn+n=n2+m)<|n(m+m)| =2mn| =clF(mn)|,c=2,dlan=0,m=2.

A zatem algorytm HFILL ma wielomianowa ztozono$¢ obliczeniowa rzedu O (mn).

3.5.4 Eliminacja wartosci nieznanych

Problem usuwania warto$ci N w przeksztatconej porcji faktow, realizowanego w cyklu
APS przez procedur¢ Usun Wartos$ci N (wiersz 12.), mozna sformulowaé w ponizszy
sposob.

Problem: Usuwanie wartosci nieznanych w porcji faktow

Dane: porcja faktow KB"y (t1, 1), schemat historii S*, maksymalna dopuszczalna liczba
atrybutdw z nieznana warto$cia w jednym fakcie 7..

Wyznaczyé: porcje faktow KB*; (11, 1) bez warto$ci N.

Algorytm rozwiqzania problemu

Algorytm ENV  Usuwanie nieznanych wartosci atrybutow

Wejscie: porcja faktow KB*y (¢, t..), maksymalna dopuszczalna liczba atrybutéw z nieznang
warto$cia w jednym fakcie n.(v.), gdzie v. 0 KBr; zbiory S5, 0 Sy \ {K, T}, $"» 0 Sy \ {K, T},
gdzie 8% n Sy =0; schemat S* = {K, T, U'}.
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Wyijscie: porcja faktow KBy (¢, t..) bez warto$ci N; zaktualizowane warto$ci #,.(ve) 1 Ze(ve).
1. Dla kazdego faktu s” 0 KB"y (£, t..) powtarzaj kroki 2—4.
2. m = card {A 0 S" AM(s") = N}

3. Jezeli 0 <m <., to KB" (tye, tee) = KBt (tse, tee) O
(s' = (K, K(s)), (T, T(s")), (A:®, @), (4:®2, @), ..., (A9, @), ... (4,0, a0,
A, @,0D) (AP, @, 49 0SP0G0 {12, .., ny O 0{12, ..., p}
0(04 0 §*, gdzie 4; 0S¥, (A9(s) 0 {0, 1}) DA () N = 49(s") = 49(s')))
0(042 0 §, gdzie 4; 0 85 (A9(s") 0 {0, 1}) D (A0(s7) 2N = 49(s") = 4(s")
0(04; 0 8%. card {40 8% A9(s) = 1} = 1))}

4. Jezelim > 0, to KBy (L, to) = KBy (se, tee) \ {s7}.
5. Koniec Dla.
6. t(ve) :=MIN{T(s"): s' O KBy (tic, tec)}.

7. te(ve) = MAXAT(S): ' O KBy (fyes ec)}.
8. Zwrd¢ KBy (L, tec).

Komentarz

Algorytm ENV zastgpuje wszystkie fakty z co najmniej 1 1 co najwyzej 5. wartosciami N,
nowymi faktami, w ktorych atrybuty o dotychczas nieznanych warto$ciach przyjmuja
wszystkie dopuszczalne wartosci. Ztozony warunek w kroku 3. zapewnia podstawowa
spojnos$¢ danych, gwarantujac, ze w podzbiorze atrybutow 4 [0 §*, pochodzacych od atry-
butu jednowarto$ciowego 4, [0 S%, tylko jeden element moze przyja¢ warto$¢ 1. Z kolei
w podzbiorze atrybutow 4, [0 §*, pochodzacych od atrybutu wielowarto$ciowego 4, [1 S"y,
warto$¢ 1 moze przyjaé wigcej, niz jeden element.

Zaktualizowanie w wektorze danych przebiegu v. warto$ci czasu pierwszego faktu ¢
1 czasu ostatniego faktu #. w badanej porcji jest konieczne, poniewaz w kroku 4. tak
najwczesniejszy, jak 1 najpozniejszy fakt moze by¢ usunigty bez zastapienia go innymi
faktami (w kroku 3.), jesli zawiera on wigcej, niz 7. wartosci nieznanych.

Warto jeszcze zauwazy¢, ze w wynikowej porcji KBy (¢, t.) oba atrybuty specjalne, to
znaczy zaréwno klucz K, jak i czas 7, moga utraci¢ wtasno$¢ unikalno$ci, poniewaz zgodnie
z warunkiem w kroku 3. wszystkie nowe fakty s', generowane z faktu s*, zawierajacego
warto$ci NV, maja takie same warto$ci K i T, jak bazowy fakt s”. Brak unikalno$ci atrybutéw K
1 T nie powinien stanowi¢ problemu dla algorytmu eksploracji danych, ktéry ma przetwarzac
porcje KB*y (ty, t..). Gdyby jednak byto inaczej (np. przy zastosowaniu nowego algorytmu,
ktéry wymaga unikalnych kluczy przetwarzanych faktow), nalezatoby nieco zmodyfikowaé
algorytm ENV, na przyktad dodajac na koncu pgtle, w ktorej wszystkie fakty nowej porcji
KBy (ty, t.) mialyby nadane nowe, unikalne wartosci kluczy K. Nie nalezy natomiast
modyfikowaé powtarzajacych si¢ warto$ci czasu 7, gdyz przy obliczaniu $redniego czasu
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reguly opartej na porcji KB"y (ts, t..) zwielokrotnione warto$ci T dzialaja jak wagi, czyli
w pelni zgodnie z intuicja 1 zaloZzeniami metody APS.

Nazwa algorytmu jest utworzona na podstawie pierwszych liter opisu dziatania w jgzyku
angielskim: wusuniecie nieznanych wartosci (ang. Elimination of N-Values, ENV). Przykfad
obliczeniowy, ilustrujacy dziatanie algorytmu ENV, jest zamieszczony w Dodatku A.

Analiza ztozonosci obliczeniowej algorytmu ENV

Szacujemy liczbg operacji wykonywanych przez algorytm, takich, jak: odczyt, porownanie
i zapis warto$ci w strukturach danych. Przypusémy, ze porcja KBy (t, t..) zawiera n faktow
o schemacie S* = {K, T, U'}, z czego k faktow zawiera przynajmniej jedna warto$¢ nieznana,
a maksymalna liczba warto$ci nieznanych w pojedynczym fakcie wynosi m; przy czym k, m, n
OIN i k < n (Symbole k&, m 1 n nie oznaczaja tutaj tych wielkosci, ktére wystepuja
w Algorytmie ENV). Wowczas liczba odczytow faktow s* z porcji KBy (ty, t..) w kroku 2.
wynosi n. Tyle samo, to znaczy n, jest operacji obliczania liczby warto$ci N w wierszu (krok
3.). Liczbe nowych faktéw s', dodawanych do KB" (t., t..) w kroku 3. mozna oszacowaé
z gbory za pomoca iloczynu k 2". Jest to najbardziej pesymistyczna ocena, ktéra zaktada,
ze we wszystkich £ wierszach liczba atrybutéw z wartos$cia N jest maksymalna 1 wynosi m,
oraz ze zadne dwa z nich nie pochodza od pojedynczego atrybutu jednowarto$ciowego, przez
co liczba generowanych faktow jest rowniez zawsze maksymalna i wynosi 2”. Nast¢pnie
w kroku 4. wykonywanych jest k& operacji usuwania starych faktow z wartoSciami N.
Dodatkowo, w krokach 6 i 7 obliczane sa nowe warto$ci parametréw &, i f., CO 0znacza
w najgorszym przypadku okoto 2(n + £2™) operacji odczytu i porOwnan. Stad tez sumaryczna
liczbg rozwazanych operacji mozemy oszacowac za pomoca ponizszej funkcji 7 (k, m, n).

|T. (k, m, n)| = |n + n+ k2" + 2n + k2"| = |[4n + 2k2"| = |4n + 4k2™"| < |4(n + n2™)| =
[4n(1 +2™)| < 8Jn 2"| = c|F(m, n)|,c=8,dlan=0,m=0.

A zatem algorytm ENV ma wysoka, wyktadnicza ztozonos¢ obliczeniowa rzedu O (n2").
Z tego wzgledu moze on by¢ wydajnie stosowany tylko dla niskich warto$ci progu 7.

3.5.5 Odkrywanie regut zwigzku

Charakterystyka procesu odkrywania regut zwiazku, realizowanego przez procedurg
Zznajdz Reguty (wiersz 13.), jest zgodna z definicja problemu, podana w Rozdziale 1.
Eksploracja danych jako metoda maszynowego uczenia sie. Roznica pomigdzy oboma
sformutowaniami problemu polega na zmodyfikowanej reprezentacji regut » = (X, Y, sup, con,
b, t.), stosowanej w metodzie APS, ktora wymaga opisania regut za pomoca dodatkowych
parametrow: liczby bazowej b oraz czasu t,. Proponowany ponizej algorytm ARM zawiera
w sobie wywolanie wlasciwego algorytmu odkrywania regut zwiazku, ktorego wybor zalezy
od konkretnej aplikacji.

Problem: Znajdowanie regut zwiqzku

Dane sg: zbior atrybutéw U, porcja faktow B = KBy (¢, t..) 0 schemacie S* = {K, T, U’}
oraz progi minimalnego poparcia o. 1 pewnosci Y., dla biezacego przebiegu.

Wyznaczyé¢: zbior regut R (B, o, V.).
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Algorytm rozwiqzania problemu

Algorytm ARM  Znajdowanie regut zwiqzku

Wejscie: porcja KBy (ts; te); ograniczenia X.(ve.), Yo(ve), 0.(ve), ye(ve), mo(ve), my(ve),
b(ve), tu(ve), gdzie v, [0 KBr.

Wyjscie: zbioér nowych regut R.
1. R:=L.

2. Jezeli algorytm odkrywania regut zwiazku przyjmuje ograniczenia atrybutéw poprzednika
X 1nastegpnika Y reguly, to:
R = Algorytm_Odkrywania_Regut (o., yc, X, Ye, My, my).

3. Jezeli algorytm odkrywania regut zwigzku nie przyjmuje ograniczen atrybutow
poprzednika X i nastgpnika Y reguty, to wykonaj kroki 4-5.

4. R := Algorytm_Odkrywania_Regut (o., y.).
3. R={rOR X(r)UX. OY(r) U Y. UOcard X(r) < m, Ucard Y(r) < m,}.
6. Koniec Jezeli.

7. Jezeli =R = [, to wykonaj krok 8.

8. Dla kazdej reguty r; U R, i [ [1; card R] powtarzaj kroki 9—10.
9. b(r) := b(ve).

10. tn(71) = twe(Ve).

11. Koniec Dla.

12. Koniec Jezeli.

13. Zwréé: R.

Komentarz

Algorytm ARM stanowi jedynie swoista obudowe wilasciwego algorytmu odkrywania
regut zwiazku, ktora umozliwia jego dopasowanie do wymogow metody APS. W algorytmie
rozwazane sa dwa przypadki. W pierwszym z nich algorytm Algorytm_ Odkrywania Reguf,
obok standardowych progéw minimalnego poparcia i pewnosci (odpowiednio o, 1 y.),
pozwala takze na przekazanie ograniczen semantycznych dotyczacych odkrywanych regut,
a wige: zbioru atrybutéw, ktore moga wystapi¢ (w sensie sq dozwolone) w poprzedniku
1 nastgpniku reguly — odpowiednio X; i Y., oraz maksymalnej liczby atrybutéw w poprzedniku
1 nastgpniku — odpowiednio m, 1 m,. Wowczas wszystkie ograniczenia sa przekazywane do
tego algorytmu, a on daje w wyniku zbior regul R. W drugim przypadku zaktadamy, ze
wykorzystany Algorytm Odkrywania Regul akceptuje wylacznie progi o. 1 y.. W takiej
sytuacji algorytm ten zwraca zbidr regut, ktory musi by¢ nastepnie odpowiednio zawezony,
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zgodnie z dodatkowymi ograniczeniami X., Y., m., m, (krok 5.). Rozr6éznienie na te dwa
przypadki zwigksza elastyczno$¢ algorytmu ARM, pozwalajac na dopasowanie do rdznych,
gotowych algorytméw odkrywania regut zwiazku.

Niezaleznie od tego, ktoéry z powyzszych przypadkéw zachodzi, wszystkim nowo
odkrytym regutom nadawane sa takie same warto$ci miar b(r) 1 t.(r), czyli wspolne dla
wszystkich regut znajdowanych w pojedynczym przebiegu.

Nazwa algorytmu ARM jest utworzona na podstawie pierwszych liter angielskiego opisu
realizowanej operacji odkrywanie regut zwiqzku (ang. Association Rule Mining, ARM).

Analiza ztozonosci obliczeniowej algorytmu ARM

Ztozonos¢ obliczeniowa algorytmu ARM jest silnie zalezna od ztozono$ci wywolywanego
w nim, oddzielnego Algorytmu Odkrywania Regul. Dodatkowe operacje, realizowane
w krokach 9. 1 10. daja ztozono$¢ rzedu O (n), przy liczbie n regul » U R, a zatem nie stanowia
one powaznego obciazenia obliczeniowego.

3.5.6 Aktualizacja bazy regut

Kluczowy dla metody APS problem modyfikowania bazy regut KB, na podstawie zbioru
regut nowo odkrytych w biezacym przebiegu, mozna opisac tak, jak ponize;j.

Problem: Aktualizowanie bazy regut

Dane sg: zbior regul KBz wyznaczony na zbiorze faktow 4;
zbior regut R wyznaczony na zbiorze faktow /.,
gdziehyn h, =0 O0s O hy, Os™ O hy . T(s) < T(s°).

Wyznaczyé: zbior regut KB's taki, KB'r [0 KB%:, gdzie KB jest zbiorem regut wyznaczonych
na zbiorze faktow A, U ho.

Algorytm rozwiqzania problemu

Algorytm RMAIN  Aktualizowanie bazy regut

Wejscie: baza regut KBz, zbior nowo odkrytych regul R; parametry biezacego przebiegu, zapi-
sane w wektorze v. [ KBz prog minimalnego poparcia o., prog minimalnej pewnosci Y.,
oczekiwane poparcie odrzucanych regut ¢,€[0,;0,.], oczekiwana pewno$¢ odrzucanych
regut y.€[0;y.], éredni czas faktow f,., liczba faktow w porcji b.; parametry globalne, zapi-
sane w wektorze v, [l KBg: prog minimalnego poparcia g, prog minimalnej pewnosci Vg,
oczekiwane poparcie odrzucanych regut o ge[of Ug] , oczekiwana pewnos$¢ odrzucanych
regul YgE[O ; yg] , Sredni czas regu t,,, liczba przeanalizowanych faktow b,, funkcja wplywu
czasowego fr;parametr pobrany z systemu operacyjnego: biezacy czas tuon.

Wyjscie: zaktualizowane: KBg, 04(v), Ve(Ve), O 4(v,), ¥Yo(Vo) | tue(ve), be(ve).
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1. Zaktualizuj parametry wektora v,:

O-gbg+0—0bc __ygbg—i_YCbc

O'g(vg);z bg—{—bc , yg(vg).— bg“rbc

2. Dla kazdej reguty r; U R, i U [1; card R], powtarzaj kroki 3—6.

3. Jezeli Up; UKBk . pj = ri, to zaktualizuj parametry p;:

sup( ).:b(p‘/)fT(tnow_tm(pj))Sup(p‘/)+b(ri)fT(tnuw_tm(ri))Sup(ri)
PPy b(p ) f 1=t D)D) [ (L= tn(F1) ’
con(p )= WMARM(M(mBWUMf(MM S(P)HB(r)sup () (=1, (7))
P =0 (p ) sup(p,) £ 1(tyu—t(p ) con(r) ¥ b (r)sup (r) f1 (60—, (F) ) con(p))
t()_b@nmmﬁwwmAm
PP b p )bl

b(p;):=b(p,)+b(r).
4. Jezeli po aktualizacji sup(p;) < o, lub con(p;) <V,, to KBz := KBz \ {p;} .
5. Jezeli ~ [p; UKBk . p; = r;, to zaktualizuj parametry 7;:
o fr(tuow=tne) o +b(r) [ (t,0,—1,,(r:)) sup (r,) ,

A S N PR T <»ﬂwm:%vm
con(r):= chon by Gy f 1 (trs=t) B ) sup () £ (£, =1,(r) jesti0 <y, <1,

b, gfr(tnow )00"1( [)+b(V,t)é>‘up(r,-)fr(t,ww ( )Y,
con(r;):=con(r,), jesliy ,=0,
byt +b(r)t,(r)

)= e

b(r,):=b,+b(r,).

6. Jezeli po aktualizacji sup(r;) > o, Ucon(r;) > Vg, to KBr := KBz U {ri}.

7. Koniec Dla.

8. Dla kazdej reguly p; U KB, takiej, ze = r; U R. p; = r;, powtarzaj kroki 9—10.
9. Zaktualizuj parametry reguly p;:

b(p) fr(tuu=tu(P)sup(p)+b. [ 1(t10,= 1) O,
b(pj)fT(tnow_tm(pj))—i_bch(tm)w_tmc)

con(p )Y (b(p,)sup(p;) f1(typ=t,(P)+D.G, f1(ty—t,.)
b(p;)sup(p;) f1(t,p=t,(P;)Y.Ab.C fr(t,.~t,)con(p,)

sup(p,):=

con(p;):= ,jeslio <y <1,

con(p;):=con(p,), jesliy.=0,

b(pj)tm(p/)—‘rbctmc
b(p;)+b.

(p):=

b(p,):=b(p,)+b,
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10.  Jezeli po aktualizacji sup(p)) < g, lub con(p;) < Ve, to KBr := KB\ {p;}.
11. Koniec Dla.

12. Zaktualizuj parametry wektora v,:

) ._Oégbg+occbc A _y b +Y(‘bc ._bgtmg+bctmc
ey A L

g

13. Zaktualizuj parametr wektora v,: b, (v,):=b,+b,.

14. Zwro¢ zaktualizowane: KB, 04(ve), Ye(Ve), O, (V,), Yo(Ve) ) tug(ve), b(ve).

Komentarz

W gtéwnych czgsciach algorytmu aktualizacji bazy regut rozpatrywane sa: (i) reguty, ktore
wystepuja jednoczesnie w zbiorach R 1 KBy (pod uwage brana jest rowno$¢ semantyczna,
natomiast roznice innych parametréw sa dopuszczalne) (kroki 2—4); (i1) reguty, ktoére wystepu-
ja w zbiorze R, a nie wystgpuja w zbiorze KBy (kroki 2, 5-6); (iii) reguly, ktore wystepuja
w zbiorze KBz, a nie wystepuja w zbiorze R (kroki 8-10). W kazdym z tych przypadkow dla
regut aktualizowane sa miary poparcia, pewnosci, liczby bazowej i czasu, na podstawie
odpowiednich wzoréw. W przypadku (ii) nieznane wartosci parametréw regul, ktére nie
wystepuja W KBz, sa szacowane za pomocg estymatoréow 7 ,€[0,0,]oraz ¥,E[0;y,].
W przypadku (iii) nieznane wartosci parametroéw regul, ktore nie wystgpuja w R, sa szacowa-
ne za pomoca estymatoréw J,€[0,; 0] oraz y.€[0,y.]. Do bazy KBr dodawane sa reguty
ze zbioru R, ktérych nowe warto$ci poparcia i pewnosci spelniaja wymaganych progi, na-
tomiast te reguly, ktére progdéw tych nie spetniaja — sa usuwane KBx.

Bardzo wazna jest kolejnos¢ aktualizowania poszczego6lnych parametrow w krokach 3, 5
19, ktora powinna przebiegac tak, jak jest to podane w algorytmie — z géry do dotu. Zamiana
kolejnosci aktualizacji (np. obliczenie najpierw liczby bazowej b reguly, a potem jej czasu #,)
spowodowataby wystapienie btgdnych wynikow.

Nazwa algorytmu jest utworzona na podstawie pierwszych liter opisu dzialania w jezyku
angielskim: utrzymanie regut (ang. Rule MAINtenance, RMAIN). Prezentowany tutaj al-
gorytm RMAIN stanowi poprawiona i rozszerzona wersj¢ algorytmu utrzymania bazy regut
zwiazku, przedstawionego we wczesniejszej pracy autora [Dud2005a]. Przyktad obliczeniowy
dla przebiegu algorytmu RMAIN jest przedstawiony w Dodatku A.

Analiza ztozonosci obliczeniowej algorytmu RMAIN

Szacujemy z gory liczbg operacji wykonywanych przez algorytm, takich, jak: odczyt, po-
roOwnanie 1 zapis wartosci w strukturach danych. Przypusémy, ze zbiér R zawiera n regul,
a zbior KBy zawiera m regul, przy czym m, n [0 IN. Wykonywane jest n odczytow regut
ze zbioru R (w kroku 2.). W krokach 3 i 4 wykonywanych jest: mn odczytéw regut ze zbioru
KB, mn poréwnan regut z obu zbiordw, 4mn obliczen nowych wartosci parametréw (krok 3.)
1 mn operacji kasowania regut ze zbioru KB (krok 4.). W kroku 5. wykonywanych jest n ob-
liczen nowych wartosci parametrow, w kroku 6. za§ wykonywanych jest n operacji kasowania
regut ze zbioru R. W kroku 8. przeprowadzanych jest m odczytow regul z bazy KBg.
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W krokach 9. 1 10. wykonywane jest odpowiednio: 4m obliczen nowych parametrow regut
oraz m operacji usuwania regul z KBg. Stad tez sumaryczna liczbg rozwazanych operacji
mozemy oszacowac za pomoca ponizszej funkcji 7. (m, n).

|T: (m,n)|=n+mn+mn+admn+mn+n+n+m+4m+m|=|3n+ Tmn + 6m|

< [3mn + Tmn + 6mn| = 16 |mn| = c|F(m, n)|,c =16, dlan >0, m > 0.

A zatem algorytm RMAIN ma wielomianowa ztozono$¢ obliczeniowa rzedu O (mn).

Wiasnosci algorytmu RMAIN

W biezacej sekeji szczegdtowo omawiane i dowodzone sa kluczowe wlasno$ci algorytmu
aktualizacji bazy regut RMAIN. Stosowane oznaczenia sa zgodne z notacja regul zwiazku
wprowadzona w Rozdziale 1. oraz z definicjami przedstawionymi w podrozdziale 3.3
Reprezentacja wiedzy agenta.

W  pierwsze] kolejnosci wykazemy prawidtowos$¢ stosowanych wzoréw proporcji
czgstosciowych, ktore sa podstawa obliczania zaktualizowanych miar poparcia i pewnos$ci
regul w algorytmie RMAIN.

Lemat 1

Dane sa: zbior atrybutow U oraz dwa niepuste, roztaczne zbiory faktow 4 i h..
Dla kazdego X [ U, czgsto$s¢ X w potaczonych zbiorach #; 1 4, jest dana rGwnaniem:
card (h,) freq(X , h,)+card (h,) freq( X , h,)
X,h, Uh,)= .
freq( 1 Uhy) card (h,)+card (h,)

Dowod
Czgsto$¢ podzbioru atrybutow Y [ U w bazie faktow B jest zdefiniowana nastgpujaco:

card |s€B:s|-Y]|
card B

freq(Y,B)=

A zatem:

cam’{sEhl th.'s|—X}
card (h, Uh,)

freq( X, hy Uh,)=

B card{SEhl.'s|—X}+card{SEhz:s|—X}
B card (h,)+card (h,)

card(hl)card{SEhl.‘s|—X} N card(hz)card{SEhz:s|—X}
card (h,) card (h,)
card (h,)+card (h,)

_card (h,) freq(X , h))+card (h,) freq(X , h,) -
B card (h,)+card (h,) .
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Whiosek 1

Dane sa: zbior atrybutéw U oraz dwa niepuste, roztaczne zbiory faktéw 4, 1 h». Dla kazdej
reguly r: X U Y, gdzie X U, Y U U oraz X n Y = [, poparcie regulty » w polaczonych
zbiorach 1 h; jest dane rownaniem:
card (h,)sup(r, h,)+card (h,)sup(r, h,)

card (h,)+card (h,)

sup(r,h, Uh,)=

Dowod

Poparcie reguty r: X 1 Y, gdzie XU U, Y U U oraz X n Y =[] w zbiorze faktow B jest
rowne czestosci zbioru X 0 Y w zbiorze faktow B, to znaczy sup(r, B) = freq(X O Y, B) (17).
Dowodzone rownanie jest oczywista konsekwencja rownania (1) oraz Lematu 1. ®

Obserwacja 1

Dla kazdej reguty r: XU Y, gdzie XU U, YO Uoraz X n Y =1, jezeli freq(X, B) > 0, to:
sup(r, B) = 0 wtedy 1 tylko wtedy, gdy con(r, B) = 0.

Dowod

Pewnos¢ reguly » w zbiorze faktow B jest dana wzorem:

sup(r,B)

freq( X, B) co jest rtownowazne: sup(r, B)=con(r, B) freq(X , B).

con(r,B)=

Dowodzona zalezno$¢ jest zatem oczywista konsekwencja powyzszych wzoréw, dla czgstosci
freq(X, B)>0. W

Twierdzenie 1

Dane sa: zbior atrybutéw U oraz dwa niepuste, roztaczne zbiory faktéw 4, 1 h,. Dla kazdej
regulty r: XU Y, gdzie XU U, YU Uoraz X n Y =10, jezeli con(r, h\) > 01 con(r, h,) > 0, to
pewnos¢ reguly » w polaczonych zbiorach 4 i 4 jest dana rownaniem:

con(r,h,)con(r, hz)(card(hl)sup(r, h,)+card (h,)sup(r, hz))
card (r, h,)sup(r, h,)con(r, h,)+card (h,)sup(r, h,)con(r, h,)

con(r,h, Uh,)=

Dowod

Korzystamy z Lematu 1, Wniosku [ oraz ogdlnej definicji pewnos$ci. Pewnos$¢ reguty
rmXO Y, gdzie XU U, YU Uoraz X n Y =[] w zbiorze faktéw B jest rOwna poparciu tej
reguty w zbiorze B podzielonemu przez wigksza od zera, czgsto$¢ zbioru X w zbiorze faktow
B, to znaczy:
sup(r, B)

Jreq(X B)’ co jest townowazne: sup(r, B)=con(r,B) freq(X , B).

con(r,B)=
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A zatem:

sup(r,h,Uh,)
h, Uh,)= =
oI )= G g (7 )

1
card(hl)-l-card(hz)(

1
card (h,)+card (h,)

card (h,)sup(r, h,)+card (h,)sup(r, hz))

(card(hl)freq(X,h1)+card(h2)freq(X,h2))

B con(r,hl)con(r,hz)(card(hl)sup(r,h1)+card(h2)sup(r,hz)) ~
_con(r,hl)con(r,hz)(card(hl)freq(X,h1)+card(h2)freq(X,hz))_

B con(r,hl)con(r,hz)(card(hl)sup(r,h1)+card(h2)sup(r,h2)) B
~card (h,)con(r,h,) freq(X ,h,)con(r, h,)+card (h,)con(r,h,) freq(X ,h,)con(r, h,)

_con(r,h)con(r, hz)(card(hl)sup(r, h,)+card (h,)sup(r, hz))
~card (r, h,)sup(r, h,)con(r, h,)+card (h,)sup(r, h,)con(r, h,)’

Powyzsze zalezno$ci wskazuja, ze wzory proporcji czgstosciowych, stosowane w algoryt-
mie RMAIN, zapewniaja inkrementacyjne uzyskanie identycznego zbioru regul w stosunku
do zbioru regut otrzymanego wsadowo na caltym zbiorze faktow. Zalezno$ci bazuja jednak na
wyidealizowanym zalozeniu, ze doktadnie te same reguty (semantycznie réwne) wystepuja za-
rowno w porcji faktow dotychczas przetworzonej, jak w porcji biezaco analizowane;.
W rzeczywistym przypadku zbiory te moga si¢ r6zni¢, szczego6lnie, jesli: (i) stosowane sa nie-
zerowe progi minimalnego poparcia i pewnosci regul, (ii) fakty sa na tyle zroznicowane, ze
w obu porcjach odkrywane sa rozne reguly. Stad tez w dalszej czg$ci rozwazany jest przy-
padek, w ktérym dana reguta jest odkrywana tylko w jednej porcji faktow, dlatego, ze w dru-
giej nie osiagnela ona wymaganego progu minimalnego poparcia.

Twierdzenie 2

Dane sa: zbidr atrybutow U oraz dwa niepuste, rozlaczne zbiory faktéw 4, 1 h». Dla kazde;j
reguly : XU Y, gdzie XU U, YU Uoraz X n Y =0, jezeli sup(r, h) 2 o1 sup(r, ho) U
(0; 0), dla ¢ O (0; 1], to dla kazdego 6€(0,0) maksymalny btad oceny poparcia reguty r
w polaczonych zbiorach &, i h, przez wyrazenie (2°) jest mniejszy, niz maksymalny btad oceny
tego poparcia przez wyrazenie (3°):

card (h))sup(r, h,)+card (h,)G
sup(r, by Uh;)= card (h,)+card (h,) @)

card (h))sup(r,h,) (4
h, Uh,)= (3).
sup(r, by Uh,) card (h,)+card (h,)

Dowod

Wyznaczymy najpierw oddzielnie maksymalne btedy oceny wyrazen (2°) i (3%), a nastepnie
obliczymy ich roznicg.
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Rzeczywista warto$¢ poparcia reguty » w potaczonych zbiorach 4, i 4, jest dana réw-
naniem:

card (h,)sup(r, h,)+card (h,)sup(r, h,) ).

U =

Stad tez maksymalny btad €, oceny poparcia reguty » w potaczonych zbiorach 4, i h, przez
wyrazenie (2°) jest rowny granicy funkcji, bedacej warto$cia bezwzgledna réznicy wyrazen
(21 (4"), przy sup(r, h) dazacym do o:

_ oy card (h))sup(r, h,)+card (h,)sup(r, h,) card(h,)sup(r,h,)+card (h,)G
é _sup(,}rhl})w card (h,)+card (h,) card (h,)+card (h,)
_ oy card (h,)sup(r, h,)+card (h,)sup(r, h,)—card (h,)sup(r, h,)—card (h,) &
El_sup(rl,l;zl;l)—»(f Card(h1)+card (hZ)
card (h,)sup(r, h,)—card (h,) o (U—&)card(hz)
£ = =

card (h,)+card (h,) ~card (h,)+card (h,)

sup(r, hy)—o

Z kolei dla wyrazenia (3") obliczamy odpowiednio btad €,:

card (h,)sup(r, h,)+card (hy) sup(r,h,) card(h,)sup(r,h,)
card (h,)+card (h,) card (h,)+card (h,)

&= lim

sup(r, hy)—0o

card (h,)sup(r, h,)+card (h,)sup(r, h,)—card (h,)sup(r, h,)
card (h,)+card (h,)

&= lim

sup(r, hy)— o

card (h,)sup(r, h,)
card (h,)+card (h,)

3 o card (h,)

-y - )
& 1m card (h,)+card (h,)

sup(r, hy)—o

Poniewaz (0 <g <o, obliczajac roéznicg €; 1 €, otrzymujemy:

3 o card (h,) (0—6)card(h2) 3 o card (h,)
2707 card (h))+card (h,) card (h,)+card (h,) card (h,)+card (h,)

&—&>0 o¢<e, .1

Z Twierdzenia 2 wynika, ze stosowany w algorytmie RMAIN estymator ¢ oczekiwanego
poparcia reguty zmniejsza maksymalny blad oszacowania poparcia reguty w potaczonych
zbiorach faktow, jesli przy aktualizacji dana regula wystepuje tylko w bazie regut KBy albo
tylko w zbiorze nowych regut R.

W  zastosowaniach praktycznych, zaktadajac réwnomierny rozktad poparcia regut
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odrzucanych z powodu nie osiagnigcia minimalnego poparcia, mozna domyslnie przyjmowac

. ., . oA 1
jako warto$¢ oczekiwanego poparcia O =50.

W dalszej czgsci rozwazan badany jest wptyw funkcji f7 na uzyskiwane inkrementacyjnie
wartosci poparcia i pewnosci regut. Intuicyjnie funkcja fr, zastosowana we wzorach algorytmu
RMAIN, ma promowac nowe reguly, a deprecjonowac reguly stare. Dziatanie to ma polegaé
na odpowiednim zmniejszaniu, wraz ze zwigkszajacym si¢ czasem zarejestrowania faktow,
wiarygodnosci regut, ktore na podstawie tych faktéw sa odkrywane. Wiarygodno$¢ ta wyraza-
na jest standardowo przez ich poparcie 1 pewnos¢. Opisane tutaj pozadane wlasnosci funkcji
fr, zastosowanej we wzorach algorytmu RMAIN, sa dowodzone w Twierdzeniach 3 i 4.

Twierdzenie 3

Dane sa: zbior atrybutow U oraz dwa niepuste, roztaczne zbiory faktow 4 i h,, przy czym
card () = card (h,) = b, (Us) U hy Us, O Ay . T(s1) < T(s2)), $redni czas faktow nalezacych do
hy Wynosi t,,, sredni czas faktow nalezacych do 4, wynosi t,., gdzie ¢, < ... Dana jest funkcja
11 [0; +00) — [0; 1], taka, ze: f1(0) = 1;00x 1,0 O [0; +00). x1 <x2 O fr(x1) 2 fr(x2).

Dla kazdych dwoch regut 7 i p, jezeli sup(p, hi) = sup(r, h2) = s Osup(p, h2) = sup(r, h)) = &
dlage[0;0), s20,to
sup(p, hy U hy) < sup(r, hy U hy), dla sup(q, h;:[] k), liczonego wedtug wzoru:

card ) £ty =100, ) sup 1 ) card (1) £ (1=t (g B sup () (57
card (h )+ card (hy)

sup(q,h,Uh,)=

gdzie t.(q, hj) < tuow o1az t,u(q, hi) < tow-

Dowod

Zauwazmy, 7€ tw(p, ) = twg 1 tu(r, h2) = twe. PONieWaz g < twe, 10 tuow — g > tuow — bmes
i w rezultacie fr(tuw — twg) < fi(twow — twc). Ponadto zachodzi 0 <o <s. Stad tez, zgodnie
z rbwnaniem (57), otrzymujemy:

sup(p,h, Uh,)—sup(r,h, Uh,)=

=bfT(tnow_tmg)Sup(p’hl)+bfT(tnnw—tmc)Sup(p’hZ)_bfT(tnnw_tmg)sup(r!hl)_bfT(tnow_tmc)Sup(rlhZ)
b+b

=bfT(tnnw_tmg)s—’_bfT(tlmw_tmc)&_bfT(tnow_tmg)&_bfT(trmw—tm(')s=
2b

:(S—é')(fT(tnaw_tgg)_fT(tnow_th))<0

sup(p,h, Uhy)—sup(r,h, Uh,)<O0 < sup(p,h, Uh,)<sup(r,h, Uh,).m
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Twierdzenie 4

Dane sa: zbidr atrybutéw U oraz dwa niepuste, roztaczne zbiory faktow 4, i h,, przy czym
card (h) = card (h,) = b, (Us; U hy Us, U hy . T(s1) < T(s2)), sredni czas faktow nalezacych do
hi Wynosi t,,, $redni czas faktow nalezacych do 41 wynosi #,., gdzie #,, < fn.. Dana jest funkcja
11 [0; +0) — [0; 1], taka, ze: fH{0) = 1;00x1,x02 O [0; +00). x1 <x2 O fr(x1) 2 fr(x2).

Dla kazdych dwoéch regut 1 p, jezeli sup(p, hi) = sup(r, h2) = s Ucon(p, hi) = con(r, h») = c U
sup(p, hy) = sup(r, h\) = & O con(p, h)) = con(r, h)) = y dla 6‘6[0,‘0‘), s 2 0, da
5/6[0;;/), c=Yy, to

con(p, h1 0 hy) < con(r, hi O hy), dla con(q, h; 0 k), liczonego wedhug wzoru (6%):

con(q,h,Uh,)=

con(g. h)conlq. h){card (h) £ (t,,=t,(q. 1) sup(r, b ) +card () 11, =t,(q. ) sup s, 1)
= card () sup (g, 1) f 1 (1,01, (g 1)) con (g, )+ card () sup (g 1) 1 (1, (4 ) con(g. )

gdzie t,.(q, hj) < twow oraz t,u(q, hi) < tow.
Dowod
Zauwazmy, 7€ tw(p, M) = twg 1 tu(r, h2) = twe. PONiewaz tue < twe, t0 tuow — g > tuow — bmc,

i w rezultacie f{tiow — tng) < fituow — tnc). Ponadto zachodzi G <o<sAy<y<c. W celu

skrocenia zapisu, stosujemy symbole: fi(tuow — twg) = fi 0raZ fi(twow — twe) = fo. Zgodnie z rOw-
naniem (6°), otrzymujemy:

con(p,h, Uhy)—con(r,h, Uh,)=

_cylbsf 405 f,] yelbofi+bsfy] ey(sf i +6f,) yelofi+sfy)_
bsf | y+b6 f,c bo fictbsf,y sfiy+6f,c  Ofictsf,y

ey s\ +eya ][0 fiets fr3)=(yeo fi+Yesfo)f 1 9+ fre)
(Sf] y+o f, c)(a'flc+sf2 5’)

_ ¢ syo f +cs25/2f1 f2+c25/6‘2f]fz-l-csj/z&f;—csj/zfrf?—czj/é‘zf] fz—cszjfzf]fz—czsj/é'fiz
(Sfl y+of, c)(a-flc+sf2 5/)

syolfi=rilresy’olri-r1)_ (fi-ri)lesy’ o= sy6) _ esyolsi-7i)(g—c]
(f y+of,c )(Uflc+sf23’) (Sf1?+0A'f2C)((5’fIC+Sf2§/) (Sfl Gf, )(O'flc"'sfz )

. . . . . . ) ;oo s 2 2
Mianownik powyzszego wyrazenia jest zawsze wigkszy od zera. Roznica f,—f]=0,
poniewaz f,<f,. Z kolei y—c<0, dlatego, ze y<y<c. Stad tez otrzymujemy
dowodzona zalezno$¢:

con(p,h, Uhy)—con(r,h, Uh,)<O0 < con(p,h, Uh,)<con(r,h, Uh,). R
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3.5.7 Usuwanie przetworzonych faktow

Usuwanie przetworzonych faktow, realizowane przez procedur¢ Usun Fakty (wiersz
15.), jest problemem trywialnym, ktéry nie wymaga szerszego omoéwienia. Jesli historia KBy
ma posta¢ tabeli relacyjnej bazy danych, procedur¢ Usun Fakty mozna efektywnie
zaimplementowa¢ jako pojedynczy ciag polecen SQL, opartych na komendzie DELETE. . .
WHERE. Pierwotna porcja faktow, pobrana z bazy przez procedur¢ Wybierz Fakty, jest
tutaj identyfikowana za pomoca wartosci klucza ostatniego wybranego faktu k. (v.), gdzie v, [J
KBr. Jest to konieczne, poniewaz przetworzona porcjia KBy (t., f..) moze nie zawieraé
najwczesniejszego 1 najpozniejszego faktu (mogly zosta¢ usunigte z powodu zbyt duzej liczby
wartos$ci nieznanych), przez co wartosci czasu t., t. mogly ulec zmianie 1 nie moga by¢
traktowane jako wiarygodny wyznacznik zakresu faktow do usunigcia.

Ztozono$¢ obliczeniowa operacji usuwania faktow jest liniowa, to znaczy rzedu O (n),
gdzie n jest liczba faktoéw do usunigcia.

3.6. Weryfikacja eksperymentalna metody APS

W celu oceny zaproponowanej metody APS, oprocz przytoczonej wyzej, weryfikacji for-
malnej, przeprowadzone zostaly jej badania eksperymentalne. W niniejszym podrozdziale
opisane sa kolejno: cel i plan eksperymentu, srodowisko testowe, dane wykorzystane w bada-
niach, wyniki eksperymentow, ich omowienie 1 wnioski.

3.6.1 Plan eksperymentu

Celem opisanej tutaj weryfikacji technicznej byto sprawdzenie, czy metoda APS jest wia-
sciwym rozwiazaniem problemu naukowego, zdefiniowanego we Wprowadzeniu do pracy,
a przytoczonego dokladniej na poczatku tego rozdziatu. Glowne postulaty, dotyczace
rozwigzania tego problemu, wyrazone w celu pracy, mozna podsumowac nastgpujaco.

(P1) Przetwarzana moze by¢ duza liczba obserwacji, przy zachowaniu ograniczonego roz-
miaru przechowywanych danych historycznych, ktory jest mniejszy, niz w przypadku metody
wsadowej.

(P2) Zbior regut, uzyskanych w sposob inkrementacyjny, powinien by¢ poréwnywalny
ze zbiorem regut otrzymanych przez wsadowe przetwarzanie catego zbioru danych.

Dodatkowy postulat, ktory co prawda nie wynika bezposrednio z celu pracy, ale jest
pozadany z punktu widzenia wykorzystania metody APS w rozwiazaniach technicznych,
dotyczy aspektu wydajnosci.

(P3) Czas przetwarzania faktow przy odkrywaniu regul powinien by¢ mniejszy dla metody
inkrementacyjnej, niz dla metody wsadowe;.

Postulat (P1) jest w oczywisty sposob spetniony przez to, ze w cyklu metody APS
wszystkie fakty, po przetworzeniu w danym przebiegu, sa bezpowrotnie usuwane z historii.
Tak wigc rozmiar historii jest mniejszy, niz dla metody wsadowej, w ktorej przechowywane
sa wszystkie fakty od poczatku ich rejestrowania.
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Spetnianie postulatu (P2) zostato czgsciowo udowodnione formalnie w poprzednim pod-
rozdziale, przez zestawione tam wlasnosci algorytmu aktualizacji bazy regut RMAIN.

Przedstawiona nizej, weryfikacja eksperymentalna metody APS, miata na celu dodatkowe
wykazanie spetniania postulatu (P2) oraz zbadanie, czy i w jakich warunkach spetiany jest
postulat (P3).

Miary oceny zbioru regut

Ponizej zdefiniowane sa miary oceny i porownywania zbioréw regul, ktore do tej pory
byly opisywane na poziomie intuicyjnym, w sposéb niezobiektywizowany.

Oznaczenia

Przez KB®: (h) oznaczamy zbior regut odkrytych wsadowo w zbiorze faktow £, to znaczy
w pojedynczym przebiegu analizy przez caly badany zbidr 4.

Przez KB'r (h) oznaczamy zbidr regut odkrytych inkrementacyjnie w zbiorze faktow 4, to
znaczy w przynajmniej dwoch przebiegach, na dwéch réznych porcjach faktow 4, i ks, takich,
zehminh=00nhOMh=h

Definicja 12 Przeciecie semantyczne zbioru regut

Przecieciem semantycznym dwoch zbioréw regut R, i R, nazywamy zbior:
KBY(R, R,|=|r€R :3pER,.r=p|.

Definicja 13 Wspotczynnik zgodnosci semantycznej

Wspotczynnikiem zgodnosci semantycznej dwdch zbiorow regut R, 1 R,, oznaczanym przez
ruleoverisp (R1, R2), nazywamy utamek:

card KB (R, R,)

R, R,)= = .
card R, + card R,— card KB} (RL Rz)

rule overlap (

Definicja 14 Wspotczynnik zgodnosci poparcia

Wspotczynnikiem zgodnosci poparcia dwoch zbiorow regut R, 1 R,, oznaczanym przez
SUPoveriap (R1, R2), nazywamy wyrazenie:

supoverlap(Rl ’ R2)=%Z (1 _|Sup(pi)_sup<ri) );

i=1

gdzie: n = card KB (Ri, R;) Ori=p; Op; KB (R, R,) Op; OR, Or, DR, i = {1, ..., n}.

Definicja 15 Wspotczynnik zgodnosci pewnosci

Wspotczynnikiem zgodnosci pewnosci dwoch zbiorow regut R, i R,, oznaczanym przez
CONoveriap (R1, R2), Nnazywamy wyrazenie:
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con l " 1 —|con(p,)—con(r,)
overlap( Z ( ‘ |)

n i=1

gdzie: n = card KB (R\, R;) Ori =p; Op; KB (R, R,) Op; OR, Or, DR, i = {1, ..., n}.

Definicja 15 Srednie odchylenie czasowe

Srednim odchyleniem czasowym dwoch zbiorow regut R; 1 R,, oznaczanym przez
timeqer (R1, R2), nazywamy wyrazenie:

z‘imedev(Rl , R2):TZ |1m(P,~)_tm(”f)

gdzie: n = card KB% (R, R,) Or, =p, Op; D KB% (R, R,) Op; OR, O, OR, Oi = {1, ..., n}
U T.r U Dr nazywamy jednostkq odniesienia, przy czym Dy jest omawianym wczesniej, prze-
liczalnym zbiorem punktéw czasowych, ktory jest uporzadkowany przez relacje silnego po-
rzadku liniowego <.

Komentarz

Wprowadzone wyzej miary (z wyjatkiem time,.,) pozwalaja na procentowe porownywanie
dwoch zbioréw regut. I tak, wspdlczynnik zgodnosci semantycznej wskazuje odsetek regut,
ktore sa jednakowe semantycznie (bez badania innych parametrow) w obu zbiorach. Z kolei
wspotczynniki zgodno$ci poparcia i pewnosci pozwalaja na obliczenie $redniej, procentowej
zgodnos$ci regut, ktére wystgpuja w obu porownywanych zbiorach regul 1 sa sobie rowne
semantycznie. Kazdy z trzech omowionych tutaj wspotczynnikéw przyjmuje wartosci z prze-
dziatu [0; 1], przy czym wartosci O (zero) i 1 (jeden) oznaczaja odpowiednio najmniejsza
1 najwigksza zgodno$¢ badanych zbioréow. Nieco inaczej zdefiniowana jest miara Sredniego
odchylenia czasowego, ktoéra umozliwia sprawdzanie zgodnosci czasu regul rownych seman-
tycznie w dwoch zbiorach. Poniewaz w metodzie APS czas jest reprezentowany za pomoca
struktury punktowej (Dr, <), zgodno$¢ porownywanych zbioréw regul jest mierzona w po-
danych jednostkach odniesienia 7., (np. moga to by¢ minuty, godziny, doby — w zalezno$ci od
dziedziny zastosowania i reprezentacji czasu w danym systemie informatycznym). Tutaj
zatem najwigkszej zgodnos$ci zbioréw odpowiada warto§¢ 0 (zero), a wartos¢ najmniejszej
zgodnosci nie jest okreslona.

Badania przy jednorodnym rozktadzie regut

Eksperyment ma na celu sprawdzenie podstawowych wtasnosci metody APS i jej zgodno-
$ci z przyjetymi postulatami (P2) oraz (P3). Przy jednorodnym rozktadzie w historii KBy fak-
tow spetniajacych reguty, w kazdym przebiegu cyklu APS zbior odkrywanych regut R powi-
nien by¢ podobny. Oczekujemy, Zze bgdzie to optymalna sytuacja dla metody APS, gdyz
w algorytmie aktualizacji bazy regut RMAIN najczgsciej powinno by¢ wykonywane bez-
posrednie porownywanie regul z dotychczasowej bazy KBx i nowego zbioru R, bez konieczno-
$ci czgstego korzystania z estymatorow oczekiwanego poparcia i pewnosci (dla brakujacych
regut w jednym lub drugim zbiorze).



3.6. Weryfikacja eksperymentalna metody APS 109

Strategia eksperymentu jest nast¢pujaca.

1. Na poczatku baza regut KBi jest pusta, a historia KBy jest zbiorem n faktow (rzedu
kilkunastu — kilkudziesigciu tysigcy), wygenerowanych tak, iz fakty spetniajace wygene-
rowane reguly sa losowo roztozone w catym zbiorze.

2. Az do wyczerpania faktow z historii KBy kolejno uruchamiane jest na niej m inkrementa-
cyjnych przebiegow metody APS. W kazdym przebiegu pobierana, przetwarzana i kasowa-
na jest porcja k faktow (od kilkuset do jednego tysiaca), dajac w wyniku zaktualizowana
baze¢ regut KBg (zob. Rys. 3.5.).

3. W kazdym przebiegu jest mierzony i trwale zapisywany (w pliku) sumaryczny czas jego
wykonania, a takze czasy trwania poszczegoélnych etapéw (w nawiasach podane sa od-
powiednie procedury cyklu APS):

a) tum — calkowity czas trwania przebiegu;
b) e — czas wybierania faktow z historii (procedura Wybierz Fakty);
C) feomer — czas przeksztalcania schematu historii (procedura Przeksztaté Schemat);

d) tu — czas wypehiania faktami przeksztalconego schematu historii
(procedura Wypeinij Nowy Schemat);

€) fuim — czas eliminowania wartosci N (procedura Usunn Wartosci N);

) twine — czas odkrywania regut zwiazku przez algorytm eksploracji danych
(procedura Znajdz Reguiy);

g) t.a— czas aktualizacji bazy regut KBr (procedura Aktualizuj Baze Regui);
h) t4;— czas usuwania faktow z historii KBy (procedura Usun_Fakty).

4. Po kazdym i-tym przebiegu wynikowa baza regul KB’z (KB"y) jest trwale zapisywana
w oddzielnym pliku.

5. Wszystkie reguty z bazy KBy sq usuwane.

6. Wykonywanych jest kolejno m wsadowych przebiegow odkrywania regut. W kazdym
przebiegu analizowane jest pierwszych k, 2k, ..., n faktow z historii KBy (zob. Rys. 3.5),
ktorej zawarto$¢ jest za kazdym razem identyczna z zawartoscia bazy faktdw, opisanej
w punkcie 1.

7. W kazdym przebiegu jest mierzony i trwale zapisywany (w pliku) sumaryczny czas jego
wykonania, a takze czasy trwania poszczeg6lnych etapéw — identycznie, jak w punkcie 3.

8. Po kazdym przebiegu na pierwszych i k faktach z historii KBy, baza regut KB?: (KB"y) jest
trwale zapisywana w oddzielnym pliku i porbwnywana z odpowiednim zbiorem regut KB'x
(KB"4), na podstawie ponizszych miar (wyniki porownania sa zapisywane):

a) ruleovenqy — Wspotczynnik zgodnosci semantycznej;
b) supoveriaqy — Wwspodtczynnik zgodnos$ci poparcia;
C) COMoyeriqp — WSpOtczynnik zgodnosci pewnosci;

d) times., — $rednie odchylenie czasowe.
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9. Wyniki pomiaréw (czasu i miar poréwnania), przeprowadzonych dla poszczegodlnych
przebiegow inkrementacyjnych i wsadowych, sa porownywane ze soba.

10. Dla poszczegolnych przebiegéw inkrementacyjnych i wsadowych obliczany jest procen-
towy udziat czasu trwania poszczeg6lnych etapow (zgodnie z lista w punkcie 3.).

1 k
hoooX k
XX k
b Ik
b, 2%
b, 3k
b, e mk
tO czas

Rys. 3.5. Porownanie porcji danych przetwarzanych w przebiegach inkrementacyjnych (i, i, ...,i )
oraz w przebiegach wsadowych (b, b,, ...,b ). W trybie inkrementacyjnym przeanalizowane porcje
fakto sa usuwane (znak X), natomiast w trybie wsadowym pozostaja one w historii.

Badania przy niejednorodnym rozktadzie regut

Przy jednorodnym rozktadzie w historii KBy faktow spetniajacych reguty, w kazdym prze-
biegu cyklu APS zbiér odkrywanych regul R powinien si¢ znacznie r6zni¢ od zbioru w prze-
biegu poprzednim, albo nastepnym. Oczekujemy, ze begdzie to dla metody APS gorsza
sytuacja, niz przy rozktadzie jednorodnym, gdyz w algorytmie aktualizacji bazy regut RMAIN
czesto wykorzystywane beda estymatory oczekiwanego poparcia i pewnosci (dla brakujacych
regul w jednym lub drugim zbiorze). Powinno to powodowac¢ pogorszenie jakosci zbioru
regul, uzyskiwanych inkrementacyjnie, wyrazanej opisanymi wcze$niej miarami.

Sam przebieg eksperymentu jest niemal identyczny, jak dla jednorodnego rozktadu regut,
z ta réznica, ze historia KBy, cho¢ o takim samym rozmiarze, jak poprzednio (rzedu
kilkunastu — kilkudziesigciu tysigcy faktow), zawiera tym razem fakty nie roztozone losowo,
ale grupowane w geste regiony z poparciem dla wybranego podzbioru regut.
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3.6.2 Opis srodowiska testowego

Na potrzeby weryfikacji eksperymentalnej zostalo przygotowane $rodowisko testowe.
Opiera si¢ ono na programie o nazwie APS Incremental Learning, zaimplementowanym
w jezyku MS Visual C++ .NET, w narzedziu programistycznym MS Visual Studio .NET
[Dud2005b]. Program stanowi implementacj¢ etapow cyklu APS wraz z funkcjami reje-
strowania 1 zapisywania odpowiednich miar, zgodnie z przyjeta strategia eksperymentu).

£® APS Increr rning =10 x|
Database | Training data  Leaming uns IHuIe base | Global options |
—Rung
RunlD RunDate Baze MinS FinC
4 12 2005-068-0F 100 1 0,08 0,30 10 Termn
13 2005-06-07 100 1 0,08 0,30 1a Tem
14 2005-06-07 100 1 0.08 030 1o Tem
15 2005-06-0¢7 100 1 0,08 0,30 10 Termn
16 2005-08-07 100 1 0,08 0,30 1a Termn
17 7
i Edit run data
19 —General — Statiztical parameters
20
21 FunlD |28 (S |1D =
22
23 Run ate I'IBEH-'I 2300000 I Set ITE"""
24
5 KEnd I Selty IEvaI,Stored
26 _
Mzt [0 ] MinS 008
JE R
MinC 0.50
Bun
—General ExpS 0.04
Yiew rules... |
—_———— Thean |1889-12-30 = ExpC 0.25
TStart | 1899-12:30 = Base |1 000 3;
TEnd [1ea3-1230 =
Fepeat thiz settings for I‘I 5: subzequent runs
Cancel

Rys. 3.6. Edycja danych przebiegu, ktore odpowiadaja parametrom wektora v..

Aplikacja APS Incremental Learning umozliwia migdzy innymi:
+ laczenie z wybrang baza danych na podanym serwerze bazodanowym (MS SQL Server);
 przegladanie faktow historii (zob. Rys. 3.10.);

« wybor atrybutow historii, na podstawie ktorych maja by¢ odkrywane reguly zwiazku;
istnieje mozliwo$s¢ m.in. definiowania atrybutow jedno- 1 wielowartosciowych oraz
okreslania dopuszczalnosci wystepowania danego atrybutu w poprzedniku i nastepniku
reguty (zob. Rys. 3.10.);

- zarzadzanie przebiegami APS: dodawanie, edycja parametrow, uruchamianie, zapis
danych przebiegu do pliku *.CSV — ustawien i wynikdw pomiardw (zob. Rys. 3.6);
- zarzadzanie baza regul: przegladanie, edycja, zapis bazy regut do pliku *.CSV, porow-

nanie biezacej bazy z innym, zewngtrznym zbiorem regul w oddzielnym pliku *.CSV
(zob. Rys. 3.8.);
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zarzadzanie parametrami globalnymi metody APS (zob. Rys. 3.8.).

Do odkrywania regul zwiazku wykorzystana zostala implementacja Goethalsa [Goe2003]
algorytmu Apriori [Agr1994]. Z kolei struktury danych wykorzystywane w cyklu APS:
historia, baza regul, zbior regut z ostatniego przebiegu, dane przebiegu i parametry globalne
sa przechowywane w oddzielnych tabelach relacyjnej bazy danych, w systemie MS SQOL
Server 2000 Enterprise Edition wersja 8.00.760 (Service Pack 3) [Ran2003]. Struktura bazy
danych jest przedstawiona na Rys. 3.7. Dostep do bazy danych z aplikacji jest realizowany za
pomoca obiektow biblioteki ADO.NET (np. sqlConnection, sqlDataAdapter), optymalizowa-
nych dla produktu MS SQL Server.

History kBRues |

RuleID RunID

Rulex RunDate
Ruley Base

Sup MaxM

Can Mina

Base MiniC

TMean Maxi

TSkark etk

TEnd Seky

Exp5

ExpC

TStart

TEnd

TMean

KEnd
Timegelection
TimeConverk
TimeFill
TimeElim
TimeMining
TimeAdding
TimeDeletion
TimeSum

[ [[[[[]]=

GlobalOptions
SettingsID
SetkingsSkart
SettingsEnd
MinS_glob
MinC_glob
ExpS_glob
ExpC_glob
Base_glob
Trean_glob
TStark_glob
TERd_glab
TimeFunction
TirneParan

i
=

HEEEEEEEEEEEEERRENEEEEE

MRules
RulelD
Rule i —
Ruley
Sup
Can
Base
TMean
TStark
TEnd
FunID

LITTTITTITT] e

LTI []]=a

Rys. 3.7. Struktura bazy danych programu (wykorzystano zrzut ekranowy diagramu bazy
z funkcji Diagrams konsoli MS Enterprise Manager).

Platforma sprzg¢towo-programowa, na ktorej przeprowadzone zostaly eksperymenty, ma
ponizsze parametry. Wskazniki predkosci sktadnikow sprzetowych sa mierzone w programie
SiSoft Sandra wersja 2001.3.7.50 (www.sisoftware.co.uk/sandra).

CPU: AMD Duron (model 3), rzeczywista czg¢stotliwos¢ taktowania 892,50 MHz;
(predko$¢: Dhrystone ALU 2466 MIPS, Whetstone FPU 1221 MFLOPS).

Plyta gléwna: Silicon Integrated Systems (SiS) 730, M810.
Pami¢é¢ RAM: 752 MB SDRAM (ALU/RAM 194 MS/s; FPU/RAM 218 MB/s).

Dysk twardy: Maxtor 6E040L0, 40 GB, aktywna partycja 7,6 GB, system plikow NTFS
(czas dostegpu: 11 ms; Drive Index 9311; odczyt buforowany 67 MB/s; odczyt sekwen-
cyjny 12 MB/s; odczyt losowy 4 MB/s; zapis buforowany 54 MB/s; zapis sekwencyjny
14 MB/s; zapis losowy 5 MB/s).

System operacyjny: MS Windows 2000 Server wersja 5.00.2195 + Service Pack 4.
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3.6.3 Charakterystyka danych testowych

Do eksperymentéw zostaty wykorzystane dane syntetyczne, wygenerowane w programie
DataGen (zob. Rys. 3.9.), ktory zostal zaimplementowany w jezyku MS Visual C# .NET,
w narze¢dziu programistycznym MS Visual Studio .NET [Dud2005b]. Program korzysta z rela-
cyjnej bazy danych w systemie MS SQL Server 2000 Enterprise Edition wersja 8.00.760
(Service Pack 3). Dostep do bazy danych z aplikacji jest realizowany za pomoca obiektow
biblioteki ADO.NET (np. sqlConnection, sqlDataAdapter), optymalizowanych dla produktu
MS SQOL Server.

8 APS Incremental Learning ' —|o] x|

Databasel Training datal Leaming uns  Rule base | Global Dptionsl

—Rulzz [KB_R)
Rulell  Rulex Rulet Sup Con £
166 Term_clazsifier, Term_hypathesiz Stored_yes 024 076
167 Term_c 'El - —— ——
I e -1 AP'S Tncremental Learning - |=]x]
169 Tem ¢ Databasel Trairitig datal Learring runsl Rule bage Global options |
170 Term ¢ . ;
—Statistical parameters —————— 1 Time parameters

171 Tem_c
172 Tem_c - -
173 Tem e MinS_glab 0.08 : Thiean_glob |2004-m18 =
174 Tem_e
175 Term_e MinC_glob .43 & TStart_glab | 200401 =
176 Term_¢
17 Tem_e 0.04 = =

E=pS_glob . s TEnd_glob I 2004-02-05 -
178 Term_e
179 Term_¢ - . —
180 e ExpC_glob 0.22 = Time function IE:-chnentlaI: f[t] = explat™2) ;I
181 Term_e
182 Termn_f Baze_gloh !1 500 3: Function param. [a) ID«DDD 3:
107 Tarrn F

Mew
Edit | Chpply Cancel

Rys. 3.8. Widok ekranu ustawien parametréw globalnych wektora v,
oraz bazy regut KBz (pod spodem).

Dane testowe zostaly przygotowane dla dziedziny wspomagania wyszukiwania informacji
w sieci WWW. Zaktadamy nastgpujacy scenariusz ich powstawania. Podczas przegladania
stron sieci Internet, uzytkownik korzysta z pomocy osobistego agenta rekomendujacego, ktory
rejestruje dane wyswietlanych dokumentow, ich jawna oceng przez uzytkownika i zdarzenia
zapisu strony lokalnie na dysk, sugerujace zainteresowanie nia uzytkownika. Agent analizuje
witryne, ktora jest oceniana lub zapisywana przez uzytkownika, 1 zapamigtuje dla niej (oprécz
oceny i faktu zapisu) n termindow indeksowych, ktore najczgsciej na niej wystepuja. Celem po-
zyskiwania regut zwiazku przez agenta jest zdobycie wiedzy, od jakich terminéw na stronie
zalezy to, ze jest ona zapisywana lub pozytywnie oceniana przez uzytkownika. Reguly moga
by¢ wykorzystywane przez agenta do przewidywania (predykcji) zainteresowania uzytkow-
nika kolejnymi stronami, na podstawie ich zawartosci. Zastosowanie regul zwiazku
do modelowania intencji 1 zainteresowan uzytkownika sieci Internet (np. w systemach
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rekomendujacych) zostato przedstawione migdzy innymi w pracach [ChL2002], [Fac2005],
[WgS2004], [Yan2004].

Fakty, wchodzace w sktad danych testowych, maja nastgpujace atrybuty:

« HKey — unikalny klucz (odpowiednik atrybutu specjalnego K w modelu formalnym);
dziedzina: typ catkowitoliczbowy bigint;

« HTime — czas zarejestrowania faktu (odpowiednik atrybutu specjalnego 7);
dziedzina: typ daty i czasu datetime;

+ Term — kolekcja terminéw indeksowych, opisujacych strong (atrybut wielowarto$ciowy);
dziedzina: zbior 303 slow jezyka angielskiego (stownictwo ogolne i informatyczne);
zaktadamy binarny sposob indeksowania (system Boolowski): dana strona albo zawiera
okreslony termin, albo go nie zawiera (bez wag, wartosci rozmytych itp.);

« Eval — ocena strony przez uzytkownika; dziedzina: ciag znakéw varchar, dopuszczalne
wartosci relevant, irrelevant (atrybut jednowartosciowy);

+ Stored — zdarzenie zapisu strony na dysk; dziedzina: ciag znakéw varchar, dopuszczalne
wartos$ci yes, no (atrybut jednowartosciowy).

M DataGen [ =10l x|

— SOL Serwer ——————— [ Data generation
Server hame /1P : RULES :
|WinEDDD\SGL1 [6: action, 203: primitive, 238 selection -» 307 yes] SUP: 10, C

[38: builders, T66: madel, 204: probabilistic -» 222; relevant, 300

[T windavs authentization

User name

Isa

Password :

[
| | bI

Disconre | Add Edit | Delste |

Mumber of customers : I'IDDD 5:
Database ————
haie: Average products no. |1 0 3:

{5 _Miner

¥ Drop all befare generation

Select | Generate random data | Dirop all tranzactions |

Rys. 3.9. Gltéwne okno programu do generowania regut zwiazku DataGen.

Fakty z jednorodnym rozktadem regut

W programie DataGen zostalo wygenerowanych 20 000 faktow, z ktorych kazdy zawiera
srednio 9 réznych wartosci atrybutow Term, Eval 1 Stored. Fakty te odzwierciedlaja losowa
(a wigc w przyblizeniu jednorodna) dystrybucj¢ ponizszych, predefiniowanych regul zwiazku.

r: action U primitive Oselection [ stored_yes sup(r1) = 0,10;  con(r) = 0,50
7o builders O model O probabilistic [ relevant Ustored yes sup(r:)=0,10;  con(r,) = 0,70

r3: agent O experience Ogoals [0 relevant sup(rs) = 0,15;  con(r;) = 0,60
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ra: fact Olearn Orule O relevant Ostored yes sup(rs) =0,10; con(rs) = 0,50
rs: classifies Oevaluating U hypothesis [1 relevant sup(rs) = 0,20;  con(rs) = 0,80
re: exploration O levels Omapping [ stored yes sup(rs) = 0,15, con(rs) = 0,70
ry: change O condition Orandom [ relevant Ostored yes sup(r7)=0,10; con(rs)=0,60
rs: decide Omultiple Oprocess [ relevant sup(rs) = 0,205 con(rs) = 0,70
79! algorithm Oclass Oexternal [ stored_yes sup(re) = 0,10; con(rs) = 0,50
F1o: idea U limitations Osample [ relevant Ostored yes sup(rio) =0,15; con(ri) = 0,80

Wszystkie fakty sa rownomiernie roztozone w czasie od ,,2004-01-01 00:09:45.000” do
»2005-04-10 23:25:23.000”. Mozna je zatem traktowaé jako hipotetyczny zapis aktywnosci
uzytkownika Internetu, ktory przez 465 dni (okoto 1 rok 1 3 miesiace) przejrzat 20 000 stron
WWW (czyli §rednio 43 strony dziennie).

Postugujac si¢ tradycyjnym jezykiem, stosowanym do opisu regul zwiazku [Agr1993],
[Agr1994], [Has2001], mozna odnie$¢ te dane do 20 000 koszykéw (ang. shopping carts),
z ktérych kazdy zawiera $rednio 9 produktow (ang. items). Sredni rozmiar czestego zbioru
atrybutéw (ang. frequent itemset, large itemset) wynosi 4. W literaturze spotykane sa ponizsze
oznaczenia parametrow zbiorow testowych [Agr1994]:

« | D |- liczba transakcji (faktow);

| T'| - $redni rozmiar transakcji (faktu);

« | I]|— $redni rozmiar maksymalnych, potencjalnie czgstych zbioréw atrybutow;
« | L |- liczba maksymalnych, potencjalnie czgstych zbioréw atrybutow;

« N — liczba atrybutéw (binarnych).

Dla wygenerowanego zbioru faktow okreSlone sa nastgpujace wartosci parametrow:
|D|=20000; | T|=9;|1|=4; N=307. Stad tez, przyjmujac konwencj¢ stosowana w wielu
pracach z dziedziny eksploracji danych, mozna przypisa¢ temu zbiorowi zakodowana nazwg:
T9.14.D20K. Przyktadowe fakty z tego zbioru zostaly przedstawione na Rys. 3.10.

Wygenerowane dane nie zawieraja wartosci nieznanych N. Sa dwa powody podjegcia takiej
decyzji: (i) w opisywanej dziedzinie zastosowania warto$ci nieznane nie maja wigkszego sen-
su (to znaczy moglyby one wystgpowac jedynie dla atrybutu predykcyjnego Eval, poniewaz
kolekcje terminow indeksowych w polu Term oraz opisy zdarzenia zapisu strony Stored sa
zawsze jednoznacznie okreslone); (i1) wyktadnicza ztozono$¢ obliczeniowa algorytmu ENV
do eliminacji wartosci N (zgodnie z przytoczonym wcze$niej oszacowaniem formalnym),
podczas eksperymentow objawia si¢ bardzo duza zmiennoscia liczby przetwarzanych faktéw
w porcji; efekt ten moze bardzo komplikowaé badanie gléwnych wiasnosci metody APS
(w konsekwencji moze to utrudnia¢ weryfikacj¢ podstawowych postulatow). Stad tez podjeta
zostala decyzja o przeniesieniu testow dzialania metody APS dla danych z wartosciami N do
propozycji dalszych badan.
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% APS Incremental Learning - =] x|

Databaze Training data ILeaming lunsl Rule basel Global optionsl

— &nalysis options

Column Type Analysed Setx SetY Multivalued M ax¥alues
| Term = | warchar(900) v Iv r v |1 0 3:

— Hiztom fact table

HTime & Temn Stored

» 100 2004-07-24 architecture immediately infants relevant yes
1002 2004-01-24 agent,experience exploration,goalz levelz, mapping relevant yes
1003 2004-01-24 classifier evaluating hypotheziz memory, situations . zome relesant no
1004 2004-01-24 algorithm,change clazs, classifier condiion evaluating extern relevant yes
1005 2004-01-24 builders madel, probabiliztic relevant yes
1006 2004-01-24 builders fact.idea learn limitations, model, probabilistic mile.sa  relevant yes
1007 2004-01-24 clazsifier decoupled.evaluating hypothesis, systems these s relevant no
1008 2004-01-24 change, condition, decide rultiple, pracess randarm relesant yes
1009 2004-01-24 algonthrn,change. class.condition,extemal idea imitations,ra - relevant yes
1010 2004-07-24 action,change,condition fact leam, primitive random,ule sele. relevant yes
1011 2004-01-24 algorithn, class, clazsifier evaluating external fact hypathesiz,  relevant yes

4 I TR

1Mz 2004-01-24 agent.experience. exploration.goals. idea levels limitationz.ma  relevant yes _l;l
k

Colurmns: 5, Rows: 13000

Rys. 3.10. Fragment zbioru faktow T9.14.D20K, zaimportowanego jako historia
do programu APS Incremental Learning.

W analogiczny sposob, jak wyzej, przygotowany zostal drugi zestaw faktow z jednorod-
nym rozktadem regut, o warto$ciach parametrow: | D | =20 000; | 7| = 10; | /| = 5; N = 307.
Tak wigc zestawowi temu nadana zostata zakodowana nazwa: T10.15.D20K, zgodnie z opisa-
na wezesniej konwencja. Fakty odzwierciedlaja losowa dystrybucje ponizszych regut.

i abstract O complete Oinclude O results [] stored_yes sup(ri) = 0,15; con(ri)) = 0,84
ri active Umap Ouse [] relevant Ustored yes sup(riz) =0,10; con(r2) = 0,53
i3 behavior Onecessary Opiagets Otheories [] relevant sup(ri3) = 0,20; con(ris) = 0,68
ria: architecture O development Oschema [ relevant Ostored yes sup(ris) = 0,10; con(rs) = 0,63
ris: category U example Omatching Opossible [] relevant sup(ris) = 0,12; con(ris) =0,72
Ti6: defined Omethod U optimize Osystem [] stored_yes sup(ris) = 0,18; con(ris) = 0,80
7. adaptive O autonomous Olearning [0 relevant Ostored yes sup(ri7) =0,11; con(ri7) = 0,51
rs:  component Omechanism Oparallel Oshare [] relevant sup(ris) = 0,16; con(ris) = 0,64
9. increase Ospace Osymbol Otime [] stored_yes sup(ri9) = 0,13; con(riv) =0,70
720: data O generalization Osuggested [] relevant Ostored yes sup(r»)=0,11; con(r) = 0,59

Wszystkie fakty sa rOwnomiernie roztozone w czasie od ,,2004-01-01 00:27:45.000” do
»2005-04-10 23:32:57.000”. Jest to zatem, podobnie jak w przypadku zbioru T9.14.D20K,
hipotetyczny zapis aktywnosci uzytkownika Internetu, ktory przez 465 dni (okoto 1 rok i 3
miesiace) przejrzat 20 000 stron WWW (Srednio 43 strony dziennie). Zauwazmy jednak, ze
zbiory regul, bedacych podstawa wygenerowania obu zestawow (T9.14.D20K 1 T10.15.D20K),
sa catkowicie rézne. Zwrdé¢émy takze uwage, ze w zbiorze T10.15.D20K $redni rozmiar czgste-
go zbioru atrybutéw (ang. frequent itemset) jest o jeden wigkszy, niz w zbiorze T9.14.D20K.
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Podczas przetwarzania zbioru T10.15.D20K przez algorytmy typu Apriori, powinna by¢ zatem
zwracana wigksza liczba regul, niz dla drugiego zbioru (reguty podstawowe wraz z regutami
pochodnymi — zawierajacymi si¢ semantycznie w regutach podstawowych).

Fakty z niejednorodnym rozktadem regut

Jako dane zrodlowe dla eksperymentu przy niejednorodnym rozktadzie regul, przygotowa-
ny zostal zbiér T9.14.D20K + T10.15.D20K, ktéry powstat w wyniku potaczenia omdéwionych
wczesniej zestawow jednorodnych. Kazdy z tych zestawow zostat podzielony na 8 porcji po
2500 faktow. Nastgpnie porcje z obu zestawOw zostaly ze soba potaczone naprzemiennie,
dajac wyniku zbior, ktéry przypomina wynik skrzyZowania (ang. cross-over) zbioréw
T9.14.D20K 1 T10.15.D20K (zob. Rys. 3.11.). Wartos$ci pola HTime (czas zarejestrowania fak-
tu) w calym polaczonym zbiorze zostaly przepisane ze zbioru T10.15.D20K, aby zachowaé
jednolity ciag chronologiczny wszystkich faktow. W ten sposob uzyskany zostal zestaw
danych testowych, zawierajacy naprzemiennie rozmieszczone podzbiory faktow, ktore zostaty
wygenerowane na podstawie catkowicie roztacznych zbiorow regut.

T9-I4-D20K ‘ hll ‘ hlZ ‘ h13 ‘ hl4 ‘ hlS ‘ h16 ‘ hl7 ‘ hlS ‘
1 2500 5000 7500 10000 12500 15000 17500 20000
‘ hll ‘ h22 ‘ h13 ‘ h24 ‘ hlS ‘ h25 ‘ hl7 ‘ h28 ‘
1 2500 5000 7500 10000 12500 15000 17500 20000
TI005.D20K |y | iy | kg |k | g |k | Ry | Ry
1 2500 5000 7500 10000 12500 15000 17500 20000

Rys. 3.11. Spos6b taczenia krzyzowego jednorodnych zbioréw testowych T9.14.D20K i T10.15.D20K.
W zestawie wynikowym przeplataja si¢ ze soba regiony (o rozmiarze 2500 faktow), w ktorych fakty
wspieraja catkowicie roézne reguly.

3.6.4 Wyniki eksperymentéow

Uzyskane wyniki liczbowe eksperymentow zostaty zestawione w Dodatku B. Ponizej
przedstawione jest ich omowienie wraz z opracowaniem w formie graficzne;j.

Jednorodny rozkiad regut w analizowanych faktach

Testy metody APS przy jednorodnym rozktadzie regul w historii zostaty przeprowadzone
zgodnie z opisana wczesniej strategia na zbiorze T9.14.D20K. W pelnym zestawie testowym
(to znaczy w 20000 faktow) znajdowane jest 210 regut zwiazku przy zadanych parametrach
(zob. Dodatek B), migdzy innymi przy progu minimalnego poparcia o. = 0,08 i progu
minimalnej pewnosci y. = 0,50. Rozmiar porcji przetwarzanej w pojedynczym przebiegu
inkrementacyjnym zostat ustalony na 1000 faktow.

Wyniki poréwnania jako$ciowego z wykorzystaniem miar ruleoveriap, SUPoveriap 1 CORoveriap,
wskazuja, iz zbiory regut KB’z i KB?; (otrzymane odpowiednio inkrementacyjnie i wsadowo),
sa niemal identyczne (zob. Rys. 3.12.), gdyz dla wszystkich przebiegow omawiane miary
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przyjmowaty warto$¢ rzedu 99 — 100%. Jest to dowod poprawnosci podstawowych wzordéw
proporcji czgstosciowych, ktore sa stosowane w algorytmie RMAIN do naliczania zaktualizo-
wanych wartosci poparcia i pewnosci. Rowniez odchylenie czasowe timeq.,, ktore wynosito
srednio zaledwie kilkanascie minut (0,01 doby, a wigc niewspdimiernie mato w stosunku do
pigtnastomiesigcznej rozpigtosci czasowej zbioru faktoéw), wskazuje na prawidlowos¢ od-
powiednich wzoréw do aktualizacji czasu w algorytmie RMAIN.

1,00 "
0,90
0,80
0,70
© 060
8
5 050
)
N 0,40
0,30
m rule_overlap
0,20 ¢ sup_overlap
¥ con_overlap
0,10
00 —+—7—7 7 1 1 1 1 1 1 1 1 T T 1 1 T T 11
O O O O O O O O O ©O O O O O O O ©O o o o
o O O ©o o o o O o o o O O o o o O O o o
o O O O O o o o o o o O O o o o O O o o
-~ N O < O © N~ © o O - N O < WO [ N~ o O O
- - v v = - - - - - «

Liczba faktéw

Rys. 3.12. Zgodno$¢ zbiordéw regut uzyskanych inkrementacyjnie i wsadowo
dla jednorodnego zestawu danych testowych T9.14.D20K.

| ¥ Incrementacyjne ll Wsadowe

Czas [ms]

2000 —|
3000 —
4000
5000 —|
6000 —|
7000 —
8000 —|
9000 —|
10000 —
11000 —
12000 —
13000 —
14000 —
15000 —
16000 —
17000 —
18000 —
19000 —
20000 —

Liczba faktéw

Rys. 3.13. Poré6wnanie dlugosci trwania przebiegéw inkrementacyjnych APS
i czasu samego odkrywania regut w trybie wsadowym.

W celu oceny wydajnosci proponowanej metody, poréwnany zostat catkowity czas prze-
biegdw inkrementacyjnych z wyodrebnionym (izolowanym) czasem samego odkrywania regut
przez algorytm Apriori w przebiegach wsadowych. Zwro¢my uwage, ze jest to porownanie
maksymalnie niekorzystne dla metody APS, poniewaz zaktada ono, Zze w przebiegu wsado-
wym nie ma zadnych dodatkowych operacji poza samym wykonaniem algorytmu eksploracji
danych (czyli nie ma dodatkowych odczytow, zapisow, przeksztalcen danych). Uzyskane
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wyniki wskazuja, ze wsadowy algorytm odkrywania regut zwiazku jest szybszy do momentu,
gdy rozmiar przetwarzanej porcji osiagga pewien prog y, mieszczacy si¢ w przedziale 5000 —
6000 faktow (zob. Rys. 3.13.). P6zniej, dla wigkszych porcji wyzsza wydajnos¢ ma metoda
APS, poniewaz czas trwania przebiegdw inkrementacyjnych pozostaje w przyblizeniu na tym
samym poziomie, podczas gdy dtugos¢ trwania przebiegéw wsadowych rosnie liniowo.

[ time_add
[t _mine

t fill

W t_convert
Bt elim
Htime_del
[t select

59,81% 19,84%

Rys. 3.14. Procentowy udziat §redniej dhugosci trwania poszczegdlnych etapow
metody APS w przebiegach inkrementacyjnych na zbiorze T9.14.D20K.
Przewaza etap aktualizowania bazy regut (algorytm RMAIN), na kolejnych
miejscach plasuja sig: odkrywanie regul zwiazku, wypelnianie i przeksztatcanie
schematu historii. Pozostale etapy maja znaczenie marginalne.
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Rys. 3.15. Udziat procentowy dlugos$ci trwania etapow metody APS
w poszczegolnych przebiegach inkrementacyjnych na zbiorze T9.14.D20K.

Przeanalizowane zostaly takze wyniki pomiaréw dlugosci trwania etapow metody APS.
Procentowy udzial czasu wykonywania poszczegolnych krokow zostat zobrazowany na Rys.
3.14. 1 3.15. Wida¢ wyraznie, Ze najbardziej kosztowym krokiem jest aktualizacja bazy regut,
przeprowadzana przez algorytm RMAIN (przypomnijmy, o ztozonosci rzedu O(nm), gdzie n
jest liczba regut w bazie KBg, a m jest liczba regut nowo znalezionych w ostatnim przebiegu).
Jednakze pomimo tego swoistego narzutu dodatkowych krokéw w przebiegach
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inkrementacyjnych w pordwnaniu ze zwyklym przetwarzaniem wsadowym, metoda APS
uzyskuje przewage w wydajnosci dla pewnego, wystarczajaco duzego zbioru analizowanych
faktow, jak to zostalo omdowione wyzej. Zwraca uwage stosunkowo niewielki koszt czasowy
kazdorazowego przeksztalcania i wypetniania schematu historii (realizowanego odpowiednio
przez algorytmy: HTRANS i1 HFILL), ktore, przypomnijmy, zwigksza elastyczno$¢ metody,
poniewaz zbiory atrybutéw opisujacych fakty moga by¢ rézne w poszczegdlnych przebiegach.

Niejednorodny rozkiad regut w analizowanych faktach

Testy metody APS przy niejednorodnym rozktadzie regut w historii zostaty przeprowadzo-
ne w dwodch oddzielnych seriach na potaczonym zbiorze T9.14.D20K + T10.15.D20K.

Seria

W serii pierwszej zastosowane zostaly identyczne parametry, jak w eksperymencie dla ze-
stawu jednorodnego (m.in. minimalne poparcie o. =0,08 1 minimalna pewnos¢ y. = 0,50), przy
ktorych w pelnym zestawie testowym (to znaczy w 20000 faktéw) znajdowane jest 427 regut
zwiazku. Rozmiar porcji przetwarzanej w pojedynczym przebiegu inkrementacyjnym zostat
ustalony tak, jak poprzednio na 1000 faktow.

Zestawienie miar ruleoyeriap, SUPovertap 1 CONoveriay WsKazuje, ze na niejednorodnym zestawie
faktow jakos¢ zbioru regul uzyskiwanych inkrementacyjnie jest znaczaco nizsza w stosunku
od przetwarzania wsadowego, przy zachowaniu podobnej charakterystyki wydajno$ciowe;,
jak poprzednio (zob. Rys. 3.16.). Mimo iz warto$ci miary zgodnosci poparcia osiagaly blisko
100%, a zgodnos$ci pewnos$ci — $rednio ponad 80%, niskie wyniki najwazniejszej miary zgod-
nosci semantycznej zbiorow KB'r i KB®; (tzn. rule,ven), rzedu 50-60% sa niezadowalajace.
Uzyskane wyniki mozna wyjasni¢ nastepujaco. Podczas trzeciego przebiegu inkrementacyjne-
go APS (po przetworzeniu pierwszych 2500 faktoéw) nastgpuje gwaltowna zmiana zbioru
odkrywanych regul (to znaczy z zestawu T9.14.D20K na zestaw T10.15.D20K). Zgodnie
z wczesniejszymi przewidywaniami, jest to bardzo niekorzystna sytuacja dla algorytmu
RMAIN, poniewaz we wzorach aktualizacji poparcia i pewno$ci regul, zamiast warto$ci
doktadnych, musi on stosowa¢ estymatory oczekiwanego poparcia i pewnos$ci. Poniewaz za$
warto$ci tych estymatoréw, ustalone na 2 odpowiednich warto$ci progéw o 1 y, sa stosun-
kowo niskie, po zaktualizowaniu warto§ci poparcia i pewnosci nowych regut (ze zbioru
T10.15.D20K) w wigkszosci nie osiagaja biezacych progéow (zwlaszcza minimalnego popar-
cia), ktore sa stosunkowo wysokie. A zatem spora czg$¢ nowych regul w ogoéle nie jest doda-
wana do bazy KB'x, co powoduje duza rozbieznos¢ tego zbioru z jego odpowiednikiem KB,
otrzymanym wsadowo. Sytuacja ta powtarza si¢ wielokrotnie (po przetworzeniu 2500, 7500,
12500 1 17500 faktow), sprawiajac, ze reguly odkryte w pierwszych dwoch przebiegach
(pochodzace ze zbioru T9.14.D20K) juz do konca wygrywajq z réwnie czg¢stymi regutami
ze zbioru T10.15.D20K. To ttumaczy niskie wartosci wspotczynnika rule,veriap.

W metodzie APS istnieja przynajmniej dwie metody polepszenia jakosci zbioru regut,
otrzymywanych na mocno niejednorodnym zestawie faktow. Po pierwsze, mozna zastosowaé
odpowiednia funkcj¢ wptywu czasowego fr tak, aby najnowsze fakty mocniej wptywaty na za-
warto$¢ bazy regut, anizeli fakty stare. O tym jednak, czy funkcja fr moze by¢ uzyta i jaki ma
by¢ jej ksztalt oraz parametry, decyduja wlasnosci konkretnej dziedziny zastosowania. Tym-
czasem druga metoda poprawy jako$ci nawiazuje do ogdlnych metod konfiguracji algoryt-
mow eksploracji danych i polega na odpowiednim obnizeniu progéw minimalnego poparcia
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i pewnosci tak, aby w tym samym zbiorze testowym znajdowanych mogto by¢ wigcej regut.
To rozwiazanie zostalo zbadane w drugiej serii eksperymentoéw na niejednorodnym zestawie.
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Rys. 3.16. Zgodnos$¢ zbiorow regut i czas przetwarzania dla metody APS i przebiegéw wsadowych (Seria I).
Pod wykresami umieszczone sa schematy taczonego zbioru testowego T9.14.D20K + T10.15.D20K.

Seria Il

W drugiej serii obnizone zostaly progi minimalnego poparcia do g. = 0,04 1 minimalne;j
pewnosci do y. = 0,30. Odpowiednio zmniejszone zostaly takze estymatory oczekiwanego
poparcia i pewnosci, tak jak poprzednio ustalone na %2 warto$ci progéw o, oraz y.. Inne usta-
wienia pozostaly niezmienione. Z pozoru niewielka modyfikacja parametréw ma znaczacy
wptyw na liczb¢ znajdowanych regul, ktorych liczba wzrosta z 427 do 564 (w pelnym zesta-
wie testowym), przekraczajac w pierwszym przebiegu liczbg 3000.
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Rys. 3.17. Zgodnos¢ zbiorow regut i czas przetwarzania dla metody APS i przebiegéw wsadowych (Seria II).

Pod wykresami umieszczone sa schematy taczonego zbioru testowego T9.14.D20K + T10.15.D20K.

Zestawienie miar ruleoveriap, SUPoveriap 1 CONoveriap dla przebiegdéw ze zmienionymi parametra-
mi wskazuje na znaczaca poprawe jakosci zbioru regul uzyskiwanych inkrementacyjnie (zob.
Rys. 3.17). Zgodno$¢ semantyczna rule,veriqy Wzrosta srednio do 90%, natomiast miary zgod-
nosci poparcia i pewnosci utrzymaly si¢ mniej wigcej na dotychczasowym, dobrym poziomie,
odpowiednio 99% 1 76%. Miara conoerqp Uzyskata srednio nizsze wartos$ci od Supoveriap, ponie-
waz wzory do inkrementacyjnego obliczania pewnosci regut (w algorytmie RMAIN) sa wzo-
rami przyblizonymi (z powodu nieznanej warto$ci poparcia poprzednika reguly w jednym

ze zbiorow faktow).
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Odmiennie do poprzednich serii eksperymentéw prezentuja si¢ wyniki wydajnosciowe
(zob. Rys. 3.17.), tym razem bowiem pordéwnanie dtugosci trwania przebiegow inkrementa-
cyjnych i wsadowych wychodzi wyraznie na niekorzy$¢ metody APS (przynajmniej dla bada-
nego zbioru 20000 niejednorodnych faktéw). Poza tym sumaryczny czas trwania przebiegéw
APS wykazuje bardzo silne wahania (charakterystyczny efekt pify na wykresie), ktore
wynikaja z rdznej liczby regut znajdowanych naprzemiennie w faktach pochodzacych z zesta-
wu T9.14.D20K oraz T10.15.D20K. Jest to bezposrednia konsekwencja wigkszego o jeden,
sredniego rozmiaru zbioru czgstego w zbiorze T10.I15.D20K, poniewaz ztozono$¢ obli-
czeniowa algorytmu RMAIN zalezy w przyblizeniu kwadratowo, to znaczy O(nm), od liczby
regul, ktore sa w nim poréwnywane. Mozna jedynie przypuszczac, ze oscylacje te beda stabty
wraz z rosnaca liczba przetwarzanych faktow, co przy liniowym wzroscie dlugosci trwania
przebiegdw wsadowych moze doprowadzi¢ w koncu do pozadanego przecigcia obu wykre-
sOw, obserwowanego w poprzednich seriach testow.

Na podstawie wynikow eksperymentow widaé, ze przy nieoptymalnym, to znaczy niejed-
norodnym rozktadzie regul w analizowanym zestawie testowym, nalezy poszukiwa¢ konfigu-
racji parametrow metody APS, ktora jest optymalna z punktu widzenia konkretnej dziedziny
zastosowania. Szukane optimum z zalozenia stanowi zloty Srodek migdzy jako$cia zbioru
regut otrzymywanych inkrementacyjnie, a dtugoscia procesu ich znajdowania w poszczegdl-
nych przebiegach analizy.

3.6.5 Omowienie wynikéw i wnioski

Badania eksperymentalne miaty na celu wykazanie, ze zaproponowana metoda APS
spetnia postulat (P2), przedstawiony w planie eksperymentu, zgodnie z celem pracy. Ekspery-
menty mialy takze udzieli¢ odpowiedzi na pytanie, czy i w jakich warunkach spetniony jest
dodatkowy postulat (P3).

Rozwazajac postulat (P2), w $wietle uzyskanych wynikow mozna stwierdzi¢, ze zbidr
regul, uzyskanych w sposéb inkrementacyjny, jest porownywalny ze zbiorem regut otrzy-
manych wsadowo, zgodnie z przyjetymi miarami 7uleoeriap, SUPoveriap 1 CONoveriap. Podobienstwo
obu zbioréw jest najwigksze, jesli zestaw danych testowych jest jednorodny pod wzgledem
rozktadu regul w faktach, zmniejsza si¢ ono za§ wowczas, gdy dane testowe sa niejednorodne.

Dodatkowy postulat (P3) jest spetniony, a wigc czas przetwarzania faktow przy inkremen-
tacyjnym odkrywaniu regul jest mniejszy od dtugosci analizy tych samych zbiorow faktow
metoda wsadowa, jezeli sumaryczna liczba przetworzonych faktow przekracza pewien prog v,
ktérego warto$¢ zalezy od wlasnosci danych 1 ustawien parametrow metody APS.

Mozna stad wywnioskowaé, ze metoda APS potencjalnie przynosi oczekiwane efekty
wowczas, gdy dane wejSciowe wykazuja wyrazna powtarzalnos¢. Jesli natomiast kazda kolej-
na porcja faktéw zawiera reguly mocno rozniace si¢ od poprzednich, przydatno$s¢ metody
APS jest zmniejszona. Zwrd¢my jednak uwage, ze w tym drugim przypadku ogdlnie obnizona
jest przydatno$¢ regut zwiazku jako narzedzia analizy danych, gdyz przy braku powtarzalno-
$ci wzorcoOw w badanej dziedzinie, warto$¢ predykcyjna znajdowanych regut jest niewielka.
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3.7. Poréwnanie metody APS z innymi pracami

Zaproponowana w niniejszej pracy metoda APS moze by¢ odniesiona do innych prac na
dwoch ptaszczyznach, ktore obejmuja: (i) inkrementacyjne metody znajdowania regut zwiaz-
ku oraz (ii) zastosowanie regut zwigzku do pozyskiwania wiedzy w systemie agenckim.

3.7.1 Inne metody inkrementacyjne znajdowania regut zwiazku

Wigkszos¢ metod inkrementacyjnych, omawianych w Rozdziale 1., to metody doktadne,
ktore zwracaja precyzyjny zbior regut (w peini poréwnywalny z metoda wsadowa). Zaktadaja
one przechowywanie calej aktualizowanej bazy transakcji i wymagaja powrotéw do przeanali-
zowanych faktéw, co gwarantuje wysoka dokltadno$¢ zbioru regut pozyskiwanych inkremen-
tacyjnie. Oczywiscie, w metodach tych dazy si¢ do minimalizacji powtornych przebiegow.
Do nielicznych rozwiazan catkowicie eliminujacych takie powroty nalezy algorytm grafowy
DB-Tree [Eze2002], ktory zapisuje w formie drzewa FP-tree czgstosci wszystkich atrybutow
w zbiorze testowym. Ceng za to jest jednak potencjalnie bardzo duzy rozmiar drzewa. Z kolei
metoda APS catkowicie eliminuje ponowne przetwarzanie danych, kosztem doktadnos$ci
wynikowego zbioru regut (przede wszystkim pewnosci).

Jesli chodzi o metode aktualizacji bazy regut zgodnie z modyfikacjami w bazie transakcji,
zblizone do metody APS sa na przyktad algorytmy FUP, [Che1997] i1 [Tsal999], ktére wy-
korzystuja wyniki poprzedniego przebiegu odkrywania regut. Rozpatrywane sa w nich rézne
przypadki, kiedy dany zbior atrybutow: (i) jest czgsty zar6wno w bazie poprzednio analizowa-
nej jak i zmienionej (natychmiastowa aktualizacja); (ii) jest czgsty w czg$ci przeanalizowane;j,
ale nie jest czesty w zmienionej (wystarczy przeanalizowac tylko cz¢$¢ zmieniona); (iii) jest
czesty tylko w czg$ci zmienionej, ale nie byt czgsty w czesci przeanalizowanej poprzednio
(jest to przypadek potencjalnie najbardziej kosztowny obliczeniowo, gdyz moze wymagad
powtdrnej analizy poprzedniego zbioru); (iv) nie jest czgsty w zadnym fragmencie bazy (jest
odrzucany). Podobne warianty rozwazane sa takze w algorytmie RMAIN, nalezacym do cyklu
metody APS. Tam jednak przypadki (ii) 1 (iii) rozwiazywane sa przez aproksymacje
nieznanych warto$ci poparcia i pewnosci regut za pomoca odpowiednich estymatorow, nie za$
przez dodatkowe przetwarzanie bazy transakcji.

Algorytmy takie, jak FUP, [Che1997], DELI [LeS1998], DLG* i DUP [LeG2001],
wymagaja rejestrowania, ktore transakcje w bazie zostaty dodane, usunigte 1 pozostaly bez
zmian. Dzigki temu mozliwe jest uwzglednienie modyfikacji w zbiorze, ktory byt juz
weczesniej analizowany. Sledzenie zmian moze by¢ jednak pewnym obciazeniem dla systemu.
Z kolei metoda APS w ogole nie rejestruje zmian w danych juz przetworzonych, poniewaz
uwzglednia ona wylacznie nowo dodawane fakty. Jest to jednak uzasadnione z punktu
widzenia przeznaczenia metody, poniewaz historia agenta (a takze innego systemu opartego
na wiedzy) nie funkcjonuje na tych samych zasadach, co baza transakcyjna (ang. On-Line
Transactional Processing, OLTP), gdzie ciagle sa dokonywane zmiany danych. Baza obser-
wacji agenta (np. pochodzacych z percepcji) praktycznie nie ulega modyfikacji, z wyjatkiem
ustawicznego rejestrowania i dodawania nowych faktow. A zatem obserwacje raz zapisane
w historii z zatozenia sa zmieniane bardzo rzadko. Zauwazmy, ze ewentualna zmiana obser-
wacji (faktow) w historii oznaczataby w istocie weryfikacj¢ mechanizmu percepcyjnego
agenta, to znaczy np. uznanie, ze to, co zarejestrowal on z otoczenia nie jest zgodne ze stanem
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faktycznym 1 wymaga modyfikacji. Tego typu rewizja obserwacji przez agenta jest czynnoscia
rzadka 1 nieoplacalng zwlaszcza w sytuacji, gdy historia ma duzy rozmiar, a pojedyncze
obserwacje nie maja duzej wagi (w przeciwienstwie do odpowiednio duzego ich zbioru, ktory
posiada wymagana wiarygodno$¢ statystyczna).

Algorytm DELI [LeS1998] dopuszcza pewne przyblizenie zbioru regut w stosunku do
zbioru rzeczywiscie uzyskanego na catej zmienionej bazie, ktore stanowi tolerancj¢ dla zmian,
aby nie bylo konieczne uruchamianie analizy danych, jesli zmiany sa niewielkie. Jest to po-
dobne podejscie do APS, gdzie nowe fakty sa rowniez kumulowane i analizowane po
zgromadzeniu okre$lonej ich liczby (porcji). Jednakze w odréznieniu od APS, po zaj$ciu
zmian w bazie transakcji algorytm DELI szacuje, czy aktualizacja regul jest konieczna. Tym-
czasem APS dokonuje aktualizacji bezwarunkowo po zgromadzeniu dostatecznie duzej liczby
nowych faktow i1 uzyskaniu wolnych zasoboéw systemowych.

Wiele z omowionych wczedniej algorytmoéw inkrementacyjnych wykorzystuje reprezenta-
cje posrednia, to znaczy struktury danych (np. grafy), w ktérych przechowywanie sa infor-
macje o czestosciach zbiorow atrybutow. Cho¢ jest to wydajne podejscie przetwarzania
zbiorow czestych, struktury te musza by¢ odpowiednio przetworzone w celu uzyskania doce-
lowych regut zwiazku. Tymczasem APS operuje na gotowych regutach, czyli takiej reprezen-
tacji, ktora jest mozliwa do przechowywania i bezposredniego wykorzystania przez agenta
Ww jego procesie decyzyjnym (bez powaznych opdznien).

Zadna z przeanalizowanych metod inkrementacyjnych nie uwzglednia wptywu czasu zare-
jestrowania faktow na miary wiarygodno$ci regut zwiazku, ktore na ich podstawie sa odkry-
wane. W metodzie APS wprowadzona zostata funkcja wplywu czasowego f7, pozwalajaca na
nadawanie najwigkszej istotno$ci faktom najnowszym. Moze to mie¢ szczeg6Olnie duze
znaczenie, jesli agent pozyskuje regulty na podstawie obserwacji silnie zmieniajacego si¢
srodowiska.

W koficu zwroémy uwagg, ze w innych rozwigzaniach inkrementacyjnych zdolno$¢ przy-
rostowe] aktualizacji bazy regul jest wlasnoscia samego algorytmu znajdowania regut. Tym-
czasem APS jest metoda wysoce niezalezna od algorytmu odkrywania regut zwiazku, dzigki
czemu z zalozenia mozna w niej zastosowac rozne algorytmy, o ile moga one by¢ dopasowane
do cyklu metody pod wzgledem struktur danych 1 parametrow wejSciowych oraz
wyj$ciowych®. Jako algorytm znajdowania regul moga by¢ uzyte algorytmy wsadowe (zarow-
no sekwencyjne, jak i rownolegte, zob. [Zak1999]). Natomiast nie mozna raczej zastosowac
innych algorytmoéw inkrementacyjnych, poniewaz wymagaja one innych struktur danych
1 maja czesto sprzeczne zatozenia w stosunku do metody APS.

3.7.2 Zastosowanie regut zwigzku w architekturach agenckich
Korzystamy tutaj czesciowo z przegladu metod uczenia si¢ agentow, omdwionego
szczegotowo w Rozdziale 2.

Yao, Hamilton i Wang [Ya02002] zastosowali reguty zwiazku odkrywane algorytmem
Apriori do realizacji uczenia si¢ rekomendujacego agenta PagePrompter, ktoéry wspomaga

6

W cyklu APS stuzy do tego algorytm ARM, ktory stanowi ,,obudowe” algorytmu odkrywania regut zwiazku.
Algorytm ARM moze by¢ modyfikowany stosownie do réznych algorytméw DM, pod warunkiem, ze nie
naruszy to jego wspotpracy z innymi algorytmami cyklu.
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obstluge serwisu internetowego. Dane wejsciowe dla algorytmu pobierane sa z rejestru zdarzen
w serwisie (ang. web log). Symeonidis, Mitkas 1 Kechagias [Sym2002] wykorzystali algoryt-
my eksploracji danych (w tym ID3, C4.5, Apriori) w systemie Agent Academy, realizujacym
trenowanie agentOw na podstawie informacji zgromadzonej we wspoOlnym repozytorium
wiedzy. Omawiane rozwigzania nie maja jednak charakteru og6lnych teorii, lecz prac apli-
kacyjnych. Natomiast metoda APS ma charakter ogolny i nie jest zawgzona do algorytmu
Apriori, ani Zadnego konkretnego zastosowania.

W ostatnim czasie Kaya i Alhajj [Kay2005b], [Kay2005c] opracowali, przeznaczony dla
systemu wieloagenckiego, model uczenia si¢ ze wzmocnieniem (wykorzystujacy algorytmy
O-learning), ktory opiera si¢ na rozmytej strukturze wielowymiarowej OLAP (ang. on-line
analytical processing) [Koh1998], przetwarzanej przez algorytmy znajdowania rozmytych
regul zwiazku. Praca ta rdzni si¢ pod wieloma wzgledami od metody APS, w ktorej wykorzy-
stywane sa zarowno inne struktury danych (tabele relacyjne), jak i inny model regut zwiazku
(model Agrawala, Imielinskiego, Swamiego 1 Srikanta [Agr1993], [Agr1994], odpowiednio
rozszerzony zgodnie z wymogami algorytmow cyklu APS).
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4. Podsumowanie

W pracy doktorskiej zaproponowana zostala oryginalna metoda APS inkrementacyjnego
pozyskiwania regul zwiazku, ktora stanowi rozwiazanie problemu przedstawionego
we wstepie rozprawy. Do szczegdtowych wynikoéw pracy naleza:

1) opracowanie zatozen metody;
2) zdefiniowanie struktury bazy wiedzy agenta;
3) zdefiniowanie cyklu pozyskiwania regul metody APS;

4) zaproponowanie algorytmow: FSEL, HTRANS, HFILL, ENV, ARM i RMAIN,
ktore stuza do przetwarzania danych w ramach cyklu APS;

5) analiza wtasno$ci algorytmoéw i ich zlozono$ci obliczeniowej;
6) weryfikacja formalna wtasnosci algorytmu aktualizacji bazy regut RMAIN;

7) weryfikacja eksperymentalna metody APS 1 porownanie jakosciowych
oraz wydajnosciowych wynikow jej dzialania z metoda wsadowa.

W metodzie APS schemat historii 1 przechowywane tam dane sa w kazdym przebiegu
transformowane do postaci wymaganej przez algorytm eksploracji danych. Rozwiazanie takie
umozliwia inkrementacyjne taczenie regul, ktére sa znajdowane w porcjach historii
o rozniacych si¢ od siebie schematach, przy zalozeniu, ze zachowana jest ciagto$¢ ontologii,
to znaczy utrzymane jest znaczenie poszczegdlnych atrybutdéw i ich wartosci.

Oryginalno$¢ proponowanej metody polega na zalozeniu niedoskonatej pamieci (ang.
imperfect recall), zgodnie z ktérym raz przetworzone fakty sa trwale usuwane z historii. Jest
to podejscie rozniace si¢ od innych, inkrementacyjnych metod znajdowania regut zwiazku,
ktore w zdecydowanej wigkszo$ci nie wykluczaja calkowicie powtdrnych przebiegow
na przeanalizowanej bazie faktow, lecz minimalizuja ich liczbe.

Kolejna cecha odrdzniajaca metode APS od innych prac, jest jej zewngtrzny charakter
w stosunku do wykorzystywanego algorytmu eksploracji danych. Pozwala to zastosowanie
réznych algorytmow odkrywania regul zwiazku, o ile spelniaja one wymagania odnos$nie
danych wejsciowych 1 wyjsciowych.

W koncu, metoda APS operuje na regutach zwiazku w postaci docelowej, w ktorej sa one
gotowe do bezposredniego wykorzystania w procesie decyzyjnym agenta. Tymczasem inne
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metody inkrementacyjne bazuja na posrednich reprezentacjach (takich, jak zbiory czgste),
ktore musza przetworzone w celu uzyskania regut zwiazku. Wymienione wlasciwosci sa istot-
ne z punktu widzenia dopasowania metody APS do potrzeb systemow agenckich lub innych
systemOw opartych na wiedzy.

Wyniki badan eksperymentalnych wskazuja, ze metoda APS pozwala na przetwarzanie
przez agenta duzej liczby obserwacji przy zachowaniu ograniczonego rozmiaru historii. Jed-
nocze$nie zbidr regut, bedacych wynikiem dzialania inkrementacyjnych przebiegéw metody,
jest porownywalny ze zbiorem regul uzyskanych wsadowo na tym samym zbiorze faktow.
Szczegolnie duze podobienstwo obu zbiorow regut zachodzi przy przetwarzaniu zbioru
danych, ktory jest jednorodny pod wzgledem rozktadu regul w faktach. Ponadto, dtugos¢
trwania inkrementacyjnego przetwarzania faktow w kolejnych przebiegach metody APS jest
mniejsza od dlugosci trwania przebiegow wsadowych, jesli liczba faktow przeanalizowanych
od poczatku przekracza pewna wielko$¢ vy, zalezna od wlasno$ci danych 1 ustawien parame-
trow metody.

Metoda APS moze stanowi¢ czg$¢ szerszego modelu statystycznego uczenia si¢ bez nad-
zoru w architekturze agenckiej. Potencjalnymi dziedzinami zastosowan proponowanej metody
sa systemy agenckie, rejestrujace z otoczenia duza liczbg obserwacji, ktore bezposrednio nie
moga by¢ wykorzystane w procesie decyzyjnym, lecz wymagaja przetworzenia w celu odkry-
cia uog6lnionych wzorcow. Do aplikacji takich naleza systemy tworzace model uzytkownika,
na przyktad agenty asystujace przy wyszukiwaniu i filtrowaniu informacji, ktore wykorzystuja
zapis aktywnosci uzytkownika do automatycznego budowania wiedzy o jego preferencjach.

Propozycje dalszych badan obejmuja osadzenie metody APS w architekturze agenckiej
1 pelnym cyklu uczenia si¢ agenta. Wymaga to odniesienia cyklu APS i wynikow jego dziata-
nia do procesu decyzyjnego systemu agenckiego. Z tym wiaze si¢ cickawe zagadnienie opra-
cowania architektury meta-uczenia si¢ (ang. metalearning), zawierajacej algorytmy autono-
micznej konfiguracji parametréw metody APS przez uczacego si¢ agenta. W koncu, naturalna
kontynuacja rozwigzan prezentowanych w niniejszej pracy jest zastosowanie metody APS
w rzeczywistych aplikacjach i srodowiskach wdrozeniowych.
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5. Dodatek A: Przyktad obliczeniowy

Niniejszy dodatek zawiera przyktady przetwarzania danych w wybranych etapach cyklu
APS: przeksztalcaniu schematu historii, wypelnianiu historii faktami, eliminacji warto$ci nie-
znanych i aktualizacji bazy regul. Przedstawione dane dotycza dziedziny wyszukiwania infor-
macji w sieci WWW — tej samej zatem, do ktorej odnosza sig zbiory testowe T9.14.D20K
1 T10.15.D20K, wykorzystywane w badaniach eksperymentalnych metody APS. Przypomnij-
my zalozenia agenta, ktorego dotycza przykladowe dane. System ten mozna okresli¢ jako
osobistego agenta (ang. personal agent), wspomagajacego uzytkownika przy przegladaniu
stron internetowych. Jesli uzytkownik podczas tej aktywnosci jawnie ocenia lub zapisuje
lokalnie dana strong, dzialajacy w tle agent analizuje ja petnotekstowo i zapisuje w historii n
termindw indeksowych o najwigkszej czgstosci (z wytaczeniem typowych stow pomijanych,
np. a, and, for, he, she, to), oceng oraz fakt zapisu. Celem dziatania agenta jest odkrycie regul,
ktore pozwalaja okresli¢, od jakich termindw na stronie zalezy to, ze jest ona interesujaca dla
uzytkownika.

5.1. Zawartos¢ historii
Na etapie projektowania systemu historia KBy zostala zdefiniowana jako tabela relacyjnej
bazy danych z ponizszymi polami (przyktad wypetionej historii jest na Rys. A.1.):
HKey — klucz (odpowiednik atrybutu specjalnego K w modelu formalnym);
HTime — data 1 czas zarejestrowania faktu (odpowiednik atrybutu specjalnego 7);
Term — kolekcja termindow indeksowych, opisujacych strong (atrybut wielowartosciowy);
Eval — ocena strony: relevant albo irrelevant (atrybut jednowarto$ciowy);

Stored — zdarzenie zapisu strony na dysk: yes albo no (atrybut jednowartosciowy).

HKey HTime Term Eval Stored
1 2005-04-19 16:30 base, disc, computer, ..., storage relevant yes
2 2005-04-20 15:35 base, matrix, page, ..., server relevant no
3 2005-04-20 18:12 disc, Internet, scanner, ..., storage N N
k  2005-05-21 17:38 base, copy, pattern, ..., server N yes

Rys. A.1. Przyktadowa historia agenta rekomendujacego strony WWW.
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Jak wida¢, takie same terminy (np. disc) moga wystgpowa¢ w wielowarto§ciowym polu
Term na réznych pozycjach (np. raz jako pierwszy, inny raz jako i-ty termin), poniewaz
w roznych dokumentach (stronach) zazwyczaj jest inny zbior n najczesciej wystepujacych ter-
minow indeksowych. W fakcie o wartosci klucza [HKey] = 3 atrybuty Eval 1 Stored maja jed-
nocze$nie warto$¢ nieznana N. Jest to zabieg Swiadomy, ktory stuzy ilustracji jednego z przy-
padkow, omawianego dalej, algorytmu ENV. W rzeczywistym przypadku taki fakt nie byltby
w ogole dodany przez agenta do historii, poniewaz zapis ma dotyczy¢ wytacznie stron jawnie
ocenianych (atrybut Eval) lub zapisywanych (atrybut Stored) przez uzytkownika.

5.2. Przeksztatcanie schematu historii

Ponizej podany jest przyktadowy przebieg algorytmu HTRANS, ktéry wykonuje transfor-
macj¢ schematu historii (procedura Przeksztat¢ Schemat w cyklu APS). Na wejSciu do
algorytmu przekazywana jest porcja faktow o pierwotnym schemacie Sy, pobrana z historii
przez algorytm FSEL.

1. (Krok 1) Nowy schemat jest zbiorem pustym.

2. (Krok 2) Do nowego schematu wchodza bez zmian atrybuty specjalne
(odpowiedniki atrybutéw K 1 T w modelu formalnym):

S* .= S0 {HKey, HTime}.

3. (Kroki 3 — 5, pierwsza iteracja) Wyznaczana jest dziedzina wtasciwa D" atrybutu
A, = Term. Poniewaz jest to atrybut wielowarto§ciowy, brane sa wszystkie warto$ci
atomowe, ktore pojawity si¢ w kolumnie Term:

{base, computer, copy, disc, Internet, matrix, page, pattern, scanner, ..., server, storage}.
Na podstawie tych warto$ci tworzone sa nowe atrybuty 4,"), dodawane do schematu S*:

S’# = S# |:| {Term(base)’ Term(computer), Term(copy)’ Term(disc)’ Term([ntemet), Term(matrix), Term(page)’
Term(pattern), Term(scanner), ey Term(server)’ Term(storage)}‘

4. (Kroki 3 — 5, druga iteracja) Wyznaczana jest dziedzina wlasciwa D", atrybutu jednowar-
tosciowego 4, = Eval. Atrybut ten przyjat wartosci: {relevant, irrelevant}.

Na podstawie tych warto$ci tworzone sa nowe atrybuty 4,", dodawane do schematu S*:
S# = S# |:| {EV a l(relevant)’ EV al(irrelevam)}.

5. (Kroki 3 — 5, trzecia iteracja) Wyznaczana jest dziedzina witasciwa D"; atrybutu jednowar-
tosciowego A4; = Stored. Atrybut ten przyjat wartosci: {yes, no}.

Na podstawie tych warto$ci tworzone sa nowe atrybuty 45", dodawane do schematu S*:
S* = 8" 0O {Stored’™, Stored™}

6. (Krok 7) W wyniku zwracany jest nowy schemat:
Yy VA Yy
S* = {HKey, HTime, Term®®, Term """ Term“", Term""9, Term™ " Term™™,
Term(page), Term(pattern), Term(scanner), vy Term(server)’ Term(storage), Eval(relevant), Eval(irrelevant)
Stored®®, Stored™}.
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5.3. Wypetnianie danymi nowego schematu

Algorytm HFILL, ktorego przykladowy przebieg prezentowany jest ponizej, przepisuje
fakty z porcji KBy (ts; t..) do tabeli o nowym schemacie S*. Jest to etap realizowany w cyklu
APS przez procedurg Wypeinij Nowy Schemat.

1. (Krok 1) Nowy zbior faktow KBy (t,; t..) jest pusty (Rys. A.2).

(base) (disc) (relevant) (irrelevant) (ves) (no)

HKey HTime Term

Term Eval Eval Stored | Stored

Rys. A.2. Pusty zbior faktow o przeksztatconym schemacie S*.

2. (Kroki 2 — 14, m iteracji) Do zbioru KB"y (t; t..) dodawane sa kolejno fakty z porcji.
3. (Krok 16) W wyniku zwracany jest zbior przeksztatconych faktow (Rys. A.3).

HKey HTime Term  Term Eval Eval Stored = Stored
(base) (disc) (relevant) (irrelevant) (ves) (no)
1 2005-04-19 16:30 1 1 1 0 1 0
2005-04-20 15:35 1 0 1 0 0 1
3 2005-04-20 18:12 0 1 N N N N
k 2005-05-21 17:38 1 0 N N 1 0

Rys. A.3. Zbior faktdéw o nowym schemacie S*.

5.4. Eliminacja wartosci nieznanych

Kolejnym etapem jest usunigcie wartosci N z przeksztatconej porcji faktow, ktore jest
realizowane przez algorytm ENV (procedura Usun Wartosci N w cyklu APS).

W omawianym przykladzie danymi wejsciowymi algorytmu sa: przeksztatcona porcja
faktow KBy (ty, t.c) na Rys. A.3. oraz maksymalna dopuszczalna liczba atrybutéw z nieznana
wartoscia w jednym fakcie #.(v.) = 3, gdzie v. 1] KB7.

1. (Kroki 1 — 4, pierwsza iteracja) Analizowany jest fakt o kluczu [HKey] = 1. Liczba m war-

tosci NV jest rowna zero, wige fakt jest pozostawiany bez zmian (zob. Rys. A.4).

HKey HTime Term  Term Eval Eval Stored = Stored
(base) (disc) (relevant) (irrelevant) (ves) (no)

1 2005-04-19 16:30 1 1 1 0 1 0
2005-04-20 15:35 1 0 1 0 0 1
2005-04-20 18:12 0 1 N N N N

k  2005-05-21 17:38 1 0 N N 1 0

Rys. A.4. W pierwszej iteracji algorytmu ENV pierwszy fakt pobranej porcji jest pozostawiany bez zmian.
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2. (Kroki 1 — 4, druga iteracja) Przetwarzany jest fakt o kluczu [HKey] = 2. Liczba m wartosci

N jest rowna zero, wigc fakt jest pozostawiany bez zmian.

3. (Kroki 1 — 4, trzecia iteracja) Analizowany jest fakt o kluczu [HKey] = 3. Liczba m
wartosci N jest rowna 4. Poniewaz m > n.(v.), krok 3. jest pomijany 1 w kroku 4. fakt ten

jest usuwany z historii (zob. Rys. A.5.).

HKey HTime Term  Term Eval Eval Stored = Stored
(base) (disc) (relevant) (irrelevant) (ves) (n0)
1 2005-04-19 16:30 1 1 1 0 1 0
2 2005-04-20 15:35 1 0 1 0 0 1
-1--3--12005-04-20-18:12-1--- O ==t eadennnln P LRt A AGLECEETE ) AEEEE mee Ve e N
k 2005-05-21 17:38 1 0 N N 1 0

Rys. A.5. W trzeciej iteracji fakt o kluczu [HKey] = 3 jest usuwany z historii bez zamiany na inne fakty,
poniewaz liczba m nieznanych warto$ci przekracza przyjety prog n(v.) = 3.

HKey HTime Term  Term Eval Eval Stored = Stored
(base) (disc) (relevant) (irrelevant) (ves) (n0)
1 2005-04-19 16:30 1 1 1 0 1 0
2 2005-04-20 15:35 1 0 1 0 0 1
-- k- -+ 2005-05-21-17:38- - - 4--- - --- 0------- L Ly C e EETEr) FETEE EEEE ) TEES EEE Q-nnnn-e
k 2005-05-21 17:38 1 0 1 0 1 0
k 2005-05-21 17:38 1 0 0 1 0

Rys. A.6. Tabela faktow w trakcie eliminacji wartosci N. Wiersz numer & zostat zastapiony dwoma
wierszami, ktore nie zawieraja wartosci N. Mozliwe sa tutaj tylko dwa wiersze, poniewaz Eval
jest atrybutem jednowarto$ciowym i w jednym fakcie moze mie¢ doktadnie jedna wartos¢.

4. (Kroki 1 — 4, k-ta iteracja) Sprawdzany jest fakt o kluczu [HKey] = k. Liczba m warto$ci N
jest rowna 2, a wigc 0 < m < nv.) = 3. Dlatego tez w kroku 3. fakt ten jest zastgpowany
dwoma wierszami, ktore odpowiadaja wszystkim mozliwym warto$ciom atrybutow 4",
pochodzacych od atrybutu 4, = Eval. Zwr6¢my uwagg, ze poniewaz jest to atrybut
jednowarto$ciowy, w jednym fakcie tylko jeden atrybut 4" moze przyja¢ warto$¢ 1 (zob.
Rys. A.6.).
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5.5. Aktualizacja bazy regut

Przypu$émy, ze zawarto$¢ bazy regut KBy jest taka, jak na Rys. A.7.

X Y sup  con b bn
P Term_base, Term_disc ~ Eval relevant 0,12 0,73 3000 2005-01-16 10:45
P2 Term_base, Term_copy Stored_yes 0,21 0,69 3000 2005-01-16 10:45

Rys. A.7. Zawartos$¢ bazy regut KBy przed aktualizacja.

Zal6zmy, ze po wykonaniu algorytmu ARM w ramach procedury Znajdz Reguiy
znaleziony zostat zbiér nowych regut R, przedstawiony na Rys. A.8.

X Y sup | con b Im
r Term_base, Term_disc ~ Eval relevant 0,15 0,90 500 2005-05-0517:04
r»  Term_base, Term_matrix  Eval relevant 0,28 0,85 500 2005-05-05 17:04

Rys. A.8. Zbiér nowych regul R, odkrytych podczas biezacego przebiegu cyklu APS.

Parametry
Przyjmujemy ponizsze warto$ci parametréw (wykorzystywanych przez algorytm RMAIN).
Wektor biezacego przebiegu v.:

- b. =500 (liczba faktow przeanalizowanych w biezacym przebiegu);

- 0.=0,06 (prég minimalnego poparcia regut);

- 7.=0,70 (prég minimalnej pewnosci regut);

- ¢, = 0,03 (oczekiwane poparcie regut odrzucanych, przyjete jako o./2);

- y. =0,35 (oczekiwana pewno$¢ regut odrzucanych, przyjeta jako y./2);

— twe = ,,2005-05-05 17:04” ($redni czas faktow analizowanych w biezacym przebiegu);
-t =,,2005-04-19 16:30” (czas najwczesniejszego faktu w biezacym przebiegu);

— te=,2005-05-21 17:38” (czas najpozniejszego faktu w biezacym przebiegu).

Wektor parametrow globalnych v,:

be = 3000 (liczba faktéw analizowanych w dotychczasowych przebiegach);

o, = 0,10 (prég minimalnego poparcia regut dla wszystkich przebiegow);

7. = 0,60 (prég minimalnej pewnosci regut dla wszystkich przebiegow);

g, = 0,05 (oczekiwane poparcie regut odrzucanych);

Y, = 0,30 (oczekiwana pewnos¢ regut odrzucanych);

— twg=,2005-01-16 10:45” ($redni czas faktow w dotychczasowych przebiegach);
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- tg=,2004-10-15 7:24” (czas najwczesniejszego faktu we wszystkich przebiegach);
— e =,2005-04-19 14:07” (czas najpozniejszego faktu we wszystkich przebiegach);

- fr(x) = exp(ax?), gdzie a = — 0,0001 (tagodna, eksponencjalna funkcja wptywu
czasowego dla czasu x, odmierzanego w dniach; przyktadowe wartosci:
fr(30)=0,91; f7(60) =0,70; f7(90) = 0,44; fr (180) = 0,04; fr (365) = 0,00).

+ Parametry pobrane z systemu operacyjnego:

— tow = ,,2005-05-21 18:05” (biezacy czas, traktowany jako moment analizy).

Przebieg algorytmu

Wartosci parametrow z przedziatu [0; 1] sa zaokraglane do drugiego miejsca po przecinku,
réznice dat, podawane jako argumenty funkcji f, sa liczone w peinych dniach. Daty sa
reprezentowane jako typ datetime, to znaczy liczba interwatow o dtugosci 0,03 sekundy, ktore
uplynegly od 1 stycznia 1753 roku. Na poziomie technicznym, podczas liczenia $rednich wa-
zonych dat, nalezy wykona¢ szereg odpowiednich konwersji (np. daty — liczby; obliczenie
sredniej wazonej na liczbach; §rednia — data).

1. (Krok 1) Aktualizowane sa parametry wektora v,:
_0,10 -3000 +0,06 -500

7y (ve): 3000 +500 009
~ 0,60 -3000 +0,70 -500 _
Yelve)i= 3000 +500 0.61.

2. (Krok 2, pierwsza iteracja) Kroki 3—6 sa powtarzane dla reguty r [J R.

3. (Krok 3, pierwsza iteracja) Poniewaz p; = ry, gdzie pi U KBy, to aktualizowane
sa parametry reguly pi:

3000 -exp(—0,0001 -125%)-0,12 +500 -exp(—0,0001 -16°)-0,15

sy, = ~0,13,
p(p) 3000 -exp(—0,0001 -125)+500 -exp(—0,0001 -16°)

con(p )2 073 0,90 (3000 -exp(—0,0001 -125%)-0,12 +500 -exp(—0,0001 -16%)-0,15 |
1/

~

3000 -0,12 -exp(—0,0001 -125%)-0,90 +500 -0,15 -exp(—0,0001 -16°)-0,73

El

3000 -int(2005—01—16 10:45)+500 -int(2005—05—05 17:04) ~2005—02—01 01:22,

t,(p,):=datetime

3000 +500
b(p,):=3000 +500 =3500.
4. (Krok 4, pierwsza iteracja) Warunki nie sa spelnione, a wigc p, pozostaje w bazie KBx.
5. (Kroki 5 1 6, pierwsza iteracja) Kroki nie sa wykonywane, poniewaz nie sa spetnione

odpowiednie warunki.
6. (Krok 2, druga iteracja) Kroki 3—6 sa powtarzane dla reguty r» [ R.

7. (Kroki 3 i 4, druga iteracja) Kroki nie sa wykonywane, poniewaz nie sa spetnione
odpowiednie warunki.
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8. (Krok 5, druga iteracja) Poniewaz - [p; 1 KB . p; = 1, aktualizowane sa parametry
reguty r,:
3000 -exp(—0,0001 -125%)-0,05 +500 -exp(—0,0001 -16°)-0,28

sup(r,):= > > ~0,15,
3000 -exp(—0,0001 -125%)+500 -exp (—0,0001 -16°)

~ 0,30 0,85 (3000 -0,05 -exp(—0,0001 -125%)+500 -0,28 -exp(—0,0001 ~162))~0 6
3000 -0,05 -exp(—0,0001 -125%)-0,85 +500 -0,28 -exp(—0,0001 -167)-0,30

con(r,):

3000 -int( 2005—01—16 10:45)+500 -int(2005—05—05 17:04)
3000 +500

t,(ry):=datetime ~2005—-02-0101.22,

b(r,):=3000 +500 =3500.

9. (Krok 6, druga iteracja) Poniewaz po aktualizacji sup(r,) > g, Ucon(r) > Y,,
to KBR = KBR ] {7"2}.

10. (Krok 8) Poniewaz = [¥; L1 R. p» =r;, dla reguly p, [ KB powtarzane sa kroki 9—10.
11.  (Krok 9) Aktualizowane sa parametry reguty p»:

sup( )= 2000 P (=0,0001 -1257)-0.21 +500 -exp(=0.0001 -161)-0.03 |
. 3000 exp(—o’oool 1252)+500 exp(_o’oo()l 162) > 5

con(p )-—0’69 10,35 (3000 -exp(—0,0001 -125%)-0,21 +500 -exp(—0,0001 -16%)-0,03 )
2/

~0,63,
3000 0,21 -exp(—0,0001 -125%)-0,35 +500 -0,03 -exp(—0,0001 -16%)-0,69

3000 -int( 2005—01—16 10:45)+500 -int( 2005—05—05 17 : 04)
3000 +500

t,.(p,):=datetime ~2005—02—0101:22,

b( p,):=3000 +500 =3500.

10.  (Krok 10) Poniewaz po aktualizacji sup(p;) > o, oraz con(p;) > Y., to regula p; jest
pozostawiana w bazie KBg.

11. (Krok 12) Aktualizowane sa parametry wektora v,:
N 0,05 -3000 +0,03 -500
S =000 4500 00

. __ 0,30 -3000 +0,35 -500 _
VeV =000 7500 031,
3000 -int(2005—01—16 10:45)+500 -int( 2005—05—05 17 : 04)

3000 +500 ~2005—-02-0101:22.

L (V) =datetime

12. (Krok 13) Aktualizowany jest parametr wektora v,:
b,(v,):=3000 +500 =3500.

g
13. (Krok 14) Zwracane sa: KB, 04(ve), Ye(Vo), T,(v,), Yo(Vo) ) tug(ve), be(ve).
Nowe warto$ci wektora parametréw globalnych v,, zwrdocone przez algorytm RMAIN :
- b, =3500;
- 0,=0,09;
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- yg:0,61;
- (fg =0,05;
-y, =031

tmg = ,,2005-02-01 01:22”.

Baza regul KBy, zaktualizowana przez algorytm RMAIN, jest przedstawiona na Rys. A.9.

con

X Y sup b i
pi Term_base, Term_disc ~ Eval relevant 0,13 0,80 3500 2005-02-01 01:22

P2 Term_base, Term_copy Stored_yes 0,13 0,63 3500 2005-02-0101:22

r»  Term_base, Term_matrix = Eval relevant 0,15 0,63 3500 2005-02-0101:22

Rys. A.9. Zawartos¢ bazy regut KBy po aktualizacji przez algorytm RMAIN.
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6. Dodatek B: Wyniki eksperymentow

W niniejszym dodatku zestawione sa liczbowe wyniki eksperymentéw, ktérych opracowa-
nie 1 omdwienie jest zawarte w Rozdziale 3. rozprawy. Tam umieszczony jest takze
szczegOtowy opis parametrow metody, strategii eksperymentu 1 wykorzystywanych zbiorow
testowych. Dla jednorodnego rozktadu regut prowadzona byla jedna seria eksperymentéw na
zbiorze T9.14.D20K, opisanym w Rozdziale 3. Eksperymenty dla niejednorodnego rozktadu
regul prowadzone byly w dwodch odrgbnych seriach na skrzyzowanym zbiorze testowym
T9.14.D20K + T10.I5.D20K (zob. Rozdziat 3). Ustawienia warto$ci parametrow globalnych
wektora v, we wszystkich seriach eksperymentu byty identyczne, zgodnie z wykazem przed-
stawionym nize;j.

6.1. Parametry globalne

Ponizej zestawione sa poczatkowe wartosci parametrow globalnych wektora v,, ustawione
przed rozpoczgciem przebiegow cyklu APS. Takie same wartosci byly ustawiane przed
rozpoczgciem kazdego przebiegu wsadowego.

be = 0 (liczba faktéw przeanalizowanych we wszystkich dotychczasowych przebiegach);
o, = 0,00 (prég minimalnego poparcia regut dla wszystkich przebiegow);
7 = 0,00 (prég minimalnej pewnosci regut dla wszystkich przebiegow);

A

d, = 0,00 (oczekiwane poparcie regut odrzucanych);

A

Y, = 0,00 (oczekiwana pewno$¢ regut odrzucanych);

tng — nieokreslony (Sredni czas faktow przetwarzanych we wszystkich przebiegach);
t,c — nieokreslony (czas najwczesniejszego faktu we wszystkich przebiegach);

t. — nieokreslony (czas najpdzniejszego faktu we wszystkich przebiegach);

ke, — nieokreslony (klucz najpdzniejszego faktu we wszystkich przebiegach);

« fr(x)=ax+ 1, gdzie a = 0 (funkcja wplywu czasowego; tutaj ustawiona jako funkcja
stala o wartosci 1).
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6.2. Badania przy jednorodnym rozkiadzie regut

6.2.1 Parametry przebiegéw inkrementacyjnych

W Tab. B.l. umieszczone sa parametry przebiegéw inkrementacyjnych na zbiorze
T9.14.D20K.

idc bc nc Oc Ye My My Ach K OA_c );c lse lec bine kec
1 1000/ 1 0,08 0,50 3 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2004-01-24 2004-01-12 1000
00:09:45  10:34:26 | 19:51:28

2 1000 1 0,080,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-24 2004-02-17 2004-02-05 2000
12:11:04 | 06:41:47 | 07:33:43

3 1000 1 0,08 0,50 3 | 2 Term Eval,Stored| 0,04 0,25 2004-02-17 2004-03-11 2004-02-29 3000
08:52:04  23:47:16 02:47:33

4 1000 1 0,08/0,50 3 2 Term Eval,Stored 0,04 0,25 2004-03-12 2004-04-03 2004-03-23 4000
00:09:39 11:13:35 06:53:40

5 1000 1 0,08 0,50 3 | 2 Term Eval,Stored| 0,04 0,25 2004-04-03 2004-04-26 2004-04-14 5000
11:26:43  23:19:51 19:58:24

6 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-04-27 2004-05-20 2004-05-08 6000
00:19:46  09:41:16 = 15:17:01

7 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-05-20 2004-06-11 2004-05-31 7000
10:22:38  14:26:45  07:06:43

8 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-06-11 2004-07-04 2004-06-23 8000
14:32:42  17:44:48  13:37:35

9 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-07-04 2004-07-28 2004-07-16 9000
18:54:32  00:04:49 | 08:42:36

10 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25/2004-07-28 2004-08-19 2004-08-08 10000
00:04:55  21:01:17 = 10:24:21

11 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25/2004-08-192004-09-11 2004-08-30 11000
21:33:34  10:43:40 = 23:16:15

12 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25/2004-09-112004-10-05 2004-09-22 12000
10:56:57  00:04:24  18:19:05

13 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25/2004-10-052004-10-28 2004-10-16 13000
00:04:48 = 09:19:39 | 15:44:52

14 /11000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,252004-10-28 2004-11-20 2004-11-08 14000
10:43:31 = 13:05:30  23:41:23

15 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25/2004-11-202004-12-14 2004-12-01 15000
13:15:27  10:05:24 | 22:23:26

16 11000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,252004-12-14 2005-01-06 2004-12-25 16000
10:14:36  07:56:08 | 21:09:29

17 /11000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25/2005-01-062005-01-29 2005-01-18 17000
10:02:31 = 23:22:40 | 02:55:30

18 11000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,252005-01-29 2005-02-212005-02-10 18000
23:39:13  19:27:25 | 08:11:09

19 /11000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,252005-02-21 2005-03-172005-03-05 19000
22:00:33  10:09:06 | 21:15:28

20 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2005-03-17 2005-04-10 2005-03-30 20000
10:22:30 | 23:25:23 05:35:56

Tab. B.1. Parametry wektora v, dla przebiegdw inkrementacyjnych metody APS
dla jednorodnego rozktadu regut w zbiorze testowym.
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6.2.2 Pomiary czasu trwania przebiegéw inkrementacyjnych
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W Tab. B.2. umieszczone sa wyniki pomiarOw czasu trwania (w milisekundach)
poszczeg6lnych etapow przebiegow inkrementacyjnych na zbiorze T9.14.D20K.

idc
1

2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
17
18
19
20

tselect

60
0
0

10

10

10
0
0

10
0
0
0

10

10
0

10
0

10

10

10

tconvert

210
170
170
160
170
210
170
210
180
190
170
200
160
160
190
240
190
190
160
170

tan
420
460
420
420
420
450
430
440
610
460
420
470
420
450
440
460
420
430
440
430

Lelim
30
20
30
30
40
20
20
40
20
20
30
30
10
20
20
20
30
20
20
30

tmine

931
711
680
741
560
600
600
771
741
650
711
731
590
650
590
711
600
590
660
711

Ladd

1912
1822
2213
1802
1672
1642
1682
1912
1672
1642
1762
1842
1732
1812
1962
2443
1912
1872
2022
2513

Ldel
20
20
20
20
20
20
10
20
20
20
20
20
20
20
20
20
40
20
20
20

tsum

3585
3204
3535
3184
2894
2954
2914
3394
3254
2984
3114
3294
2944
3124
3224
3905
3194
3134
3334
3885

Tab. B.2. Pomiary czasu trwania poszczegolnych etapow przebiegéw inkrementacyjnych metody APS

dla jednorodnego rozktadu regut w zbiorze testowym.
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6.2.3 Parametry przebiegéw wsadowych

W Tab. B.3. umieszczone sa parametry przebiegow wsadowych na zbiorze T9.14.D20K.

bc r]c Oc

YC O—C

tSC tec th kec

id. Ve mem, X Y.

1 1000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-01-24 2004-01-12 1000
00:09:45 | 10:34:26 19:51:28

2 2000 1 0,08 0,50 3 2 Term EvalStored 0,04 0,25 2004-01-01 2004-02-17 2004-01-24 2000
00:09:45  06:41:47 13:42:36

3 3000 1 0,08 050 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-03-11 2004-02-05 3000
00:09:45 | 23:47:16 10:04:15

4 4000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-04-03 2004-02-17 4000
00:09:45 11:13:35 03:16:36

5 5000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-04-26 2004-02-28 5000
00:09:45  23:19:51 16:12:58

6 6000 1 0,080,50 3 2 Term EvalStored| 0,04 0,25 2004-01-01 2004-05-20 2004-03-11 6000
00:09:45  09:41:16 = 08:03:38

7 7000 1 0,08 0,50 3 2 Term EvalStored| 0,04 0,25 2004-01-01 2004-06-11 2004-03-22 7000
00:09:45 14:26:45 = 21:38:22

8 8000 1 0,08 0,50/ 3 2 Term Eval,Stored 0,04 0,25 2004-01-01/2004-07-04 2004-04-03 8000
00:09:45  17:44:48 11:38:16

9 9000 1 0,08 0,50 3 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2004-07-28 2004-04-15 9000
00:09:45  00:04:49 = 00:38:45

10 110000/ 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-08-192004-04-26 10000
00:09:45 | 21:01:17 13:37:18

11 111000/ 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-09-112004-05-08 11000
00:09:45 10:43:40 = 01:24:29

12 112000/ 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-10-05/2004-05-19 12000
00:09:45 | 00:04:24 12:49:02

13 113000/ 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-10-28 2004-05-31 13000
00:09:45 | 09:19:39 01:57:57

14 114000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-11-202004-06-11 14000
00:09:45 13:05:30 15:31:03

15 115000/ 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-12-142004-06-23 15000
00:09:45 | 10:05:24 = 04:46:32

16 116000/ 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2005-01-062004-07-04 16000
00:09:45 | 07:56:08 19:17:58

17 117000/ 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2005-01-292004-07-16 17000
00:09:45  23:22:40 09:51:57

18 118000/ 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2005-02-212004-07-28 18000
00:09:45 19:27:25 00:26:21

19 119000/ 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2005-03-172004-08-08 19000
00:09:45 10:09:06 15:25:46

20 20000 1 0,08 0,50 3 2 Term Eval,Stored 0,04 0,25 2004-01-01 2005-04-10 2004-08-20 20000
00:09:45  23:25:23 07:44:17

Tab. B.3. Parametry wektora v, dla przebiegdw wsadowych metody APS
dla jednorodnego rozktadu regut w zbiorze testowym.
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6.2.4 Pomiary czasu trwania przebiegéw wsadowych

W Tab. B.4. umieszczone sa wyniki pomiarOw czasu trwania (w milisekundach)
poszczeg6lnych etapow przebiegow wsadowych na zbiorze T9.14.D20K.

id, Lselect Leonvert tan Lelim Lmine Ladd Liel Lsum
1 70 210 400 10 891 1892 20 3495
2 60 310 1041 30 1291 2303 30 5067
3 60 480 1752 50 1942 2082 50 6419
4 60 690 2203 60 2273 2213 90 7590
5 70 831 2834 80 2784 1972 110 8682
6 60 971 3485 90 3264 1992 110 9974
7 60 1171 4095 120 3855 1792 210 11306
8 60 1341 4716 120 5107 2223 160 13729
9 60 1482 5197 140 5087 2042 140 14150

10 70 1652 5648 150 5728 1732 210 15191
11 50 1812 6279 160 6269 1642 751 16964
12 100 2002 6960 200 6719 1882 640 18506
13 60 2103 7500 200 7310 1832 260 19267
14 60 2313 7951 230 7881 1732 290 20459
15 60 2503 8642 230 8472 2473 1341 23724
16 60 2623 10274 270 9022 2784 510 25546
17 60 2763 10595 260 9643 2153 1582 27058
18 60 3034 11656 270 10124 1722 460 27329
19 60 3074 12247 310 10865 1812 2673 31044
20 60 3474 12147 390 11326 1972 430 29802

Tab. B.4. Pomiary czasu trwania poszczeg6lnych etapow przebiegow wsadowych metody APS
dla jednorodnego rozktadu regut w zbiorze testowym.
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6.2.5 Poréwnanie zbiorow regut uzyskanych inkrementacyjnie i wsadowo

W Tab. B.5. zestawione sa obliczenia liczbowych miar porownania zbiorow regul, ktore
zostaly otrzymane inkrementacyjnie i wsadowo po kazdym przebiegu, na zbiorze T9.14.D20K.
Jednostka odniesienia dla $redniego odchylenia czasowego timeq., jest 1 doba (24 godziny).

id. DR S p— CONovertap timege,
1 1000 1,00 1,00 1,00 0,00
2 2000 1,00 1,00 1,00 0,00
3 3000 1,00 1,00 1,00 0,00
4 4000 1,00 1,00 1,00 0,00
5 5000 1,00 1,00 1,00 0,00
6 6000 1,00 1,00 1,00 0,00
7 7000 1,00 1,00 1,00 0,00
8 8000 1,00 1,00 1,00 0,01
9 9000 1,00 1,00 1,00 0,01

10 10000 1,00 1,00 1,00 0,01
11 11000 1,00 1,00 1,00 0,01
12 12000 1,00 1,00 1,00 0,01
13 13000 1,00 1,00 1,00 0,01
14 14000 1,00 1,00 1,00 0,01
15 15000 1,00 1,00 0,99 0,01
16 16000 1,00 1,00 1,00 0,01
17 17000 1,00 1,00 1,00 0,01
18 18000 1,00 1,00 1,00 0,01
19 19000 1,00 1,00 1,00 0,01
20 20000 1,00 1,00 1,00 0,02

Srednio: 1,00 1,00 1,00 0,01

Tab. B.5. Wyniki poré6wnania zbioréw regut uzyskanych inkrementacyjnie i wsadowo
przy jednorodnym rozktadzie regut w zbiorze testowym.
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6.3. Badania przy niejednorodnym rozkladzie regut — Seria |

6.3.1 Parametry przebiegéw inkrementacyjnych

W Tab. B.6. umieszczone sa parametry przebiegéw inkrementacyjnych na potaczonym
zbiorze T9.14.D20K + T10.15.D20K (Seria I).

idc bc r]c O. yc my my Ach Yc OA_C )/)c tsc tec Zme kec
1 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-01-24 2004-01-12 1000
00:27:45 15:34:57  23:12:27

2 1000/ 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-24 2004-02-18 2004-02-05 2000
16:23:59  14:49:09 | 22:02:39

3 11000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-02-18 2004-03-14 2004-03-01 3000
15:20:48  00:13:00 | 19:33:29

4 1000/ 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-03-14 2004-04-06 2004-03-26 4000
00:28:43 = 02:09:12 | 02:24:52

511000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-04-06 2004-04-26 2004-04-16 5000
04:07:30 | 23:29:11 = 15:21:48

6 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-04-27 2004-05-19 2004-05-08 6000
00:23:20 | 23:07:01 = 15:30:41

7 1000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-05-19 2004-06-12 2004-05-31 7000
23:35:25 10:25:03 19:21:54

8 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-06-12 2004-07-05 2004-06-24 8000
10:31:15 = 21:44:13 | 09:25:26

9 1000 1 0,08 0,50 4 2 Term EvalStored| 0,04 0,25 2004-07-05 2004-07-27 2004-07-16 9000
21:47:23 18:26:08 22:06:48

10 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-07-27 2004-08-20 2004-08-08 10000
19:30:30  08:47:21 | 22:11:55

11 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-08-202004-09-12 2004-09-01 11000
10:09:40 = 23:02:20 | 04:21:07

12 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-09-12/2004-10-07 2004-09-25 12000
23:02:59  01:13:47 | 00:49:05

13 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-10-07 2004-10-30 2004-10-18 13000
01:53:56 | 14:06:30 | 19:44:40

14 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-10-30 2004-11-22/2004-11-11 14000
15:27:07  06:12:02  06:55:43

15 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-11-22/2004-12-16 2004-12-04 15000
07:27:35 | 02:37:17 | 12:30:17

16 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-12-16 2005-01-082004-12-27 16000
03:24:18 = 06:53:51 = 23:26:21

17 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2005-01-08 2005-01-31 2005-01-19 17000
06:57:47 | 21:08:02 = 12:51:18

18 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2005-01-312005-02-24|2005-02-12 18000
22:33:23  09:02:52 | 13:53:18

19 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2005-02-24 2005-03-19|2005-03-08 19000
10:27:36  14:53:11 | 03:02:06

20 1000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2005-03-19 2005-04-10 2005-03-30 20000
14:54:36 = 23:32:57 17:10:45

Tab. B.6. Parametry wektora v. dla przebiegoéw inkrementacyjnych metody APS
dla niejednorodnego rozktadu regut w zbiorze testowym (Seria I).
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6.3.2 Pomiary czasu trwania przebiegéw inkrementacyjnych

W Tab. B.7. umieszczone sa wyniki pomiarOw czasu trwania (w milisekundach)
poszczegblnych etapow przebiegow inkrementacyjnych na potaczonym zbiorze T9.14.D20K
+ T10.15.D20K (Seria I).

id, Lselect Leonvert Lan Lelim Uiz Ladd Liel Lstim
1 60 190 490 20 771 2012 30 3575
2 0 180 751 20 781 2193 20 3945
3 0 240 520 10 861 3705 20 5357
4 10 180 500 20 1422 5177 50 7360
5 10 190 520 10 1422 4696 20 6869
6 10 170 580 20 640 2523 20 3965
7 0 180 490 20 640 2573 20 3925
8 0 240 500 10 781 4176 20 5728
9 10 200 540 20 871 3304 30 4977

10 10 180 741 20 761 3114 20 4846
11 0 180 520 10 650 2233 60 3655
12 10 210 500 10 781 2283 20 3815
13 0 200 811 10 771 3284 20 5097
14 0 160 580 20 801 3094 20 4676
15 30 170 650 10 811 2894 20 4586
16 0 240 490 20 781 2864 20 4416
17 10 180 490 20 670 2062 20 3454
18 0 220 670 20 841 4135 20 5908
19 10 160 781 20 1432 3605 20 6028
20 10 180 520 10 1361 3044 20 5147

Tab. B.7. Pomiary czasu trwania poszczeg6lnych etapow przebiegow inkrementacyjnych metody APS
dla niejednorodnego rozktadu regul w zbiorze testowym (Seria I).
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6.3.3 Parametry przebiegéw wsadowych
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W Tab. B.8. umieszczone sa parametry przebiegow wsadowych na potaczonym zbiorze
T9.14.D20K + T10.15.D20K (Seria I).

my m, AXYC Yc O-c

)//\C tSC tec th kec

idc bc‘ r]c O-C yC

1 11000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-01-24 2004-01-12 1000
00:27:45 15:34:57 23:12:27

2 2000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-02-18 2004-01-24 2000
00:27:45 14:49:09 22:37:33

3 3000 1 0,08 0,50/ 4 2 Term | Eval,Stored 0,04 0,25 2004-01-01 2004-03-14 2004-02-06 3000
00:27:45  00:13:00 @ 05:36:11

4 4000 1 0,08/ 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-04-06 2004-02-18 4000
00:27:45 | 02:09:12 10:48:22

5 5000 1 0,080,50 4 2 Term EvalStored| 0,04 0,25 2004-01-01 2004-04-26 2004-03-01 5000
00:27:45  23:29:11 02:07:03

6 6000 1 0,08 0,50/ 4 2 Term Eval,Stored 0,04 0,25 2004-01-01 2004-05-19 2004-03-12 6000
00:27:45  23:07:01 12:20:59

7 7000 1 0,08 0,50 4 2 Term EvalStored| 0,04 0,25 2004-01-01 2004-06-12 2004-03-23 7000
00:27:45 10:25:03 23:38:16

8 8000 1 0,08 0,50/ 4 2 Term | Eval,Stored 0,04 0,25 2004-01-01 2004-07-05 2004-04-04 8000
00:27:45  21:44:13 12:51:39

9 9000 1 0,08 0,50 4 2 Term EvalStored| 0,04 0,25 2004-01-01 2004-07-27 2004-04-16 9000
00:27:45 18:26:08 00:33:20

10 10000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2004-08-20 2004-04-27 10000
00:27:45  08:47:21 12:19:12

11 11000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2004-09-12 2004-05-09 11000
00:27:45 = 23:02:20 | 00:41:11

12 12000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2004-10-07 2004-05-20 12000
00:27:45 | 01:13:47 14:41:51

13 13000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2004-10-30 2004-06-01 13000
00:27:45 14:06:30 05:51:18

14 14000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2004-11-22 2004-06-12 14000
00:27:45  06:12:02 = 21:21:37

15 15000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2004-12-16 2004-06-24 15000
00:27:45 | 02:37:17 12:46:11

16 16000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2005-01-08 2004-07-06 16000
00:27:45 | 06:53:51 04:26:12

17 17000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2005-01-31 2004-07-17 17000
00:27:45 | 21:08:02 19:02:58

18 18000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2005-02-24 2004-07-29 18000
00:27:45 | 09:02:52 10:45:46

19 19000 1 0,08 0,50 4 2 Term Eval,Stored| 0,04 0,25 2004-01-01 2005-03-19 2004-08-10 19000
00:27:45 14:53:11 02:46:38

20 20000 1 0,08 0,50 4 2 Term Eval,Stored 0,04 0,25 2004-01-01 2005-04-10 2004-08-21 20000

00:27:45

23:32:57

17:53:50

Tab. B.8. Parametry wektora v, dla przebiegdw wsadowych metody APS
dla niejednorodnego rozktadu regul w zbiorze testowym (Seria I).
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6.3.4 Pomiary czasu trwania przebiegéw wsadowych

Dodatek B: Wyniki eksperymentow

W Tab. B.9. umieszczone sa wyniki pomiarOw czasu trwania (w milisekundach)
poszczegbdlnych etapow przebiegéw wsadowych na polaczonym zbiorze T9.14.D20K +

T10.15.D20K (Seria I).

id, Lselect Leonvert Lan Lelim Uiz Ladd Liel Lstim
1 60 180 550 20 1011 2113 10 3945
2 60 330 1321 40 1371 2343 40 5507
3 100 600 1902 60 1802 2263 60 6789
4 60 861 2633 60 2483 3965 80 10144
5 60 1071 3184 130 3595 4656 130 12828
6 80 1371 4075 90 4035 5467 110 15231
7 60 1492 5097 150 3975 2964 130 13869
8 60 1792 5367 130 4586 3745 140 15822
9 60 1922 6138 180 5968 4065 160 18496

10 50 2183 6719 160 6769 4756 170 20809
11 60 2393 7200 200 7530 3705 340 21430
12 50 2733 8171 190 7230 3344 370 22091
13 60 2794 8862 240 8021 3274 390 23643
14 90 3124 9383 210 9573 3875 370 26628
15 90 3264 10845 240 10244 4246 490 29422
16 60 3424 11616 290 10895 5017 470 31775
17 60 3615 12287 260 10925 4216 330 31695
18 60 4075 13889 400 11937 3565 440 34369
19 60 4155 14641 330 13038 4105 470 36802
20 80 4376 14580 340 13679 4786 420 38265

Tab. B.9. Pomiary czasu trwania poszczeg6lnych etapow przebiegow wsadowych metody APS

dla niejednorodnego rozktadu regul w zbiorze testowym (Seria I).



6.3. Badania przy niejednorodnym rozktadzie regut — Seria 1 147

6.3.5 Poréwnanie zbiorow regut uzyskanych inkrementacyjnie i wsadowo

W Tab. B.10. zestawione sa obliczenia liczbowych miar porownania zbioréw regul, ktore
zostaly otrzymane inkrementacyjnie i wsadowo po kazdym przebiegu, na potaczonym zbiorze
T9.14.D20K + T10.15.D20K (Seria I). Jednostka odniesienia $redniego odchylenia czasowego
timege, jest 1 doba (24 godziny).

id, by  rulesers SUD overtap CONoverlap time e
1 1000 1,00 1,00 1,00 0,00
2 2000 1,00 1,00 1,00 0,00
3 3000 1,00 1,00 0,96 0,00
4 4000 0,74 0,99 0,81 0,00
5 5000 0,40 0,99 0,77 0,00
6 6000 0,59 0,99 0,79 0,00
7 7000 0,79 0,99 0,82 0,00
8 8000 0,74 0,99 0,82 0,01
9 9000 0,52 0,99 0,80 0,01

10 10000 0,41 0,99 0,77 0,01
11 11000 0,52 0,98 0,79 0,01
12 12000 0,58 0,98 0,81 0,01
13 13000 0,56 0,98 0,81 0,01
14 14000 0,50 0,98 0,79 0,01
15 15000 0,41 0,98 0,77 0,01
16 16000 0,48 0,98 0,78 0,01
17 17000 0,54 0,99 0,79 0,01
18 18000 0,53 0,99 0,80 0,01
19 19000 0,47 0,98 0,78 0,01
20 20000 0,42 0,98 0,77 0,01

Srednio: 0,61 0,99 0,82 0,01

Tab. B.10. Wyniki poréwnania zbioréw regut uzyskanych inkrementacyjnie i wsadowo
przy niejednorodnym rozktadzie regut w zbiorze testowym (Seria I).
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6.4. Badania przy niejednorodnym rozkladzie regut — Seria Il

6.4.1 Parametry przebiegéw inkrementacyjnych

W Tab. B.11. umieszczone sa parametry przebiegdw inkrementacyjnych na potaczonym
zbiorze T9.14.D20K + T10.15.D20K (Seria II).

idc bc nc O¢ yc ny my )(c K OA_c )/)c tsc tec tmc kec
1 1000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2004-01-24 2004-01-12 1000
00:27:45 15:34:57 23:12:27

2 1000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-24 2004-02-18 2004-02-05 2000
16:23:59 | 14:49:09 = 22:02:39

3 1000 1 0,04 0,30 4 2 Term Eval,Stored| 0,02 0,15 2004-02-18 2004-03-14 2004-03-01 3000
15:20:48 = 00:13:00 19:33:29

4 1000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-03-14 2004-04-06 2004-03-26 4000
00:28:43 | 02:09:12 = 02:24:52

5 1000 1 0,04 0,30 4 2 Term Eval,Stored| 0,02 0,15 2004-04-06 2004-04-26 2004-04-16 5000
04:07:30  23:29:11 15:21:48

6 1000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-04-27 2004-05-19 2004-05-08 6000
00:23:20  23:07:01 15:30:41

7 1000 1 0,04 0,30 4 2 Term Eval,Stored| 0,02 0,15 2004-05-19 2004-06-12 2004-05-31 7000
23:35:25 10:25:03 19:21:54

8 1000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-06-12 2004-07-05 2004-06-24 8000
10:31:15  21:44:13 | 09:25:26

9 1000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-07-05 2004-07-27 2004-07-16 9000
21:47:23  18:26:08 | 22:06:48

10 1000 1 0,04 0,30/ 4 2 Term Eval,Stored 0,02 0,15/2004-07-27 2004-08-20 2004-08-08 10000
19:30:30  08:47:21  22:11:55

11 1000 1 0,04 030 4 2 Term Eval,Stored 0,02 0,15/2004-08-202004-09-12 2004-09-01 11000
10:09:40  23:02:20 | 04:21:07

12 1000 1 0,04 0,30/ 4 2 Term Eval,Stored 0,02 0,15/2004-09-12/2004-10-07 2004-09-25 12000
23:02:59  01:13:47  00:49:05

13 1000 1 0,04 030/ 4 2 Term Eval,Stored 0,02 0,15/2004-10-07 2004-10-30 2004-10-18 13000
01:53:56 = 14:06:30 | 19:44:40

14 /11000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,152004-10-30 2004-11-22/2004-11-11 14000
15:27:07 = 06:12:02  06:55:43

15 1000 1 0,04 030/ 4 2 Term Eval,Stored 0,02 0,15/2004-11-22/2004-12-16 2004-12-04 15000
07:27:35 = 02:37:17 | 12:30:17

16 11000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,152004-12-16 2005-01-08 2004-12-27 16000
03:24:18  06:53:51 = 23:26:21

17 /1000 1 0,04 0,30/ 4 2 Term Eval,Stored 0,02 0,15/2005-01-08 2005-01-31 2005-01-19 17000
06:57:47  21:08:02 | 12:51:18

18 11000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,152005-01-31 2005-02-24 2005-02-12 18000
22:33:23  09:02:52 | 13:53:18

19 /11000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,152005-02-24 2005-03-192005-03-08 19000
10:27:36  14:53:11 | 03:02:06

20 1000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2005-03-19 2005-04-10 2005-03-30 20000
14:54:36 | 23:32:57 17:10:45

Tab. B.11. Parametry wektora v. dla przebiegéw inkrementacyjnych metody APS
dla niejednorodnego rozkladu regut w zbiorze testowym (Seria II).
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W Tab. B.12. umieszczone sa wyniki pomiarow czasu trwania (w milisekundach)
poszczeg6lnych etapéw przebiegdéw inkrementacyjnych na potaczonym zbiorze T9.14.D20K
+ T10.15.D20K (Seria II).

id, Lselect Leonvert Lau Letim lrine Ladd Liel sz
1 60 140 650 20 5517 34409 20 40818
2 10 160 731 20 5507 45725 50 52205
3 10 290 510 20 3114 26788 110 30844
4 0 190 550 10 20910 69900 20 91581
5 10 260 520 20 21460 66355 20 88647
6 10 160 510 30 5988 29091 20 35811
7 10 210 510 30 5718 24625 20 31124
8 10 230 520 20 3394 10785 20 14981
9 0 180 520 10 20669 52725 20 74126

10 10 170 550 30 21480 46416 20 68678
11 10 200 510 30 6569 29011 10 36342
12 0 170 530 20 5958 25005 20 31705
13 10 190 500 30 3444 13459 10 17645
14 10 180 550 30 23273 58093 20 82158
15 0 210 550 20 21781 51514 20 74096
16 10 170 500 20 5978 30063 20 36762
17 10 210 480 30 5547 24555 20 30854
18 0 270 510 60 3444 11937 30 16253
19 0 220 540 20 23794 58484 60 83119
20 0 220 550 30 19978 52946 60 73786

Tab. B.12. Pomiary czasu trwania poszczegolnych etapow przebiegdw inkrementacyjnych metody APS

dla niejednorodnego rozktadu regut w zbiorze testowym (Seria II).
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6.4.3 Parametry przebiegéw wsadowych

W Tab. B.13. umieszczone sa parametry przebiegow wsadowych na potaczonym zbiorze
T9.14.D20K + T10.15.D20K (Seria II).

idc bC r]C O-C yC mX my AX'C YC O/:C )/)C tSC tEC th kec

1 1000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,152004-01-01 2004-01-24 2004-01-12 1000
00:27:45 15:34:57 23:12:27

2 2000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,152004-01-01 2004-02-18 2004-01-24 2000
00:27:45 14:49:09 22:37:33

3 3000 1 0,04 030 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2004-03-14 2004-02-06 3000
00:27:45 = 00:13:00  05:36:11

4 4000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,152004-01-01 2004-04-06 2004-02-18 4000
00:27:45 | 02:09:12 10:48:22

5 5000 1 0,04 030 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2004-04-26 2004-03-01 5000
00:27:45 = 23:29:11 = 02:07:03

6 6000 1 0,04 030 4 2 Term EvalStored| 0,02 0,15 2004-01-01 2004-05-19 2004-03-12 6000
00:27:45  23:07:01 12:20:59

7 7000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2004-06-12 2004-03-23 | 7000
00:27:45 = 10:25:03 = 23:38:16

8 8000 1 0,04 0,30 4 2 Term Eval,Stored| 0,02 0,15 2004-01-01 2004-07-05 2004-04-04 8000
00:27:45  21:44:13 12:51:39

9 9000 1 0,04 030 4 2 Term EvalStored| 0,02 0,15 2004-01-01 2004-07-27 2004-04-16 9000
00:27:45 18:26:08 = 00:33:20

10 110000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2004-08-20 2004-04-27 10000
00:27:45 | 08:47:21 12:19:12

11 11000/ 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2004-09-122004-05-09 11000
00:27:45 | 23:02:20 | 00:41:11

12 12000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 |0,15/2004-01-01/2004-10-07 2004-05-20 12000
00:27:45 | 01:13:47 14:41:51

13 113000/ 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2004-10-302004-06-01 13000
00:27:45 14:06:30 05:51:18

14 14000 1 0,04 0,30 4 2 Term Eval,Stored 0,02 |0,15/2004-01-01/2004-11-22 2004-06-12 14000
00:27:45 | 06:12:02 = 21:21:37

15 115000/ 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2004-12-162004-06-24 15000
00:27:45 | 02:37:17 12:46:11

16 16000/ 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2005-01-082004-07-06 16000
00:27:45 | 06:53:51 04:26:12

17 117000/ 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2005-01-312004-07-17 17000
00:27:45 | 21:08:02 19:02:58

18 118000/ 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2005-02-242004-07-29 18000
00:27:45 | 09:02:52 10:45:46

19 119000/ 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,15 2004-01-01 2005-03-192004-08-10 19000
00:27:45 14:53:11 02:46:38

20 20000/ 1 0,04 0,30 4 2 Term Eval,Stored 0,02 0,152004-01-01 2005-04-10 2004-08-21 20000
00:27:45 | 23:32:57 17:53:50

Tab. B.13. Parametry wektora v. dla przebiegow wsadowych metody APS
dla niejednorodnego rozktadu regut w zbiorze testowym (Seria II).
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W Tab. B.14. umieszczone sa wyniki pomiarow czasu trwania (w milisekundach)
poszczegblnych etapow przebiegéw wsadowych na polaczonym zbiorze T9.14.D20K +

T10.I5.D20K (Seria II).

id, Lselect Leonvert Lau Letim lrine Ladd Liel sz
1 80 260 500 30 5748 33568 20 40207
2 70 340 1301 50 7220 35010 50 44043
3 60 590 2032 50 5297 15251 60 23343
4 60 831 2653 90 3925 9403 70 17034
5 60 1111 3234 130 5858 7450 100 17945
6 60 1261 3955 110 5457 6509 170 17525
7 60 1452 4566 180 6269 6529 160 19217
8 80 1662 5357 140 7020 7651 180 22091
9 60 1942 6088 290 8021 6048 160 22612

10 60 2113 6499 200 7751 5708 330 22662
11 50 2373 7290 410 9443 5648 310 25526
12 60 2573 8071 240 10965 7550 330 29792
13 60 2994 8992 300 11306 6168 320 30143
14 60 3034 9523 320 10905 5688 380 29913
15 50 3434 10094 310 11746 5938 410 31985
16 60 3354 11997 310 12417 7260 430 35831
17 60 3615 13269 270 14871 6299 460 38845
18 70 3835 13930 410 15462 5778 450 39937
19 70 4055 14661 370 14761 5758 450 40127
20 60 4336 15141 360 15822 7140 430 43292

Tab. B.14. Pomiary czasu trwania poszczegdlnych etapow przebiegéw wsadowych metody APS

dla niejednorodnego rozktadu regut w zbiorze testowym (Seria II).
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6.4.5 Poréwnanie zbioréw regut uzyskanych inkrementacyjnie i wsadowo

W Tab. B.15. zestawione sa obliczenia liczbowych miar poréwnania zbioréw regut, ktore
zostaly otrzymane inkrementacyjnie i wsadowo po kazdym przebiegu, na potaczonym zbiorze
T9.14.D20K + T10.I5.D20K (Seria II). Jednostka odniesienia $redniego odchylenia czasowego
timeg, jest 1 doba (24 godziny).

id, by rulesersp SUPoverlap CONoverlap time e,
1 1000 1,00 1,00 1,00 0,00
2 2000 0,74 1,00 0,98 0,00
3 3000 0,56 1,00 0,68 0,00
4 4000 0,65 0,99 0,69 0,00
5 5000 0,76 0,99 0,75 0,00
6 6000 1,00 0,99 0,71 0,00
7 7000 0,94 0,99 0,70 0,00
8 8000 0,94 0,99 0,72 0,01
9 9000 1,00 0,99 0,73 0,01

10 10000 0,93 0,99 0,76 0,01
11 11000 0,93 0,99 0,75 0,01
12 12000 0,94 0,99 0,71 0,01
13 13000 1,00 0,99 0,73 0,01
14 14000 0,93 0,99 0,75 0,01
15 15000 0,93 0,99 0,76 0,01
16 16000 0,93 0,99 0,75 0,01
17 17000 0,93 0,99 0,74 0,01
18 18000 0,93 0,99 0,75 0,01
19 19000 0,93 0,99 0,76 0,01
20 20000 0,93 0,99 0,76 0,01

Srednio: 0,90 0,99 0,76 0,01

Tab. B.15. Wyniki poréwnania zbioréw regut uzyskanych inkrementacyjnie i wsadowo
przy niejednorodnym rozktadzie regut w zbiorze testowym (Seria II).



7. Literatura 153

7. Literatura

[Aba1994] ABADI M., HALPERN J.Y., Decidability and expressiveness for first-order logics of probability,
Information and Computation, Vol. 112, No. 1, 1994, pp. 1-36.

[Agg2001] AGGARWAL C.C,, YU P.S., 4 New Approach to Online Generation of Association Rules, IEEE
Transactions On Knowledge And Data Engineering, Vol. 13, No. 4, 2001, pp. 527-540.

[Agr1993] AGRAWAL R., IMIELINSKI T., SWAMI A., Mining association rules between sets of items in
large databases, Proceedings of ACM SIGMOD Conference on Management of Data (SIGMOD’93), May 1993,
pp. 207-216.

[Agr1994] AGRAWAL R., SRIKANT R., Fast Algorithms for Mining Association Rules, Proceedings of the
Twentieth International Conference on Very Large Databases, Santiago, Chile, September 1994.

[Agr1995] AGRAWAL R., PSAILA G., Active Data Mining, Proceedings of the First International Conference
on Knowledge Discovery and Data Mining, Montreal, August 1995.

[Alo2001] ALONSO E., KUDENKO D., Machine Learning for Logic-Based Multi-Agent Systems, [in:] RASH
J.L. et al. (Eds.), FAABS 2000, Lecture Notes in Artificial Intelligence, Vol. 1871, Springer-Verlag, Berlin
Heidelberg 2001, pp. 306-307.

[AuC2005] AU W.-H., CHAN K.C.C., Mining changes in association rules: a fuzzy approach, Fuzzy Sets
and Systems, Vol. 149, 2005, pp. 87-104.

[Aum1999] AUMANN Y., FELDMAN R., LIPSHTAT O., MANILLA H., Borders: An Efficient Algorithm
for Association Generation in Dynamic Databases, Journal of Intelligent Information Systems, Vol. 21, 1999,
pp. 61-73.

[Aum2003] AUMANN Y., LINDELL Y., 4 Statistical Theory for Quantitative Association Rules, Journal
of Intelligent Information Systems, Vol. 20, No. 3, 2003, pp. 255-283.

[App2000] APPLEBY S., STEWARD S., Mobile software agents for control in telecommunications network,
BT Technology Journal, Vol. 18, No. 1, January 2000, pp. 68—70.

[Bac1990] BACCHUS F., Lp, A Logic for Representing and Reasoning with Statistical Knowledge, Computa-
tional Intelligence, Vol. 6, 1990, pp. 209-231.

[Bac1996] BACCHUS F., GROVE A., HALPERN J., KOLLER D., From statistical knowledge bases
to degrees of belief, Artificial Intelligence, Vol. 87, No. 1-2, 1996, pp. 75-143.

[Bac1999] BACCHUS F., HALPERN J., LEVESQUE H., Reasoning about noisy sensors and effectors in the
situation calculus, Artificial Intelligence, Vol. 111, 1999, pp. 171-208.

[Bay1999] BAYARDO JR. R. J., AGRAWAL R., Mining the Most Interesting Rules, Proceedings of the Fifth
ACM SIGKDD International Conference on Knowledge Discovery and Data Mining, August 1999.

[Bay2000] BAYARDO JR. R.J., AGRAWAL R., GUNOPULOS D., Constraint-Based Rule Mining in Large,
Dense Databases, Data Mining and Knowledge Discovery Journal, Vol. 4, No. 2/3, 2000, pp. 217-240.

[Ber1999] BERGADANO F., PULIAFITO A., RICCOBENE S., RUFFO G., VITA L., Java-based and secure
learning agents for information retrieval in distributed systems, Information Sciences, Vol. 113, 1999,
pp. 55-84.

[Bol1991] BOLC L., BORODZIEWICZ W., WOJCIK M., Podstawy przetwarzania informacji niepewnej
i niepelnej, Panstwowe Wydawnictwo Naukowe, Warszawa 1991.

[Bra1997] BRADSHAW 1., 4n introduction to sofiware agents, [in:] BRADSHAW J. (ed.) Software agents,
MIT Press, 1997, pp. 3—46.

[Brg2003] BRAGT VAN D.D., LA POUTRE I.A., Why agents for automated negotiations should be adaptive,
Netnomics, Vol. 5, 2003, pp. 101-118.



154 Literatura

[Brt1987] BRATMAN M., Intentions, Plans, and Practical Reason, Harvard University Press, Cambridge, MA,
1987.

[Bub1993] BUBNICKI Z., Podstawy informatycznych systemow zarzqdzania, Wydawnictwo Politechniki
Wroctawskiej, Wroctaw 1993.

[Car2000] CARDOSO H. L., OLIVEIRA E., Using and Evaluating Adaptive Agents for Electronic Commerce
Negotiation, [in:] MONARD M.C., SICHMAN J.S. (Eds.), Lecture Notes in Artificial Intelligence, Vol. 1952,
Springer-Verlag, Berlin Heidelberg 2000, pp. 96-105.

[Crm1999] CARMEL D., MARKOVITCH S., Exploration Strategies for Model-based Learning in Multi-agent
Systems, Autonomous Agents and Multi-Agent Systems, Vol. 2, 1999, pp. 141-172.

[Ces1999] CESTA A., D'ALOISI D., Mixed-Initiative Issues in an Agent-Based Meeting Scheduler, User
Modeling and User-Adapted Interaction, Vol. 9, 1999, pp. 45-78.

[ChC2002] CHEN C. C., CHEN M. C., SUN Y., PVA: A Self-Adaptive Personal View Agent, Journal of Intelli-
gent Information Systems, Vol. 18, No. 2/3, 2002, pp. 173-194.

[Che1996] CHEUNG D.W., NG V.T., TAM B.W., Maintenance of Discovered Knowledge: A Case in Multi-
level Association Rules, Proceedings of the Second International Conference on Knowledge Discovery and Data
Mining, 1996, pp. 307-310.

[Che1997] CHEUNG D.W., LEE S.D., KAO B., 4 general incremental technique for maintaining discovered
association rules, Proceedings of the Fifth International Conference on Database Systems for Advanced Applica-
tions, Melbourne, Australia, April 1997, pp. 185-194.

[ChL2002] CHEN Z., LIN F., LIU H., LIU Y., MA W.-Y., WENYIN L., User Intention Modeling in Web
Applications Using Data Mining, World Wide Web: Internet and Web Information Systems, Vol. 5, 2002,
pp. 181-191.

[ChW2002] CHEN G., WEI Q., LIU D., WETS G., Simple association rules (SAR) and the SAR-based rule
discovery, Computers & Industrial Engineering, Vol. 43, 2002, pp. 721-733.

[ChY2005] CHEN G., YANG Z., HE H., GOH K.M., Coordinating Multiple Agents via Reinforcement
Learning, Autonomous Agents and Multi-Agent Systems, Vol. 10, 2005, pp. 273-328.

[Cic2000] CICHOSZ P., Systemy uczqce sie, Wydawnictwa Naukowo-Techniczne, Warszawa 2000.

[Co0e2004] COENEN F., GOULBOURNE G., LENG P., Tree Structures for Mining Association Rules, Data
Mining and Knowledge Discovery, Vol. §, 2004, pp. 25-51.

[Coh1990] COHEN P. R., LEVESQUE H. J., Intention Is Choice with Commitment, Attificial Intelligence,
1990, Vol. 42, No. 3, pp. 213-261.

[Col2003] COLE J., LLOYD J., NG K.S., Symbolic Learning for Adaptive Agents, Technical Note, Computer
Sciences Laboratory, The Australian National University, Canberra, Australia, 2003.

[Cri1998] CRITES R.H., BARTO A.G., Elevator Group Control Using Mutiple Reinforcement Learning
Agents, Machine Learning, Vol. 33, 1998, pp. 235-262.

[Dan2002] DANILOWICZ C., NGUYEN N.T., JANKOWSKI L., Metody wyboru reprezentacji stanu wiedzy
agentow w systemach multiagenckich, Oficyna Wydawnicza Politechniki Wroctawskiej, Wroctaw 2002.

[Dav1998] DAVISON R. G., HARDWICKE J. J., COX M. D. J., Applying the agent paradigm to network
menagement, BT Technology Journal, Vol. 16, No. 3, July 1998, pp. 86-93.

[Dec1997] DECKER K. S., SYCARA K., Intelligent Adaptive Information Agents, Journal of Intelligent
Information Systems, Vol. 9, 1997, pp. 239-260.

[Del2001] DELOACH S. A., Analysis and Design using MaSE and agentTool, Proceedings of the Twelth
Midwest Artificial Intelligence and Cognitive Science Conference (MAICS 2001), Miami University, Oxford,
Ohio, March — April 2001.



7. Literatura 155

[Dem2001] DEMOLOMBE R., LIAU C. J., 4 logic of graded trust and belief fusion, Proceedings of the Fourth
Workshop on Deception, Fraud and Trust in Agent Societies, 2001, pp. 13-25.

[De01997] DEOGUN 1J.S., RAGHAVAN V.V., SARKAR A., SEVER H., Data mining: Research trends,
challenges, and applications, [in:] Lin T. Y. , Cercone N., (Eds.) Roughs Sets and Data Mining: Analysis
of Imprecise Data, Kluwer Academic Publishers, Boston 1997, pp. 9-45.

[Die1997] DIETTERICH T.G., Machine Learning Research: Four Current Directions, Al Magazine, Vol. 18,
No. 4, 1997, pp. 97-136.

[Die2003] DIETTERICH T.G., Machine Learning [in:] Nature Encyclopedia of Cognitive Science, Macmillan,
London 2003 (manuscript to appear).

[DIn1998] D'INVERNO M., KINNY D., LUCK M., WOOLDRIDGE M., 4 Formal Specification of dMARS,
[in:] SINGH M., RAO A., WOOLDRIDGE M. (Eds.) Intelligent Agents IV Springer-Verlag Lecture Notes in Al,
Vol. 1365, February 1998.

[Dor1994] DORIGO M., BERSINI H., 4 Comparison of Q-Learning and Classifier Systems., [in:] CLIFF D.,
HUSBANDS P., MEYER J.-A., WILSON S.W. (Eds.), Proceedings of From Animals to Animats, Third Interna-
tional Conference on Simulation of Adaptive Behavior (SAB94), Brighton, UK, MIT Press, 1994, pp. 248-255.

[Dru2000] DRUMMOND C., IONESCU D., HOLTE R., 4 Learning Agent that Assists the Browsing
of Software Libraries, IEEE Transactions on Software Engineering, Vol. 26, No. 12, 2000, pp. 1179-1196.

[Dud1999] DUDEK D., KATARZYNIAK R., Implementing a Prototype of an Intelligent Time Organizer Using
The SOAR Cognitive Architecture, Proceedings of the Twenty First International Conference on Information Sys-
tems Architecture and Technology (ISAT 1999), Oficyna Wydawnicza Politechniki Wroctawskiej, Wroctaw
1999, pp. 261-267.

[Dud2000] DUDEK D., ZGRZYWA A., Modelowanie programow agenckich z wykorzystaniem architektury
Belief-Desire-Intention, [in:] DANILOWICZ C. (Ed.), Multimedialne i Sieciowe Systemy Informacyjne (MiSSI
2000), Oficyna Wydawnicza Politechniki Wroctawskiej, Wroctaw 2000, pp. 49-58.

[Dud2001] DUDEK D., ZGRZYWA A., Uncertain knowledge representation within the Belief-Desire-Intention
agent system, [in:] GRZECH A., WILIMOWSKA Z. (Eds.), Proceedings of the Twenty Third International
Scientific School on Information Systems Architecture and Technology (ISAT 2001), Oficyna Wydawnicza
Politechniki Wroctawskiej, Wroctaw 2001, pp. 147-154.

[Dud2002] DUDEK D., ZGRZYWA A., Pozyskiwanie wiedzy w systemie agenckim BDI na podstawie analizy
przeszlych stanow swiata, [in:] DANILOWICZ C. (Ed.), Multimedialne i Sieciowe Systemy Informacyjne
(MiSSI 2002), Oficyna Wydawnicza Politechniki Wroctawskiej, Wroctaw 2002, pp. 79-88.

[Dud2003] DUDEK D., ZGRZYWA A., Uczenie si¢ systemu agenckiego Belief-Desire-Intention metodq APS,
[in:] BUBNICKI Z., GRZECH A. (Eds.), Inzynieria Wiedzy i Systemy Ekspertowe, Oficyna Wydawnicza
Politechniki Wroctawskiej, Wroctaw 2003, Tom 2, pp. 237-244.

[Dud2005a] DUDEK D., ZGRZYWA A., The Incremental Method for Discovery of Association Rules, (in:)
KURZYNSKI M., PUCHALA E., WOZNIAK M., ZOLNIEREK A. (Eds.), Proceedings of the Fourth Interna-
tional Conference on Computer Recognition Systems (CORES'05), Advances in Soft Computing, Springer-
Verlag, Berlin Heidelberg 2005, pp. 153—-160.

[Dud2005b] DUDEK D., KUBISZ M., ZGRZYWA A., APS: Agent's Learning With Imperfect Recall,
Proceedings of the Fifth International Conference on Intelligent Systems Design and Applications (ISDA 2005),
IEEE Computer Society Press, 2005 (to appear).

[Edw1997] EDWARDS P., GREEN C.L., LOCKIER P.C., LUKINS T.C., Exploiting Learning Technologies
for World Wide Web Agents, IEE Colloquium on Intelligent World Wide Web Agents (Digest No: 1997/118),
17 March 1997, pp. 3/1 —3/7.

[Eli2003] ELIASSI-RAD T., SHAVLIK J., 4 System for Building Intelligent Agents that Learn to Retrieve
and Extract Information, User Modeling and User-Adapted Interaction, Vol. 13, 2003, pp. 35-88.



156 Literatura

[Emel1990] EMERSON E.A., Temporal and modal logic, [in:]] VAN LEEUWEN 1., (Ed.) Handbook
of Theoretical Computer Science, North-Holland Pub. Co./MIT Press, 1990, Vol. B, pp. 995-1072.

[Ene2005] ENEMBRECK F., BARTHES J.-P., ELA — A New Approach for Learning Agents, Autonomous
Agents and Multi-Agent Systems, Vol. 10, 2005, pp. 215-248.

[Etz1994] ETZIONI O., WELD D., 4 Softbot-Based Interface to the Internet, Communications of the ACM,
Vol. 37, No. 7, July 1994, pp. 72-76.

[Eze2002] EZEIFE C.1., SU Y., Mining Incremental Association Rules with Generalized FP-tree, Proceedings
of the Fithteenth Canadian Conference on Artificial Intelligence (Al 2002), Calgary, Canada (May 25-29, 2002),
Lecture Notes in Computer Science (LNCS) , Springer-Verlag, Berlin Heidelberg 2002.

[Ezz2005] EZZEDINE H., KOLSKI C., PENINOU A., Agent-oriented design of human-computer interface:
application to supervision of an urban transport network, Engineering Applications of Artificial Intelligence,
Vol. 18, 2005, pp. 255-270.

[Fac2005] FACCA F.M., LANZI P.L., Mining interesting knowledge from weblogs: a survey, Data &
Knowledge Engineering, Vol. 53, 2005, pp. 225-241.

[Fagl1988] FAGIN R., HALPERN 1.Y., Belief, awareness, and limited reasoning, Artificial Intelligence,
Vol. 34, 1988, pp. 39-76.

[Fagl994] FAGIN R., HALPERN 1.Y., Reasoning about knowledge and probability, Journal of the ACM,
Vol. 41, No. 2, 1994, pp. 340-367.

[Fagl1995] FAGIN R., HALPERN J.Y., MOSES Y., VARDI M.Y., Reasoning About Knowledge, Cambridge,
MA, USA, MIT Press, 1995.

[Fay1996a] FAYYAD U., PIATETSKY-SHAPIRO G., SMYTH P., From data mining to knowledge discovery:
An overview., [in:] FAYYAD U., PIATETSKY-SHAPIRO G., SMYTH P., UTHURUSAMY R. (Eds.),
Advances in Knowledge Discovery and Data Mining, AAAI/MIT Press, Cambridge, Massachusets 1996.

[Fay1996b] FAYYAD U., PIATETSKY-SHAPIRO G., SMYTH P., The KDD Process for Extracting Useful
Knowledge from Volumes of Data, Communications of the ACM, Vol. 39, No. 11, November 1996, pp. 27-34.

[Fon2003] FONG J., WONG H.K., HUANG S.M., Continuous and incremental data mining association rules
using frame metadata model, Knowledge-Based Systems, Vol. 16, 2003, pp. 91-100.

[Gail997] GAINES B.R., Knowledge Management in Societies of Intelligent Adaptive Agents, Journal
of Intelligent Information Systems, Vol. 9, 1997, pp. 277-298.

[GaL2004] GARCIA AF., DE LUCENA C.J.P., COWAN D.D., Agents in object-oriented software
engineering, Software Practice and Experience, Vol. 34, 2004, pp. 489-521.

[GrM2000] GARCIA-MARTINEZ R., BORRAJO D., An Integrated Approach of Learning, Planning,
and Execution, Journal of Intelligent and Robotic Systems, Vol. 29, 2000, pp. 47-78.

[GaP1998] GARDARIN G., PUCHERAL P., WU F., Bitmap Based Algorithms For Mining Association Rules,
Technical Report No. 1998/18, University of Versailles, Versailles Cedex, France, 1998.

[Gar2004] GARLAND A., ALTERMAN R., Autonomous Agents that Learn to Better Coordinate, Autonomous
Agents and Multi-Agent Systems, Vol. 8, 2004, pp. 267-301.

[Geo1999] GEORGEFF M., PELL B., POLLACK M., TAMBE M., WOOLDRIDGE M., The Belief-Desire-
Intention Model of Agency [in:] MULLER J. P. et al. (Eds.) Intelligent Agents V Springer-Verlag Lecture Notes
in AI, Vol. 1365, March 1999.

[Gmy1998] GMYTRASIEWICZ P.J., NOH S., KELLOGG T., Bayesian Update of Recursive Agent Models,
User Modeling and User-Adapted Interaction, Vol. 8, 1998. pp. 49-69.

[God2004] GODOY D., SCHIAFFINO S., AMANDI A., Interface agents personalizing Web-based tasks,
Cognitive Systems Research, Vol. 5, 2004, pp. 207-222.



7. Literatura 157

[Goe2002] GOETHALS B., Efficient Frequent Pattern Mining, PhD thesis, Transnational University
of Limburg, Diepenbeek, Belgium, 2002.

[Goe2003] GOETHALS B., Implementation of the Apriori Algorithm, (http://www.adrem.ua.ac.be/~goethals/),
University of Helsinki, 2003.

[Gor2001] GORDON D., APT Agents: Agents That Are Adaptive, Predictable, and Timely, Lecture Notes
in Artificial Intelligence, Vol. 1871, Springer-Verlag, Berlin Heidelberg 2001.

[Gss2004] GUESSOUM Z., Adaptive Agents and Multiagent Systems, IEEE Distributed Systems Online, Vol. 5,
No. 7, 2004.

[Gue2003] GUERRA HERNANDEZ A., Learning in Intentional BDI Multi-Agent Systems, PhD thesis, Univer-
sité de Paris13, Institut Galilée, LIPN - Laboratoire d'Informatique de Paris Nord. Villetaneuse, France, 2003.

[Hag2002] HAGRAS H., SOBH T., Intelligent learning and control of autonomous robotic agents operating
in unstructured environments, Information Sciences, Vol. 145, 2002, pp. 1-12.

[Haj1996] HAINICZ E., Reprezentacja logiczna wiedzy zmieniajacej sie w czasie, Akademicka Oficyna
Wydawnicza PLJ, Warszawa 1996.

[Hal1990] HALPERN 1.Y., An Analysis of First-Order Logics of Probability, Artificial Intelligence, Vol. 46,
1990, pp. 311-350.

[Hal1998] HALPERN J.Y., 4 logical approach to reasoning about uncertainty: a tutorial, [in:] ARRAZOLA
X., KORTA K., PELLETIER F.J. (Eds.), Discourse, Interaction, and Communication, Kluwer, 1998,
pp. 141-155.

[Hal2002] HALPERN 1J.Y., PUCELLA R., Reasoning about expectation, Proceedings of the Eighteenth
Conference on Uncertainty in Al, 2002, pp. 207-215.

[Har2004] HARMS S.K., DEOGUN 1IJ.S., Sequential Association Rule Mining with Time Lags, Journal
of Intelligent Information Systems, Vol. 22, No. 1, 2004, pp. 7-22.

[Has2001] HASTIE T., TIBSHIRANI R., FRIEDMAN 1I., The Elements of Statistical Learning. Data Mining,
Inference, and Prediction., Springer-Verlag, New York—Berlin—Heidelberg 2001.

[Hee1997] HEESEN C., HOMBURG V., OFFEREINS M., An Agent View on Law, Attificial Intelligence
and Law, Vol. 5, 1997, pp. 323-340.

[Hual1991] HUANG Z., KWAST K.L., Awareness, Negation and Logical Omniscience, [in:] VAN EIJCK J.
(Ed.), Logics in Al, Proceedings of JELIA'90, Lecture Notes in Computer Science, Vol. 478, Springer-Verlag,
Berlin New York 1991, pp. 282-300.

[Hub1999] HUBER M., JAM: A BDI-theoretic Mobile Agent Architecture, Proceedings of the Third Annual
Conference on Autonomous Agents, 1999, pp. 236-243.

[HuL1999] HU K., LU Y., SHI C.L., Incremental Discovering Association Rules: A Concept Lattice Approach,
[in:] ZHONG N., ZHOU L. (Eds.), PAKDD'99, Lecture Notes in Artificial Intelligence (LNAI), Vol. 1571,
Springer-Verlag, Berlin Heidelberg 1999, pp. 109—-113.

[HuW2001] HU J., WELLMAN M.P., Learning about other agents in a dynamic multiagent system, Journal
of Cognitive Systems Research, Vol. 2, 2001, pp. 67-79.

[Ing1992] INGRAND F., GEORGEFF M., RAO A., An Architecture for Real-Time Reasoning and System
Control, IEEE Expert, Vol. 7, No. 6, December 1992, pp. 33—44.

[Jen1997] JENNINGS N. R, SYCARA K. P, WOOLDRIDGE M., 4 Roadmap of Agent Research
and Development, Journal of Autonomous Agents and Multi-Agent Systems, Vol. 1, No. 1, July 1998, pp. 7-36.

[Jen1998] JENNINGS N., WOOLDRIDGE M., Applications of Intelligent Agents, [in:] JENNINGS N.,
WOOLDRIDGE M. (Eds.), Agent Technology: Foundations, Applications and Markets, Springer-Verlag, 1998,
pp. 3-28.



158 Literatura

[Kat1999] KATARZYNIAK R., Wieloagencki system zarzqdzania w rozproszonych systemach przetwarzania,
Rozprawa doktorska, Technical Report PRE No. 3, Zaklad Systeméw Informacyjnych Politechniki
Wroctawskiej, Wroctaw 1999.

[Kat2002] KATARZYNIAK R., PIECZYNSKA-KUCHTIAK A., A consensus based algorithm for grounding
belief formulas in internally stored perceptions, Neural Network World, Vol. 12, No. 5, 2002, pp. 461-472.

[Kat2003] KATARZYNIAK R., Grounding atom formulas and simple modalities in communicative agents,
Proceedings of the Twenty First IASTED International Conference on Artificial Intelligence, Innsbruck, Austria,
10 — 13 February 2003, pp. 388-392.

[Kay2005a] KAYA M., ALHAIJJ R., Genetic algorithm based framework for mining fuzzy association rules,
Fuzzy Sets and Systems, Vol. 152, 2005, pp. 587-601.

[Kay2005b] KAYA M., ALHAJJ R., Fuzzy OLAP association rules mining-based modular reinforcement
learning approach for multiagent systems, IEEE Transactions on Systems, Man and Cybernetics, Part B,
Vol. 35, No. 2, 2005, pp. 326-338.

[Kay2005¢c] KAYA M., ALHAJJ R., 4 Novel Approach to Multiagent Reinforcement Learning: Utilizing OLAP
Mining in the Learning Process, IEEE Transactions on Systems, Man, and Cybernetics, Part C: Applications
and Reviews, Vol. PP, No. 99, 2005, pp. 1-8 (to appear).

[Kaz2001] KAZAKOW D., KUDENKO D., Machine Learning and Inductive Logic Programming for Multi-
Agent Systems, [in:] LUCK M., MARIK V., STEPANKOVA O. (Eds.), Multi-Agent Systems and Applications,
Lecture Notes in Artificial Intelligence (LNAI), Vol. 2086, Springer-Verlag, Berlin Heidelberg 2001,
pp. 246-270.

[Kec2002] KECHAGIAS D., SYMEONIDIS A.L., MITKAS P.A., ALBORG M., Towards Improving Multi-
Agent Simulation in Safety Management and Hazard Control Environments, Proceedings of the Conference
on Al, Simulation and Planning in High Autonomous Systems (AIS'2002), Lisbon, Portugal, 7-10 April 2002.

[Kep2002] KEPHART J. O., GREENWALD A. R., Shopbot Economics, Autonomous Agents and Multi-Agent
Systems, Vol. 5, 2002, pp. 255-287.

[Kim2002] KIM W., KERSCHBERG L., SCIME A., Learning for automatic personalization in a semantic
taxonomy-based meta-search agent, Electronic Commerce Research and Applications, Vol. 1, 2002,
pp- 150-173.

[Kmb2005] KIMBROUGH S.0., LU M., Simple reinforcement learning agents: Pareto beats Nash
in an algorithmic game theory study, Information Systems and e-Business Management, Vol. 3, 2005, pp. 1-19.

[Kle1994] KLEMETTINEN M., MANNILA H., RONKAINEN P., TOIVONEN H., VERKAMO 1., Finding
Interesting Rules from Large Sets of Discovered Association Rules, [in:] ADAM N.R., BHARGAVA BK,
YESHA Y. (Eds.), Proceedings of the 3™ International Conference on Information and Knowledge Management
(CIKM'94), Gaithersburg, Maryland, November - December 1994, p. 401-407.

[Klu2001] KLUSCH M., Information agent technology for the Internet: A survey, Data & Knowledge
Engineering, Vol. 36, 2001, pp. 337-372.

[Kno1997] KNOBLOCK C.A., AMBITE J.L., Agents for Information Gathering, [in:] BRADSHAW J.M.,
Software Agents, AAAI Press / The MIT Press, 1997, pp. 347-374.

[Koh1998] KOHAVI R., PROVOST F., Glossary of Terms. Special Issue on Applications of Machine Learning
and the Knowledge Discovery Process, Machine Learning, Vol. 30, 1998, pp. 271-274.

[Kri1963] KRIPKE S., Semantical analysis of modal logic I: normal modal propositional calculi, Zeitschrift
fuer Math. Logic und Grundlagen der Math., Vol. 9, 1963, pp. 67-96.

[Kry2000] KRYSZKIEWICZ M., RYBINSKI H., Legitimate Approach to Association Rules under Incomplete-
ness, ISMIS 2000, Charlotte, USA, 2000, pp. 505-514.

[Kry2004] KRYSZKIEWICZ M., RYBINSKI H., GAJEK M., Dataless Transitions Between Concise Represen-
tations of Frequent Patterns, Journal of Intelligent Information Systems, Vol. 22, No. 1, 2004, pp. 41-70.



7. Literatura 159

[Kwal1999] KWASNICKA H., Obliczenia ewolucyjne w sztucznej inteligencji, Praca habilitacyjna, Oficyna
Wydawnicza Politechniki Wroctawskiej, Wroctaw 1999.

[Kwa2004] KWASNICKA H., SPIRYDOWICZ A., Uczqcy sie komputer. Programowanie gier logicznych,
Oficyna Wydawnicza Politechniki Wroctawskiej, Wroctaw 2004.

[Lai1l987] LAIRD J., NEWELL A., ROSENBLOOM P., Soar: An Architecture for General Intelligence,
Artificial Intelligence, Vol. 33, 1987, pp.1-64.

[Lai1l997] LAIRD J.E., PEARSON D.J.,, HUFFMAN S.B., Knowledge-directed Adaptation in Multi-level
Agents, Journal of Intelligent Information Systems, Vol. 9, 1997, pp. 261-275.

[Lam1999] LAMMA E., RIGUZZI F., PEREIRA L.M., Agents Learning in a Three-Valued Logical Setting,
Proceedings of the Workshop on Machine Learning and Intelligent Agents, Advanced Course on Artificial
Intelligence 1999 (ACAI'99), Crete, Greece, July 1999.

[Lan1997] LANDER S.E., Issues in Multiagent Design Systems, IEEE Expert, March-April 1997, pp. 18-26.

[Leel994a] LEE J., DURFEE E., Structured Circuit Semantics for Reactive Plan Execution Systems,
Proceedings of the Twelfth National Conference on Artificial Intelligence, 1994, pp. 1232-1237.

[Leel994b] LEE J., HUBER M., DURFEE E., KENNY P., UM-PRS: An Implementation of the Procedural
Reasoning System for Multirobot Applications, Proceedings of the Conference on Intelligent Robotics in Field,
Factory, Service and Space (CIRFFSS'94), Houston, Texas, USA, 1994, pp. 842-849.

[LeG2001] LEE G., LEE K.L., CHEN A.L.P., Efficient Graph-Based Algorithms for Discovering and Maintain-
ing Association Rules in Large Databases, Knowledge and Information Systems, Vol. 3, 2001, pp. 338-355.

[LeH2005] LEE Y.-C., HONG T.-P., LIN W.-Y., Mining association rules with multiple minimum supports
using maximum constraints, International Journal of Approximate Reasoning, Vol. 40, 2005, pp. 44-54.

[LeL2004] LEE W.-J., LEE S.-J., Discovery of Fuzzy Temporal Association Rules, IEEE Transactions
on Systems, Man, And Cybernetics — Part B: Cybernetics, Vol. 34, No. 6, 2004, pp. 2330-2342.

[LeS1998] LEE S.D., CHEUNG D.W., KAO B., Is Sampling Useful in Data Mining? A Case in the Mainte-
nance of Discovered Association Rules, Data Mining and Knowledge Discovery, Vol. 2, 1998, pp. 233-262.

[Lev1984] LEVESQUE H. J., 4 Logic of Implicit and Explicit Belief, Proceedings of the AAAI-84 Conference,
Austin, Texas, USA, (wersja rozszerzona i poprawiona: Fairchild Technical Report No. 653), 1984.

[Lgo2004] LE GOC M., GAETA M., Modelling Structures in Generic Space, a Condition for Adaptiveness
of Monitoring Cognitive Agent, Journal of Intelligent and Robotic Systems, Vol. 41, 2004, pp. 113-140.

[Lia2000] LIAU C. J., Logical Systems for Reasoning about Multi-agent Belief, Information Acquisition
and Trust, Proceedings of the Fourteenth European Conference on Atrtificial Intelligence, 2000, pp. 368-372.

[Lie1998] LIEBERMAN H., Integrating user interface agents with conventional applications, Knowledge-
Based Systems, Vol. 11, 1998, pp. 15-23.

[LiJ2004] LI J., SHEN H., TOPOR R., Mining Informative Rule Set for Prediction, Journal of Intelligent
Information Systems, Vol. 22, No. 2, 2004, pp. 155-174.

[Lin2002] LIN W., ALVAREZ S.A., RUIZ C., Efficient Adaptive-Support Association Rule Mining
for Recommender Systems, Data Mining and Knowledge Discovery, Vol. 6, 2002, pp. 83—105.

[Lis2004] LISI F.A., MALERBA D., Inducing Multi-Level Association Rules from Multiple Relations, Machine
Learning, Vol. 55, 2004, pp. 175-210.

[LiT2000] LIU S., TURBAN E., LEE M.K.O., Software Agents for Environmental Scanning in Electronic
Commerce, Information Systems Frontiers, Vol. 2, No. 1, 2000, pp. 85-98.

[LiY2003] LIU J., YOU J., Smart Shopper: An Agent-Based Web-Mining Approach to Internet Shopping, IEEE
Transactions on Fuzzy Systems, Vol. 11, No. 2, April 2003, pp. 226-237.



160 Literatura

[Mael994a] MAES P., Agents that Reduce Work and Information Overload, Communications of the ACM,
Vol. 37, No. 7, 1994, pp. 31-40.

[Mael1994b] MAES P., Modeling Adaptive Autonomous Agents (1994) [in:] Artificial Life: An Overview, MIT
Press, Cambridge, MA, USA, 1994, pp.135-162.

[Mal2000] MALOOF M.A., MICHALSKI R.S., Selecting Examples for Partial Memory Learning, Machine
Learning, Vol. 41, 2000, pp. 27-52.

[Mal2004] MALOOF M.A., MICHALSKI R.S., Incremental learning with partial instance memory , Artificial
Intelligence, Vol. 154, 2004, pp. 95-126.

[Man1996] MANNILA H., Data mining: machine learning, statistics, and databases, Proceedings
of the Eighth International Conference on Scientific and Statistical Database Management, Stockholm, 18-20
June 1996, pp.1-8.

[Man1997] MANNILA H., Methods and problems in data mining. A tutorial., [in:] AFRATI F., KOLAITIS P.
(Ed.) Proceedings of the International Conference on Database Theory (ICDT'97), Delphi, Greece, January 1997,
pp- 41-55.

[Mav2004] MANVI S.S., VENKATARAM P., dpplications of agent technology in communications: a review,
Computer Communications, Vol. 27, 2004, pp. 1493-1508.

[Mar2001] MARSELLA S. et al., Experiences Acquired in the Design of RoboCup Teams: A Comparison
of Two Fielded Teams, Autonomous Agents and Multi-Agent Systems, Vol. 4, 2001, pp. 115-129.

[Men2000] MENCZER F., BELEW R., Adaptive Retrieval Agents: Internalizing Local Context and Scaling
up to the Web, Machine Learning, Vol. 39, 2000, pp. 203-242.

[Men2002] MENCZER F., STREET W.N., MONGE A.E., Adaptive Assistants for Customized E-Shopping,
IEEE Intelligent Systems, November/December 2002, pp. 12—-19.

[Meo1998] MEO R., PSAILA G., CERI S., An Extension to SQL for Mining Association Rules, Data Mining
and Knowledge Discovery, Vol. 2, 1998, pp. 195-224.

[Mey2002] MEYSTEL A..M., ALBUS J.S., Intelligent Systems. Architecture, Desing, and Control, John Wiley
& Sons, New York 2002.

[Mil2000] MILCH B., KOLLER D., Probabilistic Models for Agents' Beliefs and Decisions, Proceedings
of the Sixteenth Annual Conference on Uncertainty in Artificial Intelligence (UAI-00), Stanford, California, June
2000, pp. 389-396.

[Mit2002] MITKAS P. et al., An Agent Framework for Dynamic Agent Retraining: Agent Academy,
Proceedings of the Twelth Annual Conference and Exhibition on eBusiness and eWork (e2002), Prague, Czech
Republic, 16-18 October 2002.

[Mos1986] MOSER L.E., TURNBULL A.A., Proverbs for Programming in Pascal, John Wiley & Sons,
New York 1986.

[Muk2003] MUKHERJEE R., SAJJA N., SEN S., 4 Movie Recommendation System — An Application of Voting
Theory in User Modeling, User Modeling and User-Adapted Interaction, Vol. 13, 2003, pp. 5-33.

[Mue1997] MULLER H. J., Towards Agent Systems Engineering, Data & Knowledge Engineering, 1997,
Vol. 23, pp. 217-245.

[Mul1996] MULAWKA J.J., Systemy ekspertowe, Wydawnictwa Naukowo-Techniczne, Warszawa 1996.

[Mye1997] MYERS K., WILKINS D., The Act Formalism, Version 2.2, SRI International Artificial Intelligence
Center, Technical Report, Menlo Park, CA, 1997.

[Nan2004] NANOPOULOS A., MANOLOPOULOS Y., Memory-adaptive association rules mining, Informa-
tion Systems, Vol. 29, 2004, 365-384.



7. Literatura 161

[Nas2004] NASON S., LAIRD J.E., Soar-RL: Integrating Reinforcement Learning with Soar, Proceedings
of the Sixth International Conference on Cognitive Modeling (ICCM2004), Pittsburgh, Pennsylvania, USA,
30 July — 1 August 2004.

[Nas2005] NASON S., LAIRD J.E., Soar-RL: integrating reinforcement learning with Soar, Cognitive Systems
Research, Vol. 6, 2005, pp. 51-59.

[Ndu1998] NDUMU D.T., COLLIS J.C., NWANA H.S., Towards desktop personal travel agents,
BT Technology Journal, Vol. 16, No. 3, July 1998, pp. 69—78.

[New1990] NEWELL A., Unified Theories of Cognition, Harvard University Press, Cambridge 1990.

[NeS1997] NEWELL S.C., User Models and Filtering Agents for Improved Internet Information Retrieval, User
Modeling and User-Adapted Interaction, Vol. 7, 1997, pp. 223-237.

[NgK2004] NG K.S., Alkemy: A Learning System Based on an Expressive Knowledge Representation For-
malism, Computer Sciences Laboratory, The Australian National University, Canberra, Australia, August 2004.

[Ngu2002] NGUYEN N.T., Metody wyboru consensusu i ich zastosowanie w rozwiqzywaniu konfliktow w sys-
temach rozproszonych, Praca habilitacyjna, Oficyna Wydawnicza Politechniki Wroctawskiej, Wroctaw 2002.

[Nwa1996] NWANA H., Sofiware Agents: An Overview, Knowledge Engineering Review, Vol. 11, No. 3, 1996,
pp. 205-244.

[Nwal1999] NWANA H., NDUMU D.T., A4 Perspective on Software Agents Research, The Knowledge
Engineering Review, Vol. 14, No. 2, 1999, pp. 1-18.

[O1i1999] OLIVEIRA E., FISCHER K., STEPANKOWA O., Multi-agent systems.: which research for which
applications, Robotics and Autonomous Systems, Vol. 27, 1999, pp. 91-106.

[Pan1992] PANKOWSKI T., Podstawy baz danych, Wydawnictwo Naukowe PWN, Warszawa, 1992.

[Par1998] PARUNAK H.V.D., Practical and Industrial Applications of Agent-Based Systems, Industrial
Technology Institute, 1998.

[Pas2005] PASQUIER N., TAOUIL R., BASTIDE Y., STUMME G., LAKHAL L., Generating a Condensed
Representation for Association Rules, Journal of Intelligent Information Systems, Vol. 24, No. 1, 2005,
pp- 29-60.

[Paz1997] PAZZANI M.J., BILLSUS D., Learning and Revising User Profiles: The Identification of Interesting
Web Sites, Machine Learning, Vol. 27, 1997, pp. 313-331.

[Paz2002] PAZZANI M.J., BILLSUS D., Adaptive Web Site Agents, Autonomous Agents and Multi-Agent
Systems, Vol. 5, 2002, pp. 205-218.

[Per1997] PERKOWITZ M., DOORENBOS R.B., ETZIONI O., WELD D.S., Learning to Understand Infor-
mation on the Internet: An Example-Based Approach, Journal of Intelligent Information Systems, Vol. 8., 1997,
pp. 133-153.

[Pie2003] PIECZYNSKA-KUCHTIAK A., Funkcja decyzyina w  algorytmie wyboru komunikatu,
[in:] BUBNICKI Z., GRZECH A. (Eds.), Inzynieria Wiedzy i Systemy Ekspertowe, Oficyna Wydawnicza
Politechniki Wroctawskiej, Wroctaw 2003, Tom 2, pp. 271-280.

[Piv2002] PIVK A., GAMS M., Domain-dependent information gathering agent, Expert Systems with Applica-
tions, Vol. 23, 2002, pp. 207-218.

[Pro2003] PROTAZIUK G., RYBINSKI H., 4ssociation Rules in Incomplete Transactional Databases,
Proceedings of the First Symposium on Databases, Data Warchousing and Knowledge Discovery, Baden Baden,
Germany, July 2003, pp. 7-20.

[Ran2003] RANKINS R., JENSEN P., BERTUCCI P., Microsoft SOL Server 2000. Ksiega eksperta., HELION,
Gliwice 2003.

[Rao1991] RAO A., GEORGEFF M., Modeling Rational Agents within a BDI-Architecture, Proceedings
of the Second International Conference on Artificial Intelligence, Sydney, Australia, Morgan Kaufman, 1991,
pp. 473-484.



162 Literatura

[Rao1995] RAO A., GEORGEFF M., BDI Agents: From Theory to Practice, Proceedings of the First
International Conference on Multi-Agent Systems (ICMAS-95), San Francisco, USA, June 1995, pp. 312 -319.

[Ras2002] RASTOGI R., SHIM K., Mining Optimized Association Rules with Categorical and Numeric
Attributes, IEEE Transactions on Knowledge and Data Engineering, Vol. 14, No. 1, 2002, pp. 29-50.

[Rau2005] RAUCH J., Logic of Association Rules, Applied Intelligence, Vol. 22, 2005, pp. 9-28.

[Rib2002] RIBEIRO C., Reinforcement Learning Agents, Attificial Intelligence Review, Vol. 17, 2002,
pp. 223-250.

[Rin1997] RING M.B., CHILD: A First Step Towards Continual Learning, Machine Learning, Vol. 28, 1997,
pp. 77-104.

[Rip2000] RIPPER P.S., FONTOURA M.F., NETO AM., LUCENA de C.J.P., V-Market: A framework
for agent e-commerce systems, World Wide Web, Vol. 3, 2000, pp. 43-52.

[Rus1995] RUSSELL S.J., NORVIG P., Artificial Intelligence, a modern approach., Prentice Hall, New Jersey,
USA, 1995.

[Sch2004] SCHMIDT R.A., TISHKOVSKY D., HUSTADT U., Interactions between Knowledge, Action
and Commitment within Agent Dynamic Logic, Studia Logica, Vol. 78, 2004, pp. 381-415.

[Scu2005] SCHUSTER A., WOLFF R., TROCK D., 4 high-performance distributed algorithm for mining
association rules, Knowledge and Information Systems, Vol. 7, 2005, pp. 458—475.

[Sen1999] SEN S., WEISS G., Learning in Multiagent Systems, [in:] WEISS G. (Ed.), Multiagent systems,
The MIT Press, 1999, Chapter 6, pp. 259-298.

[Snk2002] SENKUL S., POLAT F., Learning Intelligent Behavior in a Non-stationary and Partially
Observable Environment, Artificial Intelligence Review, Vol. 18, 2002, pp. 97— 115.

[She2000] SHEN W., MATURANA F., NORRIE D.H., Enhancing the Performance of an Agent-Based
Manufacturing System Through Learning and Forecasting, Journal of Intelligent Manufacturing, Vol. 11, 2000,
pp- 365-380.

[ShS1999] SHEN L., SHEN H., CHENG L., New algorithms for efficient mining of association rules,
Information Sciences, Vol. 118, 1999, pp. 251-268.

[Sil1998] SILVERSTEIN C., BRIN S., MOTWANI R., Beyond Market Baskets: Generalizing Association Rules
to Dependence Rules, Data Mining and Knowledge Discovery, Vol. 2, 1998, pp. 39 — 68.

[Sin1991] SINGH M. P., Intentions, Commitment and Rationality, Proceedings of the Thirteenth Annual
Conference of the Cognitive Science Society, Chicago, Illinois, August 1991.

[Sin1992] SINGH M. P., 4 Critical Examination of the Cohen-Levesque Theory of Intention, Proceedings
of the Tenth European Conference on Atrtificial Intelligence (ECAI), Vienna, Austria, August 1992.

[Sin1995a] SINGH M. P., Semantical Considerations on Some Primitives for Agent Specification, IJCAI
Workshop on Agent Theories, Architectures, and Languages (ATAL), Montreal, Canada, August 1995.

[Sin1995b] SINGH M. P., Formalizing Actions in Branching Time: Model-Theoretic Considerations,
Proceedings of the Second International Workshop on Temporal Representation and Reasoning (TIME), Mel-
bourne Beach, Florida, April 1995.

[Sin1998] SINGH M. P., Semantical Considerations on Intention Dynamics for BDI Agents, Journal of Experi-
mental and Theoretical Artificial Intelligence, 1998.

[Sun2003] SUNG S.Y., LI Z., TAN C.L., NG P.A., Forecasting Association Rules Using Existing Data Sets,
IEEE Transactions on Knowledge and Data Engineering, Vol. 15, No. 6, 2003, pp. 1448-1459.

[Sym2002] SYMEONIDIS A.L., MITKAS P.A., KECHAGIAS D.D., Mining Patterns And Rules For Improv-
ing Agent Intelligence Through An Integrated Multi-Agent Platform, Proceedings of the Sixth IASTED Interna-
tional Conference on Artificial Intelligence and Soft Computing (ASC 2002), Banff, Alberta, Canada, 17-19 July
2002.



7. Literatura 163

[Tak1998] TAKADAMA K., NAKASUKA S., TERANO T., Printed Circuit Board Design via Organizational-
Learning Agents, Applied Intelligence, Vol. 9, 1998, pp. 25-37.

[Tes2002] TESAURO G., KEPHART 1J.0., Pricing in Agent Economies Using Multi-Agent Q-Learning,
Autonomous Agents and Multi-Agent Systems, Vol. 5, 2002, pp. 289-304.

[Tha2002] THAWONMAS R., HIRAYAMA J., TAKEDA F., Learning from Human Decision-Making Behav-
iors - An Application to RoboCup Sofiware Agents, [in:] HENDTLASS T., ALI M. (Eds.): IEA/AIE 2002,
Lecture Notes in Artificial Intelligence, Vol. 2358, Springer-Verlag, Berlin Heidelberg 2002, pp. 136—146.

[Tho1998] THOMAS S., SARAWAGI S., Mining Generalized Association Rules and Sequential Patterns
Using SQL Queries, Proceedings of the Fourth International Conference on Knowledge Discovery and Data
Mining (KDD-98), New York, USA, 1998.

[Thr1995] THRUN S., MITCHELL T.M., Lifelong Robot Learning, Robotics and Autonomous Systems,
Vol. 15, 1995, pp. 25-46.

[Tsa1999] TSAI P.S., LEE C.-C., CHEN A.L., An Efficient Approach for Incremental Association Rule Mining,
[in:] ZHONG N., ZHOU L. (Eds.), PAKDD'99, Lecture Notes in Artificial Intelligence (LNAI), Vol. 1574,
Springer-Verlag, Berlin Heidelberg 1999, pp. 74-83.

[Tsa2004] TSAI P.S., CHEN C.-M., Mining interesting association rules from customer databases
and transaction databases, Information Systems, Vol. 29, 2004, pp. 685-696.

[TsC2005] TSAY Y.-J., CHIANG J.-Y., CBAR: an efficient method for mining association rules, Knowledge-
Based Systems, Vol. 18, 2005, pp. 99-105.

[URLSoar] The Soar Home Page, http://sitemaker.umich.edu/soar.

[Van1991a] VAN DER HOEK W., On the Semantics of Graded Modalities, Technical report No. IR-246, vrije
Universiteit, Amsterdam, May 1991.

[Van1991b] VAN DER HOEK W., MEYER J.-]., Graded Modalities in Epistemic Logic, Logique & Analyse,
Vol. 133-134, 1991, pp. 251-270.

[Van1997] VAN DER HOEK W., VAN LINDER B., MEYER Jl.-J., An Integrated Modal Approach to Rational
Agents, Proceedings of the Second AISB Workshop on Practical Reasoning and Rationality, Manchester, UK,
April 1997, pp. 123-159.

[Van1999] VAN DER HOEK W., VAN LINDER B., MEYER Il.-J., 4 logical approach to the dynamics
of commitments, Artificial Intelligence, Vol. 113, 1999, pp. 1-40.

[Vid1997] VIDAL J.M., DURFEE E.H., Agents Learning About Agents: A Framework and Analysis,
Proceedings of the AAAI-97 Workshop on Multiagent Learning, Providence, Rhode Island, USA, 28 July 1997.

[Vid2003] VIDAL J.M., DURFEE E.H., Predicting the Expected Behavior of Agents that Learn About Agents:
The CLRI Framework, Autonomous Agents and Multi-Agent Systems, Vol. 6, 2003, pp. 77-107.

[Wag2003] WAGNER T., Applying Agents for Engineering of Industrial Automation Systems, [in:] SCHILLO
M. et al. (Eds.), MATES 2003, Lecture Notes in Artificial Intelligence, Vol. 2831, Springer-Verlag, Berlin
Heidelberg 2003, pp. 62-73.

[Wal1996] WALLEY P., Measures of uncertainty in expert systems, Artificial Intelligence, Vol. 83, 1996,
pp. 1-58.

[Weil996] WEISS G., Adaptation and learning in multi-agent systems: Some remarks and a bibliography, [in:]
WEISS G., SEN S. (Eds.), Adaptation and learning in multi-agent systems, Lecture Notes in Artificial Intelli-
gence, Vol. 1042, Springer-Verlag, 1996, pp. 1-21.

[Weil999] WEISS G., DILLENBOURG P., What is 'multi’ in multi-agent learning?, [in:] DILLENBOURG P.
(Ed.), Collaborative learning. Cognitive and computational approaches., Pergamon Press, 1999, Chapter 4,
pp- 64-80.

[WgP2005] WANG H., PERNG C.-S., MA S., YU P.S., Demand-driven frequent itemset mining using pattern
structures, Knowledge and Information Systems, Vol. 8, 2005, pp. 82-102.



164 Literatura

[WgS2004] WANG F.-H., SHAO H.-M., Effective personalized recommendation based on time-framed
navigation clustering and association mining, Expert Systems with Applications, Vol. 27, 2004, pp. 365-377.

[WgU2005] WANG Y.-C., USHER J.-M., Application of reinforcement learning for agent-based production
scheduling, Engineering Applications of Artificial Intelligence, Vol. 18, pp. 73-82.

[Wil2004] WILLIAMS A.B., Learning to Share Meaning in a Multi-Agent System, Autonomous Agents
and Multi-Agent Systems, Vol. 8, 2004, pp. 165-193.

[WIs2003] WILSON B., The Machine Learning Dictionary for COMP9414
(http://www.cse.unsw.edu.au/~billw/mldict.html), 2003.

[Wo01995a] WOOLDRIDGE M., JENNINGS N.R., Intelligent Agents: Theory and Practice, Knowledge
Engineering Review, Vol. 10, No. 2, 1995.

[Wo001995b] WOOLDRIDGE M., An Abstract General Model and Logic of Resource-Bounded Believers, [in:]
COX M., FREED M. (Eds.), Representing Mental States and Mechanisms, Proceedings of the 1995 AAAI
Spring Symposium, AAAI Press, March 1995.

[Wo001997a] WOOLDRIDGE M., Agent-based Software Engineering, [in:] IEE Proceedings on Software
Engineering, Vol. 144, No. 1, February 1997, pp. 26-37.

[Wo001997b] WOOLDRIDGE M., 4 Knowledge-Theoretic Semantics for Concurrent MetateM, [in:] MUELLER
J., WOOLDRIDGE M., JENNINGS N. R. (Eds.), Intelligent Agents IlI, Springer-Verlag, Berlin Heidelberg
1997.

[Wo001999a] WOOLDRIDGE M., JENNINGS N.R., Software Engineering with Agents: Pitfalls and Pratfalls,
IEEE Internet Computing, May/June 1999, pp. 20-27.

[Wo001999b] WOOLDRIDGE M., JENNINGS N.R., KINNY D., 4 Methodology for Agent-Oriented Analysis
and Design, [in:] ETZIONI O., MULLER J.P., BRADSHAW J. (Eds.), Proceedings of the Third International
Conference on Autonomous Agents (Agents '99), Seattle, WA, USA, May 1999.

[Wo001999¢c] WOOLDRIDGE M., Intelligent Agents, [in:] WEISS G. (Ed.), Multiagent Systems, The MIT Press,
1999.

[Yan2004] YANG Q., LI T., WANG K., Building Association-Rule Based Sequential Classifiers for Web-Docu-
ment Prediction, Data Mining and Knowledge Discovery, Vol. 8, 2004, pp. 253-273.

[Ya02002] YAO Y.Y., HAMILTON H.J., WANG X., PagePrompter: An Intelligent Web Agent Created Using
Data Mining Techniques, [in:] ALPIGINI J. J. et al. (Eds.), RSCTC 2002, Lecture Notes in Artificial Intelli-
gence, Vol. 2475, Springer-Verlag, Berlin Heidelberg 2002, pp. 506-513.

[Yen1996] YEN S.J., CHEN A.L.P., 4An efficient approach to discovering knowledge from large databases,
Proceedings of the IEEE/ACM international conference on parallel and distributed information systems, 1996,
pp. 8-18.

[You2005] YOUNG R.M., The data learning problem in cognitive architectures, Cognitive Systems Research,
Vol. 6, 2005, pp. 89-97.

[Zak1999] ZAKI M.J., Parallel and Distributed Association Mining: A Survey, IEEE Concurrency, Vol. 7,
No. 4, 1999, pp. 14-25.

[Zak2000] ZAKI M.J., Scalable Algorithms for Association Mining, IEEE Transactions on Knowledge and Data
Engineering, Vol. 12, No. 3, 2000, pp. 372-390.

[ZhE2001] ZHOU Z., EZEIFE C.I., A Low-Scan Incremental Association Rule Maintenance Method Based on
the Apriori Property, [in:] STROULIA E., MATWIN S. (Eds.), AI 2001, Lecture Notes in Artificial Intelligence,
Vol. 2056, Springer-Verlag, Berlin Heidelberg 2001, pp. 26-35.

[Zho2002] ZHONG F., WU D.J., KIMBROUGH S.0., Cooperative Agent Systems: Artificial Agents Play
the Ultimatum Game, Group Decision and Negotiation, Vol. 11, 2002, pp. 433—447.



	Spis treści
	Wykaz ważniejszych oznaczeń
	Wprowadzenie
	1. Eksploracja danych jako metoda maszynowego uczenia się
	1.1. Maszynowe uczenie się 
	1.2. Podział metod uczenia się 
	1.3. Uczenie się z nadzorem i bez nadzoru
	1.3.1. Uczenie się z nadzorem
	1.3.2. Uczenie się bez nadzoru

	1.4. Metody eksploracji danych
	1.4.1. Podział metod eksploracji danych
	1.4.2. Metody usuwania wartości nieznanych

	1.5. Odkrywanie reguł związku
	1.5.1. Model formalny
	1.5.2. Metody znajdowania reguł związku


	2. Pozyskiwanie wiedzy przez agenta
	2.1. Technologie agenckie
	2.2. Reprezentacja wiedzy agenta
	2.2.1. Pojęcie wiedzy
	2.2.2. Formalizacja wiedzy agenta
	2.2.3. Semantyka światów możliwych
	2.2.4. Reprezentacja wiedzy niepewnej

	2.3. Uczenie się systemu agenckiego
	2.4. Uczenie się pojedynczego agenta
	2.4.1. Cel uczenia się 
	2.4.2. Dane trenujące
	2.4.3. Techniki uczenia się agentów
	2.4.4. Integracja technik uczenia się z architekturą agencką

	2.5. Uczenie się systemu wieloagenckiego 
	2.5.1. Wspólny albo indywidualny cel uczenia się
	2.5.2. Świadomość istnienia innych agentów
	2.5.3. Inne aspekty uczenia się w systemie wieloagenckim


	3. Metoda APS inkrementacyjnego pozyskiwania reguł 
	3.1. Przegląd metody APS 
	3.1.1. Struktura bazy wiedzy agenta
	3.1.2. Etapy metody APS
	3.1.3. Przekształcanie danych
	3.1.4. Odkrywanie reguł związku
	3.1.5. Założenie niedoskonałej pamięci
	3.1.6. Utrzymanie bazy reguł
	3.1.7. Klasyfikacja metody APS
	3.1.8. Umiejscowienie cyklu metody APS w architekturze agenckiej

	3.2. Założenia metody APS
	3.3. Reprezentacja wiedzy agenta
	3.4. Cykl pozyskiwania reguł w metodzie APS
	3.5. Algorytmy przetwarzania danych
	3.5.1. Wybór faktów do analizy
	3.5.2. Przekształcanie schematu historii
	3.5.3. Wypełnianie danymi nowego schematu
	3.5.4. Eliminacja wartości nieznanych
	3.5.5. Odkrywanie reguł związku
	3.5.6. Aktualizacja bazy reguł
	3.5.7. Usuwanie przetworzonych faktów

	3.6. Weryfikacja eksperymentalna metody APS
	3.6.1. Plan eksperymentu
	3.6.2. Opis środowiska testowego
	3.6.3. Charakterystyka danych testowych
	3.6.4. Wyniki eksperymentów
	3.6.5. Omówienie wyników i wnioski

	3.7. Porównanie metody APS z innymi pracami
	3.7.1. Inne metody inkrementacyjne znajdowania reguł związku
	3.7.2. Zastosowanie reguł związku w architekturach agenckich


	4. Podsumowanie
	5. Dodatek A: Przykład obliczeniowy
	5.1. Zawartość historii
	5.2. Przekształcenie schematu historii
	5.3. Wypełnianie danymi nowego schematu
	5.4. Eliminacja wartości nieznanych
	5.5. Aktualizacja bazy reguł

	6. Dodatek B: Wyniki eksperymentów
	6.1. Parametry globalne
	6.2. Badania przy jednorodnym rozkładzie reguł
	6.2.1. Parametry przebiegów inkrementacyjnych
	6.2.2. Pomiary czasu trwania przebiegów inkremantacyjnych
	6.2.3. Parametry przebiegów wsadowych
	6.2.4. Pomiary czasu trwania przebiegów wsadowych
	6.2.5. Porównanie zbiorów reguł uzyskanych inkrementacyjnie i wsadowo

	6.3. Badania przy niejednorodnym rozkładzie reguł - Seria I
	6.3.1. Parametry przebiegów inkrementacyjnych
	6.3.2. Pomiary czasu trwania przebiegów inkrementacyjnych
	6.3.3. Parametry przebiegów wsadowych
	6.3.4. Pomiary czasu trwania przebiegów wsadowych
	6.3.5. Porównanie zbiorów reguł uzyskanych inkrementacyjnie i wsadowo

	6.4. Badania przy niejednorodnym rozkładzie reguł - Seria II
	6.4.1. Parametry przbiegów inkrementacyjnych
	6.4.2. Pomiary czasu trwania przebiegów inkrementacyjnych
	6.4.3. Parametry przebiegów wsadowych
	6.4.4. Pomiary czasu trwania przebiegów wsadowych
	6.4.5. Porównanie zbiorów reguł uzyskanych inkrementacyjnie i wsadowo


	7. Literatura

