NATALIA BERCZ ZASTOSOWANIE
e-mail: 183913 @student.ue.wroc.pl MODELOWANIA
ORCID: 0000-0001-6682-7551 MATEMATYCZNEGO
I UCZENIA MASZYNOWEGO
W ZARZADZANIU RYZYKIEM
KREDYTOWYM W BANKACH
I INSTYTUCJACH

Uniwersytet Ekonomiczny we Wroctawiu FINANSOWYCH

JEL Classification: C88, Y80

Streszczenie: Udzielanie kredytow wiaze si¢ z wysokim ryzykiem. Banki oraz instytucje finansowe
poswigcaja uwagg i zasoby na zarzadzanie tym procesem w celu zwickszenia prawdopodobienstwa, ze
nie wystapia niepozadane zdarzenia prowadzace do utraty nalezno$ci. Modelowanie matematyczne
i uczenie maszynowe umozliwiajg prognozowanie prawdopodobienstwa niewywigzania si¢ ze zobo-
wigzan i ulatwiaja podejmowanie decyzji o udzieleniu pozyczki lub odrzuceniu wniosku o kredyt. Ce-
lem artykutu jest analiza zastosowania modelowania matematycznego i uczenia maszynowego w za-
rzadzaniu ryzykiem kredytowym. Istotny element stanowi zaprezentowanie sposobu umozliwiajacego
zbudowanie modelu w postaci karty scoringowej przydzielajacego okreslong liczbg punktéw kazdemu
potencjalnemu klientowi. Zbadano takze skutecznos$¢ takiego modelu, czyli zweryfikowano tezg, czy
dzigki niemu ryzyko niesplacenia kredytu przez potencjalnych kredytobiorcow moze by¢ minimalizo-
wane. Zastosowane w artykule metody badawcze to migdzy innymi: analiza literatury przedmiotu, ob-
serwacja zjawisk, metody modelowania i metody ilosciowe.

Stowa kluczowe: ryzyko kredytowe, zarzadzanie ryzykiem kredytowym, modelowanie ryzyka kredy-
towego, default.

1. Wstep

Udzielanie kredytow wiaze si¢ z wysokim ryzykiem. Proces ten powinien zatem by¢
przeprowadzany przejrzyscie i kompleksowo. Banki oraz instytucje finansowe, czyli
przedsigbiorstwa, dla ktorych ryzyko kredytowe jest szczeg6lnie istotne, po§wigcaja
uwage i zasoby na zarzadzanie takim ryzykiem w celu zwigkszenia prawdopodo-
bienstwa, ze nie wystapig niepozadane zdarzenia prowadzace do utraty naleznosci.
Skuteczne zarzadzanie ryzykiem kredytowym wymaga stosowania réznych tech-
nik i sktada si¢ z wielu etapow. Modelowanie matematyczne i uczenie maszynowe
umozliwiaja prognozowanie prawdopodobienstwa niewywiazania si¢ ze zobowia-
zan przez potencjalnego klienta oraz utatwiaja podejmowanie decyzji o udzieleniu
pozyczki lub odrzuceniu wniosku o kredyt. Ponadto zagadnienia z uczenia maszy-
nowego i modelowania matematycznego sg interesujace takze ze wzgledu na ich
szerokie zastosowanie w zyciu codziennym.
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2. Istota modelowania matematycznego i uczenia maszynowego

Modelowanie matematyczne polega na zastosowaniu matematyki do opisu proble-
mow $wiata rzeczywistego i badania aspektow, ktore z tego wynikaja. Problem ze
$wiata rzeczywistego ttumaczony jest na problem matematyczny za pomocg narzg-
dzi matematycznych. Modelowanie matematyczne jest czynnos$cig polegajaca na
przeprowadzaniu eksperymentow. Wyzwanie polega na stworzeniu mozliwie naj-
prostszego modelu zawierajacego gléwne cechy interesujgcego zjawiska. Efektyw-
ny model matematyczny odzwierciedla zachowanie rzeczywistej sytuacji zyciowe;.
Oznacza to, ze analizujagc model przy uzyciu odpowiednich narz¢dzi matematycz-
nych, mozna lepiej zrozumie¢ okre$lony system. W przypadku bardziej ztozonych
problemow przydatne okazuje si¢ podejscie numeryczne, jednak w wielu sytuacjach
wskazane jest sformutowanie zlozonego systemu za pomoca prostego modelu —
0 rOwnaniu zapewniajagcym rozwigzanie analityczne (Banerjee, 2014).
Do stworzenia modelu matematycznego konieczne jest:
* wprowadzenie czasu oraz zmiennych przestrzennych (opis geometrii),
* stosowanie jednostki podczas rozwigzywania zadania matematycznego — sku-
pienie si¢ na jednostkach wymiarowych,
e wprowadzenie mozliwie najprostszych zatozen i warunkow,
* sformutowanie prawa (fizycznego, ekonomicznego, biologicznego itd.),
* opracowanie mozliwie najprostszego opisu matematycznego,
* rozwigzywanie problemow matematycznych — porownanie wynikow otrzyma-
nych w przypadku zastosowania réznych metod (Mityushev, Nawalaniec

i Rylko, 2018).

W modelowaniu matematycznym przydatnym narzedziem sg wykresy. Wazna
jest jednak §wiadomos$¢ ich zastosowan i ograniczen zwigzanych z wykorzysty-
waniem wykreséw. Wnioskowanie odbywa si¢ za pomoca geometrycznej intuicji.
Jednym z najtatwiejszych do zaobserwowania obiektow jest linia prosta. Wykresy
przynosza korzys$ci podczas analizowania przyblizonych danych lub zaleznosci ja-
kosciowych obejmujacych kilka zmiennych. Graficzne podejscie do problemu przy-
daje si¢ takze, gdy dostepnych informacji jest niewiele lub gdy sa one okre$lone
w niezbyt precyzyjnej formie. Jezeli dostepne sg bardziej doktadne informacje, uzy-
teczniejsze okazuja sie czgsto metody analityczne (Bender, 1978).

Sformutowanie modelu matematycznego jest zazwyczaj wyraznie oddzielo-
ne od rozwigzania probleméw matematycznych. Szukanie rozwigzania jest czgsto
skomplikowane i w wielu przypadkach musi by¢ wykonywane przez odpowiednie
oprogramowanie. Wiasnie dlatego znalezienie rozwigzania wigkszosci problemow
eksperymentalnych zajeloby znacznie wigcej czasu bez zastosowania modeli ma-
tematycznych. Matematyke mozna postrzega¢ jako ogromny zasob metod i instru-
mentow, ktore moga by¢ wykorzystywane do rozwigzywania problemow. Mode-
le sprawiaja, ze metody te majg zastosowanie w niematematycznych problemach
(Velten, 2009).
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Uczenie maszynowe — z angielskiego machine learning — mozna zdefiniowac
jako metody obliczeniowe wykorzystujace doswiadczenie. Stosuje si¢ je w celu do-
konywania doktadnych prognoz lub poprawy wydajnosci. Doswiadczenie odnosi sig
do informacji z przesztosci, przybierajacych zazwyczaj forme¢ danych elektronicz-
nych, zebranych i przekazanych do analizy. Uczenie maszynowe polega na projek-
towaniu doktadnych i wydajnych algorytméw predykeji. Krytyczng miarg jakosci
takich algorytmow jest ich ztozono$¢ czasowa i przestrzenna, jednak w uczeniu ma-
szynowym potrzebne jest takze pojecie zlozonosci probki. Umozliwia ono oceng
wielko$ci probki, ktéra wymagana jest, zeby algorytm mogt nauczy¢ si¢ rodziny
poje¢. Sukces algorytmu uczenia zalezy od uzytych danych, dlatego uczenie maszy-
nowe jest Sci§le zwigzane ze statystyka i analizg danych. Techniki uczenia to metody
oparte na danych, laczace pojecia informatyczne z pomystami z optymalizacji, sta-
tystyki i prawdopodobienstwa (Mohri, Rostamizadeh i Talwalkar, 2012).

Uczenie maszynowe polega na stosowaniu komputeréw do modyfikowania lub
dostosowywania dziatan w celu poprawy ich doktadnosci. Doktadnos$¢ mierzona jest
tym, jak dobrze wybrane dziatania odzwierciedlajg prawidtowe dziatania. Uczenie
maszynowe jest wielodyscyplinarne. Eksploracja danych polega na wydobywaniu
cennych informacji z duzych zbioréw danych, dlatego wymaga wydajnych algoryt-
mow. Istotna jest tutaj rowniez ztozono$¢ obliczeniowa metod uczenia maszynowe-
go i utworzonych algorytméw (Zicari, 2018).

Zakres problemow w uczeniu maszynowym jest duzy. Naukowcy identyfikuja
coraz wigcej szablonow, ktore moga by¢ pomocne w rozwigzaniu pewnych sytu-
acji. Szablony te ulatwiaja wdrazanie uczenia maszynowego w praktyce. Jednym
z najczesciej badanych probleméw jest klasyfikacja binarna, ktoéra sprowadza si¢
do oszacowania, jakg wartos¢ przyjmie zmienna losowa y € {£1}, jesli x pochodzi
z dziedziny X. Na przyktad na podstawie zdje¢ jabtek i pomaranczy dzigki uczeniu
maszynowemu mozna stwierdzi¢, czym jest zadany obiekt. Podobne przewidywanie
ma miejsce, gdy za pomocg danych o dochodach i historii kredytowej wiasciciela
domu ustala sig, czy istnieje prawdopodobienstwo, ze nie sptaci pozyczki (Smola
1 Vishwanathan, 2008).

3. Modelowanie ryzyka kredytowego

Dla bankéw i1 instytucji finansowych jakos¢ kredytow bankowych jest kluczowym
wyznacznikiem konkurencji, rentownosci i przetrwania. Ocena kredytowa jest zatem
jednym z najwazniejszych procesow w zarzadzaniu ryzykiem kredytowym. Proces
ten obejmuje zbieranie, analizowanie oraz klasyfikacj¢ réznych zmiennych kredy-
towych w celu oceny decyzji kredytowej. Scoring kredytowy polega na zastosowa-
niu modeli statystycznych do okreslenia prawdopodobienstwa niewywigzania si¢ ze
sptaty zobowigzania przez potencjalnego kredytobiorce (Abdou i Pointon, 2011).
Oznacza on rowniez uszeregowanie klientow wnioskujacych o kredyt wedtug za-
obserwowanej jakosci, ktora pozwoli przydzieli¢ ich do odrebnych grup — dobrych
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i ztych kredytobiorcow. Jesli szacowany wynik jest wysoki, klienta mozna postrze-
ga¢ jako wiarygodnego. System scoringu kredytowego powinien by¢ optymalny
1 przypisywa¢ odpowiednig ocen¢ kazdemu klientowi (Ochirsukh, 2016).

Jednym z elementow zarzadzania ryzykiem kredytowym w bankach i instytu-
cjach finansowych jest nadanie dtuznikowi statusu default. Akronim PD (Probability
of Default) opisuje prawdopodobienstwo, ze klient, ktory obecnie nie znajduje si¢
w stanie default, nie wywigze si¢ ze swoich zobowigzan w ciaggu 12 miesigcy. Jesli
zdarzenie default nie wystapi przez caty okres obserwacji (rok), uwaza si¢ ja za
dobra. Jesli natomiast zdarzenie to bedzie miato miejsce przynajmniej raz w ciggu
12 miesigcy od daty rozpoczgcia analizy, obserwacja uwazana jest za zta (Koulafe-
tis, 2017).

Podczas tworzenia modeli kart scoringowych wartos¢ WOE (Weight of Evi-
dence) stosowana jest do rozrézniania dobrych i ztych obserwacji. Istotng cecha
WOE jest przeksztalcanie ryzyka zwiazanego z decyzja o przyznaniu kredytu na
fatwiejsza do oceny skale liniowa. R6wnanie mozna wyrazi¢ jako:

wor = in((32)/(25))

Brak wystapienia zdarzenia default oznaczono jako N, natomiast P opisuje ob-
serwacje, w ktorych nastgpito niewywigzanie si¢ ze zobowigzan (Ochirsukh, 2016).
Jednym ze sposobdéw wyboru zmiennych predykcyjnych podczas opracowywa-
nia kart scoringowych metoda binarnej regresji logistycznej jest obliczenie staty-
styki IV — wartosci informacyjnej. Wielko$¢ tej statystyki decyduje o sile kazdej ze
zmiennych:
*  mniej niz 0,02 — brak przewidywania,
* 0,02 do 0,1 — staby predyktor,
e 0,1 do 0,3 — sredni predyktor,
* wigksze niz 0,3 — silny predyktor (Ochirsukh, 2016).
Warto$¢ 1V zmiennej zalezy od sposobu, w jaki zostata skategoryzowana — im
wieksza jest liczba koszykdw, tym wieksza bedzie IV. Warto$¢ informacyjna odnosi
si¢ do wartosci sumy WOE we wszystkich koszykach i opisana jest rownaniem:

= Z[(Z V5 P) WOE| (Ochirsukh, 2016).

Klasyfikacja zmiennych predykcyjnych jest czgécia procesu przeksztatcania i se-
lekcji zmiennych podczas tworzenia modelu regresji liniowej lub logistycznej. Ce-
chy liczbowe i jakosciowe zmodyfikowa¢ mozna tak, aby zmienng ciagla przeobra-
zi¢ w kilka dyskretnych przedziatéw, a rozne poziomy w zmiennych jakosciowych
podzieli¢ na mniejszg liczbe klas. Wigksza liczba koszykéw wigze si¢ z ryzykiem
wystapienia przesadnego dopasowania (overfitting) oraz z wigkszym potencjatem
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ztozonos$ci modelu, jednak liczba zbyt mata moze prowadzi¢ do utraty warto$ci in-
formacyjnej. Celem klasyfikacji jest wiec znalezienie minimalnej liczby koszykow,
z zachowaniem maksymalnej mozliwej wartosci informacyjnej (Ochirsukh, 2016).

Budowa modelu karty scoringowej w jezyku R
Biblioteki R, ktére mozna wezyta¢ za pomocg funkcji /ibrary(), umozliwiajg korzy-
stanie z dodatkowych opcji programu.

library(readxl)
library(rsample)
library(tidyverse)
library(scorecard)
library(reldist)
library(ROCR)

Jesli pewne czynno$ci wykonywane sa wigcej niz jeden raz, dobrym sposobem
na zredukowanie powtarzajacych si¢ linijek kodu jest zdefiniowanie dodatkowych
funkcji poprzez komendg function().

Funkcja plot roc_curve(), przyjmujaca argument data, czyli ramke danych, za
pomoca funkcji prediction() z biblioteki ROCR, tworzy obiekt predykcji, przeksztat-
cajac dane wej$ciowe do standardowego formatu. Polecenie performance() ocenia
predyktor pred, a nastepnie funkcja plot() rysuje wykres krzywej na podstawie tak
wyznaczonego obiektu perf — pozostate argumenty tej funkcji odpowiadaja za wy-
glad i etykiety wykresu. Komenda ab-line() szkicuje prosta y = x przydatna do ana-
lizy krzywe;j.

plot_roc_curve = function(data) {

pred = prediction(data$SCORE, data$DEFAULT, c(1, 0))

perf = performance(pred, ‘tpr, ‘fpr’)

plot(perf, col="darklateblue’, lwd=2, main="ROC CURVE,
xlab="FALSE POSITIVE RATE’ ylab="TRUE POSITIVE RATE))

abline(a=0, b=1, lty=3) }

Funkcja plot score dist() przyjmuje argumenty: data — ramke danych, score
— wektor punktacji, max — maksymalng wielko$¢ przedziatu, oraz step, opisujacy,
w ktorym momencie powinien zaczynac si¢ nowy przedziat. Cel funkcji stanowi
wyznaczenie wektora z przedziatami, obliczenie liczby zdarzen default w kazdym
z przedzialdéw — za pomoca petli for, a nastepnie sporzadzenie wykresu rozkta-
du punktéw w calej populacji. Funkcja plot sco-re_dist() wykorzystuje pakiet
tidyverse, w ktorym znajduja sie polecenia mutate() — umozliwiajace modyfikacje
kolumn w ramce danych, oraz ggplot() — odpowiadajace za utworzenie finalnego
wykresu.
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plot_score_dist = function(data, score, max, step) {
score_bins = seq(0, max, by=step)

score_groups = integer(length(score_bins)-1)
default_counter = integer(length(score_bins)-1)

df = data.frame(seq(O, max-10, by=step), score_groups, default_counter)

scores = ¢()
for (i in 2:length(score_bins)-1) {
counter =0

index = match(score_binsli], score_bins)
scores = c(scores, str_c('[ |, score_binsli], \ |, score_bins[i+1], *)))
levels = scores
for (sc in score) {
counter = counter + 1
if (sc > score_bins[i] && sc <= score_bins[i+1]) {
df$score_groups[index] = df$score_groupslindex] + 1
if (data$DEFAULT[counter] == 1) {
df$default_counter[index] = df$default_counter[index] + 1 }}}}

df = df %>%
mutate(bad_rate=default_counter/score_groups) %>%
mutate(score_dens=df$score_groups/length(score))

ggplot(df, aes(x=factor(scores, levels = scores))) +
geom_col(aes(y=score_dens), color='black’, fill='powderblue’) +
geom_point(aes(y=bad_rate), color='darkslateblue', size=3) +
ggtitle(SCORE DISTRIBUTION IN THE ENTIRE POPULATION') +
xlab('SCORE RANGES') + ylab(") + theme_bw() +
theme(plot.title=element_text(hjust=0.5),

panel.grid. major=element_blank(),
panel.grid.minor=element_blank()) }

Funkcja read excel(), dostgpna w pakiecie readxl, umozliwia wczytanie danych,
na ktorych zostanie utworzony model karty scoringowe;j.

credit_data = read_excel(,bank_data.xlsx’)

Jezeli istnieje dostatecznie wiele obserwacji, ze zbioru danych mozna wydzieli¢
pewng podpopulacje, ktora bedzie przydatna do przetestowania poprawnosci mode-
lu. Wylosowana proba testowa moze zawiera¢ do 30% wszystkich danych. Na tym
etapie istotne jest ustawienie ziarna, ktore skutkuje wyborem takich samych danych
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testowych podczas kazdego uruchomienia kodu i umozliwia zbudowanie stabilnego
modelu.

set.seed(123)

Podziat danych wykona¢ mozna z uzyciem funkcji initial split() z biblioteki
rsample. Argument prop oznacza proporcje podziatu danych, natomiast strata po-
woduje, ze proporcja ta zachowana jest rowniez w kolumnie DEFAULT.

data_split = initial_split(credit_data, prop=0.7, strata='DEFAULT’)

train_data = training(data_split)
test_data = testing(data_split)

Funkcja woebin() generuje optymalne koszyki dla kazdego predyktora. Argu-
ment y oznacza zmienna, wzgledem ktorej koszyki powinny by¢ utworzone, nato-
miast var_skip umozliwia pomini¢cie zmiennych.

train_buckets = woebin(train_data, y="DEFAULT’,

var_skip=c(,ID_KLIENTA, DATA_WNIOSKU’))

W celu obliczenia IV dla wszystkich zmiennych mozna zastosowac listg train
buckets. Funkcja map_df() umozliwia wywotanie komendy pluck() na kazdym ele-
mencie tej listy. Polecenie pivot longer() transponuje tabelke do pozycji pionowe;j
oraz nadaje jej nagtowki.

IV = map_df(train_buckets, ~pluck(.x, 10, 1)) %>%

pivot_longer(everything(), names_to="VAR’ values_to="1\V')

Na rysunku 1 przedstawiono ramke danych IV, na ktorej poprzez funkcje arran-
ge(), dostepna w pakiecie tidyverse, zastosowane jest sortowanie rosnaco po warto-
$ciach IV.

IV %>% arrange(IV)

VAR v

<chr> <dbl>

| WIELKOSC_PRACODAWCY 0.0328

2 STATUS_MIESZKANIOWY 0.0521

3 WOJEWODZTWO 0.0538

4 DOCHOD 0.0617
5 WYKSZTALCENIE 0.107
6 WYKONYWANY ZAWOD 0.127
7 STAN_CYWILNY 0.158
§ SEKTOR 0.168
9 WNIOSKOWANA KWOTA 0.195
10 RODZAJ ZATRUDNIENIA 0.203
11 BIK_LICZBA WNIOSKOW_POPRZEDNI_MC 0.215
12 MIESIACE ZATRUDNIENIA 0.216
13 TYP_PRACODAWCY 0.230
14 BIK_LICZBA WNIOSKOW BIEZACY MC  0.244
15 PRODUKT 0.304

Rys. 1. Warto$ci informacyjne zmiennych

Zrodlo: opracowanie wlasne.
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Zmienne ciagle nalezy zweryfikowa¢ pod wzgledem monotonicznosci ztych ob-
serwacji, ktore w nich wystepuja. Sprawdzenie to bedzie dotyczyto jedynie czterech
zmiennych: MIESIACE ZATRUDNIENIA, WNIOSKOWANA_KWOTA, BIK_WNIO-
SKI POPRZEDNI MC oraz BIK WNIOSKI BIEZACY MC, poniewaz WIELKOSC _
PRACODAWCY oraz DOCHOD zostaty odrzucone na poprzednim etapie.

Za pomoca funkcji woebin_plot(), z biblioteki scorecard, mozna wyswietli¢ wy-
kres liczebnoS$ci przedzialow oraz rozktad ztych obserwacji, ktore w nich wystepuja.
Kolorem niebieskim oznaczone sa obserwacje negatywne — nie odnotowano zdarze-
nia default, natomiast czerwonym pozytywne.

woebin_plot(train_buckets$MIESIACE_ZATRUDNIENIA)
woebin_plot(train_buckets$WNIOSKOWANA_KWOTA)
woebin_plot(train_buckets$BIK_WNIOSKI_BIEZACY_MC)
woebin_plot(train_buckets$BIK_WNIOSKI_POPRZEDNI _MC)

Na rysunku 2 przedstawiony jest procent zlych obserwacji dla zmiennej
MIESIACE ZATRUDNIENIA. Monotonicznos$¢ nie wystepuje, poniewaz 2,6% > 11%,
natomiast 1,1% < 1,6%.

MIESIACE_ZATRUDNIENIA
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Rys. 2. Rozktad defaultow — MIESIACE_ZATRUDNIENIA

Zrodto: opracowanie wlasne.

WNIOSKOWANA_KWOTA
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Rys. 3. Rozktad defaultow — WNIOSKOWANA_KWOTA

Zrodto: opracowanie wlasne.
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Rysunek 3 pokazuje, ze dla kwot ponizej 7000 zt zte obserwacje stanowia
1,4%, w przedziale [7000, 42000) jest to 1,1%, natomiast dla kwot wigkszych niz
42 000 — 4%. Mozna wigc zauwazy¢, ze procent obserwacji default nie jest monoto-
niczny dla zmiennej WNIOSKOWANA_KWOTA.

Na rysunku 4 przedstawiono monotonicznos¢ rozktadu ztych obserwacji dla
zmiennej BIK LICZBA WNIOSKOW POPRZEDNI MC.

BIK_LICZBA_WNIOSKOW_POPRZEDNI_MC

010 015 020

0.05

0.00

{int 1) [, Inf)

. pos . neg

Rys. 4. Rozklad defaultéw — BIK_LICZBA_WNIOSKOW_POPRZEDNI_MC

Zrbdto: opracowanie wilasne.

Na rysunku 5 mozna zaobserwowaé¢ monotoniczno$¢ obserwacji default dla
zmiennej BIK_LICZBA_WNIOSKOW BIEZACY MC.

BIK_LICZBA_WNIOSKOW_BIEZACY_MC

08
0.20

015
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010

59%

0.2
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0.0

[Hnf.1) [.2) [2, Inf)

Hl ros B neg

Rys. 5. Rozklad defaultow — BIK_LICZBA WNIOSKOW BIEZACY MC

Zrodto: opracowanie wlasne.

Za pomoca funkcji select() z pakietu tidyverse oraz znaku ,,—” przed nazwa ko-
lumny z modelowania mozna odrzuci¢ zmienne o niskiej wartosci informacyjnej lub
niemonotonicznym rozktadzie zlych obserwacji, a takze kolumny /D KLIENTA
1 DATA_WNIOSKU.
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train_model_data = train_data %>%
select(-WIELKOSC _PRACODAWCY, -STATUS MIESZKANIOWY,
-WOJEWODZTWO, -WNIOSKOWANA_ KWOTA, -DOCHOD,
-MIESIACE_ZATRUDNIENIA, -ID_KLIENTA, -DATA_WNIOSKU)

Funkcja woebin_ply(), znajdujaca si¢ w bibliotece scorecard, umozliwia prze-
konwertowanie kazdej z kolumn na wyznaczone w nich wartosci WOE.

train_data_woe1l = woebin_ply(train_model_data, train_fine_classing)

W celu utworzenia modelu mozna zastosowac funkcje glm(), ktora stuzy do do-
pasowywania uogdlnionych modeli liniowych. Funkcja ta przyjmuje argumenty:
e formula — symboliczny opis modelu, ktory ma zosta¢ dopasowany,
e family — opis rozktadu btedow,
* data —ramka danych zawierajaca zmienne do modelowania.

Parametr /link="logit’ jest domys$lnym argumentem dla rodziny binomial().
Oznacza to, ze podczas tworzenia modelu uzywana jest specyfikacja logitowa re-
gresji logistyczne;.

Model 1

W pierwszym modelu zostaty uzyte wszystkie dotychczas nieodrzucone zmienne.
Rysunek 6 pokazuje wynik z funkcji summary(modell). Predyktor — okreslony sym-
bolem *** — jest bardzo istotny, natomiast zmienna — oznaczona pustym polem — nie
jest istotna.

modell = gIm(DEFAULT~., family=binomial(), data=train_data_woe1)
summary(model1)

Coefficients:

Estimate Std. Error z value Pr(>|z]|)
(Intercept) -4.17009 0.07486 -55.709 < 2e-16 ***
PRODUKT woe 1.01867 0.14010 7.271 3.57e-13 ***
WYKSZTALCENIE woe 0.96577 0.22726 4.250 2.14e-05 ***
WYKONYWANY ZAWOD woe -0.11711 0.24581 -0.476 0.6338
RODZAJ ZATRUDNIENIA woe 0.64973 0.22383 2.903 0.0037 **
SEKTOR_ woe 0.47853 0.21248 2.252 0.0243 *
TYP PRACODAWCY woe 0.37059 0.22087 1.678 0.0934 .
STAN CYWILNY woe 0.80431 0.15823 5.083 3.71e-07 ***
BIK LICZBA WNIOSKOW BIEZACY MC_woe 0.69347 0.11193  6.196 5.80e-10 ***
BIK LICZBA WNIOSKOW POPRZEDNI MC woe 0.71440 0.13505 5.290 1.22e-07 ***

Signif. codes: 0 ‘***r/ (0_001 ‘**/ Q.01 *’ 0.05 ‘.7 0.1 v’ 1

Rys. 6. Podsumowanie pierwszego modelu

Zrodto: opracowanie wlasne.
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Model 2

Zmienna WYKONYWANY ZAWOD woe byta najmniej istotna w pierwszym mode-
lu. Mozna wigc z niej zrezygnowac i powtorzy¢ pozostate kroki.

train_data woe?2 = train_data woel %>%
select(-WYKONYWANY _ZAWOD_woe)

model2 = gim(DEFAULT~., family=binomial(), data=train_data_woe?2)
summary(model2)

Rysunek 7 przedstawia podsumowanie drugiego modelu.

Coefficients:

Estimate Std. Error z value Pr(>|z])
(Intercept) -4.16967 0.07482 -55.729 < 2e-16 ***
PRODUKT woe 1.01735 0.14016 7.259 3.91e-13 ***
WYKSZTALCENIE woe 0.94904 0.22448 4.228 2.36e-05 **x*
RODZAJ ZATRUDNIENIA woe 0.60176 0.20058 3.000 0.0027 **
SEKTOR woe 0.48544 0.21235 2.286 0.0223 *
TYP PRACODAWCY woe 0.34671 0.21595 1.606 0.1084
STAN CYWILNY woe 0.80526 0.15811 5.093 3.53e-07 ***
BIK LICZBA WNIOSKOW BIEZACY MC woe 0.69255 0.11191 6.189 6.07e-10 ***
BIK LICZBA WNIOSKOW POPRZEDNI MC woe 0.71473  0.13505 5.292 1.21e-07 ***

Signif. codes: 0 Y **/ (0,001 ‘“**/ 0.01 “*’ 0.05 '.’" 0.1 v ' 1

Rys. 7. Podsumowanie drugiego modelu

Zrodto: opracowanie wiasne.

Model 3

W drugim modelu najmniej istotna byta zmienna 7YP PRACODAWCY woe. Nie
zostanie wigc ona uzyta do zbudowania nastgpnego modelu.
train_data_woe3 = train_data_woe2 %>%
select(-TYP_PRACODAWCY _woe)

model3 = gIm(DEFAULT~., family=binomial(), data=train_data_woe3)
summary(model3)

Na rysunku 8 przedstawiono podsumowanie trzeciego modelu.
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Coefficients:
Estimate Std. Error z value Pr(>|z]|)

(Intercept) -4.16762 0.07459 -55.874 < 2e-16 ***
PRODUKT woe 1.01696 0.13981 7.274 3.49e-13 ***
WYKSZTALCENIE woe 0.93768 0.22376 4.191 2.78e-05 **x*
RODZAJ ZATRUDNIENIA woe 0.78357 0.16564 4.730 2.24e-06 ***
SEKTOR_woe 0.64320 0.19013 3.383 0.000717 ***
STAN CYWILNY woe 0.81660 0.15834 5.157 2.51e-07 ***
BIK LICZBA WNIOSKOW BIEZACY MC_woe 0.69530 0.11185 6.217 5.08e-10 ***
BIK LICZBA WNIOSKOW POPRZEDNI MC woe 0.71386 0.13505 5.286 1.25e-07 ***

Signif. codes: 0 Y***/ (0.001 “**’ 0.01 ‘*’ 0.05 ‘.7 0.1 Y’ 1

Rys. 8. Podsumowanie trzeciego modelu

Zrodlo: opracowanie wlasne.

Za pomoca funkcji scorecard(), z biblioteki scorecard, mozna utworzy¢ kartg
scoringowg. W tym przypadku parametry zostaty dopasowane tak, aby liczba punk-
tow nie byta mniejsza od 0.

train_scorecard = scorecard(train_buckets, model3, pointsO=120, pdo=25)

Funkcja scorecard _ply() pozwala obliczy¢ wynik kredytowy dla kazdego klienta
z zastosowaniem karty scoringowej train_scorecard. Polecenie unlist() zmienia listg
w wektor, ktory poprzez funkcje mutate() moze zosta¢ dodany do tabeli z danymi
treningowymi w postaci kolumny SCORE.

train_score = unlist(scorecard_ply(train_data, train_scorecard))

train_data = train_data %>%

mutate(SCORE=train_score)

Po wyswietleniu fragmentéw kolumn /D _KLIENTA oraz SCORE mozna upew-
ni¢ si¢, ze punkty zostaty przydzielone (rys. 9).

train_data %>% select(ID_KLIENTA, SCORE)

ID KLIENTA SCORE
<dbl> <dbl>

1 4651882957 158
2 5955439230 89
3 1828184461 193
41511147183 146
5 4323588145 142
6 8559770598 243
7 9787103856 204
8 7045065620 204
9 5631164959 249
10 2484475671 171
# with 15,432 more rows

Rys. 9. Fragment tabeli z przydzielonymi punktami

Zrodto: opracowanie wlasne.
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Na rysunku 10 przedstawiono krzywa ROC, ktora zostata wyswietlona za pomo-
ca funkcji plot_roc_curve(). Model nie jest losowy, poniewaz krzywa znajduje si¢
w pewnej odlegtosci od prostej y = x.

plot_roc_curve(train_data)

08

06

TRUE POSITIVE RATE

Rys. 10. Krzywa ROC dla populacji

treningowej = . . . : :
00 02 04 06 08 10

Zrodto: opracowanie wiasne. FALSE POSITIVE RATE

00

Rysunek 11 prezentuje wykres rozktadu punktéw w catej populacji wyswietlony
poprzez funkcje plot_score_dist(). Granatowe punkty oznaczaja wyznaczony w kaz-
dym z koszykow procent defaultow. Mozna zauwazyc¢, ze zalezno$¢ ta jest malejaca.
Model dziata zatem prawidtowo — im wigcej punktéw otrzymat klient, tym mniejsze
jest prawdopodobienstwo, ze nie wywiazat si¢ ze zobowigzania.

plot_score_dist(train_data, train_score, 300, 50)

SCORE DISTRIBUTION IN THE ENTIRE POPULATION

| L] - "

0.0 d

[0,50) [50,100) [100,150) [150,200) [200,250) [250, 300 )
SCORE RANGES

Rys. 11. Rozktad SCORE w populacji treningowej

Zrodlo: opracowanie wlasne.
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W celu sprawdzenia modelu na danych testowych nalezy odrzuci¢ zmienne, kto-
re zostaly pominigte podczas jego budowy, policzy¢ optymalne koszyki oraz prze-
konwertowa¢ kolumny ze zmiennymi na wartosci WOE.

test_model data = test_data %>%
select(-WIELKOSC PRACODAWCY, -STATUS MIESZKANIOWY,
-WOJEWODZTWO, -DOCHOD, -WNIOSKOWANA_KWOTA,
-MIESIACE_ZATRUDNIENIA, -ID_KLIENTA, -DATA WNIOSKU,
-WYKONYWANY _ZAWOD, -TYP_PRACODAWCY)

test_buckets = woebin(test_model_data, y="DEFAULT’)

test_data_woe = woebin_ply(test_model_data, test_buckets)

Ramka danych test data woe zawiera jedynie zmienne z modelu treningowego,
dlatego funkcja gim(), zastosowana na danych testowych, moze wyglada¢ nastepujaco:

test_model = gIm(DEFAULT~., family=binomial(), data=test_data_woe)

Na danych testowych mozna utworzy¢ kart¢ scoringowa, stosujac takie same
parametry jak dla danych treningowych.
test_scorecard = scorecard(test_buckets, test_ model, pointsO=120, pdo=25)
test_score = unlist(scorecard_ply(test_data, test_scorecard))
test_data = test_data %>%
mutate(SCORE=test_score)

Rysunek 12 przedstawia wykres krzywej ROC. Mozna zauwazy¢, ze model za-
chowuje si¢ prawidlowo, takze dla danych testowych.

plot_roc_curve(test_data)
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Rys. 12. Krzywa ROC dla populacji testowe;j

Zrédto: opracowanie wlasne.
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Tak samo jak w przypadku danych treningowych zalezno$¢ odsetka defaultow
do liczby przyznanych punktéw jest malejaca (rys. 13). Dziatanie modelu jest zatem
prawidlowe.

plot_score_dist(test_data, test_score, 300, 50)

SCORE DISTRIBUTION IN THE ENTIRE POPULATION

.
0.00 = - +

[0,50) [50,100) [100,150) [150, 200 ) [200,250) [250, 300 )
SCORE RANGES

Rys. 13. Rozktad SCORE w populacji testowe;j

Zrodto: opracowanie wiasne.

4. Podsumowanie

Artykut zawierat informacje dotyczace modelowania matematycznego i uczenia ma-
szynowego. W wyniku przeprowadzonych badan stwierdzono, ze utworzenie mode-
lu ryzyka kredytowego w postaci karty scoringowej, przypisujacego klientowi odpo-
wiednig liczbe punktow, umozliwia zmniejszenie prawdopodobienstwa niesptacania
podjetego przez niego kredytu, poniewaz model ten poprawnie szereguje klientow —
im wiekszy wynik uzyskuje kredytobiorca, tym mniejsze jest prawdopodobienstwo
niewywigzania si¢ przez niego ze zobowigzania.
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THE APPLICATION OF MATHEMATICAL MODELLING
AND MACHINE LEARNING IN BANKS AND FINANCIAL
INSTITUTIONS

Abstract: The lending process is associated with high risk, therefore it should be carried out
transparently and comprehensively. Banks and financial institutions devote their attention and resources
to managing credit risk to increase the probability that undesirable events will not occur leading to loss
ofreceivables. Mathematical modelling and machine learning make it possible to forecast the probability
of a potential customer defaulting and facilitate loan granting or loan rejection decisions. Presenting
a way to build a model that assigns score to each potential client and verification of that model is an
important element of this article. The effectiveness of such a model is tested — whether on its basis the
risk of loan default by potential borrowers can be minimized. The research methods used in the work
include: analysis of the literature on the subject, observation of phenomena, modelling methods and
quantitative methods.

Keywords: credit risk, credit risk management, credit risk models, default.
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