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Streszczenie: Podejscie zagregowane (wielomodelowe) dotychczas z duzym powodzeniem
stosowane byto w dyskryminacji w celu podniesienia doktadnosci klasyfikacji. W ostatnich
latach analogiczne propozycje pojawily si¢ w taksonomii, aby zapewni¢ wieksza popraw-
nos¢ i stabilnos¢ wynikéw grupowania. Stabilnos¢ algorytmu taksonomicznego w odniesie-
niu do niewielkich zmian w zbiorze danych czy tez parametréw algorytmu jest pozadana ce-
cha algorytmu. Giéwnym celem artykutu jest poréwnanie stabilnosci zagregowanych algo-
rytmow taksonomicznych opartych na macierzy wspo6twystapien oraz zbadanie relacji, jakie
zachodza migdzy stabilnoscia a doktadnoscia.

Stowa kluczowe: taksonomia, podejscie zagregowane, stabilnos¢, doktadnosé klasyfikacji,
macierz wspotwystapien.

1. Wstep

Pierwotnie podejscie zagregowane (wielomodelowe) z duzym powodzeniem sto-
sowane byto w dyskryminacji i regresji w celu podniesienia doktadnosci predykcji.
Zasadnicza idea tego podejscia polega na tym, ze w pierwszym kroku budowane sa
liczne, rézniace sie miedzy soba, pojedyncze modele, ktére nastepnie za pomoca
réznych operatoréw taczy si¢ w model zagregowany. W klasyfikacji najczesciej
stosowanym operatorem jest gtosowanie majoryzacyjne, co oznacza, ze wybiera
sie te klase, ktéra najczesciej wskazywana byta przez pojedyncze modele; nato-
miast w regresji najczesciej stosuje sie usrednianie wartosci teoretycznych zmien-
nej y. Wsréd najbardziej znanych metod agregacji wymieni¢ nalezy: bagging [Bre-
iman 1996], ktéry oparty jest na losowaniu kolejnych préb boostrapowych, oraz
boosting [Freund 1990] polegajacy na nadawaniu wyzszych wartosci wag btednie
sklasyfikowanym obiektom.
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W ostatnich latach analogiczne propozycje pojawity si¢ takze w taksonomii, aby
zapewni¢ wigksza poprawnos¢ i stabilnos¢ wynikow Klasyfikacji [Fern, Brodley 2003,
Fred 2002, Fred, Jain 2002, Strehl, Ghosh 2002]. Zagadnienie agregacji w taksonomii
moze zosta¢ sformutowane nastepujaco: majac wyniki wielokrotnie przeprowadzone-
go grupowania, znajdz zagregowany podziat ostateczny o lepszej jakosci. Liczne ba-
dania w tej dziedzinie ustanowity juz nowy obszar w tradycyjnej taksonomii. Istnieja
liczne mozliwosci zastosowania idei podejscia zagregowanego w dziedzinie uczenia
bez nauczyciela, wsrdd ktorych jako najpopularniejsze nalezy wymienic:

1) taczenie wynikdw grupowania uzyskanych za pomoca réznych metod,

2) uzyskanie r6zniacych sie miedzy soba klasyfikacji z zastosowaniem réznych
podzbioréw danych, np. poprzez losowanie bootstrapowe,

3) stosowanie roznych podzbioréw zmiennych,

4) wielokrotne zastosowanie tego samego algorytmu z réznymi wartosciami
parametrow lub punktami startowymi (np. losowo wybranymi zalazkami skupien w
metodzie k-srednich).

Pozadana cecha algorytmu taksonomicznego jest, by wykazywat on stabilnosc, a
wiec byt odporny na niewielkie zmiany w zbiorze danych, czy tez wartosci parame-
trow tego algorytmu. Wiadomo jednakze rowniez, ze kluczem do sukcesu podejscia
zagregowanego jest zroznicowanie klasyfikacji sktadowych. Klasyfikacja zagrego-
wana, ktéra zbudowana zostata na rézniacych si¢ miedzy soba elementach sktado-
wych, jest bardziej doktadna i stabilna niz pojedyncze metody taksonomiczne.

W niniejszym badaniu uwage skupiono na stabilnosci metod taksonomicznych.
Gtéwnym celem tego artykutu jest poréwnanie stabilnosci zagregowanych algo-
rytmow taksonomicznych, a takze relacji migdzy stabilnoscia i doktadnoscia; przy
czym wzieta zostanie pod uwage tylko specyficzna klasa metod agregacji, ktdra
oparta jest na tzw. macierzy wspotwystapien.

2. Metoda agregacji oparta na macierzy wspolwystapien

Generalnie rzecz ujmujac, w taksonomii istnieja trzy zrddia tego sposobu agregacji.
Pierwszym jest podejscie oparte na opisie zbioru obiektdw poprzez podobienstwo
(badz niepodobienstwo), ktdre zaproponowane zostato w dyskryminacji. W podej-
sciu tradycyjnym modele dyskryminacyjne budowane sa na podstawie zbioru da-
nych, ktéry zawiera zmienne charakteryzujace poszczegdlne obiekty. Alternatywa
dla tego klasycznego opisu obserwacji moze by¢ podejscie oparte na macierzy po-
dobienstwa (odlegtosci) miedzy obiektami, ktére zaproponowane zostato przez Pe-
kalska i Duin [2000]. W metodzie tej obiekty opisywane sa przez pewna miarg ob-
razujaca stopien podobienstwa (badz niepodobienstwa) migdzy obserwacjami ze
zbioru danych. Model zatem jest budowany na macierzy podobienstwa badz odleg-
tosci, ktdra traktuje sie jako zbiér danych opisujacych poszczegdlne obiekty.
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Drugie Zrédio to zaproponowana przez Fred i Jain [2002] idea taczenia wyni-
kéw wielokrotnie dokonanego grupowania w celu konstrukcji tzw. macierzy
wspbtwystapien. W podejsciu tym pod uwage bierze sie jednoczesne wystapienie
pary obiektow w tej samej grupie, ktére traktuje sie jako wskazOwke istnienia
zwiazku miedzy nimi. Pierwotny zbi6r obserwacji zatem przeksztatcany jest w
N x N -wymiarowa macierz, ktora opisuje podobienstwo miedzy obiektami. Osta-
tecznego grupowania dokonuje si¢ na podstawie uzyskanej macierzy wspotwysta-
pien, ktora traktowana jest jako macierz odlegtosci miedzy obiektami.

| trzecie zrédto to obiecujace rezultaty badan taksonomicznych [Kuncheva i in.
2006], w ktérych macierz wspOtwystapien potraktowana zostata jako macierz da-
nych.

W badaniu tym zastosowano zatem dwuetapowe podejscie. Najpierw, po uzy-
skaniu klasyfikacji sktadowych, skonstruowana byta macierz wspdtwystapien (czy-
li jest to etap agregacji), stuzaca potem jako macierz danych dla ré6znych metod
klasyfikacji, ktérych stabilnos¢ byta badana. Doktadniej, krok pierwszy, stuzacy
konstrukcji macierzy wspétwystapien, moze zosta¢ sformutowany nastepujaco:

Wielokrotna klasyfikacja. Dla zatozonej liczby sktadowych C, wchodzacych
w sktad macierzy wspotwystapien, dokonaj grupowania obiektdw, np. za pomoca
metody k-srednich, uzyskujac rézniace si¢ miedzy soba rezultaty dzieki losowo
wybranym zalazkom skupien.

Agregacja. Podstawa tego podejscia jest zatozenie, ze obiekty nalezace do tej
samej grupy najprawdopodobniej beda znajdowaty sic w tej samej klasie wsrdd
tych C podziatow. Traktujac zatem wspotwystapienie pary obiektow w tej samej
grupie jako wskazowkg istnienia zwiazku migdzy nimi, wyniki klasyfikacji uzy-
skane dzieki wielokrotnie zastosowanej metodzie k-srednich sa przeksztatcane w
N x N -wymiarowa macierz wspotwystapien zgodnie ze wzorem:

co_assoc(a,b) = votes,, 1)

gdzie votes,, zlicza, ile razy para obiektow a i b zaliczona zostata do tej samej

grupy, wsérod tych C sktadowych klasyfikacji.

Ostateczny podzial. W celu uzyskania ostatecznego podziatu, zastosuj dowol-
ny algorytm taksonomiczny do skonstruowanej wczesniej macierzy wspotwysta-
pien, traktujac ja jak macierz danych.

3. Miary stabilnosci i doktadnosci
W celu zbadania stabilnosci i doktadnosci zastosowano koncepcje miar zapropo-

nowanych przez Kuncheva i Vetrova [2006]. Wszystkie te mierniki oparte sa na
skorygowanym indeksie Randa (AR).
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1. Stabilnos¢ dla par klasyfikacji zagregowanych (pairwise ensemble stability):

2 K
Ser =————— D AR(R™, P*) )
T OK(K-)) Z <o

gdzie: K — liczba klasyfikacji zagregowanych,
AR — skorygowany indeks Randa,
P® - klasyfikacja na podstawie k-tej klasyfikacji zagregowanej,
RP*™" - klasyfikacja na podstawie I-tej klasyfikacji zagregowane;j.

Miara ta ocenia stabilnos¢ klasyfikacji zagregowanych poprzez oceng podo-
bienstwa wynikdw grupowania, ktdre na ich podstawie zostaty uzyskane.
2. Przecietna doktadnos¢ klasyfikacji zagregowanej (average ensemble accuracy):

A = S AR, PT), ®)

gdzie PT to rzeczywiste etykiety klas.

Miara ta jest usredniona po wszystkich klasyfikacjach zagregowanych miara
doktadnosci i mierzy podobienstwo migdzy ostateczna klasyfikacja zagregowana a
prawdziwymi etykietami klas.

4. Badania empiryczne

W badaniach zastosowano sztucznie generowane zbiory danych, ktére standardo-
wo wykorzystywane sa w badaniach poréwnawczych w taksonomiil. Sa to takie
zbiory, w ktérych przynaleznos¢ obiektow do klas jest znana. Ich krétka charakte-
rystyka znajduje si¢ w tab. 1.

Tabela 1. Charakterystyka zastosowanych zbioréw danych

Zbiér danych Liczba obiektow Liczba cech Liczba klas
Cassini 500 2 3
Cuboids 500 3 4
2dnormals 500 2 2
Ringnorm 500 2 2
Shapes 500 2 4
Smiley 500 2 4
Spirals 500 2 2
Threenorm 500 2 2

Zrodto: opracowanie wiasne.

1 Zaczerpnicte zostaty z pakietu mIbench z programu R.
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Zr

r



217

Poréwnanie stabilnosci zagregowanych algorytméw taksonomicznych...

0 Stabinos¢
o Dokladnos¢

0 Stabinos¢
o Dokladnos¢

0 Stabinos¢
W Dokladnos¢

0 Stabinos¢

W Dokladnos¢

0 .w 0 .w e w. e w.
%, %, %, %,
AN L % N Y b
;«@ ;«@ e&oz e&oz
@, % @, % @, % @, %
N N £ N “« N
> $ $ S & < &
2 Y g Y s Y E Y
5 Y. % | & Y. % | 8 Y. % | 2 Y %
%, %, = %, & %,
& %, & %, %, % %, %
"5, o "5, o "y "y
%, %, %, %,
0, 0, ), ),
AoQ\.w. (2 AoQ\.w. (2 <%Q\.w <, <%Q\.w 4,
%, %, % %
w4 @, Y @, Y Y
% % N N
& & & &
Y Y Y Y Y Y Y Y
—~ O <+ oo % —~ O <+ oo % — @9 x O % —~ @9 x o %
oo oo @%& oo oo @%& S S oo %@® S S oo %@®
4 4 7 4
o B o 3 o B o 8
g g g g2
5 £ 5 £ 5 £ 5 £
» 8 » 8 » 8 » 8
o = = ) o = o =
N N ! N
e, e, %,
Y % Y % _ o %
A e, %,
@, % @, % [ w,
= @, | o | e | g
= £
2 “, «@m& g “, Q&N\ g “, Q&N\\ =
8 Y. D | 3 Y. 0| 2 Y. D\ &
% % = %
. Y, 2, &, o, %
%, % %, @ Y ©
%, %, %
0, 0, 0,
%, %, %,
@, %, e, 4 @, Y
% % N N
& &
%, %, %,
vo. %, e, ) A ),
O, o, 0,
Y. Y Y. Yy N
—~ 9 %N o %, —~ O * O %, — o © < N O %
S S S o % S oS S o %, S oS S o %
7 7 >

Rys. 2. Relacje migdzy stabilnoscia a doktadnoscia poszczegdinych metod dla réznych zbioréw danych

Zrodio: opracowanie wiasne.
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Do konstrukcji macierzy wspdiwystapien zastosowano metode k-$rednich oraz
metode c-$rednich, ktdra jest rozmyta wersja metody k-srednich, opracowana przez
Bezdeka [1981]. W procesie konstrukcji macierzy wspotwystapien liczbe sktadowych
klasyfikacji przyjeto réwna 10, natomiast parametry k i ¢ byty rowne liczbie klas.

Wsrod zastosowanych pézniej metod podziatu skonstruowanych macierzy
wspotwystapien zastosowano metodg: k-srednich, c-srednich, k-medoidéw [Kau-
fman, Rousseeuw 1990] oraz clara [Kaufman, Rousseeuw 1990].

Dla kazdego zbioru danych okreslano 10 klasyfikacji zagregowanych, ktérych sta-
bilnos¢ oraz doktadnos¢ w nastepnym kroku byta mierzona za pomoca miar (2) i (3).

Ponadto dla kazdego zbioru danych badania powtdérzono 20 razy w celu uzy-
skania bardziej wiarygodnych i doktadnych rezultatdw. Wszystkie obliczenia wy-
konane zostaty w programie R.

Dla wszystkich zbioréw (rys. 1) najbardziej stabilna okazata sie metoda cme-
ans_cmeans, cmeans_pam oraz cmeans_clara (z wyjatkiem zbioréw Cuboids oraz
Smiley, gdzie najskuteczniejsza byta metoda kmeans_pam)2. Stosunkowo staba
stabilnoscia charakteryzuje si¢ metoda cmeans_kmeans, z wyjatkiem zbioru Spi-
rals. Wsréd metod, gdzie macierz wspotwystapien budowana byta za pomoca me-
tody k-means, najmniej stabilna w przypadku wszystkich zbioréw danych okazata
sie metoda kmeans_kmeans (z wyjatkiem zbioréw Spirals i Ringnorm, gdzie jesz-
cze stabsza byta metoda kmeans_cmeans). Dla wiekszosci zbioréw stosunkowo
stabilne okazaty si¢ takze metody kmeans_pam i kmeans_clara.

Wykresy na rys. 2, pokazujace relacje migdzy miarami stabilnosci i doktadno-
sci, pozwalaja stwierdzi¢, ze trudno okresli¢ generalna zaleznosé¢ czy relacje. Dla
zbiorow Shapes, Smiley oraz Cuboids miary stabilnosci i doktadnosci przybieraja
bardzo przyblizone wartosci (z wyjatkiem metod kmeans_kmeans i cmeans_kme
ans dla zbioru Shapes oraz dodatkowo kmeans_cmeans i cmeans_cmeans dla zbio-
row Cuboids i Smiley). Dla zbiordw 2dnormals oraz Cassini doktadnos¢ wszyst-
kich metod ksztattuje sie nieco ponizej poziomu stabilnosci, z wyjatkiem metody
kmeans_kmeans dla zbioru Cassini. Natomiast dla pozostatych zbioréw doktad-
nos¢ wszystkich metod ksztattuje si¢ na niemalze takim samym poziomie, nato-
miast stabilno$¢ — zaleznie od metody, np. dla zbioru Spirals réznice sa niewielkie,
a dla pozostatych juz bardziej znaczaces.

5. Zakonczenie

Przechodzac do sformutowania wnioskdw ostatecznych, nalezy zauwazy¢, ze wiele al-
gorytméw taksonomicznych, w tym takze tych, w ktdrych wykorzystuje si¢ podejscie

2 Pierwszy element nazwy odnosi si¢ do metody konstrukcji macierzy wspotwystapien, a drugi
do sposobu jej ostatecznego podziatu.

3 Ze wzgledu na to, ze punktem zainteresowania badania byta relacja miedzy miarami stabilnosci
i doktadnosci, zdecydowano sig takze na analizg tych zaleznosci w przypadku, gdy doktadnos¢ klasy-
fikacji nie byta zbyt wysoka.
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zagregowane, zawiera element losowosci. W zwiazku z tym pozadana cecha algoryt-
mu taksonomicznego jest stabilnos¢ uzyskiwanych wynikéw w odniesieniu do nie-
wielkich zmian w wartosciach parametréw tych algorytmdw czy tez w zbiorze danych.

Wiadomo réwniez, ze zréznicowanie klasyfikacji sktadowych w podejsciu za-
gregowanym przyczynia sie do sukcesu tego podejscia. Oczekuje sie, ze grupowa-
nie zagregowane, budowane na rézniacych sie miedzy soba sktadowych, bedzie
dawato bardziej stabilne rezultaty niz pojedyncze klasyfikacje. Celem niniejszego
badania byto poréwnanie stabilnosci zagregowanych algorytméw taksonomicznych
opartych na macierzy wspOtwystapien, a takze relacji miedzy stabilnoscia i do-
ktadnoscia. Z przeprowadzonych badan wynika, ze wsérdd wszystkich metod naj-
czesciej najbardziej stabilna okazywaty sie metody cmeans_cmeans, cmeans_pam
oraz cmeans_clara oraz ze nie mozna okresli¢ jednoznacznej relacji migdzy stabil-
noscia i doktadnoscia. Dla niektérych zbioréw danych stabilnos¢ i doktadnosé
ksztattuja si¢ na zblizonym poziomie, a dla niektdrych stwierdza sig brak jakiego-
kolwiek zwiazku miedzy nimi.
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COMPARISON OF STABILITY OF CLUSTER ENSEMBLES
BASED ON CO-OCCURRENCE DATA

Summary: Ensemble approach has been successfully applied in the context of supervised
learning to increase the accuracy and stability of classification. Recently, analogous tech-
niques for cluster analysis have been suggested in order to increase classification accuracy,
robustness and stability of the clustering solutions. The stability of a clustering algorithm
with respect to small perturbations of data or parameters of the algorithm is a desirable qual-
ity of the algorithm. In the article we look at the stability of the ensemble methods. This pa-
per carries out an experimental study to compare the stability of cluster ensembles based on
co-occurrence matrix and it also looks at the relationship between stability and accuracy
measures.
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