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Streszczenie: W praktycznych zastosowaniach metod statystycznych czesto pojawia sig
problem wystepowania w zbiorach danych brakujacych wartosci. W takiej sytuacji wymie-
ni¢ mozna trzy sposoby postepowania: (1) odrzucenie obiektéw z wartosciami brakujacymi,
(2) wykorzystanie algorytmu uczacego do rozwiazania problemu brakujacych wartosci w
fazie uczenia, (3) imputacje brakujacych wartosci przed zastosowaniem algorytmu uczace-
go. Celem gtéwnym pracy jest ocena wptywu wymienionych metod na wyniki klasyfikacji
obiektoéw za pomoca drzew klasyfikacyjnych w sytuacji wystepowania brakéw danych.

Stowa kluczowe: brakujace wartosci, niekompletne dane, imputacja jednostkowa i wielo-
krotna, drzewa klasyfikacyjne.

1. Wstep

W praktycznych zastosowaniach metod statystycznych czesto pojawia sie problem
wystepowania w zbiorach danych brakujacych wartosci. Uniemozliwia to uogél-
nienie wynikéw na cata badana zbiorowosé. Zbyt duze braki danych obciazaja
koncowe wyniki analiz poprzez zmniejszenie rozmiaru proby, zwigkszenie warian-
cji estymatoréw, znieksztatcenie rozktadéw badanych zmiennych, a takze zmniej-
szaja zaufanie odbiorcow do wynikow badania i negatywnie wptywaja na jakosc¢
danych statystycznych.

Imputacja jest metoda polegajaca na zastapieniu brakujacych danych konkret-
nymi wartosciami w celu uzyskania kompletnego zbioru danych [Paradysz, Szym-

* Prace wykonano w ramach realizacji tematu badawczego nr 505/587/R pt. Metody imputacji i
ich zastosowania, finansowanego z dotacji na badania wtasne w UL w roku 2010.
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kowiak 2007]. W rezultacie kazdej jednostce w miejsce brakujacych danych przy-
pisywana jest jakas wartos¢.

Dokonujac imputacji danych, nalezy pamietac, ze nie powinna ona prowadzi¢
do obciazen lub zmian rozktaddw cech w zbiorze danych oraz do wzrostu wariancji
stosowanych estymatoréw. Proces imputacji w wiekszym stopniu powinien by¢
uzalezniony od danych pochodzacych z préby, niz odwotywac¢ si¢ do zatozen co do
natury brakujacych danych, a do oszacowan uzyskanych na podstawie imputowa-
nych danych nalezy podchodzi¢ ostroznie.

Little i Rubin [2002] dziela mechanizmy powstawania brakéw danych na igno-
rowalne i nieignorowalne.

WSsréd mechanizméw ignorowalnych wymieni¢ mozna dane typu MCAR -
Missing Completely At Random oraz typu MAR — Missing At Random.

W przypadku danych typu MCAR brakujace wartosci roztozone sa losowo
wsrod wszystkich wartosci — prawdopodobienstwo wystapienia brakujacej warto-
sci dla zmiennej Y nie zalezy od wartosci samej zmiennej Y ani od wartosci pozo-
statych zmiennych.

Mechanizm typu MAR polega na tym, ze brakujace wartosci danej zmiennej
nie zaleza od wartosci tej zmiennej, tylko od wartosci pozostatych zmiennych w
zbiorze danych, inaczej méwiac — prawdopodobienstwo wystapienia brakujacej
wartosci dla zmiennej Y nie zalezy od wartosci samej zmiennej Y, tylko od obser-
wowanych wartosci pozostatych zmiennych w zbiorze danych.

W przypadku mechanizmu nieignorowalnego — NMAR — Not Missing At Ran-
dom — brakujace wartosci danej zmiennej zaleza od czynnikéw czy zdarzen, kto-
rych badacz nie jest w stanie zmierzyc.

Przy zatozeniu, ze mechanizm powstawania brakujacych wartosci jest ignoro-
walny, Hastie, Tibshirani i Friedman [2008] wymieniaja trzy sposoby postepowa-
nia w sytuacji wystepowania brakéw danych:

— odrzucenie obiektow z wartosciami brakujacymi;

— wykorzystanie algorytmu uczacego do rozwiazania problemu brakujacych war-
tosci w fazie uczenia;

— imputacjg brakujacych wartosci przed zastosowaniem algorytmu uczacego.

Celem gtéwnym pracy jest ocena wptywu metod postepowania w sytuacji bra-
ku danych na wyniki klasyfikacji obiektdw za pomoca drzew klasyfikacyjnych.
Celem szczeg6towym natomiast jest znalezienie odpowiedzi na pytanie, czy impu-
tacja brakujacych wartosci przed zastosowaniem metody rekurencyjnego podziatu
nie da doktadniejszych wynikéw (w sensie doktadnosci predykcji) niz przyjete w
algorytmach drzew klasyfikacyjnych metody postepowania z brakami danych.
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2. Metody postepowania w sytuacji braku danych

Tradycyjna metoda stosowana w przypadku zbioréw danych z wartosciami braku-
jacymi jest odrzucenie obiektow (lub zmiennych) z choéby jedna brakujaca warto-
scia. Analize przeprowadza sie wowczas wylacznie z wykorzystaniem obiektdw,
dla ktérych mamy petne informacje (tzw. complete case analysis).

Jesli dane sa typu MCAR, to zredukowana préba bedzie podpréba losowa z
oryginalnej proby, a zatem jesli estymatory bytyby nieobciazone dla catej proby
(bez brakéw danych), to beda réwniez nieobciazone dla takiej proby zredukowanej.
Z drugiej strony, poniewaz zmniejsza sie liczebnosé¢ préby, uzyskuje sie wieksze
btedy standardowe oraz mniejsza istotnosé testow.

Jesli dane sa typu MAR, uzyskamy obciazone estymatory. Moze sig takze zda-
rzy¢, ze pozostate po usunieciu obiekty przestana by¢ reprezentatywne.

Kolejnym sposobem postepowania z brakami danych jest wykorzystanie algo-
rytmu uczacego do rozwiazania problemu brakujacych wartosci w fazie uczenia.
Podejscie to dotyczy stosunkowo niewielkiej liczby algorytmoéw uczacych, przede
wszystkich opartych na metodzie rekurencyjnego podziatu.

W algorytmach tworzacych drzewa klasyfikacyjne wypracowano odrgbne spo-
soby postepowania w sytuacji braku danych, zaréwno w zbiorze uczacym, jak i w
zbiorze testowym. Najprostsze z nich to potraktowanie wartosci brakujacej jako
kolejnej kategorii danej zmiennej lub zastapienie brakujacych obserwacji danej
zmiennej odpowiednio dobranymi wartosciami — np. w algorytmie QUEST zaste-
puje sie brakujace wartosci odpowiednia wsp6trzedna srodka ciezkosci klasy, ktora
lezy najblizej danego obiektu. Oryginalne procedury zastosowano w algorytmach
CART [Breiman i in. 1984] i CRUISE [Kim, Loh 2001].

W algorytmie CART Kkorzysta si¢ z tzw. zmiennych zastepczych. Do podziatu
w danym wezle, zamiast zmiennej Xy, ktéra w danym obiekcie nie wystapita, wy-
korzystywana jest zmienna zastepcza x*, wybierana w taki sposéb, aby uzyskany
podziat w wezle byt jak najbardziej zblizony do tego, jaki daje zmienna x,. W kaz-
dym kroku analizy budowany jest ranking zmiennych zastgpczych. Obiekt z braku-
jaca wartoscia zmiennej wykorzystanej do podziatu jest klasyfikowany z wykorzy-
staniem pierwszej w rankingu zmiennej zastepczej, a jesli dla niej takze brakuje
danych, to uwzgledniana jest nastepna zmienna zastepcza, itd.

W przypadku algorytmu CRUISE wybor zmiennej do podziatu oparty jest wy-
tacznie na dostepnych wartosciach danej zmiennej w tym wezle. Brakujace warto-
$ci saq zastepowane wartoscia srednia lub modalng dla kazdej klasy w wezle. Na-
stepnie dokonywany jest podziat obiektow w wezle i imputowane wartosci zostaja
usuniete.

Ostatnim sposobem postepowania w sytuacji braku danych jest imputacja bra-
kujacych wartosci przed zastosowaniem algorytmu uczacego.
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Wyrdzni¢ mozna imputacje jednostkowa (single imputation), w ktorej uzupet-
nianie brakujacych wartosci przeprowadza sig tylko raz, oraz imputacjg¢ wielokrot-
na (multiple imputation), w ktérej brakujace dane sa uzupetniane m razy. Analize
statystyczna przeprowadza si¢ dla kazdego z m uzyskanych kompletnych zbioréw,
a nastepnie uzyskane wyniki taczy sie¢ w jeden koncowy wynik.

W pakietach statystycznych najczesciej spotyka sig propozycje zastapienia bra-
kujacej wartosci srednia lub dominanta (mean/mode imputation) obliczona na pod-
stawie wszystkich dostepnych danych lub danych dotyczacych logicznie wyodreb-
nionych segmentéw (w grupach dochodu itp.). Metoda ta zmniejsza wariancje
zmiennych i pomija relacje migdzy nimi. Dodatkowo — jesli dane nie sa typu
MCAR — mozna uzyskac srednie niereprezentatywne dla zbiorowosci.

Kolejna stosowana metoda jest imputacja regresyjna (regression imputation) —
w sytuacji, gdy zmienna z brakujacymi wartosciami jest skorelowana z innymi
zmiennymi, wykorzystuje si¢ modele regresji wielu zmiennych i zastgpuje brakuja-
ce wartosci wartosciami uzyskanymi z modelu regresji.

W przypadku imputacji wielokrotnej najczesciej wykorzystywane metody to
imputacja typu hot deck (hot deck imputation) oraz imputacja metoda predictive
mean matching. W imputacji typu hot deck brakujace wartosci zastgpowane Sa
wartosciami wylosowanymi z powtorzeniami sposrod dostgpnych, obserwowanych
wartosci. Natomiast w imputacji typu predictive mean matching wykorzystywany
jest model regresji dla zmiennej z brakami danych wzgledem pozostatych zmien-
nych. Nastepnie na podstawie tego modelu dokonuje sie predykcji wartosci zarow-
no dla brakujacych, jak i kompletnych danych, szuka sie zestawu przypadkéw
kompletnych, dla ktdrych wartosci oszacowane z linii regresji sa zblizone do war-
tosci uzyskanej dla obiektu z brakujaca wartoscia i z tego zestawu losuje sie jeden,
wykorzystywany do uzupetnienia brakujacej wartosci.

Inne metody imputacji szczeg6towo omawiaja np. Little i Rubin [2002].

3. Wyniki badan

Wplyw metod postgpowania w sytuacji wystepowania brakéw danych na wyniki
klasyfikacji obiektow za pomoca drzew klasyfikacyjnych oceniono z wykorzysta-
niem 10 zbioréw danych empirycznych pochodzacych z repozytorium baz danych
na Uniwersytecie Kalifornijskim w Irvine (UCI) (por. [Blake i in. 1988]) oraz z
badan wiasnych.

Podstawowe informacje dotyczace wykorzystanych zbioréw danych zawiera
tab. 1. Liczba Klas jest wszedzie taka sama (réwna 2), zbiory réznia sig¢ liczba
obiektow (od 75 do 16 438) i zmiennych (od 5 do 72), a przede wszystkim odset-
kiem brakujacych wartosci (od 0,25% do 10,19%).
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Tabela 1. Charakterystyka wykorzystanych zbioréw danych

. Liczba Odsetek Oqsett?k
. ., Liczba - Typ - obiektow
Nazwa (id) Zrbdio S zmiennych . brakujacych - .
obiektow L zmiennych . | z brakujacymi
objasniajacych wartosci b
wartosciami
Wisconsin Breast
Cancer Database (whc) | UCI 699 9 mierzalne 0,25 2,29
Mammographic Mass
Data (mm) ucCl 961 5 mieszane 3,37 13,63
Ozone Level
Detection (02) UCI 2536 72 mierzalne 8,18 27,13
Census Income (cen) UCI 16 438 11 mieszane 0,53 5,81
Hepatitis Domain (hep) | UCI 155 19 mieszane 5,67 48,39
1984 United States
Congressional Voting
Records Database (vot) | UCI 435 16 niemierzalne 4,14 46,67
Credit Approval (cred) |UCI 690 14 mieszane 0,63 5,36
Lung Cancer (lung) B. wi. 75 14 mieszane 10,19 80,00
ICU Stay (icu) B. wi. 337 14 mieszane 0,30 3,26
CABG (cabg) B. wi. 1121 19 mieszane 2,14 15,17

Zrédto: opracowanie wiasne.

Dla kazdego zbioru danych:

1) zbudowano drzewa klasyfikacyjne CART i CRUISE w oparciu wytacznie o
zestaw obiektoéw bez brakujacych wartosci (complete case analysis);

2) zbudowano drzewa klasyfikacyjne CART i CRUISE w oparciu o wszystkie
dane, takze z brakujacymi wartosciami, wykorzystujac metody zaimplementowane
w algorytmach;

3) wykorzystano metody imputacji wielokrotnej (MI) przed zbudowaniem
drzewa klasyfikacyjnego:

— brakujace wartosci uzupelniano metoda predictive mean matching (imputa-
tionMethod="pmm?”) oraz z wykorzystaniem imputacji typu hot deck (imputa-
tionMethod="sample”);

— procedure uzupetniania brakujacych wartosci przeprowadzono m = 5 razy;

— dla kazdego z uzyskanych kompletnych zbioréw danych zbudowano drzewo
klasyfikacyjne CART i CRUISE;

— wyniki zagregowano w jeden model, przydzielajac obiekt do klasy, ktdra byta
najczesciej wybierana przez kolejne drzewa.

Dla wszystkich zbioréw danych i dla kazdej z zastosowanych metod obliczono
btedy klasyfikacji metoda 10-czesciowego sprawdzania krzyzowego (10-fold-CV).

Obliczenia wykonano z wykorzystaniem §rodowiska R — pakiety: rpart,
ipred i mice (imputacja wielokrotna (por. [Buuren, Groothuis-Oudshoorn 2010]))
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oraz udostepnionego przez autorow programu budujacego drzewa klasyfikacyjne
CRUISE [www.stat.wisc.edu/~loh/cruise].

Wyniki obliczen podsumowano w tab. 2. W ostatnim wierszu podano usred-
niony btad klasyfikacji dla kazdej z analizowanych metod.

Tabela 2. Btedy klasyfikacji (w %) w 10-czgsciowym sprawdzaniu krzyzowym
dla analizowanych zbioréw danych

Metoda rpart Metoda CRUISE Complete case analysis
Zoior klasyczna (pl\n::n) (sa'r\n/l:)le) klasyczna (pm:n) (samgljle) rpart CRUISE
whc 6,87 6,90 7,32 5,01 5,04 5,38 5,42 5,27
mm 17,59 18,31 | 18,11 17,90 17,75 | 17,32 15,78 15,78
0z 3,63 3,79 3,69 20,69 21,67 | 2157 4,17 32,14
cen 15,33 15,33 | 15,33 15,16 15,02 | 15,05 15,97 15,36
hep 21,94 18,45 | 21,03 27,48 21,10 | 24,38 20,00 12,50
vot 4,61 4,05 4,83 4,37 3,08 4,18 3,02 3,02
cred 14,06 14,87 | 14,90 13,62 1351 | 13,85 15,01 13,63
lung 37,33 35,73 | 40,80 40,00 33,33 | 39,47 93,33 40,00
icu 45,70 4587 | 46,05 40,38 39,94 | 40,24 38,96 35,89
cabg 31,85 31,60 | 31,60 40,91 41,12 | 40,20 31,97 42,92
Sredni wynik 19,89 19,49 | 20,37 22,55 21,16 | 22,16 24,36 21,65

Zrédto: obliczenia wiasne.

Dla wiekszosci zbiordw danych, uwzgledniajac tylko petne obserwacije, uzyskuje-
my nizsze btedy w sprawdzaniu krzyzowym, zaréwno w poréwnaniu z tradycyjnymi
algorytmami, jak i metodami imputacji wielokrotnej. Ze wzgledu na znaczne zmniej-
szenie liczebnosci zbiordw sa to wyniki obciazone (optymistycznie zanizone).

Analizujac wyniki usrednione, daje sie zauwazy¢ niewielki spadek wartosci
btedu Klasyfikacji w przypadku imputacji wielokrotnej metoda predictive mean
matching w stosunku do klasycznych algorytméw CART i CRUISE. Jednakze nie
sa to roznice az tak znaczace, zeby mozna byto rekomendowa¢ imputacje brakuja-
cych wartosci przed zastosowaniem algorytmu uczacego — niewielka poprawa wy-
nikdw nie rekompensuje kosztéw zastosowania imputacji wielokrotnej (praco-
chtonnos¢ obliczen, dtuzszy czas obliczen itp.).

Na rysunkach 1 i 2 poréwnano wyniki zastosowania klasycznych algorytmow
CART i CRUISE z wynikami uzyskanymi po zastosowaniu metod imputacji wie-
lokrotnej dla kazdego z 10 analizowanych zbioréw danych.

Szczego6towa analiza wynikow pokazuje, ze w przypadku dwoch zbioréw da-
nych — Hepatitis Domain oraz Lung Cancer — zastosowanie imputacji wielokrotnej
metoda predictive mean matching (pmm) — zmniejsza wyraznie odsetek btednych
klasyfikaciji.
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Zrédto: opracowanie wiasne. Zr6dto: opracowanie wiasne.

Oba zbiory charakteryzuja si¢ niewielka liczba obserwacji oraz wysokim od-
setkiem brakdw danych.

4. Uwagi koncowe

Tradycyjna metoda postepowania z brakami danych, polegajaca na usuwaniu
wszystkich tych obiektow, dla ktérych wystepuje co najmniej jedna warto$é braku-
jaca, moze znacznie zredukowac liczebnos¢ proby, a takze obciaza wyniki, jesli
pozostate obserwacje nie sa reprezentatywne. Nalezy o tym pamietac, korzystajac
bezkrytycznie z metod proponowanych w komercyjnych pakietach statystycznych.

Wsrod zalet drzew klasyfikacyjnych wymienia sie miedzy innymi mozliwosé
korzystania w analizach ze zbioréw danych z wartosciami brakujacymi. Zaimple-
mentowane w algorytmach drzew klasyfikacyjnych techniki postgpowania w przy-
padku braku danych zwalniaja badacza z koniecznosci samodzielnego uzupetniania
brakujacych wartosci.

Imputacja brakujacych wartosci przed zastosowaniem metody rekurencyjnego
podziatu nie poprawia znaczaco wynikow klasyfikacji. Nieznaczna redukcja btedu
klasyfikacji nie musi by¢ wynikiem zastosowanej imputacji wielokrotnej, moze
wynika¢ rowniez z agregacji drzew klasyfikacyjnych zbudowanych dla m kom-
pletnych zbioréw danych.

Analizujac wyniki szczeg6towe, mozna postawi¢ hipoteze, ze w przypadku
zbioréw danych z mata liczba obiektéw oraz wysokim odsetkiem brakéw danych
zastosowanie metod imputacji przed zastosowaniem metody rekurencyjnego po-
dziatu poprawi jakos¢ klasyfikacji (w sensie redukcji btedu klasyfikaciji).
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Wayman [2003] podkresla, ze metody imputacji wielokrotnej sa odporne na
odstepstwa od normalnosci rozktadu, a takze daja dobre wyniki witasnie przy matej
liczebnosci préby i wysokim odsetku brakujacych danych.

Potwierdzenie tego przypuszczenia wymaga dalszych badan.
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AN ATTEMPT TO ASSESS

THE INFLUENCE OF SELECTED IMPUTATION METHODS
ON THE CLASSIFICATION OF OBJECTS

BASED ON CLASSIFICATION TREES

Summary: Incomplete data are quite common in practical applications of statistical me-
thods. Dealing with data sets with missing values we can: (1) discard observations with
missing values, (2) rely on the learning algorithm to deal with missing values in training
phase or (3) impute all missing values before training. The main goal of the paper is to as-
sess the influence of these strategies on the results of object classification by means of clas-
sification trees in the case of incomplete data.
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