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Streszczenie: W artykule dokonano préby poréwnania dwéch metod analizy skupien opar-
tych na nienadzorowanym uczeniu sieci neuronowych SOM i GNG w poszukiwaniu regut
asocjacyjnych. Autorka weryfikuje potencjat samouczacych sie sieci w poszukiwaniu wzorcéw
zakupowych klientéw na dwoch zbiorach danych umownych. Wykryte reguty asocjacyjne
uzyskane w oparciu o sie¢ SOM i GNG prezentuje wizualnie ma wykresach sieciowych.

Stowa kluczowe: sie¢ samoorganizujaca si¢ Kohonena SOM, sie¢ typu gaz neuronowy
GNG, reguly asocjacyjne.

1. Wstep

Cennym zrodtem pozyskiwania informacji o zachowaniu klientow sa dzisiaj nowo-
czesne systemy rejestracji transakcji handlowych. To za pomoca tych systemow
mozliwe jest automatyczne wczytywanie informacji o wykonanych transakcjach
klientow do bazy danych oraz identyfikowanie produktéw, ktore nabyli tacznie.
Poprzez odkrywanie w bazie danych regut asocjacyjnych mozliwe staje si¢ znaj-
dowanie wzorcow zachowan klientow. Systemy rejestracji transakcji handlowych
poprzez automatyzacje procesu przetwarzania danych i wizualizacji prezentowa-
nych wynikdw staja sie dzisiaj istotnym zrédtem informacji o zwyczajach zakupo-
wych klientéw (por. [Nong Ye (red.) 2003; Giudici 2003]). Wazne staje sie row-
niez poszukiwanie nowych technik, ktére pozwalaja na automatyzacje procesu
gromadzenia, przetwarzania i analizowania danych, do ktérych naleza na przyktad
sztuczne sieci neuronowe (SSN), systemy rozmyte czy algorytmy genetyczne
[Decker, Monien 2003]. Mozna zada¢ sobie wigc pytanie, czy wspoiczesne syste-
my obliczeniowe, takie jak sztuczne sieci neuronowe, ktdre przetwarzaja informa-
cje podobnie jak ludzki mézg, naleza do takich automatycznych technik analizo-
wania danych. Czy sztuczne sieci neuronowe pozwalajg na rozpoznawanie ukry-
tych zaleznosci i prezentowanie ich w postaci prostych regut asocjacyjnych? Czy
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za pomoca sztucznych sieci neuronowych mozliwa jest wizualizacja rozpoznanych
zaleznosci? W artykule podjeto prébe weryfikacji hipotezy o wysokim potencjale
sieci SOM i GNG w poszukiwaniu regut asocjacyjnych.

2. Analiza poréwnawcza wlasnosci sieci SOM i GNG

Postep w technologii kodéw kreskowych umozliwit zbieranie i przechowywanie
danych dotyczacych produktéw kupowanych w pojedynczych transakcjach, a po-
step informatyczny sprawit, ze mozemy na biezaco aktualizowaé baze danych i
analizowa¢ transakcje z przesztosci. Sztuczne sieci neuronowe, mimo swojej
skomplikowanej techniki modelowania, maja duza zdolno$¢ do modelowania nie-
zmiernie ztozonych systeméw. Do grupy sztucznych sieci neuronowych, ktére sa
silnym narzegdziem analizy skupien, zaliczamy sieci samouczace si¢. Naleza do
nich migdzy innymi takie sieci neuronowe, jak: Self Organizing Map Kohonena
(SOM) i Growing Neural Gas (GNG) Fritzkego (por. rys. 1). Sieci te maja wiele
istotnych i rzadko spotykanych zalet, ale tez wad, ktdre wymagaja szczeg6lnej
uwagi badacza. Wykrywanie waznych prawidtowosci, znajdujacych si¢ w zbiorze
uczacym, i prezentowanie ich w formie pogrupowanych sygnatéw wejsciowych,
ktore rozpoznaty sieci SOM i GNG w procesie uczenia, daje mozliwos¢ obserwo-
wania wzorcow zachowan klientow udajacych si¢ na zakupy. Poszukiwanie takich
wzorcodw zachowan nastepuje w wyniku bezwzorcowego procesu odwzorowania
wielowymiarowej przestrzeni obiektow wejsciowych w niskowymiarowa prze-
strzen matej liczby jednostek funkcjonalnych, tzw. neuronéw, z zachowaniem to-
pograficznego podobienstwa miedzy obiektami (por. [Fritzke 1994, 1995; Kohonen
1995, 1997, 2001, 2006; Vesanto 1997; Deboeck, Kohonen 1998; Qin, Suganthan
2004; Prudent, Ennaji 2005]).

a) SOM b) GNG

Rys. 1. Sieci samouczace si¢

Zrodto: opracowanie wiasne.
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Poréwnujac wiasnosci sieci SOM i GNG, mozna zauwazy¢ wiele istotnych
réznic i podobienstw miedzy nimi. W przypadku sieci SOM konieczne jest zatoze-
nie a priori struktury sieci, nawet jezeli nie ma obiektywnych przestanek, jak to
zrobi¢. Sie¢ GNG natomiast sama poszukuje optymalnej struktury. Struktura sieci
SOM jest wigc stata, a sieci GNG zmienna. Zardwno w przypadku sieci SOM, jak i
GNG nalezy ustali¢ a priori krytyczne parametry sterujace. W pierwszym przy-
padku bedzie to struktura sieci, liczba neurondw, funkcja sasiedztwa czy rzad sa-
siedztwa, a w drugim: maksymalna liczba iteracji, maksymalna liczba neurondw,
maksymalny wiek potaczen czy czestotliwos¢ wstawiania nowych neuronéw do
sieci. Sie¢ SOM wykazuje wysoka, a sie¢ GNG znakomita jakos¢ grupowania przy
optymalnie dobranych parametrach sterujacych siecia. Sie¢ SOM uczy si¢ wolniej
niz sie¢ GNG. Uczenie sieci jest adaptacyjnym procesem doboru wag sieci i w pro-
cesie uczenia nastepuje dopasowanie tych wag do obiektow wejsciowych. Neuro-
ny, a dokfadnie wagi, staja siec wzorcem grupy bliskich sobie sygnatow wejscio-
wych. Badania symulacyjne wskazuja na to, ze sie¢ SOM zdecydowanie lepiej ra-
dzi sobie ze skupieniami rozmytymi i nieseparowalnymi. W sieci GNG, jezeli od-
legtosci migdzy obiektami réznych skupien sa podobne do odlegtosci migdzy
obiektami w skupieniach, moze dojs¢ do potaczenia sasiednich skupien. W konse-
kwencji sie¢ GNG wszystkie obiekty potraktuje jako jedno duze skupienie.
W przypadku sieci SOM mozliwa jest wizualizacja wielowymiarowych danych
wejsciowych, np. w formie macierzy ujednoliconych odlegtosci lub histogramu
pobudzen. Sie¢ GNG nie pozwala na wizualizacje danych wielowymiarowych ani
samej sieci (por. [Migdat-Najman 2009; Najman 2009, 2010]).

3. Eksperyment badawczy

Do weryfikacji hipotezy o wysokim potencjale sieci SOM i GNG w poszukiwaniu
regut asocjacyjnych przygotowano dwa eksperymenty. Dla dwéch zbioréw zawie-
rajacych dane umowne poszukiwano wzorcow zakupowych. W eksperymencie
pierwszym poréwnano wykryte reguty asocjacyjne, uzyskane w oparciu o zastoso-
wang sie¢ SOM i GNG, z wynikami, ktore by uzyskano, stosujac klasyczna metodg
poszukiwania regut asocjacyjnych. W eksperymencie tym zaprezentowano sposob
poszukiwania prawidtowosci zakupowych na matym zbiorze transakcji. Do prezen-
tacji wizualnej uzyskanych regut zastosowano wykresy sieciowe. W eksperymen-
cie drugim w ten sam sposéb weryfikowano potencjat sieci SOM i GNG w wy-
krywaniu prawidtowosci zakupowych. Eksperyment ten przeprowadzono na wiek-
szej bazie transakcji (przypadkow), uwzgledniajacej takze wigksza liczbg produk-
tow (atrybutdw). Sieci SOM budowane dla dwoch eksperymentow testowano, sto-
sujac rozne topologie sieci. Budowano sieci 0 heksagonalnej strukturze potaczen o
rozmiarach od 2 x 2 do 4 x 4 (eksperyment pierwszy) i od 5 x 5 do 12 x 12 (ekspe-
ryment drugi). Przy budowie sieci SOM stosowano cztery funkcje sasiedztwa:
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gaussowska, ucieta gaussowska, prostokatna i wyktadnicza. W kazdym wariancie
uczono sieci SOM od 100 do 1000 iteracji (eksperyment pierwszy) i od 1000 do 5000
iteracji (eksperyment drugi). Optymalna sie¢ SOM (dla kazdego eksperymentu) w sen-
sie minimalizacji bteddw sieci: bledu kwantyzacji, topograficznego i dystorsji, podda-
wano analizie. Przy budowie sieci GNG testowano parametr lambda, informujacy o
liczbie iteracji, po ktdrych jest wstawiany nowy neuron, maksymalny wiek potaczenia,
informujacy o tym, ile iteracji pozostanie neuron, ktory sig nie uczy, krok uczenia neu-
ronu zwycigzcy i krok uczenia neurondw potaczonych ze zwycigzca.

4. Wyniki badan

Eksperyment pierwszy. Badanie przeprowadzono na zbiorze skladajacym si¢ z 10
transakcji (koszykow) i 7 produktéw (marchew X1, satata X2, pomidory X3, seler X4,
jabtka X5, pomarancze X6 i §liwki X7). Tablicg prezentujaca kombinacje produktow
kupionych przez poszczegolnych klientow w pojedynczej transakcji przedstawiono w
artykule Migdat-Najman [2010]. W oparciu o klasyczna metode poszukiwania regut
asocjacyjnych zaobserwowano nastepujace prawidtowosci: najczesciej wspotkupowa-
ne ze soba to: {marchew} — {pomidory} (wsparcie 40%); {jabtka} — {marchew}
(wsparcie 40%); {satata} — {pomidory} (wsparcie 40%); {pomidor} — {seler}
(wsparcie 30%) oraz {pomidory} — {jabtka} (wsparcie 30%). W eksperymencie
pierwszym optymalna siecia SOM w sensie minimalizacji miar btgdow okazata sig sie¢
heksagonalna o rozmiarze 3 x 3 neurony, prostokatnej funkcji sasiedztwa. Przy 100
iteracjach uczacych uzyskata: btad kwantyzacji wynoszacy 1,14, btad topograficzny —
0,00, btad dystorsji — 1,33. Wykorzystanie wektorow wag optymalnej sieci w poszu-
kiwaniu wzorcéw zakupowych zaprezentowano w artykule Migdat-Najman [2010].
Sie¢ SOM i wykryte prawidtowosci zakupowe zaprezentowano na rys. 2.

pormidory
7 ‘ salata
seler
marchew
jabtka
-
Slivki
.
pomararicze

a) b)

Rys. 2. a) Wzorce zachowan mapowanych obiektow, b) wizualizacja zaleznosci uzyskanych
w oparciu o sie¢ SOM

Zrédto: opracowanie wiasne.



276 Kamila Migdat-Najman

W kolejnym kroku eksperymentu pierwszego wykorzystano sie¢ GNG. Opty-
malna siecia GNG byta sie¢ o nastepujacych parametrach: lambda — 90, maksymalny
wiek potaczenia — 89 iteracji, krok uczenia neuronu zwyciezcy — 0,05, krok uczenia
neuronéw potaczonych ze zwyciezca — 0,0006. Sie¢ GNG uzyskata 22 neurony.
W tabeli 1 zaprezentowano wektory wag neuronéw analizowanej sieci GNG.

Tabela 1. Wektory wag sieci GNG zbudowanej z 22 neuronéw

Kupione artyku . .
Neurony X1 2 %3 D X4rty 1yx5 <6 X7 Obiekt | Skupienie
1 0,0000 | 1,0000 | 1,0000 | 1,0000 | 1,0000 | 0,0000 | 0,0000 5 1
2 1,0000 | 0,0000 | 0,0000 | 1,0000 | 0,0000 | 0,0000 | 0,0000 3 2
3 1,0000 | 0,0000 | 0,0000 | 0,0000 | 1,0000 | 0,0000 | 1,0000 9 3
4 1,0000 | 1,0000 | 1,0000 | 0,0000 | 0,0000 | 0,0000 | 0,0000 1 4
5 1,0000 | 1,0000 | 1,0000 | 0,0000 | 1,0000 | 0,0000 | 0,0000 8 5
6 1,0000 | 0,0000 | 1,0000 | 1,0000 | 0,0000 | 0,0000 | 0,0000 2 6
7 0,0000 | 0,0000 | 1,0000 | 1,0000 | 0,0000 | 1,0000 | 0,0000 6 7
8 1,0000 | 0,0000 | 1,0000 | 0,0000 | 1,0000 | 0,0000 | 0,0000 4 8
9 0,0000 | 1,0000 | 1,0000 | 0,0000 | 0,0000 | 0,0000 | 0,0000 7 9
10 1,0000 | 0,0000 | 0,0000 | 0,0000 | 1,0000 | 0,0000 | 0,0000 10 10
11 0,9997 | 0,0046 | 0,0300 | 0,0002 | 0,9998 | 0,0000 | 0,7463 9 3
12 0,0328 | 0,9980 | 0,9995 | 0,6339 | 0,6347 | 0,0006 | 0,0002 5 1
13 0,6523 | 0,9977 | 0,9994 | 0,0136 | 0,0135 | 0,0007 | 0,0002 1 4
14 0,1980 | 0,9982 | 0,9996 | 0,0130 | 0,0129 | 0,0006 | 0,0001 7 9
15 0,9997 | 0,0057 | 0,0327 | 0,0002 | 0,9997 | 0,0000 | 0,1658 10 10
16 0,1019 | 0,0007 | 0,9978 | 0,9993 | 0,0003 | 0,8979 | 0,0000 6 7
17 0,9997 | 0,0020 | 0,9987 | 0,0000 | 0,9967 | 0,0000 | 0,0000 4 8
18 0,9988 | 0,0000 | 0,9998 | 0,9970 | 0,0000 | 0,0000 | 0,0000 2 6
19 0,9995 | 0,0000 | 0,0126 | 0,9967 | 0,0000 | 0,0000 | 0,0000 3 2
20 0,9977 | 0,9989 | 0,9967 | 0,0000 | 0,9965 | 0,0000 | 0,0000 8 5
21 0,9969 | 0,9977 | 0,9983 | 0,0000 | 0,9955 | 0,0000 | 0,0012 8 5
22 0,9987 | 0,0000 | 0,0063 | 0,9983 | 0,0000 | 0,0000 | 0,0000 3 2

Zrédto: opracowanie wiasne.

Poszczegdlne neurony sieci GNG odpowiadaja za obiekty wejsciowe (transak-
cje). Dziesigc¢ pierwszych neurondw sieci GNG doktadnie mapuje wszystkie trans-
akcje zbioru wejsciowego. Przyktadowo neuron 1 mapuje obiekt 5, wektor wag
neuronu 1 jest taki sam jak sktadowe wektora transakcji 5. Przy optymalnej liczbie
neuronéw kazde skupienie bedzie reprezentowane przez dwa lub co najwyzej kilka
neuronéw (doktadna liczba neurondw zalezy od konfiguracji skupien w przestrze-
ni). Za wyodrebnione skupienie 1 odpowiada wiec nie tylko neuron 1, ale réwniez
neuron 12. W tak trywialnych przyktadach zalety sieci GNG sig nie ujawniaja. Sie¢
GNG w procesie uczenia uczyta si¢ bardzo szybko, ale na 10 obiektow (transakcji)
przypadaty po dwa lub trzy neurony (tacznie sie¢ GNG ma 22 neurony). Kazdy
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obiekt zostat potraktowany jako osobne skupienie, a liczba neuronéw przekroczyta
ponad dwukrotnie liczbe obiektow wejsciowych. Tak zbudowana sie¢ GNG za-
przecza idei oszczednosci algorytmu sieci i postulatom analizy skupien. W przy-
ktadach, ktore dotycza wiekszych baz danych, problem przekroczenia liczby neu-
ronéw w stosunku do liczebnosci zbioru transakcji przestaje istnie¢. Liczba neuro-
noéw w naturalny sposob jest mniejsza od liczby obiektow. Na rysunku 3 na wykre-
sach sieciowych zaprezentowano najczesciej wspotkupowane produkty uzyskane w
oparciu o sie¢ SOM i GNG w eksperymencie pierwszym. Im proste taczace pro-
dukty sa ,,grubsze”, tym produkty sa czesciej wspotkupowane (jest wiecej neuro-
now, ktore odpowiadaja za taki wzorzec zachowan). Pordwnujac reguty uzyskane
w oparciu o sieci SOM i GNG, otrzymano bardzo zblizone wyniki zaleznosci mie-
dzy produktami. Najwazniejsze reguly wystepujace w zbiorze transakcji, ktore
mialy najwyzsze poziomy wsparcia, zostaty jednakowo rozpoznane przez obie sie-
ci. W przypadku sieci GNG udato sie jednak odkry¢ rowniez te reguty, dla ktérych
poziomy wsparcia byty nizsze. Sie¢ GNG idealnie rozpoznata wszystkie istniejace
w zbiorze transakcji wzorce. Jednak aby uzyska¢ tak dobry wynik, sie¢ GNG po-
trzebowata do wykrycia regut az 22 neurony, a sie¢ SOM tylko 9 neurondéw.

K3

a) SOM b) GNG
1 — marchew, 2 — safata, 3 — pomidory, 4 —seler, 5 — jabtka, 6 — pomarancze, 7 — §liwki

Rys. 3. Wizualizacja najwazniejszych regut asocjacyjnych w oparciu o sie¢ a) SOM, b) GNG

Zrédto: opracowanie wiasne.

Eksperyment drugi. W eksperymencie testowano 596 transakcji i 22 produkty
(atrybuty): 1 — stodycze, 2 — desery, 3 — kawa i herbata, 4 — dania gotowe, 5 —
zdrowa zywnosé, 6 — ryby, 7 — artykuty sypkie, 8 — dla dzieci, 9 — przetwory, 10 — na-
biat, 11 — przyprawy, 12 — wedliny, 13 — piwo, 14 — sosy, 15 — alkohole, 16 — prze-
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kaski, 17 — napoje, 18 — woda mineralna, 19 — pieczywo, 20 — migso, 21 — owoce i
22 — warzywa. Stosujac klasyczna metode poszukiwania regut asocjacyjnych, naj-
wyzsze poziomy wsparcia uzyskano dla nastepujacych par produktéw: {nabiat} —
{pieczywo} (wsparcie 56,71%); {nabiat} — {napoje} (wsparcie 50,17%); {nabiat}
— {warzywa} (wsparcie 49,83%); {nabial} — {stodycze} (wsparcie 46,81%);
{pieczywo} — {napoje} (wsparcie 46,31%); {nabiat} — {owoce} (wsparcie
46,31%); {warzywa} — {pieczywo} (wsparcie 46,14%), {pieczywo} — {stodycze}
(wsparcie 44,63%); {nabiat} — {art. sypkie} (wsparcie 43,62%); {pieczywo} —
{owoce} (wsparcie 42,95%); {warzywa} — {napoje} (wsparcie 40,94%), {pieczy-
wo} — {art. sypkie} (wsparcie 40,27%) oraz {stodycze} — {napoje} (wsparcie
40,27%). Przy budowie sieci SOM testowano rozne jej topologie. Budowano sieci 0
heksagonalnej strukturze potaczen o rozmiarach od 5 x 5 do 12 x 12 neurondw.
Uwzgledniano cztery funkcje sasiedztwa: gaussowska, ucieta gaussowska, prosto-
katna i wyktadnicza. W kazdym wariancie uczono sie¢ od 1000 do 5000 iteracji.
Dla kazdej symulacji wyznaczano trzy miary jakosci sieci. Optymalna w sensie
minimalizacji miar btedéw sieci byta sie¢ o nastepujacych parametrach: typ pota-
czen neuronéw — heksagonalny, rozmiar sieci — 11 x 11 neurondw, funkcja sa-
siedztwa — ucigta gaussowska, btad kwantyzacji — 1,03, btad topograficzny — 0,33,
btad dystorsji — 1,21 i liczba iteracji uczacych réwna 1000. Najwazniejsze wzorce
zachowan klientéw (w macierzy wag sa to te wspotczynniki wagowe, ktore przyje-
ty wartos¢ jeden), rozpoznane przez sie¢ SOM w oparciu 0 121 neuronéw (11 x 11),
zaprezentowano graficznie na wykresie sieciowym (por. rys. 4a). W kolejnym kro-
ku eksperymentu drugiego wykorzystano sie¢ GNG. Optymalna siecia GNG byta
sie¢ 0 nastgpujacych parametrach: lambda — 190, maksymalny wiek potaczenia — 288,

a) SOM b) GNG

Poszczegdlne liczby odpowiadaja 22 produktom wymienionym w eksperymencie drugim.

Rys. 4. Wizualizacja najwazniejszych regut asocjacyjnych w oparciu o sie¢: a) SOM, b) GNG

Zrodto: opracowanie wiasne.
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krok uczenia neuronu zwycigzcy — 0,05, krok uczenia neuronOw potaczonych ze
zwyciezca — 0,0006. Sie¢ GNG sktadata sie z 79 neurondéw. W przypadku zbioru
drugiego, ktdry sktadat sie z 596 transakcji, sie¢ SOM rozpoznata najwazniejsze reguty
asocjacyjne w oparciu 0 121 neuronéw, a sie¢ GNG w oparciu 0 79 neuronéw.
W przypadku zbiordw wiekszych sie¢ GNG, w poréwnaniu z siecia SOM, wskazuje
na oszczednosé¢ obliczeniowa. Nowe neurony wstawiane sa W to miejsce przestrzeni
cech, w ktorej sa potrzebne. Sieci GNG nie maja tendencji do nadmiernego rozrostu.
Na rysunku 4b na wykresie sieciowym zaprezentowano najczesciej wspotkupowane
produkty, ktére rozpoznata sie¢ GNG. Miedzy regutami wykrytymi dla sieci SOM
i GNG uzyskano bardzo wysoka zgodnos¢. Wszystkie najczesciej wspotkupowane
produkty, wystepujace w zbiorze transakcji, ktére miaty najwyzsze poziomy
wsparcia zostaty rozpoznane zaréwno przez sie¢ SOM, jak i GNG.

5. Wnioski

Sieci SOM i GNG maja duzy potencjat w rozpoznawaniu ukrytych zaleznosci w
postaci prostych regut asocjacyjnych. Uzyskana zgodnos¢ wynikow podejscia
opartego na sieciach SOM i GNG oraz regutach asocjacyjnych jest bardzo wysoka.
Wydaje sig, ze sie¢ GNG ma wigkszy potencjat w rozpoznawaniu ukrytych zalez-
nosci. Uczenie sie sieci GNG jest szybsze niz sieci SOM. Dla ztozonych proble-
mow sie¢ SOM jest wyraznie wolniejsza ze wzgledu na koniecznos¢ przetestowa-
nia réznych jej struktur. W sieci SOM kazdy neuron przekazuje pewna o0golna
(przecietna) informacje o wiekszej liczbie obiektéw. W sieci SOM neuron petni
funkcje ,,meta-skupienia, srodka ciezkosci” obiektow grupujacych sie przy po-
szczegblnych neuronach. W sieci GNG jeden neuron moze przekazywa¢ informa-
cje nawet o jednym obiekcie. Uzyskane wyniki z sieci SOM pozwalaja na wizuali-
zacje zaleznosci prezentowanych na macierzy U (macierzy ujednoliconych odleg-
tosci) i histogramie pobudzen. Istnieje mozliwos¢ wizualnego analizowania wzor-
cow zakupowych klientéw z réznych segmentéw rynku. Takiego bezposredniego
rozwiazania graficznego analizowanego problemu nie uzyskamy z sieci GNG. Sie¢
GNG nie pozwala na wizualizacjg¢ danych wielowymiarowych i samej sieci. Uzy-
skane wyniki z sieci SOM i GNG mozna za to prezentowaé¢ w postaci np. wykre-
sOw sieciowych.

Za pomocg sieci SOM i GNG mozna ustali¢ zaleznosci miedzy produktami, ale
nie uzyska sie informacji o prawdopodobienstwie realizacji transakcji, ktére zawie-
raja zadane atrybuty. Zysk z prezentowanych metod jest tym wigksze, im wigcej
obiektéw i atrybutéw (zmiennych, produktéw) podlega badaniu. Sie¢ GNG sama
modyfikuje swoja strukturg i automatycznie ustala optymalna liczbg neuronow
oraz liczbe skupien. Rozpoznawanie skupien obiektow przez sie¢ GNG jest zna-
czaco tatwiejsze niz w sieci SOM (jesli skupienia sa separowalne). Sie¢ GNG be-
dzie popetnia¢ niewielkie btedy na krawedziach skupien, gdy obiekty trudno jed-
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noznacznie zaliczy¢ do skupien (efekt rozmycia). W przypadku sieci GNG mozna
mowic¢ o stabych jej wilasnosciach, jezeli w zbiorze danych wystepuja skupienia
nieseparowalne. Sie¢ GNG nie wymaga duzej pamieci komputera. Sie¢ te mozna
zaliczy¢ do wyspecjalizowanych narzedzi analizy skupien i w tym zakresie bedzie
w wigkszosci przypadkow skuteczniejsza niz sie¢ SOM. Wada uniemozliwiajaca
szersze stosowanie sieci GNG jest brak standardowego oprogramowania.

Zastosowane podejscia poszukiwania regut asocjacyjnych w oparciu o sieci
samouczace sic SOM i GNG nie ograniczaja sie jedynie do prezentowanego prob-
lemu koszyka sklepowego.
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A COMPARATIVE ANALYSIS
OF SELF-LEARNING SOM AND GNG NEURAL NETWORKS
IN SEARCH OF ASSOCIATION RULES

Summary: The aim of this article is to illustrate the concepts and attempt to compare the
methods of cluster analysis in search of association rules. The paper presents the potential of
neural networks such as Self Organizing Map (SOM) and Growing Neural Gas (GNG) in the
discovery of consumer behaviour. The detected association rules are presented graphically.
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