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ROZWIAZYWANIE ZAGADNIEN KLASYFIKACYJNYCH
Z WYKORZYSTANIEM SIECI BAYESOWSKICH

Streszczenie: Sieci bayesowskie sa narzedziem o szerokim zastosowaniu. Jednym z zagad-
nien, do ktorych si¢ je wykorzystuje, sa problemy klasyfikacji danych. W artykule oméwio-
no wybrane metody automatycznego generowania sieci bayesowskich. Przedstawiono row-
niez wyniki symulacji na r6znych zbiorach danych. Poréwnano jako$¢ otrzymanych klasyfi-
katoréw i skomentowano problemy zwiazane z zastosowaniem omawianych metod. Do ob-
liczen wykorzystano pakiet GeNie.
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1. Wstep

Sieci bayesowskie sa narzedziem o szerokim zastosowaniu. Jednym z zagadnien,
do ktorych si¢ je wykorzystuje, jest problem wzorcowej klasyfikacji danych.

Celem artykulu jest przeglad popularnych metod generowania struktury
(i parametrow) sieci bayesowskich oraz wykorzystanie ich do rozwiazywania zagad-
nien klasyfikacji danych i ocena jako$ci klasyfikacji. Podjeto réwniez probe odpo-
wiedzi na pytanie, ktore algorytmy wymagaja wspomagania ekonometrycznymi me-
todami doboru zmiennych do modelu. Do obliczen wykorzystano pakiet GeNie.

2. Zasady dzialania sieci bayesowskich

Sie¢ bayesowska to zorientowany acykliczny graf (directed acyclic graph —
DAG)!, w ktorym wezly reprezentuja zmienne. Ze wzgledéw praktycznych ustala
si¢, ze zmienne przyjmuja warto$ci dyskretne (czgsto binarne). Wystgpowanie tuku
laczacego dwa wezty wiaze si¢ z istnieniem zaleznos$ci przyczynowo-skutkowej
migdzy zmiennymi reprezentowanymi przez te wezty. Brak tuku oznacza natomiast

! Niektorzy autorzy w teoretycznych rozwazaniach przewiduja réwniez sieci bayesowskie repre-
zentowane przez grafy o tukach niezorientowanych.
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brak takiej zalezno$ci. Innymi slowy, wezly odpowiadajace zmiennym niezalez-
nym nie sa potaczone tukami.

Z kazdym weztem powiazany jest rozktad prawdopodobienstwa. Weztom po-
czatkowym (moze by¢ ich wigcej niz jeden) odpowiadaja rozklady brzegowe, po-
zostatym weztom za$ — rozklady warunkowe.

Przyktad sieci bayesowskiej przedstawiony jest na rys. 1. Z weztami A i B po-
wiazane sa rozktady brzegowe: P(4) i P(B), a z pozostatymi weztami rozktady wa-
runkowe: P(C|A4,B), P(D|C), P(E|C), P(F|D,E).

Rys. 1. Przyktad sieci bayesowskiej

Zrbdto: opracowanie wihasne.

Do obliczen pozostatych prawdopodobienstw wykorzystuje sig¢ wzor Bayesa:

_ P(B|A)P(A4)

P(A4| B) 5)

(1)

Jezeli znane sa relacje wystgpujace pomigdzy zmiennymi, sieci bayesowskie
konstruuje sig¢ ,,recznie”. Kiedy jednak nie dysponujemy taka wiedza, mozemy sko-
rzysta¢ z jednej z metod automatycznego generowania struktury sieci bayesow-
skiej. Wymaga to jednak odpowiedniego przygotowania danych: zamiany warto$ci
ciaglych na dyskretne i, niekiedy, ograniczenia liczby zmiennych. Automatycznie
wygenerowana sie¢ bayesowska moze dostarczy¢ wiele informacji i pomoc w zro-
zumieniu relacji zachodzacych pomigdzy zmiennymi.

3. Metody automatycznego generowania sieci bayesowskich

Istnieje wiele metod automatycznego generowania struktury sieci bayesowskiej.
Podstawowa klasyfikacja obejmuje podzial na metody oparte na testach warunkowe;j
niezalezno$ci (dependency analysis based algorithms, constraint-based algorithms)
i metody heurystyczne (rys. 2). W dalszej czgsci omowione zostang algorytmy PC
i EGS z grupy metod opartych na testach warunkowej niezaleznosci, heurystyczny
algorytm GTT oraz metoda naiwna.
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Metody automatycznej konstrukcji
sieci bayesowskich

Algorytmy oparte na analizie zalezno$ci

migdzy zmiennymi mierzonej za pomoca Metody heurystyczne
testow warunkowej niezaleznosci — algorytmy przeszukujace (i oceniajace)
(dependency analysis based algorithms, przestrzen grafow

constraint-based algorithms)

Rys. 2. Klasyfikacja metod automatycznej konstrukceji struktury sieci bayesowskich

Zrodto: opracowanie wlasne.

Popularng metoda automatycznej konstrukcji struktury sieci bayesowskiej jest al-
gorytm PC, oparty na testach warunkowej niezaleznos$ci. Na etapie wstgpnym algoryt-
mu konstruowany jest spojny graf niezorientowany. Nastepnie przeprowadza si¢ testy
warunkowej niezaleznosci, ktorych efektem jest usunigcie tukow taczacych wezty re-
prezentujace zmienne niezalezne. Ostatnim etapem jest ustalenie zwrotow tukow.

Metoda PC jest bardzo wrazliwa na parametry: uporzadkowanie wezlow (de-
cyduje w jakiej kolejnosci przeprowadza¢ testy warunkowej niezalezno$ci)
i poziom istotnosci « € (0;1). Dla réznych warto$ci parametrow algorytm moze
wygenerowa¢ inne grafy. W prezentowanych w dalszej czg$ci wynikach ekspery-
mentow przyjeto o = 0,05.

Algorytm EGS (essential graph search) jest oparty na metodzie PC. Algorytm
EGS wymaga zdefiniowania rozktadu P(a), nastepnie tworzone sg grafy zgodnie
z metoda PC dla réznych wartosci a. Sposréd wygenerowanych w ten sposob gra-
fow wybiera si¢ graf o maksymalnej wartosci funkcji oceny.

Wigcej informacji o algorytmach PC i EGS mozna znalez¢ w pracy [Dash,
Druzdzel 1999].

Algorytm GTT (greedy thick thinning) nalezy do grupy algorytmoéw heury-
stycznych. W metodzie tej generuje si¢ zorientowany graf poczatkowy, a nastgpnie
sporzadza listg¢ mozliwych modyfikacji grafu (dodanie tuku, usunigcie tuku, zmia-
na zwrotu). Jedynym ograniczeniem w zakresie modyfikacji grafu jest warunek
niewystepowania cykli. W kolejnym etapie wybiera sig¢ taka zmiang, ktora zapewni
najwigkszy wzrost wartosci funkcji oceny. Modyfikacji dokonuje si¢ do momentu,
gdy jej przeprowadzenie nie przyniesie polepszenia funkcji oceny.

Wada metod heurystycznych jest dlugi czas obliczen i mozliwos¢ ,,utknigcia”
w maksimach lokalnych funkcji oceny.

Metoda GTT szerzej opisana jest w pracy [Heckerman 1995].

Problemy klasyfikacyjne moga by¢ rozwiazywane réwniez za pomoca sieci
bayesowskich wygenerowanych przez metode naiwna (naive). Metoda naiwna za-
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ktada wystepowanie potaczen pomigdzy wszystkimi zmiennymi objasniajacymi a
zmienna objasniang i brak polaczen zmiennych objasniajacych migdzy soba
(rys. 3). Jej zastosowanie wymaga wigc przeprowadzenia wstepnej analizy ekono-
metrycznej doboru zmiennych do modelu. Luki grafu wyrazaja istnienie zaleznosci
przyczynowo-skutkowej pomigdzy para zmiennych reprezentowanych przez we-
zty. Zmienne objasniajace powinny by¢ wige silnie skorelowane ze zmienna objas-
niang i slabo migdzy soba (brak potaczen migdzy weztami reprezentujacymi
zmienne objasniajace).

Rys. 3. Przyktad sieci wygenerowanej wedtug podejscia naiwnego

Zrédto: wydruk programu GeNie.

Zwroty tukéw sa tutaj dowolne, ale z praktycznych wzgledow rysuje sig tuki
prowadzace od zmiennej objasnianej do zmiennych objasniajacych. Dzigki temu
konieczna do wyznaczenia liczba prawdopodobienstw warunkowych jest znacznie
mniejsza.

Dla grafu przedstawionego na rys. 3 niezbgdne jest wyznaczenie rozktadu
brzegowego zmiennej KILLASA i rozktadow warunkowych zmiennych A1-A6.

Prawdopodobienstwa warunkowe zmiennej objasnianej wyznacza sig, korzy-
stajac ze wzoru Bayesa. Dla omawianego przyktadu:

P(K|ALA A2 AN A3ANAAN AS A A6) =
_ P(AINA2ANA3ANA4NASAA6| K)P(K) )
P(AIA A2 A A3 A A4 A AS A A6)

Stosujac proste podstawienia, obliczamy wartos¢ licznika i mianownika:

P(ALA A2 AN A3 A A4 A A5 A A6|K) =
= P(A1| K)P(A2| K)P(A3| K)P(A44| K)P(A5| K)P(46| K),
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P(AIAA2 AN A3 A A4 AN AS A A6) =
= P(A1| K)P(A2| K)P(A3| K)P(A4| K)P(A5| K)P(A6| K)P(K)+
+P(Al| K)P(A2| K)P(A3| K)P(A4| K)P(A5| K)P(A6| K)P(K).

Godny uwagi jest rowniez algorytm TPDA (three-phase dependency analysis),
zaproponowany przez J. Chenga i in. [Cheng, Bell, Liu 1997; Cheng et al. 2000].
Metoda oparta na teorii informacji obejmuje trzy fazy: szkicowanie (drafting —
ustalanie wstepnej struktury grafu), ,,pogrubianie” (thickening — dodawanie no-
wych polaczen) i ,,odchudzanie” grafu (thinning — usuwanie zbednych tukow).
J. Cheng, stosujac powyzsza metode, wygral w 2001 r. KDD Cup (konkurs po-
swigcony pozyskiwaniu wiedzy z baz danych) [KDD Cup... 2002]. Metoda TPDA
nie bedzie omawiana w dalszej czesci tego artykutu.

4. Analiza jakoSci klasyfikacji dokonanej przez sieci bayesowskie

Analizie poddanych zostalo 12 zbiorow danych, ktére sa ogolnie dostgpne na stronie

http://www.datalab.uci.edu/. Sa to dane z réznych dziedzin: ekonomii, psychologii,

medycyny, techniki i politologii; trzy zbiory danych zostaty sztucznie wygenerowane.
Zbiory danych dotycza:

— credit: decyzja o przyznaniu karty kredytowej, zbior zawiera 654 obiekty opi-
sane za pomoca 15 zmiennych (6 z nich przyjmuje wartosci ciagte, a 9 wartosci
dyskretne); obiekty podzielone sa na dwie klasy (wnioski rozpatrzone pozy-
tywnie 1 negatywnie);

— balance: eksperyment psychologiczny, 625 obiektow, 4 zmienne (warto$ci
dyskretne: {1,2,3,4,5}), 3 klasy;

— breast: medycyna (zachorowalno$¢ na raka), 699 obiektéw, 9 zmiennych (war-
tosci dyskretne: 1-10), 2 klasy;

— diabetes: medycyna, 768 obiektow, 8 zmiennych (wartosci ciaglte) opisujacych
objawy cukrzycy, podziat na 2 klasy (chorzy na cukrzyce/ zdrowi);

— heart: medycyna (objawy choroby serca), 270 obiektow, 13 zmiennych (warto-
Sci ciagte), dwie klasy;

— vote: politologia (gtosowania kongresmenow amerykanskich), 435 obiektow,
16 zmiennych przyjmujacych warto$ci dyskretne: {byl za, byl przeciw,
wstrzymat si¢ od glosu}, podziat na dwie klasy (demokraci i republikanie);

— sonar: rozpoznawanie obiektéw metalowych (min), 208 obiektéw, 60 zmien-
nych przyjmujacych wartosci ciagle z przedziatu <0, 1>, podzial na dwie klasy
(obiekt jest skata lub ming (metal));

— glass2: analiza chemiczna szkta (szyb), 163 obiekty, 9 zmiennych przyjmuja-
cych wartosci ciagle, 2 klasy;

—  cars: motoryzacja, 392 obiekty, 8 zmiennych, z ktorych 9 przyjmuje wartosci ciagle,
a jedna: warto$ci dyskretne), 3 klasy (samochod europejski, amerykanski, japonski).
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Zbiory sztucznie wygenerowane: monkl, monk2, monk3 opisane zostaly
przez 6 zmiennych ktére przyjmowaly wartosci dyskretne:
— atr 1:{1,2,3},

- atr 2:{1,2,3},

— atr 3:{1,2},

— atr 4:11,2,3},

— atr 5:{1,2,3,4},
— atr 6:{1,2}.

Obiekty ze zbiorow monk1, monk2 i monk3 podzielono na dwie klasy: ,,yes”
i,,n0”. Przydzielenie obiektu do klasy ,,yes” nastgpowato zgodnie z nastgpujacymi
regutami:

— monkl: (atr 1 =atr 2)Iub (atr 5=1),
— monk2: (atr n=1) dla DOKLADNIE DWOCH n=1, 2,..., 6,
— monk3: (atr 5=3iatr 4=1)Iub (atr 5+4iatr 2+3).

Dodatkowo do zbioru monk3 wprowadzono szum: kilka obiektéw ze zbioru
uczacego zostato blednie zaklasyfikowanych.

Dla zbioru monk2 zadna z oméwionych w poprzednim punkcie metod nie wy-
generowala sieci bayesowskiej, dlatego nie bedzie on podlegat dalszej analizie.

Wartosci zmiennych ciagltych w kazdym z omowionych zbiorow danych zosta-
ty przeksztalcone w jedna z trzech wartosci dyskretnych (DUZE, SREDNIE,
MALE). Podobnie zrobiono dla przyktadu breast, gdzie wartosci dyskretne 1, 2, 3
zastapiono warto$cia MALE; 4, 5, 6, 7 — SREDNIE; 8, 9, 10 — DUZE. Zamiana
wartosci ciaglych na dyskretne jest niezbednym elementem, ktory nalezy przepro-
wadzi¢ przed zastosowaniem metod generujacych sieci bayesowskie. W ramach
zbioru breast redukcja liczby kategorii pozwolita na przyspieszenie dziatania tych-
ze metod. Zabiegi te wiaza si¢ oczywiscie z utrata czesci informacji, przeprowa-
dzenie ich jest jednak konieczne.

Dla przedstawionych zbioréw danych wygenerowano sieci bayesowskie za
pomocg metod: naiwnej, PC, EGS i GTT. Otrzymane sieci bayesowskie wykorzy-
stano do rozwiazania zagadnien klasyfikacji wzorcowej. Wyniki eksperymentow
zawieraja tab. 1-3. Liczby w kolumnach oznaczaja, jaki procent danych zostat pra-
widlowo zaklasyfikowany. Pogrubiona czcionka wyrézniono najlepsze wyniki.

Metoda naiwna na danych uczacych przyniosta najlepsze rezultaty dla zbio-
row credit i monk3 (podobnie jak pozostate metody). Dla danych testowych i
tacznych (uczace + testowe) z kolei sa to zbiory balance, glass2 i monk3. Zaleta
metody naiwnej jest jej prostota, wada: konieczno$¢ wstgpnej analizy danych
(doboru zmiennych).

Metoda PC najlepsze wyniki uzyskano na zbiorach uczacych, duzo stabsze za$
na testowych. Na przyktad dla zbior6w uczacych balance lub sonar uzyskano bar-
dzo dobre (najlepsze) wyniki, dla zbiorow za$ testowych bardzo stabe (najgorsze).
Nastapito wigc ,,przeuczenie” sieci.
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Tabela 1. Jakos¢ wygenerowanych sieci bayesowskich (zbior uczacy)

Metoda generowania Nazwa zbioru danych
sieci bayesowskiej credit balance breast diabetes heart vote
naive 86,13% 89,66% 95,49% 74,61% 85,56% 94,33%
PC 85,16% | 100% 98,50% | 74,80% 85,00% 95,33%
EGS 85,16% - 97,85% 71,48% 91,11% | 95,33%
GTT 85,74% 89,66% 97,21% 75,00% 85,56% 95,33%
sonar glass?2 cars monk1 monk3
naive 75,36% 74,07% 89,66% 79,84% 93,44%
PC 76,09% 74,07% 88,51% 76,61% 93,44%
EGS 64,69% 75,00% | 91,95% 73,39% 93,44%
GTT 70,29% 72,22% 99,62% | 100% 93,44%
Zrédlo: opracowanie whasne.
Tabela 2. Jako$¢ wygenerowanych sieci bayesowskich (zbior testowy)
Metoda generowania Nazwa zbioru danych
sieci bayesowskiej credit balance breast diabetes heart vote
naive 84,44% 88,04% 95,71% 71,88% 85,56% 95,56%
PC 89,63% 27,715% 92,27% 72,27% 84,44% 95,56%
EGS 92,59% - 93,56% 77,34% 71,11% 96,30%
GTT 84,44% 88,04% 96,57% 75,00% 86,67% 96,30%
sonar glass?2 cars monk1 monk3
naive 54,29% 74,55% 87,02% 71,30% 97,22%
PC 50,00% 72,73% 77,10% 69,44% 97,22%
EGS 52,86% 70,91% 62,60% 75,00% 97,22%
GTT 67,14% 72,73% 97,71% 100% 97,22%
Zrédto: opracowanie whasne.
Tabela 3. Jako$¢ wygenerowanych sieci bayesowskich (zbior uczacy i testowy)
Metoda generowania Nazwa zbioru danych
sieci bayesowskiej credit balance breast diabetes heart vote
naive 85,78% 89,12% 95,57% 73,70% 85,56% 94,71%
PC 86,09% 75,84% 96,42% 73,96% 84.,81% 95,40%
EGS 86,70% - 96,42% 73,44% 84,44% | 95,63%
GTT 8547% | 89,12% | 97,00% | 75,00% | 85,93% | 95,63%
sonar glass?2 cars monk1 monk3
naive 68,27% 74,23% 88,78% 73,20% |  96,39%
PC 67,31% 73,62% 84,69% 71,04% |  96,39%
EGS 60,58% 73,62% 82,14% 74,64% |  96,39%
GTT 69,23% 72,39% | 98,98% | 100% 96,39%

Zrodlo: opracowanie wlasne.




Rozwiazywanie zagadnien klasyfikacyjnych z wykorzystaniem sieci bayesowskich 261

Metoda EGS przyniosta wyniki poréwnywalne z metoda PC, co jest dos¢ za-
skakujace, gdyz bazuje ona na metodzie PC uruchamianej dla ré6znych wartosci
parametrow.

Najlepsze wyniki — az dla 9 zbioréw danych — uzyskano metoda GTT. Jako jedyna
w 100% prawidlowo odwzorowata regule klasyfikacyjna zbioru monkl1. Niestety, me-
toda GTT jest dos¢ czasochtonna i dla zbioréw danych wigkszych niz analizowane w
niniejszej pracy jej zastosowanie moze by¢ mocno utrudnione. Juz dla zbioru sonar,
zawierajacego 60 zmiennych, wymusila przeprowadzenie wstepnej eliminacji zmien-
nych, zgodnie z zasadami doboru zmiennych do modelu ekonometrycznego.

Dla zbioru monk3 metody PC, EGS i GTT wygenerowaty takie same struktury
sieci bayesowskiej — stad identyczne wyniki. Struktura sieci naiwnej byta nieco in-
na, poniewaz dla tego przyktadu nie przeprowadzono wstgpnej analizy ekonome-
trycznej i nie usunigto zmiennych stabo skorelowanych ze zmienng obja$niang.
Metody PC, EGS i GTT wyeliminowaty te zmienne, usuwajac odpowiednie tuki
grafu. Wyniki dla wszystkich czterech metod sa jednak takie same, co wigcej:
wszystkie metody zle zaklasyfikowaly te same obiekty. Wsrod obiektow zle przy-
dzielonych do grup sa wszystkie zawierajace szum. Mozna wigc postawic tezg, ze
sieci bayesowskie prawidlowo odwzorowaty regulg¢ decyzyjna przydziatu obiektow
do klas. Nawet te obickty, ktore zawieraly btad w danych, zostaly prawidtowo za-
klasyfikowane. Nie wystepuje wigc tutaj zjawisko ,,przeuczenia”’, doskonale znane
z zastosowan sieci neuronowych.

5. Whnioski

Przeprowadzone eksperymenty stanowia przestanke do wyprowadzenia nastgpuja-

cych wnioskow:

— najlepsze wyniki uzyskano dla metody GTT, ktora jest jednak bardzo czaso-
chtonna,

— szybka metoda PC przyniosta dobre wyniki dla zbioréw uczacych,

— metoda naiwna daje w wigkszosci wyniki tylko nieznacznie gorsze od metody GTT,

— zastosowanie podej$cia naiwnego wymaga wsparcia statystycznymi metodami
doboru zmiennych do modelu.
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SOLVING CLUSTERING PROBLEMS WITH BAYESIAN NETS

Summary: Bayesian nets have very wide area of applications — they can be used for solv-
ing clustering problems too. The purpose of this paper is to present methods for learning
both the parameters and structure of a Bayesian network. There are described such methods
as naive, PC, EGS, GTT and TPDA. The algorithms were used to solve clustering problems
based on real and artificial data. The paper contains the comparison of results and sugges-
tion when one needs to use a particular method.
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