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1. Wstep

Drzewo klasyfikacyjne jest graficzng prezentacja metody rekurencyjnego po-
dziatu p-wymiarowej przestrzeni cech na podzbiory roztaczne jednorodne z punktu
widzenia wyrdznionej cechy y. W prowadzonych rozwazaniach y jest zmienna
nominalng reprezentujaca klasy, do ktorych naleza obiekty zbioru uczacego, mamy
zatem do czynienia z nieparametryczng analiza dyskryminacji (czyli z modelami
dyskryminacyjnymi). Podstawowa wada drzew klasyfikacyjnych jest brak stabilno-
$ci. Oznacza to, ze mala zmiana wartosci cech obiektow w zbiorze uczacym moze
prowadzi¢ do powstania zupelie innego modelu, co z kolei moze wplywac na
trafno$¢ prognostyczna uzyskanego modelu w przypadku analizy zbioru rozpo-
znawanego. Poprawe stabilnosci oraz doktadno$ci predykcji mozna uzyskac, stosu-
jac modele ztozone — zagregowane lub hybrydowe (por. np. [Stefanowski 2001]).

Model zagregowany to zbior pojedynczych klasyfikatorow, ktorych odpowiedzi
sa zagregowane do jednej odpowiedzi catego systemu, przy czym klasyfikatory skta-
dowe moga by¢ homogeniczne lub réznorodne. Model hybrydowy natomiast inte-
gruje w fazie uczenia przynajmniej dwa rézne modele. Motywacja budowy takich
modeli opiera sig¢ na twierdzeniu NFL (No Free Lunch) [Wolpert, Macready 1997], z
ktorego wynika, ze dla kazdego algorytmu uczacego istnieje pewna klasa proble-
mow, dla ktorych jest skuteczny. W odniesieniu do pozostatych problemow algorytm
moze by¢ mniej skuteczny od innych algorytméw (por. [Stefanowski 2001]).

Celem pracy jest proba porownania i oceny przydatnosci w zastosowaniach
praktycznych zagregowanych modeli drzew klasyfikacyjnych: Bagging [Breiman
1996], Boosting [Freund, Schapire 1997], Random Forests [Breiman 2001], oraz
wybranych modeli hybrydowych: CRUISE [Kim, Loh 2003], LOTUS [Chan, Loh
2004], PLUS [Lim 2000], k-NN Tree [Buttrey, Karo 2002].
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2. Modele zlozone

Agregacja modeli, najogolniej ujmujac, polega na wyodrgbnieniu ze zbioru ucza-
cego V prob uczacych, na podstawie ktorych budowane sa modele drzew Di(x), ...,
D,(x) taczone w kolejnym kroku w jeden model zagregowany D*(x). Okreslenie war-
tosci zmiennej zaleznej y odbywa si¢ najczesciej na podstawie zasady majoryzacji:

4
ﬁ*(x) = argmax{Zl(ﬁv(x) = y)} . (1)
Y v=1

Metody agregacji moga by¢ oparte na losowaniu ze zbioru uczacego kolejnych
préb uczacych (bagging 1 boosting) lub na losowym wyborze zmiennych do kaz-
dego z V' modeli sktadowych (Random Forests).

W metodzie bagging (Bootstrap Aggregation) dokonywane jest losowanie
ze zwracaniem obiektoéw ze zbioru uczacego do N-elementowych prob uczacych

U,..., U, przy czym waga kazdego obiektu jest jednakowa i rowna: w, =%. Na

podstawie kazdej proby uczacej budowane jest drzewo klasyfikacyjne i zapamigtywa-
na jest dla kazdego obiektu ustalona przez model warto$¢ zmiennej zaleznej y,. Wy-

niki uzyskane na podstawie V prob uczacych sa nastgpnie agregowane w jeden model,
a obiekt przydzielany jest do klasy najczgsciej wskazywanej przez modele skladowe.

W metodzie boosting réwniez losuje sig¢ ze zwracaniem obiekty ze zbioru
uczacego do N-elementowych prob uczacych, przy czym wagi obiektow ulegaja
zmianie. Wagi okres$laja prawdopodobienstwo wyboru obiektu do proby uczacej U,
1 zmieniaja sig¢ w zalezno$ci od wynikéw klasyfikacji dla poprzedniej proby U,.;.
Innymi stlowy — obiekty zle zaklasyfikowane przez model w kolejnej prébie ucza-
cej dostaja wyzsza wage. Wyniki klasyfikacji uzyskane dla V prob uczacych sa
agregowane z wykorzystaniem wazonego gtosowania.

Metoda Random Forests takze jest oparta na losowaniu ze zwracaniem obiektow
ze zbioru uczacego, jednak w kazdym wezle budowanego drzewa losowane sa nieza-
leznie zmienne opisujace obiekty, z ktorych najlepsza jest wybierana do podziatu.
Drzewo budowane jest bez przycinania. Dla kazdego obiektu zapamigtuje sig ustalo-
na przez model warto$¢ zmiennej zaleznej y,, a kazdy obiekt przydzielany jest w

koncowym kroku do klasy najczgsciej wskazywanej przez ¥ modeli sktadowych.

Szczegdtowy opis metod agregacji modeli klasyfikacyjnych znalez¢ mozna w pracach
Gatnara i Walesiaka [Metod)y statystycznej... 2004], Gatnara [2008] oraz Misztal [2008].

W wyniku wykorzystania metod bagging i Random Forests uzyskuje si¢ duza
liczbg niezaleznych drzew, a redukcja btedu predykcji nastgpuje przez usrednianie
btedow predykeji pojedynczych klasyfikatorow. W metodzie boosting tworzona
jest sekwencja pojedynczych drzew, a kazde drzewo wyjasnia zmienno$¢ niewyjas-
niong przez wczesniejsze drzewa.
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Modele hybrydowe budowane sa, najogélniej biorac, w dwoch krokach. W
pierwszym kroku wykorzystuje si¢ metode rekurencyjnego podziatu, tworzac drzewo
klasyfikacyjne. Wybdr zmiennych do podziatu oraz najlepszego podzialu moze si¢
odbywa¢ metoda przeszukiwania wszystkich mozliwych podziatow lub z wykorzy-
staniem testow statystycznych, przy czym nie jest konieczne uzyskanie w wyniku
podziatu jednorodnych podzbiorow. W drugim kroku w wyodrgbnionych podzbio-
rach stosowany jest kolejny algorytm klasyfikacji — model regresji logistyczne;j, li-
niowa funkcja dyskryminacyjna, jeden z algorytméw minimalnoodlegtosciowych itp.

W przypadku algorytméw LOTUS — Logistic Regression Trees with Unbiased
Selection [Chan, Loh 2004] — i PLUS — Polytomous Logistic Regression Trees with
Unbiased Split [Lim 2000] — w podzbiorach wyodrgbnionych metoda rekurencyjne-
go podziatu budowane sa modele regresji logistycznej jednej lub wielu zmiennych:

1

—(ay+oy X+ 4+ X)) ° (2)

P(Y =1)=

l+e

Algorytm CRUISE — Classification Rule with Unbiased Interaction Selection
and Estimation [Kim, Loh 2003] — z kolei w kazdym wezle uzyskanym za pomoca
podziatéw jednowymiarowych probuje dopasowac liniowa funkcje¢ dyskrymina-
cyjna dla dwoch najlepszych zmiennych. Dobor tych zmiennych odbywa si¢ z wy-
korzystaniem wielowymiarowej analizy wariancji (MANOVA) lub analizy dys-
kryminacji (LDF). W rezultacie w kazdym wezle dostajemy oszacowania parame-
trow funkcji klasyfikujacych dwoch zmiennych:

u,(x)=a,+a,X, +a,X,. A3)

Porownujac parami funkcje klasyfikujace, otrzymuje si¢ rownania powierzchni
decyzyjnych (funkcji dyskryminacyjnych) o postaci:

ii,(x) — i, (x) =0. (4)

Wykorzystanie w modelu dyskryminacyjnym jedynie dwoch najlepszych zmien-
nych predykcyjnych pozwala dodatkowo przedstawi¢ graficznie uzyskane podziaty.

W algorytmie k-NN Tree [Buttrey, Karo 2002] obiekty ze zbioru testowego
przypisuje si¢ zgodnie z regutami klasyfikacyjnymi do odpowiedniego liscia utwo-
rzonego w pierwszym kroku drzewa klasyfikacyjnego, a nastgpnie okresla si¢ ich
przynalezno$¢ do klasy za pomoca reguly k najblizszych sasiadow, obliczajac od-
legtosci obiektu od tych obiektdw uczacych, ktore znalazty si¢ w danym lisciu.

Szczegdlowy opis wymienionych algorytmow hybrydowych znajduje sig¢ w
pracach Lima [2000], Chana i Loha [2004], Buttreya i Karo [2002] oraz Kima i
Loha [2003]. Komputerowe implementacje wymienionych algorytmow mozna za$
znalezé na  stronach  internetowych:  www.stat.wisc.edu/~kinyee/lotus;
www.recursive-partitioning.com/plus; www.stat.wisc.edu/~loh/cruise oraz w $ro-
dowisku R (pakiety: ada, randomForest, ipred, kkNN).


http://www.stat.wisc.edu/%7Ekinyee/lotus
http://www.recursive-partitioning.com/plus
http://www.stat.wisc.edu/%7Eloh/cruise
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Ocena dziatania wspomnianych modeli zagregowanych i hybrydowych zostata
przez ich autorow dokonana z wykorzystaniem zbioréw danych z UCI Repository
of Machine Learning Datasets [Blake, Keogh, Merz 1988].

W wyniku przeprowadzonych eksperymentéw Breiman [1996] wykazal, Zze btad
modelu zagregowanego metoda bagging jest nizszy od przecigtnego btedu modeli
bazowych. Metoda boosting daje lepsze modele dyskryminacyjne niz bagging (por.
[Gatnar 2008]), ale jest wrazliwa na wystgpowanie szumoéw w zbiorze uczacym.
Random Forests z kolei pozwala uzyska¢ dokladno$¢ predykcji porownywalng z
metoda boosting, a przy tym dziala szybciej niz obie wymienione wcze$niej metody
agregacji (por. [Breiman 2001]).

Algorytm CRUISE z podziatami dyskryminacyjnymi daje zwykle mniejszy
btad klasyfikacji niz pojedyncze drzewo uzyskane w wyniku podziatow jednowy-
miarowych (por. [Kim, Loh 2003]).

Chan i Loh [2004] pokazali, ze algorytm LOTUS poprawia doktadno$¢ pre-
dykcji o kilkanascie procent w stosunku do modelu regresji logistycznej. Lim
[2000] wykazat zas, ze PLUS daje wyniki poréwnywalne z modelami zagregowa-
nymi w przypadku zbioréw danych bez brakujacych wartosci. k-NN Tree pozwala
natomiast w wigkszosci przypadkéw uzyska¢ wyniki nie gorsze niz algorytmy
minimalnoodlegtosciowe oraz pojedyncze drzewa z podzialami jednowymiarowy-
mi (por. [Buttrey, Karo 2002]).

Porownanie doktadno$ci predykcji wszystkich wymienionych algorytmow
wymaga wyboru do badan tych zbioréw danych, w ktorych wystepuja tylko dwie
klasy (ze wzgledu na algorytm LOTUS) oraz zmienne objasniajace sa mierzone na
skali co najmniej porzadkowej (ze wzgledu na wybdr miary odleglosci w algoryt-
mie k-NN Tree). Do wstepnych analiz wybrano trzy zbiory z UCI Repository of
Machine Learning Datasets [Blake, Keogh, Merz 1988]: Breast Cancer Wisconsin
(n=699), Pima Indians Diabetes (n = 768) oraz Sonar, Mines vs. Rocks (n = 208).
Sredni btad klasyfikacji (dla trzech analizowanych zbioréw) przedstawia rys. 1.

Bagging

AdaBoost

Random Forest

LOTUS -reg. log. wielu zm.

LOTUS - reg. log. krokowa
LOTUS - reg. log. jedn. zm.
PLUS - reg. log. wielu zm.
PLUS - reg. log. jedn. zm.
k-NN Tree
CRUISE- p. dyskr. LDF
CRUISE - p. dyskr. MANOVA
k-NN
CRUISE - podz. jednowym.

Drzewo klasyfikacyjne - rpart |

0% 5% 10% 15% 20% 25%
§redni blad klasyfik acji

) Rys. 1. Sredni btad klasyfikacji badanych algorytmow
Zrbdto: obliczenia wlasne.
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Latwo zauwazy¢, ze zdecydowanie najgorsze wyniki w sensie doktadnosci pre-
dykcji uzyskujemy dla pojedynczego drzewa klasyfikacyjnego wygenerowanego za
pomoca procedury rpart. Pozostale indywidualne klasyfikatory (k-NN, CRUISE z
podziatami jednowymiarowymi) rowniez nie daja zadowalajacych wynikow.

Najlepiej w przypadku analizowanych trzech zbiorow wypada algorytm
LOTUS z modelami regresji wielu zmiennych w lisciach drzewa. Oczywiscie wy-
ciaganie wiazacych wnioskoéw wymaga dokonania obliczen dla znacznie wigkszej
liczby zbioréw danych.

3. Przyklad zastosowan

Przedstawione modele ztozone wykorzystano do wspomagania proceséw decy-
zyjnych w diagnostyce medyczne;.

Materiat badawczy stanowi 300 pacjentéw po zabiegu wymiany zastawki aortalnej
opisanych zestawem 9 cech przedoperacyjnych: BMI (wskaznik masy ciata w kg/m?),
pte¢, wiek (w latach), EF (frakcja wyrzutowa lewej komory w %), wymiar lewej ko-
mory w skurczu i w rozkurczu (w cm), grubo$¢ przegrody w skurczu i w rozkurczu (w
cm) oraz wymiar lewego przedsionka (w cm); por. [Misztal, Banach 2008].

Najczgsciej wystepujacym powiklaniem po zabiegach kardiologicznych jest
migotanie przedsionkow — AF (Atrial Fibrillation), zatem zmienna zalezna jest
zmienna binarna okre§lajaca przynalezno$¢ pacjenta do jednej z dwoch klas: 0 —
(bez AF) oraz 1 (z AF).

Grupe 300 pacjentdow w sposob losowy podzielono na probe uczaca (n, = 150)
oraz probe testowa (n,= 150). Modele budowano na podstawie proby uczacej, a ich
zdolno$¢ predykcyjna oceniano z wykorzystaniem obiektow z proby testowe].
Uzyskane wyniki przedstawia tab. 1. Jak wida¢, problem klasyfikacji badanych
pacjentow nie nalezy do tatwych.

Tabela 1. Odsetek biednych klasyfikacji w probie testowej

% blednych klasyfikacji (proba testowa)

Klasyfikator ogblem AF = tak AF =nie
Regresja logistyczna 39,33 56,16 23,38
Drzewo klasyfikacyjne rpart 46,00 49,32 42,86
Drzewo klasyfikacyjne CRUISE 29,33 16,44 41,56
k-NN Tree (NN z odlegtoscia Euklidesa) 28,00 19,18 36,36
PLUS — regresja jednej zmiennej 38,00 56,16 20,78
LOTUS - regresja jednej zmienne;j 34,00 42,47 25,97
LOTUS - regresja logistyczna krokowa 38,00 56,16 20,78
LOTUS - regresja wielu zmiennych 36,67 57,53 16,88
CRUISE — podzialy dyskryminacyjne (MANOVA) 33,33 28,77 37,66
CRUISE — podzialy dyskryminacyjne (LDF) 29,33 27,40 31,17
Bagging (100 drzew) 26,67 27,40 25,97
Boosting (100 drzew) 30,67 36,99 24,68
Random Forest (100 drzew) 28,00 30,14 25,97

Zrodto: obliczenia wlasne.
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Drzewo klasyfikacyjne utworzone za pomoca procedury rpart ma 8 lisci i jest fa-
twe w interpretacji, ale daje zdecydowanie najwickszy btad klasyfikacji dla zbioru testo-
wego. Zmniejszenie odsetka blednych klasyfikacji otrzymuje si¢ dla algorytmu CRUISE
z podzialami jednowymiarowymi, ale w tym przypadku drzewo klasyfikacyjne ma az 28
lici. Dla modeli zagregowanych najmniejszy btad klasyfikacji daje za§ metoda bagging.

Algorytm LOTUS z modelem regresji logistycznej jednej zmiennej generuje
drzewo przedstawione na rys. 2. Oszacowania parametrow w poszczego6lnych li-
$ciach (por. tab. 2) sa najczgsciej istotne statystycznie.

<1,10 1,10
P(AF-tak)-0,65 P(AF-tak)-0,54

] Rys. 2. Drzewo regresji logistycznej (LOTUS)
Zrbdto: opracowanie wiasne.

I Przegroda [s] |
<160 | =160

Tabela 2. Oszacowania parametréw modeli regresji logistycznej w liciach drzewa

Nr wezla P(Y=1) Zmienna Ocena wspotczynnika Wartos¢ p
wyraz wolny 2,411 0,0548
3 0,40 EF —0,056 0,0237
4 0,65 wyraz wolny 0,619 0,2024
X X X
5 0.54 wyraz wolny —31,946 0,0338
’ przegroda [r] 24,985 0,0325

Zrodto: obliczenia wlasne.

<4568 =45 68
<1,14 >1,14

<1,16 =116
<53,82 | -5382

| L. komera s]| | wezet1s |
<420 | =420

=336 =336

 Rys. 3. Drzewo klasyfikacyjne — algorytm CRUISE z podziatami dyskryminacyjnymi (LDF)
Zrbdto: opracowanie wiasne.
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Tabela 3. Oszacowania parametrow funkcji klasyfikacyjnych — wezet 4

Grupa Nazwa zmiennej
BMI Przegroda [rozkurcz] Wyraz wolny
AF = nie 36,249 35183 —2344,9
AF = tak 33,491 3256,0 —2007,1

Zrodto: obliczenia wlasne.

Drzewo uzyskane z wykorzystaniem algorytmu CRUISE z podziatami dyskrymi-
nacyjnymi przedstawia rys. 3. W kazdym z weztow koncowych oszacowano parame-
try liniowych funkcji klasyfikacyjnych. Przykladowe oszacowania (dla wezla nr 4)
przedstawia tab. 3, a graficzna prezentacj¢ podziatu dyskryminacyjnego — rys. 4.
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Rys. 4. Powierzchnia decyzyjna — wezet 4
Zrodto: opracowanie wlasne.

W diagnostyce medycznej przydatno$¢ modeli zlozonych nalezy ocenia¢ nie
tylko z punktu widzenia btednych klasyfikacji ogétem, ale rowniez ze wzgledu na
btedy klasyfikacji w grupach. W rozwazanym przykladzie bardziej ,.kosztowne”
jest btedne rozpoznanie pacjenta zagrozonego wystapieniem AF. Odsetki btednych
klasyfikacji w analizowanych grupach pacjentéw przedstawia rys. 5.
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- Random Forest

 Rys. 5. Odsetek blednych klasyfikacji w probie testowej w analizowanych grupach pacjentow
Zrodto: opracowanie wlasne na podstawie wynikow przedstawionych w tab. 1
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Jak wida¢, drzewo klasyfikacyjne rpart Zle rozpoznaje pacjentdw z obu grup; za-
den inny algorytm nie daje podobnych wynikéw. Bardzo wysokie odsetki btednych kla-
syfikacji wérdd pacjentow zagrozonych migotaniem przedsionkéw uzyskujemy w odnie-
sieniu do modelu regresji logistycznej oraz drzew regresji logistycznej (PLUS i LOTUS).
Algorytmy te jednak poprawnie klasyfikuja pacjentow z grupy bez AF.

Drzewo klasyfikacyjne CRUISE z podziatami jednowymiarowymi oraz algorytm
k-NN Tree wykazuja stosunkowo niskie odsetki btgdnych klasyfikacji w grupie pa-
cjentow z AF, natomiast zle rozpoznaja pacjentdw niezagrozonych wystapieniem AF.

Mniej wigcej podobne i stosunkowo niewielkie odsetki btedow w obu grupach
uzyskujemy dla modeli zagregowanych metoda bagging oraz Random Forests.

4. Uwagi koncowe

W wigkszosci zadan klasyfikacyjnych lepsze wyniki (w sensie doktadnosci
predykcji) otrzymujemy dla modeli zagregowanych i hybrydowych niz dla poje-
dynczych drzew. Jednakze pojedyncze drzewa sa intuicyjnie zrozumiate i fatwo na
ich podstawie zapisa¢ reguty klasyfikacyjne. W modelach hybrydowych nalezy si¢
liczy¢ z mozliwo$cia wystapienia probleméw z prostym zapisem regut decyzyj-
nych oraz z ich interpretacja (np. podzialy dyskryminacyjne w algorytmie
CRUISE). Model zagregowany jest natomiast swego rodzaju czarng skrzynka — nie
ma mozliwosci zapisu regul klasyfikacyjnych.

W przypadku takich samych bledéw klasyfikacji dla modelu hybrydowego i poje-
dynczego drzewa przewaga algorytmu hybrydowego zazwyczaj wyraza si¢ w redukcji
wielkosci drzewa. Na przyklad drzewo klasyfikacyjne CRUISE dla pacjentéw z AF ma
28 lisci, a drzewo klasyfikacyjne CRUISE z podziatami dyskryminacyjnymi — tylko 7.

W odniesieniu do modeli hybrydowych obserwuje si¢ poprawe doktadnosci
predykcji dla niejednorodnych zbiorowosci — za pomoca podzialéw jednowymia-
rowych dokonuje si¢ podziatu zbioru na bardziej jednorodne podzbiory, w ktorych
nastgpnie stosowany jest inny klasyfikator. Dodatkowo do podziatéw moga by¢
wykorzystane zmienne (np. jakosciowe), ktorych nie da si¢ wykorzysta¢ np. w
modelu regresji logistycznej czy algorytmie NN.

Oceniajac przydatno$¢ roznych algorytmoéw klasyfikacji, nalezy pamigtaé o
twierdzeniu NFL [Wolpert, Macready 1997]. Nie istnieje uniwersalny, lepszy od
innych algorytm do wszystkich zadan klasyfikacyjnych, a §rednie zachowanie algo-
rytmu dla wszystkich zadan jest takie samo. Zatem jesli klasyfikator X jest lepszy od
klasyfikatora Y w przypadku zadania A, to w przypadku zadania B sytuacja moze
by¢ odwrotna. Warto wigc pamigtac, ze optymalne wyniki klasyfikacji mozna uzy-
ska¢, majac wiedz¢ o modelowanym zjawisku i znajac jego strukturg [Gatnar 2008].
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AGGREGATED AND HYBRID DISCRIMINANT MODELS.
AN ATTEMPT TO COMPARE SELECTED ALGORITHMS

Summary

To improve the stability and prediction accuracy of classification trees we can use ensembles of
classifiers or hybrid models, combining recursive partitioning with some others algorithms (i.e. linear
discriminant functions, logistic regression, distance-based algorithms, etc.).

The aim of the paper is to compare the performances of classifier combination methods (Bagging
[Breiman 1996], Boosting [Freund, Shapire 1997], Random forests [Breiman 2001]) and hybrid mod-
els (CRUISE [Kim, Loh 2003], LOTUS [Chan, Loh 2004], PLUS [Lim 2000], k-NN Tree [Buttrey,
Karo 2002]). A medical diagnosis example is used to demonstrate the advantages and disadvantages
of the algorithms examined.
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