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ZASTOSOWANIE MACIERZY WSPOLWYSTAPIEN
W METODZIE BAGGING W TAKSONOMII

1. Wstep

W ostatnich latach podejscie wielomodelowe oparte na modelach zagregowa-
nych z powodzeniem stosowane byto w klasyfikacji w celu podniesienia doktadno-
$ci 1 stabilnosci metod klasyfikacji. Idea tego podejscia polega na tym, ze w pierw-
szym etapie budowane sa liczne pojedyncze i rozniace si¢ migdzy soba modele,
ktore nastepnie réznymi operatorami sa taczone w model zagregowany. W klasyfi-
kacji najcze$ciej stosowane jest glosowanie majoryzacyjne, a wigc wybierana jest
ta klasa, ktora najczesciej wskazywana byla przez pojedyncze modele. Do najbar-
dziej znanych metod agregacji naleza: bagging [Breiman 1996], oparty na losowa-
niu prob boostrapowych, oraz boosting [Freund 1990], polegajacy na nadawaniu
wyzszych warto$ci wag btednie sklasyfikowanym obiektom.

W ostatnich latach idea podejscia wielomodelowego pojawita si¢ takze w takso-
nomii w celu podniesienia poprawnosci i odpornosci algorytmow taksonomicznych.
Zasadniczy cel tego podejscia polega na potaczeniu wynikow wielokrotnie przepro-
wadzonego grupowania. Zagadnienie taczenia w taksonomii mozna sformutowaé
nastgpujaco: majac dane wyniki wielokrotnie przeprowadzonej klasyfikacji, znajdz
zagregowany podzial ostateczny o lepszej jakosci. Liczne badania w tej dziedzinie
ugruntowaly nowy obszar w tradycyjnej taksonomii. Istnieje kilka mozliwosci zasto-
sowania idei podejscia zagregowanego w dziedzinie uczenia bez nauczyciela:

1) potaczenie wynikéw grupowania uzyskanych za pomoca réoznych metod,

2) uzyskanie r6zniacych si¢ migedzy soba klasyfikacji z zastosowaniem r6éznych
podzbioréw danych, np. przez losowanie bootstrapowe,

3) zastosowanie roznych podzbioréw zmiennych,

4) zastosowanie wielokrotnie tego samego algorytmu z ré6znymi wartosciami
parametrow lub punktami startowymi (np. losowo wybranymi zalazkami skupien w
metodzie k-$rednich).
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Badanie niniejsze wyplywa z trzech Zrédet. Pierwszym jest zaproponowane
przez Pekalska i Duin [2000] w dyskryminacji podejscie oparte na opisie zbioru
obiektow przez podobienstwo (badz niepodobienstwo). W tradycyjnym zagadnie-
niu modele klasyfikacyjne budowane sa na podstawie zbioru zawierajacego zmien-
ne charakteryzujace poszczegodlne obserwacje. Alternatywa dla tego klasycznego
opisu obiektoéw moze by¢ zaproponowane przez wspomnianych autoréw podejscie
oparte na macierzy podobienstwa (odleglosci) migdzy obiektami. W ujgciu tym
obiekty opisywane sa przez pewna miarg obrazujaca stopien podobienstwa migdzy
obserwacjami ze zbioru danych. Model zatem jest budowany na podstawie tej ma-
cierzy, ktora traktowana jest jako zbidr opisujacy obserwacje.

Drugim zrédtem jest zaproponowana przez Fred i Jain [2002] idea taczenia
wynikow wielokrotnie dokonanej klasyfikacji w celu konstrukcji macierzy wspot-
wystapien. Biorac jednoczesne wystapienie pary obiektow w tej samej klasie za
wskazowke istnienia zwiazku migdzy nimi, pierwotny zbidr obserwacji przeksztat-
cany jest w nxn-wymiarowa macierz, ktoéra opisuje podobienstwo migdzy obiek-
tami. Ostateczne grupowanie dokonywane jest na podstawie uzyskanej macierzy
wspotwystapien, ktora traktowana jest jak zbior danych.

Trzecim zrodlem jest zaproponowane przez Dudoit i Fridlyand [2003] pode;j-
scie wielomodelowe w taksonomii wykorzystujace ide¢ metody bagging.

Zasadniczym celem badan jest poroéwnanie zdolnosci do odkrywania popraw-
nej struktury klas dla metody bagging w taksonomii zastosowanej dla pierwotnego
zbioru danych oraz skonstruowanej macierzy wspotwystapien.

2. Zastosowane algorytmy

W badaniu zastosowane zostalo dwuetapowe podejécie: najpierw konstruowana
byta macierz wspotwystapien, ktora potem postuzyta jako macierz danych dla meto-
dy bagging. Dokladniej, etapy badania moga zosta¢ sformutowane nastgpujaco:

e Wielokrotna Kklasyfikacja. Dla zatozonej liczby skladowych C macierzy
wspotwystapien nalezy dokona¢ grupowania obiektow np. za pomoca metody
k-$rednich, uzyskujac rézniace si¢ miedzy soba rezultaty dzigki losowo wybra-
nym zalazkom skupien.

e Agregacja. U podstaw tego podejscia lezy zatozenie, ze obiekty nalezace do
tej samej grupy najprawdopodobniej beda lokowane w tej samej klasie wsrod
tych C sktadowych podziatléw. Biorac zatem wspotwystapienie pary obiektéw
w tej samej grupie za wskazowke istnienia zwiazku migdzy nimi, wyniki klasy-
fikacji uzyskane dzigki wielokrotnie zastosowanej metodzie k-Srednich mozna
przeksztatci¢ w macierz wspolwystapien o wymiarach nxn:

co _assoc(a,b) =votes , , (1)
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gdzie votes, zlicza, ile razy para obiektow a 1 b zaliczona zostala do tej same;j

grupy wsrdd tych C sktadowych klasyfikacji.

e Ostateczny podzial. W celu okreslenia podziatu ostatecznego nalezy zastoso-
wac¢ dowolny algorytm taksonomiczny do skonstruowanej wczesniej macierzy
wspotwystapien, traktujac ja jak macierz danych.

Kroki stuzace do konstrukcji macierzy wspotwystapien przedstawione sg na rys. 1.
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Rys. 1. Konstrukcja macierzy wspotwystapien i ostateczna klasyfikacja
Zrodto: opracowanie wlasne.

W badaniu natomiast do tak przygotowanego zbioru danych zastosowana zo-
stala jedna z zaproponowanych procedur podejscia wielomodelowego w taksono-
mii, a mianowicie metoda bagging [Dudoit, Fridlyand 2003]. Kroki algorytmu
mozna ujac nastepujaco:

Dla zatozonej liczby klas K i zatozonej liczby préb bootstrapowych B:

1. Dokonaj klasyfikacji obserwacji z pierwotnego zbioru danych S za pomoca
iteracyjno-optymalizacyjnego algorytmu taksonomicznego A, uzyskujac w ten
sposob etykiety klas A(x;,S) =y, dla kazdej obserwacji x;,i=1, ..., n.

2. Skonstruuj b-ta probe bootstrapowa S” = (x,...,x") .

3. Dokonaj klasyfikacji obserwacji w skonstruowanej probie bootstrapowej S”
za pomoca algorytmu taksonomicznego A, uzyskujac podziat na klasy: A(x,S")
dla kazdej obserwacji w zbiorze S .

4. Dokonaj permutacji etykiet klas przyznanych obiektom w probie bootstra-
powej S’ tak, by zachodzita jak najwigksza zbiezno$¢ z etykietami klas przyzna-
nych obserwacjom z oryginalnego zbioru danych S. Niech P, oznacza zbior
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wszystkich permutacji zbioru liczb catkowitych 1,..., K. Znajdz permutacje
" € P, maksymalizujaca:

il(z’(A(xf’,Sb ) =A(x",S)), (2)

gdzie I(-) to funkcja wskaznikowa rowna 1, gdy stwierdzenie jest prawdziwe, 0 w
przypadku przeciwnym.
5. Powtorz kroki 2-4 B razy. Ostatecznie zaklasyfikuj i-ta obserwacjg, stosujac gloso-
wanie majoryzacyjne, a wigc przydzielajac obserwacije do tej klasy, dla ktorej zachodzi:
argmax Y I(z"(A(x,,8"))=k). (3)

ISk<K  poyes?
el

3. Badania empiryczne

Jak juz na poczatku zostato wspomniane, celem badan empirycznych jest po-
rownanie zdolnosci do odkrywania poprawne;j struktury klas dla:
o metody bagging zastosowanej do oryginalnego zbioru danych,
e metody bagging opartej na macierzy wspotwystapien.

Wsrod wynikow empirycznych zawarto takze wyniki dla klasycznej metody
k-srednich, by pokazaé, ze podejscie wiclomodelowe jest w stanie zapewni¢ rezul-
taty lepsze niz klasyczne podejscie bazujace na jednokrotnym zastosowaniu algo-
rytmu taksonomicznego.

Jezeli chodzi o metode k-Srednich, to parametr k& byt rowny liczbie klas. Zasto-
sowana procedura badawcza w podejsciu wielomodelowym byla nastepujaca: w
pierwszym kroku konstruowana byta macierz wspotwystapien. W tym celu doko-
nano 10-krotnej klasyfikacji zbioru danych z zastosowaniem metody k-$rednich. W
drugim kroku do okreslenia ostatecznego podziatu stosowana byta zaproponowana
przez Dudoit i Fridlyand metoda bagging, przy czym jako zbidr danych raz stoso-
wany byt oryginalny zbiér pierwotnych zmiennych opisujacych obiekty, a raz byta
to skonstruowana w kroku pierwszym macierz wspotwystapien. Liczba sktado-
wych (parametr B) w metodzie bagging byta rowna 50.

Wigkszo$¢ obliczen zostata wykonana w programie R z zastosowaniem algo-
rytmu kmeans z biblioteki stats, natomiast metode bagging oprogramowano w
bibliotece c/ue pod nazwa procedury c1 bag. Do konstrukcji macierzy wspotwy-
stapien wykorzystywany byl natomiast program autorski.

Do pomiaru poprawnosci odkrytej struktury klas zastosowano indeks Randa [1971].

W badaniach zastosowano rzeczywiste oraz sztucznie generowane zbiory da-
nych (ich krotka charakterystyka znajduje si¢ w tab. 1). Wérod rzeczywistych zbio-
row zastosowano dane standardowo wykorzystywane w dyskryminacji w celu bu-
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dowy i oceny doktadnoéci modelu'. Sa to zbiory, w ktérych przynalezno$¢ obiek-
tow do klas jest znana. Ta informacja jest traktowana jako informacja a priori o
liczbie grup; takie podejscie jest bardzo czgsto stosowane przez badaczy z dziedzi-
ny taksonomii. Sztuczne zbiory natomiast to rowniez standardowo wykorzystywa-
ne dane w badaniach porownawczych w taksonomii. Cassini, Shape i Smiley maja
wyraznie separowalne klasy wygenerowane w przestrzeni dwuwymiarowej, Cu-
boids natomiast jest problemem czteroklasowym wygenerowanym w trzech wy-

miarach. Ich charakterystyka znajduje si¢ na rys. 2.

Tabela 1. Charakterystyka zastosowanych zbioréw danych

Zbidr danych Liczba obiektow Liczba cech Liczba klas
Boston 506 13 4
Ecoli 336 8 8
Glass 214 10 6
Cassini 500 2 3
Cuboids 500 3 4
Shapes 500 2 4
Smiley 500 2 4

Zrodto: opracowanie wlasne.
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Rys. 2. Sztuczne zbiory danych; a) Cassini i Cuboids, b) Shapes i Smiley

Zrodto: opracowanie wlasne.

! Udostepniane sa przez Uniwersytet Kalifornijski [Blake, Keogh, Merz 1988].
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Tabela 2. Wartosci indeksu Randa

INDEKS RANDA
Zbior danych metoda k-érednich bagging + oryginalny baggiflg + mac.ie'rz
zbior danych wspolwystapien
Boston 0,615 0,615 0,665
Ecoli 0,811 0,830 0,842
Glass 0,680 0,684 0,678
Cassini 0,801 0,806 0,815
Cuboids 0,945 0,996 0,998
Shapes 0,836 0,874 0,874
Smiley 0,829 0,864 0,884

Zrodto: obliczenia wlasne.

Porownujac wyniki empiryczne dla metody bagging opartej na klasycznym
zbiorze danych i metody bagging opartej na macierzy wspotwystapien, mozna
zauwazy¢, ze generalnie macierz wspotwystapien pozwala uzyska¢ wyzsze warto-
sci indeksu Randa w poréwnaniu z podejSciem opartym na tradycyjnym zbiorze
danych. Natomiast poréwnujac podejscie wielomodelowe z jednokrotnym zasto-
sowaniem metody k-$rednich, widzimy, ze niemalze za kazdym razem metoda
bagging zapewnia lepsze rezultaty. Wyjatkiem jest jedynie zbior Boston, ktory w
przypadku metody bagging opartej na oryginalnym zbiorze danych daje taki sam
rezultat jak metoda k-$rednich.

4. Whnioski

Nalezy zauwazy¢, ze wybor dobrego algorytmu taksonomicznego jest znacznie
trudniejszy niz wybor dobrego algorytmu klasyfikacyjnego. Wynika to przede
wszystkim z faktu, ze w klasyfikacji mamy do czynienia z zagadnieniem uczenia z
nauczycielem. W taksonomii natomiast nie znamy klas, do ktérych naleza obiekty,
a tym samym brak jest okreslonej z gory struktury, ktéra powinna zosta¢ rozpo-
znana przez algorytm. Zatem by omina¢ ryzyko wyboru niewlasciwego algorytmu
taksonomicznego, mozna zastosowaé¢ podej$cie wielomodelowe w celu potaczenia
wynikoéw klasyfikacji roznych algorytméw. Kazdy pojedynczy algorytm ma swoje
mocne i stabe strony, ale wydaje si¢, ze ich taczne zastosowanie przyniesie pozy-
tywny efekt kompensacji.

Druga zaleta podejscia wielomodelowego jest uniezaleznienie wynikow od
jednej wybranej metody czy tez warto§ci pewnych parametréw tych metod (np.
poczatkowo wybranych zalazkow skupien w metodzie k-$rednich). Agregacja wy-
nikow zatem pozwala na stabilizacjg rezultatow grupowania.

Kolejna zaleta podejscia wielomodelowego jest zwigkszenie odpornosci algoryt-
moéw taksonomicznych, a wigc ich mniejsza wrazliwos¢ na szum i obserwacje oddalo-
ne oraz zmienno$¢ zwiazana np. z zastosowaniem metod losowania bootstrapowego.
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Ostatni wniosek, ktory sformutowa¢ mozna na podstawie wynikow empirycz-
nych, jest taki, ze generalnie metoda bagging pozwala na poprawg doktadnosci
klasyfikacji w poréwnaniu z podej$ciem tradycyjnym; poprawe mozna dostrzec
zwlaszcza wtedy, gdy jako zbidr danych zastosujemy macierz wspotwystapien.

Chociaz metoda ta zostala zilustrowana jedynie z zastosowaniem metody
k-srednich do konstrukcji macierzy wspotwystapien, w dalszych badaniach do jej
budowy warto zastosowa¢ takze inne metody, np. metode c-$rednich. Interesuja-
cym kierunkiem badan byloby zastosowanie rowniez i innych schematow losowa-
nia, podobnych do losowania adaptacyjnego w metodzie boosting [Freund 1999].
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APPLYING OF CO-OCCURRENCE MATRIX
IN BAGGING IN TAXONOMY

Summary

Ensemble approach has been successfully applied in the context of supervised learning to in-
crease the accuracy and stability of classification. Recently, analogous techniques for cluster analysis
have been suggested.

The main aim of this article is to introduce one of the ensemble techniques in taxonomy [Dudoit,
Fridlyand 2003] and to compare the accuracy of classification with traditional algorithms.

The novelty of this article flows from the fact of joining proposed by Dudoid and Fridlyand
[2003] bagging technique in taxonomy with the concept of describing the objects by co-occurrence
(co-association) matrix [Fred, Jain 2002]. In this matrix objects are described by some distance mea-
sure showing the similarity between objects.
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