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1. Wstep

Jedna z efektywnych metod analizy skupien sa nienadzorowane sieci neurono-
we samoorganizujace si¢ (Self Organizing Map, SOM). Do najwazniejszych zalet
sieci SOM naleza: ich nieparametrycznosé¢, niewrazliwo$¢ na wystgpowanie warto-
$ci skrajnych, odpornos¢ na braki danych, a takze brak apriorycznej koniecznos$ci
ustalenia doktadnej struktury sieci (por. [Kohonen 1997; Migdat-Najman, Najman
2008]). Wada szczegdlnie uciazliwa w duzych badaniach empirycznych jest duzy
rozmiar sieci, ktorego konsekwencja jest dlugi czas uczenia si¢ sieci i spadajaca
efektywnos$¢ grupowania. Jednym z powodéw spadku efektywnosci grupowania
sieci jest fakt, ze w duzej sieci SOM wiele neuronéw nie bierze udzialu w rozpo-
znawaniu obiektow (tzw. efekt martwych neuronéw), co wprowadza do analizy
jedynie zbedny szum. W konsekwencji struktura sieci jest zwykle nadmiarowa, a
proces samouczenia si¢ sieci — niepotrzebnie dlugi. W analizie duzych problemow
badacz napotka barier¢ informatyczna, gdy wielko$¢ sieci bedzie zbyt duza, aby
moc uruchomi¢ proces samouczenia, nawet na dobrze wyposazonym komputerze.
Jednym z mozliwych rozwiagzan tego problemu jest konstrukcja sieci samouczacej
si¢, ktéra w procesie nauki sama, zgodnie z potrzebami, bedzie korygowac swoja
strukturg. Proces samouczenia moglby si¢ rozpoczynaé od sieci o minimalnych
rozmiarach, a nastgpnie sie¢ powigkszataby swoja strukture¢ zgodnie z wybranym
kryterium lokalnej lub globalnej optymalno$ci. Konstrukcje sieci tego typu zapro-
ponowal B. Fritzke w 1994 r., prezentujac nienadzorowana, samouczaca si¢ sie¢
neuronowa o zmiennej strukturze typu gaz neuronowy (Growing Neural Gas,
GNGQG); por. [Fritzke 1994]. Wydaje sig, ze moze by¢ ona pozbawiona wymienio-
nych wad sieci SOM. Jest to rozwinigcie idei klasycznej sieci SOM. Struktura ta-
kiej sieci zmienia si¢ dynamicznie w procesie samouczenia si¢ w taki sposob, ze
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nowe neurony sa wstawiane do sieci jedynie w tym miejscu sieci, w ktorym wyste-
puje najwigkszy btad rozpoznawania wzorcow (btad kwantyzacji).

Celem prezentowanych badan jest weryfikacja hipotezy o wysokim potencjale
sieci typu GNG w analizie skupien. Przedstawione zostana podstawy teoretyczne
tej metody, jej wlasnosci, ktore na podstawie badan symulacyjnych beda poddane
weryfikacji i ocenie.

2. Budowa sieci GNG

Istota budowy sieci GNG jest konstrukcja sieci maksymalnie oszczednej, bez
zbgdnych neuronéw, roztozonych jedynie w tej czgéci przestrzeni, w ktorej znajdu-
ja si¢ obiekty. Sie¢ powinna mie¢ umiejgtnos¢ odwzorowania skupien w przestrze-
ni o dowolnym wymiarze i o dowolnej konfiguracji w przestrzeni. Proces samo-
uczenia si¢ sieci GNG rozpoczyna si¢ od zainicjowania dwoch neuronow cl i ¢2
losowymi wagami (wspolrzednymi z przestrzeni analizowanych obiektow):

Az{cl,CZ}, (D

gdzie A to zbior neurondow. Aby przyspieszy¢ proces uczenia, zwykle wagi dobiera sig
tak, aby poczatkowe dwa neurony byly od siebie odlegle — obejmowaty znaczng czes$¢
zmiennosci obiektow w przestrzeni (por. rys. 1). Nastepnie ustala si¢ potaczenie mig-
dzy tymi neuronami i wiek tego potaczenia ustala sig¢ na 0. W kolejnym etapie testuje
si¢ kryteria stopu algorytmu. Podstawowymi kryteriami sa: 1) osiagnigcie maksymal-
nej, zatozonej liczby iteracji, 2) osiagnigcie maksymalnego zaktadanego btedu uczenia
sieci (mozliwe sa rozne kryteria formalne oceny blgedu uczenia sieci (patrz ponizej),
3) osiagnigcie maksymalnej zalozonej liczby neurondéw (maksymalnego rozmiaru sieci).
Spetnienie ktoregokolwiek warunku konczy prace algorytmu. Oczywiscie w pierwszej
iteracji zadne z kryteriow nie jest spetnione i proces przebiega dalej. Sposrod wszyst-
kich analizowanych obiektow losowo wybierany jest jeden:

Dz{é’""gM}ﬂée“Rn’ (2)

gdzie: D to zbior M, n wymiarowych obiektow &. Wérdd istniejacych neuronéw
poszukiwane sa: neuron najblizszy do wybranego obiektu i drugi najblizszy:

; 3)

sl=argmin,_, [&-w,| s2=argmin__, , [&-w.

gdzie: w. to wspotrzedne neuronu ¢. Neuron s1 jest nazywany neuronem wygrywa-
jacym. Za miarg odlegtosci obiektow od neurondéw nalezy przyja¢ wybrana metry-
ke odpowiednia dla skal pomiarowych wykorzystanych w badaniu. Jezeli pomiar
byl dokonany na skali ilorazowej lub przedziatowej, to zwykle stosuje si¢ odleg-
os¢ euklidesowa. Po znalezieniu tych dwoch neurondéw sprawdza, si¢ czy byty one
polaczone. Jezeli nie, to tworzy si¢ takie polaczenie i ustala sig jego wiek na 0 ite-
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racji. Nastgpuje teraz etap uczenia si¢ neuronoéw s1 i s2. W pierwszym kroku wy-

znaczana jest lokalna miara btedu sieci dla neuronu s1:
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Rys. 1. Algorytm uczenia si¢ sieci GNG
Zrodto: opracowanie wiasne.
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Jest to klasyczny btad kwantyzacji. Poszukuje si¢ nastgpnie wszystkich neuro-
néw potaczonych z neuronem sl i aktualizuje si¢ ich wagi:

AWYF%(?—WYI) Aw,=¢, (§_Ws'l) (VieNvl)’ (5

gdzie: i oznacza i-ty potaczony z wygrywajacym neuron (por. [Jirayusakul, Auwa-
tanamongkol 2007]). Wiek potaczen migedzy wszystkimi neuronami, ktérych wagi
zostaty zaktualizowane, zwigksza si¢ o 1. Nastgpnie usuwa si¢ wszystkie polacze-
nia miedzy neuronami starsze niz zalozony maksymalny wiek potaczenia. Spraw-
dza si¢ nastgpnie, czy neuron sl pozostat potaczony z jakimkolwiek innym neuro-
nem. Jezeli utracit wszystkie potaczenia, to wraca si¢ do testowania warunkow
stopu. Jezeli polaczenia istnialy, to rozpoczyna si¢ procedur¢ wstawiania nowego
neuronu. Szuka si¢ neuronu o maksymalnym btedzie kwantyzacji ¢ i jego neuronu
najblizszego f. Nowy neuron r wstawia si¢ migdzy neuronami ¢ i /', tworzac jego
wagi przez interpolacjg wag neuronow ¢ i f:

A=Au{r}, wrz(wq+wf)/2. (6)

Jednoczesnie modyfikuje si¢ polaczenia migdzy neuronami, usuwajac potacze-
nie migdzy ¢ 1 f, nastgpnie taczac neurony g z » i f z r. Wiek tych polaczen ustala
si¢ na 0. Wyznacza si¢ takze btad kwantyzacji dla nowego neuronu:

E,=(E,+E,)/2. )

Jest to ostatni etap algorytmu, po ktérym wraca si¢ do testowania warunkow stopu.

Postgpowanie to gwarantuje, Zze nowe neurony powstaja w tej czegsci przestrze-
ni obiektow, w ktorej sie¢ jest najmniej dopasowana do obiektow. Jednoczesnie w
tej czesci sieci, ktora jest najlepiej dopasowana, neurony si¢ nie ucza (nie modyfi-
kuja swoich wag) i tracgq potaczenia z innymi neuronami, a w konsekwencji sa
usuwane. Nie nastapi taka sytuacja, gdy czes¢ obiektow bedzie bardzo dobrze od-
wzorowana przez sie¢, a cz¢§¢ — bardzo zle. Sie¢ ma oszczedna strukturg. W po-
czatkowej fazie uczy si¢ bardzo szybko (mato neurondéw i polaczen). Do oczywi-
stych wad algorytmu zaliczy¢ nalezy szereg parametrow, ktore nalezy ustalié
a priori. Sa to: maksymalna liczba iteracji, maksymalna liczba neuronow i maksy-
malny wiek potaczen. Jezeli liczba iteracji bedzie zbyt mala, to nie nastapi prezen-
tacja sieci wszystkich obiektow, a wigc uczenie bedzie nickompletne. Zbyt duza
spowolni za$ proces uczenia si¢ sieci — sie¢ dobrze nauczona bedzie po prostu
usuwata najlepszy neuron — jego brak spowoduje jednoczesnie, ze ta czgs$¢ prze-
strzeni bedzie najgorzej odwzorowywata obiekty, a w konsekwencji niemal w to
samo miejsce zostanie wstawiony nowy neuron. Jezeli ustalimy maksymalna liczbg
neuronéw na zbyt niskim poziomie, to nie uzyskamy optymalnego odwzorowania
obiektow na sieci. Zbyt duza liczba nie jest grozna dla algorytmu, poniewaz siec¢
GNG osiaga pewna rownowagg, gdy sie¢ poprawnie odwzorowuje obiekty. Jeden
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neuron jest usuwany i jeden dodawany, nie powodujac nadmiernego wzrostu sieci.
Warto jednak pamigta¢, ze $redni btad kwantyzacji dla wszystkich neuronéw moze
by¢ osiagnigty jedynie wowcezas, gdy liczba neurondéw rdézna jest dwukrotnosci
liczby obiektow. Aby neuron pozostal na sieci, musi by¢ potaczony co najmniej z
jednym sasiadem. Jezeli maksymalny wiek potaczen bedzie zbyt krotki, to neurony
dobrze nauczone bgda natychmiast usuwane i algorytm utraci zbiezno$¢. Zbyt wy-
soka warto$¢ tego parametru spowoduje, Ze niepotrzebne neurony nie beda usuwa-
ne. W konsekwencji sie¢ bedzie si¢ bardzo szybko rozrasta¢ az do maksymalne;j
liczby neuronéw i zakonczy proces uczenia si¢. Parametry te sg trudne do opty-
malnego ustalenia a priori, poniewaz brak prostych formalnych zaleznosci migdzy
nimi a jakoscia uzyskanego grupowania.

3. Wlasnosci sieci GNG, badania symulacyjne

W trywialnych przyktadach nie ujawniaja si¢ zalety sieci GNG. Sie¢ uczy si¢
bardzo szybko, na kazdy obiekt przypada po kilka neuronéw i po niewielkiej licz-
bie iteracji proces uczenia zatrzymuje si¢. Zwykle kazdy obiekt jest traktowany
jako osobne skupienie, a liczba neuronow jest wigksza niz obiektow. To oczywi-
Scie zaprzecza postulatom analizy skupien, a takze oszczednosci algorytmu.
W badaniach wigkszej skali tych probleméw juz nie ma. Liczba neurondéw jest w
naturalny sposob mniejsza od liczby obiektow. Jezeli skupienia sa separowalne i
zajmuja w przestrzeni niewielki obszar, to liczba neuronéw jest mata i tworza one
dobrze separowalne skupienia (por. rys. 2). Jezeli skupienia maja poréwnywalna
liczbg obiektow, a rdznia si¢ zajmowang przestrzenia, to skupienia duze beda od-
wzorowywane przez wicksza liczbg neurondow niz skupienia mate (por. rys. 3).

£ M =

n.grows
Mean Quant . Enor=0 092384224

Rys. 2. Pierwszy zbior testowy
Zrodto: opracowanie wlasne.
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Jednoczesnie liczba neuronéw odwzorowujacych jedno skupienie ro$nie wraz
ze wzrostem liczby obiektéw w skupieniu, nawet jezeli skupienia zajmuja iden-
tyczna przestrzen.

Na rysunku 4 znajduje si¢ 5 skupien rézniacych si¢ liczba obiektow odp.
N =300, 500, 1000, 1500, 2000. Liczba neuronéw odwzorowujacych obiekty w tych
skupieniach jest rowna odp. ¢ = 7,7,10,12,14. Zaleznos¢ ta nie jest liniowa. Liczba
neuronow przyrasta bardzo wolno wraz ze wzrostem liczby obiektow w skupieniu.
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Rys. 3. Drugi zbidr testowy
Zrodto: opracowanie wlasne.

Rys. 4. Liczba obiektéw w skupieniach a liczba neuronéw odwzorowujaca obiekty
Zroédto: opracowanie wlasne.
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Wspomniane dwie cechy sa bardzo mocna strong sieci GNG. Wskazuja na jej
oszczgdno$¢ obliczeniowa. Nowe neurony sa wstawiane jedynie wtedy, gdy sa naprawde
potrzebne, i tam, gdzie sa naprawde potrzebne. Sie¢ nie ma tendencji do nadmiernego
rozrostu. Struktura sieci tworzaca si¢ w trakcie procesu samouczenia si¢ sieci ma takze tg
zalete, ze pozwala sieci dopasowac si¢ do dowolnego ksztattu skupien w przestrzeni.

Na rysunku 5 przedstawiono 3 zbiory przyktadowych obiektow i nauczone sie-
ci GNG. Jak mozna zauwazy¢, nie ma zadnych zbednych neuronéow w tej czgsci
przestrzeni, w ktorej nie ma zadnego obiektu. Sie¢ dopasowala si¢ do bardzo
skomplikowanych ksztattow skupien (por. rys. 5).

Poza wymienionymi zaletami sie¢ GNG ma takze wiele trudnych do wyelimino-
wania wad. Badania symulacyjne wskazuja, ze sie¢ GNG nie jest w stanie rozr6zni¢
skupien o strukturze rozmytej. Jezeli odleglosci miedzy obiektami z réznych skupien
sa poréwnywalne do typowych odlegto$ci migdzy obiektami w skupieniach, to sie¢
GNG nie rozrozni tych skupien (por. rys. 6). Na rysunku 6 strzatkami zaznaczono
przyktadowe odlegto$ci migdzy obiektami w skupieniach, ktére sa znaczaco wigksze
niz odlegto$ci migdzy obiektami sasiednich skupien. W konsekwencji sie¢ wszystkie
obiekty traktuje jak jedno skupienie. Liniami na tym wykresie zaznaczono potaczenia
neuronow, ktore powinny zanikna¢, aby skupienia zostaty rozdzielone.

Rys. 5. Dopasowanie sieci GNG do dowolnego ksztattu skupien w przestrzeni
Zrodto: opracowanie wlasne.

Growing Neural Gas network

Rys. 6. Sie¢ GNG a skupienia o strukturze rozmytej
Zroédto: opracowanie wlasne.
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Innym waznym problemem jest silna zalezno$¢ zdolnosci do wyrdzniania sku-
pien sieci GNG od liczby neurondéw. Zbyt mata liczba neuronéw spowoduje nie-
mozliwos$¢ rozdzielenia skupien, poniewaz sie¢ nie bgdzie zdolna do usuwania
potaczen migdzy neuronami. Jednoczesnie zbyt duza liczba neurondéw spowoduje,
ze sie¢ zacznie wyrdzniaé jako skupienia kazde lokalne zageszczenie obiektow w
przestrzeni. Duza liczba neuronéw powoduje, ze sie¢ traci zdolno$¢ do uogolnia-
nia. Niestety sterowanie liczba neuronoéw jest utrudnione w algorytmie uczenia si¢
sieci GNG. Mozliwe jest jedynie zalozenie maksymalnej liczby neuronéw i mak-
symalnej liczby epok, w ktérych neuron nieuczacy sig nie zostaje usunigty. O rze-
czywistej liczbie neurondéw decyduja konfiguracja obiektow i stosunek szybkosci
dodawania nowych neuronéw do szybkosci ich usuwania w sieci.

4. Whnioski

Sie¢ samouczaca si¢ jest waznym narz¢dziem analizy skupien. Ma wiele rzadko
spotykanych zalet i kilka wad, ktore wymagaja szczegdlnej uwagi badacza. Gtoéwne
zalety sieci GNG sa nastepujace: 1) zdolno$¢ do samodzielnej modyfikacji struktury
sieci zgodnej z przyjetym kryterium optymalizacji; 2) sie¢ w znacznym stopniu auto-
nomicznie ustala optymalna liczbg neuronow; 3) sie¢ catkowicie samodzielnie ustala
liczbe skupien; 4) potrafi dopasowac si¢ do kazdego ksztaltu skupien; 5) uczenie si¢
sieci jest relatywnie szybkie; 6) nie wymaga duzej mocy obliczeniowej. Najwazniej-
szymi wadami sieci GNG sa: 1) znaczna liczba parametrow sterujacych praca algo-
rytmu; 2) brak formalnych kryteriow ustalania wartosci tych parametrow przy jedno-
czesnej duzej wrazliwosci sieci na zmiang ich wartos$ci; 3) stabe wtasnosci sieci dla
nieseparowalnych skupien; 4) brak standardowego oprogramowania utrudniajacy
powszechniejsze stosowanie tej metody analizy skupien. Wady 1 i 2 do pewnego
stopnia mozna zredukowaé, powtarzajac analiz¢ kilkukrotnie przy réznych zesta-
wach parametrow, kazdorazowo mierzac homogenicznos$¢ uzyskanych skupien jed-
nym ze znanych wskaznikow (por. [Migdat-Najman, Najman 2005]). Poniewaz sie¢
uczy si¢ bardzo szybko, nie jest to bardzo uciazliwe postepowanie.

Niezaleznie od wad w ocenie autora zalety sieci GNG zdecydowanie przewaza-
ja. Peliejsza ocena tej sieci wymaga dalszych badan, jednak juz teraz mozna
stwierdzi¢, ze jest to cenne narzedzie w analizie skupien.
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APPLYING OF GROWING NEURAL GAS NEURAL NETWORKS
IN CLUSTER ANALYSIS

Summary

One of the more effective methods in cluster analysis are unsupervised neural networks, for
example Self Organizing Map, SOM. The problem which can appear in large data sets is a priori the
network’s structure. SOM could be time consuming and require powerful computers, it has tendency
to twine and possess many neurons which do not take part in learning. It seems that unsupervised
growing neural gas (GNG) with dynamic structure does not have these disadvantages.

The main goal of research presented in this paper is hypothesis verification that the GNG net-
work has large potential in cluster analysis. Theoretical principles, properties of this method, simula-
tion research and opinions are presented.
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