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SIECI NEURONOWE DLA DANYCH SYMBOLICZNYCH:
PERCEPTRON WIELOWARSTWOWY

1. Wstep

Jedna z najczesciej stosowanych struktur sieci neuropodobnych jest wielowarstwowa
sie¢ perceptronowa [Duda, Hart, Stork 2001, s. 282]. Celem artykutu jest zaprezentowa-
nie metod transformacji zmiennych symbolicznych na potrzeby perceptronu wielowar-
stwowego (MLP) [Rossi, Conan-Guez 2002] oraz poréwnanie wptywu wyboru metody
transformacji na blad klasyfikacji na przyktadzie zbioréw ze zmiennymi zaklocajacymi i
obserwacjami odstajacymi. Perceptron wielowarstwowy dla danych symbolicznych
wymaga, aby danymi wejsciowymi byly obiekty symboliczne opisywane wylacznie
przez zmienne w postaci przedzialow liczbowych. W artykule przedstawiono sposoby
zamiany przedziatlow liczbowych (transformacji) w liczby rzeczywiste na potrzeby per-
ceptronu wielowarstwowego dla danych w ujgciu klasycznym.

W czesdci empirycznej artykutu poréwnano metody pozwalajace na zastosowanie
przedziatow liczbowych w MLP na przyktadowych danych symbolicznych. Wykorzy-
stano sztucznie wygenerowane zbiory obiektow opisywane przez zmienne symboliczne
w postaci przedziatdéw liczbowych (z wykorzystaniem procedury cluster.Gen z
pakietu clusterSim dla programu R), w tym takze zbiory ze zmiennymi zaklocaja-
cymi i obserwacjami odstajacymi (outliers). Do uczenia sieci neuronowej (perceptronu
wielowarstwowego) wykorzystano pakiet neural dla programu R (procedury m1p-
trainimlp). Do oceny wynikéw wykorzystano biad sredniokwadratowy (MSE).

2. Typy zmiennych w analizie danych symbolicznych

W przypadku obiektow symbolicznych mozemy mie¢ do czynienia z rodzajami
zmiennych, takimi jak [4nalysis of symbolic... 2000, s. 2-3]:

1) ilorazowe, przedzialowe, porzadkowe, nominalne;

2) kategorie, np. biaty, zielony;
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3) przedziaty liczbowe, roztaczne lub nieroztaczne, np. ilos¢ spalanej benzyny
na 100 km w pewnym samochodzie (6 litréw; 13 litrow);

4) lista kategorii — tu przykladem moze by¢ typ nadwozia samochodu pewnej
marki: sedan, hatchback, minivan, coupé, co oznacza, ze dostgpny jest on w czte-
rech r6znych wariantach nadwozia;

5) lista kategorii z wagami (prawdopodobienstwami), gdzie oprocz listy kategorii
wystepuja wagi (prawdopodobienstwa), z jakimi obiekt posiada wybrana kategorig, np.
jezeli wybra¢ zmienng wybrane kolory nadwozia dla pewnej marki i modelu samochodu:
biaty (0,45), zielony (0,30), czarny (0,15), to oznacza to, ze mozemy kupi¢ samochod w
kolorze biatym i zielonym, natomiast kolor czarny jest o wiele mniej spotykany. Sytuacja
taka moze wynika¢ m.in. z polityki producenta czy popularnosci kolorow;

6) zmienne strukturalne [Analysis of symbolic... 2000, s. 33-37] — w literaturze
przedmiotu wyrdznia si¢ oprocz wyzej wymienionych typéw zmiennych takze
zmienne strukturalne:

a) zmienne o zaleznos$ci funkcyjnej lub logicznej pomigdzy poszczegdlnymi
zmiennymi, gdzie a priori ustalono reguty funkcyjne lub logiczne decydujace o
tym, jaka warto$¢ przyjmie dana zmienna,

b) zmienne hierarchiczne, w ktorych a priori ustalono warunki, od ktérych za-
lezy, czy zmienna dotyczy danego obiektu, czy tez nie,

¢) zmienne taksonomiczne, w ktorych a priori ustalono systematyke, wedhug
ktorej przyjmuje ona swoje realizacje.

W artykule Rossiego i Conana-Gueza [2002] zaproponowano rozwigzania dla
perceptronu wielowarstwowego, ktore umozliwiaja analizowanie obiektéw symbo-
licznych opisywanych jedynie przez zmienne w postaci przedziatow liczbowych
[Rossi, Conan-Guez 2002, s. 427].

3. Perceptron wielowarstwowy

Perceptron wielowarstwowy, ktory jest jednym z rodzajow sieci neuronowych
[Duda, Hart, Stork 2001, s. 324-326], jest siecia jednokierunkowa (feed-forward
neural network), ktora dobrze sprawdza si¢ w klasyfikacji czy dyskryminacji zbio-
réw o niezbyt dobrze wyodrgbnionej strukturze klas. Z punktu widzenia statystyki
sie¢ neuronowa to pewna klasa modeli liniowych lub nieliniowych, zaleznie od
struktury sieci [Gatnar 2008, s. 46].

Dla zrozumienia dzialania perceptronu wielowarstwowego konieczne jest
przedstawienie opisu dziatania pojedynczego neuronu (zob. rys. 1).

Sygnat wejsciowy X, =[x,,,...,x, | jest przeksztalcany w sygnat wyjsciowy za
pomoca funkcji aktywacji (activation function) — oznaczonej na rys. 1 jako 4 — oraz
wektora wag w = [wo SWiseons wL] . Waga w, oznacza wagg przypisang elementowi 1

na rys. 1. Jest to dodatkowy sygnat wejsciowy, ktory oznacza prog aktywacji [Gat-
nar 2008, s. 46; Duda, Hart, Stork 2001, s. 285].
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) Rys. 1. Model pojedynczego neuronu
Zrodto: [Gatnar 2008, s. 46].

Dla kazdego z wej$¢ neuronu dokonywane jest przeksztatcenie sygnatu wej-
sciowego zgodnie ze wzorem [Gatnar 2008, s. 46]:

L
yzh(w0+2wix,,LJ, (1)
=1

gdzie: w, — waga przypisana dodatkowemu sygnalowi wejsciowemu, w, — i-ta waga,

x, — i-ty sygnal wejSciowy dla /-tej zmiennej, / =1,..., L — numer zmienne;.

Typowymi funkcjami aktywacji, ktorych dobor wptywa na wlasciwos¢ uczenia

si¢ sieci, sg funkcje [Gatnar 2008, s. 46-47; Duda, Hart, Stork 2001, s. 285, 308-309]:
1. Progowa (unipolarna, skoku jednostkowego):

1gdyu>0
h(u) = , (2)
0gdyu<0
L
gdzie: u = [wo + Zwixl[) .
I=1
2. Bipolarna (signum):
1 gdyu>0
h(u) = ; (3)
-1gdyu<0

gdzie: oznaczenia jak we wzorze 2.
3. Identycznosciowa:

h(u) =u. 4)
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4. Liniowa:
h(u) = ku, (5)
gdzie: k — jest stala, rozna od zera.
5. Sigmoidalna:
M) = ©)
1+exp(—u)
6. Tangens hiperboliczny:
hu) = tgh[zJ _1-exp(u) 7)
2) 1+exp(u)

Na rysunku 2 przedstawiono model perceptronu z jedna warstwa ukryta.

X1

C
X2

C;
X

C,
XL

) Rys. 2. Model perceptronu z jedna warstwa ukryta
Zrodto: [Gatnar 2008, s. 49; Duda, Hart, Stork 2001, s. 290].

Perceptron wielowarstwowy jest siecig jednokierunkowa, w ktorej nie wystg-
puja sprzgzenia zwrotne. Zmienne Z, nie sa bezposrednio obserwowalne i tworza

tzw. warstwe ukryta (hidden layer). Algorytm uczenia perceptronu wielowarstwo-
wego wykorzystuje tzw. wsteczna propagacje btedu (error backpropagation) [Gat-
nar 2008, s. 49; Duda, Hart, Stork 2001, s. 288].

Ogodlnie wsteczna propagacje btedu mozna uja¢ w dwoch krokach [Gatnar
2008, s. 52]:

1. Krok w przéd (forward pass), ktory polega na obliczeniu wartosci teoretycz-
nych zgodnie z funkcjami aktywacji dla obserwacji ze zbioru uczacego.
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2. Krok wstecz (backward pass), w ktorym oblicza si¢ wartos¢ btedu dla kaz-
dego wiersza ze zbioru uczacego, a nastgpnie dokonywana jest minimalizacja
funkcji bledu [Gatnar 2008, s. 50]:

N
Q(W’V):ZQI- (st): (8)
i=1
gdzie: Q(W, V) — miara btgdu dopasowania,
W,V — wektory parametréw dla neuronéw w warstwach sieci.

Nastepnie minimalizuje si¢ funkcje btedu dopasowania metoda gradientowa.
Otrzymane gradienty pozwalaja na modyfikacje wag synaptycznych zgodnie ze
wzorami [Gatnar 2008, s. 50]:

v _ o e 00, (Wsv)

W =~ =Wu —11 PR 9)

i=1 6W1£1)

N
v(r+1) _ V(i”) _ Z an (W’ V) (10)
ko =V N PYGE

i=1 Vik

gdzie:  wy ™, w) Vi vy~ wagi synaptyczne w warstwach sieci, odpowied-
nio o wymiarach L x K oraz K xJ ,

n — wspolczynnik szybko$ci uczenia, parametr z

przedziatu (0; 1).

4. Adaptacja zmiennych symbolicznych w postaci przedzialow
liczbowych na potrzeby perceptronu wielowarstwowego

Adaptacja zmiennych symbolicznych w postaci przedzialow liczbowych na po-
trzeby perceptronu wielowarstwowego sprowadza si¢ do przekodowania (transforma-
¢ji) zmiennych symbolicznych w klasyczne. W artykule Rossiego i Conana-Gueza
[2002] zaproponowano trzy podejscia do zamiany przedzialow liczbowych zmiennej
symbolicznej w zmienne klasyczne [Rossi, Conan-Guez 2002, s. 428-429], takie jak:

1. Metoda ekstreméw — w metodzie tej przedziat liczbowy zmiennej zastgpo-
wany jest przez dwie zmienne klasyczne po jednej dla kazdego z krancow prze-
dziatu liczbowego, np. zmienna pojemno$¢ silnika V; (1200; 1800) zostanie zasta-
piona dwiema zmiennymi: Vi, = 1200 1 V. = 1800. Problematyczne wydaje sig
w tym przypadku sztuczne zwigkszenie liczby zmiennych.

2. Metoda srodkéw — przedziat liczbowy zmiennej zastgpowany jest srodkiem
tego przedziatu, np. spalanie paliwa na 100 km V,; (6; 8) zostanie zastapiona
zmienng Vg = 7. W tym przypadku istnieje mozliwo$¢ zastapienia przedziatow o
roznej rozpigtosci, lecz o tym samym srodku ta sama liczba.
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3. Metoda probkowania (losowania) — w metodzie tej przedzial liczbowy
zmiennej jest zastgpowany zmienng losowa o rozkladzie jednostajnym o krancach
rownych krancom zmiennej symbolicznej. Na przyktad zmienna preferowana cena
samochodu V; (25 000; 36 000) zostanie zastapiona zmienna Vuo, = 26 373,88.
W metodzie tej autorzy nie podaja, ilu losowan nalezy dokonac. Na potrzeby badan
empirycznych przyjeto wynik jednego losowania.

5. Badania symulacyjne

Na potrzeby poréwnania zamiany zmiennych symbolicznych w postaci prze-
dzialu liczbowego, ktore zaproponowano w artykule Rossiego i Conana-Gueza,
przygotowano pi¢¢ modeli o znanej strukturze klas (do generowania modeli wyko-
rzystano polecenie cluster.Gen z pakietu clusterSimdla R):

1. Model 1 — 400 obiektow podzielonych na dwie dobrze separowalne klasy o wydhu-
zonym ksztalcie. Obiekty opisywane sa przez dwie zmienne symboliczne w postaci prze-
dziatlow liczbowych. Zmienne te sa losowane niezaleznie z dwuwymiarowego rozktadu
normalnego o $rednich (0, 0), (1, 5) oraz macierzy kowan'ancjiZ(O' i =Lo,=-09).

Brak zmiennych zaktocajacych czy obserwacii odstajacych.

2. Model 2 — model 1, do ktérego dodano 15 obserwacji odstajacych.

3. Model 3 — model 1, do ktérego dodana zostata jedna zmienna zaktocajaca
oraz 15 obiektow odstajacych.

4. Model 4 — 400 obiektow podzielonych na pig¢ niezbyt dobrze separowal-
nych klas. Obiekty sa opisywane przez trzy zmienne symboliczne w postaci prze-
dzialéw liczbowych, zmienne sa losowane niezaleznie z wielowymiarowego roz-
ktadu normalnego o $rednich (5, 5, 5), (-3, 3, -3), (3, -3, 3) oraz macierzy kowa-
riancji, gdzie o, =1 (1< <3), 0,=0,9 (1< j#1<3). Brak zmiennych zakloca-

jacych czy obiektow odstajacych.

5. Model 5 — model 4, do ktérego dodano 20 obiektéw odstajacych.

W kazdym z modeli zbiér uczacy to 300 obiektow, a zbidr testowy to 100 obiektow.

Dla kazdego z modeli dokonano dziewigciu roznych symulacji r6znigcych sig:
liczba iteracji, liczba warstw i neurondw w perceptronie oraz wspotczynnikiem
uczenia. Charakterystyke poszczegdlnych symulacji zawarto w tab. 1.

Tabela 1. Charakterystyka $ciezek symulacji

Numer symulacji I 11 I v \4 VI | VII | VIII IX
Liczba iteracji (w tys.) 3 3 130 30 3 30 3 30 30
Liczba warstw 1 1 1 1 2 2 3 3 3
Liczba neuronow w warstwach 2 2 3 4 2 4 2 2 2,1,2
Wspolczynnik uczenia 0,2 0,6] 0,2 0,2 0,2 0,2 0,2 0,6 0,2
Funkcje aktywacji sigmoidalne

Zroédto: opracowanie wlasne.
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Dodatkowo w ramach poszczegoélnych symulacji porownano trzy metody za-
miany przedziatlowych zmiennych symbolicznych w klasyczne: metode ekstre-
mow, metode srodkow, metode probkowania.

Tabela 2. Wyniki badan symulacyjnych

umer modelu 1 5 3 4 5
Symulacja

E) 0,09 E) 0,25 E) 2,42 E) 0,51 E) 0,30
I S) 0,16 S) 0,12 S) 2,40 S) 0,05 S) 0,35
L)0,13 L) 0,09 L) 2,35 L) 0,06 L) 0,47
E) 0,23 E) 0,22 E) 2,54 E) 0,47 E) 0,15
I S) 0,06 S) 0,08 S) 2,41 S) 0,03 S) 0,34
L) 0,32 L) 0,09 L)2,97 L) 0,08 L) 0,20
E) 0,13 E) 0,18 E) 2,24 E) 0,003 E) 0,24
I S) 0,23 S) 0,14 S) 2,35 S) 0,002 S) 0,38
L) 0,04 L)0,16 L) 1,05 L) 0,004 L) 0,35
E) 0,05 E) 1,15 E) 0,92 E) 0,001 E) 0,27
v S) 0,13 S) 1,08 S) 1,09 S) 0,001 S) 0,24
L) 0,05 L) 0,51 L) 1,16 L) 0,002 L)0,16
E) 0,39 E) 0,25 E) 2,60 E) 0,41 E) 0,18
\Y% S) 0,31 S) 0,12 S) 2,14 S) 0,01 S) 0,34
L) 0,32 L) 0,10 L) 2,62 L) 0,02 L) 0,45
E) 0,15 E) 0,16 E) 1,48 E) 0,002 E) 0,09
VI S) 0,16 S) 0,38 S) 1,29 S) 0,0003 S) 0,12
L)0,13 L) 0,96 L) 1,44 L) 0,0002 L) 0,10
E) 0,45 E) 0,26 E) 2,49 E) 0,97 E)0,18
VII S) 0,56 S) 0,29 S) 2,51 S) 0,004 S) 0,35
L) 0,49 L) 0,48 L) 2,71 L) 0,01 L) 0,36
E) 0,23 E) 0,10 E) 1,51 E) 0,28 E) 0,11
VIII S) 0,44 S) 0,12 S) 1,46 S) 0,09 S) 0,28
L) 0,38 L) 0,07 L) 1,56 L)0,14 L) 0,27
E) 0,38 E) 0,18 E) 1,59 E) 0,27 E) 0,21
IX S) 0,47 S) 0,09 S) 1,35 S) 0,01 S)0,14
L) 0,29 L) 0,10 L) 1,01 L) 0,02 L) 0,22

E — metoda ekstreméw, S — metoda Srodkéw, L — metoda probkowania.

Zrédto: obliczenia wiasne z wykorzystaniem procedur mlptrain i mlp z pakietu neural dla R.

Wyniki uzyskane za pomoca metod zamiany przedzialowych zmiennych sym-
bolicznych w zmienne klasyczne oceniono, biorac pod uwage wszystkie modele i
symulacje jednoczesnie. Najlepsza z metod to ta, dla ktérej MSE (btad $rednio-
kwadratowy) jest najnizszy. Wyniki dotyczace wartosci MSE dla poszczego6lnych
modeli 1 symulacji zawarto w tab. 2.

6. Whnioski

Za najlepsza metode zamiany przedzialowych zmiennych symbolicznych na
klasyczne na uzytek perceptronu wielowarstwowego w ujeciu wszystkich modeli i
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symulacji nalezy uzna¢ metodg probkowania. Kolejne miejsce zajmuje metoda
ekstreméw, natomiast najgorsze wyniki przyniosta metoda $rednich.

Perceptron wielowarstwowy pozwala do$¢ trafnie klasyfikowaé dane symbo-
liczne o wyraznej i niezbyt dobrze rozroznialnej strukturze klas bez zmiennych
zaklocajacych i obiektow odstajacych. Rownie dobrze rozroéznia on klasy, gdy w
zbiorze zmiennych znajduja si¢ zmienne zaktocajace lub gdy mamy do czynienia z
obserwacjami odstajacymi. Niestety, gdy mamy do czynienia zarbwno ze zmien-
nymi zaktocajacymi, jak i z obserwacjami odstajacymi, perceptron wielowarstwo-
wy nie zawsze pozwala doktadnie wykry¢ przynalezno$¢ obiektéw do klas.

Dalszym kierunkiem badan nad perceptronem wiclowarstwowym dla danych
symbolicznych powinno sta¢ si¢ podejscie wielomodelowe.
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NEURAL NETWORKS FOR SYMBOLIC
DATA: MULTILAYER PERCEPTRON

Summary

The aim of this paper is to present and compare methods that allow to classify symbolic data
with application of multilayer perceptron. In the article, basic terms of neural networks and transfor-
mation methods of symbolic interval-valued variables are presented.

The article presents and compares in the empirical part simulation experiment results based on artificial
data generated with application of cluster . Gen procedure from cluster . Sim package for R software.
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