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1. Opis problemu badawczego

. Opis problemu badawczego

1. Motywacja dysertacji

Podczas rozwigzywania problemoéw dotyczacych identyfikacji, sterowania procesami,
prognozowania, diagnozowania czy podejmowania decyzji, mamy do czynienia z wieloma
zadaniami, ktore wigzg si¢ z ograniczong wiedzg i niepewnoscig dotyczacg przebiegu zdarzen
oraz dziatania modelowanych obiektow. Wynika to z tempa i zakresu zmian w pozornie
lokalnym otoczeniu danych problemoéw, a takze jest efektem zjawisk naturalnych, ktére wciaz
zostaja nieposkromione dla umystow badaczy. Analizujgc zrddla niepewnos$ci mozemy
wyrézni¢ niepewnos¢ informacji wynikajaca z niewiedzy ludzkiej, zwang niepewnos$cia
subiektywna, a takze niepewnos¢ obiektywna, ktora wynika z charakterystyki analizowanych
procesoOw [bub05]. Aby moc odkry¢ i usystematyzowaé wiedze obarczong wymienionymi
zagadnieniami, w literaturze spotyka si¢ ro6zng reprezentacj¢ wiedzy niepewnej. Mozna
wyrdzni¢ relacyjng reprezentacje wiedzy [ped84], czy opis zmiennych niepewnych (ang.
uncertain variable) [bub05] wyrazonych poprzez zbior wartoSci i funkcje stanowigca
wskaznik pewnos$ci. Jednakze najczgsciej, modelowanie niepewno$ci dokonywane jest
Z uzyciem opisu zmiennych rozmytych opartej na tzw. logice rozmytej [zad65], [zad68§],
[zad73], [zad75], [zad79]. W tym nurcie mozna znalez¢ wiele prac poswigconych tworzeniu
systemOw z bazg wiedzy (ang. knowledge-based systems) [zad73]. Stanowig one alternatywe
dla  systemow opartych o modele 1 tradycyjne algorytmy numeryczne
w sytuacjach, gdy informacja o danej dziedzinie jest niepewna, niejednoznacznie
sformalizowana, badz tez zbyt trudna lub kosztowna do uzyskania [mam75], [tak85], [yag95],
[wan92]. Od kilkudziesi¢ciu lat rozmyte systemy z baza wiedzy znajduja zastosowanie
W zagadnieniach automatyki i robotyki dotyczacych:

- sterowania [cza78], [kic78], [ped93], [hoy93], [yag95], [dri96], [rut97b], [wan98], [kac01],
[pie03], [tan05], [kan08], [bro08],

- podejmowania decyzji [kac01],

- identyfikacji [hel97], [tes08],

- monitorowania [0sb86], [all87], [che03],
- diagnostyki [pie04],

- predykcji [jon90], [tatO6].

W procesach rzeczywistych modelowanych na potrzeby automatyki, w skali dziatania
operacyjnego, taktycznego lub strategicznego, mamy réwniez do czynienia z niepewnoscig
wynikajaca z losowos$ci (niepewnos¢ pomiarowa, niepewnos$¢ warto$ci parametrow zjawisk
geologicznych itp.). Do modelowania takich procesow wykorzystywane sg gtéwnie metody
matematyczne z uwzglednieniem metod probabilistycznych [kac81], [kus83], [bub05],
[swi09]. Wowcezas przy zatozeniu, ze nieznane wielko$ci sg zmiennymi losowymi mozna
wprowadzi¢ probabilistyczny opis niepewnosci w oparciu o rozktady prawdopodobienstwa
lub momenty procesow.

Zdaje si¢ by¢ naturalnym, iz taczac obie metody analizowania zagadnien — teori¢ logiki
rozmyte] 1 teori¢ prawdopodobienstwa, mozemy w sposob pelny opisa¢ niepewnosé
problemow rzeczywistych. Metodologie modelowania 1 wnioskowania w oparciu
0 probabilistyczno-rozmyty model wiedzy przedstawiono m.in. w pracach [whb05], [wb07],
[wb08a], [wb10]. W omawianym modelu, wiedza lingwistyczna jest zawarta w regulach
postaci IF-THEN z wagami, stanowigcymi brzegowe i warunkowe prawdopodobienstwo
zdarzen rozmytych znajdujacych si¢ w poprzedniku i nastepniku regut. Z zatozenia system
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rozmyty ma pozwala¢ na uproszczone odtworzenie ztozonego problemu badawczego.
Wszelkie proby wprowadzenia duzej szczegdtowosci do zbyt skomplikowanych problemow
zmniejszajg wiarygodnos¢ wynikow [tes08]. Jednakze, biorgc pod uwage catkowity rozktad
prawdopodobiefistwa zdarzen rozmytych, ilo$¢ regut elementarnych bazy wiedzy wynosi N,
gdzie N stanowi liczbe zmiennych modelu wiedzy, m — liczbg zbioréw rozmytych zmiennej
(przy zatozeniu jednakowej ilo$ci zbiordw rozmytych dla kazdej zmiennej). Duza liczba regut
ma wptyw nie tylko na czas identyfikacji rozmytego modelu wiedzy, trudnos$ci wnioskowania
przy uzyciu utworzonej bazy wiedzy, jak rowniez ewentualng implementacj¢ w obiekcie
rzeczywistym. Stad tez pojawia si¢ potrzeba opracowania metody identyfikacji
probabilistyczno-rozmytego modelu wiedzy, ktoéra pozwalataby na zmniejszenie liczby regut
modelu, dajac jednoczes$nie mozliwos¢ utrzymania zadanego poziomu btedu dopasowania.
Idac dalej w kierunku praktycznego wykorzystania utworzonego modelu wiedzy, niezbgdne
staje si¢ opracowanie catosciowej koncepcji systemu, ktory pozwoli na wnioskowanie
W oparciu o utworzong baze¢ wiedzy oraz ulatwi analiz¢, w uj¢ciu probabilistycznym
| rozmytym, zagadnienia obarczonego niepewnoscia.

2. Umiejscowienie tematu dysertacji w dyscyplinie Automatyka
I Robotyka

Wedlug Grupy Roboczej Komitetu Automatyki i Robotyki Polskiej Akademii Nauk,
propozycj¢ dotyczaca Strategicznego Programu Badawczego (SPB) na temat "Rozszerzenie
Internetu — Zrobotyzowane inteligentne systemu uslugowe wspomagajace cztowieka", mozna
potraktowaé jako ogdlng strategiec w zakresie badan nad automatyka irobotyka [kair].
Przedstawione w punkcie 4. programu, zadania badawcze i demonstratory technologii
stanowig zatem propozycj¢ zagadnien, ktore nalezy rozwigzaé w zakresie dyscypliny
Automatyka i Robotyka.

Tematyka pracy doktorskiej, dotyczacej utworzenia koncepcji i implementacji systemu
wnioskujagcego z probabilistyczno-rozmyta bazg wiedzy, nawigzuje do problemow
badawczych opisanych w nastgpujacych  punktach programu: 4.6 "Percepcja
I kognitywistyka™, 4.7 "Planowanie, zachowanie elementarne i wspomaganie decyzji" i 4.9
"Wspoldziatanie 1 inteligentne Srodowisko". W zakresie wyzej wymienionych podpunktow,
zadania badawcze maja na celu tworzenie inteligentnego srodowiska wspotdziatajacego
z cztowiekiem. W szczegolnosci podpunkt 4.6 okresla obszary dziatan, ktorych zadaniem jest
obdarzenie robotow zdolnos$cig uczenia si¢, prowadzenia logicznego rozumowania oraz
przypisania sygnalom pomiarowym znaczenia symbolicznego, odnoszacego si¢ do percepcji
cztowieka. Praca doktorska sytuowana w pelni w tej tematyce, nawigzuje szczegdlnie do
probleméw badawczych nad rozumowaniem w obliczu niepewnych i1 sprzecznych danych.
Badania nad algorytmami identyfikacji bazy wiedzy za pomocg metod wyszukujacych reguty
asocjacji, pozwalaja jednoczesnie na odkrywanie znaczenia i relacji migdzy obiektami, co
rowniez stanowi przyktadowy problem badawczy z zakresu "Percepcji 1 kognitywistyki"
Strategicznego ~ Programu  Badawczego.  Zastosowanie  systemu  wnioskujacego
z probabilistyczno-rozmytg bazg wiedzy do problemow podejmowania decyzji, tematycznie
usytuowuje takze prac¢ doktorska w zakresie podpunktu 4.7 Strategicznego Programu
Badawczego. Rozwinigcie idei wykorzystania nauczonej bazy wiedzy do podejmowania
decyzji moze takze w przysztosci zaowocowaé implementacjg systemu do sterowania
elementarnymi zachowaniami robota.

Chcac jeszcze bardziej uscisli¢ obszar badan w zakresie tematu dysertacji, nalezy wspomniec,
ze systemy wnioskujgce z bazami wiedzy (systemy ekspertowe) naleza do metod i technik
sztucznej inteligencji a takze do obszaru inzynierii wiedzy.
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W pracy [bub05] Z. Bubnicki stwierdza:

»leoria sterowania jest $cile zwigzana z inzynierig wiedzy, ktora zajmuje si¢
komputeryzacja rozwigzywania probleméw na podstawie reprezentacji wiedzy
0 problemie z zastosowaniem rozumowania, a takze zagadnieniami pokrewnymi,
takimi jak uzyskiwanie, gromadzenie i porzadkowanie wiedzy. Tak zwane
inteligentne systemy sterowania sg komputerowymi Systemami ekspertowymi,
w ktorych generacja decyzji sterujacych oparta jest na reprezentacji wiedzy
0 obiekcie sterowanym lub wprost wiedzy o sterowaniu i do ktorych
projektowania i realizacji stosuje si¢ takie metody i techniki sztucznej inteligencji,
jak  komputeryzacja operacji logicznych, uczenia si¢, rozpoznawania,
poszukiwania rozwigzan na bazie rozmytych opisow wiedzy oraz komputeryzacja
algorytmow neuropodobnych.”

Majac ponadto na uwadze liczne zastosowania systemow z baza wiedzy w zagadnieniach
automatyki i robotyki, ktore zostaty szerzej opisane w motywacji pracy doktorskiej, mozna
zatem umiejscowi¢ temat dysertacji w dyscyplinie Automatyka i Robotyka.

3. Podstawowe pojecia uzywane w dysertacji

System z baza wiedzy (ang. knowledge-based systems) — system operujacy i korzystajacy
z symbolicznej bazy wiedzy (ang. knowledge base), ktora mozna wydzieli¢ z systemu.

System wnioskujacy (ang. inference system) — system, w ktorym mozna wyrdézni¢ bazg
wiedzy oraz blok wnioskowania (ang. inference engine), zawierajacy procedury rozumowania
(wnioskowania) w oparciu o baz¢ wiedzy i nowe fakty.

Rozmyty system wnioskujacy (FIS, ang. Fuzzy Inference System) — system, w ktorym
mozna wydzieli¢ nastgpujace elementy: rozmyty model wiedzy, blok rozmywania, blok
wnioskowania oraz blok wyostrzania.

Model wiedzy (reprezentacja wiedzy) (ang. knowledge representation) — reprezentacja
wiedzy, zapisana w postaci symbolicznej za pomocg faktow, stwierdzen lub regut.

Rozmyty model wiedzy — reprezentacja wiedzy w postaci regut, w ktorych atrybuty sa
wyrazone za pomocg wartosci lingwistycznych reprezentowanych przez zbiory rozmyte.

Identyfikacja rozmytego modelu wiedzy — wybor klasy modelu wiedzy, okreslenie
struktury 1 parametrow rozmytego modelu wiedzy w oparciu o dane doswiadczalne
I kryterium jakos$ci identyfikacji.
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4. Cel i teza pracy

Rozprawa doktorska ma na celu utworzenie autorskiej koncepcji oraz budowe systemu
zbaza wiedzy, ktory bedzie zawieral reprezentacje wiedzy lingwistycznej wybranego
problemu oraz prawdopodobienstwa zdarzen w kategoriach lingwistycznych, stad przyje¢to, iz
gléwnym celem pracy jest:

Opracowanie koncepcji i implementacja narzedzia wnioskujacego
z probabilistyczno-rozmyta baza wiedzy.

Do tak okreslonego celu gldéwnego pracy, sformutowano nastepujace cele szczegdtowe:

1. Zaproponowanie struktury systemu wnioskujacego z probabilistyczno-rozmyta baza
wiedzy.

Zaproponowanie metody identyfikacji probabilistyczno-rozmytego modelu wiedzy.
Opracowanie algorytmu generowania regut, zapewniajacego ograniczenie liczby regut.

Implementacja zaprojektowanego systemu wnioskujacego w srodowisku Matlab.

a > N

Weryfikacja dziatania systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy
dla wybranych zastosowan.

Prowadzone badania, w powigzaniu z wyzej wymienionymi celami szczegélowym, pozwalaja
na sformutowanie nastgpujacej tezy:

Istnieje mozliwo$¢ opracowania koncepcji i implementacji systemu
wnioskujacego z baza wiedzy, ktory uwzglednia niepewnos¢ informacji,
jednoczesnie w kategoriach probabilistycznych i rozmytych, dla zadan

modelowania i podejmowania decyzji.

5. Zakres pracy

Przyjety cel pracy oraz teza wplynety na uklad pracy. W kolejnych rozdziatach
rozprawy poruszane sg zatem nastg¢pujace zagadnienia:

Rozdzial drugi (II) zawiera analize podstaw teoretycznych budowy systemu
wnioskujacego z probabilistyczno-rozmyta baza wiedzy. Omowiono zagadnienie identyfikacji
modelu w systemach sterowania opartych o modele oraz w systemach z bazg wiedzy.
Przedstawiono wybrane elementy teorii zbiorow rozmytych i teorii prawdopodobienstwa
zdarzen rozmytych. Zaprezentowano podstawy teorii rozmytych systemow wnioskujacych,
aw szczegbdlnosci skupiono si¢ na opisaniu mozliwo$ci reprezentacji wiedzy w ujeciu
rozmytym i probabilistycznym. Dokonano analizy metod automatycznego pozyskiwania bazy
wiedzy w systemach rozmytych pod katem mozliwosci ich zastosowania do identyfikacji
probabilistyczno-rozmytego modelu wiedzy. Na koniec rozdziatu, przedstawiono
szczegotowo wybrang metode eksploracji danych — wyszukiwanie regut asocjacji. Omoéwiono
istote metody, jej rodzaje oraz zastosowane algorytmy.



1. Opis problemu badawczego

W rozdziale trzecim (III) opisano propozycj¢ koncepcji systemu wnioskujacego
z probabilistyczno-rozmyta baza wiedzy. Wybrano sposéb rozmywania warto$ci zmiennych
modelu. Zaproponowano algorytmy generowania regul probabilistyczno-rozmytego modelu
wiedzy z uwzglednieniem pelnego rozktadu zdarzen rozmytych w regutach oraz przy
zastosowaniu idei wyszukiwania rozmytych regul asocjacji. Dokonano poréwnania
algorytmow pod katem wyboru algorytmu najbardziej efektywnego dla zadanych parametréw
modelu wiedzy. Zaproponowano metod¢ identyfikacji w utworzonym systemie
wnioskujacym, ktoéra wykorzystuje wspomniane algorytmy generowania regul. Omoéwiono
W pigciu etapach procedury wnioskowania w oparciu o probabilistyczno-rozmyta baze wiedzy.

W  kolejnej czgsci rozdziatu trzeciego przedstawiono implementacjg¢, w $rodowisku
obliczeniowym Matlab, zaproponowanego systemu wnioskujgcego (modul narzedziowy
PFIS). Omoéwiono wymagania funkcjonalne, jakie w zalozeniu ma spelnia¢ utworzone
narzedzie. Scharakteryzowano poszczegolne funkcje modutu narzedziowego w oparciu o pliki
funkcyjne $§rodowiska Matlab oraz utworzony interfejs graficzny o nazwie PFISEDIT.

Rozdzial czwarty (IV) jest poswigcony weryfikacji uzyteczno$ci opracowanego
systemu dla wybranych zastosowan. Wyszczeg6lniono nastepujace przyklady zastosowan:

- Zaproponowano uzycie systemu wnioskujacego do modelowania wybranych witasnos$ci
wegla, ktore zostaty pokrétce scharakteryzowane. W szczegolnosci:

- na podstawie reprezentacji probabilistyczno-rozmytej dla dwoch charakterystyk
jakosciowych wegla, pokazano mozliwos¢ identyfikacji probabilistycznych wlasno$ci
zmiennych rozmytych wejscia i wyjscia,

- w przypadku probabilistyczno-rozmytej bazy wiedzy dla filtracji danych
dynamicznych omoéwiono charakterystyke systemu wnioskujacego,

- utworzono system wnioskujacy z probabilistyczno-rozmyta baza wiedzy dla pelnej
charakterystyki statycznej parametrow procesu technologicznego wzbogacania wegla.
Pokazano metodyke identyfikacji modelu wiedzy. Okreslono zdolno$¢ utworzonego
systemu do aproksymacji zaleznosci.

- Zaproponowano 1 utworzono system decyzyjny, ktory rozstrzyga wybor efektywnego
algorytmu do budowy probabilistyczno-rozmytej bazy wiedzy, przy zadanych
parametrach systemu. Okreslono zdolnosci systemu do wskazania wlasciwego algorytmu.
Pokazano mozliwosci analizy modelu wiedzy systemu decyzyjnego, dla faktow
okreslonych za pomocg warto$ci lingwistycznych 1 warto$ci numerycznych.

Rozdzial piaty (V) zawiera podsumowanie pracy oraz wskazuje kierunki dalszych badan.

Zalacznik A zawiera wyniki poréwnania algorytmow generowania regut modelu wiedzy, przy
réznych zatozeniach wejsciowych.

Zatacznik B zawiera opis funkcji z modutu narzedziowego PFIS.

Zatacznik C zawiera cato$ciowy opis probabilistyczno-rozmytej bazy wiedzy dla systemu
pelnej charakterystyki statycznej wegla.

Zalacznik D zawiera wyniki identyfikacji w systemie decyzyjnym w oparciu o wigksza ilo§¢
zbiorow rozmytych wybranych zmiennych.
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Il. Podstawy teoretyczne budowy systemu wnioskujacego
z probabilistyczno-rozmyta baza wiedzy

Niniejszy rozdzial przedstawia pojecia, metody oraz modele wiedzy, ktére stanowig
podstawe do budowy systemu wnioskujacego z probabilistyczno-rozmyta bazg wiedzy.
W szczegolnosci rozdzial ma na celu przedstawienie niezbednych poje¢ wykorzystywanych
do pdzniejszego omoéwienia koncepcji systemu, stanowigcej temat dysertacji oraz metod
stuzacych do jego budowy. Ponadto, cze$¢ teoretyczna pracy pozwoli autorowi na wykazanie
si¢g, ze s3 mu znane istniejace dotad rozwigzania, dotyczace systeméw rozmytych
| automatycznego pozyskiwania baz wiedzy dla tego typu systeméw. Zostanie réwniez
nakreslona potrzeba zajmowania si¢ powyzszym problemem oraz zidentyfikowane zostang
wrazliwe punkty badan.

Analizg podstaw teoretycznych rozdzielono na nastgpujace zagadnienia: identyfikacja modeli
w systemach opartych o modele i w systemach rozmytych z bazami wiedzy, podstawy teorii
zbiorow rozmytych i teorii prawdopodobienstwa zdarzen rozmytych, podstawy teorii
rozmytych systeméw wnioskujacych, metody automatycznego pozyskiwania baz wiedzy
w systemach rozmytych oraz zagadnienia zwigzane z wyszukiwaniem regut asocjacji.

1. ldentyfikacja modeli w systemach sterowania opartych o modele
I w systemach opartych o rozmyte bazy wiedzy

Systemy z bazami wiedzy stanowig alternatywe¢ dla systemow opartych o modele
I tradycyjne algorytmy numeryczne w sytuacjach, gdy informacja o danej dziedzinie jest
niepewna, niejednoznacznie sformalizowana, badZz tez zbyt trudna lub kosztowna do
uzyskania. Z uwagi na rdézne sposoby zapisu modeli w obu przypadkach, niezbgdne staje si¢
wyjasnienie rozumienia poj¢cia identyfikacji w systemach sterowania opartych o modele oraz
w systemach z bazami wiedzy.

Wg [bub74], [§wi09], [jan02] jako identyfikacje okresla si¢ ustalenie zalezno$ci
pomiedzy okreslonymi wielkoSciami obiektu w stanie ustalonym (dla charakterystyk
statycznych) lub w czasie trwania procesow (dla charakterystyk dynamicznych).
W przypadku charakterystyk statycznych, utworzone zaleznosci opisane sg w postaci modelu:

y=o(u,a), @)

w ktorym, dla obiektu identyfikacji, wektorowi wielko$ci wejsciowych ueU , przy
okreslonych parametrach modelu ae A , przyporzadkowany jest wektor wielkosci
wyjsciowych Yy eY .

Posta¢ funkcji @ oraz obszar D,, bedacy obszarem przestrzeni A, do ktorej naleza parametry

modelu a € D, — A, okreslaja odpowiednia klase modeli. Opisom modeli matematycznych

poswiecono wiele uwagi m.in. w pozycjach [cze08], [kac09]. Celem identyfikacji jest wybor
najlepszego modelu z okreslonej klasy, na podstawie kryterium jakosci identyfikacji Q, gdzie

kryterium Q ocenia odlegto$¢ pomiedzy sygnalem wyjSciowym obiektu Y, i modelu \fn dla
tego samego sygnatu wejsciowego U, lub odlegtos¢ migdzy sygnalem wejSciowym obiektu
U, i modelu Un dla tego samego sygnatu wyjsciowego Y,. Identyfikacje dokonuje sie¢

w oparciu o dane pomiarowe lub dane aprioryczne (znane przed wykonaniem eksperymentu
pomiarowego). Wowczas zalezno$¢ a, od wynikow pomiarow:

a, =¥U,,Y,) 2
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zwana jest algorytmem identyfikacji, natomiast jego realizacja zwana jest identyfikatorem
(badz po prostu realizacjg algorytmu identyfikacji). Zatem dla systemoéw sterowania opartych

o modele mozna wyrdzni¢ nastepujace zadania zwigzane z peing identyfikacja obiektu (na
podstawie [bub74], [§wi09]):

1) okreslenie obiektu

2) okreslenie klasy modeli,

3) wyznaczenie algorytmu identyfikacji,

4) realizacja identyfikatora.

W razie koniecznos$ci poprawy jakosci modelu, zadania te wykonywane sg powtérnie.

W przypadku systeméw z bazami wiedzy, a w szczegdlnosci rozmytych systemow
Z bazami wiedzy, identyfikacja modelu wiedzy polega na wyborze zmiennych wejsciowych
I wyjsciowych, okresleniu struktury przestanek i konkluzji regut bazy wiedzy, definicji
funkcji przynalezno$ci zbiorow rozmytych i innych parametréw zwigzanych z okre$long
strukturg modelu wiedzy. Zadania te sg realizowane w oparciu o dane do$wiadczalne
| kryterium jakosci identyfikacji [oh07], [hel97]. Szczegoétowe etapy identyfikacji
w rozmytych systemach z bazami wiedzy przedstawiono na rysunku II-1. Zgodnie
z zaleceniami modelowania i redukcji modeli zawartych w pozycji [jan02] najlepiej
odwzorujacym stan obiektu jest model o najmniejszej liczbie parametrow (tzw. zasada
oszczednosci).

Selekcja danych empirycznych

'

Okreslenie struktury
regut bazy wiedzy

v

Definicja funkcji przynaleznosci
zbioréw rozmytych

v

Wyprowadzenie rozmytego
modelu wiedzy

v

Uproszczenie modelu wiedzy

-l

‘ Odrzucenie
modelu

Walidacja modelu wiedzy

l

Akceptacja modelu

Rys. 11-1. Identyfikacja w rozmytych systemach z bazami wiedzy (na podstawie [hel97])
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2. Wybrane elementy teorii zbioréow rozmytych
W miar¢ uptywu czasu stalo si¢ coraz bardziej
oczywiste, ze reguty interesujgce dla matematykow
sg tozsame z tymi, ktore wybrata Natura.
P. A. M. Dirac

L9 13

Przez dlugi okres czasu okreslenie typu “niepewnos¢”, “niejednoznaczno$¢” mialy
wydzwigk typowo pejoratywny [kac86]. Traktowano je jako brak wiedzy, ktory w miare
badan i do$wiadczen si¢ zmniejsza. Dopiero kilkadziesiagt lat temu, zaczeto postrzegaé owe
pojecia bez negatywnego nastawienia, jako odbicie rzeczywistosci. Niepewnosc,
nieprecyzyjnos¢, niejednoznaczno$¢ wynika bowiem czgsto nie z braku wiedzy o badanych
wielko$ciach, ale jest efektem naturalnym, wynikajagcym glownie z charakterystyki
analizowanych zjawisk, niepewnos$ci pomiarowych, czy subiektywnych analiz.

Taki poglad spowodowal odejscie od ,sztywnej” logiki dwuwartosciowej, w ktorej
jakiekolwiek zdanie moze by¢ jedynie prawdziwe lub falszywe. Powstaly zatem prace
z zakresu teorii mnogos$ci logiki wielowartosciowej, trojwartosciowej o wartosciach prawdy
{0,1/2,1} [tuk20], n-wartosciowej i logiki nieskonczenie warto$ciowej [mal02]. Potrzeba
matematycznego ujecia naturalnych zjawisk nieprecyzyjnych i wieloznacznych stata sie¢ wiec
punktem wyjscia do wprowadzenia pojecia i teorii zbiorow rozmytych [zad65].

Niepewnos$¢ czesto wynika z indywidualnych odczué ekspertéw analizujacych dany problem
badawczy. Wprowadzenie zmiennych lingwistycznych 1 odpowiadajacych im wartosci,
sformutowanych w pracy [zad75], dalo mozliwo$¢ opisania zjawisk okre§leniami
subiektywnych odczu¢ cztowieka — eksperta. Opisywanie cech obiektow pojeciami
nieostrymi typu: ,,maly”, ,bardzo”, ,troch¢”, ,nie za wiele”, ,nieco wigcej”, nie stanowi
woweczas przeszkod. Jest to niezwykle wazne, gdyz procedura rozumowania i interpretowania
pewnych wielkos$ci przez czlowieka zachodzi w sposob przyblizony, a nie $cisty. Mozna wigc
powiedzie¢, ze rozwoj logiki rozmytej zostal rowniez zainspirowany biologicznie [nat00].

Bardzo szybko teoria zbiorow rozmytych znalazta zastosowanie na gruncie teorii sterowania
I teorii systemow [kac86]. W praktyce, gdzie w systemie sterowania istotnym elementem byt
cztowiek, $ciste metody matematyczne zazwyczaj zawodzity. L.A. Zadeh sformutowat
zasade, ktora mowi, iz wszelkie proby odzwierciedlenia ztozonego systemu sterowania,
zawierajacego niedoktadne pojecia, powodowaly zmniejszenie wiarygodnosci wynikow
| precyzyjnej analizy ("ztozonos$¢ i precyzja sa ze sobg w relacji odwrotnej") [zad73].
Zastosowanie logiki rozmytej oraz nasladowanie intuicyjnego wnioskowania przyblizonego
zastosowanego w umysle ludzkim umozliwitlo budowanie rozmytych systeméw sterowania.
Systemy tego typu moga stanowi¢ alternatywe dla ztozonych modeli matematycznych
wszedzie tam, gdzie istniejg zaleznosci przyczynowo-skutkowe, a model matematyczny
rozwazanego zjawiska jest niedostgpny lub jego wyznaczenie jest zbyt kosztowne.

2.1. Definicja i whlasnoSci zbioréw rozmytych

Teoria zbioréw rozmytych zostata zapoczatkowana przez profesora Uniwersytetu
Kalifornijskiego w Berkeley Lotfiego A. Zadeha [zad65] w 1965 roku, jako uogolnienie
klasycznego pojecia zbiorow. Uogolnienie to jest dokonywane nastgpujaco. Dowolny zbior
klasyczny (ostry, ang. crisp set) C, mozna zdefiniowa¢ za pomocag okreslenia funkcji
charakterystycznej wg ponizszej definicji [kac86], [dri93].
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DEFINICJA 1. Funkcja g : X —{0,1} jest funkcjg charakterystyczng zbioru C wtedy i tylko
wtedy, gdy dla wszystkich x e X

1 dla xeC

. 3
0 dla xgC @)

e (X) ={

Zbior C jest catkowicie okreslony przez elementy X € C, ktore go tworza. Elementy x ¢ C
nie naleza do zbioru C. W teorii zbiorow rozmytych funkcja charakterystyczna jest
uogodlniona do funkcji przynaleznosci, ktora pozwala zdefiniowaé zbidr rozmyty jako zbior
elementéw, mogacy w pewnym stopniu przynaleze¢ do zbioru rozmytego. Ponizsza definicja
okresla formalnie pojecie zbioru rozmytego ([zad65], [kac86], [bez93], [dri93], [kli95],
[zim96], [pie03], [t¢s08], [haj06]), ktory czasem okreslany jest jako podzbior rozmyty

[yag95].

DEFINICJA 2. Niech N bedzie przestrzenig (ang. universal), wowczas zbidr rozmyty A

(ang. fuzzy set) w niepustej przestrzeni N jest okre$lony przez funkcje charakterystyczng
zwang funkcja przynaleznosci u, (ang. membership function) w formie:

LN — (01, 4)
gdzie: (0,1) oznacza przedziat liczb rzeczywistych.

Zbior rozmyty A moze by¢ opisany poprzez podanie funkcji przynaleznosci u,(X) badz tez
poprzez okreslenie zbioru uporzadkowanych par (X, (X)) ([kac86], [dri93], [zim96],
[rut97b], [rut06], [tes08], [pie03]).

DEFINICJA 3. Zbiér rozmyty A okre$lony w niepustej przestrzeni ¥ mozna przedstawié jako

zbidr par:
A={(X up(X)) [ x €N, up(x) €01}, (®)

gdzie u, jest funkcja przynaleznosci, ktéra kazdemu elementowi przestrzeni N

przyporzadkowuje stopien przynaleznosci (ang. grades of membership) do danego zbioru
rozmytego. Mozna rozrézni¢ trzy przypadki:

a) ua =0 ozn. brak przynaleznosci elementu X do zbioru rozmytego A, tzn. x ¢ A,
b) 0< u, <1 ozn. czeSciowa przynaleznos$¢ elementu X do zbioru rozmytego A,

C) wa =1 ozn. pelng przynalezno$¢ elementu X do zbioru rozmytego A, tzn. x € A.

W niniejszej dysertacji jest rOwniez uzywana inna notacja zapisu formalnego zbioru
rozmytego [zad65], dla ktorej zbior rozmyty A, w dyskretnej przestrzeni N, jest opisany jako:

A= (X)7x, (6)

XeN
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gdzie: symbol Z 0znacza sum¢ mnogosciowa, natomiast symbol / jest separatorem.

Stosowane w definicjach zbiorow rozmytych (def. 2-3) funkcje przynaleznosci
odzwierciedlaja na obiektach z przestrzeni rozwazan uporzadkowanie skojarzone ze zbiorem
pewnej wilasnosci (na podstawie [ryk]). W praktyce funkcje przynaleznosci wynikajg
Z kontekstu sytuacyjnego i s3 definiowane subiektywnie przez eksperta, badz tez ksztalt ich
jest wynikiem uczenia na zbiorze danych empirycznych. Podrozdziat 11.1.2. zawiera
spotykane interpretacje funkcji przynaleznosci. Do najczgsciej stosowanych funkcji
przynalezno$ci naleza funkcje odcinkowo-liniowe (symetryczne i niesymetryczne funkcje
trojkatne, zwane rowniez funkcjami klasy t [rut06] badz A, a takze funkcje przynaleznosci
trapezowe oraz ich modyfikacje — prawa zewnetrzna funkcja klasy y [rutO6] oraz lewa
zewnetrzna funkcja klasy L). Przyklady funkcji przynaleznosci odcinkowo-liniowych
wykorzystywanych w dalszej czgsci pracy przedstawiono w tabeli 1I-1. Specyficzng funkcja
przynalezno$ci jest rozmyty singleton (tab. 11-2). Charakteryzuje go bowiem tylko jeden
element, ktéry w pelni nalezy do zbioru rozmytego. Wykorzystywany jest glownie do
definicji zbiorow w sensie nierozmytym badz do realizacji operacji rozmywania w systemach
wnioskujacych [rut06]. Opis probleméw z definiowaniem 1 interpretacja funkcji
przynalezno$ci mozna znalez¢ w [jan07].

Tab. 11-1. Przyktady odcinkowo-liniowych funkcji przynaleznosci [rut06], [tes08], [pie03], [dri96]

Nazwa fu.nk(,:”. Ksztalt funkcji przynaleznoSci Wzér funkceji przynaleznosci
przynaleznosci
0 dlax<a
EJE dlaa<x<b
14 u(x;ab,c)=12"%
— [ Py dlab<x<c
C_
F.p. trojkatna X : 0 dlax>c
3
(klasy t badz /7.) | : oraz
| u(x;a,b,c)=
a b ¢ X X—a c—X
max| min| ——,—— |,0
b-a c-b
0 dlax<a
X728 Yaa<x<b
b-a
1 u(xab,cd)=41 dlab<x<c
— | | d-x
. | | —— dlac<x<d
F.p. trapezowa X d-c
= _ : : 0 dlax>d
7] I : oraz
a b c d x | u(xab,cd)=
. (x= —
max| min —a,l,d—x 0
b-a d-c
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Tab. 11-1. c.d. Przyktady odcinkowo-liniowych funkcji przynaleznos$ci [rut06], [t¢s08], [pie03], [dri96]

Nazwa fan(,:J I Ksztalt funkcji przynaleznosci Wzor funkceji przynaleznosci
przynaleznoSci
1 dlax<a
14 _ b—x
F.p. lewa = | 0 dlax>b
zewngetrzna (klasy = | |
L) ] : oraz
' (. b—x
a b x | u(x;a,b) =max| min| 1,—— |0
b-a
0 dlax<a
] (xab)={2=2 dlaa<x<b
— | HHE b-a B
F.p. prawa | < | 1 dlax>b
zewnetrzna (klasy | = _| I
I oraz
Z 7] I
| . [ X—a
a b X u(x;a,b) = max{mm(b ,1),0}
—a

Tab. 11-2. Funkcja przynaleznosci — rozmyty singleton [rut06], [pie03]

Nazwa fu.nk(,:J I Ksztalt funkcji przynalezno$ci Wzér funkcji przynalezno$ci
przynaleznoSci
1~ 9
— \
= \
F.p. rozmyty | £ 7 | ., J1 dlax=a
singleton | 0 dlax=a
\
\
a

Jako reprezentacj¢ matematyczng intuicyjnych funkcji przynalezno$ci stosuje si¢ rowniez
bardziej ztozone nieliniowe funkcje tj. Symetryczne i niesymetryczne funkcje Gaussa, funkcje
typu dzwonowego lub inne funkcje nieliniowe (tab. 11-3) [pie03].

Tab. 11-3. Przyktady nieliniowych funkcji przynaleznoéci [pie03], [t¢s08]

Nazwa funkcji
przynaleznosci

Ksztalt funkcji przynaleznosci

Wzér funkceji przynaleznosci

F.p. gaussowska

=

p(x)

(X—ﬂ)Z],

207

H(X; p,0) = eXp(—

gdzie: u— $rodek, o*- wariancja
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Tab. 11-3. c.d. Przyktady nieliniowych funkcji przynaleznosci [pie03], [t¢s08]

I,)\lrizyﬁzlg?l‘;?c Il Ksztalt funkcji przynalezno$ci Wzér funkcji przynaleznos$ci
1 | , 1
F ypu | | Mo =
d-p- yp 3 | \ nachylenie 1+ -4
ZWonowego w2 |- — ~2 o
| } gdzie: u — $rodek, o — szeroko$é, y —
‘ nachylenie zbioru rozmytego
p-c u \ x
1—
0 dlax<a
27 | x-aY
= ] \ 2(—) dlaa<x<(a+b)/2
F.p. klasy s w2r———- | u(x;a,b) = @ i~
| | 1—2[X;J dla(a+b)/2<x<b
] | \ b-a
; . \ 1 dlax>b
a (at+b)/2 b X
1 dlax<a
1—2()‘;""] dlaa<x<(a+b)/2
F.p. klasy z uicab)=g 7N
z(ij dla(a+b)/2<x<b
b-a
0 dlax>b
a (at+b)/2 b X

W przypadkach szczegoélnych, funkcja przynaleznosci u,(X) jest wprost proporcjonalna do
funkcji gestosci rozktadu prawdopodobienstwa P(A|X) ([tes08], [mab97], [don08]), czyli

wzglednej czestosci, z jaka element X jest uznawany w losowym eksperymencie za nalezacy
do zbioru A. Powyzsza interpretacja stata si¢ punktem wyjsScia do utworzenia przez Hirote
[hir77] pojgcia zbioru probabilistycznego, w ktoérym funkcja przynalezno$ci stanowi zmienng
losowg elementu X [czo85]. Jednakze, koncepcja systemu wnioskujgcego nie wykorzystuje
idei zbiorow probabilistycznych. Wigcej informacji na temat pordwnania probabilistycznego
I rozmytego podejscia mozna znalez¢ w pozycji [nur09].

Bardzo waznym poj¢ciem dla modelowania rozmytego stata si¢ zmienna lingwistyczna, ktore;
wartos$ci wzigte z jezyka naturalnego majg swojg interpretacje w przestrzeni numerycznej
W postaci zbiorow rozmytych. Formalnie zmienne lingwistyczne okres§la si¢ za pomoca
nastepujacej definicji [zad75b].

DEFINICJA 4.Zmienna lingwistyczna (ang. linguistic variable) zdefiniowana jest jako piatka:

Koz LX) NG, ML} ()
gdzie:

Xnazwa — Nazwa zmiennej lingwistycznej (np. predkos$¢ wiatru, czas trwania zadania),
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L(X) — zbior warto$ci (termindéw, termow) lingwistycznych (ang. linguistic value),
jakie przyjmuje X, czyli stowa lub zdania w jezyku naturalnym (np. wysoka, $rednia,
niska),

N — przestrzen rozwazan (np. kwoty z zakresu 0-200 tys. zt, zakres predkosci wiatru
0-30 m/s),

G — zbior regul syntaktycznych, ktore umozliwiajg utworzenie wszystkich termindéw
w zbiorze L(x),

My — funkcja semantyczna, przyporzadkowujaca kazdej wartosci lingwistycznej ze
zbioru L(x) zbior rozmyty zdefiniowany nad N .
Na przyklad, niech zmienna lingwistyczna o nazwie X="predkos¢ wiatru" posiada zbior
warto$ci lingwistycznych:

nn

L(x) ={"bardzo silna", "silna", "dos¢ silna", "umiarkowana", "tagodna", "staba", "cicha"}, (8)

zdefiniowanych w obszarze rozwazan N = (0,30) [m/s]. Woéwcezas definicje wartosci
lingwistycznej "silna" mozna zapisac jako:

lx—4dlax£25

/usilny (X) = (9)

—%x+6dlax325

Ponizej zostang przedstawione podstawowe parametry (wskazniki) zwigzane ze zbiorami
rozmytymi tj. no$nik, a-przekrdj oraz moc zbioru rozmytego ([zad75a], [zad75b], [zad75c],
[rut06], [kac86], [pie03], [les08]). Omowione pojecia beda uzywane w trakcie opisu
koncepcji systemu wnioskujacego z probabilistyczno-rozmytg bazg wiedzy.

DEFINICJA 6. Nosnikiem (ang. support) zbioru rozmytego A nazywamy podzbior nierozmyty

zbioru A ztozony z elementow, dla ktorych funkcja przynaleznosci jest niezerowa

SUPP(A) = {x € X 11,(x) > 0}. (10)

DEFINICJA 7. a-przekrdj zbioru (ang. a-cut) rozmytego A nazywamy podzbidr nierozmyty
zbioru A zlozony z elementow, dla ktorych funkcja przynaleznos$ci przyjmuje wartosci
wieksze badz rowne o

A, =XxeX|u(X)>al, Vae(l. (11)
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Graficzne przedstawienie poje¢ (def. 6-7) zawiera rysunek 11-2.

ﬂ) o—przekrgj zbioru rozmytego A
1— i P
— | wysokosé ]
— — | g 07T it e - —X
< | % 05f-———- —t——— —
03fF-——-- —t -
l
s X Aq X
nosnik 7os
Pas
Aaa

Rys. 11-2. Interpretacja graficzna wybranych parametrow zbioru rozmytego

DEFINICJA 8. Moc zbioru rozmytego (ang. power), zwana takze licznosciq nierozmytg (ang.

sigma-count) ([kac0l], [zad73]), stanowi sume stopni przynaleznos$ci poszczegdlnych
elementow zbioru rozmytego i jest obliczana za pomocg wzoru:

a) dla zbioru rozmytego okreslonego w przestrzeni dyskretne;j
| Al= Power (A) = > u,(X) (12)
xeSupp(A)
b) dla zbioru rozmytego okreslonego w przestrzeni ciaglej

| A|= Power (A) = j 11, (x)dx (13)

xeSupp(A)

Moc zbioru rozmytego zwana jest czgsto liczbg kardynalng i jest oznaczona jako card(A)
([kac86][pie03]).

2.2.  Operacje mnogosciowe na zbiorach rozmytych

W klasycznej teorii zbioréw, podstawowe operacje, tj. suma, iloczyn, czy dopetnienie
zbiordw sg prostymi dziataniami realizowanymi jednoznacznie. Natomiast, w przypadku
zbiorow rozmytych, z uwagi na uzywanie stopniowanych funkcji charakterystycznych [dri03],
definicja i interpretacja operacji mnogosciowych nie jest juz tak prosta.

Kolejne definicje beda przedstawialy operacje mnogos$ciowe na zbiorach rozmytych
wprowadzone przez Zadeha [zad65]. Analizy z uzyciem owych operacji mozna znalezé
w wielu publikacjach np. [dub84], [ian98].

DEFINICJA 9. Dopetnieniem (ang. complement) zbioru rozmytego AeN nazywamy zbior

rozmyty —A (ozn. tez jako A)i definiujemy nastepujaco:
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() =1, (%), VXeN. (14)

Rysunek [1-3 przedstawia przyktad funkcji przynalezno$ci zbioru rozmytego A oraz funkcji
przynalezno$ci dla dopelnienia zbioru rozmytego A (—A).

Zbiér rozmyty A oraz dopetnienie zbioru A

1.2 T T T T T T T T T

- A A

Rys. 11-3. Funkcja przynalezno$ci zbioru rozmytego A oraz jego dopetnienia —A

DEFINICJA 10. Przecieciem (ang. intersection) zbiorow rozmytych AiB e (zwanym tez

iloczynem zbiorow rozmytych) nazywamy zbior rozmyty AN B o nastgpujacej funkcji
przynalezno$ci

Hpms () = 22, (X) A g1 () = Min (2, (X), 115 (X)), VX EN. (15)

DEFINICJA 11. Sumg (ang. union) zbioréw rozmytych AiB e N nazywamy zbior rozmyty

AU B o nastepujacej funkcji przynaleznosci

tag(X) = 11, (X) v p1g (X) = max(/,lA(x), Hp (X))! VXeN. (16)

Wzory (15-16) mozna uogo6lni¢ na n-argumentowe operacje na zbiorach rozmytych.
Powyzsze definicje sg podstawowe, ale nie jedyne. Inne definicje operacji dopehienia,

przecigcia 1 sumy zbioréw rozmytych mozna znalezé np. w polskojezycznej literaturze
w pracach [kac86], [rut97b], [pie03], [cpa09].

W  niniejszej dysertacji operacje przecigcia 1 sumy zbioréw rozmytych,
wykorzystywane przy tworzeniu bazy wiedzy oraz wnioskowania, beda realizowane
z uzyciem norm trojkatnych (w skrécie t-normy i s-normy). Operator t-normy jest funkcja
modelujaca operacje przecigcia zbioré6w rozmytych, natomiast operator s-normy
wykorzystywany jest do modelowania operacji sumowania zbiorow rozmytych. Publikacje
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[fod94], [kacO1], [rut06], [pis09] wskazujg réwniez, iz normy trdjkatne staty si¢ takze
przydatnym narzedziem agregacji w réznych metodach podejmowania decyzji i sterowania,
opartych na teorii zbiorow rozmytych.

= T
DEFINICJA 12. Operator t-normy (ozn. czasem jako *), jest to funkcja dwoch zmiennych

T: (0,1)%(0,1)—(0,1), jezeli:

a) funkcja T jest niemalejgca wzgledem obu argumentow (ang. monotonicity, increasing):

T(2a(X), 11 (X)) ST (115 (X), 15 (X)) dla p2,(X) < 15 (X), e (X) < 15 (X) ; A7)
b) funkcja T spetlnia warunek przemienno$ci (ang. commutativity):
T(ua(X), 115 (X)) =T (24 (X), 22 (X)) ; (18)
c) funkcja T spetnia warunek tacznosci (ang. associativity):
TIT (a9 15 (9))s e ()] =TLep (), T (225 (X), 1 (X)]; (19)
d) funkcja T spetnia warunek brzegowy (ang. one as a neutral element):
T(1a(x).1) = (%), (20)

gdzie, 4 (X), 415 (X), e (%), tip(X) € (01 [tesO8].

Korzystajac z warunku facznosci, definicje¢ t-normy mozna uogo6lni¢ na funkcje
n-argumentowg nastepujaco

T (Gat, 00N =T(T (Gt 0N, 1, () =T (st ()15, (st (X)) = on

=t (0t (0. i, ().

_— S
DEFINICJA 13. Operator s-normy (ozn. czasem jako *), zwany takze t-konormg, jest funkcja

dwoéch zmiennych S: (0,1)x(0,1)—(0,1), jezeli funkcja S jest niemalejaca wzgledem obu
argumentoéw, spetnia warunek przemiennosci (16) 1 tacznosci (17) oraz nastepujacy warunek
brzegowy [les08]:

S(a(X).0) = 11 (X), 14(X) €(01) (22)

Korzystajac z warunku Iaczno$ci, definicj¢ s-normy mozna takze uogdlni¢ na funkcje
n-argumentowa nastgpujaco:
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§ (L, (93 = SCS (a0 114, () = (st (), 21, (X0t () =

S

=t (0t (9% 1, ().

(23)

Podstawowe wzory nienastawialnych operatorow s-normy S(g,(X), £5(X)) 1 t-normy
T (25 (X), 15 (X)) przedstawione sa w tabeli 11-4.

Tab. 11-4. Wybrane normy trojkatne [pie03], [t¢s08], [cpa09]

Nazwa normy

Operator t-normy

Operator s-normy

tréj!gatnej
iy AN (a1, (0, 1 (X)) = S (110 (%), 115 (X)) =
s o | —MIN G, (0,4 0) - MAX (1,4, (1)
Normy trojkatne To (1A (X), 15 (X)) = Sa(ua(X), 15 (X)) =

algebraiczne

= pp(X) - 15 (X)

= pa(X) + g (X) = pa(X) - 25 (X)

T (14 (%), 11 (X)) =

Si (1 (), 15 (X)) =

Eggﬁgﬁ;ﬂk@tm _ Ha(X) - 45 (X) _ A (X) + 215 (X) =21, (X) - 125 (X)
fn (X) + g (X) = g (X) - 25 (X) 1-up(X)- g (X)
Te (ua(X), 15 (X)) = Se (1a(X), g (X)) =
N.orIn}./ tréjkatne Ha(X) - 415 (X) _ 1 (X) + g (X)
Finsteina 2 (pp (%) + 115 (X) = 125 (0) - 115 (X)) T 0, (0) -y (X)
Ty (ua(X), 115 (X)) = Sq (£a(X), 15 (X)) =
Normy trojkatne MIN (2 (X), 15 (X)) MAX (12, (X), g (X))
drastyczne dla MAX (1,(X), 115(x)) =1 =< dla MIN (g, (x), 5 (x)) =0
0 poza tym 1 poza tym
Normy tréjkatne To (14 (%), 115 () = So (44 (X), pg (X)) =

ograniczone

= MAX (0, 11,(X) + 5 (x) ~ 1)

= MIN(L 41, (X) + 115 (X))
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Zbiory rozmyte A i B
[

1.2 T T t
A B
1= —
=
X o8- .
§ 0.6 i
—~~
2%( 0.4 -
S
0.2 .
O [ [ [ [
0 5 10 15 20 25 30
T-norma
[ [ [ [ [
T T |
= T,
X o8- Tor
f H
/>? 0.6~ TE M
N
3:1 0.4t ——— Ty H
= o2l T |l
0 . I I -
0 20 25 30

Rys. 11-4. Funkcje przynaleznosci przecigcia zbioréw rozmytych A i B z uwzglednieniem réznych
operatorow t-normy

Zbiory rozmyte A i B
[

1.2 T T T
A B
—_~ 1ﬁ 7
o~
X o8- J
CE i
—_~
5& 0.4 |
< 02l .
o [ [ [ [
0 5 10 15 20 25 30
S-norma
f
b R
< ! s
~_ 0.8 : a
1 S
= L 1 H
< 06 ! s
\./< : E
3 0.4 H s
7D ! ¢
0.2~ 1 S
] o
e r r I r P\ -
0 5 10 15 20 25 30

Rys. 11-5. Funkcje przynaleznosci sumy zbiorow rozmytych A i B z uwzglgdnieniem réznych
operatorow s-normy

Rysunki 11-4, 11-5 ilustrujg relacje, ktore spetniajg normy trojkatne:

T (ens 15) ST (i, 11g) < T (0ps 115) s (24)
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S (ttps 1) <S(ap, p1g) < Sy (4ps 115) - (25)

W zastosowaniach logiki rozmytej wykorzystywane sg roOwniez parametryzowane odmiany
norm trdjkatnych, ktére charakteryzuja si¢ tym, ze odpowiadajace im hiperptaszczyzny sa
modyfikowane w zaleznos$ci od wartosci parametru p. Naleza do nich m.in.: normy tréjkatne
Webera, Hamachera, Yagera, Domi, Franka, Duboisa i Pradego, Schweizera, czy Mizumoto.
Szczegbdlowe informacje na temat norm trojkatnych zostaty przedstawione m.in. w pozycjach
[kle04], [rut06], [pra07], [cpa09]. Odmiany norm trdjkatnych, odzwierciedlajacych operacje
agregacji, zostaly rowniez zamieszczone w [det01].

Kolejnym waznym pojeciem w teorii zbiorow rozmytych jest relacja rozmyta [zad65].
Pozwala ona na sformalizowanie nieprecyzyjnych stwierdzen tj. na przyktad "y jest znacznie
wigkszy od x" [duc00], [zad65]. Jest takze nieodzownym elementem wykorzystywanym
podczas wnioskowania rozmytego.

DEFINICJA 14. Relacjq rozmytg R (ang. fuzzy relation) migdzy dwoma niepustymi zbiorami

(nierozmytymi) N i 3 nazywa si¢ zbior rozmyty okreslony na iloczynie kartezjanskim Nx 3
R (- Nx3 :{(X, y)huR(X! y) | Xe N’ ye S! /,IR(X, y) € <0!1>}’ (26)

gdzie u;(X,y) jest funkcja przynaleznosci relacji R, ktora realizuje odwzorowanie zbioru

Nx 3 w przedziat (0,1) i moze by¢ interpretowana jako stopien powiazania elementow X 1y
[tes08], [rut06]. Im elementy sg bardziej ze soba powigzane, tym stopien jest blizszy jedynce.

W procedurach wnioskowania rozmytego istotne sa jeszcze dwie relacje: cylindryczne
rozszerzenie zbioru (relacji) oraz projekcja relacji rozmytej [tes08], [yag95], [rut06].

DEFINICJA 15. Cylindryczne rozszerzenie zbioru A lub relacji R na przestrzen Nx 3 ozn.

Ce(A) (Ce(R)) polega na uzyskaniu zbioru lub relacji rozmytej o wigkszej wymiarowosci:

V Mo =400 (0D ¥t (X,Y) = 1 (). (27)

Xel,yed

DEFINICJA 16. Projekcja relacji rozmytej R na przestrzeh N o0zn. projy(R) polega na
uzyskaniu zbioru lub relacji rozmytej 0 mniejszej wymiarowosci:

Y Hproj () (X) =SUP 4R (X, ), (28)

yed
gdzie: oznaczenie sup (tac. supremum) okresla kres goérny zbioru.

3. Wybrane elementy teorii prawdopodobienstwa

W otaczajacej nas rzeczywistosci wszystkie zjawiska podlegaja wptywom losowosci
[plu00]. Mozna tu wyr6ézni¢ przyktady tj. losowy charakter pradu, czas poprawnej pracy
urzadzen pochodzacych z masowej produkcji, ci$nienie atmosferyczne 1 predkos¢ wiatru
w okreslonym punkcie kuli ziemskiej itp. Aby lepiej przyblizy¢ otaczajacy $wiat
w warunkach nie laboratoryjnych, nalezy uwzgledni¢, przy opisywaniu modeli badanych
zjawisk, 6w czynnik losowy — niezalezny od praw natury [bob86]. Pomocna jest przy tym
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probabilistyka — dzial matematyki zajmujgcy si¢ wykrywaniem 1 analizowaniem
prawidtowosci w zakresie zdarzen losowych. Ponizej zostang przedstawione podstawowe
definicje, zwigzane z dzialem probabilistyki dotyczacym rachunku prawdopodobienstwa.
Definicje te pozwolg na zrozumienie istoty rachunku prawdopodobienstwa, zar6wno w ujeciu
klasycznym, jak i w stosunku do zdarzen rozmytych oraz pozwolg przyblizy¢ interpretacije
modelu  wiedzy, bedacego tematem niniejszej dysertacji. Dla  zdefiniowania
prawdopodobienstwa zdarzen rozmytych zostang przytoczone elementy klasycznej teorii
prawdopodobienstwa.

3.1. Przestrzen zdarzen elementarnych, zdarzenia,
prawdopodobienstwo w ujeciu klasycznym

W ujeciu teorii prawdopodobienstwa, pojeciem pierwotnym jest pojgcie przestrzeni
zdarzen elementarnych (Q), stanowiacej zbior zdarzen elementarnych. W interpretacji
zagadnien doswiadczalnych, przestrzen zdarzen elementarnych mozna rozumie¢ jako zbidr
wszystkich mozliwych, elementarnych i1 niepodzielnych wynikéw doswiadczenia lub
obserwacji [plu00]. Wowczas poszczegdlny wynik doswiadczenia stanowi zdarzenie
elementarne.

DEFINICJA 17.  Zdarzenie losowe (ang. random event), lub w skrocie zdarzenie, jest

podzbiorem przestrzeni zdarzen elementarnych Q.

Powyzsza definicja [plu00] jest podejsciem uproszczonym, gdyz z teoretycznego punktu
widzenia, nie kazdy podzbidr przestrzeni elementarnej jest zdarzeniem. Operacje
wykonywane na zdarzeniach powinny dawa¢ w wyniku rdwniez zdarzenia. Nie dzieje si¢ tak,
w przypadku kazdego podzbioru przestrzeni elementarnej. W niniejszej dysertacji bedziemy
rozpatrywaé uproszczone przypadki, gdy przestrzen zdarzen elementarnych jest zbiorem
przeliczalnym. Woéwczas, kazdy podzbior tej przestrzeni mozna rozpatrywac jako zdarzenie
[bob86]. Jednakze definiujac ogdlne, klasyczne pojecie prawdopodobienstwa konieczne staje
si¢ zdefiniowanie odpowiedniej rodziny F podzbiordw przestrzeni elementarnej [bob86].

DEFINICJA 18. Rodzina F podzbioréw przestrzeni elementarnej Q stanowi ciafo zdarzen,
jesli spetnia aksjomaty:
1) istnieje Ac Q takie, ze Ae F (F nie jest zbiorem pustym),

2) Ae F = Q- AecF (dopelnienie zdarzenia A rowniez nalezy do rodziny F),

3) ALA, eF= U A e F (warunek przeliczalnej addytywnosci).

i=1

W tym ujeciu teoretycznym, zdarzenie losowe stanowi wowczas zbior zdarzen elementarnych

nalezacych do ciata zdarzen. Mozna wyrdzni¢ nastepujace specjalne podzbiory przestrzeni
(na podstawie [bob86], [plu00]):

DEFINICJA 19. Zdarzenie pewne (ozn. rowniez jako Q) (ang. certain event) jest podzbiorem

przestrzeni zdarzen elementarnych QQ zawierajacy wszystkie elementy tej przestrzeni.

24



I1. Podstawy teoretyczne budowy systemu wnioskujacego z probabilistyczno-rozmyta bazg wiedzy

DEFINICJA 20.  Zdarzenie niemozliwe (ozn. @) (ang. impossible event) jest pustym

podzbiorem przestrzeni zdarzen elementarnych €.

W terminologii rachunku prawdopodobienstwa dziatania na zdarzeniach losowych wynikaja
Z ogolnej teorii zbiorow. Przykladowo, pojecia sumy iiloczynu zdarzen oraz zdarzen
rozlacznych, uogdlnione na przypadek skonczonej n liczby zdarzen losowych, definiuje si¢
nastepujaco (na podstawie [bob86], [plu00]):

DEFINICJA 21. Sumgq zdarzen losowych A,...,A, (ang. union of the events) nazywamy zbior

ztozony z tych i tylko tych zdarzen elementarnych, ktore nalezg do co najmniej jednego ze
zdarzen losowych Ay, ...,An. Pojgcie oznaczane jest jako:

AUA U.LUA :OA‘ ={x|xeAlubxeAlub..lubxeA}. (29)

DEFINICJA 22.  lloczynem zdarzen losowych Ai,... A, (ang. intersection of the events)

nazywamy zbior ztozony z tych i tylko tych zdarzen elementarnych, ktére naleza do kazdego
ze zdarzen losowych Ay, ...,An. Pojecie oznaczane jest jako:

AlﬁAzf'\...ﬂAh:ﬁAjz{X|X€A1iX€A2i...i xeA}. (30)

DEFINICJA 23.  Zdarzeniami roztgcznymi (wykluczajgcymi sie) Aj,...,An (ang. mutually

exclusive events) nazywamy zdarzenia, ktorych iloczyn zdarzen jest zdarzeniem niemozliwym
ANAN.NA=0. (31)

W celach zrozumienia relacji zachodzacych pomiedzy zdarzeniami, przedstawiane sg
diagramy, zwane od nazwiska autora, kolami Venna. Z diagramami Venna mozna si¢
zapozna¢ m.in. w [bob86] [kow08].

Rozwazajac przestrzen mierzalng jako (QQ, F) (patrz def. 18), prawdopodobienstwo
definiowane jest nastepujaco [wic08], [bob86]:

DEFINICJA 24. Prawdopodobieristwem (inaczej miarqg probabilistyczng) (ang. probability)

nazywamy dowolng rzeczywista funkcje P spelniajaca aksjomaty:

1) kazdemu zdarzeniu losowemu A e F odpowiada liczba P(A) taka, ze 0 < P(A) <1,
2) P(Q) =1 (prawdopodobienstwo zdarzenia pewnego),

3) jesli Ay, Ag, ..., €F si¢ parami wykluczaja to P({ JA) =) P(A) (przeliczalna
i=1 i=1

addytywnos¢).

Wobec tego prawdopodobienstwo okreslone na ciele podzbioréw borelowskich pewnej
przestrzeni liczb rzeczywistych R lub przestrzeni euklidesowej R" dla liczby naturalnej n
nazwane jest rozktadem prawdopodobienstwa. Natomiast jezeli Ae F jest zdarzeniem, to
liczbe P(A) okresla si¢ mianem prawdopodobienstwa zdarzenia A.
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3.2.  Prawdopodobienstwo zdarzen rozmytych

Pojecie zdarzenia rozmytego oraz definicj¢ prawdopodobienstwa zdarzenia rozmytego
zostaly wprowadzone przez L.A. Zadeha w jego kolejnej pracy [zad68].
DEFINICJA 25. Zdarzeniem rozmytym A (ang. fuzzy event) nazywamy podzbidr rozmyty

przestrzeni zdarzen elementarnych X (Ae &) o funkcji przynaleznosci p,(X) mierzalnej
w sensie Borela.

DEFINICJA 26. Prawdopodobienstwo (nierozmyte) zdarzenia rozmytego A (ang. probability
of fuzzy event), o funkcji przynaleznosci u,(X), oznaczane jest jako P(A) i definiowane

nastepujaco:

a) dla dyskretnej przestrzeni rozwazan N ={X;, X,,..., X, }:
P(A) = Z POXi) £ (%) (32)
i=1

gdzie, p(x;)€[01] stanowi prawdopodobienstwo (nierozmyte) zdarzenia

elementarnego x,, przy czym Z p(x) =1,

i=1
b) dla cigglej przestrzeni rozwazan N :

P(A) = [ 1, (x)dP. (33)

Ponadto, istnieje zwigzek pomiedzy prawdopodobienstwem a mocg zbioru rozmytego (def.
8). W przypadku, gdy zdarzenia elementarne x, € N sa jednakowo prawdopodobne to

P(A)= =1 (34)

W pracach [kac86], [kacOl], [pie03] wykazano, iz stowo "prawdopodobienstwo" do
okreslenia P(A) jest najwlasciwsze, z powodu spelniania wiasciwosci klasycznego
prawdopodobienstwa (def. 24). Zaproponowana przez Zadeha [zad68], definicja
prawdopodobienstwa zdarzenia rozmytego jest najczgsciej stosowang w literaturze [kacOl]
| bedzie takze wykorzystywana w niniejszej dysertacji. Warto rowniez przypomnie¢ pojecie
prawdopodobienstwa warunkowego zdarzenia rozmytego, ktore postuzy podczas tworzenia
wag modelu probabilistyczno-rozmytej bazy wiedzy. Definicja ta jest analogiczna z definicja
klasycznego prawdopodobienstwa warunkowego, ktora mozna znalez¢é w kazdej literaturze
przedmiotu, przyktadowo w [kry97], [plu00].
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DEFINICJA 27. Prawdopodobieristwo warunkowe zdarzenia rozmytego A (ang. conditional

probability of fuzzy set) w N ={x;,X,,..., X,} pod warunkiem zaj$cia zdarzenia rozmytego B,
oznaczane jest jako P(A|B) i definiowane nastepujaco [zad68], [kac86]:

P(ANB)

PAIB) =" o

, P(B)>0, (35)

przy czym, jezeli zdarzenia rozmyte A i B sg niezalezne to zachodzi relacja:
P(A|B)=P(A). (36)

Warunkowym rozktadem prawdopodobienstwa zdarzen rozmytych nazywamy funkcje
P(A|B) argumentu A okreslong dla kazdego Ae X okreslonego wzorem (35) (na podstawie

[plu00]).

Istnieje rowniez inne ujecie prawdopodobienstwa - zaproponowane przez Yagera [yag79].
Definiuje on prawdopodobienstwo jako zbior rozmyty na przedziale (0,1). Zainteresowanym
tym podejsciem proponuje si¢ pozycje literaturowe tj. [kac01], [pie03].

4. Podstawy teorii rozmytych systemow wnioskujacych

Rozmyte systemy wnioskujgce stanowig systemy z bazami wiedzy (ang. knowledge-
based systems), w ktorych wykorzystane jest podejscie lingwistyczne podczas modelowania
I wnioskowania, zwanego rowniez modelowaniem i wnioskowaniem rozmytym. Rozmyte
systemy wnioskujace sg rowniez nazwane rozmytymi systemami ekspertowymi [kwi07], jako
potaczenie systemow ekspertowych i zmiennych lingwistycznych. W literaturze przedmiotu,
do podstawowych prac, ktére zajmujg si¢ ta tematyka nalezg: prace Zadeha [zad73] [zad79],
Mamdaniego i Assiliana [mam74] [mam75], Sugeno, Takagi oraz Kanga [tak85] [sug88],
Yagera [yag80] [yag95], Dubois'a i Prade'a [dub98], Pedrycza [ped84][ped93], Kosko
[kos92a,b], Janga [jan93] i wielu innych autorow.

Utworzenie rozmytego systemu wnioskujacego wymaga znajomos$ci podstawowej teorii
dotyczace] rozmytych modeli wiedzy. Ponizszy rozdzial bedzie stanowi¢ przeglad
istniejacych rozwigzan w tej dziedzinie, dajac takze mozliwo$¢ poréwnania tworzonego
systemu ze znanymi w literaturze.

4.1. Struktura rozmytych systeméw wnioskujacych

W literaturze dotyczacej systemow rozmytych (m.in. [yag95], [rut97b], [kacOl],
[pie03], [tgs08], [now09]) wymienia si¢ cztery podstawowe elementy struktury rozmytego
systemu wnioskujacego:

blok rozmywania (ang. fuzzification),

blok wnioskowania (ang. inference),

baza wiedzy w postaci bazy regut (ang. knowledge base),

blok wyostrzania (ang. defuzzification).
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Schemat systemu typu MIMO (ang. Multiple Input, Multiple Output), z wieloma wejsciami
(X1,...,Xn) oraz wieloma wyjsciami (Y1,...,yn) ©0 wartosciach numerycznych, zostat
przedstawiony na rysunku I1-6.

Zagadnienia, dotyczace poszczegélnych elementow, a w szczegoélnosci bazy wiedzy oraz
metod jej pozyskania, zostang omowione w kolejnych podrozdziatach.

Blok rozmywania Blok wnioskowania Blok wyostrzania

y1*
Agregacja

X1 ¥ ; .
1 Whnioskowanie /—/i_\_\
ces Iub > LN ]
ll Whioskowanie /- >
Agregacja *
) Yn

L S

Baza regut

JEZELI X1:A11 | X2=A21...
. TO y1=B11 1'y1=By; ...

JEZELI X1:A12 | X2:A22...
TOy1=B1s1y1=B2, ...

Rys. 11-6. Schemat rozmytego systemu wnioskujacego (na podstawie [rut06], [tes08], [kac01])

4.2. Regulowa reprezentacja wiedzy — rozmyte modele wiedzy

Sposrdd wachlarza formalizmoéw reprezentacji wiedzy w dziedzinie systemow
wnioskujacych, najblizszag metodg zapisu wiedzy stosowang przez cztowieka jest regulowa
reprezentacja wiedzy typu JEZELI-TO. Zagadnienie to jest tematem szerszej dyskusji m.in.
W [c1c00], [nie00], [ban09] oraz trescig wielu badan [paj07] [nie06].

Zaczerpnieta z dziedziny logiki matematycznej, ogolna postaé regutowej reprezentacji wiedzy,
zwanej tez regutami wnioskowania Ub regutami decyzji, sktada si¢ z czesci warunkowej pr,
zwanej przestankq badz poprzednikiem reguty (ang. antecedent, body) oraz czesci decyzyjnej
Or, ZWanej konkluzjg badz nastepnikiem reguty (ang. consequent, head). Zatem ogodlna postaé
reguly ma formg:

JEZELI p, TOq,, (37)

gdzie stowa JEZELI (ang. IF), TO (ang. THEN) stanowia stowa kluczowe poprzedzajace
odpowiednio przestanke i konkluzje reguty.

Szczegbdlowa postac bazy regul ksztaltuje si¢ w zaleznosci od zastosowanego modelu wiedzy
(zwanego tez w skrocie modelem). Prostota zapisu oraz tatwo$¢ interpretacji i wnioskowania
na podstawie regut typu JEZELI-TO wptynely na ogromng ich popularno$¢ zastosowania
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w strukturach rozmytych, jak i neuronowo-rozmytych modeli wiedzy. Zaletg ich jest takze
mozliwo$¢ opracowania modeli na bazie znacznie mniejszej ilo$ci informacji o systemie
[pie03] w porownaniu z modelami matematycznymi. Che¢ uzyskania coraz to wigkszej
doktadno$ci modeli dla rdéznorodnych systemow rzeczywistych, z rdéznym stopniem
dostgpnosci informacji i ich form, spowodowato intensywny rozwoj struktur modeli wiedzy
[tes08]. W dalszej czeSci pracy przedstawione zostang rézne rodzaje rozmytych modeli
wiedzy, opartych na regutach typy JEZELI-TO: podstawowe tj. model Mamdaniego oraz
Takagi-Sugeno-Kanga oraz ich modyfikacje, reprezentujace wiedzg w postaci regut
rozmytych z wagami.

4.2.1. Rozmyte modele lingwistyczne

W 1974 roku, pokazujac jak mozna utworzy¢ model czlowieka-regulatora sterujacego
obiektem [pie03], Mamdani wprowadzil wlasng ide¢ modelowania [mam74]. Realizowany
model pozwala na odwzorowanie wejscia modelu (X) na wyjscie (Y): X—Y poprzez zbidr
rozmytych regut warunkowych (ang. fuzzy conditional rules) w postaci:

JEZELI x=A TO y=B;, (38)

gdzie x stanowi zmienng wejsciowg modelu, y — zmienng wyjsciows, A;,B; — wartosci

zmiennych lingwistycznych, ktore sa utozsamiane ze zbiorami rozmytymi, odpowiednio dla
wejscia 1 dla wyjscia modelu.

W opisywanym modelu lingwistycznym stosuje si¢ tzw. podejscie koniunkcyjne [tesO8],
w ktorym regute definiuje si¢ jako relacje rozmyta R; (def. 14) okreslong za pomocg iloczynu

kartezjanskiego na przestrzeni X xY . Funkcja przynaleznosci relacji rozmytej R;
wyznaczana jest za pomocg operatora t-normy (def. 12):

He, (%, Y) = 4y (% Y) =T (5 (%), 115, (¥)). (39)
W oryginalnym modelu Mamdaniego stosowanym operatorem t-normy jest minimum:
e, (%, Y) = 41 (%) A 15 (Y) = Min(az, (%), 115, (¥)). (40)

Reguty okreslane regutami Larsena stosuja iloczyn arytmetyczny do definicji relacji rozmytej
w przestrzeni X xY jako:

i (% Y) = 1 () 115 (¥). (41)

Przyktady innych, stosowanych operatorow t-normy przedstawiono w tabeli 11-4. Nalezy
podkresli¢, iz reguty Mamdaniego nie sg implikacjami w sensie logicznym [rut06], [tesO8].

Jednakze, gdy relacja rozmyta R; okreSlana jest za pomocg rozmytej implikacji 1(X,Y)
0 funkcji przynaleznosci:

e, (X0 Y) =t (% Y) = 21, (% ¥) = 1 (42, (X), 5 (¥))., (42)
moéwimy o podejsciu do modelowania zwanym logiczng interpretacjg regut JEZELI-TO

[tes08], [rut06]. W aksjomatycznej definicji Fodora [fod91], implikacja rozmyta jest
definiowana jak ponize;.
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m Implikacja rozmyta (ang. fuzzy implication) stanowi funkcje |I:
(0,2) x(0,1) — (0,1) speiniajace ponizsze aksjomaty dla kazdego X,y,z €(0,1):

1)jezeli x<z, to I(X,y)>1(z,y) (nierosngca funkcja dla pierwszego argumentu),

2)jezeli y <z, to I(X,y)<1(x,2) (niemalejaca funkcja dla drugiego argumentu),

3) 1(0,y) =1 (z falszu moze cokolwiek wynikngc),

4) 1(x,1) =1 (cokolwick moze prowadzi¢ do prawdy),

5) 1(1,0) =0 (z prawdy nigdy nie wynika fatsz).

W tablicy 1I-5 zostaly przedstawione najczgsciej stosowane w literaturze [kacO1], [tgs08],
[now09] operatory implikacji rozmytej.

Tab. 11-5. Wybrane implikacje rozmyte [kac01], [t¢s08], [now09]

Nazwa operatora Wzér

Implikacja Lukasiewicza H, . (X) = MIN (L1— 12, (X) + 145 (X))

1 dla g, (%)< pg(x)
Implikacja Fodora i, (X)= {MAX (i ()i (X)) I 12, () > 11 (X)
Implikacja Goguena #, (X)) = MIN (125 (X)/ 125 (x).1)

1 dla g, (X) < pg (%)

Implikacja Godela H, . (x) = {UB 0 dia 1, () > g (X)
Implikacja Kleene-Dienesa 4, (X) = MAX (L -z, (X), 245 (X))
Implikacja Reichenbacha u, o (X) =1= 1, (X) + w1 (X) - 115 (X)
Implikacja Yagera i, (%) = (ua (x)) e
Implikacja Zadeha u,, (X) = MAX (1= 22, (X), MIN (22, (X), 15 (X))

W [yag95], do logicznej interpretacji regut (zwanej podejsciem destrukcyjnym), zastosowano
implikacje rozmyte spetniajace warunek S-implikacji [tes08]:

e, (%, Y) = 1, (X, Y) = S(p_p (X) 1, (¥)) (43)

gdzie S stanowi operator s-normy (def. 13), natomiast —A - negacj¢ zbioru rozmytego
(def. 9).

Szczegotowe informacje na temat wnioskowania na podstawie regul lingwistycznych
zamieszczone sg w podrozdziale 11-3.4. Badanie nad operatorami (operatorem t-normy badz
implikacji rozmytej) oraz ich wyborem w procesie interpretacji regul stanowi wcigz
przedmiot wielu publikacji [cor97], [cor00], [bac03], [got03], [jay09].
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Koniunkcyjna interpretacja regul wymaga mniejszego naktadu obliczeniowego z uwagi na
prostsze algorytmy wnioskowania. Jednakze, z punktu widzenia logiki matematycznej,
bardziej uzasadnione jest uzycie logicznej interpretacji regut.

Model lingwistyczny jest jednym z cze$ciej stosowanych modeli rozmytych jako regulatory
rozmyte [dri96], [roj00], [pie03], [kan08].

4.2.2. Modele Takagi — Sugeno — Kanga

W pracach Takagi i Sugeno [tak85] oraz Sugeno i Kanga [sug88] zostat wprowadzony
odmienny rozmyty model wiedzy zwany modelem Takagi-Sugeno-Kanga (w skrocie TSK).
Baza wiedzy modelu TSK dla systemu typu MISO (ang. Multiple Input, Single Output) jest
reprezentowana przez nastepujace reguty:

JEZELI x, jest A l...1x, jest A, TOY = f(X,,X,,..., %y ), (44)

gdzie: N jest liczbg wejs¢ modelu, X; — i-t3 zmienng wejSciowg modelu (i =1,...,N), y —
zmienng wyj$ciowa, A; — warto$cig lingwistyczna, natomiast f(X;,X,,...,X, ) — nierozmyta
funkcjg wartosci wejs¢. Dla modelu TSK pierwszego rzedu wyjscie y(X) ma postac:

Y(X) = F (X, Xpreen Xy) = Po + Pr Xy + PoXo +o+ PyXy =P X, (45)
gdzie: p oznacza N+1 wymiarowy wektor parametrow funkcji, a x> wektor wyjsciowy
z dodatkowym elementem réwnym jeden: X'=L];] W szczegdlnym przypadku, gdy px=0
(k=1,...,N) mamy do czynienia z modelem TSK zerowego rzedu.

Model TSK jest jednym z czgsciej stosowanych modeli wiedzy zarbwno w teoretycznych
pracach badawczych (np. [che98], [ahnl10]), jak i praktycznych (np. [din03], [sulQ]).
Doczekat si¢ wielu rozwinie¢ samego modelu (np. [mas04], [cza09]), jak 1 sposobow
pozyskiwania wiedzy dla parametréw modelu z zastosowaniem sieci neuronowo-rozmytych
(np. [pal01]) oraz algorytméw genetycznych [rut97b]. Podstawowymi wadami modelu TSK
jest niemozno$¢ zastosowania interpretacji rozmytych regul warunkowych oraz operacji
agregacji [tes08]. System begdacy tematem dysertacji jest pozbawiony powyzszych wad.

4.2.3. Modele probabilistyczno-rozmyte

Dziatajac w $rodowisku niepewnym z uwzglednieniem niepewnos$ci w sensie
probabilistycznym badz stochastycznym, mozemy ujaé stan rzeczywisto$ci, za pomoca
rozmytego  systemu  wnioskujacego, ktory  wykorzystuje = empiryczny  rozktad
prawdopodobienstwa. W dysertacji ten model wiedzy zwany jest modelem probabilistyczno-
rozmytym, a w literaturze spotykany jest jako rozmyty model badz rozmyta reprezentacja
wiedzy z miarami prawdopodobienstwa zbiorow rozmytych (ang. fuzzy model using
probability measures of fuzzy events, fuzzy knowledge representation using probability
measures of fuzzy events) [wb07] [wbO8a]. Charakterystyczng cechg bazy wiedzy
omawianego modelu dla systemu typu MISO jest reprezentacja wiedzy w postaci regut
plikowych, stanowigcych zbior J regut elementarnych, w formie [wb07]:
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R(m):(w,) JEZELI x, =A:l..1x, =A"
TO y: Bl/m (Wl/m)

TAKZE Y=Bjm (Wj/m)

TAKZE y=B,,, (W,,,), (46)
gdzie:
N jest liczba zmiennych wej$ciowych modelu,
M — liczba regut plikowych,
X1, ...,XN stanowi zmienne wejsciowe modelu, XpeX,cR, n=1,...,N,
y — zmienng wyjsciowa modelu, yeYCR,
A" jest m-tg warto$¢ lingwistyczna n-tej zmiennej wejsciowej, m=1,...,M, n=1,...,N,
Bjm — warto$cia lingwistyczna zmiennej wyjsciowej w j-tej regule elementarnej m-tej reguty
plikowej, m=1,....M, j=1,...,J.

Wagi Wm, Wjm stanowia miary prawdopodobienstw zbiorow rozmytych. Waga m-tej reguty
plikowej wy reprezentuje taczne prawdopodobienstwo zdarzen rozmytych w przestance
reguly plikowe;j:

P(x=A,)=P((x, = A,) .0 Xy = AY)), (47)
gdzie X =[X;, X,y Xy ]

Natomiast, waga elementarnej reguly Wjm reprezentuje warunkowe prawdopodobienstwo
zdarzen rozmytych (por. def. 27), ktore obliczane jest wedlug wzoru:

P((y=B;n)n(x=A,))
PO=A)

W ujeciu klasycznym Zadeha, prawdopodobienstwo obliczane jest jako (32) dla przestrzeni
dyskretnej oraz (33) dla przestrzeni cigglej. Wg [wb05], [wb08a] wagi obliczane sg dla

warto$ci lingwistycznych A\, , Bjm okreslonych na niepustych przestrzeniach X, i Y

P((y =B;,n)(x=A,)) = (48)

dyskretyzowanych do K rozlgcznych przestrzeni warto$ci zmiennych, oznaczonych
odpowiednio a; i b, :

A= > ug@DIa, Biu= > u (b)/h, (49)
K K j/m

z zachowaniem zasady podzialu do jedno$ci np. Z My (ag)=Ldla Va; € X,. Totez
M

korzystajac z definicji przecigcia zbiorow rozmytych (def. 10) opartej na operatorze t-normy
(def. 12) oraz wtasnosci (47-48), waga wp, definiowana jest jako [wb07]:

PX=A)= D [P 0o Xn) Tl (@) sty (@), (50)

1 N
Bigy 1o+ By EXPXXX
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natomiast waga wjm jako:
P((y=Bjn)(x=A,)) =

> [P bt (5 e X0 V)T (1t (8 )t (@), 1 (B, )]

1 N
akl,...akN ,kaﬂeXlx..xX Y

> [P 0 ) Ty (8 )it (@) )]

1 N
Bl e B eXyx. xXy

kN+1

: (51)

gdzie p, ik, ooeXns ) ( Pk, (X0 Xy) ) stanowi prawdopodobiefistwo w  sensie
definicji 22, jako prawdopodobienstwo zdarzenia, ze x, a, oraz x, ea; Oraz .. Oraz

yeb

kN+1 '
Poniewaz, tematem niniejszej dysertacji jest koncepcja systemu wnioskujacego w oparciu

0 model probabilistyczno-rozmyty bazy wiedzy, omawiane rozwazania b¢da kontynuowane
w rozdziale 111 pracy.

4.2.4. Modele relacyjne

Rozpatrujac strukture rozmytych modeli wiedzy, natrafiamy na grupe modeli
lingwistycznych (por. (38)) zwanych rozmytymi modelami relacyjnymi (ang. fuzzy relational
models), ktorych reguty, podobnie jak w modelu probabilistyczno-rozmytym, zawieraja
odpowiednie wspotczynniki (wagi):

R(m): JEZELI x, = Al ... 1x, =AY TO y=B,, (Wyy)
Y=Bjm (Wm)
Y=Bym Wym), (52)

gdzie: oznaczenia symboli sa analogiczne do wzoru (46), natomiast W', stanowia wagi
poszczegolnej reguly okreslane jako wspotczynniki ufnosci.

Nalezy wobec tego =zaznaczy¢, na czym polega odmienno$¢ modeli relacyjnych
W porownaniu z modelem probabilistyczno-rozmytym (46).

We wprowadzonych przez Pedrycza [ped84] modelach relacyjnych, podobnie jak
w tworzonym modelu wiedzy, poszczegdlne reguty nie sg catkowicie prawdziwe, lecz jedynie
czgsciowo. Prawdziwo$¢ regut wynika jednakze z odmiennych uwarunkowan. W tworzonym
modelu prawdziwo$¢ regut jest zwiazana z czestoéciag wystepowania zaleznosci typu JEZELI-
TO zdarzen rozmytych. Reguta jest tym lepiej dopasowana, im czg¢sto§¢ wystepowania danej
zaleznosci jest wigksza. Natomiast, w modelach relacyjnych prawdziwo$¢ regut wynika z tzw.
wspolczynnika ufnosci W'y, , obliczanego na podstawie teorii rownan relacyjnych ([ped84],
[kac86]), badz tez na podstawie pomiaréw doswiadczalnych z uzyciem rozmytych sieci
neuronowych [pie03]. Totez analizowany wspotczynnik nie posiada interpretacji opartej na
czgstosci zbioréw rozmytych.
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4.2.5. Modele neuronowo-rozmyte

Aby wykorzysta¢ potencjal obliczeniowy tkwigcy w sieciach neuronowych, powstaty
systemy zwane systemami neuronowo-rozmytymi (ang. neuro-fuzzy systems) o architekturze
sieci neuronowej lub do niej podobnej, przetwarzajace sygnaty rozmyte. Powyzsza
architektura, majaca zdolno$¢ do uczenia si¢ i uogélniania wiedzy, jest stosowana do
automatycznego pozyskiwania parametrow regul rozmytego modelu wiedzy w postaci
JEZELI-TO, badz tez do catoéciowego wydobywania regut warunkowych.

Przyktadowa architektura systemu neuronowo-rozmytego ([rut97b], [duc00]), w ramach
pierwszego z wyzej wymienionych podejsc, jest pokazana na rysunku I1-7.

X 1 > A1) (X))

P

Al(l)

A4

A (X))

Al(n) i=1

—HALm) (Xn)P1

Xn >

Al(n)

Al () (Xn) P

3

Al(N)
XN > —Hai) (Xn)»]

AI(N)

R A (XN)»1 1

5

Pierwsza warstwa Druga warstwa Trzecia warstwa Czwarta warstwa
ukryta ukryta ukryta ukryta

Rys. 11-7. Struktura systemu neuronowo-rozmytego (ha podstawie [duc00])

Struktura systemu neuronowo-rozmytego (rys. I1-7) bazuje na regutach w postaci:

JEZELI %, =A® 1...1x, =AM TO y=8,, i=1,...l, (53)

stosuje wnioskowanie zgodnie z uogolniong reguta modus ponens (rozdz. 11-3.4) oraz
wnioskowanie metoda $redniej srodkow CA (tab. I1-6). Architektura neuronowa pozwala, na
podstawie ciggu uczacego, dopasowac parametry zbioréw rozmytych znajdujacych sie
W przeslance reguty oraz wartoéci parametrow Y' (Srodkéw zbioru rozmytego B;). Najczesciej
stosowang metoda uczenia jest algorytm wstecznej propagacji bledow ([0s096], [duc00],
[rut97b]). Wiecej informacji na temat dopasowania modelu neuronowo-rozmytego
zamieszczono w rozdziale, dotyczacym metod automatycznego pozyskiwania baz wiedzy
w systemach rozmytych.

W 1993 roku Jang zaproponowat system wnioskowania rozmytego, wykorzystujacy
sie¢ adaptacyjng (ANFIS, ang. Adaptive-Network-Based Fuzzy Inference System) [jan93].

34



I1. Podstawy teoretyczne budowy systemu wnioskujacego z probabilistyczno-rozmyta bazg wiedzy

W odroéznieniu od przedstawionego wczesniej systemu neuronowo-rozmytego, system Janga
zostal oparty o baze wiedzy w postaci rozmytych regut TSK (44). ANFIS, jako jeden
Z pierwszych systeméw neuronowo-rozmytych, zostal zaimplementowany w popularnym
srodowisku obliczeniowym Matlab. Z tego tez wzgledu, zaznacza si¢ duza popularnoscia

stosowania oraz doczekat si¢ wielu praktycznych i ciekawych zastosowan m.in. [jan97],
[kor94], [lu05].

Systemy neuronowo-rozmytych w ostatnich latach byly tematem badan i analiz w wielu
pozycjach literaturowych, m.in. [t¢s08] [jan97], [buc99], [cpa09].

4.3. Wiasciwosci regulowej, rozmytej bazy wiedzy

Zaprojektowanie bazy wiedzy stanowi jeden z punktow krytycznych tworzenia
systemow rozmytych. Rézni eksperci maja prawo do przekazywania swojej wiedzy w rozny,
indywidualnie arbitralny sposéb [ban09], natomiast projektant bazy wiedzy musi
zagwarantowa¢ brak anomalii w regutach. Jednakze istnieje wiele anomalii, jakie moga
istnie¢ w odniesieniu do regutowe]j reprezentacji wiedzy. Rysunek I1-8 przedstawia opis
przypadkéw, jakie zostaty uwzglednione m.in. w pozycji [lig06].

Anomalie
I

— Redundancja Niespdjnosé Redukcja Niekompletno$é

Logiczna

Niewtasciwa redukcja regut . s
niekompletnosé

- Reguty identyczne Reguty niejednoznaczne

Eliminacja niezbednych

; Fizyczna
) . . e zmiennych 1zy -
- Reguty réwnowazne Logiczna niespojnos¢ niekompletnos¢

- Reguty pochtaniajgce sie¢ | Reguty sprzeczne

- Reguty nieuzywane

Rys. 11-8. Typy anomalii regutowej reprezentacji wiedzy (na podstawie [1lig08],[paj07])

Aby unikngé bledow przy tworzeniu rozmytych baz wiedzy typu JEZELI-TO, nalezy
przeanalizowa¢ baz¢ pod katem cech swiadczacych o jej prawidlowosci. W literaturze
dotyczacej systemoéw rozmytych ([pie03], [dri93], [czo85], [jin03]) najczesciej wymienia si¢
nastepujace, wymagane, wtasnosci regut rozmytego modelu wiedzy:

- kompletno$¢ (zupetnos¢) modelu wiedzy,
- niesprzeczno$¢ (zgodnos¢) bazy regut,
- ciaglosc¢ bazy regut,

- brak redundancji (nadmiarowos$ci) w bazie regut.

Rozwazmy zbioér nastgpujacych regul elementarnych, stanowigcy podstawe rozmytego
modelu wiedzy dla systemu typu MISO:

R(1): JEZELI x; = A 1 ... 1 xy = Ay TO y=B"

R(M): JEZELI x, = A" 1...1x, = Al TO y=B". (54)

35



I1. Podstawy teoretyczne budowy systemu wnioskujacego z probabilistyczno-rozmyta bazg wiedzy

DEFINICJA 29. Rozmyty model wiedzy jest kompletny (zupelny, ang. completeness) jezeli dla

kazdego wektora wejs¢ X* =[x*,,...,Xx*] o wartosciach ostrych mozna przyporzadkowac

wlasciwa wartos$¢ ostra na wyjsciu modelu y*.

Nalezy nadmienié, iz definicja kompletno$ci modelu wiedzy stanowi o jego kompletnosci
numerycznej — nie oznacza jego kompletnosci lingwistycznej [pie03]. Najczgstszym
powodem niekompletnosci modelu rozmytego jest niekompletnos¢ podzialu rozmytego
przestrzeni wejs¢ X, x...x X, . Formalnie oznacza to, ze dla co najmniej jednej zmiennej

X, € X, (n=1,...,N) zachodzi zaleznos¢:

M
Z’uAT(X*n):O’ X*nexn’ (55)
m=1

gdzie: M oznacza ilo§¢ zbiordw rozmytych przyjetych dla x,. Nie zawsze jednak
kompletnos$¢ podzialu rozmytego gwarantuje kompletnos¢ modelu wiedzy [jin03].

Nalezy zauwazy¢, ze czesto bywaja sytuacje np. w praktycznych zastosowaniach regulatoréw,
iz celowo regutowa baza wiedzy jest niekompletna, z uwagi na rejony dziedziny nie
znajdujace si¢ w zakresie zastosowan [dri93]. Model wiedzy jest wowczas wiarygodny
jedynie w strefie zdefiniowanej przez jego reguty [pie03].

DEFINICJA 30. Rozmyty model wiedzy posiada sprzeczng (ang. conflict rules) baze wiedzy,

jezeli istniejg w niej dwie reguty o takich samych przestankach, ale r6znych konkluzjach.

Powyzsza definicja sprzecznej bazy wiedzy jest wilasciwa dla regul typu JEZELI-TO
w postaci (38). Jest natomiast niewtasciwa dla regul w probabilistyczno-rozmytej bazie
wiedzy (46), gdzie wystepuja reguty z ta sama przestanka 1 r6znymi konkluzjami. Reguly te
nie sg regutami sprzecznymi, a jedynie regutami z inng czestoscig wystepowania.

Sprzeczno$¢ bazy wiedzy najczesciej wynika z bledow w tworzeniu regul. Moze by¢ takze
spowodowana niedeterministo$cig samego modelu.

DEFINICJA 31. Rozmyty model wiedzy posiada cigglg (ang. continuous) baze wiedzy, jezeli

nie ma w niej sasiednich regut R(j), R(k) ze zbiorami rozmytymi w konkluzji B, B*, ktérych
iloczyn jest zbiorem pustym (B’ nB* = @).

Ciaglos¢ bazy wiedzy jest pozadana [per06] z uwagi na gladko$¢ odwzorowania modelu.
Jednakze obiekty o duzych skokach wartos$ci wyj$¢ nie da si¢ zamodelowac za pomocg ciaglej
bazy wiedzy.

Ostatnig, z wymienionych, pozadang wilasnoscig bazy wiedzy w modelach rozmytych jest
brak nadmiarowosci bazy regut. Oznacza to unikanie sytuacji, w ktorych w bazie regut mamy
wiecej niz jedng regule o tej samej przestance i identycznej konkluzji. Najczesciej nie tylko
unikamy nadmiarowosci, ale dagzymy do jak najprostszego modelu wiedzy. Mniejsza liczba
regul pozwala na latwiejszg interpretacje systemu przez cztowieka.
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4.4. Procedury wnioskowania rozmytego na podstawie bazy wiedzy

Whnioskowanie rozmyte (zwane tez czesto wnioskowaniem przyblizonym lub
przyblizonym rozumowaniem [kac86], ang. fuzzy inference) realizowane w oparciu o bazg
wiedzy odnosi sie do sposobu okreslania rozmytego zbioru wyjsciowego B zdefiniowanego
na przestrzeni 3 na podstawie odpowiednich procedur transformacji oraz wejsciowego
zbioru rozmytego A zdefiniowanego na przestrzeni & . Teori¢ na temat wnioskowania
rozmytego zapoczatkowat Zadeh w 1979 roku [zad79], odzwierciedla ona sposob
rozumowania cztowieka z wykorzystaniem nieprecyzyjnych stwierdzen w jezyku naturalnym.

W logice klasycznej istniejg cztery tautologie rachunku zdan opisujagce sposoby
wnioskowania *:

- sposéb potwierdzajacy przez potwierdzenie (fac. modus ponendo ponens),

(P, =>a)AP)—0,, (56)
- sposob zaprzeczajacy przez zaprzeczenie (tac. modus tollendo tollens),

((pr > a,) A—0,) > —p,, (57)
- sposob potwierdzajacy przez zaprzeczenie (fac. modus tollendo ponens),

(=P > 0)A—0,) = P, (58)
- sposOb zaprzeczajacy przez potwierdzenie (tfac. modus ponendo tollens),

((p, > 9)~A—q,) > =P, (59)

Zadeh wprowadzit tzw. wuogdlniong regute wnioskowania [zad73], ktora pozwala na
wysuwanie wnioskOw w oparciu o rozmyte sformutowania w przestankach i konkluzjach.
W systemach rozmytych stosuje si¢ najczesciej dwa z wymienionych tautologii rachunku
zdan ([rut06]) modus ponendo ponens oraz modus tollendo tollens, ktore po rozszerzeniu na
zbiory rozmyte okresla si¢ jako uogdlniong regute wnioskowania modus ponendo ponens
(ang. generalized modus ponendo ponens) oraz wuogdlniong regute wnioskowania modus
tollendo tollens (ang. generalized modus tollendo tollens) [zad73].

Uogolniona regula wnioskowania modus ponendo ponens

Zgodnie z regula (56) schemat wnioskowania z uzyciem zbioréw rozmytych dla
systemu MISO mozna przedstawi¢ nastepujaco [rut97b]:

Fakt X =A T.Ixy=A
Regula JEZELI x, =A l..1x, =A, TO y=B
Whiosek  y=B' (60)

! Uzyte oznaczenia odnosza si¢ do wzoru (37)
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gdzie zbior rozmyty A , okreslony na przestrzeni X, , jest wartoscig lingwistyczng zmienne;j
lingwistycznej xy, i analogiczne dla A, ..., Ay, B’ , ponadto zbiory rozmyte A’ ..., A(,B’ sa

w pewnym sensie zblizone [rut06] do zbiorow rozmytych A ,..., Ay, B.

W powyzszym schemacie mamy do czynienia z regutami ztozeniowymi o przestankach
prostych potaczonych ze sobg spojnikiem logicznym I w przestance reguty. Wowczas, aby
oceni¢ przestanke tej reguly, a doktadniej okresli¢ stopien jej spelnienia [pie03] (zwany czg¢sto
stopniem aktywacji lub zapfonem ), nalezy zastosowaé operator przecigcia zbioréw (def. 10)
np. w postaci operatora t-normy (def. 12):

Hp(X) = /’lAl'm..nAN'(X) = sup T(/uAi'(Xl)""! ,UAN'(XN ) (61)

X0 Xy €N XL XN

W przypadku regut o przestankach prostych potaczonych ze soba spojnikami logicznymi
LUB nalezy wykorzysta¢ operatory sumowania zbioréw (def. 11,13).

Formalnie zbior rozmyty B’ okreslony jest, poprzez zlozenie zbioru rozmytego
A=A x.xA| wystepujacego w przestance (okreslonego na przestrzeni N) oraz relacji R

dlareguty A - B (A=A x..x Ay ), nastepujaco

B'=A°(A—>B), (62)
gdzie o oznacza operacj¢ ztozeniowej reguty wnioskowania wprowadzonej przez Zadeha.
Zlozeniowq regute wnioskowania mozna realizowaé¢ w kolejnych etapach [t¢s08]:

- cylindryczne rozszerzenie (def. 15) zbioru rozmytego A’ na przestrzen N x 3:

Vo Heamy (X Y) = 1 (X), (63)

(X,y)eNx3
- operacja przecigcia zbioru rozmytego Ce(A’) i relacji rozmytej R z wykorzystaniem
operatora t-normy:
V. Hee(ayR (X, ¥) =T (210 (X), 115, (X, Y)) (64)

(X,y)eNx3

- operacja projekcji (def. 16) przecigcia zbioru rozmytego Ce(A') i relacji rozmytej R na
przestrzen 3J:

[Tt (Y) = ¥ Hiprojs(cemymy (Y) = SUBF (atn (), 1ar (X, Y))]. (65)

Relacja rozmyta R moze by¢ realizowana jako minimum (40), iloczyn algebraiczny (41),
t-norma (39) czy implikacja rozmyta (42). W zaleznosci od zastosowanego podejscia
stosujemy odmienne nazewnictwo regut i ich interpretacji (patrz podrozdziat 11-3.2.1).

Istniejg dwie metody wnioskowania rozmytego na podstawie bazy wiedzy. Pierwsza
metoda — metoda wnioskowania opartego na zlozeniu (w skrocie AW, zwana takze
podejéciem globalnym [duc00] [now09], ang. FATI — First Aggregate Then Infer) stosuje
uprzednig agregacj¢ regul, utozsamianych z relacjami rozmytymi, a pdzniej dopiero wlasciwe
wnioskowanie. Druga metoda — metoda wnioskowania opartego na pojedynczych regutach
(w skrocie WA, zwana takze podejsciem lokalnym [duc00] [now(9], ang. FITA — First Infer
Then Aggregate) stosuje najpierw wnioskowanie, a kolejno agregacje regut [t¢s08] [duc00]
[dria93].

38



I1. Podstawy teoretyczne budowy systemu wnioskujacego z probabilistyczno-rozmyta bazg wiedzy

Powyzsze rozumowanie, dotyczace uogdlnionej reguly wnioskowania modus ponendo

ponens, stanowi wnioskowanie typu WA. Aby otrzyma¢ wynikowy zbiér rozmyty B’ na
bazie zbioru M regut, nalezy utworzy¢ operacj¢ agregaciji:

~ M M
Br — G__)l Brm — (‘?1[A’0(Am N Bm)]’ (66)

gdzie @ stanowi operator agregacji, ktorym moze by¢ operator t-normy, s-normy, badz inny
dowolny operator $redniej [tes08].

W przypadku wnioskowania przyblizonego typu AW zbidr rozmyty B’ obliczany jest jako:
~ M
B'== A'o[®(A™ > B™)]. (67)
m=1

Uogolniona regula wnioskowania modus tollendo tollens

Zgodnie z wuogdlniong regutq wnioskowania modus tollendo tollens schemat
wnioskowania z uzyciem zbiorow rozmytych dla systemu SISO mozna przedstawic
nastepujaco [tes08]:

Fakt y=B’

Reguta JEZELI x=ATO y=B

Whiosek Xx=A (68)

gdzie zbior rozmyty B', okre§lony na przestrzeni J, jest wartoscig lingwistyczng zmiennej
lingwistycznej y, zbior rozmyty A’, okre§lony na przestrzeni X, jest wartosciag lingwistyczna
zmiennej lingwistycznej x, ponadto zbiory rozmyte A’, B'sa w pewnym sensie zblizone [rut06]
do zbiorow rozmytych A B.

Zbior A" wyznacza si¢ stosujac ztozeniowg regute wnioskowania wedtug wzoru:
A =(A—B)oB’, czyli (69)

413, (X) = SUPIT (5,05, ), a1 (Y] (70)

yed

Dla zbioru rozmytego A otrzymanego w oparciu o zbidor M regul, stosujemy operacje
agregacji (rozumowanie przyblizone typu WA):

~ M M
A=® A" = O[(A" > B")o B, (71)

Natomiast, w przypadku rozumowania przyblizonego typu AW, zbior rozmyty A’ obliczany
jest jako:

A = m%[(Am —>B")]-B'. (72)
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Whnioskowanie w oparciu 0 model TSK

Z uwagi na inng strukture regut (44), w poréwnaniu z lingwistycznym modelem
wiedzy, wnioskowanie w oparciu 0 model TSK (patrz rozdz. 3.2.2) zachodzi w odmienny
sposob. Catkowite wyjscie systemu y* dla modelu TSK jest wyznaczane jako Srednia wazona
warto$ci kazdego wyjscia X =[X;, X, ..., Xy ] nastepujaco’;

ir”’(x)y“)(x) if(j)(x)p(i)Tx-
=12 == , (73)
ZT(D(X) ZT(J')(X)

gdzie: J stanowi liczbe regut w bazie wiedzy, natomiast 7V (x) okresla stopien aktywacji
J-tej reguty (j=1,...,J) wyznaczany przez odpowiedni operator t-normy wg wzoru:

) (xX)= T(,UAi(i) (%), Hp (X5)sens Hpp (X)) - (74)

Whnioskowanie w oparciu 0 model neuronowo-rozmyty

Struktura modelu neuronowo-rozmytego ma bezposredni zwigzek z wybrang metoda
wnioskowania przyblizonego. Przykladowo wnioskowanie w systemie neuronowo-rozmytym,
przestawionym na rysunku I1-7, przebiega wedtug ponizej opisanych etapow. Kazdy z etapow
realizowany jest przez odpowiednig warstwe struktury neuronowej lub do niej podobne;j.
Pierwsza warstwa struktury odtwarza funkcje przynaleznosci zbioréw rozmytych
,u/*(n) (x,),n=1..,N znajdujacych si¢ w przestankach regul. Druga warstwa wykonuje

operacje przecigcia zbiorow rozmytych z wykorzystaniem iloczynu algebraicznego jako
odzwierciedlenie iloczynu logicznego 1 (AND). Wykonywana jest rowniez koniunkcyjna
interpretacja regut z wykorzystaniem implikacji Larsena okreslonej wzorem (41) wraz
z wnioskowaniem zgodnym z uogélniona reguta modus ponens. Kolejne warstwy (trzecia
I czwarta) wykonujg operacje zwigzane z wyostrzaniem wynikowej funkcji przynalezno$ci —
w tym przypadku za pomoca metody Sredniej $rodka CA [wie09] (tab. II-6). Cato$¢
architektury przedstawia w sposob blokowy wnioskowanie z uwzglednieniem nastepujacego
Wzoru.

| N
_ YIH/UAi(n)(Xi)
y*=12 2= , (75)
H:uAi(n)(Xi)

i=1l n=

gdzie: y' stanowi punkt, w ktérym funkcja przynaleznosci g (y) do zbioru rozmytego B'

w konkluzji reguty (53) przyjmuje wartos¢ maksymalng, i stanowi numer reguty modelu
(i=1,...,1), natomiast n — numer zmiennej wejsciowej (n=1,...,N).

2 Uzyte oznaczenia odnosza si¢ do wzorow (44)-(45)
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4.5. Rozmywanie i wyostrzanie

Systemy z logika rozmyta operujg na zbiorach rozmytych [rut06]. Aby zamienié¢
warto$ci ostre (numeryczne) X* =[x *,..., Xy *] € X na wejsciu do systemu w zbidr rozmyty
A", definiowany na przestrzeni N , dokonywana jest operacja rozmywania (inaczej
fuzzyfikacji, ang. fuzzification) stanowiagca odwzorowanie F : N — F  (N).

Zagadnienie rozmywania jest jednym z kluczowych elementéw tworzonego systemu.
W dotychczasowych rozwigzaniach w zakresie sterowania najczesciej stosuje si¢ operacje
rozmywania typu singleton [rut06]:

(76)

0, dlax=x*|"

F:N»{uk(xnxex,ux(x):{l’ d'”zx*}

Rzadziej stosuje si¢ inne funkcje przynaleznosci.
rozmywania mozna przedstawi¢ jako [t¢s08]:

F N> L () [ X €8, 15 () € O1}, (77)

gdzie u,(Xx) stanowi funkcje przynaleznosci,
zamieszczonych w tabelach 11-1, 11-3.

Wowczas formalny zapis operacji

definiowang jako jeden z wariantow

Gdy blok wnioskowania daje w wyniku zbiér B’ lub zbiory rozmyte B', nalezy
dokona¢ operacji odwrotnej — operacji wyostrzania (zwanej tez defuzzyfikacjq, ang.
defuzzification). Celem tej operacji jest uzyskanie wartosci numerycznej y* e 3 na wyjsciu
modelu. Metod wyostrzania jest wiele, kazda z nich daje w wyniku inng warto$¢ numeryczna.
Jednakze, metoda powinna spetlnia¢ odpowiednie kryteria w zaleznosci od zastosowania
systemu [lee99] oraz uzytych regut rozmytych. Metody, obecnie najczesciej spotykane
w literaturze, zawiera tabela 11-6.

Tab. 11-6. Przyktady metod wyostrzania [lee99], [pie03], [bro06], [t¢s08], [now09], [duc00]

Nazwa Oznaczenie Wzor Opis oznaczen we wzorze
Metoda $rodka coG
cigzkosci (ang. Center Of J‘ vz (y)dy y * —warto$¢ numeryczna na
H B’

zwana rowniez Gravity) 5 wyjéciu modelu y*e 3,
jako lub J. g (y)dy y — zmienna wyj$ciowa modelu,
Metoda $rodka COA B’ — zbi6r rozmyty
obszaru (ang. Center Of Area)

J- Y (y)dy y * —warto$¢ numeryczna na
Metoda 1COG % _ Sa ’ wyjsciu modelu y*e 3,
|’ndeksov.va.negro | ang. I0;1 dexed COG,) g (y)dy y — zmienna wyjs$ciowa modelu,
Srodka cigzkosci “ Sa B’ zbiér rozmyty, o — parametr

={y e 3| ug(y) 2 a} o wartosci z przedziatu (0,1)
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Tab. 11-6. c.d. Przyktady metod wyostrzania [lee99], [pie03], [bro06], [t¢s08], [now09], [duc00]

Nazwa Oznaczenie Wzor Opis oznaczen we wzorze

J- Yl (y) — aldy y * —warto$¢ numeryczna na

Modyfikowana MICOG y* == , | wyjsciumodelu y*e 3,
metoda (ang. Mgdified J[ﬂs'(y) —aldy y — zmienna wyj$ciowa modelu,
Indeksowanego | o4 COG,) o B zbiér rozmyty,
$rodka ciezkosci 3, ={ye3|us(y) = a} | a- parametr o wartosci

z przedziatu (0,1)

y * —warto$¢ numeryczna na

wyjsciu modelu y*e 3,

i Y (Y *™) B'™ - zbior rozmyty konkluzji
Metoda $redniej | CA y* = B m-tej reguty (m=1,...,M),
srodkow (ang. Center Average) M o y *" — $rodek zbioru
mZ:; Hgn (y*) rozmytego B'™,
M (y*™) — maksymalna wartos¢
funkcji przynaleznosci B"™
W tabeli 11-6 przewazaja metody oparte na racjonalnej metodzie COG, uwazanej w pracy

[lee99] jako prawdopodobnie najlepsza ze znanych metod wyostrzania. Wyostrzanie ICOG,,
zaktada istotno$¢ jedynie tych elementéw, dla ktorych warto§¢ stopni przynaleznos$ci
przekracza pewng warto$¢ « . Natomiast wyostrzanie MICOG,, dodatkowo zaktada usunigcie
nieinformatywnej czesci funkcji przynaleznosci [les08] — figury znajdujacej si¢ pod
ograniczeniem « . Z uwagi na trudnosci w wyznaczaniu calek, zwykle oblicza si¢ wartos¢
przyblizong operacji wyostrzania poprzez zastosowanie dyskretyzacji oraz aproksymacji
[pat02].

W literaturze ([dri93], [pie03], [tes08] i innych) mozna spotka¢ réwniez inne metody
wyostrzania, takie jak:

- metode najmniejszego maksimum (SOM, ang. Smallest value Of Maximum) zwang takze

metoda pierwszego maksimum (FOM, ang. First Of
Maximum),

- metode srodka maksimum (MOM, ang. Middle value Of Maximum) zwang takze metoda
centralnego maksimum (COM, ang. Center Of
Maximum),

- metode najwigkszego maksimum (LOM, ang. Largest value Of Maximum) zwang takze
metoda ostatniego maksimum (LOM, ang. Last Of
Maximum),

- metode sredniej maksimum (MeOM, ang. Mean value Of Maximum),

- metode podstawowego rozktadu wyostrzania (BADD, ang. BAsic Defuzzification
Distribution),

- metode srodka sum (COS, ang. Center value Of Sums),
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- metode opartq na a -przekrojach (GLSD, ang. Generalized Level Set Defuzzification)
[fil93],

- quasi-liniowg metode wyostrzania (SLIDE, ang. Semi-LInear DEfuzzification) [yag93],
- oraz inne np. przedstawione w pozycjach [yag95], [liu07], [gen97].

5. Metody automatycznego pozyskiwania baz wiedzy w systemach
rozmytych

Reguly JEZELI-TO, stanowiace podstawe bazy wiedzy systemu rozmytego, moga by¢
definiowane na dwa sposoby. Jako reguly fizyczne, stanowigce obiektywne modele wiedzy
zdefiniowane na podstawie obserwacji i badan naturalnych zachowan analizowanego obiektu
oraz zachodzacych w nim prawidlowosciach (tzw. obiektywny charakter regut [ban09]). Jak
réwniez, jako reguty logiczne, stanowigce subiektywne definicje tworzone przez cztowieka na
podstawie jego doswiadczen i wiedzy o badanym zjawisku (tzw. subiektywny charakter regut
[ban09]). W przypadku modelowania rozmytego poczatkowo wykorzystywano reguly
logiczne, jednakze w miar¢ rozwinig¢cia dziedziny maszynowego uczenia zaczg¢to stosowac
hybryde oméwionych regut. Wowczas poczatkowe zatozenia dotyczace zbioréw rozmytych,
a nawet regul, sg definiowane na zasadzie przekonan eksperta, natomiast pozostale parametry
zostaja dopasowane do danych pomiarowych. Celem metod automatycznego pozyskiwania
baz wiedzy jest uzyskanie jak najmniejszego zbioru rozmytych regut JEZELI-TO, ktéry
umozliwia najdoktadniejsze odwzorowanie modelowanego obiektu czy zjawiska.

5.1. Metody pozyskiwania baz wiedzy dla modeli lingwistycznych

W podrozdziale zostang przedstawione wybrane metody pozyskiwania baz wiedzy dla
modeli lingwistycznych: metoda Wanga-Mendela, metoda Nozaki-Ishibuchi-Tanaki, metoda
Sugeno-Yasukawy oraz metoda szablonowego modelowania systemoéw rozmytych. Metody
Wanga-Mendela oraz szablonowego modelowania systemow rozmytych pozwalaja na
wydobywanie przestanek niezaleznie od wydobywania konkluzji regul. Metoda Nozaki-
Ishibuchi-Tanaki wydobywa przestanki regul a nastgpnie konkluzje, natomiast metoda
Sugeno-Yasukawy odwrotnie — najpierw konkluzje, dopiero po6zniej przestanki.

5.1.1. Metoda Wanga-Mendela

Metoda Wanga-Mendela [wan92] zostala opracowana w 1992 r. i stanowi jedng
z prostszych metod wydobywania regut lingwistycznych (38) na podstawie danych
numerycznych.

Omawiana metoda realizowana jest w nastepujacych krokach (na podstawie [wan92],
[kor02]):

1) Przestrzen wejsciowa X, 1 wyjsciowa Y modelu dyskretyzuje si¢ na nieparzysta
liczbe regionéw. Dla kazdego regionu, okresla si¢ zbidr rozmyty (w oryginalnej metodzie —
0 trojkatnej funkcji przynaleznosci), odpowiednio oznaczony jako A', AJ,..., Aj , dla n-tego

wejscia X,oraz B, ,B,,...,B,; dla wyjsciay.
2) Dla kazdego pomiaru wejscia-wyjscie (X(i), y(i)), w zbiorze danych uczacych, ustala
si¢ rozmyta regule:

R(i): JEZELI x, =A. | ... 1 x, =AY TO y=B,,, (78)
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3)

gdzie: wskazniki i* dla AL, B..,ne{L,..., N} sa okreslone nastepujaco:

o O )= max g, (x, (), (79)
g, (YD) = max s, (¥(0). (80)

Dla kazdej i-tej reguly wyznacza si¢ warto$¢ dopasowania jako:

A0) =Tty (YO 4 064 (), 1, (%3 (), (81)

gdzie: operator t-normy T okre§lony jest za pomoca normy trojkatnej algebraicznej

(tab.

[1-4). Przykilad generowania reguly wraz z wyliczeniem jej dopasowania jest

zamieszczony na rysunku 11-9.

4)

Docelowag baze wiedzy otrzymuje si¢ poprzez jej redukcje tj. eliminacje regut

sprzecznych — zostawiajac regule o najwigkszym dopasowaniu A oraz usunigcie regut
powtarzajacych si¢ w danych regionie dyskretyzacji przestrzeni (patrz punkt 1) — roOwniez
zostawiajac regute o najwickszym dopasowaniu A .

N (Niski) S (Sredni) W (Wysoki)

N (NISkI) S (Sredni) W (Wysoki)
0,8 \ /\ / IJN(Xl(l)) =0,63
0,6 1 = —— =
s} = |
’ |
02 //I \\// \\ | Dane uczace
0 — : {Xl(l); Xg(l); y(l)}
|
N (Niski) S (Sredni) W (Wysoki) |
1
|

Y I N N i
05 \X/F \X/ U | JEZELI (x;=N) | (x,=S) TO y=N

04

el N/ \
L N/ N\

[
I
I
I
! 1 I
I
I
I
I
I

Dopasowanie reguly

@
X X
2 2 M1)= IJN(Xl(l)) *Us(Xz(l))*IJN(y(l))
=0,303597

1

oo {2\ /_/_\_\_ /{_ | o) =0,
iy %X X

04

ol A N/ \
§ VA VA
Y(l)

Rys. 11-9. Przyktad generowania reguty metodg Wanga-Mendela
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5.1.2. Metoda Nozaki-Ishibuchi-Tanaki

Nozaki, Ishibuchi, Tanaki [noz97] opracowali prosta, heurystyczng metode
wydobywania regut lingwistycznych. Metoda ta realizowana jest w nastgpujacych krokach
(na podstawie [t¢s08]):

1) Utworzenie podziatu przestrzeni wejsciowej X, 1 wyjsciowej Y na obszary rozmyte,
odpowiednio A, AJ,..., Ay , dlan-tego wejscia x,0raz B, ,B,,..., B, dla wyjsciay.

2) Estymacja wartosci potozefi singletonow b; w konkluzjach regut, na podstawie

zbioru uczacego, z uwzglednieniem sredniej wazonej wartosci wyjsciowych:

,a>0, (82)

gdzie: j,e{L2..2t,+13 dla nefl,...,N} stanowi numer zbioru rozmytego, (j,,-—-jn»---in) —

wskaznik reguly, x(i) — i-ty wektor warto$ci pomiarowych dla wejs¢ i=1,...M, z; . (x(i)) —
stopien aktywacji dla x(i) okre$lany za pomocg operatora t-normy:
T KOV =Tt Ca0))settn, (00 ) (83)

3) Biorac pod uwagg reguly typu (78) — pozyskiwanie regul ogranicza si¢ do wyszukania
zbiorow rozmytych w konkluzji B, ,B,,...,B,,; 0 najwigckszym 1 drugim z kolei najwigkszym
dopasowaniu do kazdego singletonu:

Cliviy = maxug (0 ;). (84)

1<j<gt B e

C(j1 i = max tg (0 ) (85)

""" 1< 2 (g * )

Wartosci (84) i (85) stanowig wspotczynniki przekonania (ang. certainty factor) dla regut
typu:

y 1 N
JEZELI x, = Aj 1.1 xy=Aj TO y=B, J.N)f*(C(j1 jN)f*), (86)

10000

gdzie f=1,2. W pracy [noz97] podana zostata formuta pozwalajgca na obliczenie wyjscia na
podstawie bazy regut typu (86).

5.1.3. Metoda Sugeno-Yasukawy

Metoda Sugeno-Yasukawy, w odréznieniu do poprzednich metod, w pierwszej
kolejnosci wydobywa konkluzje regul. W tym celu stosuje si¢ grupowanie rozmyta metoda
k-$rednich, gdzie z goéry zatozona jest liczba grup k, stanowiaca o liczbie regut 1 w modelu
rozmytym. W oryginalnej metodzie, Sugeno i Yasukawa [sug93] wyznaczali liczbg regut
minimalizujac wskaznik jako$ci grupowania. Warto$ci funkcji przynaleznosci zbiorow
wyjscia y ( B;,B,,...,B, ) otrzymuje si¢ na podstawie rozmytej macierzy podzialu U,
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otrzymanej podczas rozmytego grupowania. Kolejno, poprzez projekcje danych wejsciowych
z okreslonej grupy (reguly) na przestrzenie zmiennych wejsciowych, otrzymuje si¢ przestanki
regul. Tak wyznaczone funkcje przynaleznosci wymagaja aproksymacji gladka funkcja
przynalezno$ci (w oryginalnej metodzie zastosowano f. przynaleznos$ci trapezowe) w celu
uzyskania gtadkiej funkcji przej$cia modelu.

5.1.4. Metoda szablonowego modelowania systemow rozmytych

Podejscie szablonowego modelowania systemow rozmytych zostalo opisane
W [yag95]. Metoda ta wymaga znania dwoch informacji: danych do$wiadczalnych (X, Yk)
oraz okreslonych przez eksperta, wartosci zbiorow lingwistycznych. Dla systemow SISO,
podzial przestrzeni wejscia X (xeX) oraz wyjscia Y (yeY) na obszary rozmyte odpowiednio A;
(i=1,...,1) i Bj (j=1,...,J) tworzy tzw. szablon. Reguta elementarna powstala z szablonéw A; i B;
(R(A,Bj)) ma postac:

JEZELI x = A TO'y = B, z wiarygodnoscig W, (87)

gdzie: X stanowi zmienng wejsciowa modelu, y — zmienng wyjsciowa modelu, wjj stanowi
wage reguty (prawdopodobienstwo lub wiarygodnoscé).

Istnieja dwie metody uczenia wag w;;w powyzszych regutach: metoda adaptacyjnego uczenia
regut rozmytej pamigci asocjacyjnej (ang. Adaptive Fuzzy Association Memory Rule Learning)
([yag95], [kos92a], [liu04]) oraz metoda oparta na miarach teorii Dempstera-Shafera [yag95].

W pierwszym podejsciu przestrzen X i Y zbiorow rozmytych jest przyblizona do roztacznych
przedzialow. Wowczas siatka rozmyta sktadajaca si¢ z obszaro6w rozmytych R(A;,B;j) zostaje
zastgpiona nierozmytymi, roztacznymi przedziatami R(a;,b;) (por. rys. 11-10).

a) Y b) Y
0 o
B2 o o b2 o o
O 1]
oe—o—A————— N 0.0
B+
0 o © 0 o ©
b1
& &
o o o o
o) o
X a a X
Ay As

Rys. 11-10. Rozktad danych wejscie-wyjscie z uwzglednieniem szablondéw: a) siatka rozmyta,
b) siatka nierozmyta (ha podstawie [yag95])

Na podstawie danych empirycznych wyznaczany jest faczny rozktad prawdopodobienstwa dla
siatki nierozmytej. Wowczas estymator wagi Wj; Wynosi:

46



I1. Podstawy teoretyczne budowy systemu wnioskujacego z probabilistyczno-rozmyta bazg wiedzy

Wij:nij/n, i:1,...,|, j:].,...,J, (88)

1]
gdzie: n :ZZnij stanowi catkowita liczbg probek wejscie-wyjscie, njj — liczbe probek

i=1 j=1
W obszarze roztgcznym a; xb; .

Estymacja grupowa w przestrzeni X xY , zwana grupowaniem w przestrzeni iloczynu (ang.
product space clustering) ([kos92a], [kos92b]) moze stanowié alternatyw¢ dla oméwione;j
metody tworzenia tacznego rozktadu prawdopodobienstwa.

W teorii Dempstera-Shafera podzbiorom przestrzeni zdarzen przypisuje si¢
podstawowg miar¢ prawdopodobienstwa (BPA, ang. Basic Probability Assignement)
oznaczang cze¢sto jako M (badz m). Dlatego tez, w metodzie modelowania szablonowego
opartej na mierze prawdopodobienstwa wg teorii Dempstera-Shafera, zbior regut
elementarnych, ktore wchodza w sktad jednej regul plikowej, zapisuje si¢ jako:

JEZELI x=A TOy=M,,
JEZELI x=A TOy=M,, (89)

JEZELI x=A TOy=M,,,
przy czym Mij , J=1,...,d, i=1,...,| stanowi wiarygodng struktur¢ o rozmytym elemencie

ogniskowym B;; i wadze Pjj=M;j(Bjj), jako prawdopodobienstwo [yag95]. Totez, reguty (89) sa
innym zapisem regut:

JEZELI x=A TOy = B,z wagg Py
JEZELI x = A TOy = B,,z wagq Pi (90)
JEZELI x = A TOy =B, z wagq Pij.

Proces uczenia wag regut rozpoczyna si¢ od wyliczenia rozmytego stopnia dopasowania
kazdej reguly elementarnej. Dla zbioru par do§wiadczalnych (Xk, Yk) 1 reguty elementarnej
w postaci JEZELI x = A TOy = B;, wynosi on:

i (K) = aap, (%) g (Vi) - (91)

Na tej podstawie, znormalizowany rozmyty stopien dopasowania kazdej reguty wynosi:

ij (k) - 3 (92)

Skumulowany znormalizowany stopien dopasowania reguly elementarnej wzgledem catego
zbioru danych do$wiadczalnych wynosi:
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Vij = Zvij(k)' (93)
k
Dla poszczegdlnych regut plikowych (90) czestos¢ warunkowg otrzymujemy jako:

A R § (94)

P =-"1. (95)

Reguly o zerowych wagach Pj; sa eliminowane. Rozszerzenie obu metod na model MISO jest
proste i nie zmienia sensu prezentowanych podejs¢ [yag95].

5.2. Metody eksploracji danych i maszynowego uczenia

Pojgciem nieodzownie zwigzanym z automatycznym pozyskiwaniem baz wiedzy jest
maszynowe uczenie si¢ (ang. machine learning), zwane rowniez uczeniem si¢ maszyn. Pojecie
to odnosi si¢ do catej dziedziny naukowej, bedacej galezia sztucznej inteligencji i zajmujace;j
si¢ badaniami nad sztucznymi systemami uczacymi si¢ [cic00]. Uczenie, mozna tutaj
rozumie¢ jako kazda, autonomiczng zmiang w systemie, zachodzaca na podstawie
zgromadzonego doswiadczenia (czyli danych), ktora prowadzi do poprawy jego dzialania.
Tak rozpatrywana definicja powoduje réznorodnos$¢ procesu uczenia si¢. Stad tez istnieje
szereg kryteriow, wedtug ktorych mozemy uzyskaé szczegdtowe obszary nauki. Wsrdd nich
najwieksze znaczenie majg kryteria tj. metoda reprezentacji wiedzy, postac 1 zrodto informacji
stosowanych do uczenia czy mechanizmy wydobywania wiedzy itp. Uczenie maszynowe
prowadzi do okre§lonych celow tj. wykrywanie nieznanych prawidtowosci w danych,
tworzenie regul decyzyjnych, definiowanie nowych poje¢, modyfikowanie, uogolnianie
| precyzowanie danych, zdobywanie wiedzy przez interakcje z otoczeniem itp. Informacje na

temat szczegdlowych metod uczenia mozna znalez¢ miedzy innymi w pozycjach: [cic00],
[mit97], [kor94], [bis06], [kon07], [kor08], [kra04], [duc00].

Innym obszarem badan, zwigzanych z automatycznym pozyskiwaniem danych, sa
metody wchodzace w sktad eksploracji danych (inaczej drazenia danych, ang. data mining).
Eksploracja danych, jako glowny etap procesu odkrywania wiedzy (ang. knowledge discovery)
[fay96], zajmuje si¢ nietrywialnymi algorytmami odkrywania ,,ukrytych”, dotad nieznanych
I potencjalnie potrzebnych informacji w danych [fra92] oraz zapisywania ich w postaci
wzorcoOw 1 modeli wiedzy.

Mozna zatem zauwazy¢, ze wspolnym celem maszynowego uczenia i eksploracji danych jest
odkrywanie wiedzy zapisanej w przyktadach. Stad tez, mimo rdznej genealogii podejs$¢
I wykorzystywanych metod [sim], pojecia te si¢ czesto przeplataja, badz s3 stosowane
zamiennie. Wg [kra04] algorytmy maszynowego uczenia stanowig podstawe metodyczng dla
algorytmow odkrywania wiedzy z danych. Pozycja [ci098] traktuje uczenie maszynowe jako
jedno z narzgdzi data mining, na roOwni z sieciami neuronowymi, zbiorami rozmytymi,
zbiorami przyblizonymi, algorytmami genetycznymi itp. Natomiast w [hol93] metody data
mining stanowig wsparcie dla konstruowania 1 pracy systeméw ekspertowych.

Ogodlnie, najczesciej pojecie maszynowego uczenia jest stosowane w stosunku do dziedzin
naukowych zwigzanych ze sztuczng inteligencja tj. robotyka, sterowanie, biocybernetyka czy
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statystyka, gdzie proces uczenia si¢ systemu ma za zadanie osiggni¢cie rezultatéw opartych na
wiedzy fragmentarycznej, ma umozliwia¢ uczenie si¢, tworzenie nowych poje¢ oraz
wnioskowania indukcyjnego. Natomiast poj¢cie eksploracja danych odnosi si¢ najczesciej do
dziedzin informatycznych zwigzanych z wydobywaniem wiedzy z duzych kolekcji danych do
ktorych nalezag m.in. hurtownie danych, gdzie odbiorcami informacji s3 analitycy,
menadzerowie oraz decydenci [lar06]. Frawley 1 inni [fra92] wyszczegdlniaja rdznice
w podejsciach. Wg [fra92] eksploracja danych jest trudniejsza z uwagi na dynamicznosc,
niekompletno$¢ i znacznie wiekszy rozmiar danych w odréznieniu od typowych danych
uczacych wykorzystywanych do maszynowego uczenia. Staly wzrost danych gromadzonych
w r6éznych dziedzinach zastosowan powoduje, iz powyzsza rdéznica ulega zatarciu. Dlatego tez,
techniki 1 metody obu podejs¢ sie¢ dublujg lub sg wspdlnie rozpatrywane. Ponadto istnieje
kilka dziedzin blisko zwigzanych z maszynowym uczeniem i eksploracjag danych np.
statystyka 1 rozne formy analizy danych (oznaczone przymiotnikami: wielowymiarowe,
Bayesowskie, inteligentne,...), ktorych rozgraniczenie jest niemal niemozliwe [hiil05].

Niniejsza dysertacja koncentruje si¢ na metodach maszynowego uczenia i eksploracji
danych wspomagajacych pozyskiwanie informacji zapisanych w postaci rozmytych regut
warunkowych. Niektore z metod identyfikuja regiony w przestrzeni zmiennych systemu,
ktére pdzniej tworza zdarzenia rozmyte w regulach. Moze by¢ to realizowane poprzez
szukanie klasteréw z uzyciem algorytméw grupowania, czy tez identyfikacj¢ za pomocg tzw.
covering (inaczej separate and conquer) algorytmu. Inne metody bazuja na stalym rozmytym
podziale dla kazdego atrybutu (tzw. regularnej ,fuzzy grid”), a kazdy element siatki jest
rozwazany jako potencjalny sktadnik reguty.

5.2.1. Metody grupowania

Metody grupowania (zwane klasteringiem badz analizq skupien, ang. clustering)
generuja bezposrednio rozmyte reguty w postaci JEZELI-TO lub s3 jedynie wykorzystywane
przy pozyskiwaniu funkcji przynaleznosci [pie03]. W pierwsze] metodzie, kazda grupa
podziatu tworzy osobne funkcje przynaleznosci dla zmiennych wejScia-wyjscia.
Z matematycznego punktu widzenia metody grupowania danych polegaja na podziale N —
elementowego wektora danych x;,X,,..,X, na ¢ grup G,,G,,...,G, zwanych klasterami

(klastrami), skupiskami badz klasami, w taki sposob, aby dane nalezace do tej samej grupy
byly bardziej podobne do siebie, niz do danych z innych grup. Liczba grup ¢ jest zadana
arbitralnie badz ustalona automatycznie na podstawie uzytej metody [tesO8]. W literaturze
istnieje wiele metod grupowania danych do ktorych naleza m. in. metody hierarchiczne
(aglomeracyjne oraz dzielagce), metody oparte na teorii grafow, metody oparte na
dekompozycji funkcji gestosci prawdopodobienstwa, czy tez metody oparte na minimalizacji
funkcji kryterium lub skalarnego wskaznika jakos$ci. Do najpopularniejszych sposoboéw
grupowania nalezy metoda z ostatniej grupy podziatu — metoda k-srednich (ang. k-means,
c-means) [0s096] [bez05] zwana czasem metodg k-srodkow [pie03] lub ISODATA (ang.
Iterative Self-organizing DATA Clustering) [tgs08].

Przy zatozeniu, ze wektor danych moze naleze¢ do wigcej niz jednej grupy G,,G,,...,.G

c!
mamy do czynienia z rozmytymi metodami grupowania. Tg metod¢ zaproponowatl po raz
pierwszy E. Ruspini w 1969 roku [rus69]. Wowczas, jezeli oznaczymy przestrzen wszystkich

(c x N) -wymiarowych macierzy o elementach rzeczywistych jako R®", to zbior wszystkich
mozliwych macierzy rozmytych podziatow ma postac:
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c N
_ cxN - L= .
M. ={UeR |KivSCKjv§N Uj e<0,1>,KJ_v<NiZ_1“u,J LK\iv;ch_;‘u“ e (0,N)}, (96)
gdzie elementy macierzy przyjmujg wartosci:
{0}1 Xj & Gi
U; . 97
i E{(o,1>,xj G, ®7)

Istnieje réwniez wiele rozmytych sposoboéw grupowania danych, do najczesciej spotykanych
metod naleza: rozmyta metoda c-srednich (zwana rowniez rozmytq metoda ISODATA, ang.
Fuzzy C-Means, FCM) oparta na minimalizacji funkcji kryterium oraz metoda Gustafsona
I Kessela dopuszczajaca roznorodnos¢é ksztattow geometrycznych grup, klasteryzacja
roznicowa (ang. subtractive clustering) stanowigca rozszerzenie metody gorskiej Yagera
[yag95][pri05]. Opisy wymienionych powyzej oraz innych przyktadow metod grupowania
rozmytego i nierozmytego mozna znalez¢é migdzy innymi w pozycjach: [tes08], [rut06],
[mit97], [tan06], [bar99b], [bez05], [kay00], [fuk00], [hamOO], [vis09], [miy08].

5.2.2. Metody rozmytych drzew decyzyjnych

Wickszos¢ metod indukcji drzew decyzyjnych nie zajmuje si¢ problemami
obarczonymi niepewno$cig oraz niejasnoscig zwigzang ze sposobem ludzkiego myslenia
| postrzegania $wiata. Analiza rozmytosci stwierdzen zostata dopiero wigczona do procesu
indukcji wiedzy metoda drzew decyzyjnych w latach 80-tych.

Jak wskazuje sama nazwa, drzewa decyzyjne maja strukture drzewiastg, w ktorej wezty
wewnetrzne zawierajg testy na warto$ciach poszczego6lnych danych wejsciowych. Z kazdego
wezta wychodzi tyle galezi, ile jest mozliwych wynikow testu. Liscie drzewa zawierajg
odpowiedz (decyzje) dotyczaca analizowanego zagadnienia. Po utworzeniu drzewa, struktura
ta moze by¢ zamieniana na zbior rozmytych regut warunkowych postaci (54) lub (44). Reguty
uzyskujemy idac od korzenia drzewa do kazdego liscia. W ten sposdb powstaje czesé
przestankowa reguly. Konkluzja za§ stanowi wartos¢ (zbidr rozmyty lub funkcje,
w zaleznosci od typu rozmytych regut decyzyjnych) znajdujaca si¢ w lisciu.

Najczestsze zastosowania drzew decyzyjnych to klasyfikacja i regresja. Jednakze, rownie
dobrze moga by¢ stosowane do generalizacji danych w szeroko pojetym obszarze
podejmowania decyzji, sterowania, prognozy, diagnozy czy wykrywaniu awarii — wszedzie
tam, gdzie wystarczajaca jest pojedyncza warto$¢ wyjSciowa systemu.

W literaturze mozna znalez¢ wiele algorytméw generujacych rozmyte drzewa decyzyjne,
wsrod nich nalezy wymieni¢ modyfikacje prostego, rekurencyjnego algorytmu ID3
tworzacego nierozmyte drzewa decyzyjne [qui86] [qui90] — algorytm rozmyty ID3 (ang. fuzzy
ID3) [web92] [ci092] oraz jego warianty [uma93] [wan00], algorytm neuronowo-rozmyty
ID3 (ang. neuro-fuzzy 1D3) [ich96]. W powyzszych algorytmach istnieja dwie metodologie
postepowania podczas generowania drzew decyzyjnych. Gtowng réznicg w podejsciach jest
wykorzystywanie rozmytej entropii jako kryterium klasyfikacji. Niektore algorytmy bazuja na
minimalizacji rozmytej entropii [web92] [uma93], inne za§ mierza bezposrednio jako$¢
podziatu regut w wezle [yua95] [wan00].

Najczescie] jednak zdolno$¢ odzwierciedlenia modelu poprzez uzycie drzew
decyzyjnych nie jest najlepsza [qui94], [sik07]. Nalezy wowczas stosowa¢ metody

poprawiajace jako$¢ dopasowania modelu. W celu rozwigzania problemu przeuczenia si¢
struktury stosuje si¢ metody obcinania drzewa decyzyjnego (ang. pruning), co jednak
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wydtuza proces generowania regul. Aby poprawi¢ rezultaty, w niektorych strukturach
rozmytych drzew decyzyjnych, stosuje si¢ takze procedury wygladzania (ang. smooting),
dzieje si¢ to jednak kosztem czytelnosci regutl [sik07]. Nalezy rowniez podkresli¢, ze
w przypadku ztozonych problemoéow, drzewa decyzyjne potrafig by¢ rowniez bardzo zlozone
[cic00]. Wiaze si¢ to z faktem, ze stosowane testy na ogoél sprawdzaja wartosci tylko
pojedynczych atrybutdéw, tracac szanse na wykorzystanie ewentualnych zalezno$ci pomigdzy
warto$ciami réznych atrybutéw, co mogty by prowadzi¢ do prostszej reprezentacji wiedzy.
Ponadto, do znacznego rozrostu wiedzy prowadzi reprezentowanie alternatywnych warunkow
[cic00]. Generowanie drzew decyzyjnych ma rowniez swoje zalety. Jedng z nich jest
niewielka ztozono$¢ obliczeniowa (zakladajac, ze w jednym teScie sprawdza si¢ jeden
atrybut), ktora jest ograniczona liniowo przez ilo$¢ atrybutow. Drzewa decyzyjne sg ponadto
czytelne dla czlowieka, a ewentualne przejScie na reprezentacj¢ regulowa nie stanowi
problemu.

5.2.3. Rozmyte metody hybrydowe

Efektywne z punktu widzenia osigganych wynikow sa metody hybrydowe
wykorzystywane w systemach neuronowo-rozmytych (ang. neuro-fuzzy systems, potagczenie
systemOw rozmytych z sztucznymi sieciami neuronowymi), systemach ewolucyjno-
rozmytych (ang. evolutionary-fuzzy systems, potaczenie systemoéw rozmytych z algorytmami
ewolucyjnymi) badz w ich hybrydach — systemach ewolucyjno-neuronowo-rozmytych.
Zdolno$¢ uczenia si¢ sieci neuronowych i algorytmow ewolucyjnych moga by¢ zastosowane
do automatycznego pozyskiwania rozmytych regut warunkowych. Algorytmy pozwalaja na
dostrajanie funkcji przynaleznosci oraz rozmytych regut warunkowych lub obu elementow
jednoczesnie. Mozliwe jest rowniez, cho¢ rzadko spotykane w praktyce, jednoczesne
dostrajanie typow funkcji przynalezno$ci poprzez zastosowanie metod ewolucyjnych [tgs08].
Systemy hybrydowe w zdobywaniu wiedzy wykorzystuja wiedze eksperta oraz dane
pomiarowe (np. metoda Ishibuchi i innych [ish93], metoda Horikawy i innych [hor92]) lub
moga opiera¢ si¢ wylacznie na danych pomiarowych (np. system Janga — ANFIS [jan93]
[jan95], system ANNBFIS [1¢s99], system ANBLIR [t¢s08]).

Algorytmy wykorzystywane w sieciach neuronowo-rozmytych zazwyczaj buduja sie¢
w oparciu o wynik grupowania danych (patrz rozdziat 11-4.2.1). Liczba grup oraz liczba
zbiorow rozmytych dzielacych dziedzing kazdej cechy ustalane sg arbitralnie lub adaptacyjnie.
Wiele opisanych w literaturze metod pozyskiwania regut opiera si¢ na sieciach o radialnych
funkcjach bazowych (np. [par91], [jan93], [hor92], [ch096]). Uczenie w powyzszych
systemach w wigkszosci przypadkdw minimalizuje btad $redniokwadratowy wynikow. Zaleta
architektur rozmytych sieci neuronowych jest to, ze uzytkownik ma mozliwos¢ interpretacji
wag zawartych w polaczeniach neuronowych, w przeciwienstwie do klasycznych sieci
neuronowych [lesO8]. Jednakze, modyfikacja funkcji przynalezno$ci wplywa na to, 1z
uzytkownik nie moze wprost interpretowaé regut z uzyciem zrozumiatych dla niego wartos$ci
lingwistycznych.

Zastosowanie algorytmow ewolucyjnych pozwala na uogdlnianie strojenia
parametrow modelu poprzez zastosowanie globalnych metod optymalizacji. Najczesciej
stosowanym podejsciem jest, zaproponowane przez S.F. Smitha, podejscie typu Pittsburgh
[smi80], w ktoérym kazdy osobnik zawiera zakodowang calg baz¢ wiedzy w chromosomie
0 zmiennej dtugosci. W procesie ewolucji cata baza wiedzy ulegaja modyfikacji, co prowadzi
do wyboru optymalnego zbioru regut. Poszukiwanie optymalnych parametréw bazy wiedzy
W hiperprzestrzeni mozliwych wartosci jest zadaniem ztozonym obliczeniowo. Totez,
w celach skrocenia czasu obliczen stosowane sg sieci neuronowe do estymacji wymaganych
warto$ci metoda najmniejszych kwadratéw [lee03],[tes08].
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Systemy hybrydowe nie sg bezposrednim tematem niniejszej dysertacji, zatem zostaly opisane
bardzo przegladowo. Wiegcej informacji na ten temat mozna znalezé w pozycjach
anglojezycznych m.in. [jan93], [bac99], [gor02], [gon96], [hel97], a takze w literaturze
W jezyku polskim m.in.: [rut97b], [rut97a], [duc00], [t¢s08], [cpa09].

6. Reguly asocjacji
6.1. Istota, rodzaje i zastosowania regul asocjacji

Reguty asocjacji stanowiag jedng sposrdd technik i algorytméw wykorzystywanych
podczas eksploracji danych. Pojecie regut asocjacji (ang. association rules) zostato po raz
pierwszy uzyte w [agr93], jako metoda odnajdywania wspotwystepowania warto$ci atrybutow
w obszernych kolekcjach danych [alv02]. W ujeciu formalnym reguly asocjacji mozemy
zapisa¢ w postaci:

O=¢: X=Y(s,0), (98)

gdzie X i Y sa rozlacznymi zbiorami atrybutow, nazwanych czgsto: X — zbiorem wartos$ci
warunkujacych, Y — zbiorem warto$ci warunkowanych. A doktadnie;:

O=¢: An.nA =A.,,N..NA, (50C), (99)

gdzie A; (An) sa parami atrybut-warto$¢ przestanki reguty, Ans1 (Am) — parami atrybut-wartosé
nastgpnika reguty. Pary atrybut-warto$¢ A, sa najczesciej zapisywane jako " x, =A " lub
"X, JestA,", gdzie x, stanowi analizowany atrybutu, natomiast A, jego wartos¢ w ujgciu

binarnym, jako element ze zbioru {0;1} badz, dla atrybutow ilosciowych, jako przedziat
zmienno$ci atrybutu.

Kazda reguta asocjacji jest zwigzana z dwiema miarami statystycznymi okres$lajagcymi
waznos$¢ 1 site reguty: support s(€ = ¢ ) (w literaturze oznaczane czgsto jako sup) oraz
confidence c(@ = ¢) (W literaturze oznaczane czgsto jako conf). Support — zwane wsparciem,
stanowi prawdopodobienstwo jednoczesnego wystepowania zbiorow 6 i ¢ w kolekcji
zbioréow. Confidence natomiast, zwane ufnoScia badz wiarygodnoscia, stanowi
prawdopodobienstwo warunkowe P(¢|68). W literaturze [dub06] mozna réwniez spotkac

definicje obu miar statystycznych przedstawionych jako liczbe wystepowania odpowiednich
warto$ci w kolekcjach danych, badz tez jako warto$¢ procentowa.

Wsparcie jest istotng miarg wartosciujacg dang regule asocjacji, gdyz okresla liczbe transakcji
w analizowanym zbiorze, ktore potwierdzaja dang regute. Ufnos¢ reguly okresla na ile
odkryta reguta asocjacji jest "pewna". Reguly o niskiej ufnosci sg malo wiarygodne,
natomiast reguty charakteryzujace si¢ wysoka ufnoscia sa "prawie pewne" [mor].

Na gruncie analizy danych, reguly asocjacyjne sg przede wszystkim stosowane do
analizy koszyka zakupow (MBA, ang. market basket analysis) [agr93] [han95] [sav09],
organizowania promocji i sprzedazy wigzanej, do konstruowania katalogobw wysytkowych,
ustalania rozmieszczenia towaréw na poéltkach itp. [mor05]. Wowczas odnajdowane jest
wspotwystepowanie wartosci tylko jednego atrybutu — produktu np. ,,jezeli klient kupi chleb
I ser zotty to kupi takze masto (4%,70%)” , co stanowi odnajdywanie tzw. pojedynczych regut
asocjacji. Istnieje takze mozliwos¢ wyszukiwania wielowymiarowych regut asocjacji — gdzie
odnajdywane jest czeste wspotwystepowanie wartosci roéznych atrybutéw np. ,jezeli
wiek=(20,29) i wyksztalcenie="§rednie’ to glosowanie="PO’ (5%,60%)”. Wielowymiarowe
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reguly asocjacji poszerzajg mozliwosci zastosowan omawianej metody, stad tez w literaturze
mozna spotka¢ zastosowania, w nastepujacych obszarach:

- analizie rozmow telefonicznych,

- diagnostyce medycznej [he06],

- bankowosci,

- analizie transakcji kartami kredytowymi,

- analizie nawigacji po stronach internetowych [kaz09],

- szeroko pojetej analizie web mining,

- badaniu wplywu czynnikéw geograficznych na porost roslinnosci [shu08],
- analizie spoteczno-ekonomicznej i urbanizacyjnej miasta [men05],

- analizie uwarunkowan rozwoju matych i $rednich przedsiebiorstw [bta07c],

- analizie czynnikéw pogodowych [tso01].

Rozlegte mozliwosci zastosowan regul asocjacji majg zwiazek z rozwinigciem tej techniki
| powstawaniem wielu jej odmian. Poczatkowo odkrywano jedynie warto$ci zamieszczone
jako wartosci binarne (binarne reguty asocjacji, ang. binary lub Boolean association rules),
kolejno zaczeto tworzy¢ algorytmy sluzace réwniez do odkrywania iloSciowych regut
asocjacji (ang. quantitative association rules) [sri96], gdzie dane w regutach sg danymi
cigglymi lub kategoriami. Inng modyfikacja algorytmu sg wielopoziomowe (inaczej
uogolnione) reguty asocjacji (ang. multilevel lub generalized association rules) [sri95], ktore
pozwalaja ukaza¢ inny stopien abstrakcji przetwarzanych danych. Reguty wielopoziomowe,
w odroznieniu od regut jednopoziomowych (ang. single-level association rules) uwzgledniaja
taksonomi¢ elementéw wchodzacych w sktad regut i umozliwiaja odkrywanie regul asocjacji,
zawierajacych elementy z roznych poziomow taksonomii [mor06].

6.2. Wyszukiwanie ilosciowych regul asocjacji

Duzy wysilek wlozono w opracowywanie efektywnych algorytmow odkrywania regut
asocjacji. Efektywne znalezienie 1 przeliczenie wszystkich dostgpnych kombinacji atrybutow
jest w wiekszosci przypadkow nie mozliwe ze wzgledu na ogromng liczbe danych. Za
podstawowy algorytm odkrywania regul asocjacji uznaje si¢ iteracyjny algorytm Apriori
([agr93], [agr94]). Algorytm Apriori doczekal sie wielu modyfikacji, ktore zmierzaja do
poprawienia jego efektywnos$ci. Zaproponowano wowczas algorytm o nazwie AprioriTid
[zhi05], ktory nie skanuje calej bazy transakcyjnej, a uaktualnia przy kazdym kroku strukture
danych, algorytm AprioriHybrid, ktéry wykonuje pierwsze przeliczenia wedlug metody
Apriori, a kiedy juz baza miesci si¢ w pamigci wykonuje algorytm AprioriTid. Ponadto
powstaty rowniez inne algorytmy, do ktorych nalezg FP-Growth (ang. Frequent Patterns
Growth) [han00b], [han04], [bor05], FreeSpan (ang. Frequent Pattern-Projected Sequential
Pattern Mining) [han00a], Eclat [zak97] czy Partition [sav95]. W [mat02] przedstawiony
zostal ewolucyjny algorytm odkrywania numerycznych regut asocjacji.

W kolejnych rozdziatach omoéwione zostang szczegdlowo dwa algorytmy (Apriori i FP-
Growth). Beda one wzigte pod uwage podczas tworzenia bazy wiedzy dla systemu
Z probabilistyczno-rozmytg bazg wiedzy.
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6.2.1. Algorytm Apriori

Algorytm Apriori dzieli problem wyznaczania regut asocjacji na dwa zagadnienia. Po
pierwsze nalezy wyodrgbni¢ k—elementowe (k=1,2,...) zbiory czeste tj. zbiory, dla ktorych
wsparcie jest wieksze od zakladanego min_s. Wykorzystujac wiasciwo$§¢ monotonicznosci
miary wsparcia, k—elementowe zbiory czgste powstaja przez taczenie (k-1)—elementowych
zbiorow czestych. Algorytm mozna przedstawi¢ w postaci pseudo kodu (na podstawie [agr94],
[han01]):

L;={zbiory czeste l-elementowe};
for (k=2;L,...#0;k++) do

begin
//generowanie nowych zbiordédw kandydujacych
Cy=apriori gen(Ly.1);
for each transakcji TeD do begin
Cr=podzbiory(Cy,T) //podzbiory Cy zawarte w transakcji T
for each CeC; do
C.zlicz++;
end
//zastosowanie warunku minimalnego wsparcia
L,={C € Cy: C.zlicz 2 min s};
end B

k
Zbiory czeste=LJLk;
2
procedure apriori gen (Ly.)
for each 1l;e 1,; do begin
for each 1l;€ Ly, do begin
if (1:[11=14[11A...AL;[k-2]=15[k-2]AL;[k-1]1#15[k-1]) then

C={1:[1],...,1:[k=2],1:[k-11,15[k-1]};
if C zawiera podzbiory ¢ Ly, then
usun C
else dodaj C do Cy;
end
end
end
return Cyg;

end procedure (100)

gdzie: Cx — rodzina zbiorow kandydujacych k—elementowych, Ly — rodzina zbiorow czestych
k—elementowych, min_s — minimalne wsparcie, okre$lone jako czgsto$¢ wystepowania
odpowiednich zbioréw.

Po drugie, ze zbiorow czestych nalezy wygenerowaé reguly asocjacji, ktore spetniajg
wymaganie minimalnej ufnosci (=min_c). Ten etap algorytmu mozna przedstawi¢ za pomocg
nastepujacego pseudokodu (na podstawie [tan06]):

for each zbiordédw czestych k-elementowych I1,, k>2 do
begin
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Hi={ilieLy} //l-elementowa konkluzja regulty
genrules (Ly, Hip);
end

procedure genrules (L, H,)
begin
k=| Ly| //liczba elementdéw w zbiorze czestym
m=| H,| //liczba elementdé4w w konkluzji
if k>m+1 then
begin
Hpi=apriori gen (Hy) ;
for each podzbioru hy;,;€ H,; do
begin
c= Ly.zlicz/( Ly— hp) .zlicz;
if ufnos¢ cz min c then
return (Lyx— hp1) = ho
else

USUﬁ hm+1 4 Hm+1;
end
end

call genrules (Ly, Hyq)
end

end procedure (101)

Kluczowe znaczenie, z punktu widzenia efektywnosci algorytmu odkrywania regul asocjacji,
ma pierwszy krok algorytmu — znajdowanie zbioréw czgstych, to jest podzbiorow zbioru T,
ktorych wsparcie jest wigksze lub rowne minimalnej warto$ci wsparcia min_s.

6.2.2. Algorytm FP-Growth

Algorytm FP-Growth (ang. Frequent Pattern Growth) [han00b] stanowi obecnie jeden
z najszybszych 1 najbardziej popularnych algorytmow tego typu [bor05]. Proces odkrywania
regut asocjacji algorytmem FP-Growth ogranicza si¢ do dwoch krokow:

- kompresji bazy danych D do drzewa tzw. FP-drzewa (ang. FP-tree, Frequent Pattern
tree),

- eksploracji FP-drzewa w celu znalezienia zbiorow czgstych.
Tworzenie FP-drzewa realizowane jest w nastepujacych etapach (na podstawie [mor]):
a) Znajdowanie wszystkich 1-elementowych zbioréw czestych w bazie danych D.

b) Przeksztalcenie kazdej transakcji TieD w transakcje skompresowang Ty poprzez
usunigcie z niej nieczestych 1-elementowych zbiorow.

c) Posortowanie elementow transakcji Ty wedlug malejgcej wartosci ich wsparcia.

d) Transformacja posortowanych transakcji Ty do FP-drzewa, gdzie transakcje ze
wspolnymi k elementami wspotdzielg jedng Sciezke w drzewie, a kazdy wierzchotek
zawiera licznik transakcji z ktorych skladala si¢ dana $ciezka.

Procedura rekurencyjna przeszukiwania FP-drzewa w celu znalezienia wszystkich zbiorow
czestych przedstawiona zostata w postaci pseudokodu (na podstawie [mor]):
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procedure FP-growth (tree, a)
if tree zawiera pojedyncza $ciezke P
then
for each kombinacji B wierzcholkéw $ciezki P do
begin
generuj zbidér PBua taki, ze s (Pua) jest roéwne
minimalnemu wsparciu elementdéw nalezacych do B;
end
else

for each oa-i wskaznika elementu w drzewie tree do
begin
generuj zbidér PB=a-iva taki, ze s (B)=s(a-1i);
utwdérz warunkowa baze wzorca fB;
utwdrz (tree—B) warunkowe FP-drzewo wzorca B;

if tree-f+#0 then call FP-growth (tree-f,f);
end
end
end procedure;

Algorytm zatem nie generuje kandydatow zbiorow czestych, tworzy kompresje danych
w postaci drzewa (krok b)) i tylko dwukrotnie przeszukuje zbior danych D (przy
wyszukiwaniu zbiorow czestych 1-elementowych — krok a) oraz przy tworzeniu drzewa
w oparciu 0 wymienione zbiory — krok d)) — jest zatem znacznie szybszy w poréwnaniu
z algorytmem Apriori [bor05], [han00b], [pan06]. Jego wadami sg natomiast duze obcigzenie
pamieci (stad tez czgsto duze FP-drzewo moze si¢ nie miesci¢ w pamigci komputera) oraz
czasochlonno$¢ tworzenia drzewa. Jednakze raz utworzone drzewo pozwala szybko odnalez¢
zbiory czg¢ste [pan06].

6.3. Wyszukiwanie rozmytych regul asocjacji

W ostatnim czasie, zacze¢to rdéwniez pracowaé nad wilaczeniem teorii zbioréw
rozmytych do odkrywania regul asocjacji dla ilosciowych atrybutow tworzac tzw. rozmyte
reguly asocjacji (ang. fuzzy association rules). Reguly w takiej postaci sg latwiejsze do
zrozumienia dla ludzi, gdyz operujemy w nich terminami lingwistycznymi, ktérymi zwykle
operuje si¢ w opisie rzeczywistosci. Wowczas rozmyte, wielowymiarowe reguty asocjacji dla
atrybutow (X,,...,X,) € D maja posta¢ nastepujaca:

O=p: An.NnA =>A. . N...NA, (50, (101)

gdzie A; (A,) stanowi parg¢ atrybut-warto$¢ lingwistyczna (zbidr rozmyty), zapisywang
czesciej jako " x, = A, " lub " x, jest A, ", gdzie x, stanowi analizowany atrybut (wg definicji 4.
stanowigcy zmienng lingwistyczng), A, jest wartoscig lingwistyczng utozsamiang ze zbiorem
rozmytym definiowanym wg definicji 3. za pomoca funkcji przynaleznosci g, (X,) .
Zamieniajac operacje na zbiorach w ujeciu klasycznym (def. 1) na operacje teorio-

mnogosciowe, miary wsparcia i ufnosci regul sa obliczane nastgpujaco (na podstawie [kuo98],
[dub06]):
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S(0=p)= D TLup (X)swwtty, (X1, (102)
(XX )eD
STl () i, (%, Do, (X3)]
0 - (Xq,.- Xy )eD ’ 103
(0=¢) ST Lt (%)t (%0)] (103)
(XX )eD

gdzie: T oznacza wybrany operator t-normy, ktory zastgpowany jest najczesciej operatorem
minimum badz iloczynem algebraicznym.

Delgado 1 inni [del00] zaproponowali wyliczenie wielko$¢ wsparcia zbiordéw
rozmytych na bazie wazonej sumy czgsto$ci o-przekroju zbioru rozmytego (por. def. 7).
Woéwczas ufnos¢ regut rozmytych ozn. ¢, definiowana jest jako:

10nel,

C,(0=¢)= Z(a Ujg) — .

(104)

gdzie: |...| oznacza moc zbioru (def. 8), ou=1,..., a=0 jest uporzadkowang listg o-poziomow
dla zbiorow @@ i 6. Ta metoda obliczen faworyzuje wartosci zmiennych o wigkszym
stopniu przynalezno$ci, co zwigzane jest z faktem, ze element z przynalezno$cia na poziomie
ok pojawia si¢ w kazdym czynniku sumy k,k+1,...,t [dubO3].

W publikacjach naukowych spotyka si¢ rozne podejscie do zagadnienia wyszukiwania
rozmytych regul asocjacji. Miller i Yang w [mil97] zaproponowali wyszukiwanie rozmytych
regul asocjacji w oparciu o zdefiniowang odleglo$¢ pomigdzy regutami. Czesciej jednak
metody wyszukiwania regut asocjacji sg oparte na zasadach algorytmu Apriori (por.
podrozdziat 11-5.2.1). Przyktadem moze by¢ algorytm opisany przez Zhanga [zha99] zwany
EDPFT (ang. Equal-Depth Partition with Fuzzy Terms), ktory pozwala na polaczenie
warunkéw w postaci przedziatow iloSciowych i1 terminéw rozmytych w jednej regule, badz
takze algorytmy opisane przez Honga 1 innych w [honO1], [kuo98]. Gyenesei [gye00]
zaproponowal metod¢ wyszukiwania rozmytych regul asocjacji w oparciu o definicje
wazonego wsparcia z uwzglednieniem normalizacji i bez normalizacji (ang. with
normalization and without normalization). Natomiast, Chan i Au [cha97] wprowadzili
algorytm o nazwie F-APACS stuzagcy do odnajdywania rozmytych regul asocjacji.
W odréznieniu od innych algorytméw wyszukuje on reguty na bazie analizy obiektywnej
miary zwanej r6znicg skorygowang (ang. adjusted difference), zamiast warunku minimalnego
wsparcia i ufnosci okreslonego przez ekspertow. Ponadto, algorytm pozwala na okreslenie
tzw. pozytywnych 1 negatywnych regut asocjacji.

Rozszerzenie metod Apriori i FP-Growth do wyszukiwania rozmytych regul asocjacji
z uwzglednieniem predefiniowanych wag regut przedstawiono odpowiednio w [ols07] oraz
[wan09]. Wielowymiarowe rozmyte reguly asocjacji sg takze tematem publikacji [int09].
Wyszukiwanie rozmytych regul asocjacji za pomoca grupowania zaprezentowano w [kay02].
Potaczenie eksploracji danych metodami rozmytych regul asocjacji z wykorzystaniem
algorytmow genetycznych mozna znalez¢ m.in. w [kay05], [chal0], [alc09], [au99].

7. Whnioski z analizy literaturowej

W rozdziale II przedstawiono elementy teorii zbiorow rozmytych oraz wybrane
modele wiedzy systeméw rozmytych. Analiza zagadnien wskazuje, iz przez ostatnie
kilkadziesigt lat systemy rozmyte staly si¢ obiektem szeregu badan oraz powszechnych ich
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zastosowan. Wcigz mozemy obserwowac rozwdj teorii systemow rozmytych w kierunku tzw.
obliczen migkkich (ang. soft computing), gdzie rézne formy aparatow oraz hybrydowych
metod przetwarzania wiedzy dostarczajg narzedzi do modelowania ztozonych, niepewnych
I nieprecyzyjnie okre§lonych procesow zachodzacych w $wiecie rzeczywistym. To wlasnie
zastosowanie logiki rozmytej z regutowa bazg wiedzy daje w tych systemach mozliwos¢
wyrazania informacji niepelnej 1 niepewnej, pod postacia symbolicznego zapisu
matematycznego w jezyku naturalnym, w sposob charakterystyczny dla cztowieka. Istnieje
jednakze niewiele rozwigzan, ktére uwzgledniaja niepewno$¢ informacji w kategoriach
rozmytych i probabilistycznych jednocze$nie. Przedstawiona w rozdziale I1-4.1.4 metoda
szablonowego uczenia wskazuje na mozliwo$¢ wlaczenia teorii prawdopodobienstwa do
systemow rozmytych, ale czyni to w sposoéb uproszczony — wykonujac obliczenia
prawdopodobienstwa dla zbioréw w ujeciu klasycznym. Rozwinigcie tej metody
spowodowato powstanie probabilistyczno-rozmytego modelu wiedzy, ktory zostat
szczegbtowo opisany w rozdziale 1I-3.2.3. Jednakze, w literaturze mozemy spotka¢ jedynie
rozwazania teoretyczne na temat omawianego modelu badz tez krotkie przyktady zastosowan
stanowigce tylko wskazowki do zastosowanej metodologii. Brak jest implementacji i badan
nad identyfikacjg probabilistyczno-rozmytego modelu wiedzy.

Dodanie wiarygodnosci regul w postaci prawdopodobienstwa petnej rozmytej przestrzeni
wej$¢-wyjs¢ pociaga za soba zlozonos¢ modelu, co wymusza réwniez dopracowanie metod
jego identyfikacji. W celu znalezienia odpowiedniej metody, w rozdziale 1I-4
przeanalizowano szereg sposobow umozliwiajacych automatyczne pozyskiwanie baz wiedzy
w systemach rozmytych. Jednakze, specyficzna forma regut warunkowych z wagami narzuca
pewne ograniczenia dla zastosowanych metod. Stad tez zdecydowano si¢ na nietypowe
rozwigzanie — modelowanie z uwzglednieniem rozmytych regul asocjacji. Zauwazono
bowiem pewna analogi¢ istot obu podej$¢: probabilistyczno-rozmytego modelu wiedzy oraz
rozmytych regut asocjacji, w ktorych zmienne mozemy traktowaé jako zmienne losowe
0 rozkladzie zdarzen rozmytych. Szczegélowe informacj¢ na temat wyszukiwania binarnych
oraz rozmytych regul asocjacji zamieszczono w rozdziale II-5. W literaturze nie znaleziono
jednak bezposrednich metod identyfikacji probabilistyczno-rozmytego modelu wiedzy.
Opracowanie metody jest zatem jednym z wazniejszych punktow niniejszej dysertacji.
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I1l. Koncepcja i implementacja systemu wnioskujacego
z probabilistyczno-rozmyta baza wiedzy

1. Ogolny zarys systemu

Koncepcja rozwazanego w niniejszej dysertacji systemu wnioskujacego opiera si¢ na

metodologii zapisu bazy wiedzy opisanej w czg$ci 11-3.2.3 pracy. Analizowane reguty moga
opisywac¢ bazg wiedzy systemu o wielu wejsciach 1 wielu wyjsciach, jednakze z uwagi na
sposob budowy modelu, przestrzen rozwazan ograniczono do systeméw o wielu wejsciach
i jednym wejSciu.
Podejscie traktuje proces jako czarng skrzynke. Pozwala na to wykorzystanie teorii logiki
rozmytej, ktorej wybrane zagadnienia przedstawiono w czgsci teoretycznej dysertacji.
Uzytkownik (ekspert) tworzac dany system, nie ma potrzeby znajomosci szczegdtowego
modelu matematycznego (uktadu sterowania) analizowanego procesu, jednakze powinien
umie¢ okresli¢ zmienne, ktére nalezy wzia¢ pod uwage chcac otrzymywac "dobre" wyniki
modelowania 1 wnioskowania rozmytego. Podczas definicji zbioréw rozmytych, niezb¢dna
staje si¢ rOwniez umiejetnos¢ stownego wyrazenia wiedzy na temat analizowanych
zmiennych wejsciowych (wyjsciowych) modelu. Szczegdtowe probabilistyczno-rozmyte
reguty modelu oraz jego parametry zostaja okreslone na podstawie danych empirycznych,
zawierajacych  informacj¢ o rzeczywistym przebiegu danego procesu.  System
wykorzystywany jest zatem w sytuacji tzw. niepelnej informacji probabilistycznej [$wi09],
gdy zebrane dane pomiarowe pozwalaja na wykorzystanie empirycznych rozkladow
prawdopodobienstwa zdarzen rozmytych.

Propozycje struktury systemu wnioskujacego z probabilistyczno-rozmytg bazg wiedzy oraz
powigzanie systemu z otoczeniem przedstawia rysunek II1-1.

Omawiany system wnioskujacy sktada si¢ z nast¢pujacych czesci:

- bazy wiedzy, ktora zawiera niezbedng wiedz¢ zapisang w postaci probabilistycznej
| rozmytej jednoczesnie, istotng dla rozwazanego problemu,

- bloku rozmywania, ktéry zamienia dane wejSciowe z dziedziny ilosciowej na wielkosci
jakosciowe, reprezentowane przez zbiory rozmyte na podstawie okreslajacych je stopni
przynaleznosci zapisanych w bazie wiedzy,

- bloku wnioskowania, ktdry korzysta z bazy wiedzy oraz zaimplementowanych metod
wnioskowania i agregacji, w celu rozwigzania specjalistycznych problemow,

- bloku wyostrzania, ktéory na podstawie wynikowych stopni przynaleznosci oblicza
ilosciowg (ostrg) warto$¢ na wyjsciu systemu.

59



I11. Koncepcja i implementacja systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy

.-~ Wykorzystanie systemu wnioskujacego ~~_

,/ z probabilistyczno-rozmyta baza wiedzy \\
7 4 ™ b
// \\
// SYSTEM WNIOSKUJACY R
7% Z PROBABILISTYCZNO-ROZMYTA BAZA WIEDZY
//
/ BLOK BLOK BLOK
i ROZMYWANIA WNIOSKOWANIA WYOSTRZANIA
/ *
N () (
/ | ! { a
/ i [ [ eeal Whioskowanie
f X T W ' , 1 1| Adregacia
| * | B [ h
[ XN T L
I
| . ;
: BAZA WIEDZY ‘ Interpretacia
| I nalizowanego
'\ problemu
v Baza danvch Baza regut _ (zjawiska)
‘\_ 9 amye probabilistyczno-rozmytych
\
\ o
\\ Wiedza = = ¥
| eksperta

Algorytm wyszukujacy rozmyte
reguty isocjacq\

D

. w e
ane pomiar?®

Tworzenie bazy wiedzy

Rys. I11-1. Schemat struktury systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy oraz jego
powiazanie z otoczeniem (na podstawie [rud10])

Podstawa bazy wiedzy probabilistyczno-rozmytego modelu sa dwa komponenty: baza danych
(ang. data base) oraz baza probabilistyczno-rozmytych regut (ang. probabilistic-fuzzy rule
base).

Baza danych zawiera informacje definiowane przez eksperta (inzyniera wiedzy) z danej
dziedziny zastosowania, do ktorych naleza wartosci lingwistyczne zmiennych rozwazanych
W bazie regut oraz definicje zbiorow rozmytych utozsamianych z tymi warto$ciami.

Baza probabilistyczno-rozmytych regut, jak wskazuje sama nazwa, zawiera zbiér regut
lingwistycznych z wagami (posta¢ ktorych oméwiono szczegdtowo w rozdziale 11-3.2.3),
ktére moga by¢ tworzone na podstawie algorytmu generujacego peten rozktad
prawdopodobienstwa zdarzen rozmytych znajdujacych si¢ w regule lub na podstawie zalozen
algorytmu generujacego rozmyte reguty asocjacji. Obie metody pozwalajg na dopasowanie
modelu z wykorzystaniem danych pomiarowych. Charakterystyczna posta¢ regul, ukazujgca
empiryczny rozktad prawdopodobienstwa zdarzen rozmytych, pozwala na tatwg interpretacje
zawartej w modelu wiedzy oraz umozliwia dodatkowg analize rozwazanego zagadnienia.
Ponadto, zapis bazy wiedzy wspomaga identyfikacje statystycznych wiasnos$ci zmiennych
rozmytych wejs¢ 1 wyjscia systemu, co rozszerza pole mozliwych zastosowan systemu
wnioskujacego z probabilistyczno-rozmytg baza wiedzy.

Omawiany system wnioskujacy wykorzystuje analogiczne podejscie do definicji zbioréw
rozmytych wg Zadeha (def. 3), jednakze zamiast funkcji przynalezno$ci pojedynczych
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wartosci zmiennych stosuje state stopnie przynaleznosci, zdefiniowane dla roztgcznych
przedziatow warto$ci zmiennych. Zasadno$¢ stosowania stopni przynaleznosci podczas
modelowania w omawianym systemie zamieszczono w rozdziale 111-2.

Blok wnioskujacy, umieszczony w systemie, pozwala na wnioskowanie w oparciu
0 uogolniong regute wnioskowania modus ponendo ponens, na podstawie bazy wiedzy oraz
nowych faktow, uwzgledniajac niepewnos$¢ informacji w kategoriach rozmytych
| probabilistycznych jednoczeénie [rud11].

Specyfika reprezentacji bazy wiedzy wplywa na mozliwo$¢ zastosowania systemu do
problemoéw obarczonych niepewnoscig oraz losowos$cia zachodzacych w nich zdarzen.
System moze zatem stuzy¢ do modelowania problemow obarczonych niepewnoscia
Z dziedziny zagadnien technicznych takich jak: sterowanie, predykcja, diagnozowanie,
monitorowanie, jak i nietechnicznych takich jak: podejmowanie decyzji czy ocena. Jednakze,
mozliwo$¢ uzyskania wiedzy o prawdopodobienstwie zaj$cia wyniku przy faktach zapisanych
w postaci lingwistycznej badz ilosciowej, predestynuje go szczeg6lnie dla zagadnien
z zakresu podejmowania decyzji i diagnostyki.

2. Wybor sposobu rozmywania warto$ci zmiennych

W rozdziale 11-1.1 zostata szczegdtowo przedstawiona definicja zbiorow rozmytych,

jaka zaproponowatl Zadeh [zad65]. Niezaleznie od notacji, w jakiej opiszemy zbior rozmyty A

(def. 2-3) jest on definiowany jako zbiér par — element x przestrzeni N oraz

przyporzadkowany mu stopien przynaleznosci do danego zbioru rozmytego u,(x) . Dla
dyskretnej przestrzeni X zbior rozmyty moze by¢ okreslony jako:

A= u, ()X, (105)

XeNX

gdzie: u,(X) jest najczgsciej ustalany poprzez wybrang funkcje przynaleznosci, ktorej
przyktady zostaty zamieszczone w tabeli I11-1.

Opisany w rozdziale 11-3.2.3 model probabilistyczno-rozmyty, wykorzystuje analogiczne
podejscie do definicji zbioréw rozmytych, jednakze stopnie przynalezno$ci okreslane sg nie
dla kazdej wartosci zmiennych, ale dla rozlacznych przedzialéw wartosci tychze zmiennych.
Przedziaty powstaja poprzez dzielenie zakresu wartosci zmiennych, na ustalong w arbitralny
sposob liczbe réwnych przedziatow, jednakowa dla kazdej zmiennej systemu. Wowczas, przy
zatozeniu K rozlacznych przedziatdow wartosci zmiennej X € X , oznaczonych odpowiednio
{a,,a,,...a,,...,8, }, zbior rozmyty A definiowany jest nastgpujaco:

A= ZﬂA(ak)/ak ' (106)

gdzie: u,(a,) oznacza stopien przynaleznosci wartosci zmiennej z przedziatu a, do zbioru
rozmytego A.

W  przypadku definicji M zbioréw rozmytych, reprezentowanych przez wartoSci
lingwistyczne, okreslone na niepustej przestrzeni X, zachowana jest zasada podziatu stopni
przynaleznosci do jednosci wowczas gdy:

> un(a)=1dlava eX. (107)
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Przyktad definicji zbioréw rozmytych A,..., A dla 10 rozlacznych przedziatdéw zmiennej X,
przy zachowaniu zasady podziatu do jednosci, przedstawia rysunek I1I-2.

Stopien przynaleznosci py(a,)
=
W

0
a, a a, a, as as a, as as  dy
Przedziaty wartosci zmiennej
e !
\\/ . . -
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Q
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c
g
9
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g a. a4 da; a, as s a; ag dy  dy
) Przedziaty wartosci zmiennej
Rys. 111-2. Przyktad definicji zbioréw rozmytych dla 10 roztacznych przedziatdéw warto$ci zmiennej

(na podstawie [rud10])

Problem wyboru sposobu rozmywania warto$ci zmiennej w systemie wnioskujacym
z probabilistyczno-rozmytg baza wiedzy poruszono w [btal0]. Na podstawie procesu
predykcji predkosci wiatru pordwnywano zastosowanie metody definicji zbiorow rozmytych
przy uzyciu funkcji przynaleznosci dla pojedynczych wartosci zmiennych oraz stopni
przynaleznosci dla roztagcznych przedziatow wartosci zmiennych. Jako algorytmu uczacego
baze wiedzy zastosowano zmodyfikowany algorytm Apriori, ktérego szczegdltowy opis
zamieszczony jest w rozdziale 111-3.2.2 dysertacji. Algorytm pozwala na wyszukiwanie regut
rozmytych, ktore spetniaja warunek minimalnego wsparcia (min w — minimalnego
prawdopodobienstwa jednoczesnego zajscia zdarzen w rozmytej regule elementarnej — patrz
rozdz. 11-5.1) .

Predykcje¢ predkosci wiatru v(t) w czasie t dokonywano na podstawie trzech poprzednich
wartosci predkosci wiatru V(t-3), v(t-2), v(t-1) z okresem pomiaru co 1 minutg. Do opisu
wartosci lingwistycznych dotyczacych parametru predkosci wiatru zastosowano siedem
zbiorow  rozmytych. Rysunek III-3  przedstawia definicj¢ zbioréw rozmytych
z uwzglednieniem znormalizowanej funkcji gaussowskiej (tab. 11-3) dla kazdej wartoSci
parametru v(t) oraz stopni przynaleznosci dla 30 roztacznych przedzialow wartosci parametru
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v(t), przeliczonych na podstawie tych samych funkcji przynaleznosci. Normalizacja warto$ci
funkcji powoduje zachowanie warunku (107). Zbiory rozmyte dla pozostatych zmiennych
zostaly zdefiniowane analogicznie. Do generowania regul uzyto operatora iloczynu
algebraicznego (tab. 11-4.), natomiast podczas procesu wnioskowania uzyto nastgpujace
parametry: iloczyn algebraiczny, jako operator przecigcia zbiorow rozmytych, interpretacje
regul wg Mamdaniego oraz metod¢ wnioskowania $rodka cigzkosci COG (szczegoty
odnos$nie procesu wnioskowania w systemie z probabilistyczno-rozmyta bazg wiedzy
zamieszczono w I11-5.5).
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Rys. 111-3. Definicje zbiorow rozmytych z uwzglednieniem znormalizowanych funkcji przynaleznosci
oraz wartoS$ci stopni przynaleznosci

Analizowano otrzymang struktur¢ modelu wiedzy (liczbe regul elementarnych), zdolnos¢
modelu do odwzorowania procesu rzeczywistego oraz czas obliczen (zardwno czas
generowania regut, jak i czas wnioskowania przy uzyciu odnalezionych regut).

W rezultacie liczba regut elementarnych jest niemalze jednakowa dla obu metod definicji
zbioréow rozmytych (rys. I11-4). Jak przedstawia rysunek Il1-5, réwniez dopasowanie modeli
wiedzy do warto$ci rzeczywistego procesu predkosci wiatru rdzni si¢ nieznacznie. Mozna
zauwazy¢, iz celowe jest ograniczenie liczby regut do wartosci ok. 40, aby modc uproscié
ztozono$¢ modelu, zachowujac przy tym tg samg doktadno$¢ odwzorowania na poziomie
okoto 0,75 m/s. Dopiero po pewnej warto$ci minimalnego wsparcia blad wzrasta, gdyz model
wiedzy jest zbyt uproszczony, aby odwzorowaé prawidlowy przebieg predkosci wiatru.
Dopasowanie modelu okre§lono za pomoca wartosci btedu stanowigcego pierwiastek btedu
sredniokwadratowego RMSE (ang. Root Mean Squared Error) obliczony na podstawie obu
danych uczacych i testujacych, wg wzoru:
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2. [v() - V()

RMSE = |/ &4 = (108)

gdzie:
N — liczebno$¢ zbioru,
V(t) — warto$¢ prognozowana w chwili t,

v(t) — warto$¢ rzeczywista w chwili t.
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Rys. I11-4. Liczba elementarnych regut w zalezno$ci od warto$ci minimalnego wsparcia (min w)
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Rys. 111-5. Wartosci bledow RMSE dla danych uczacych i testujacych
w zalezno$ci od parametru minimalnego wsparcia (min w)

Poniewaz struktura otrzymanego modelu wiedzy oraz zwigzana z tym zdolno$¢ do predykcji
W danym systemie sg zblizone, kluczowym elementem wyboru sposobu rozmywania wartosci
zmiennych modelu bedzie czas generowania regut oraz wnioskowania z zastosowaniem obu
metod. Na rysunkach 111-6 oraz Il11-7 przedstawiono czas generowania regul oraz czas
wnioskowania w oparciu o wygenerowany model, dla obu metod, w zaleznosci od warto$ci
minimalnego wsparcia. Okazuje si¢, ze czas generowania regut i czas wnioskowania jest
znacznie dluzszy dla metody rozmywania wartosci z uzyciem standardowych funkcji
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przynaleznosci. Roéznica czaséw jest tym wigksza, im mniejszy jest wspotczynnik
minimalnego wsparcia dla reguty, czyli im wigcej jest regut w modelu o mniejszej czestosci
wystepowania. Dzieje si¢ tak dlatego, ze w przypadku uzycia funkcji przynaleznosci do
rozmywania wartosci zmiennych, mamy do czynienia z algorytmem iteracyjnym. Natomiast,
w przypadku uzycia statych stopni przynaleznosci dla roztacznych przedziatow istnieje
mozliwo$¢ wykorzystania wektoryzacji obliczen (por. rozdz. 111-3.2.2), co ma duze znaczenie
w skracaniu czasu trwania obliczen przy implementacji w §srodowisku Matlab. Zatem analiza
udowadnia zasadno$¢ stosowania stopni przynaleznos$ci dla rozlacznych przedziatow warto$ci
zmiennych podczas modelowania rozmytego z uzyciem zmodyfikowanego algorytmu Apriori.
W rozdziale I11-3 zostaly przedstawione jeszcze inne metody generowania probabilistyczno-
rozmyte] bazy wiedzy, ale poniewaz rozwazany algorytm stanowit punkt zaczepienia
w tworzeniu modelu wiedzy zdecydowano si¢ na definicje zbiordw rozmytych z uzyciem
rozlacznych przedziatow dyskretyzacji wartosci zmiennych.

Wada zatozonego podejscia jest obowigzek umiejetnego dobrania liczby roziacznych
przedziatow wartosci zmiennych. Zbyt mata liczba przedziatow w stosunku do liczby zbiorow
rozmytych moze uniemozliwi¢ zapisanie wiedzy eksperta w postaci zmiennych
lingwistycznych.
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Rys. 111-6. Czas generowania bazy regut w zalezno$ci od warto$ci minimalnego wsparcia (min w)
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Rys. 111-7. Czas wnioskowania na podstawie danych uczacych
w zalezno$ci od warto$ci minimalnego wsparcia (min w)
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3. Opracowanie algorytmu generowania regul probabilistyczno-
rozmytej bazy wiedzy

Elementem strategicznym w strukturze systemu wnioskujgcego jest baza wiedzy, ktora
stanowi gltoéwng cze$¢ 'inteligencji" obliczeniowej. Umieje¢tnos¢  prawidlowego
zaprojektowania bazy wiedzy jest bardzo waznym etapem w budowie takiego systemu. Stad
tez, caly rozdziat III-3 bedzie po$wiecony analizie nad mozliwymi sposobami tworzenia
modelu rozmytego systemu typu MISO o N-wejsciach {X,,...,.Xy} 1 jednym wyjsciu y ,
opartego na O regutach plikowych w postaci (na podstawie wzoru (46)):

Jezeli x, jest A1 ... 1 x jest AN, z waga w,
To y jestB,,, z waga Wy,

Takze vy jestB,, z waga Wy,

Takze y jestB,,, z waga Wy, (109)

gdzie:
0 — numer reguly plikowe;j,

N — liczba zmiennych wejsciowych modelu,

AD .. ,AM B — zbiory rozmyte reprezentujagce wartoéci lingwistyczne zmiennych
wejsciowych X,,...,X, 1 zmiennej wyjsciowej Y W |-tej regule elementarnej o-tej reguty
plikowej,

W, — waga reguly plikowej stanowigca prawdopodobienstwo jednoczesnego zajsScia zdarzen
(x, jest A) ... (% jest AN)) w przestance reguty,

Wy, — waga reguly elementarnej, stanowigca prawdopodobienstwo warunkowe zaj$cia
zdarzenia (y jest B,,,) w konkluzji reguly, przy wczesniejszym zajsciu zdarzen w przestance

reguty (x, jest AD) ...~ (x, jest AM).

Analiza dotyczaca algorytmow ma na celu ustalenie metody (metod) generowania regut, ktora
w konsekwencji bedzie zaimplementowana w module narzedziowym opracowanym
w srodowisku Matlab. Pod rozwage bierze si¢ zarowno sposob przeszukiwania przestrzeni
warto$ci zmiennych, strukturg otrzymanego modelu, jak i1 czas tworzenia modelu oraz czas
wnioskowania w oparciu o dany model.

Rozpatrujgc baze wiedzy w postaci (109) zmienne wejsciowe 1 zmienng wyj$ciowa mozemy
traktowac jako lingwistyczne zmienne losowe o okreslonym zbiorze warto$ci lingwistycznych.
Wowczas, analizujac zbior zmiennych losowych zaleznych od czasu t € (t,,t,) [man71] wraz
ze strukturg ich prawdopodobienstwa (wag modelu), system pozwala na badanie procesow
stochastycznych. Jednakze, aby model prawidlowo odzwierciedlat proces stochastyczny i miat
dobre wiasnos$ci uogolniajace niezbgdne staje si¢ zatozenie stacjonarnosci procesu
stochastycznego. Oznacza to, ze wiclowymiarowa ggsto$¢ prawdopodobienstwa wartosci
zmiennych X, (t; +t5) ..., X (t, +t) , ... Xyt +t) ... Xy(t,+t) oraz
y(t, +t) ..., y(t, +t;) powinna by¢ zalezna tylko od t;...,t,1 nie powinna zaleze¢ od t,
[man83]. Zazwyczaj zaktada si¢ stacjonarno$¢ okreslong w szerszym sensie, wowczas

66



I11. Koncepcja i implementacja systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy

warto$¢ Srednia oraz wariancja procesu stacjonarnego winna si¢ charakteryzowac statoscia
wzgledem czasu a funkcja kowariancji wlasnej winna by¢ zalezna jedynie od réznicy czasow
7 =1, —t;. W niniejszej dysertacji zaktada si¢ stacjonarno$¢ badanych procesow.

3.1. Algorytm generujacy pelny rozklad prawdopodobienstwa zdarzen
rozmytych

Jako podstaw¢ do rozwazan na temat metody tworzenia rozmytych regut z wagami
dotyczacymi prawdopodobienstwa zdarzen rozmytych (wzor (109)), nalezy wzia¢ pod uwage
algorytm generujacy peten rozklad prawdopodobienstwa tychze zdarzen. Z uwagi na
przeszukiwanie calej przestrzeni zmiennych, zwany jest réwniez w dysertacji w skrocie
algorytmem naiwnym. Otrzymany w modelu rozktad prawdopodobienstwa jest rozkladem
empirycznym, wyznaczonym w oparciu o zbidr danych doswiadczalnych Ty. Proponowanag
metodologi¢ obliczen mozna znalez¢ w pozycjach [wb07], [wb08a] oraz rozdziale 11-3.2.3
dysertacji.

Rozwazmy system typu MISO o zmiennych wejsciowych X, € X, , X, € X, i zmiennej
wyjsciowej y € J. Zastosujemy definicje zbiorow rozmytych dla wej$¢ i wyjscia, bedacych
zmiennymi lingwistycznymi, jako stopnie przynaleznosci dla K roztacznych przedziatow
tychze zmiennych. Przestrzenie rozwazan N;,N,,3 zmiennych x;, x, i y podzielono zatem na
przedziaty:

D _
akl - <Xklmin ! Xklmax

)’kl :112!"'K’
ag) - <Xk2min ! szmax )k, =12,..K, (110)
b, = (Vi Vi, )1 Ks =12, K.

Zdarzeniem elementarnym w przestrzeni Qy; jest spetnienie warunku X, € ag), zdarzeniem
elementarnym w przestrzeni Qy, jest spetnienie warunku X, € 2>, natomiast w przestrzeni
Qy — warunku y e bk3' Biorac pod uwagg przestrzen Q  xQ , xQ, zdarzen elementarnych,
prawdopodobienstwo (wg def. 24) jednoczesnego zaj$cia zdarzen X; € ag), X, € ag), ye b|<3

WYNOsi:

(2) nk1k2k3

1
P(x eal,x, eal,y eby) = Py, (X0. %2, ) =

; kl’ kz, k3 =1,2,..., K ’ (111)

Ty

gdzie:
Nk, Jest liczba przypadkow w zbiorze danych doswiadczalnych Tg, kiedy wartosci

zmiennych Xy, Xz i y mieszczg si¢ w zakresie odpowiednich przedziatow ag) , ag) , bk3 ,

Ny

. — liczba wszystkich pomiaréw w zbiorze danych doswiadczalnych T.

Definiujac peten dyskretny rozklad prawdopodobienstwa (111) zachodzi zaleznos¢:

KK &Ny
ZZZ,\]—“= Prgioks (X1 X2, Y) =1. (112)

ki=lky=lkg=1 ' Tq
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Biorgc pod uwage implementacje systemu wnioskujacego, dyskretny rozktad
prawdopodobienstwa zdarzen (111) jest N+1-wymiarowg macierza
EP z[pkl...k,m
przypadku, rozktad prawdopodobienstwa zajscia jednoczesnego zdarzen dla zmiennych
wejsciowych Xi, X2 1 wyjéciowe] Y stanowi macierz trojwymiarowa o elementach réwnych
Pigi, (%15 X2, Y) (rys. 111-8):

(Xg, X 1o Xy s V) ki o » 90ZIE N stanowi liczbe wej$é systemu. W rozwazanym

E® =[P, (Xt X20 Ve - (113)

pﬁ:].:::?:s (xl H] xl L] J)

X2
o
Ay
xl
2)
a; .. |0.04 | 0.03
g
3¢
.. |0.08 | 012 .
2) o
a e
)y - S
b .. b .. b
Rys. 111-8. Graficzne przedstawienie rozkladu prawdopodobienstwa zajScia jednoczesnego zdarzen dla

zmiennych wejsciowych X1,X; i wyjéciowych y (macierz EP)

Definiujac zmienne wejsciowe (wyjsciowa) jako zmienne lingwistyczne niezbedne staje si¢
okreslenie dla nich zbioréw rozmytych oraz wartosci lingwistycznych. Niech kazda zmienna
lingwistyczna wejscia X (n=1,2) i wyjscia Y jest okre$lona przez L warto$ci lingwistycznych
reprezentowanych przez zbiory rozmyte nast¢pujaco:

(A", A, A} = (X uAl(m(ak:))/a(”), > tm@) 8.

(n) (n) o ot n , (114)
Z H n)(ak )/ak }

kp=L...K n

BBy BI=( X s, B0, 3 4y 00 3 sty (B)I} (115)

ka=L,...K k3—1 K
gdzie: Ai(:) (I=1,...,L) stanowi |-ty zbidr rozmyty na n-tej zmiennej wejsciowej, By — I-ty
zbior rozmyty dla zmiennej wyjsciowej, Hyn) (alﬁ:) ) — warto$¢ stopnia przynaleznosci,
In

zjakim zmienna x, ea{" przynalezy do zbioru rozmytego A" , natomiast znak X

symbolizuje sum¢ mnogosciows.

Niech zajécie warunkow X, = A™, y = By stanowi zdarzenie rozmyte w sensie definicji 25.

Wagi W, modelu (109) stanowig wowczas odpowiednie prawdopodobienstwa brzegowe
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w lgcznym rozktadzie prawdopodobienstwa zdarzenia rozmytego Al(ll) N A|(22) N B, (Iy, Iz

I5=1,...,.L) (por. (47)) . Natomiast wagi Wy, stanowiag prawdopodobienstwa warunkowe (por.
(48)) w tymze rozktadzie. Wg [wb07] oraz definicji prawdopodobienistwa Zadeha (def. 26),

pelny rozklad prawdopodobienstwa zdarzenia rozmytego Al(ll’m A,(zz)m B, (I, Iz, 15=1,....L),
mozna obliczy¢ jako (na podstawie (50)):
I |v_1 L P(Al(ll) mAi(ZZ) nB,)=

[Pigkoks (X1 X2, Y) - T (,UA1(11) (aﬁ) ) ,UA(ZZ) (aﬁ? ), Mg, (b1, (116)

1) ,(2
a&l) 'algz) brg €X1x X2 xY

gdzie: Pk, (X1, X2, y) wynika z (111), przy warunku:
> PAYNAPNB)=1. (116a)

W systemie wnioskujacym do operacji iloczynu zbioréw rozmytych podczas generowania
regut (109) dopuszcza si¢ wykorzystanie operatorow t-normy zamieszczonych w tabeli 111-1.
Jednakze w dysertacji ograniczono si¢ do wykorzystania operatora t-normy iloczynu
algebraicznego.

Tab. I11-1. Operatory t-normy, ktére moga by¢ uzyte do generowania regut modelu probabilistyczno-rozmytego
[pie03], [tes08], [cpa09]

Nazwa operatora T-normy Operator t-normy
T-norma Zadeha (min) T (14 (@), 15 (2)) = MIN (114 (3), 115 (2))
T-norma Lukasiewicza T, (144 (@), 15 (8)) = MAX (1 (8) + 15 (2) ~1.0)
MIN (12, (a), 4 (2)), dla p2,(a) + 115 (8) > 1
T- Fod T a),ug(a))=
norma Fodora r(1a(2), 15(a)) { 0,dla 41, () + s, (3) <1

T-norma iloczynu

algebraicznego T (a(@), ug (@)= pa(a)- 15 (a)

1a(a)- g (a)
ta(@)+ g (@)= pp(a) 15 (a)

T-norma Hamachera Ty (ua(a), ug(a)) =

42(2) - p5(a)
2—(up(@) + 15 (a) — 12 (8) - 5 (a))

T-norma Einsteina Te(ua(@), 15(2)) =

MIN (1, (a), p5(a))  dla MAX (,(a), 5 (2)) =1
0 dla MAX (u,(a), 1 (a)) #1

T-norma drastyczna Ty (ua(@), g (a)) = {

Obliczanie pelnego rozktadu prawdopodobienstwa (116) jest operacja na ktorej cigzy
ztozono$¢ obliczeniowa catego procesu generowania warunkowych regut modelu
probabilistyczno-rozmytego. Aby zmniejszy¢é czas obliczania rozktadu, zaproponowano
w implementacji algorytmu zastosowanie operacji tablicowych wykonywanych na
macierzach. Wowczas, kazdy wektor ['u/ﬁ(") aM),..., /JA’(“) (aﬁ:)),..., 'u/ﬁ(") (a(M)], zawierajacy

n

stopnie przynalezno$ci roztacznych przedziatow algr':)(kn =1,...,K) wartosci zmiennej X, do
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: (n) . .. : : .
danego zbioru rozmytego A'n , Jjest zamieniany na macierz trojwymiarowa

(N+1-wymiarowa dla N zmiennych wej$ciowych) E,(A:(]%) = [Eios Jkxkxk 2 €lementami
n

macierzy e, , (k;,k,,k; =1,...,K) o wartosciach:

_ (n)
k]_,kg,k?lzl .... K eklk2k3 - ﬂ'“](r?) (akn )’ (117)

gdzie: n oznacza numer zmiennej wejsciowe;j, dla jakiej wyznaczana jest macierz.

Analogicznie, dla zmiennej wyjsciowej Y, kazdy wektor [,uB
|

00Dty (Ot BT,

3

zawierajacy stopnie przynaleznosci rozlacznych przedziatow bk3 (ks =1,...,K) wartosci

zmiennej do danego zbioru rozmytego B|3 , jest zamieniany na macierz trojwymiarowsg

E é'”l) = [yoks Jknicxk Z Elementami macierzy ey, o wartosciach:
I3

« Sakolg = ﬂBI (bk3) : (118)
3

Kontynuujac rozwazania, pelny rozktad prawdopodobienstwa (116) mozna uzyskaé stosujac
wlasciwy operator t-normy do operacji tablicowych, czyli operacji wykonywanych na
poszczegblnych elementach utworzonych macierzy, nastepujaco:

v  PAY AP NBy)= > EP-*T"(EQ) ED.ED),  (119)

(
(O (2)' —pg
a&) ,ag) bg €X1xXpxY Ah AIZ '3

gdzie: EP stanowi macierz (113), Ei:(‘,{) — macierze o elementach (117), Eé?’) — macierz
n 13

0 elementach (118), ,, .*” oznacza operator mnozenia tablicowego, natomiast T - operator

t-normy wykonywany z wykorzystaniem operacji tablicowych.

W szczegdlnosci, dla operatora t-normy, jako iloczynu algebraicznego, peilny rozktad

prawdopodobienstwa zdarzen znajdujacych si¢ w przestance i konkluzji regut warunkowych
obliczany jest ze wzoru:

1 2 3
A LP(AS) NA? "B, )= > E”-*E%), -*E'D, '*Eé) : (120)
1riarsThen a(l) a(2) by, eX1xXoxY Ah A12 I3

ki "Oko k3 SALEA2

Schemat obliczen zamieszczono na rysunku III-9.
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nierozmytych 1 ) stopni plzynalez(r;n):sm dla 1,
Prziz(%:%7.5) E(lc)u Xy = A 9
A ) 5
£ 52 :

Rys. 111-9. Schematyczne przedstawienie obliczen (120)

Waga w, dla reguty plikowej (109) jest wyznaczana na podstawie prawdopodobienstwa
zaj$cia zdarzen rozmytych w przestance reguty, ktore jest prawdopodobienstwem brzegowym
w tacznym rozktadzie prawdopodobienstwa zmiennych wejscia-wyjscia:

w, =P(AY N AP)= > P(AY N AP NB,), (121)

1=1,...,
gdzie: indeksy o (0=1,...,0) i l/o oznaczaja odpowiednio zbidr rozmyty w O-tej regule
plikowej oraz I-tej regule elementarnej o-tej reguty plikowe;j.
Natomiast waga Wy, jako prawdopodobienstwo zajscia zdarzenia rozmytego B,

w konkluzji pod warunkiem zaj$cia zdarzenia rozmytego (Afl) N Aﬁz)) w przestance reguty,
jest wyznaczana z wzoru (na podstawie (35) oraz (51)):

P(AY mAgz) NBy)
P(AT A AT)

Analogicznie mozna wyznaczy¢ model dla systemu o wigkszej ilosci zmiennych wejsciowych
oraz roznej liczbie warto$ci lingwistycznych okreslonych dla kazdej zmienne;.

W, =P(By, | e A\EZ)) = (122)

PRZYKLAD

Generowanie probabilistyczno-rozmytego modelu wiedzy wedlug opisanego
algorytmu zostanie przetestowane dla réznych parametrow modelu (takich jak liczba
zmiennych, liczba zbiorow rozmytych dla poszczegdlnych zmiennych, liczba rozlacznych
przedziatow dyskretyzacji warto$ci zmiennych) na przyktadzie predykcji parametru wegla,
jakim jest masowy udzial gestosciowej frakcji lekkiej wegla w badanej probee (w skrocie
zwany udziatem frakcji lekkiej wegla). Specyfikacje parametrow wegla, reprezentujaca jego
wlasciwosci dla procesoOw przerdbczych przedstawiono w rozdziale IV-1. W przyktadzie
przedstawione zostang wyniki majace na celu zbadanie poprawnosci obliczen 1 struktury
otrzymanego modelu wiedzy oraz porownanie czasu generowania bazy regut dla réznych
parametrow.

Analizie podlega 491 pomiarow udziatu frakcji lekkiej wegla, ktore sa traktowane jako dane
uczace. Zaktada sie, ze pomiary parametru wegla X(t) stanowig dyskretny proces
stochastyczny autoregresji Il rzedu (AR(2)) i III rzedu (AR(3)), z krokiem 7z=1. Przestrzen
warto$ci zmiennej X(t)e<0.24, 0.57> zostala poczatkowo podzielona na 40 roztacznych
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przedziatow o szerokosci 0.00825 — a;, gdzie i=1,...,40. Dla kazdej zmiennej zdefiniowano
Jroéwnomiernie rozlozonych zbioré6w rozmytych A; o stopniach przynaleznos$ci
taj(@i) przeliczanych z funkcji  trojkatnych, gdzie J=3,..,9, j=1,.,J. Przyktad stopni
przynalezno$ci zmiennej X(t) dla J=3,5,7 zbiorow rozmytych przedstawia tabela III-2.
Z uwagi na wlasciwosci modelu dynamicznego, zbiory rozmyte dla pozostalych zmiennych
modelu sg definiowane analogicznie. Podczas generowania regul, w celu utworzenia iloczynu
zbior6w rozmytych w przestance rozmytej regulty uzyto iloczynu algebraicznego, jako
operatora t-normy.

Tab. 111-2. Wartosci stopni przynaleznosci z4j(a;) (i=1,...40) zbioréw rozmytych dla udziatu frakcji lekkiej
wegla gdzie: a) j=1,...,3, b) j=1,...,5, ¢) j=1,...,7

a)

ap |dy | Az | As | A5 | Qg | A7 | Qg | dg |Qio | Q11 | Q12 | Qg3 | Q14 | Q15 | Qip | Q17 | Aig | Q19 | Q20

14(a;) |0,98/0,93)0,88/0,83)0,79)0,74|0,69|0,64|0,60) 0,55| 0,50 0,45/ 0,40 0,36/ 0,31 0,26/ 0,21/ 0,17|0,12/ 0,07
1.0(a;) |0,02/0,070,12/0,17|0,210,26|0,31/0,36| 0,40 0,45/ 0,50/ 0,55/ 0,60 0,64/ 0,69 0,74/ 0,79 0,83/ 0,88/ 0,93
1143(a;) [0,000,00] 0,00/ 0,00/0,00/0,00/0,00|0,00| 0,00| 0,00/ 0,00/ 0,00/ 0,00 0,00 0,00| 0,00| 0,00/ 0,00/ 0,00/ 0,00
Q1 | Qpp | Qo3 | Q24 |Qps | Qop | Q7 | Qg | Qo9 | A3p | Q31 | A2 | Q33 | A34 | Ags | Agp | A37 | Asg | A3y | Q40

141(a;) [0,02/0,00] 0,00/ 0,00]0,00{0,00/0,00|0,00| 0,00| 0,00/ 0,00/ 0,00/ 0,00, 0,00| 0,00| 0,00| 0,00/ 0,00/ 0,00 0,00
10(a;) |0,98/0,97|0,93/0,88/0,83/0,78/0,74/0,69| 0,64 0,59| 0,54/ 0,50| 0,45 0,40/ 0,35 0,31/ 0,26 0,21/ 0,16 0,11
143(a;) [0,00/0,03/0,070,12/0,17/0,22/0,26| 0,31/ 0,36| 0,41/ 0,46/ 0,50/ 0,55 0,60) 0,65| 0,69| 0,74/ 0,79/ 0,84/ 0,89

b)

Q | dy | A3 | A4 |85 | A | Q7 | Qg | Ag |Qgo | Qa1 | Q12 | Q13 | Qug | Q15 | Qup | Q17 | Q18 | Qug | Q2o

141(a;) [0.96/0,86|0,76|0,67|0,57/0,48/0,38) 0,29 0,19/ 0,10/ 0,00/ 0,00/ 0,00 0,00| 0,00| 0,00| 0,00/ 0,00/ 0,00/ 0,00
1.0(a;) |0,04/0,14/0,2410,330,43)0,52/0,62/0,71/0,81/0,90| 1,00/ 0,90/ 0,81/0,71/ 0,62/ 0,52 0,43/ 0,33 0,24/ 0,14
1(a) 0,00({0,00|0,00|0,000,00(0,00/0,00/0,00|0,00/0,00{0,00/0,10/0,19| 0,29/ 0,38/ 0,48/0,57|0,67|0,76{ 0,86
L44(2) 0,00]0,00|0,00{0,00{0,00|0,00/0,00|0,00{0,00(0,00/ 0,00 0,00/ 0,00/ 0,00{ 0,00 0,00/ 0,00| 0,00/ 0,00{ 0,00
1145(a) 0,00]0,00|0,000,00{0,00|0,00/0,00|0,00{0,00(0,00/ 0,00/ 0,00/ 0,00/ 0,00{ 0,00 0,00/ 0,00| 0,00/ 0,00{ 0,00

141(a) |0,00]0,00]0,00] 0,00|0,00|0,00|0,00| 0,00/ 0,00/ 0,00/ 0,00/ 0,00 0,00 0,00/ 0,00 0,00{ 0,00, 0,00/ 0,00 0,00
1145(a;) |0,04/0,00/0,00]0,00/0,00/0,00|0,00/0,00| 0,00/ 0,00] 0,00| 0,00 0,00| 0,00/ 0,00| 0,00/ 0,00] 0,00/ 0,00 0,00
143(a) |0,96]0,95|0,85|0,76| 0,66/ 0,57|0,47)0,37)0,28/ 0,18/ 0,09/ 0,00/ 0,00/ 0,00/ 0,00 0,00/ 0,00 0,00/ 0,00/ 0,00
144(2) |0,000,05/0,15| 0,240,341 0,43/ 0,53/ 0,63/ 0,72/ 0,82/ 0,91/ 0,99/ 0,90/ 0,80/ 0,71/0,61/0,51/ 0,42/ 0,32/ 0,23
1145(a) |0,00]0,00]0,00] 0,00|0,00| 0,00|0,00| 0,00/ 0,00/ 0,00/ 0,00/ 0,01/0,10{ 0,20/ 0,29 0,39/0,49) 0,58/ 0,68 0,77
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Tab. 111-2. c.d. Wartosci stopni przynaleznosci paj(ai) ( i=1,...40) zbioré6w rozmytych dla
udziatu frakcji lekkiej wegla gdzie: a) j=1,...,3, b) j=1,...,5, ¢) j=1,...,7

c)

az

as

ay

as

as

ay

ag

dg

aio

aig

a

a3

aiq

ais

aie

a7

aig

dig

a0

a1(25)

0,93

0,79

0,65

0,50

0,36

0,22

0,07

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

Lax(Q)

0,07

0,21

0,35

0,50

0,64

0,78

0,93

0,93

0,79

0,64

0,50

0,36

0,21

0,07

0,00

0,00

0,00

0,00

0,00

0,00

L43(2)

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,07

0,21

0,36

0,50

0,64

0,79

0,93

0,93

0,78

0,64

0,50

0,35

0,21

H44(24)

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,07

0,22

0,36

0,50

0,65

0,79

L45(2)

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

46(2)

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

L47(25)

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

axn

az

a3

a4

azs

Az

azr

azg

dog

aso

as

as;

as3

dzg

dss

dzs

as7

dsg

dag

a4o

Ha1(2)

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

Lax(Q)

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

143(2)

0,07

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

L444(25)

0,93

0,92

0,78

0,64

0,49

0,35

0,21

0,06

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

Has(2)

0,00

0,08

0,22

0,36

0,51

0,65

0,79

0,94

0,92

0,78

0,63

0,49

0,35

0,20

0,06

0,00

0,00

0,00

0,00

0,00

JED)

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,08

0,22

0,37

0,51

0,65

0,80

0,94

0,92

0,77

0,63

0,49

0,34

2 ED)

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,00

0,08

0,23

0,37

0,51

0,66

Zamieszczony na rysunku 111-10 wykres przedstawia czas tworzenia bazy regul oraz
otrzymang liczbg¢ regut elementarnych, w zaleznosci od liczby zbiorow rozmytych, jakie
zostaly zdefiniowane dla poszczegélnych zmiennych procesow autoregresji AR(2) i AR(3).
Z analizy wykresOw mozna wyciaggna¢ nastgpujace wnioski:

- 1m wigce] zostato zdefiniowanych zbiorow rozmytych, tym model wiedzy zawiera wigce]
regul elementarnych o niezerowych wagach, wobec tego takze czas generowania regut
tego modelu ulega wydtuzeniu,

- im model zawiera wigcej zmiennych wejSciowych tym jego zloZzono$¢, mierzona liczba
regul elementarnych, wzrasta a wraz ze wzrostem liczby zbioréw rozmytych dla kazdej
zmiennej, liczba regut elementarnych wzrasta jeszcze szybciej.
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Rys. 111-10. Liczba regut elementarnych oraz czas tworzenia reprezentacji wiedzy w zaleznosci od ilosci
zdefiniowanych zbioréw rozmytych dla kazdej zmiennej w modelach: a) AR(2) b) AR(3)
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Rysunki 111-11 oraz 1ll1-12 zawierajg wykresy przedstawiajgce czasy tworzenia regut dla
modeli AR(2) i AR(3) oraz liczb¢ otrzymanych regut elementarnych z niezerowymi wagami,
w zaleznosci od liczby roztacznych przedziatow dyskretyzacji warto$ci zmiennych. Wykresy
zostaty przedstawione z uwzglednieniem modelu wiedzy zawierajacego kolejno 3, 5 1 7
zbiorow rozmytych dla kazdej zmiennej, definiowanych jak w tabeli I1I-2. Liczba roztacznych
przedziatow wptywa nieznacznie na struktur¢ modelu przy matlej liczbie zbioréw rozmytych
(rys. 1I-12). Przy siedmiu zbiorach rozmytych liczba regut elementarnych modelu ulega
wickszym wahaniom. Jednakze, zwigkszenie liczby roztacznych przedzialdéw powoduje
wydtuzenie czasu generowania regut. Jest to szczegodlnie widoczne przy wigkszej liczbie
zbiorow rozmytych, niezaleznie od ilo$ci zmiennych modelu (rys. I11-11).
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Rys. 111-11. Czas tworzenia reprezentacji wiedzy w zaleznos$ci od liczby roztgcznych przedziatow dyskretyzacji
warto$ci zmiennych dla 3,5,7 zdefiniowanych zbioré6w rozmytych kazdej zmiennej w modelach:
a) AR(2) b) AR(3)
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Rys. 111-12. Liczba regut elementarnych reprezentacji wiedzy w zaleznosci od liczby roztacznych przedziatow
dyskretyzacji wartosci zmiennych dla 3,5,7 zdefiniowanych zbioréw rozmytych kazdej zmiennej w modelach:
a) AR(2) b) AR(3)

Rysunki 111-13 oraz Ill-14 zawierajg wykresy pokazujace wyrazniej, iz czas generowania
bazy regul 1 liczba regut elementarnych z niezerowymi wagami wzrasta wraz ze
zwigkszeniem si¢ liczby zmiennych i liczby zbioréw rozmytych dla kazdej zmiennej.
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Rys. 111-13. Zalezno$¢ czasu tworzenia reprezentacji wiedzy od liczby zmiennych modelu dla réznej liczby

zdefiniowanych zbiorow rozmytych kazdej zmiennej
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Rys. 111-14. Zalezno$¢ liczby regut elementarnych reprezentacji wiedzy od liczby zmiennych modelu dla r6zne;j

liczby zdefiniowanych zbiordw rozmytych kazdej zmiennej

Przedstawione wykresy (rys. 111-10, I11-14) potwierdzaja dobrze znang zasadg [pie03], ze
jezeli oznaczymy ilo$¢ wejs¢ modelu jako N i1 zatozymy, ze kazda wielkos¢ wejsciowa jest
scharakteryzowana identyczng iloscig J zbioréw rozmytych, to maksymalna ilo§¢ R regut
z prostymi przestankami okre§lona jest wzorem: R=J". W reprezentacji wiedzy (109)
wystepuja regulty z prostymi przestankami i1 rozpatrujemy roéwniez wszystkie mozliwe
wartosci lingwistyczne na wyjsciu, zatem ilos¢ regut R zalezy wyktadniczo od ilosci
zmiennych N+1 oraz ilosci zbiorow rozmytych J modelu.
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Mimo obliczen wektoryzowanych, przyktad pokazuje, iz czas wyznaczenia pelnego
rozktadu  prawdopodobienstw  réwnoczesnych  zdarzen rozmytych, zachodzacych
w poprzedniku i nastepniku reguty warunkowej, szybko wzrasta wraz z zwigkszeniem si¢
liczby zmiennych wejsciowych, liczby ich wartosci lingwistycznych oraz liczby roztacznych
przedziatow dyskretyzacji ich przestrzeni. Przy wickszych wartoSciach ww. parametrow
utworzenie probabilistyczno-rozmytej bazy wiedzy moze sta¢ si¢ nieosiggalne w rozsgdnym
okresie czasu. Budowanie wielowymiarowych macierzy wplywa takze na zlozono$¢
pamigciowg programu, zatem niemozliwe staje si¢ tworzenie systemu z duzg iloscig wejsc.

Inny przyklad modelowania rozmytego dla szeregdbw czasowych z uwzglednieniem
omowionego algorytmu zostat przedstawiony w [bta09].

W dalszej czg$ci rozdziatu I11-3 dysertacji bedg analizowane metody przeszukujace przestrzen
wartos$ci zmiennych w celu generowania regut probabilistyczno-rozmytego modelu wiedzy,
ktore sg oparte na niepetnym rozktadzie prawdopodobienstw zdarzen rozmytych w regutach.

3.2.  Algorytmy oparte na regutach asocjacji

Niezaleznie od metody automatycznego pozyskiwania wiedzy, wymaga si¢, aby
rozmyte reguly uzyskiwane byly na podstawie ich optymalnego dopasowania do danych
doswiadczalnych. W tym sensie, generowanie regul mozna rozumie¢, jako wyszukiwanie
regut o duzej czestoSci wystepowania, przy czym, parametr czestoSci wystepowania
charakteryzuje dopasowanie regut. Wagi regul w postaci IF-THEN wyrazajace
prawdopodobienstwo zdarzen rozmytych w przestance i konkluzji regut moga by¢ traktowane
jako miary wspotwystepowania rozmytych warto$ci zmiennych w kolekcjach danych
doswiadczalnych, co stanowi sens rozmytych regut asocjacji (rozdzial 1I-5.3). Zauwazono
rowniez, 1z struktura rozmytych regut asocjacji jest zblizona do struktury regut
probabilistyczno-rozmytego modelu wiedzy (109). Zaproponowano zatem, wykorzystanie
metod odnajdywania regutl asocjacji do budowy probabilistyczno-rozmytej bazy wiedzy.
Ponizej przedstawione zostang algorytmy, ktore przeszukuja przestrzen wartoSci
lingwistycznych zmiennych wejsScia/wyjscia 1 wyszukuja reguty bazy wiedzy na podstawie
zatozefh metody odnajdywania rozmytych regut asocjacji.

3.2.1. Budowa bazy regul z uwzglednieniem algorytmu wyszukujacego
ilosciowe reguly asocjacji

W pierwszym etapie poszukiwania odpowiedniej metody generowania regut dla
probabilistyczno-rozmytej bazy wiedzy, badano wykorzystanie algorytmu wyszukujgcego
ilosciowe reguly asocjacji (ang. quantitative association rules) [wb08b], [wb08c], [bta07a],
[bta07b]. Metoda budowy modelu wiedzy polegala na wykorzystaniu algorytmu
wyszukujacego nierozmyte reguty asocjacji oraz pdzniejszego rozmywania wygenerowanych
regul w celu otrzymania wlasciwego modelu stanowigcego probabilistyczno-rozmyta baze
wiedzy. Z uwagi na dostgpnos¢ narzgdzia Oracle Data Mining wraz z aplikacja Data Miner,
do budowy modeli wykorzystano zaimplementowany w nim algorytm Apriori, ktory
szczegbtowo zostal omowiony w rozdziale 11-5.2.1. Etapy modelowania przedstawia rysunek
111-15.
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Tabela danych do$wiadczalnych

nr X4 . Xy Y RM:  w,(Jezeli x, jest AV, | x, jest A®, || x, jest AN,
1 1 1 To y= B, z waga W,
1 X'y Xy | Y Takze y jest B, z waga w,,
2 2 2
X X
31 3N Y3 WYSZUKIWANIE & Takze y jest B, z waga w,,),
X%y | Y REGUL ASOCJACJI 7
s 4
" <—1  Tabela regut asocjacji w wersji ,nierozmytej" BUDOWA MODELU
M oM | . [y yh'\ XNE 8% nr Regula Wsparcie | Ufnos¢ ; 5 .
@ 1o X a o (X=aB) | s o OORAD = AR 1S V=B ) ()
\ 1 |am am™. | b, i Pyr= 3= (Y=b) s < {X;= A0 Xy= AN )= (Y=B, 5} (85, €5
B~ g 16| 282
DYSKRETYZACJAS=1\ T R X, o = =B} (s',¢
2 ama \B(N)z ba 2 Xyo=a -‘\;:b‘? a%, )= 852 52 X;= A0, Xy= AN, }=> {Y=B,} (SJ'CJ)
3 [an,| .. [a™, ] b, | (Vb (K oW Xmaly | s, o 7
J_[X=alh, . X=a%, )= (Y=b,) S 1

ROZMYWANIE REGUE /}/
M [a® | .. |a®y | by, R\ [/

FILTROWANIE REGUE ==\ %= 8", X = aM}=>{Y=by} (s,.C,)

X,= alh, ..., X= aM,}=> {Y=b, } (s,5C,s)

K= a0, Xy= Ay 1= (Yob) (5,0,)

Rys. 111-15. Etapy modelowania z wykorzystaniem algorytmu wykrywajacego iloéciowe reguty asocjacji

Budowa modelu dla systemu typu MISO o N-wejsciach i jednym wyjsciu, sktadata sie
Z nastgpujacych etapow (na podstawie [bta07b]):

1)

2)

3)

4)

Dyskretyzacja numerycznych wartosci zmiennych wejsciowych x;,X,,...,Xy 1 wyjSciowej
y do roztacznych przedziatéw odpowiednio oznaczonych jako {a(”,..a{",..,.a®} dla x,
oraz {b, ,..b,,...b } dlay.

Wyszukiwanie regut asocjacji z wykorzystaniem odpowiedniego algorytmu np. algorytmu

Apriori, przy zalozonej warto$ci minimalnego wsparcia min s i minimalnej ufnosci min ¢
dla regut (patrz rozdziat 11-6.1+11-6.2).

Filtracja, wyszukanych w podpunkcie drugim, regut asocjacji w celu otrzymania regut
typu:

.= aﬁ? =2 XN :alg,\’\,l)}j =By, Fu kykyes Ok, ) (123)

kN+1

ktore mozna zastosowa¢ do regutowego modelowania systemu.
Rozmywanie regut asocjacji. Stosujac podejscie lingwistyczne [zad75] wprowadzamy
zbiory rozmyte (wartosci lingwistyczne) A(n"),B,M zmiennej wejsciowej X, |zmiennej

wyjsciowej Y, zdefiniowanych wg definicji 3, ktore w rozmytych regutach asocjacji
mozna  traktowa¢  jako  zdarzenia  rozmyte.  Korzystajgc  z nierozmytego
prawdopodobienstwa zdarzenia rozmytego wg Zadeha (na podstawie def. 24), w mysl
metodyki opisanej w rozdziale 111-3.2.3, dochodzimy do prawdopodobienstwa tgcznego

zdarzen rozmytych A® N ..A A NB

Ina

Niech zmiennej lingwistycznej x, odpowiada zbidr wartosci lingwistycznych L(X;).
Wowcezas prawdopodobienstwo zdarzenia rozmytego AV~ ..nA™ B, okreslonego
w zbiorze L(X,)x...x L(X,) zmiennej lingwistycznej bedzie obliczane nastepujaco:

PAY N .nAMAB )= Z Zpk1...kN+1(X1""’XN’y)'

Ki=1,...K Kyi=L..K

'T['u/\(f) (aﬁ?),---,/lA]<NN> (aﬁzl))fﬂgm ) (b, )1, (124)
gdzie: T jest operatorem t-normy, zdefiniowanym wg def. 12.
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Wzor (124) okreSla wparcie (s', , ) dla rozmytych regul asocjacji. Miara ufnosci
(c',.,.,) tych regut wyznaczana jest natomiast na podstawie rozkladow warunkowych
zdarzen rozmytych:

PB, /A A =PAY A LAAMY AB ) IPAY A LAY, (125)

IN+1

przy czym suma tych prawdopodobienstw dla wszystkich mozliwych zdarzen rozmytych
konkluzji sumuje si¢ do jedynki. W ten sposdb otrzymujemy lingwistyczne reguty
asocjacji w postaci:

= Aﬁl’, 2 Xy ZA(NN)}:> =B, (i oty ) (126)

gdzie: s'; sg wsparciem 1 ufnos$cig wg (124-125) odpowiednio dla zbiorow

rozmytych o indeksach ly,...,Iy zmiennych wejsciowych x,X,,...,Xy 0raz zbioru rozmytego
o0 indeksie Iy+1 dla zmiennej wyjsciowe;j Y.

H 1
oy VG
I} 1N

5) Budowa probabilistyczno-rozmytej reprezentacji wiedzy. Reguty (126) moga miec
zastosowanie do tworzenia modelu wiedzy dla systemu przy istnieniu niepewnosci
0 charakterze rozmytym. Wowczas pierwsza regula plikowa R(1) modelu ma postac:
Jezeli x, jest AV 1 ... 1 x jest A™ | z wagg wy
To y jestB,,,z waga Wi

Takze Yy jestB,,, z waga Wi

Takze y jestB,,, z waga W) . (127)

Wagi regut w; oraz wj; sa prawdopodobienstwami, wynikajagcymi odpowiednio
z wsparcia 1 ufnosci w rozmytych regutach asocjacji, nastgpujaco:

W = Zslll...lN i1 (128)
=1L
, S',.1,11
W =CLiin=—~~, - (129)
ZS 1..1,1/1
=1L

W przypadku zatozenia warto$ci minimalnego wsparcia min s i minimalnej ufnosci min ¢ na
poziomie zera dla wyszukiwania iloSciowych regut asocjacji, otrzymujemy model wiedzy
identyczny jak w przypadku algorytmu generujacego pelny rozktad prawdopodobienstwa
(rozdz. 111-3.1). Jezeli wartos¢ min s jest wicksza od zera (badz/i wartos¢ min ¢ jest wicksza
od =zera), woéwczas w podpunkcie 2) 1 3) otrzymujemy reguly, dla ktérych
prawdopodobienstwo wystepowania jednoczesnych zdarzen w przestance i konkluzji jest
wicksze od wartoSci min S, natomiast prawdopodobienstwo warunkowe wystepowania
zdarzen w konkluzji jest wicksze od wartosci min c. Totez wagi reguty (128), (129)
probabilistyczno-rozmytej reprezentacji wiedzy stanowia zanizone prawdopodobienstwa
wystepowania zdarzen rozmytych w regule. Przy matych warto$ciach min s i min ¢ wagi regut
sg zblizone do wtasciwego prawdopodobienstwa rozktadu empirycznego zdarzen rozmytych.
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Dla skrdécenia czasu obliczen rozmywania regut asocjacji (podpunkt 4) mozna rowniez
zastosowac operacje tablicowe wykonywane na macierzach:

Ep'-*T*(E:(}),...,EEA";N)),Eé:;”), (130)

' —
hdndna
a1 a0 b 1€ X2 x Xy <Y

gdzie: E® stanowi macierz [s', ik - Ei\”()n) — macierze o elementach (117), ES)—
+! . 13

In
macierz o elementach (118), ,, .*” oznacza mnozenie tablicowe, natomiast T - operator
t-normy wykonywany z wykorzystaniem operacji tablicowych.

W [bla07a], [bla07b] opisano szczegétowo mozliwosci modelowania dla szeregow
czasowych.

PRZYKLAD

Zastosowanie ilosciowych regut asocjacji do modelowania w systemie z probabilistyczno-
rozmyta baza wiedzy zostanie pokazane na przykltadzie modelowania systemu dynamicznego
dla wybranych cech wegla kamiennego [bla07b]. Uzyto danych: udzial jednej frakcji
gestosciowej 1 zawarto$¢ popiotu w tej frakcji, oznaczone w kolejnych 496 probkach.

Probabilistyczno-rozmyty model wiedzy udziatu frakcji lekkiej wegla (X) zostal oparty
0 model autoregresji AR(1), zawierajacy zmienne: X(t), X(t-1). Zawartos¢ frakcji lekkiej wegla
w probcee jest dang ilosciowa, wobec tego dokonano dyskretyzacji wartosci na 10 przedziatow
aa, ...,a10, statych w przestrzeniach zmiennosci. Wéweczas, nierozmyte reguly asocjacji dla
modelu AR(1) (min s=0, min ¢=0), be¢dace wynikiem zastosowania Oracle Data Miner, majg
postac jak w tabeli I11-3.

Tab. 111-3. Przyktad ilosciowych regut asocjacji zmiennych x(t), x(t-1)

Nr reguly JEZELI TO c[%] | s[%]
66 X(t-1)=(0.34,0.41>  [x(t)=(0.34,0.41> 30,84 6,67
84 X(t-1)=(0.34,0.41>  |x(t)=(0.41,0.47> 27,10 |5,86
100 X(t-1)=(0.34,0.41>  |x(t)=(0.47,0.54> 19,63 (4,24
48 x(t-1)=(0.34,0.41>  |x(t)=(0.27,0.34> 6,54 [1,41
118 X(t-1)=(0.34,0.41>  |x(t)=(0.54,0.61> 561 [1,21
32 X(t-1)=(0.34,0.41>  [x(t)=(0.20,0.27> 561 [1,21
20 X(t-1)=(0.34,0.41>  |x(t)=(0.14,0.20> 1,87 [0,40
8 X(t-1)=(0.34,0.41>  |x(t)=(0.07,0.14> 1,87 [0,40
130 X(t-1)=(0.34,0.41>  [x(t)=(0.61,...) 093 0,20

Dokonujac fuzzytikacji wyznaczonych regut asocjacji, wprowadzono pi¢¢ zbiordw rozmytych
Ag,...,As, utozsamianych z warto$ciami zmiennej lingwistycznej Z o warto$ciach z zakresu:

L(Z2)={'bardzo niska', 'niska', 'Srednia’, 'wysoka', 'bardzo wysoka'}, (131)
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w skrocie: L(Z)={'BN', 'N', 'S, 'W', 'BW'}. Przyj¢to state warto$ci stopni przynaleznosci zi4j(ai),
z jakimi zbiory aj,..., ai, uzyskane z dyskretyzacji warto$ci atrybutow, naleza do zbioréw
Ay,... A5 (tab. 111-4).

Tab. I11-4. Wartosci stopni przynalezno$ci 4(a;) (j=1,...,5; i=1,...10) zbiorow rozmytych dla udziatu frakcji
lekkiej wegla

a | ap | ag | a4 | @ | A | A7 | Ag | A9 | Ay

ua(@)| 09/05(02[o1l oo fofofo]o

uo@)| 01050705 /o1| 0o oo o
uo@)| 0 | 0 [o1|o4afo9o09o4al01| 0] 0
uuw@)| 0 oo o lootlos]o7]05]01
us@)| 0 (oo ofo|ofor][o2]05]09

Oczywiscie zachodzi zaleznos¢ (107), czyli:

Zslij (@;)=1 i=1..10. (132)

=1

Wryniki obliczen dla AR(1) na podstawie wzorow (124)-(125), w ktorych otrzymujemy
rozktady prawdopodobienstwa zdarzen rozmytych, zwigzanych z przynalezno$cig wartosci do
zbiorow Aj, ...,As, zostaly przedstawione w tabeli III-5 (rozktad taczny) i w tabeli I1I-6
(rozktad warunkowy).

Tab. 111-5. Laczny rozktad prawdopodobienstwa dla zmiennych lingwistycznych x(t), x(t-1)

Rozkiad taczny prawdopodobienstwa
«© XD PX(t-1)=A A X(®=A), ij=1,...5
A (BN) Az (N) Az (S) A4 (W) As (BW)
A (BN) 0,0003 0,0018 0,0125 0,0080 0,0024
A, (N) 0,0019 0,0079 0,0342 0,0216 0,0066
Az (S) 0,0113 0,0321 0,2031 0,1367 0,0469
Ay (W) 0,0069 0,0203 0,1363 0,1309 0,0511
As (BW) 0,0037 0,0091 0,0442 0,0497 0,0206
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Tab. 111-6. Warunkowy rozktad prawdopodobienstwa dla zmiennych lingwistycznych x(t), x(t-1)

X(t-1) Rozkiad warunkowy prawdopodobienstwa
Xt P(x(t)=A; Ix(t-1)=A)), i,j=1,...,5
A; (BN) Az (N) A3 (S) A (W) As (BW)
A; (BN) 0,0134 0,0253 0,0290 0,0231 0,0190
A, (N) 0,0773 0,1108 0,0794 0,0623 0,0517
As (S) 0,4681 0,4511 0,4721 0,3941 0,3676
As (W) 0,2882 0,2852 0,3167 0,3773 0,4002
As (BW) 0,1529 0,1276 0,1028 0,1432 0,1616

Tab. 111-7. Przyktad rozmytych regut asocjacji dla zmiennych lingwistycznych x(t), x(t-1)

Nr reguly JEZELI TO c' s'
1 X(t-1)=S X(t)=S 0,4721 0,2031
2 X(t-1)=W X(t)=S 0,3941 0,1367
3 X(t-1)=S X(t)=W 0,3167 0,1363
4 X(t-1)=W X(t)=W 0,3773 0,1309
5 X(t-1)=BW  [x(H)=W 0,4002 0,0511
6 X(t-1)=W X(t)=S 0,1432 0,0497

Przykladowe, rozmyte reguly asocjacji prezentuje tabela III-7. Wowczas, model systemu
dynamicznego, z uwzglednieniem autoregresji rzedu pierwszego, zawiera 5 regut plikowych.
W kazdym pliku mogg znajdowaé si¢ do 5 regul elementarnych. Otrzymano zbior regut,
z ktorych pierwsza jest w postaci:

R(1): Jezeli x(t-1) jest S, z wagag 0,4303
To x(t) jest S z waga 0,4721
Takze x(t) jest W z wagg 0,3167
Takze x(t) jest BW z waga 0,1028
Takze Xx(t) jest N z waga 0,0794
Takze Xx(t) jest BN z waga 0,0290.

(133)

Dla wigkszej iloSci zmiennych modelu zostanie przedstawiony sposob tworzenia regut
z wykorzystaniem udziatu frakcji lekkiej wegla 1 popiotu w tej frakcji. Podziat przestrzeni
zmiennosci dla udziatu frakcji lekkiej wegla (X) 1 procentowego udziatu popiotu (y) frakcji
lekkiej dokonano, podobnie jak w poprzednim podpunkcie, na 10 réwnych zbiorow
nierozmytych, nazwanych odpowiednio ay, ..., aig oraz by, ..., by. Dla udziatu frakcji lekkiej
wegla wprowadzono pig¢ zbioréw rozmytych Aj, ..., As, odnoszacych si¢ do wartosci
lingwistycznych zmiennej (131) oraz posiadajacych wartoéci funkcji przynalezno$ci ze4i(a;)
jak w tabeli I11-4. Dla popiotu wprowadzono takze pi¢¢ zbiorow rozmytych Bi, ..., Bs
z analogicznymi warto$ciami lingwistycznymi L(K) zmiennej lingwistycznej K oraz
wartosciami stopni przynaleznosci ug(bi) zawartymi w tabeli 111-8.
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Tab. 111-8. Wartosci stopni przynaleznos$ci z(b;) zbiorow rozmytych dla zawartosci popiotu we frakeji lekkiej

by [ b, [ bs | by | bs | bs | by | bg | by | by
un®) (0701l 0] o[ oo |o]o]o
un®) |03 ]05/01] 0o o|o]o0o]o
un®) | 0 (04090907 04| 0] 0] 0
um®) | 0 [ 0 [ 0o [o1]03]06]09]06]01
us®) | 0 [ 0l o] o] o] o o1]o04]009

| O O o] o

Przeprowadzono eksploracj¢ danych empirycznych algorytmem Apriori dla dwoch atrybutow
X 1y zgodnie z modelem y(t)=f(x(t-2),x(t-1),y(t-2),y(t-1)). Warto$¢ wyjsciowa modelu stanowi
zawarto$¢ popiotu w frakcji lekkiej, mierzona w czasie t. Reguly z najwyzszymi miarami
wsparcia dla poszukiwanej probabilistyczno-rozmytej reprezentacji wiedzy zawarte sg
w tabeli 111-9.

Tab. 111-9. Przyktad ilosciowych regut asocjacji modelu y(t)=f(x(t-2),x(t-1),y(t-2),y(t-1))

Nr reguly JEZELI TO c [%] s [%]

X(t-2)=<0.34,0.41) AND y(t-2)=<1.5,2.38) AND
11842 y(t)=<1.52.38) [81,82 [1,82
X(t-1)= <0.34,0.41) AND y(t-1)= <1.5,2.38)

X(t-2)= <0.34,0.41) AND y(t-2)= <1.5,2.38) AND
11877 y(t)=<1.52.38) [77,78 |1,42
X(t-1)= <0.41,0.47) AND y(t-1)= <1.5,2.38)

X(t-2)= <0.41,0.47) AND y(t-2)= <1.5,2.38) AND
12267 y(t)=<1.5,2.38) 60,00 |1,21
X(t-1)= <0.41,0.47) AND y(t-1)= (...,1.5)

Po dokonaniu obliczen wedlug (130), wprowadzajacych rozmycie do regul asocjacji,
otrzymano rozktady prawdopodobienstwa facznego w postaci tablicy o wymiarach
5x5x5x5x5. Przyktadowy rozktad acznego prawdopodobienstwa, gdy X(t-2)=As, y(t-2)=B3
oraz y(t-1)= Bs, przedstawia tabela 111-10.

Tab. 111-10. Laczny rozktad prawdopodobienstwa dla poszukiwanego probabilistyczno-rozmytego modelu
wiedzy

Rozkiad taczny prawdopodobienstwa
v XD PIx(t-2)= A; N y(t-2)= B3 x(t-1)=A; N y(t-1)= Bs n y(t)= B;], i,j=1,....5
A1 (BN) Az (N) As (S) Aq (W) As (BW)
B; (BN) 0,0001 0,0007 0,0029 0,0017 0,0007
B, (N) 0,0008 0,0032 0,0146 0,0101 0,0043
B; (S) 0,0025 0,0101 0,0477 0,0379 0,0175
B4 (W) 0,0003 0,0015 0,0050 0,0039 0,0017
Bs (BW) 0,0000 0,0003 0,0006 0,0007 0,0006

Kolejno, wagi regut elementarnych zostaly podane jako warunkowe prawdopodobienstwo
zdarzen rozmytych P[y(t)= Bz / (X(t-2)= A1 n y(t-2)= By N X(t-1)=A2i N y(t-1)= By)],
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analogicznie do (128)-(129). Otrzymano reguly plikowe z wagami niezerowymi, z ktorych
pierwsza reguta jest w postaci:

R(1): Jezeli x(t-2) jest S 1 y(t-2) jest S I x(t-1) jest S 1 y(t-1) jest S, z waga 0,07082
To y(t) jest S z wagg 0,67303
Takze y(t) jest N z wagg 0,20683 (134)
Takze y(t) jest W z waga 0,06990
Takze y(t) jest BN z wagg 0,04110
Takze y(t) jest BW z waga 0,00914.

Na podstawie przedstawionego przyktadu mozna stwierdzié, iz:

- generowanie bazy wiedzy z wykorzystaniem algorytmu tworzacego ilosciowe reguly
asocjacji stanowi stosunkowo niewielkg cze¢$¢ w przedstawionym procesie modelowania

(zwykle 20-25% czasu),

- najwigcej czasu pochtania etap przygotowania danych oraz etap "rozmywania" wczesniej
otrzymanych regul,

- czas obliczen znacznie wzrasta wraz ze zwigkszeniem liczb zmiennych systemu (wejsé
I wyjs¢), liczby roztgcznych przedzialow (na jakie przestrzen warto$ci rozwazanych
zmiennych zostala podzielona) oraz liczby warto$ci lingwistycznych tychze zmiennych,

- wstgpna granulacja przestrzeni zmiennych, w celu znalezienia wiarygodnych regut
z rozktadem prawdopodobienstwa zdarzen nierozmytych oraz pdzniejsze rozmywanie
zdarzen, zmniejsza ztozono$¢ modelu wiedzy pod katem liczby regul, a nieznacznie tylko
skraca czas obliczen,

- ponadto, algorytmy wyszukujace reguty asocjacji (w tym algorytm Apriori) generuja duzo
wiecej regul, niz jest to potrzebne do budowy modelu wiedzy.

Jednym z rozwigzan jest zastosowanie metod obliczen bazujacych na algorytmach
wyszukujacych bezposrednio rozmyte reguty asocjacji. Poniewaz omawiane algorytmy nie sg
zaimplementowane w znanych autorowi, komercyjnych narzedziach eksploracji,
postanowiono utworzy¢ wilasne narzegdzie, ktore pozwoli nie tylko na modelowanie z uzyciem
idei wyszukiwania rozmytych regut asocjacji ale roOwniez pdzniejsze wnioskowanie w oparciu
0 zbudowany model wiedzy.

3.2.2. Budowa bazy regul z uwzglednieniem zmodyfikowanego
algorytmu Apriori

W ostatnich latach temat wyszukiwania rozmytych regul asocjacji jest czesto
poruszany w anglojezycznych publikacjach. Spotyka si¢ jednak rézne podej$cie w stosunku
do omawianych metod (patrz rozdzial II-5). Elementem najczeSciej analizowanym jest czas
wyszukiwania regul asocjacji oraz jako$¢ utworzonych regul. Istnieje zatem wiele
algorytméw przeszukujacych przestrzen wartosci zmiennych w celu znalezienia rozmytych
regul asocjacji, a same reguly sa roznie definiowane (patrz rozdziat II-5.3). Najczgsciej
spotykane definicje wielko$ci miar statystycznych wsparcia i ufnosci rozmytych regut
asocjacji sa okre$lone za pomocg wzorow (102)-(104). W dysertacji proponuje si¢ réwniez
obliczanie miary wsparcia na podstawie zalezno$ci (116), ktéra pozwala na obliczenie
prawdopodobienstwa zaj$cia jednoczesnego zdarzen rozmytych zdefiniowanych na
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roztacznych przedziatach wartosci zmiennych. Zatozenie warto$ci progowej minimalnego
wsparcia pozwoli na ograniczenie liczby regut rozmytych do tych, ktorych wsparcie jest
wyzsze od wartoSci zaktadanej min w. Pojedyncze zdarzenia rozmyte (k=1) lub iloczyny
k zdarzen rozmytych, ktore spetniaja warunek minimalnego wsparcia s3 wowczas nazwane
rozmytymi zdarzeniami czestymi k-elementowymi. Zbiory rozmytych zdarzen czestych (k=1)
lub iloczynéw Kk rozmytych zdarzen beda nazwane zbiorami czestymi k-elementowymi.
Analizowany algorytm generowania probabilistyczno-rozmytej bazy wiedzy jest oparty na
glownym zatozeniu algorytmu Apriori (szczegdlowe omoédwienie algorytmu znajduje si¢
w rozdziale 11-5.2.1), ktore mowi o tym, iz podzbiory zdarzen czgstych stanowig takze
zdarzenia czeste. Stad tez budowa regut rozpocznie si¢ od wybrania zbioru jedno-

elementowych rozmytych zdarzen A;‘, Bj, ktorych prawdopodobienstwo wystgpowania jest

wigksze od wartosci min w. Mozna zatem zauwazy¢, iz konkluzje regut s wydobywane
jednoczes$nie z przestankami. Omawiane podejscie zostato przestawione w [wb09].

Zmodyfikowany algorytm Apriori

Wejscia proponowanego algorytmu:
- zbidr | pomiaréw uzytych do identyfikacji modelu,

- predefiniowana baza danych (warto$ci lingwistyczne zmiennych rozwazanych w modelu
oraz definicje zbioréw rozmytych utozsamianych z tymi warto§ciami),

- warto$¢ progowa minimalnego wsparcia (min w).

Wyjscie: baza regut probabilistyczno-rozmytej bazy wiedzy.

Notacja uzyta do przedstawienia algorytmu jest nastgpujaca:

| — liczba pomiarow uzytych do identyfikacji modelu wiedzy,

N+1 — caltkowita liczba zmiennych (N zmiennych wejsciowych, 1 zmienna wyjsciowa),

K —liczba rozlacznych przedziatdéw o rdwnej szerokosci w przestrzeniach zmiennych,

Xp— zmienne wejsciowe modelu, X,eX,cR, n=1,...,N,

y — zmienna wyjsciowa modelu, yeYcCR,

IAY| (B]) — liczba wartosci lingwistycznej dla n-tej zmiennej wejsciowej (zmiennej
wyjsciowej)

AJ(") — J-ta wartos¢ lingwistyczna n-tej zmiennej wejsciowe;, j=1,...,|A(n)|, n=1,...,N,

Bj — j-ta warto$¢ lingwistyczna zmiennej wyjsciowej, j=1,...,|B|,

a™ =@™,...a",...al") — roztaczne przedzialy wartosci N-tej zmiennej wejsciowej X,
n=1,...N,

b=(b,....b,....bc ) — roztaczne przedzialy warto$ci zmiennej wyjsciowe;j Yy,

W — obliczona warto$¢ wsparcia dla kandydatéw zbiorow,

min w — zatozona, minimalna warto$¢ wsparcia,

Cr — r-elementowy zbior kandydatow, sktadajacy si¢ z rozmytych zdarzen dla r (1 < r < N+1)
zmiennych systemu,
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Fr — zbior czesty r-elementowy, sktadajacy si¢ z rozmytych zdarzen czestych r-elementowych
(zdarzen rozmytych dla r (1 < r < N+1) zmiennych systemu),

D — dane empiryczne dotyczace badanego systemu, w terminologii data mining czesto
okreslane jako dane transakcyjne (ang. transaction data),

D' — i-ty zbior warto$ci empirycznych zmiennych modelu {X4,...x5, ¥'}, i=1,...1 (i-ty pomiar).
Algorytm do generowania regul dla systemu wnioskujacego typu MISO z probabilistyczno-
rozmyta bazg wiedzy zostat przedstawiony ponize;.

Krok 1: Dyskretyzacja wartosci liczbowych kazdego zbioru D' (i=1,..1) na K rozlaczne
przedziaty (a(n); n=1,...,N oraz b) o jednakowej szerokosci w przestrzeni zmiennych.

Krok 2: Na podstawie proby D, obliczenie rozktadu prawdopodobienstwa dla zdarzenia
nierozmytego:

Py, e V) = P(x €@, xy €l yeby ), K., knea=1,...,K. (135)

Krok 3: Zdefiniowanie kandydatow zbioru cz¢stego 1-elementowego C;. Obliczenie warto$ci
wsparcia dla zmiennych wej$ciowych:

K
w(A") =P(AM)=>"P(x, € aﬁ:))-,uAjn @), j=1,...JA", n=1,.N, (136)
k,

n=1

oraz zmiennej wyjsciowe;j:

w(B;)=P(B;)= > P(yeb ), i=1,...,Bl. (137)

knia=1

kN+l) ’ ‘qu (ka+1

Krok 4: Wybranie zdarzen rozmytych ze zbioru Ci, ktore spetniaja zatozenie minimalnego
wsparcia. Wybrane zdarzenia rozmyte beda stanowi¢ zbidr F; sktadajacy si¢ z rozmytych
zdarzen czestych 1-elementowych:

F ={A" |Vj,n:w(A")>minw, B, |Vj:w(B;)=>minw}. (138)

Krok 5: Zatozenie r=1 jako liczby elementow w rozmytym zdarzeniu czestym. Jezeli zbior F,
nie jest pusty przej$cie do kolejnego punktu algorytmu. W przeciwnym wypadku przerwanie
wykonywania algorytmu. Brak regul rozmytych speniajagcych warunek minimalnego
wsparcia (min w).

Krok 6: Utworzenie Cyq zbioru kandydatow zbioru czgstego r+1-elementowego na
podstawie zbioru czestego r-elementowego F;:

Fo={{A™ .., AM) Al LA O Ated gty 3 (139)

! 1

przy czym ktory$ z zdarzen rozmytych AJ(?_';S) ,$=0,..r-1 (A'(jr:j)) moze stanowi¢ zdarzenie
rozmyte B, (B'; ).
Zbior C,q sktada si¢ z potaczenia elementéw zbioru F; spetniajacych warunek:
(n) _ pr(ng) (n2) _ pr(nz) (n) _ Ar(ney) (n;) ()
(A" _AJT )/\(Aj;1 —Aj: )/\.../\(Ajil =A7 )/\(Aj:1 * Aj': ). (140)

h r-1
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Woéwczas, zbidr Cyiq jest rowny:
_ (n) Ang) (ne1) An)  Ar(ng)
C.. —{Aj-lnl ,Ajzz ,...,Aj:ll ,Aj? ,Aj': }. (141)

Kazdy element zbioru stanowi zdarzenie rozmyte dotyczace innej zmiennej wejsciowej lub
wyjsciowej. Nalezy takze usung¢ zbiory z powtarzajacymi si¢ elementami.

Krok 7: Obliczenie miary wsparcia dla r+1l-elementowych kandydatow rozmytego zbioru
czestego nastepujaco:

WOA A ) = PUA O AL ) =
K

K
D DlPi s Oy X)) T (B @) 100 @], (142)

r+l
k=1 kpyq=l r

gdzie: symbol T oznacza operator t-normy wg tabeli I11-1.
Nalezy zauwazy¢, ze ktory§ ze zmiennych X, ,S= —-1,0,...r —1 moze stanowi¢ zmienng Y,

wowczas A"+ =B, oraz a* =b,

r-s

Krok 8: Wybranie kandydatow rozmytych zdarzen czestych r+1-elementowych ze zbioru
Cr+1, ktore spelniaja zatozenie minimalnego wsparcia i utworzenie z nich zbioru Fg
sktadajacego si¢ z rozmytych zdarzen czestych r+1-elementowych:

oy =AM AN w(AM L AM) > minw} (143)

r+l

Krok 9: Jezeli zbior Frq nie jest pusty i r<N to powtdrzenie krokow 6-9, przy zatozeniu
r=r+1, jako liczby zdarzen rozmytych w zbiorze czestym. Jezeli zbidr F.q jest pusty i r<N to
zakoncz wykonywanie algorytmu — brak regut o podanym wsparciu min w. W przeciwnym
wypadku przejscie do kroku 10.

Krok 10: Utworzenie bazy regul modelu probabilistyczno-rozmytego na podstawie
rozmytych zdarzen czgstych zbioru Friq1. Otrzymujemy zbior regut elementarnych w postaci:

(W(A™,...,A™ B,,)) JEZELI x; jest A™ 1 _.1xy jest A™ TOyjest B, — (144)

Baz¢ regut w postaci (109) otrzymujemy laczac reguly elementarne (144) o tym samym
poprzedniku reguty. Wagi regut sg obliczane nastepujaco:

L WI
W, = ZW| v Wijo =W (145)

1=1 0
gdzie w, = W(A}T“,...,A}?f), B,,;) jest prawdopodobienstwem wystapienia zdarzen rozmytych
w regutach elementarnych z tym samym poprzednikiem (X; jest A}lnl) I...I xy jest A}:‘f) ), L—
liczba regut z jednakowymi zdarzeniami rozmytymi w poprzedniku.

W przypadku, gdy nie ma rozmytych zdarzen czgstych N+1 elementowych, woéwczas nalezy
powtorzy¢ kroki 4-10 algorytmu dla mniejszej wartosci parametru wsparcia regut rozmytych
[wb09].

Proces wydobywania regut dla probabilistyczno-rozmytej bazy wiedzy w postaci schematu
algorytmu przedstawiony jest na rysunku I11-16.
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Na podstawie proby D, obliczenie rozkladu

. . . q i i
Dyskretyzacja wartosci liczbowych kazdego zbioru D' (i=1,...1) T doblens twa dla zdarzenia merozmy D

na K rozlacznych przedziatow (@™; n=1,...,N oraz b) o P (e Xy, ¥) =P(x, €a®,... x, e a™) yeb, )
Lk VL AN 1 € Qe Xy € e

kl---kN+l=1 LK, n= 1 .N.

jednakowej szeroko$ci w przestrzeni zmiennych.

\

Zdefiniowanie kandydatéw zbioru czestego
1-elementowego C;.
Obliczenie wsparcia dla zmiennych wejsciowych

Wybranie zdarzen rozmytych ze zbioru C,, ktére
spelniaja zalozenie minimalnego wsparcia.
Wybrane zdarzenia rozmyte bgda stanowic zbior Fy
sktadajacy si¢ z rozmytych zdarzen czestych

w(A(")) P(AM) = z P(x, ca)- Iy @") 1-elementowych:
=1,...|A"|, n=1,...,N Igraz zmiennej wejsciowej F ={A” |'vj,n:w(A"™) >minw, B;|Vj:w(B,)=minw
W(Bj) =P(B)= 2. P(yehb, ) 4, (b))

. Kyl
J

Zatozenie r=1 - jako liczby elementow
w rozmytym zdarzeniu czgstym.

. TAK
Czy zbior F, jest pusty?

Brak regut modelu probabilistyczno-rozmytego przy
— warto$ci zatozonego wsparcia min w.

Zmniejsz warto$¢ min w i powtorz generowanie regut.

TAK

Czy r=N+1?

Utworzenie kandydatéw zbioru czestego r-elementowego C,na

Zatozen +1' podstawie zbioru F,.; zbioru cze¢stego r-1-elementowych
atozenie r=r+1. d
|:r :{{A{h) A(n 1)} {A(nl) . Aﬁ?j’} ]

przy czym ktory$ z zdarzefi rozmytych Ai"j J5=0,.r-2
moze stanowi¢ zdarzenie rozmyte Bj (B

Js 77

Obliczenie miary wsparcia dla Zbior C, sklada si¢ z polaczenia elementéw zbioru Frq spelniajacych

r-elementowych kandydatéw rozmytych warunek
zdarzen czgstych nastepujaco (A® = AT ) A (AT = AT Y A (AT 2 A )
() )y — (ny) (n)y — Jra
WAM,.. . A")=P(AYN...NA) = ,
L " Wowezas, zbior C; jest rowny C, :{A](W),AJ(“Z),,,,, Al A'(]"H)}
- i 2 r-1
z z [Pk, (Xny e X y) - Kazdy element zbioru stanowi zdarzenie rozmyte dotyczqce innej
e G ) zmiennej wejsciowej lub wyjsciowej.
T(u A (ak1 DIy A0 (ak N Usunigcie zbioréw z powtarzajacymi si¢ elementami.

gdzie symbol T oznacza operatora t-normy.

Nalezy zauwazy¢, ze ktoras ze zmiennych
Xy 1S= 0,..r-1 moze stanowic¢ zmienna y.

Utworzenie bazy regul probabilistyczno-rozmytej bazy
wiedzy na podstawie rozmytych zdarzen czestych zbioru F.
Otrzymujemy zbior regut elementarnych w postaci

(W(A™,..., A" B, ) JEZELI X, jest A™ I...
I Xy jest A" TOvy jest B,

Y

Wybranie kandydatéw rozmytych zdarzen czestych r-

elementowych C,, ktére spelniaja zalozenie minimalnego Bazg regut w takiej postaci otrzymujemy laczac reguty
|| wsparcia i utworzenie z nich zbioru F, sktadajacego si¢ z elementarne o tym samym poprzedniku reguty.
rozmytych zdarzen czestych r-elementowych: Wagi regut 54 obliczane "“I?ISt‘?PuJ aco
Fo={{A™,.. . AW} w(AM,... A™) > minw} W, = le" Wi =ohs
m=] [

gdzie w, = w(A{"™,.., A{* B, ;) jest prawdopodobienistwem
wystapienia zdarzen w regutach elementarnych z tym samym
poprzednikiem, L — liczba regut z jednakowymi zdarzeniami
rozmytymi w poprzedniku.

KONIEC

Rys. 111-16. Algorytm generowania regut modelu probabilistyczno-rozmytego bazujacy na zalozeniach
algorytmu Apriori (na podstawie [rud10])
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Zatozenia przedstawionego algorytmu, ktore odrozniaja go od innych algorytmow
wyszukujacych reguly asocjacji z uwzglednieniem wtasciwosci algorytmu Apriori [agr93], sa
nastepujace:

- uwzglednienie wszystkich zmiennych (atrybutdow) w otrzymanej rozmytej regule asocjacji,
- uwzglednienie konkretnych zmiennych (atrybutow) w przestance i konkluzji regut,
- nieuwzglednianie ograniczenia minimalnej ufnosci regut przy tworzeniu reguty,

- przeksztalcenie postaci rozmytych regul asocjacji do postaci regul probabilistyczno-
rozmytej bazy wiedzy (109).

3.2.3. Budowa bazy regul z uwzglednieniem zmodyfikowanego
algorytmu FP-Growth

Innym, znanym algorytmem wyszukujacym ilo§ciowe reguty asocjacji jest algorytm
FP-Growth. Szczegoty algorytmu, jego zalety 1 wady zostaly omowione w rozdziale 11-5.2.2.
Literatura udowadnia [bor05] [han00b] [pan06], ze zastosowanie algorytmu FP-Growth do
wyszukiwania iloSciowych regul asocjacji jest efektywniejsze, z punktu wiedzenia czasu
trwania obliczen, w stosunku do tradycyjnego algorytmu Apriori (efektywnos$¢ algorytmow
jest rozumiana pod katem minimalizacji czasu trwania obliczen). Artykul [wan09] stosuje
algorytm oparty na zasadach algorytmu FP-Growth do eksploracji danych w celu znalezienia
rozmytych regut asocjacji. Efektywno$¢ tego algorytmu jest zwigkszona z uwagi na
wprowadzenie, wyznaczanych przez ekspertow, ocen wagowych dla zbioréw rozmytych
zmiennych, ktore sa rozwazane w regutach. Uzycie dodatkowych wag, ktore uzytkownik
(ekspert) musialby zdefiniowa¢ podczas budowy bazy wiedzy dla analizowanego w dysertacji
systemu, nie jest elementem pozadanym. Bowiem dla wielu danych dos$wiadczalnych,
okreslenie waznos$ci termind6w rozmytych zmiennych, byloby klopotliwe badz tez nawet
niemozliwe z uwagi na nieznany charakter obiektu. Stad tez, w omawianym rozdziale
analizuje si¢ metod¢ rozmytego modelowania wykorzystujaca ide¢ tworzenia rozmytych regut
asocjacji z uwzglednieniem zasad algorytmu FP-Growth, gdzie potencjalnym zbiorem
czestym moze by¢ kazdy zdefiniowany zbidr rozmyty. Wymieniona wada algorytmu — duze
obcigzenie pamigci z uwagi na rozmiar FP—Growth — nie stanowi przeszkody, gdyz
wykorzystanie metody regut asocjacji do budowy bazy regut dla systeméw wnioskujacych nie
pocigga za soba duzego rozmiaru FP—drzewa. Ponadto budowa struktury FP—drzewa jest
ograniczona jedynie do zapisu informacji, ktore zdarzenia rozmyte moga by¢ analizowane
jednoczesnie. Jest to mozliwe dzigki zaloZeniu wystgpowania okreslonych zmiennych
W przestance 1 konkluzji regut rozmytych.

Zmodyfikowany algorytm FP-Growth

Wejscia proponowanego algorytmu:
- zbidr | pomiaréw uzytych do identyfikacji modelu,

- predefiniowana baza danych (wartosci lingwistyczne zmiennych rozwazanych w modelu
oraz definicje zbioréw rozmytych utozsamianych z tymi warto§ciami),

- warto$¢ progowa minimalnego wsparcia (min w).
Wyjscie: baza regut probabilistyczno-rozmytej bazy wiedzy.

Notacja uzyta do przedstawienia algorytmu jest analogiczna do podpunktu I1-3.2.2.

88



I11. Koncepcja i implementacja systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy

Dla takich samych zalozen wejsciowych zmodyfikowanego algorytmu Apriori i FP-Growth
otrzymuje si¢ baz¢ wiedzy o identycznej strukturze i takich samych parametrach regut. Inny
natomiast jest sposob osiggni¢cia wyniku.

Algorytm do generowania regut dla systemu wnioskujacego typu MISO z probabilistyczno-
rozmytg bazg wiedzy jest przedstawiony ponize;.

Krok 1: Dyskretyzacja wartosci liczbowych kazdego zbioru D' (i=1,..1) na K rozlaczne
przedziaty (a(n); n=1,...,N oraz b) o jednakowej szerokosci w przestrzeni zmiennych.

Krok 2: Na podstawie proby D, obliczenie rozktadu prawdopodobienstwa dla zdarzenia
nierozmytego:
Py, e V) = P(x €@, xy €al, yeby ), K., knea=1,...,K. (146)

Krok 3: Zdefiniowanie kandydatow zbioru czestego 1-elementowego C;. Obliczenie wartosci
wsparcia dla zmiennych wej$ciowych:

K
W(AT) = P(A) = 3P, €a)- s () J=1-. AT 021N (147)
kn=1

oraz zmiennej wyjsciowe;j:

K
w(B,)=P(B;) = ZP(yeka+l)-yBj (b ,)+ i=L.....Bl. (148)

kn41=1

Krok 4: Wybranie zdarzen rozmytych ze zbioru Cy, ktére spetniajg zatozenie minimalnego
wsparcia. W wyniku czego otrzymujemy zbior F; sktadajacy si¢ z rozmytych zdarzen
czestych 1-elementowych Fi:

F ={AD = A" |Vj,n:w(A")>minw, B, =B, |Vj:w(B;)>minw}, (149)

gdzie AJ(-E) stanowi j*-te 1-elementowe rozmyte zdarzenie cze¢ste dla zmiennej wejsciowej Xy,

j*e{l,...,|A(n)|}, Bj» stanowi j*-te l-elementowe rozmyte zdarzenie czgste dla zmiennej
wyjsciowej y, j*e{l,...,|B[}.

Krok 5: Jezeli zbiér Fy nie jest zbiorem pustym to przeliczenie warto$ci kazdego pomiaru
w D' na stopnie przynaleznosci zaktywowanych zdarzen rozmytych:
- dla zmiennych wejSciowych, na stopnie przynalezno$ci ich warto$ci {X{,...,X;\,}, do

zbior6w rozmytych Ajf,”), n=1,...,N,

- dla zmiennej wyj$ciowej na stopnie przynaleznosci jej warto$ci y' do zbiorow rozmytych
B..

Ji

Hpw (aﬁi)) Hpw (alE::)) Hg | (ka+li ) _ : _ .
i i i dla x; eal,...xy eal,y' b, (150)

i 1 i ’ i
Xy Xn y
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gdzie: n=1,...,N, i=1,...,1,
3+

jiefl,....A"”]} dla A Iub je{l,...,B[} dla B,., natomiast

i
stanowi liczbe utworzonych kombinacji zdarzen rozmytych z i-tego zbioru wartosci
do$wiadczalnych D',

Woéwczas, na podstawie | pomiaréw, otrzymujemy zbior C,, — zbiér J~ =2Jiﬁ

kombinacji z powtdrzeniami N+1 zdarzen rozmytych { A}_f) yeers AJQ“), Bj_*} (wraz z niezerowymi

stopniami przynaleznosci poszczegodlnych zmiennych dla okreslonego zdarzenia rozmytego),
ktorych iloczyn moze okaza¢ si¢ N+1- elementowym zdarzeniem czgstym. Zatem:

Cra =AY, A B, }Jﬂ,i =1..,1. (151)

Jezeli zbior Fq jest pusty nalezy zakonczy¢ algorytm — brak regut rozmytych spehiajacych
warunek minimalnego wsparcia min w.

Krok 6: Wyznaczenie J* niepowtarzajacych si¢ kombinacji pojedynczych zdarzen

rozmytych dla zmiennych w przestance i konkluzji reguty:

Crus = {A(l)’- A(N) B } .Cra ©Ca- (152)

IN

Krok 7: Obliczenie miary wsparcia w dla kazdego N+1-elementowego zdarzenia
rozmytego AJQ) NN AJﬁN) M B, utworzonego na podstawie elementow zbioru Cuu’

v W(A(l) A(N) B)= P(A(l)m mA(N>mB )=

c=1,...,3"
z Z[pkl,,.k,\,ﬂ(xl,---aXN Y) 'T('UA(}) (ag)),---aA(El) (aés))aB . (b, . N1, (153)
k1=l kn41=1 e ic ic

gdzie: py k., (X, Xy, Y) Wyznaczane jest na podstawie (146), natomiast symbol
T oznacza operatora t-normy wg tabeli 111-1.

Krok 8: Wybranie ze zbioru Cy,, rozmytych zdarzefi czgstych N+1l-elementowych, ktore

spetniajg zatozenie minimalnego wsparcia i utworzenie z nich zbioru Fy_,
1 N . 1 N H
Foa {{A( ) f ), B} ve: W(AJ?Z),..., Ajf: ), B) > minw}. (154)

Krok 9: Jezeli zbiér F,, nie jest zbiorem pustym to utworzenie bazy regut probabilistyczno-

rozmytego modelu wiedzy na podstawie rozmytych zdarzen czestych zbioru Fy,, .
Otrzymujemy wowczas zbior regut elementarnych w postaci:

(W(AECP,...,AECI“),BJ.:)) JEZELI x; jest AJ(_CP I...1xy jest AJ?ZN) TOyjest B... (155)

Baz¢ regut w postaci (109) otrzymujemy laczac reguty elementarne (155) o tym samym
poprzedniku reguty — analogicznie do kroku 10 w algorytmie opisanym w 111-3.2.2.

90



I11. Koncepcja i implementacja systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy

W przypadku, gdy zbior F,, jest zbiorem pustym, nalezy powtorzy¢é kroki 4-9 algorytmu dla
mniejszej warto$ci parametru minimalnego wsparcia regut rozmytych (min w).

Algorytmy opisane w rozdziatach I11-3.2.2 i [11-3.2.3 wymagajg znajomosci rozktadu
prawdopodobiefistwa zdarzenia nierozmytego Py k., (X1:XnsY) » W oparciu o ktory

obliczane jest prawdopodobienstwo odpowiedniego zdarzenia rozmytego
P(Agl) NN AEN) M Bj) zgodnie ze wzorem (50) (na podstawie wzoréow (142), (153)).

Zastosowanie w tym celu wielowymiarowych macierzy pocigga za sobg zlozonos$¢
pamigciowa algorytmoéw. Zatozenie, iz kazdy pomiar danych jest jednakowo prawdopodobny,
pozwala na mierzenie prawdopodobienstwa zdarzen rozmytych z wykorzystaniem mocy
zbioréow rozmytych (def. 8). Obliczenia wowczas nie dotycza petnego zakresu przestrzeni
zmiennych Xjx...xXnxY, a jedynie tych roztacznych przedziatdow wartoSci zmiennych, do
ktorych nalezg badane dane empiryczne.

Opisany powyzej zmodyfikowany algorytm FP-Growth zostanie przedstawiony w wersji
Z wyliczaniem prawdopodobienstw zdarzen rozmytych na podstawie mocy zbioru rozmytego
(stad skrot FP-Growth (P), gdzie P ang. Power oznacza moc zbioru rozmytego).

Zmodyfikowany algorytm FP-Growth (P)

Krok 1: Krok 1 zmodyfikowanego algorytmu FP-Growth.

Krok 2: Zdefiniowanie kandydatow zbioru cz¢stego 1-elementowego C;. Obliczenie warto$ci
wsparcia dla zmiennych wej$ciowych:

[
ZHASn) (aﬁ:l))

w(AV) = P(AM) = i=L | =L LAY, n=1, N, (156)

oraz zmiennej wyj$ciowe;j:

I
Z’uB- (ka+1i)

w(B;) = P(B)) =% i=1,....]Bl, (157)

przy czym X:] ealg:i) oraz ' eka+1i , gdzie Xri1 , y' stanowig wartosci i-tych pomiar6w
zmiennych X,y .

Krok 3-5: Krok 4-6 zmodyfikowanego algorytmu FP-Growth.

Krok 6: Obliczenie miary wsparcia w dla kazdego N+1-elementowego zdarzenia
rozmytego AJ?P o) AJQ‘) M B.., utworzonego na podstawie elementow zbioru Cy, :
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v wAY,.. AN B ) =P(AY A.. A AN ~AB,)=
* Ic I Ic Ic Ic Ic

c=1,....d

|
ZT[,UA(l) (aﬁ? ) M) (ami)), M ()
- Je :° Ie ,dla xi e agl) X, € aﬁz‘i), y' eb

Krok 7-8: Krok 8-9 zmodyfikowanego algorytmu FP-Growth.

(158)

YT

Schemat blokowy zmodyfikowanego algorytmu FP-Growth (P) zostat przedstawiony na
rysunku 111-17.
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Dyskretyzacja wartosci liczbowych kazdego zbioru D' (i=1,...1)
na K rozlacznych przedziatow (a™; n=1,...,N oraz b) o
jednakowej szeroko$ci w przestrzeni zmiennych.

Zdefiniowanie kandydatéw zbioru czestego
1-elementowego C;.
Obliczenie wsparcia dla zmiennych wejsciowych

Z/‘ A (akn,
w(AP) = P(A) = E———
=1, ..,|A(")|, n=1,..,N, oraz zmiennej wejsciowej
]
Z’UBJ (kam) i
w(B;)= P(Bj):% i=L...JBl
przyczym xyeal” oraz y'eb,

Zalozenie i=1 - jako numer pomiaru.

Wybranie zdarzen rozmytych ze zbioru C,, ktére
spelniaja zalozenie minimalnego wsparcia.
W wyniku czego otrzymujemy zbior F; sktadajacy si¢ z
L rozmytych zdarzen czgstych 1-elementowych:

F ={AD = A |vj,n: w(A") 2 minw,
By« =B; | Vi :w(B;) = minw}.

Czy zbior F jest pusty?

Brak regut modelu probabilistyczno-rozmytego przy
warto$ci zalozonego wsparcia min w.

Zmniejsz warto$¢ min w i powtorz generowanie regut.

Przeliczenie warto$ci i-tego pomiaru na stopnie
przynaleznosci zaktywowanych zdarzen rozmytych:
- dla zmiennych wejSciowych, na stopnie przynaleznoci ich
wartosc:{xl,.. XN} do zbioréw rozmytych A(” n=1,...N,
- dla zmiennej wy]scmwej na stopnie przynaleznbsci jej wartosci
y' do zbioru rozmytego B
Haw (akh) A(N)(akNl ) Hy (kaﬂ,)
Ji Ji

X XN y
dla xeal...xyeall),y e "
gdzie n=1,.N. =1, |3 LL,... JADY dla AD
lub "3 {1,...B[} dla B ., natomiast J;" stanowi liczbe
utworzonych kombinacji zdarzen rozmytych z i-tego zbioru
wartoéci doswiadczalnych D',

i i

Utworzenie bazy regul modelu probabilistyczno-rozmytego na
podstawie rozmytych zdarzeh czestych zbioru F'ysy. Otrzymujemy
zbior regut elementarnych w postaci:

(W(AEP,.... Agl“, B,:)) JEZELIx, jest A® I... Ixy jest ALY
Ic IC Ic Ic Ic

TOYy jest Bj*'
c
Baze¢ regut w postaci regut plikowych otrzymujemy taczac reguty

elementarne o tym samym poprzedniku reguly. Wagi regut sa
obliczane nastgpujaco:
L

W,
W, :ZWtho’W )

gdzie Wi = (W(A(l) A(N B )) jest prawdopodobiefistwem
wystapienia zdarzen W regulach elementarnych z tym samym
poprzednikiem, L — liczba regut z jednakowymi zdarzeniami

rozmytymi w poprzedniku.

Rys. 111-17. Algorytm generowania regut modelu probabilistyczno-rozmytego bazujacy na zalozeniach

v

Wyznaczenie J° niepowtarzajacych si¢ kombinacji
pojedynczych zdarzen rozmytych dla zmiennych w
przestance i konkluzji reguly:

Cha=a2.. VB CLicCi
]

I, przy czym 3" =3"3;"
i=1

gdzneCNl_{A“ A‘“’ B ;t ],...,

Obliczenie miary wsparcia w dla kazdego N+1-
elementowego zdarzenia rozmytego AY N...A AN ~ B
utworzonego na podstawie elementow zbioru le. ¢
v w(A(? A‘!" B)= p(AQ’ A A&N> nB.)=
c

o=l

¥l 0 (akh Yor (N,(aw ity Gl

i=1

|
dla xleag), WX ea(N)

i
i Y € By -

Wybranie ze zbioru C,,  rozmytych zdarzen czestych
N+1-elementowych, ktére spelniaja zalozenie
minimalnego wsparcia i utworzenie z nich zbioru Fy., :

P ={AD,. A, B} v w(AD..

N),BJ*) >minw}.
3

TAK

Czy zbior Fy.1 jest pusty?

» KONIEC '

algorytmu FP-Growth (P)

93



I11. Koncepcja i implementacja systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy

3.3. Pordéwnanie algorytmow generowania bazy regul

Efektywnos$¢ algorytmow jest okreSlana umiejetno$cig generowania bazy wiedzy
w stosunku do naktadéw czasowych, zuzytych do realizacji zadania. Zatem, w celu wybrania
efektywnego algorytmu stuzgcego do budowy probabilistyczno-rozmytej bazy wiedzy
przedstawiona zostanie analiza czasu generowania bazy regul za pomoca opisanych
algorytméw: algorytmu stosujacego pelny, empiryczny rozktad prawdopodobienstwa,
zmodyfikowanego algorytmu Apriori oraz zmodyfikowanego algorytmu FP-Growth
i FP-Growth (P). Aby moc porowna¢ wyniki z rozdziatu I1I-3.1, do analizy zastosowano te
same dane pomiarowe udzialu frakcji lekkiej wegla X w ilosci 491 probek. Z danych
zbudowano ciagi uczace dla modeli dyskretnych proceséw autoregresji AR(n):

X = (X Xz Xion) (159)

z krokiem z=1, gdzie n jest rzgdem regresji. Wowczas model takiego procesu zawiera n+1
zmiennych. Przestrzen warto$ci zmiennej X(t)€<0.24, 0.57> zostala poczatkowo podzielona
na 35 (ozn. aj, gdzie i=1,...,35) roztgcznych przedzialow o szerokosci 0.00943 kazdy.
Podobnie, jak w przyktadzie oméwionym w rozdziale III-3.1, dla kazdej zmiennej
zdefiniowano k rownomiernie roztozonych zbioréw rozmytych A; o stopniach przynaleznosci
t4j(@i) przeliczanych z funkcji trojkatnych, gdzie k=3,...,9, j=1,....k. Zbiory rozmyte dla
pozostatych zmiennych modelu rozmytego sa definiowane analogicznie. W celu utworzenia
iloczynu zbioré6w rozmytych, podczas generowania regut, w przestance rozmytej reguty uzyto
iloczynu algebraicznego, jako operatora t-normy.

3.3.1. Analiza czasu generowania i rozmiaréw bazy regul z pelnym
rozkladem prawdopodobienstwa

W przypadku generowania bazy regul za pomoca zmodyfikowanego algorytmu
Apriori oraz algorytmu FP-Growth (FP-Growth (P)), wagi otrzymanych regut rozmytych
modelu (109) zawierajg petny rozktad prawdopodobienstwa zdarzen rozmytych w przestance
reguly oraz pelny rozktad warunkowy zdarzen znajdujacych si¢ w nastgpniku reguty,
wowczas, gdy wartos¢ minimalnego wsparcia dla wyszukiwanych rozmytych regul asocjacji
jest rowny zero. W niektorych przypadkach wartosci minimalnego wsparcia bliskie zeru
moga rowniez dawa¢ w wyniku reguty odzwierciedlajace pelny rozktad prawdopodobienstwa
zdarzen znajdujacych sie w regule. Wowczas, zastosowanie wszystkich wymienionych
algorytmow, dla takich samych zatozen wej$ciowych, daje rezultat w postaci identycznej bazy
regul probabilistyczno-rozmytego modelu wiedzy. R6zny jest natomiast czas dochodzenia do
tego samego wyniku.

Rysunek I11-18 przedstawia zalezno$¢ czasu tworzenia reprezentacji wiedzy od liczby
zmiennych modelu rozmytego procesu dynamicznego autoregresji AR(n) (n=1,2,3,4), dla
czterech poréwnywanych algorytméw. W modelu dla kazdej zmiennej zdefiniowano
jednakowo po 5 zbioréw rozmytych. Jak pokazuje wykres, przy mniejszej liczbie zmiennych
(N=2) najszybszym algorytmem okazuje si¢ zmodyfikowany algorytm Apriori, najdtuzej zas
odnajdywat rozmytg baze¢ regul zmodyfikowany algorytm FP-Growth. W przypadku wigkszej
liczby zmiennych, czas utworzenia reprezentacji wiedzy za pomocg algorytmu generujacego
model wiedzy z wagami o pelnym rozktadzie prawdopodobienstwa jest najdluzszy
I najszybciej wzrasta wraz ze zwickszeniem si¢ liczby zmiennych. Najkrotszy czas
generowania regul otrzymano dla zmodyfikowanego algorytmu FP-Growth (P).

Zaleznos¢ liczby otrzymanych regul elementarnych od ilo$ci zmiennych modelu przedstawia
rysunek I11-19. Otrzymano poprawnie identyczne wyniki dla wszystkich algorytmow.
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Rys. 111-18. Zalezno$¢ czasu tworzenia reprezentacji wiedzy od liczby zmiennych modelu
dla porownywanych algorytmow
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Rys. 111-19. Zalezno$¢ liczby regut elementarnych modelu wiedzy od liczby zmiennych modelu

dla poréwnywanych algorytmow

Dla modeli wiedzy procesu autoregresji AR(1) i autoregresji AR(3) udziatu frakcji lekkie;j
wegla zmieniano liczbg zbiorow rozmytych w zakresie 3-9. Jedynie w przypadku dwoch
zmiennych mozna zauwazy¢ przewagg algorytmu naiwnego i1 zmodyfikowanego algorytmu
Apriori. Na rysunku [11-18 obserwujemy juz inng Kkolejnos¢ czasow wykonywania
algorytmow dla AR(3) i 5 zbiorow rozmytych (najszybszy zmodyfikowany FP-Growth (P),
kolejno FP-Growth, Apriori, najwolniejszy algorytm naiwny). Z rysunku I11-20 wynika, ze
kolejnos¢ ta utrzymuje si¢ dla kazdej liczby zbiorow rozmytych. Wraz ze wzrostem liczby
zbioro6w rozmytych, czas generowania regul wzrasta najszybciej dla naiwnego algorytmu,
najwolniej dla zmodyfikowanego algorytmu FP-Growth (P).
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Rys. 111-20. Zalezno$¢ czasu tworzenia reprezentacji wiedzy od liczby zbiorow rozmytych definiowanych dla
kazdej zmiennej w przypadku: a) procesu AR(1) udzialu frakcji lekkiej wegla,
b) procesu AR(3) udziatu frakcji lekkiej wegla

3.3.2. Analiza czasu generowania i rozmiaréw bazy regul z niepelnym
rozkladem prawdopodobienstwa

W celu zbadania mozliwo$ci ograniczenia zlozonos$ci modelu wiedzy (ilo§¢ regut
elementarnych) oraz czasu jego generowania zostang przedstawione zaleznosci roéznych
parametrow modelu od warto§ci minimalnego wsparcia, przy generowaniu regut
z zastosowaniem zmodyfikowanego algorytmu Apriori i zmodyfikowanego algorytmu
FP-Growth (FP-Growth (P)).

Wstepnie, analizie poddano rozmyty model dynamiczny autoregresji AR(3) dla
udziatu frakcji lekkiej wegla, w ktorym dla 35 roztagcznych przedziatdow wartosci zmiennych
zdefiniowano po 5 zbioréw rozmytych dla kazdej zmiennej. Przy zastosowaniu algorytméow
Z jednakowymi zalozeniami wejsciowymi, w tym réwniez z jednakowymi wartosciami
minimalnego wsparcia otrzymujemy ta samg probabilistyczno-rozmytg baze wiedzy.
Zalezno$¢ liczby regul elementarnych modelu w stosunku do warto$ci minimalnego wsparcia
przedstawia rysunek I11-21. Wraz z ograniczeniem warto$ci prawdopodobienstwa wystgpienia
jednoczesnego zdarzen w przestance i konkluzji, liczba regut elementarnych z niezerowymi
wagami maleje — poczatkowo bardzo szybko, nastgpnie wolniej. Wobec tego, im wigksza jest
warto$¢ minimalnego wsparcia, tym zmniejsza si¢ zlozono$¢ modelu wiedzy. Nalezy jednak
okresli¢, rozsadny poziom zlozonos$ci modelu, przy ktérym otrzymujemy wystarczajaca
zdolno$¢ modelu do doktadnego odwzorowania systemu rzeczywistego. Zagadnienie to jest
zadaniem identyfikacji, opisanej w rozdziale I11-4 niniejszej pracy.
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Rys. 111-21. Zalezno$¢ liczby regul elementarnych modelu wiedzy od warto§ci minimalnego wsparcia

Zalezno$¢ czasu tworzenia probabilistyczno-rozmytej bazy wiedzy od warto$ci
minimalnego wsparcia w regutach dla poréwnywanych algorytméw przedstawia rysunek
I11-22. Okazuje si¢, ze zmodyfikowany algorytm FP-Growth jest efektywniejszy od
zmodyfikowanego algorytmu Apriori jedynie przy generowaniu regut o wagach stanowigcych
pelne lub bliskie pelnego rozktadu prawdopodobienstwa zdarzen rozmytych w regule.
Najbardziej efektywny, dla kazdej wartosci minimalnego wsparcia réznej od zera, jest
zmodyfikowany algorytm FP-Growth (P). Algorytm ten nie wylicza wag regul na bazie
niepetnego (a przy min w=0 - pelnego) rozktadu prawdopodobienstwa zdarzen nierozmytych,
ale zlicza warto§¢ mocy przecigcia zbiorOw rozmytych, uzyskanej na podstawie kazdego
pomiaru. Stad tez jego zlozono$¢ czasowa jest uzalezniona glownie od liczby rekordow
danych uczacych, co przy podanych zatozeniach wejsciowych daje szybsze rezultaty obliczen.
Poniewaz liczba danych uczacych jest stata, stad przy okreslonej strukturze danych
do$wiadczalnych otrzymujemy staty poziom czasu wykonania algorytmu dla danego zakresu
warto$ci minimalnego wsparcia, przy ktorym otrzymujemy jednakowe pojedyncze zdarzenia
czeste.
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Rys. 111-22. Zalezno$¢ czasu tworzenia reprezentacji wiedzy od warto$ci minimalnego wsparcia
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Rys. 111-23. Zaleznosci czasu tworzenia reprezentacji wiedzy od liczby roztacznych przedzialow dyskretyzacji

przestrzeni wartosci zmiennych dla porownywanych algorytmoéw oraz dla minimalnego wsparcia o wartosciach
rownych odpowiednio: a) min w=0.0001, b) min w=0.0005, ¢) min w=0.0016, d) min w=0.005

Rysunek 111-23 zawiera poréwnanie algorytmoéw na podstawie wykreséw przedstawiajgcych
zalezno$ci czasu tworzenia reprezentacji regut od liczby rozlacznych przedziatéw
dyskretyzacji przestrzeni wartosci zmiennych, dla wybranych warto$ci minimalnego wsparcia.
W przypadku zmodyfikowanych algorytmow Apriori i FP—Growth, wzrost liczby roztacznych
przedziatow powoduje niemal wykladniczy wzrost czasu trwania obliczen. Natomiast
w przypadku zastosowania zmodyfikowanego algorytmu FP—Growth (P) takiej zaleznos$ci si¢
nie zauwaza.

Analizowano réowniez wptyw liczby rekordéw danych empirycznych, stuzacych do uczenia
systemu, na czas generowania bazy regut. W tym celu zbudowano model wiedzy dla procesu
AR(3) predkosci wiatru [km/s]. Dla kazdej zmiennej modelu utworzono po 7 rownomiernie
roztozonych zbioréw rozmytych w ksztatcie funkcji tréjkatnej. Model uczono kolejno 500,
1000, ... ,10000 rekordami pomiarow predkosci wiatru, zmierzonymi w okresie od 01.01.2010
do 08.01.2010 w odstepach minutowych. Wyniki analiz zamieszczono na wykresach
[11-24+111-25.
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Rys. 111-24. Zalezno$¢ czasu tworzenia reprezentacji wiedzy od liczby danych uczacych dla réznych

algorytmow, przy zatozeniach: a) min w=0.0001, b) min w=0.01

Zauwazono, iz wzrost liczby danych empirycznych powoduje, ze czas tworzenia reprezentacji
wiedzy, w przypadku zmodyfikowanego algorytmu Apriori i FP-Growth maleje, zwlaszcza
przy wartosci minimalnego wsparcia bliskiej zeru. Jest to zwigzane z malejacymi wartosciami
prawdopodobienstw zdarzen mniej czestych w przypadku zwigkszenia proby danych
uczacych. Natomiast dla zmodyfikowanego algorytmu FP-Growth (P) zwigkszenie liczby
empirycznych danych powoduje wydtuzenie czasu trwania obliczen.

Biorgc pod uwage wybor algorytmu, mozna powiedzie¢, ze przy okreslonych zatozeniach
modelu wiedzy (lacznie z wartoscia minimalnego wsparcia), do pewnej wartosci liczby
danych empirycznych, chcac najszybceiej uzyska¢ wynik w postaci regut, nalezy zastosowac
zmodyfikowany algorytm PF-Growth (P), powyzej tej warto$ci — zmodyfikowany algorytm
Apriori.
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Rys. 111-25. Zalezno$¢ czasu tworzenia reprezentacji wiedzy od wartosci minimalnego wsparcia dla roznych

algorytmoéw, przy wykorzystaniu: a) 1 tys. rekordow uczacych, b) 4 tys. rekordow uczacych
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Rys. 111-25. c.d. Zalezno$¢ czasu tworzenia reprezentacji wiedzy od warto$ci minimalnego wsparcia dla r6znych

algorytmow, przy wykorzystaniu: c¢) 7 tys. rekorddw uczgcych, d) 10 tys. rekordow uczacych

W dodatku A pracy zamieszczono analogiczne wykresy analiz dla przykladowych modeli
wiedzy z uwzglednieniem proceséw AR(3) i AR(4) predkosci wiatru.

3.4. Whnioski

Aby wybra¢ efektywny algorytm stuzacy do generowania reprezentacji wiedzy
W analizowanym systemie wnioskujacym, zostaly przebadane zaleznosci czasu i rozmiaru baz
wiedzy od roéznych parametréow struktury systemu. Poniewaz liczba otrzymanych regut
elementarnych jest jednakowa dla wszystkich algorytméw, o efektywnosci metody swiadczy
czas generowania regut rozmytych. Algorytm generujacy reguty z pelnym rozkladem
prawdopodobiefnstwa, zmodyfikowany algorytm Apriori oraz zmodyfikowany algorytm
FP-Growth, wykorzystujag wiclowymiarowe macierze do budowy bazy wiedzy. Powoduje to,
przyspieszenie ich dzialania, jednakze w przypadku wigkszej liczby zmiennych wejsciowych
systemu (powyzej 4) algorytmy wymagaja duzych zasobdéw pamieciowych, co czgsto
uniemozliwia ich uzycie. Zatem, w takich przypadkach sprawdza si¢ jedynie zmodyfikowany
algorytm FP-Growth (P) a porownania algorytméw ograniczono jedynie do generowania baz
wiedzy dla systeméw typu MISO o mniej niz 5 wejsciach.

Wykresy zaleznos$ci pokazaty, ze prawie dla wszystkich zatozen wejSciowych najszybszym
algorytmem okazat si¢ zmodyfikowany algorytm Apriori badz zmodyfikowany algorytm
FP-Growth (P). Wyjatkami byty sytuacje dla systemu typu SISO lub systemu MISO o dwdch
wejsciach (rys. III-18, [11-20), gdzie wytycznym bylo otrzymanie pelnego rozktadu
prawdopodobienstwa dla zdarzen w regulach. Wowczas sprawdzanie warunkow
wiarygodnos$ci regul rozmytych powodowato dodatkowg ztozono$¢ czasowa wiec metoda
generujaca reguly o pelnym rozktadzie prawdopodobienstwa zdawata si¢ by¢ bardziej
efektywna. Jednakze z uwagi na znikomg rdéznic¢ w czasach trwania obliczen oraz
niemozno$¢ ograniczania ztozonos$ci modelu, metoda generujaca reguly o pelnym rozkladzie
prawdopodobienstwa nie bedzie brana pod uwage podczas tworzenia modutu narzgdziowego
do tworzenia systemu z probabilistyczno-rozmytg bazg wiedzy.

Zmodyfikowany algorytm FP-Growth okazatl si¢ efektywnym algorytmem tylko w jednym
przypadku (rys. 111-24), przy zatozeniach: systemu o trzech wejsciach, siedmiu zbiorow
rozmytych dla kazdego wejscia, minimalnego wsparcia na poziomie zero lub bliskim zero
oraz wigkszej liczbie danych pomiarowych. Jednakze, podobnie jak wyzej, z uwagi na
znikomg ro6znicg¢ w czasach trwania obliczen mozemy go z powodzeniem zastgpic
zmodyfikowanym algorytmem Apriori.
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W przypadku algorytmu FP—Growth (P) analiza wykazata $cistg zalezno$¢ czasu generowania
reprezentacji wiedzy od liczby rekordéw danych uczacych. W przypadku wigkszej liczby
danych wykorzystanie tej metody staje si¢ mniej efektywne, jednakze dla systemu o wielu
wejSciach  jej wykorzystanie jest jedyna rozpatrywang mozliwoscia tworzenia
probabilistyczno-rozmytej bazy regul. Zauwaza si¢ réwniez, niezaleznos$¢ algorytmu FP—
Growth (P) od warto$ci minimalnego wsparcia oraz liczby roztacznych przedziatow
dyskretyzacji warto$ci zmiennych.

W przypadku zmodyfikowanego algorytmu Apriori czas generowania reprezentacji wiedzy
skraca si¢ wraz ze wzrostem warto$ci minimalnego wsparcia regut. Zauwaza si¢ jednak,
szybki wzrost czasu generowania regul, wraz ze zwigkszeniem si¢ liczby zmiennych, liczby
wartosci lingwistycznych zdefiniowanych dla kazdej zmiennej oraz liczby rozlacznych
przedziatow dyskretyzacji warto$ci zmiennych.

Mozna zatem wnioskowaé, iz na wybor najefektywniejszego algorytmu maja wplyw
nastgpujace parametry: liczba zmiennych systemu, liczba zdefiniowanych wartosci rozmytych
dla kazdej zmiennej wejsciowe] i wyjSciowej, liczba roztagcznych przedziatoéw dyskretyzacji
warto$ci zmiennych, liczba rekordow danych uczacych oraz warto$¢ minimalnego wsparcia
dla regut rozmytych. Z uwagi na trudno$¢ jednoznacznego stwierdzenia, ktéra z metod
najszybciej utworzy probabilistyczno-rozmyta baz¢ wiedzy przy danych zatozeniach,
postanowiono zbudowaé system podejmowania decyzji, ktéry przy ww. parametrach
wejsciowych okresli, ktory z algorytméw (zmodyfikowany algorytm Apriori czy
zmodyfikowany algorytm FP—Growth (P)) powinno si¢ wzig¢ pod uwage. Baze wiedzy
systemu podejmujacego decyzje zbudowano w oparciu o liczne symulacje komputerowe,
ktorych czesciowe wyniki zawarto na wykresach w rozdziale I11-3.3 oraz w dodatku A pracy.
Szczegoly utworzonego systemu zamieszczono w rozdziale dotyczacym zastosowan systemu
wnioskujacego z probabilistyczno-rozmyta baza wiedzy (rozdziat IV-2).
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4. Metoda identyfikacji modelu wiedzy w systemie
z probabilistyczno-rozmyta baza regul
Majgc na uwadze algorytmy generowania regul probabilistyczno-rozmytej bazy
wiedzy, ktore zostaly opisane w rozdziatach III-2.2 i 111-2.3, zaproponowano metode

identyfikacji modelu wiedzy. Kolejne etapy metody identyfikacji przedstawiono na rysunku
111-26.

Selekcja danych empirycznych

A

Definicja stopni przynaleznosci
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wiedzy jest
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Rys. 111-26. Identyfikacja modelu wiedzy w systemie z probabilistyczno-rozmytg baza wiedzy
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Jako kryterium jakosci identyfikacji mozna uzna¢ odlegtos¢ miedzy wyjsciem obiektu (na
podstawie empirycznych danych uczacych lub/i danych testujacych) i wyjSciem utworzonego
systemu dla tego samego wejscia. W niniejszej dysertacji jako kryterium jakosci identyfikacji,
czyli kryterium dopasowania modelu wiedzy do danych empirycznych zastosowano
minimalizacj¢ warto$ci pierwiastka biedu $redniokwadratowego RMSE Ilub procentu
btednych odpowiedzi systemu (w zalezno$ci od zastosowania analizowanego systemu
wnioskujacego).

5. Whnioskowanie w oparciu o probabilistyczno-rozmyta baze wiedzy

Aby moéc uzyskac ilosciowy wynik na wyjsciu systemu z probabilistyczno-rozmyta
baza wiedzy, niezbedne staje si¢ okreslenie operacji logicznych w bloku wnioskowania,
ktorych realizacja pozwoli na wnioskowanie w oparciu o zadane fakty i otrzymang bazeg
wiedzy. Szczegdlowe informacje na temat uogélnionych regut wnioskowania rozmytego
opisano w rozdziale 11-3.4. Mechanizm wnioskujacy w oparciu o baz¢ wiedzy z regutami
stanowigcymi prawdopodobienstwa zdarzen zapisanych w regutach zostat opisany w [wb07]
oraz [wh10].

W niniejszej dysertacji, dla systemu typu MISO z probabilistyczno-rozmyta bazg wiedzy
W postaci nastepujacych regut plikowych®:

o}

N L
{Jezeli (/\l x, jest A zwaggw, To (I/\ly jest B,,,z wagg W,,OD } (160)

o=1

stosuje si¢ metode wnioskowania zgodnie z uogolniong regutq wnioskowania modus ponendo
ponens. Konkluzj¢ wyprowadza si¢ z pojedynczych regut a nastepnie tworzy si¢ zagregowane
wyj$cie rozmyte (metoda WA, przedstawiona w rozdziale 111-3.4).

Rozwazmy fakt, taki ze x jest A® I .. 1 x,jestA™ | przy czym zbiory rozmyte
A® AN 53 zblizone do zbiorow AP,..., AN 0=1,...,0.

Sledzac proces wnioskowania w oparciu o rozmyta baze wiedzy postaci (160), niezbedne
staje si¢ okreslenie relacji rozmytej R,,, dla pojedynczej reguty elementarne;:

N
Jezeli (Alxn jest AW zwaggw, Toy jest B, zwagqg W,,oj. (161)

Przy zatozeniu logicznej interpretacji regut (patrz 11-3.2.1), relacja rozmyta R,,, obliczana
jest nastgpujaco:

Hr,,, (le--v XN y) =1 {Tl(/uAél) (Xl)v s M (XN ))' ﬂBI/o (y)}a (162)

gdzie funkcja | jest wybranym operatorem implikacji rozmytej (tab. I1-5), natomiast T
oznacza wybrany operator t-normy, odzwierciedlajacy operacje obliczania stopnia
prawdziwosci przeslanki, zloZzonej z przestanek prostych, potaczonych ze soba spdjnikiem
logicznym I (A).

Stosujac szczegblna interpretacje regut typu Mamdaniego, relacja rozmyta R,,, przyjmuje
postac:

3 0znaczenia wzoru sa analogiczne do wzoru (109)
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Hr,,, (Xl""’ X y) = MIN {Tl(,uAgl) (Xl)i""luPéN) (XN ))HUB”O (Y)} (163)

Natomiast, gdy zastosujemy interpretacje rozmytych regut JEZELI-TO wg Larsena, relacje
rozmyta otrzymuje si¢ z zaleznoS$ci:

MR, (Xpres Xy Y) =T1(/JA§1) (X ) eees Hp) (Xn))- He (y). (164)
Wowczas rozmyty wniosek dla reguty elementarnej (161) o indeksie I/0 wynosi:

Mg\, (y)= sup T, {I—l(luA'(l) (X0) ooy £ p0 (X ))IIuRl/O (Xpsees Xy y)}’ (165)

przy czym zbiory rozmyte A® ..., A™ | zblizone do zbiorow AP,..., A stanowig wartosci
wejsciowe modelu rozmytego.

Przedstawiany w dysertacji system, pozwoli na wnioskowanie jedynie na podstawie ostrych
(numerycznych) warto$ci wejs¢ X*,...,X* . Wowczas proces wnioskowania mozna uproscic.
Uwzgledniajac powyzsze zatozenie, mechanizm wnioskowania bedziemy rozwazaé jako
kolejne etapy tj.:

a) wyprowadzenie stopnia aktywacji regut plikowych,

b) wyprowadzenie rozmytego wniosku regut elementarnych,

c) wyprowadzenie rozmytego wniosku regut plikowych,

d) wyprowadzenie rozmytego wniosku rozmytej bazy wiedzy.
5.1.  Wyprowadzenie stopnia aktywacji regul plikowych

W  przypadku ostrych wartosci wejsciowych X, =X*,,..., Xy =X*, , stopien
aktywacji o-tej reguly plikowej (161) okreslajacy stopien prawdziwosci przestanki tej
reguly, ztozonej z przestanek prostych potaczonych spojnikiem logicznym I, jest rowny:

%o :Tl(ﬂAo(n(X*l)v---’ﬂAb(N)(X*N NE (166)

gdzie: operatorem t-normy T; moze by¢ dowolny operator, brany pod uwage przy tworzeniu
bazy wiedzy (tab. 11l-1), przy czym nie jest wymagane, aby byly to identyczne operatory.
Stopien aktywacji przyjmuje wartosci z przedzialu 0-1. Jezeli stopien aktywacji danej reguty
elementarnej jest rowny 0 to regula ta nie zostaje zaktywizowana i nie bierze udziatu
W procesie wnioskowania. Natomiast, im stopien przestanki jest wyzszy, tym wigkszy jest
réwniez udzial danej reguty elementarnej w wyprowadzeniu rozmytych wnioskéw. Rysunek
I11-27 przedstawia schemat wyprowadzenia stopnia aktywacji dla przyktadowej o-tej reguty
plikowej o przestance zlozonej z uwzglednieniem roéznych operatorow t-normy: t-normy
Zadeha (minimum), t-normy Lukasiewicza, t-normy iloczynu algebraicznego oraz t-normy
Hamachera.
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Rys. 111-27. Przyktad wyprowadzenia stopnia aktywacji 0-tej reguly plikowej dla wybranych operatorow
t-normy

5.2.  Wyprowadzenie rozmytego wniosku regul elementarnych

Ostre wartosci wej$¢ systemu podlegaja rozmywaniu typu singleton (tab. II-2).
Wowczas, aby otrzymaé rozmyty wniosek reguly elementarnej o indeksie /o zamiast
operacji (165), wystarczy uwzgledni¢ zaleznos¢:

'LIBII/U(y)='LIR|/U(X*1""’*XN’y)' (167)

Zatem, rozmyty wniosek reguty elementarnej wynosi:

- dla interpretacji logicznej regut:
g, (V) = T (k0 (5o i 0 (53D, e, (9) = 1 (B, (V)1 (168)

- dla interpretacji regut typu Mamdaniego:

Mg, (y)=MIN {rl(:u,%(l) (X*l):---:ﬂpb(w) (X*y ))UUBI,O (Y)}: MIN (TouUB,,o (¥)). (169)

-dla interpretacji regut wg Larsena:

He, (y) :Tl(ll'lpb(l) (X*l)""’ll’lpb(’\‘) (X*y)) "Hg,,, (V) =1, “Hp,,, (y). (170)

Dla interpretacji logicznej regul, w tworzonym systemie dopuszcza si¢ wykorzystanie
roznych operatorow implikacji rozmytych tj.: tukasiewicza, Goguena, Gddela, Kleene-
Dienesa, Reichenbacha oraz Zadeha. Wzory wyzej wymienionych implikacji zamieszczono
w tabeli 11-5. Wybor odpowiednich operatorow implikacji (t-normy badz implikacji rozmytej)
ma zasadnicze znaczenie w procesie wnioskowania. Niezbedne staje si¢ poznanie wtasnosci
matematycznych tych operatorow przed dokonaniem ich wlasciwego wyboru. Na rysunkach
I11-28 + II1.31. przedstawione zostaty r6zne wyniki rozmytego wniosku przyktadowej reguty
elementarnej o okreslonych stopniach przynalezno$ci zbioru By, w konkluzji oraz stopniu
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aktywacji o-tej regulty 7, =0.5. Stopnie przynaleznosci dla rozmytego zbioru uzyskanego
W procesie wnioskowania reprezentuja na rysunkach stupki o deseniu w kropki. Dla
przejrzystosci rysunkow zmniejszono szerokosci stupkéw — nie oznacza to zmniejszenia
zakresu warto$ci zmiennych dla poszczegolnych przedziatow.

Operator Larsena (PROD)

Wartosc stopnia
przynaleznosci

Nr przedziatu wartosci
zmiennej

Wartos¢ stopnia
przynaleznosci

Operator Mamdaniego (MIN)

| n—

==

=

S

="

N
o
(2]

Nr przedziatu warto$ci zmiennej

Rys. 111-28. Rozmyta konkluzja reguty elementarnej (desen w kropki) na tle zbioru odniesienia naste¢pnika (desen
w paski) przy stopniu aktywacji 0.5 dla operatora: a) Larsena b) Mamdaniego

Implikacja rozmyta - Lukasiewicza

Wartos¢ stopnia
przynaleznosci

Nr przedziatu wartosci zmiennej

Implikacja rozmyta - Zadeha

Wartos¢ stopnia
przynaleznosci

Nr przedziatu wartosci
zmiennej

Rys. 111-29. Rozmyta konkluzja reguly elementarnej (desen w kropki) na tle zbioru odniesienia nastepnika (desen
w paski) przy stopniu aktywacji 0.5 dla implikacji rozmytej: a) Lukasiewicza b) Zadeha

Implikacja rozmyta - Reichenbacha Implikacja rozmyta - Kleene-Dienes'a
1 1
O = 8 =
'c.3 08 c .5 08
g ¢ g2
- E 0,6 ",;,‘ N 06
O = O =
‘? 8 04 2 g o4
58 58 o
£a | £a °
2
P45 6, 6 7
. o8 9 10 8 9 10
Nr przedziatu wartosci
zmiennej Nr przedziatu warto$ci zmiennej
Rys. 111-30. Rozmyta konkluzja reguty elementarnej (desen w kropki) na tle zbioru odniesienia nastepnika (desen

w paski) przy stopniu aktywacji 0.5 dla implikacji rozmytej: a) Reichenbacha b) Kleene-Dienes'a
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Implikacja rozmyta - Goedela Implikacja rozmyta - Goguena

Wartos$¢ stopnia
przynaleznosci

Wartos¢ stopnia
przynaleznosci

Nr przedziatu warto$ci zmiennej Nr przedziatu warto$ci zmiennej

Rys. 111-31. Rozmyta konkluzja reguty elementarnej (desen w kropki) na tle zbioru odniesienia naste¢pnika (desen
w paski) przy stopniu aktywacji 0.5 dla implikacji rozmytej: a) Godela b) Goguena

5.3. Wyprowadzenie rozmytego wniosku regul plikowych

Wyprowadzajac rozmyty wniosek dla o-tej reguty plikowej (160) nalezy uwzgledni¢
wagi poszczegolnych regul elementarnych w, (I=1,...,L), stanowigce prawdopodobienstwa

zajScia zdarzen rozmytych ( y jest B,,, ) w konkluzji pod warunkiem zajécia zdarzen

N
rozmytych ( A X jest A ) w przestance reguty. Rozmyty wniosek o-tej reguly plikowej

jest zatem obliczany za pomoca wzoru:
L
g, (Y) = ZW”OIL[B"”D (y). (171)
=

Rysunek 111-32 ilustruje sposéb wyprowadzenia rozmytego wniosku 0-tej reguty plikowej B',
0 nastepujacej konkluzji:

TOy jest B,z wagg w,;,, =0.25
TAKZE' y jest B,,,z wagq W,,, = 0.5 (172)
TAKZE'y jest By, z wagg Wy, = 0.25.
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Rys. 111-32. llustracja wyprowadzenia rozmytego wniosku o-tej reguty plikowej

5.4. Wyprowadzenie rozmytego wniosku bazy wiedzy

Wyjscie rozmyte modelu (wynikowy, rozmyty wniosek bazy wiedzy) wyznaczone
W oparciu o wszystkie aktywne reguty plikowe bazy wiedzy, stanowi warto$¢ oczekiwang

rozmytego wyniku (Jwb10]) i jest obliczane jako:

6]
g (y) = ZW'O/'IB(') y), (173)
o=1
gdzie: waga W', wynosi
W, =5 (174)
2 W,
o=1

Normalizacja wag W, , jako prawdopodobienstw brzegowych zajscia zdarzen w poprzedniku

regut plikowych, jest wymagana z uwagi na zastosowanie warunku minimalnego wsparcia
w regutach podczas generowania bazy wiedzy z uzyciem algorytmow opartych na regutach

asocjacji.
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5.5. Wyznaczenie wartosci numerycznej na wyjsciu systemu

Numeryczna warto$¢ na wyjsciu y* dla systemu wnioskujacego typu MISO

z probabilistyczno-rozmyta baza wiedzy jest wyznaczana w oparciu o wybrang metode
wyostrzania na zbiorze rozmytym B'. Przeglad dostepnych w literaturze metod wyostrzania
zamieszczono w podrozdziale 11-3.5. Kazda z metod posiada zalety, jak rowniez i wady.
Zatem wybor odpowiedniej metody opiera si¢ na zasadzie wyboru mniejszego zla.
W pozycjach [wb07] oraz [wb10] w celu realizacji wyostrzania proponuje si¢ wykorzystanie
metody Srodka ciezkosci COG (zwanej COA) (tab. I11-6). W przypadku definicji zbiorow
rozmytych z wykorzystaniem stopni przynalezno$ci do roztacznych przedziatow wartosci
zmiennych, metoda ta nie wigze si¢ z duzym naktadem obliczeniowym. Ponadto, pozwala na
uwzglednienie wszystkich zbioréw rozmytych, dzigki czemu otrzymujemy ptynne zmiany
warto$ci wyjscia systemu (ciaglo$¢ sterowania). Wadga metody $rodka ciezko$ci jest brak
reakcji na stopien aktywacji w przypadku zaktywowania tylko jednej reguly z jednym
zbiorem rozmytym w konkluzji. Jednakze, taka sytuacja praktycznie nie ma miejsca
w przypadku modelu z probabilistyczno-rozmyta bazg wiedzy. Kolejng wada omawianej
metody jest zawezenie zakresu wyostrzania [pie03], co oznacza, Zze nie mozna uzyskaé
minimalnych (maksymalnych) warto$ci zakresu zmiennej wejSciowej mimo aktywacji
brzegowych zbiorow rozmytych. Proponuje si¢ zatem, w celu uzyskania numerycznych
warto$ci na wyj$ciu omawianego systemu, wykorzystanie rowniez tzw. rozszerzonej metody
srodka ciezkos$ci. W rozszerzonej metodzie $rodka cigzkosci wyjscie systemu y* oblicza si¢
analogicznie do standardowej metody srodka ciezkosci:

y' = (175)

gdzie: K jest liczbg roztacznych przedziatow dyskretyzacji przestrzeni zmiennej wyjsciowe;,
yk stanowi warto$¢ srodkowa k-tego przedziatu:

J = o+ Lo o . (e 03) (176

a 1, (y“) — wartoéé stopnia przynaleznosci y* do rozmytego wyniku bazy wiedzy B'.
Wielko$ci Ymin | Ymax Oznaczajg zakres rozpietosci warto$ci zmiennej wyjsciowej. Roznice
W metodzie stanowi zwigkszanie zakresu brzegowych zbiorow rozmytych zmiennej
wejsciowej, aby moc uzyska¢ minimalne lub maksymalne wartosci wyjscia. Na rysunku 11-33
pokazano sposdéb wyznaczania warto$ci y* rozszerzong metoda Srodka cigzkos$ci, a takze
wskazano na réznice pomi¢dzy wynikami otrzymanymi rozszerzong metodg srodka cigzkosci
i standardowa metoda $rodka cigzkosci. Wybor metody wyostrzania jest uzalezniony od
struktury danych uczacych i zdefiniowanej bazy danych. W przypadku brzegowych zbiorow
rozmytych o duzym no$niku, metoda $rodka cigzko$ci powoduje wyznaczenie wartosci ostre;j,
ktora znacznie wybiega spoza zakresu wyjsciowych danych uczacych.
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Rys. 111-33. Wyznaczanie warto$ci y* za pomoca: a) metody srodka cigzkosci (rozszerzonej metody srodka
cigzkos$ci) b)-c) rozszerzonej metody $rodka ciezkosci d)-e) metody $rodka cigzkos$ci

Graficzna interpretacja catosci rozmytego wnioskowania w oparciu o probabilistyczno-
rozmytg baze wiedzy, odzwierciedlajaca pelny rozklad prawdopodobienstwa zdarzen
rozmytych znajdujacych si¢ regutach (wWo,=W'y), zostala zamieszczona na rysunku II1-34.
W przyktadzie uwzgledniono interpretacj¢ regul w postaci Larsena (170) oraz minimum, jako
operatora t-normy taczacego proste przestanki reguty rozmyte;.

1 1 1
AT AT, AT

Operator
t-normy

. \o
min —

Wyprowadzenie stopnia
aktywacji regut plikowych

I

Relacja rozmyta

Interpretacja regut wg Larsena
Bz

Wyprowadzenie rozmytego
whniosku regut elementarnych

I |
Whioskowanie na podstawie reguty plikowej w postaci
JEZELI x4 jest A" | x; jest A®), z waga w1=0.1 TOy jest B, z waga wy;,=0.6

TAKZE vy jest By z wagg w21=0.4

W1,4=0.6

L

— 11

|

D)

[

W>4=0.4

Whnioskowanie na podstawie pozostatych regut plikowych

Wyprowadzenie rozmytego
whniosku regut plikowych

47 T )
ual
W'o=0.05
1=

\Wyprowadzenie rozmytego;
whniosku bazy wiedzy

Metoda
wyostrzania

~COG » y*=52

Wyznaczenie ostrej
wartosci na wyjsciu
systemu

Rys. 111-34. Graficzna interpretacja rozmytego wnioskowania w oparciu o probabilistyczno-rozmyta
baze¢ wiedzy (na podstawie [rud10])
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6. Implementacja systemu wnioskujacego z probabilistyczno-rozmyta
baza wiedzy w Srodowisku Matlab

Do przeprowadzenia badan wykorzystano srodowisko MATLAB w wersji 7.6
(R2008a). Wybor srodowiska obliczeniowego podyktowany byt faktem szerokiego
rozpowszechnienia programu zarowno wsrod naukowcow (w zastosowaniach badawczych
I dydaktycznych), jak i inzynierow (przy projektowaniu prac rozwojowych) [mat]. Daje to
mozliwos¢ pozniejszego wykorzystania tworzonego narzedzia przez réznych uzytkownikow
w celu glgbszej analizy i1 testowania omawianego systemu.

6.1. Zalozenia oraz wymaganie funkcjonalne implementacji modutu
narzedziowego PFIS

Dazac do sprawdzenia shluszno$ci postawionej w dysertacji tezy utworzono
w $rodowisku MATLAB modut narzgdziowy (ang. toolbox) o nazwie PFIS, ktory
implementuje system wnioskujacy z probabilistyczno-rozmytag baza wiedzy, zgodnie
z zalozeniami przedstawionymi w czeSciach III-1+III-5 pracy. Implementacja modutu
narzedziowego zostata wykonana z wykorzystaniem programowania strukturalnego w oparciu
o pliki funkcyjne S$rodowiska Matlab. Aspektem przemawiajacym za wykorzystaniem
w Matlabie programowania strukturalnego, zamiast programowania obiektowego, jest
znaczne spowolnienie obliczen wersji obiektowej, w stosunku do wersji operujacej na
wielowymiarowych macierzach [cze04]. Zatozeniem jest réwniez integracja budowanego
modutu z istniejacym w programie Matlab narzedziem Fuzzy Logic Toolbox. Pozwoli to na
wykorzystanie gotowych rozwigzan modelowania w przestrzeni zbiorow rozmytych za
pomocg standardowych funkcji przynaleznosci. W szczegdlnosci, przed tworzonym modutem
narzedziowym PFIS, stawia si¢ nastepujace wymagania funkcjonalne:

- mozliwo$¢ budowy systemu typu MISO z probabilistyczno-rozmyta baza wiedzy
W oparciu o rozne parametry jego struktury i parametry wnioskowania rozmytego
(fj. liczba wejs¢ systemu, liczba rozlacznych przedziatow dyskretyzacji przestrzeni
zmiennych rozmytych wejscia/wyjscia, liczba wartosci lingwistycznych dla zmiennych,
stopnie przynaleznosci dla warto$ci lingwistycznych, operator t-normy jako interpretacja
spojnika logicznego AND w przestance reguly, metoda interpretacji regul, metoda
wnioskowania),

- mozliwos¢ definiowania przez uzytkownika wlasnych wartosci lingwistycznych i zbioréw
rozmytych zmiennych wejscia (wyjscia),

- mozliwo$¢ generowania probabilistyczno-rozmytej bazy wiedzy (109) w oparciu o dane
pomiarowe z wykorzystaniem okreslonego operatora t-normy oraz na poziomie zadanej
warto$ci minimalnego prawdopodobienstwa fgcznego wystgpowania wartosci rozmytych
zmiennych wej§ciowych i zmiennej wyjSciowe;,

- wybor optymalnego (pod katem minimalizacji czasu trwania obliczen) algorytmu, w celu
generowania probabilistyczno-rozmytej bazy regut,

- mozliwos¢ przegladu 1 analizy utworzonej bazy regut wraz z jej wagami,

- mozliwo$¢ wnioskowania dla danych uczacych 1 testujacych w oparciu o baz¢ wiedzy
i ustalone parametry wnioskowania systemu,

- dostep do wyzej wymienionych opcji poprzez przystgpny i intuicyjny interfejs graficzny
GUL.
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6.2. Budowa omawianego systemu w kodzie programu Matlab

Modut narzedziowy PFIS oparto o trzy gtowne funkcje, ktore pozwolg na utworzenie
nowego systemu, wygenerowanie probabilistyczno-rozmytej bazy wiedzy z wykorzystaniem
danych empirycznych oraz umozliwia wnioskowanie rozmyte w oparciu o utworzony model
wiedzy.

6.2.1. Tworzenie nowego systemu jako obiektu struktury

Utworzenie nowego systemu jest mozliwe dzigki wywolaniu funkcji newpfis
(argumenty wywotania funkcji opisane zostaly w dodatku B pracy). Generowany jest
wowczas obiekt systemu o strukturze zamieszczonej na rysunku II1-35. Struktura
przechowuje w polach niezbedne informacje dotyczace zmiennych wejscia 1 wyjscia systemu,
wartosci lingwistycznych dla ww. zmiennych i utozsamianymi z nimi zbiorami rozmytymi,
oraz informacje na temat interpretacji bazy regut i metody wyostrzania. Na rysunku III-36
zostal przedstawiony uproszczony diagram sekwencji wywolania funkcji z modutu
narzgdziowego PFIS, ktore zostaja wykorzystywane przy okazji tworzenia nowego systemu
z probabilistyczno-rozmytg baza wiedzy. W celach przejrzystosci rysunku diagram nie
zawiera opcji alternatywnych oraz argumentéw wywotan funkcji.

Gtéwna struktura
systemu

Opis zmiennych : : Definicje zbiorow rozmytych
wejsciowych i i wartosci lingwistycznych
|
i zmiennej wyjsciowej |
|
|

| label: ‘Large’
! ]

' [name: ‘Input2' ; ~ label: Medium' |
. T i
ran?e' oL — label: ‘Small’
gamis value: [0.90.50.20.1000000]

|_laraGmfs:[5 ... 951

|
|
|
|
|
|
|
|
|
|
|
|
|
=" l
-*—[,1 |Iabel: "Large’ !
{ label: "Medium’ :
|
|
|
|
|
!
|
|
|
|
|
|
|
|
|
|
|

‘name: 'Input1’

|
|
|
|
range:  [01] !

‘gmfs i e —"
‘argGmfs: [0.05 ... 0.94] Jabel: ‘Small’ i

values: [0.90.50.20.1000000]

'minGmfs: [0 ... 0.89]

minGmfs: [-5 ... 4] values: [0.8 0.6 0.4 0.20 0000 0]

name: 'Output’ ,:IabeI: ‘High*
range: [-55] | — |
gmfs 1 - label: "Middle
|argGmfs: [-4.5 ... 4.5] Fo i ‘l
|
|

Rys. 111-35. Przyktad obiektu systemu wnioskujacego z probabilistyczno-rozmyta bazg wiedzy
jako struktury w Matlabie (na podstawie [bta08])
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Struktura: System PFIS

newpfis
——p

|

|

I

I

I

I

I

:> addpfis  lutworzenie struktury
Uzytkownik | nowego systemu]

|
ilos¢ powtérzen: liczba zmlennygh< I ddin [dodanie zmiennej wejsciowej do

Wejsciowych w systemie : a P struktury systemu]

I

|

I

ilo$¢ powtérzen: liczba zmiennych fini < oy 2
B ; i . iniowanie w: i rozm
wejéciowych x liczba wartosc:< addinmf  [2definiowanie wartosci rozmytej
rozmytych dla tych zmiennych

dla zmiennej wejsciowej w strukturze systemu]

I
| i i : PPNy .

: addoutp [dodanie zmiennej wyjsciowej do
| struktury systemu]

L

I

I

ilos¢ powtorzen: liczba wartosci addoutmf [zdefiniowanie wartosci rozmytej
rozmytych dla zmiennej wyjsciowej | dla zmiennej wyj$ciowej w strukturze systemu]

Struktura: pfis

Rys. 111-36. Diagram sekwencji wywolania funkcji z modutu narzgdziowego PFIS, przy tworzeniu nowego
systemu z probabilistyczno-rozmytg baza wiedzy

Prawidlowy dobor funkcji przynalezno$ci zalezy od wiedzy 1 do$wiadczenia ekspertow.
Metoda pozwala na zdefiniowanie wiasnych stopni przynaleznosci dla statych przedziatow
warto$ci zmiennych lub daje mozliwos¢ definiowania je poprzez standardowe funkcje
przynaleznosci, jakie sg dostgpne w Toolbox Fuzzy Logic (rys. 111-37) [fuz08]. Funkcja
newpfis tworzy stale stopnie przynaleznosci (ozn. gmfs) w oparciu o jednakowe funkcje
przynaleznosci dla kazdej zmiennej modelu. Chcaec dowolnie zroznicowaé parametry mozna
zastosowac kolejno wywotanie funkcji: addpfis, addinp, addinmf, addoutp, addoutmf (por. rys.
I11-36). Doswiadczenia naukowcow wykazuja, ze korzystne jest zastosowanie najprostszych,
wielokatnych funkcji przynaleznosci, ktore ufatwiaja proces strojenia modelu rozmytego
i dajg wysoka doktadnos$¢ [pie03]. Sposéb przeksztatcania funkcji przynaleznosci w stale
stopnie przynaleznosci dla roztagcznych przedziatdéw zmienno$ci zmiennych zostat omowiony
w rozdziale 111-2.

trapmf gbelimf trimf gaussmf  gauss2mf

psigmf dsigmf pirnf

nef 1
o4t 1
ozt 1

Rys. 111-37. Funkcje przynaleznosci dostgpne w Toolbox Fuzzy Logic (na podstawie [fuz08])
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6.2.2. Generowanie probabilistyczno-rozmytej bazy regut

Utworzony za pomocg funkcji newpfis system jest pozbawiony glownego sktadnika
struktury — probabilistyczno-rozmytej bazy regul. Funkcja genrulespfis pozwala na
wygenerowanie regut w postaci (109), na podstawie danych doswiadczalnych oraz z uzyciem
iloczynu algebraicznego jako operatora t-normy (tab. I11l-1). W tym celu funkcja umozliwia
wykorzystanie nastepujacych algorytmow: zmodyfikowanego algorytmu Apriori (rozdziat I11-
3.2.2) oraz zmodyfikowanego algorytmu FP—Growth lub FP—Growth (P) (rozdziat 111-3.2.3).
Argumenty wywotania funkcji opisane zostaly w dodatku B pracy. Na rysunku II1-38
przedstawiony jest uproszczony diagram sekwencji wywolania funkcji podczas generowania
probabilistyczno-rozmytej bazy wiedzy.

ruktura: m PF|
genrulespfis
|
—_—)
)
: getpfis [pobranie niezbgdnych informacii ze struktury
Uzytkownik : systomu]

1 mult2one

s |

;:g;g:mz;; ISR [ na jednowymiarowe indeksowanie [generowanie regut wg
o L :G ______________ macierzy] zmodyfikowanego [generowanie regut wg

h algorytmu PF-Growth] zmodyfikowanego

______________________ algorytmu PF-Growth (P)]

e regut wg zmody

l9 "
calcrulespfis_apr algorytmu Apriori] v i caler pfis_fpg  calcr pfis_fpg21
didatef [generowanie kandydatow —_—> L N
. gen_candidatefar ;pore tych k-el towych
! /ﬂozc powtdrzes: 5 Zblordw czestych k-elementowyc ] ! :
liczba d = >
1 waystemie I {zmodyf. algorytm PF-Growth} |
! . > gen_candcomb 1 {zmodyf. algorytm PF-Growth (P)}
rulesSup™ =~ 1 !
:(__ ________ p_ B - i [wyszukiwanie kandydatow] ' rulesSup | rulesSup
; i i€
1
,,,,,,,,, [
______________________________________
| genweight [obliczanie wag regut rozmytych]
| > calew1 [obliczanie wag dla przestanek regut rozmytych]
1
Y
i
i S
1
i calew2 [obliczanie wag dla konkluzji regut rozmytych]
1
1
! rules
i e
T ——
|
1
1

Rys. 111-38. Diagram sekwencji wywotania funkcji z modutu narz¢dziowego PFIS, przy generowaniu
probabilistyczno-rozmytej bazy wiedzy

6.2.3. Wnioskowanie w oparciu o utworzony model wiedzy

Mechanizm wnioskowania rozmytego modelu MISO oblicza na podstawie
numerycznych wartosci danych wejsciowych, wynikowy zbior rozmyty, a w konsekwencji
numeryczng warto$¢ wyjscia modelu. Dla systemu z bazg regut w postaci (109), mozliwe sa
dwa sposoby odnajdywania ostrych wynikéw y* [wb07]. Jeden ze sposoboéw wnioskowania
zostat omoéwiony w rozdziale III-5. Mechanizm ten jest wykorzystany przez funkcje
infermodpfis do okreslania wartosci wyjsciowej systemu o strukturze jak na rysunku II1-35.
Argumenty wywotania funkcji opisane zostaly w dodatku B pracy.

Ponizszy przyklad przedstawia budowe oraz analiz¢ systemu z probabilistyczno-rozmytg baza
wiedzy o dwoch wejsciach i jednym wyjsciu, gdzie x;€[0,100], x2€[0,1], ye[-5,5]. W tym
celu wykorzystano funkcje modutu narzedziowego PFIS.

114



I11. Koncepcja i implementacja systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy

Sutworzenie nowego modelu wiedzy (liczba roztacznych przedziaiow
dyskretyzacji przestrzeni zmiennych: 40, typ f. przynaleznoSci:
trapmf, liczba wartosci lingwistycznych: 7, operator And: prod,
interpretacja reguit: prod, metoda wyostrzania: cog, macierz

zmiennych wejsciowych: inX, macierz zmiennych wyjsciowych: outX)

mod=newpfis ('modelPFIS',inX,outX, 40, {'trapmf' 7}, ...
{'prod' 'prod' 'cog'},[0 O -5;100 1 5]);

%generowanie probabilistyczno-rozmytej bazy wiedzy (t-norm: prod,
wartos¢ minimalnego wsparcia: 0.001)

mod=genrulespfis (mod, 'apriori', inX,outX, 'prod',0.001) ;
$wnioskowanie dla danych uczacych w oparciu o utworzony model wiedzy
y=infermodpfis (mod, inX);

%okreslenie prawdopodobienstwa zdarzen rozmytych na wyjsciu przy
zadanych wartosciach numerycznych wejscé

yprob=inferprobpfis (mod, [15.5 0.29]);

Swyswietlenie informacji o systemie wnioskujacym
getpfis (mod, 'all')

Swyswietlenie stopni przynaleznosci dla zbiordw rozmytych

getpfis (mod, 'plotgmfs', 1)

getpfis (mod, 'plotgmfs', 2)

getpfis (mod, 'plotgmfs', 3)

Swyswietlenie probabilistyczno-rozmytej bazy wiedzy w postaci regui#
plikowych

getpfis (mod, 'rules')

Swyswietlenie probabilistyczno-rozmytej bazy wiedzy w postaci regui#
elementarnych

getpfis (mod, 'rules', 'elem"')

Omoéwienie pozostatych funkcji moduly narzedziowego PFIS, utworzonych na potrzeby
analiz prowadzonych w pracy doktorskiej, zostato zamieszone w dodatku B pracy.

6.3. Graficzny interfejs uzytkownika - PFISEDIT

Do modulu narzgdziowego PFIS zostat takze dotaczony interfejs graficzny GUI

onazwie PFISEDIT, ktory umozliwia, osobom niewtajemniczonym w szczegoty
implementacji, utworzenie systemu z probabilistyczno-rozmyta baza wiedzy oraz jego
testowanie z uwzglednieniem danych empirycznych. Glowne okno programu przedstawia
rysunek 111-39, gdzie jako przyktad zostal otworzony omawiany w rozdziale IV-2 rozmyty
system decyzyjny.
Narzedzie umozliwia utworzenie nowego systemu z probabilistyczno-rozmyta baza wiedzy
| zapisanie go na dysku komputera badz w przestrzeni roboczej Matlaba. Pozwala rowniez na
otwarcie, wczesniej zapisanego systemu z dysku komputera badz réwniez z przestrzeni
roboczej Matlaba.

Aby zbudowa¢ nowy system (menu programu: System=>Utworz nowy) W pierwszej
kolejnosci nalezy wczyta¢ dane uczace (funkcja A). Po wczytaniu danych, pojawi si¢
informacja o liczbie wejs¢ 1 wyj$¢ systemu (funkcja B) oraz uaktywnig si¢ parametry
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wnioskowania (funkcja D). Wowczas bedzie mozna przystapi¢ do definicji zbiorow
rozmytych (funkcja C). Gdy wartosci lingwistyczne 1 utozsamiane z nimi zbiory rozmyte dla
wszystkich zmiennych wejsciowych 1 zmiennej wyjsciowe] zostang zdefiniowane przez
uzytkownika, program pozwoli na generowanie probabilistyczno-rozmytej bazy regut
(opcjaE). W tym celu wykorzystywany jest rozmyty system decyzyjny, omédwiony
w rozdziale 1VV-2 pracy. Na jego podstawie program sam wybiera efektywny algorytm do
budowy bazy regut. Na wybor algorytmu wplywajg parametry ustalone wczesniej posrednio
lub bezposrednio przez uzytkownika takie jak: liczba zmiennych systemu, $rednia liczba
zdefiniowanych wartos$ci rozmytych dla kazdej zmiennej wejsciowej 1 wyjsciowej, liczba
roztacznych przedziatow dyskretyzacji warto$ci zmiennych, warto§¢ minimalnego wsparcia
regut modelu, liczba rekordow danych uczacych. W konsekwencji uzycia systemu
decyzyjnego, baza regul jest generowana za pomocg zmodyfikowanego algorytmu Apriori lub
zmodyfikowanego algorytmu FP-Growth (P). Z uwagi na dlugi czas trwania obliczen dla
wiekszych warto§ci ww. parametréw, zniecierpliwiony uzytkownik moze w kazdej chwili
przerwac obliczenia w celu korekty parametrow modelu wiedzy (rys. 111-40).

—)M Widok Program Program
Utworz nowy ‘Warunkowe prawdopodobiefistwo wyjécia
Otworz z dysku Il Probabilistyczno-rozmyta baza regut 4

Zapisz na dysk
Importyj z przestrzeni roboczej

Eksportuj do przestrzeni roboczej —
Zamknij
PFISEDIT Y = e e

T
tem Widok Program

Nazwa systemu: wyb_alg Liczba roztacznych przedziatow dyskretyzacji wartosci zmiennych: 41
Dane wejéciowe systemu Dane i Generuj probahilisty yta baze regut - Probabilist ta haza regut
’7““*"' RRECH Opertor AND: P <) || Metoda zmodif. Apriori Liczba regut elementamych: 1270 F) Reguiy plikows
3\ © zmadif. FP-Growth (P)
Dane wyjsciowe systemu "
Relacia implikacji:  |prod = || Min weparcie: 0.00014 Rezkdad fgezny prawdopodobisistwa
Liczba wyjsé: 1
Metoda wyostrzania: |cog - || Operator AnD: prod = | Rozklad brzegowy i warunkowy prawdopodobisristwa ‘ I
\ A e e C) ‘ D) Genenj ‘ " Dane
7 — Wajscie syst
<15961x5> @ z workspace A)
— I —— z dysku
Testowanie wynikéw wnioskowania systemu Zrssstuj wykrss Wezytaj \ﬂ/
Blgd RMSE: 066214 :
— Wyjscie
4 G T i <15951x1> ©) z workspace
18 @ Warto5¢ pomiarowa z dysku
Warto$¢ wyjsciowa systemu Wezytaj Resetuj
36 —
340 B ‘ Testuj z wykorzystaniem danych uczacych |
32- 4 — Dane testuj
£ H) et sy
= 4l |
5 <100x5> © 2 workspace 5)
< 58k i 2 dysku
Wezytaj Resetuj
26 4
— Wyjscie syt
2 7 <100x1> @ z workspace
20| B 2 dysku
2 ChC 3 E 1 L = e & bt o chcactcn cocuccl B L E IES
10 20 30 40 50 60 70 80 90 100
Numer prébki Testuj z wykorzystaniem danych testujacych ‘

Rys. 111-39. Interfejs PFISEDIT — okno glowne interfejsu z zaznaczonymi zakresami funkcjonalnymi
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B pFISEOIT l= —
System Widok Program
Mazwa sysiemu: wyb_alg Liczba roziacznych przedziatéw dyskretyzac)l wartoscl zmiennych: 41
Diane wejsciowe systemy Dana vrioskawania Geneny) probablietyczno-ozmyty bazg regul [~ Probabilistyczno-rozmyta baza regul
Liczha wojsi: 5 psratsr AN — <) || Metoda zmodil. Apriori Liczba regut elementamych: 0
@) zmodil. FP-Growth (P)
Dans wyjiciows systemu
Relacja implikaci  prod w! || Min wsparcie: 0.00014
Liczba wyjéis 1
W -
Metada wyostrzania:  cog + || Oparstor AND: prod
Zdefiniuj zbiory rozmyte Genaru) Dane uczgce
Wejécia systarmu
Uwaga: Baza regul jest w trakeie generowanial
<16961x6> @ z workspacs
2 dysku
. Teslowanie wynikéw wnioskowania sysiemu & stor [ [, S Wezyta) Ressty]
| Bigd RMSE
Wyjécie system
1 Uwaga: Baza wiedzy jest w trakie generowania ... p— ® z warkspace
Weiénij OK jezeli chcesz przerwad obliczenial e
09F o Wezytay Reseluj
0B :
o7k Testu) 2 wykorzystaniem danych uczcych
06k Dana testujice
Wejicie systemy
051 @ z workspace
W 04 2 dysku
Wezytaj Resetyj
03
Wyjdcie systemu
02 @ 2 workspace
a1l 2 dysku
Wezytaj Resetuj
0 I I L I i | I i
a 0.1 02 03 04 05 06 07 08 09 1

Rys. 111-40. Interfejs PFISEDIT — generowanie probabilistyczno-rozmytej bazy regut

Interfejs PFISEDIT pozwala na szczegdétowa analiz¢ informacji zawartych

w utworzonej bazie wiedzy (funkcja F lub menu Widok). W szczegdlnosci umozliwia:

a)

b)

przeglad regut plikowych bazy wiedzy modelu w postaci tekstowe;j (rys. I11-41) (menu
programu: Widok=>Reguty plikowe lub funkcja F: przycisk Reguty plikowe),

podglad, w postaci tabelarycznej, rozkladu tacznego prawdopodobienstwa zdarzen
rozmytych wejscia 1 wyjscia w regutach (rys. II1-42) (menu programu:
Widok=>Rozktad tgczny prawdopodobienstwa lub funkcja F: przycisk Rozktad tgczny
prawdopodobienstwa),

podglad, w postaci tabelarycznej, warto$ci prawdopodobienstw brzegowych zdarzen
znajdujacych si¢ w przestankach regut oraz wykresow prawdopodobienstw
warunkowych dla poszczegolnych regut plikowych bazy wiedzy (rys. 111-43) (menu
programu: Widok=>Rozktad brzegowy i warunkowy prawdopodobienstwa lub funkcja
F: przycisk Rozktad brzegowy i warunkowy prawdopodobienstwa ).

[ Editor - C\AMATLAB\R2008a\work\rules.txt "'E’
File Edit Text Go Cell Tools Debug Desktop Window Help Alresx
NER | $RBY (LD Aesfi|lE-80BRE BB |stack Base ~ =EnR=F=l(n]
BoE| -j10 [+| 11 [x|&2|@
1 1: IF (L. zmiennych IS 2) AND ($r. 1. warto$ci ling. IS W) AND (L. rozi. przedz. dyskr. IS W) AND ?

|(Min. w IS T) AND (L. danych IS §) [0.0029] THEN (Algorytm IS zm. Apr.) [1.0000]
2: IF (L. zmiennych IS 3) AND ($r. 1. warto$ci ling. IS W) AND (L. rozi. przedz. dyskr. IS W) AND
(Min. w IS T) AND (L. danych IS §) [0.0029] THEN (Algorytm IS zm. Apr.) [1.0000]

(Min. w IS T) AND (L. danych IS S) [0.0029] THEN (Algorytm IS zm. FP-G(P)) [1.0000]
4: TIF (L. zmiennych IS 2) AND (Sr. 1. wartoéci ling. IS M) AND (L. rozi. przedz. dyskr. IS W) AND

2%
3
4
5 3: IF (L. zmiennych IS 5) AND (ér. 1. wartoici ling. IS W) AND (L. rozi. przedz. dyskr. IS W) AND
6
7
8

(Min. w IS T) AND (L. danych IS S) [0.0029] THEN (Algorytm IS zm. Apr.) [1.0000]
g 5: IF (L. zmiennych IS 2) AND (§r. 1. wartoici ling. IS S) AND (L. rozi. przedz. dyskr. IS W) AND

10 (Min. w IS T) AND (L. danych IS S) [0.0029] THEN (Algorytm IS zm. Apr.) [1.0000]

11 6: IF (L. zmiennych IS 3) AND ($r. 1. wartosci ling. IS M) AND (L. rozi. przedz. dyskr. IS W) AND
12 (Min. w IS T) AND (L. danych IS S) [0.0029] THEN (Algorytm IS zm. Apr.) [1.0000]

13 7: IF (L. zmiennych IS 3) AND (§r. 1. wartosci ling. IS S) AND (L. rozi. przedz. dyskr. IS W) AND
14 (Min. w IS T) AND (L. danych IS S) [0.0029] THEN (Algorytm IS zm. Apr.) [1.0000]

15 8: IF (L. zmiennych IS 5) AND (§r. 1. warto$ci ling. IS M) AND (L. rozi. przedz. dyskr. IS W) AND
16 (Min. w IS T) AND (L. danych IS §) [0.0029] THEN (Algorytm IS zm. FP-G(P)) [1.0000]

17 9: IF (L. zmiennvch IS 5) AND (§r. 1. wartoéci lina. IS S) AND (L. rozl. orzedz. dvskr. IS W) AND (Min. ~
e »

plain text file Ln 2 Col 5 |OVR

Rys. 111-41. Przeglad regut plikowych probabilistyczno-rozmytej bazy wiedzy
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B PFISEDIT - Rozktad prawdopodobienstwa wartosci rozmytych zmiennych wejécia-wyjécia =] X
Wejscie Wejscie Wejscie Wejscie Wejscie Wyjscie
L. zmiennych  Sr. | wartosciling. L rozh przedz. Min, w L. danych Algorytm
dyskr.
3 - ~[BM - - - [zm Apr -

Rozktad prawdopodobienstwa wartosci rozmytych zmiennych wejscia - wyjscia

L. danych
BM M S w BW .
Min. w Pokaz rozktad
. Z | 2221304 6.6638=-04 7.2191e-04 66638e-04 4.9979e-04

T | 4.4187e-04 0.0013 0.0014 0.0013 9.9422e-04

| D | 2.0519e-04 6.1557e-04 6.6687c-04 6155704 4.6163e-04

Rys. 111-42. Interfejs PFISEDIT — rozktad prawdopodobienistwa warto$ci rozmytych zmiennych wejscia-wyjscia

B PFISEDIT - Rozktad brzegowy i warunkowy prawdopodobienstwa — ‘V-h
Rozktad pr p ien war go i brzeg go zdarzen rozmytych znajdujacych sie w regutach IF-THEN
Przestanki regut plikowych Rozklad prawdopodobienstwa warunkowego
- N - zdarzen rozmytych w kenkluzji dla wybranej reguty plikowej
L. zmienn.. Sr. | wart..|L. rozt. pr..| Min.w | L danych | prawd. brzegowe | wyswietl
1 - W W T 3 coom [ p Nr reguty plikowe] 10
2 3 w W T E 0.0029 = Przestanka reguly plikowej:
3 5 W W T s 00029 7] IF (L. zmiennych IS 4) AND (Sr. I. wartosci ling. IS W) AND (L. rozl.
7 b M w T s too® [0 przedz. dyskr. IS W) AND (Min. w IS T) AND (L. danych IS S)
5 2 s w T s 00029 []
[ 3 M W T s 0.0029 (] Prawdopodohiefstwo hrzegowe zajécia zdarzer w przestance:  0.0029267
7 3 s w T s 0.0029 =
8 5 M w T s 0.0029 =
9 5 s W T s o2 []
i 0 & w w T 5 0.0029 o e zm. FP-G(P)
11 M w T s goos [ g 1
12 s w T ] 00028 [ S
13 P M w T w 000z [] 5 o
14 2 s w T w 0.0027 = ;% 06
15 2 w w T M 0007 [0 g
16 2 W w T W 00027 [0 € 04
17 3 M w T w o0z [ g :
8 3 s w T w 0.0027 = & s
19 3 w w T w 0.0027 =
20 & M w T w 0.0027 = 0
21 5 s w T w 00027 [ 1 2
2 5 W w T W ez [ Wartosci lingwistyczne dla Algorytm
23 & W w T w 00027 [] s

Rys. 111-43. Interfejs PFISEDIT — rozktad prawdopodobiefistwa warunkowego i brzegowego zdarzen rozmytych
znajdujgcych si¢ w regutach probabilistyczno-rozmytej bazy wiedzy

Interfejs PFISEDIT pozwala réwniez na wnioskowanie rozmyte w oparciu
0 ustawione przez uzytkownika parametry (funkcja D), z zastosowaniem metod omowionych
w rozdziale I11-5. Nowe fakty, na podstawie ktorych system wnioskuje, moga stanowi¢ dane
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uczace (funkcja A) lub wczytane dane testujace (funkcja G). Wynik wnioskowania zostaje
przedstawiony w postaci:

- wykresu pordéwnania wartosci rzeczywistych zmiennej wyjsciowej oraz wartosci
uzyskanych na podstawie wnioskowania dla kolejnych rekordow danych (funkcja H),

- pierwiastka bledu sredniokwadratowego RMSE, wyznaczonego ze wzoru:

N
2. [y(n) - y(n)°

RMSE = || 2= N : (177)

gdzie:
N — liczebno$¢ zbioru,

y(n) — warto$¢ wyjsciowa dla rekordu n danych, wyznaczana w oparciu o0 utworzony model
wiedzy,

y(n) —rzeczywista warto$¢ wyjsciowa dla rekordu n danych.

Majac na uwadze zastosowanie systemu wnioskujagcego do zagadnien podejmowania
decyzji lub diagnostyki, narz¢dzie umozliwia roéwniez okre§lenie prawdopodobienstw
warunkowych zajécia zdarzen rozmytych na wyjsciu, przy faktach okreslonych za pomoca
wartos$ci numerycznych (menu programu: Widok=>Warunkowe prawdopodobienstwo wyjscia)
(rys. 111-44). W praktyce oznacza to, ze otrzymujemy nie tylko wskazania odnos$nie
rozwigzania danego problemu (np. diagnozy), ale takze okre$lone jest ryzyko danego
rozwigzania w ujeciu probabilistycznym.

PFISEDIT - Prawdopodabienstwa warunkowe zajScia zdarzen rozmytych na wyjsciu = -
Prawdopodobienstwo warunkowe zajscia zdarzen rozmytych na wyjsciu systemu
Wartosci humeryczne na wejsciu systemu Warunkowy rozkiad prawdopodobieristwa wyniku

2 5

L mizumgyel Rl 3 4 Algorytm Prawdopodobiefistwo warunkowe
2 10 zm. Apr. 0.3492

S, | wartosci ling. q oz zm. FP-G(F) 0.6508
0 a0

L. rozh przedz. dyskr. a NS
0 oo

Iin. w q o Oﬂtﬂ
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Rys. 111-44. Interfejs PFISEDIT — warunkowy rozktad prawdopodobiefistwa zaj$cia zdarzen rozmytych na
wyjsciu systemu

Rysunek 111-45 przedstawia interfejs PFISEDIT, ktory umozliwia okreslenie
charakterystyki zmiennych modelu, a w szczegodlnosci ich warto$ci lingwistycznych (zbioréw
rozmytych). Program pozwala uzytkownikowi na dodanie pojedynczego zbioru rozmytego
(przycisk: Dodaj zbior rozmyty) lub wielu zbiorow jednoczes$nie (menu programu: Zbiory
rozmyte=> Dodaj wiele zbioréow), zdefiniowanych jako stopnie przynaleznosci dla
przedziatow wartosci zmiennych, wynikajace z przeliczen na podstawie okres$lonej przez
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uzytkownika funkcji przynaleznosci. Istnieje mozliwo$s¢ dowolnej modyfikacji przez
uzytkownika stopni przynaleznosci przedziatow wartoéci do zbioru rozmytego. Opcja
normalizacji umozliwia wowczas dopasowanie stopni przynalezno$ci zbiorow rozmytych, aby
spetnialy warunek dopetnienia do jednosci (107).

-— =
[l PFISEDIT - Definicja zbiorow rezmytych dla zmiennych

AR - FY - 53
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Rys. 111-45. Interfejs PFISEDIT — definiowanie zbiorow rozmytych dla zmiennych systemu
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IV. Zastosowania systemu wnioskujacego z probabilistyczno-rozmyta
bazg wiedzy

1. Modelowanie wlasnosci wegla

W niniejszej dysertacji proponuje si¢ zastosowanie systemu z probabilistyczno-
rozmyta bazg wiedzy do modelowania wlasno$ci wegla. Idea utworzenia bazy wiedzy dla
systemow informatycznych wspomagajacych procesy planowania, sterowania i identyfikacje
w zaktadach proceséw przerdbki wegla zostata zarysowana w projekcie badawczym [wb97].
Zaktady przerobki wegla posiadaja strukture zlozong z wielu pojedynczych procesow
(rozdrabnianie i rozdzial materialu, wzbogacanie skladnika uzytecznego, mieszanie
materiatow o roznej zawartosci sktadnika uzytecznego, usrednianie materiatu ze wzgledu na
dany pomiar, uktady regulacji dla osadzarek, filtrow 1 wiele innych), taczacych si¢ w ciagi
technologiczne o okreslonych zadaniach [wb97]. Majac na uwadze cele strategiczne zaktadu
przerobki surowcoéw mineralnych, jak i biezace sterowanie poszczegdlnymi procesami, mozna
okresli¢ zarys mozliwych zastosowan utworzonego systemu wnioskujacego oraz jego bazy
wiedzy (rys. 1V-1).

SYSTEM WNIOSKUJACY

T Z PROBABILISTYCZNO-ROZMYTA BAZA WIEDZY CELE SYSTEMU
BLOK BLOK BLOK
ROZMYWANIA WNIOSKOWANIA WYOSTRZANIA

Planowanie produkcji

Whnioskowanie ‘I \ I
Agregacja IIIMIII Identyfikacja

Sterowanie i regulacja
BAZA WIEDZY procesow

— Aktualne pomiary —_

technologicznych

Baza danych Sara darveh ‘Zaﬁ‘_ ftegu' Monitorowanie
aza danycl probabilistyczno- —.> - -1 .
dtugookresowych rozmytych i stabilizacja
charakterystyk wegla
]

Rys. IV-1. Zarys mozliwych zastosowan systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy
(na podstawie [wh97])

Zmienno$¢ parametréw wegla dla optymalnego sterowania w zaktadzie mechanicznej
przerobki wegla byla przedmiotem analiz w wielu pracach. W pracy [gor05] autorka
przewiduje, m.in. ilo$¢, jakos¢ oraz warto$¢ mozliwych produktéw handlowych uzyskanych
Z wegla surowego, postugujac sie tzw. formulg sprzedazy [bla02]. Natomiast prace [wb08b],
[wb08c], [bta08] poswigcone zostaty metodyce utworzenia rozmytej bazy wiedzy zmienno$ci
cech badanego paliwa z zastosowaniem regut asocjacji.

1.1. Wielkosci charakteryzujace wegiel jako material uziarniony

Wegiel, jako paliwo kopalne, stanowi materiat uziarniony, niejednorodny. Pomiar
parametréw wegla — materiatu surowego, nie jest sprawg trywialng. Dodatkowym czynnikiem
utrudniajgcym przewidywalno$¢ pomiardéw jest czynnik losowy wplywajacy na wybor probki
poddawanej pomiarowi. Jest to czynnik generujacy btedy zaréwno w przypadku pomiardéw
dyskretnych, jak 1 w pomiarach ciggtych [wb04].
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Podstawowymi charakterystykami materiatu uziarnionego, ktérymi postuguja si¢ automatycy
1 technolodzy przerdbki, sa [wb97]:

- charakterystyka granulometryczna, podajaca udziaty klas ziarnowych o danej $rednicy,
- charakterystyka densymetryczna, podajaca frakcji ziarn o danej gestosci,
- charakterystyka jakosci wegla.

Do podstawowych parametréw charakteryzujacych jako$¢ wegla nalezg (na podstawie [cie05],
[wb08b]):

- wartos¢ opatowa (MJ/kg) decydujaca o ilosci mozliwej energii uzyskanej z jednego
kilograma masy wegla,

- zawartos$¢ wilgoci (%),

- zawarto$¢ popiotu (%), wyrazajaca udzial masy substancji niepalnej w catkowitej masie
wegla,

- zawartos¢ siarki (%) 1 inne.

Pierwsze dwa parametry decyduja o przydatnosci wegla jako paliwa dla elektrowni, dwa
kolejne parametry wskazuja na zagrozenie obcigzenia srodowiska naturalnego przez odpady
powstajace przy produkcji energii elektrycznej (lub cieplnej) [wb08b]. Powyzsze wielkosci sg
zatem najwazniejszymi elementami kontraktow handlowych zawieranych pomiedzy kopalnig
a odbiorcg produktu (elektrownig). Stad tez powinny by¢ pod stala kontrolg podczas
wykorzystywania ich w ukladach automatycznej stabilizacji czy tez regulacji procesow
technologicznych w zaktadach wzbogacania wegla [cie05].

Analizie zostanie poddana zaleznos$¢ udziatow masowych frakcji gestosciowych wegla
oraz zawarto$ci popiotu w tych frakcjach. Zawarto$¢ popiotu jest to wyrazona w procentach
masa stalej pozostalosci po wyprazeniu probki wegla o masie do 2:10°kg i uziarnieniu
mniejszym niz 2-10“m w warunkach ustalonych z norma (PN-80/G-04512). Wegiel jest tym
lepszy jako$ciowo, im posiada mniejszag zawarto$¢ popiotu. Jednakze wyniki metod
pomiardéw zawartosci popiotu, ktore s3 wykonywane w warunkach laboratoryjnych, uzyskuje
si¢ z duzym opdznieniem. Zatem, w celu sterowania procesem technologicznym stosowane sa
metody korelacji gestosci wegla 1 zawartosci popiolu w probce wegla, badz tez metody
oddziatywania promieniowania jadrowego z weglem [cie05].

1.2. Reprezentacja probabilistyczno-rozmyta dwéch zmiennych
charakteryzujacych wegiel dla danych surowych

W celu przejrzystosci analiz dotyczacych identyfikacji probabilistycznych wtasnos$ci
zmiennych rozmytych rozpatruje si¢ zaleznosci tylko dwoch zmiennych. Badaniu podlega
masowy udzial gestosciowej frakcji lekkiej wegla (w skrocie nazywany udziatem frakcji
lekkiej wegla), w ktorej gestos¢ wegla jest mniejsza od 1,3-10° kg/m3 — Stanowigcy wejscie
systemu z probabilistyczno-rozmyta baza wiedzy, oraz zawarto$¢ popiotu w tej frakeji,
stanowigcej wyjscie systemu. Zalezno$¢ danych empirycznych wyzej wymienionych
parametréw zostala przedstawiona na rysunku IV-2.
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Zawartost popiotu w frake]i lekkis] [%]

! !
0 0.1 02 03 04 05 08 0.7
Udziat frakcji lekkiej

Rys. IV-2. Zalezno$¢ zawartosci popiotu w frakeji lekkiej [%] od masowego udziatu tej frakeji

W badaniach empirycznych, przestrzen rozwazan zmiennych zostala podzielona na 40
rozlacznych przedzialdbw o rownej dlugosci. Przyjeto po 7 nastepujacych wartosci
lingwistycznych zmiennych:

L(Udzial frakcji lekkiej)={'Bardzo Niski', Niski', 'Srednio Niski', 'Sredni', 'Srednio Wysoki',
'Wysoki', 'Bardzo Wysoki}={'BN',N','SN','S''SW''W','BW'},

L(Zawartos¢ popiotu)={'Bardzo Niska', 'Niska', 'Srednio Niska', 'Srednia', 'Srednio Wysoka',
'Wysoka', '‘Bardzo Wysoka}={'BN',N'/SN','S" SW', W', BW'}.

Jednoczesnie, dla kazdej warto$ci lingwistycznej zostat okreslony zbior rozmyty (rys. [V-3).

Stopnie przynaleznogcei
&
O
O
<
<
O
[m]
L
Stopnie przynaleznosci
S
a
[u]
<
<
[u]
[u]

Udziat frakeji lekkiej (zmienna wejéciowa) Zawartogc popiolu w £1. [26] (zmienna wyj$ciowa)

Rys. IV-3. Definicja zbiorow rozmytych dla wartosci lingwistycznych zmiennych: udziatu frakcji lekkiej
i zawarto$ci popiotu w tej frakcji

Do budowy modelu wiedzy, w celu obliczenia wartosci tacznego prawdopodobienstwa
zdarzen rozmytych zmiennej wejSciowej 1 wyjsciowej, uzyto iloczynu algebraicznego jako
operatora t-normy. W przypadku pelnego rozkladu prawdopodobienstwa zdarzen rozmytych,
wyniki rozktadow sg jednakowe bez wzgledu na to, ktory algorytm uzyjemy do generowania
regut (rozdziat I11-3).

Otrzymany model wiedzy sktada si¢ z 7 regut plikowych (30 regul elementarnych). Na
podstawie wag modelu mozemy otrzymaé taczny rozktad prawdopodobienstwa zmiennych
wejscia-wyjscia. Rozklad prawdopodobienstwa wartosci lingwistycznych zmiennych: udziatu
frakcji lekkiej wegla oraz zawartos$ci popiotu w tej frakcji zostal przedstawiony w tabeli [V-1.

Mozna zaobserwowacé najczgstsze wspotwystepowanie $rednio wysokich wartos$ci udziatu
frakcji lekkiej oraz bardzo niskich (18,73% przypadkéw) i niskich (15,22% przypadkoéw)
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wartosci popiotu w tej frakcji. Nieco mniej czeste jest wspotwystepowanie srednich wartosci
udzialu frakcji lekkiej oraz bardzo niskich (14,03% przypadkéw) i niskich (11,08%
przypadkoéw) wartosci popiotu w tej frakcji. Ponadto, dla kazdej warto$ci udziatu frakcji
lekkiej, najwigksze jest prawdopodobienstwo wystapienia bardzo niskiej i niskiej zawarto$ci
popiotu w tej frakcji, co jest efektem pozadanym z punktu widzenia przydatnosci wegla, jako
paliwa.

Tab. 1V-1. Rozktad prawdopodobienstwa wartosci lingwistycznych zmiennych wej$cia-wyjscia

Zawartos¢ popiotu w frakcji lekkiej [%]

1 2 3 4 5 6 7

‘BN’ ‘N’ 'SN' 'S 'SW' ‘W' ‘BW'
1'BN' ] 0,0110932| 0,0010280 0 0 0 0 0
TT%, 2['N’ 0,0263941( 0,0162094( 0,0012193 0 0 0 0
E % 3|'SN' ] 0,0594465| 0,0561353| 0,0043871 0] 0,0005379| 0,0002391 0
"T‘u 5 |4'S 0,1402905( 0,1107884| 0,0099934| 0,0006216| 0,0008607| 0,0003825 0
N < |5]'SW' ] 0,1872452| 0,1521726| 0,0241229| 0,0016496 0 0 0
S o [6]'W 0,0733011( 0,0906102( 0,0090132( 0,0014345 0 0| 0,0015540
71'BW' | 0,0080569| 0,0103520| 0,0003706| 2,39E-05 0 0[ 0,0004662

Tabela IV-2 przedstawia rozktad prawdopodobienstwa brzegowego wartosci lingwistycznych
udzialu frakcji lekkiej. Warto$ci te stanowig bezposrednio wagi modelu wiedzy. Mozna
zauwazyC, ze dla udziatu frakcji lekkiej, najczestsze jest wystepowanie wartosci Srednio
wysokich (36,52% przypadkow), nastepnie S$rednich (26,29% przypadkow), wysokich
(17,59% przypadkow) 1 srednio niskich (12,07% przypadkow).

Tab. 1V-2. Rozktad prawdopodobienistwa brzegowego wartosci lingwistycznych przestanki
(udziahu frakeji lekkiej)

Lp. Wartoséé lingwistyczna Prawdopodobienstwo brzegowe
1 'SW' 0,3652
2 'S’ 0,2629
3 ‘W' 0,1759
4 'SN' 0,1207
5 'N' 0,0438
6 ‘BW' 0,0193
7 'BN' 0,0121
Rysunek 1V-3 przedstawia rozkltad prawdopodobienstwa warunkowego wartosci

lingwistycznych zawartosci popiotu w frakcji lekkiej dla wybranych regutl plikowych.
W przypadku najwazniejszej reguly, ktorej przestanka mowi, ze jezeli udziat frakcji lekkiej
jest $rednio wysoki to najbardziej prawdopodobnym zdarzeniem bedzie otrzymanie wartosci
bardzo niskiej (51,27% przypadkow) 1 niskiej (41,67% przypadkow) zawartosci wegla
w analizowanej frakcji. Inaczej rozktadajg si¢ proporcje dla najmniej waznej reguty, jezeli
udziat frakcji lekkiej bedzie bardzo niski to az 91,52% przypadkéw wskazuje, ze zawarto$¢
popiotu bedzie bardzo wysoka. Nie nalezy si¢ tym jednak zbyt bardzo sugerowal, gdyz
warto$¢ bardzo niska udzialu frakcji lekkiej zdarza si¢ stosunkowo rzadko (1,21%
przypadkow).
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Rys. IV-4. Rozktad prawdopodobienstwa warunkowego wartosci lingwistycznych w konkluzji (zawartosci
popiotu we frakcji lekkiej) dla wybranych regut plikowych modelu

1.3. Reprezentacja probabilistyczno-rozmyta dwéch zmiennych
charakteryzujacych wegiel dla danych usrednionych

W celu pokazania 1 porownania zmiennosci rozktadow zmiennych lingwistycznych
dla danych o réZznym stopniu rozproszenia ich warto$ci, przedstawiono odpowiednie rozktady
dla usrednionych wartosci udziatu frakcji lekkiej 1 zawartosci popiotu w tej frakcji. Usrednien
dokonano odpowiednio z trzech oraz szesciu wartosci pomiarowych. Z powodu losowosci
wyboru badanych probek w procesie technologicznym pomiary sg roOwniez najczescie]
usredniane. Zaleznos$ci danych empirycznych oraz ich u$rednien zamieszczono na rysunku
IV-5.

Definicji zbioré6w rozmytych oraz wartosci lingwistycznych dokonano analogicznie
jak w rozdziale 1V-1.3. Tabele IV-3+IV-4 oraz rysunek IV-6 przedstawiajag odpowiednio
rozktad prawdopodobienstwa tacznego wartosci lingwistycznych obu zmiennych, rozktad
prawdopodobienstwa brzegowego wartosci lingwistycznych udziatu frakcji lekkiej oraz
rozktad prawdopodobienstwa warunkowego warto$ci lingwistycznych zawartosci popiotu
w frakeji lekkiej, dla danych usrednionych na podstawie 3 kolejnych wartosci pomiarowych.
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Rys. 1V-5. Zalezno$¢ zawartosci popiotu we frakcji lekkiej od masowego udziatu wegla tej frakcji dla: a) danych
empirycznych, b) danych usrednionych ($rednia z 3 wartosci), ¢) danych usrednionych ($rednia z 6 wartosci)

Tab. IV-3. Rozktad prawdopodobienstwa wartosci lingwistycznych zmiennych wejscia-wyjscia
(udziahu frakeji lekkiej 1 zawartosci popiotu w tej frakcji)

Zawarto$¢ popiotu w frakcji lekkiej [%]
1 2 3 4 5 6 7
'BN' 'N' 'SN' 'S’ 'Sw' ‘W' '‘BW'
1['BN' 0 0 0 0 0 0 0
:E"% 2['N’ 0,0028268( 0,0009103 0 0 0 0 0
© “;" 3['SN’ 0,0478164( 0,0408212] 0,0019884 0 0 0 0
“('--.‘3 ) 4|'S’ 0,1764607| 0,1972546| 0,0084086( 5,05E-19 0 0 0
'_g < |5[/'SW' | 0,1875644| 0,2256666| 0,0094028( 0,0012218 0 0 0
o2 fgl'w 0,0426658( 0,0496850| 0,0023956| 0,0021081 0 0 0
7'BW" | 0,0015571| 0,0010780| 7,19E-05| 9,58E-05 0 0 0
Tab. 1V-4. Rozktad prawdopodobienistwa brzegowego wartosci lingwistycznych przestanki
(udziahu frakceji lekkiej)
Lp. Wartogé lingwistyczna Prawdopodobienstwo brzegowe
1 'SW' 0,4239
2 'S' 0,3821
3 ‘W' 0,0969
4 'SN' 0,0906
5 'N' 3,70E-03
6 ‘BW' 2,80E-03
Tabele IV-5+IV-6 oraz rysunek IV-7 przedstawiaja  odpowiednio  rozktad
prawdopodobiefstwa lacznego wartosci lingwistycznych obu zmiennych, rozkiad

prawdopodobienstwa brzegowego wartosci lingwistycznych udziatu frakcji lekkiej oraz
rozktad prawdopodobienstwa warunkowego wartosci lingwistycznych zwartosci popiotu
we frakcji lekkiej, dla danych usrednionych z 6 kolejnych wartosci pomiarowych.

W przypadku usrednien, wyzsze warto$ci lacznego prawdopodobienstwa zaj$cia
zdarzen rozmytych przesunely si¢ w kierunku $rednio wysokiej 1 $redniej wartosci udziatu
frakcji lekkiej oraz niskiej zawartosci popiotu w tej frakcji, natomiast zdarzenia rozmyte
0 malej czestosci wystapien zostaty zredukowane do zdarzen niemozliwych.
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Nr raguly plikowsj 1

Przestanka requly plikowe]
IF (Udzlal frakeji lekkie] IS SW)

Prawdopodobiefistwo brzegowe zajscia zdarzen w przestance:  0.42386
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Nr roguly plikowej: 2

Przestanka reguty plikowe|
IF (Udziat frakcji lekkiej IS S)

Prawdopodohiefstwa brzegowe zajécia zdarzed w przestance:  0.38212
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Przestanka reguty plikowej
IF (Udziat frakeji lekkiej IS W)

Prawdopodahienstwa brzegowe zajécia zdarzef w przestance:  0.096855
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Przestanka reguty plikowe]
IF (Udziat frakcji lekkiej IS SN)

Prawdopodobienstwo brzegowe zajécia zdarzen w przestance:  0.090626

Nr reguty plikowej: a

Przestanka reguty plikowej:
IF (Udziat frakeji lekkiej IS N)

Prawdopodobiefstwo brzegowe zajicia zdarzed w przestance:  0.0037372
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Nr reguty plikowej: 6

Przestanka reguly plikowe]
IF (Udziat frakci lekki] IS BYY)

Prawdopodobiefstwo brzegowe zajécia zdarzeh w przestance:  0.0028029
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Rys. 1V-6. Rozktad prawdopodobienstwa warunkowego wartosci lingwistycznych w konkluzji (zawartosci
popiotu we frakcji lekkiej) dla wybranych regut plikowych modelu

Zaobserwowano rowniez wyzsze prawdopodobienstwa brzegowe udziatu frakeji
lekkiej wegla dla warto$ci lingwistycznych "$rednio wysoki" 1 "Sredni". Pozostate wartosci
lingwistyczne zmienne] w przeslance pojawialy si¢ znacznie rzadziej. W zwigzku ze
zmniejszeniem si¢ ilosci tacznych, rozmytych zdarzen mozliwych dla obu zmiennych, ilo$¢
konkluzji regut w modelu uleglta zmniejszeniu. Mozna to zaobserwowa¢ na rozkladach
prawdopodobienstw warunkowych wartoéci lingwistycznych zawartosci popiotu w frakcji

lekkiej (rys. IV-6+1V-T7).

Tab. IV-5. Rozktad prawdopodobienstwa wartosci lingwistycznych zmiennych wejscia-wyjscia (udziatu frakeji
lekkiej i zawarto$ci popiotu w tej frakcji)

Zawartosc¢ popiotu w frakcji lekkiej [%]

1 2 3 4 5 6 7
IBNI lNl ISNI Isl ISWI IWI IBWI
‘BN’ 0 0 0
N’ 0,0001687| 0,0001446 0
'SN' | 0,0195351| 0,0224394| 0,0006387

lSl

0,1938322

0,2452669

0,0048928

lsz

0,1978693

0,2542089

0,0066402

Udziat frakgji
lekkiej wegla

0,0294532

0,0231384

0,0009882

NI B|[WIN|=

IBWI

0,0004700

0,0003133

0

[=l[=lk=li=l(=]l(=][=]

[=ll=li=li=l[=]l(=]l[=]
[=][=][=][=][=][=][=]

[=l[=]lk=]l[=][=]l[(=][=]
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Tab. 1V-6. Rozktad prawdopodobienstwa brzegowego wartosci lingwistycznych przestanki
(udziahu frakeji lekkiej)

Lp. Wartosé lingwistyczna Prawdopodobienstwo brzegowe
'SW' 0,4587

'S’ 0,444

‘W 0,0536

0,0426

‘BW 7,83E-04

‘N' 3,13E-04
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Nr reguty plikowej: 1 HNr reguty plikawei. 2 Mr reguty plikowrej 3
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IF {Udziat frakcji lekkiej 1S SW) IF (Udziat frakcji lekkiej IS S) IF {Udziat frakcji lekkiej IS W)
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Prawdopodobiefistwo brzegowe zajécia zdarzen w przestance:  0.042613 Prawdopodobiefistwo brzegows zajécia zdarzed w przestance: 0.00078333 Prawdopodobienstwo brzegowe zajécia zdarzed w przestance: 0.00031333
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Rys. IV-7. Rozktad prawdopodobienstwa warunkowego wartosci lingwistycznych w konkluzji (zawartosci
popiotu w frakcji lekkiej) dla wybranych regut plikowych modelu

1.4. Reprezentacja probabilistyczno-rozmyta dla filtracji danych
dynamicznych

1.4.1. Filtracja sygnalow

Wspotczesne tendencje rozwoju algorytmoéw sterowania cyfrowego ukierunkowane sg
na osigganie coraz to wigkszej doktadnosci mimo niepewnosci pomiaru [zim05]. W celu
eliminacji zakldcen i1 znieksztalcen sygnatéw uzytych do sterowania wykorzystuje si¢ filtracje
pomiardow, ktora poprawa wilasnosci sygnatu wejsciowego. Filtracja polega na wykonaniu
operacji na zbiorze probek wejsciowych zgodnie z deterministyczng funkcja przejscia
I podaniu na wyjécie przetworzonego ciggu probek wyjsciowych. Wg teorii przetwarzania
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uktadow analogowych 1 cyfrowych, wraz z przetworzeniem sygnatow nastepuje
przeksztalcenie jego widma. Niektore sktadowe czgstotliwosciowe widma sygnatu moga by¢
przez filtr uwypuklone, inne sttumione badz catkowicie usuni¢te, czyli odfiltrowane. Czesto
tez filtracja polega na przeksztalcaniu widma sygnalu wejsciowego w widmo sygnatu
wyjsciowego o pozagdanym ksztatcie [sza03].

Filtr wykonuje operacj¢ nie tylko na biezacym sygnale w chwili n, ale dzigki sprzezeniom
zwrotnym moze rowniez wykorzystywaé sygnaly wyjsciowe opdznione w czasie badz tez
sygnaty po chwili n. Ten drugi typ operacji moze by¢ jednak wykorzystywany jedynie
w filtrach off-line.

Istniejg rozne typy filtrow, najczgséciej spotyka si¢ nastepujace charakterystyki:
- filtry liniowe i nieliniowe,

- filtry przyczynowe i nieprzyczynowe,

- filtry niezmienne w czasie,

- filtry o skonczonej i nieskonczonej odpowiedzi impulsowe;.

W teorii sygnatow dla uktadu liniowego niezmiennego w czasie (LTI, ang. Linear Time-
Invariant) filtracj¢ jednego sygnatu dyskretnego przez drugi mozna uzyskaé dzigki operacji
splotu dwoch funkcji x(n) 1 h(n):

o0

y(n)=x(n)®h(n)= > x(k)h"(n - k). (178)

k=—0

Sygnat opisany przez funkcje X(n) jest sygnatem filtrowanym, natomiast sygnat h(n) —
filtrujacym. Sygnat filtrujacy jest zazwyczaj odpowiedzig impulsowa filtra przez ktoéry
przechodzi sygnat, czyli odpowiedzig na pobudzenie dyskretnym impulsem jednostkowym
(deltag Kroneckera d(n)). W wyniku filtracji z sygnatu x(n) redukowane sag wybrane sktadowe
czestotliwosciowe. Zdolnos$¢ splotu do realizacji filtracji czgstotliwosciowej jest zwigzana
Z whasnoscig transformacji Fouriera [zimO0S5].

Filtry o skonczonej odpowiedzi impulsowej (ang. Finite Impulse Response FIR), zwane takze
filtrami nierekursywnymi, dzialaja w oparciu o biezace 1 poprzednie wartosci wejsciowe.
Filtry o nieskonczonej odpowiedzi impulsowej (ang. Finite Impulse Response IIR) - filtry
rekursywne (ang. Auto-Regressive, AR) - dziataja w oparciu o biezgce i poprzednie wartosci
wejsciowe oraz poprzednie warto$ci wyjsciowe.

1.4.2. Analiza wlasciwoS$ci systemu wnioskujacego z probabilistyczno-
rozmyta baza wiedzy dla filtracji danych dynamicznych

W celu przetestowania wlasciwosci systemu wnioskujacego z probabilistyczno-
rozmytg bazg wiedzy, zostala zbudowana baza wiedzy dla filtru typu FIR w oparciu
o symulacje filtru $redniej ruchomej biezacych, 3 poprzednich 1 3 przysztych wartosci
wejsciowych uktadu (rys. IV-8). Wykorzystanie nauczonej bazy wiedzy pozwala na
zastosowanie w filtrze typu on-line probek sygnatow pochodzacych nie tylko z chwil
poprzednich, ale rowniez aproksymacji probek sygnatow pochodzacych z chwil kolejnych.
Wplywa to pozytywnie na szybkos¢ reakc;ji filtru na sygnat wejsciowy.

Pojecie filtracji w teorii sygnatow losowych czesto jest utozsamiane z prognozowaniem
biezacej wartosci sygnatu w chwili n, na podstawie chwil poprzednich. W przyktadzie
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zostanie opisana filtracja nie jako mozliwos¢ predykcji sygnatu, ale mozliwo$¢ zmiany
wlasnosci sygnatu wejsciowego.

x(n)

Rys. IV-8. Schemat blokowy filtru jako $redniej ruchomej z 7 sygnatow

Zbiory rozmyte dla wejscia 1 wyjscia zostaly zdefiniowane w oparciu o $rodki klasterow
pozyskanych metoda grupowania k-$rednich (rozdz. 1I-4.2.1). Srodki 6 klasteréw stanowia
punkty charakterystyczne dla funkcji przynaleznosci, na podstawie ktorych otrzymano stopnie
przynaleznosci 50 roztacznych przedziatéw dyskretyzacji zmiennych do zbioréw rozmytych
0 nastepujacych warto$ciach lingwistycznych:

L(x)={'Bardzo Niski', 'Niski', 'Srednio-Niski', 'Srednio-Wysoki', "Wysoki', 'Bardzo Wysoki'}=
{IBNI,INI’ISN|’ISWI,IWI,IBWI},

L(y)={'Bardzo Niski', 'Niski', 'Sredni', 'Wysoki', 'Bardzo Wysoki'}= {'BN',N','S''W''BW'},

gdzie: x jest wejsciem, Yy — wyjsciem modelu rozmytego. Na wej$cie modelu uzyto wielkosci
udziatu frakeji lekkiej wegla o gestosei ponizej 1,3-10% kg/m* Definicje zbioréw rozmytych
reprezentowane przez powyzsze wartosci lingwistyczne oraz sposob ich pozyskania
zobrazowano na rysunku 1V-9.

Ciag sygnatow pomiarowych x(n) podzielono na dane uczgce (400 pomiaréw) oraz dane
testujace (85 pomiaréw). W oparciu o dane uczace zbudowano probabilistyczno-rozmyta baze
wiedzy o pelnym rozkladzie prawdopodobienstwa zdarzen rozmytych. Analizowano wptyw
interpretacji regul (operatorow implikacji) na dopasowanie modelu wiedzy do
matematycznego zapisu funkcji przej$cia filtru. Dopasowanie modelu wiedzy byto oceniane
na podstawie pierwiastka btgdu $redniokwadratowego wyznaczonego ze wzoru (177). Wyniki
btedow zamieszczono w tabeli 1V-7. Mozna zauwazy¢, ze bledy dla danych testujacych sa
niewiele mniejsze od btedéow dla danych uczacych. Moze to $wiadczy¢ o dobrych
wlasciwosciach uogdlniajacych systemu badz tez jego matym dopasowaniu do danych
uczgcych. Jednakze warto$ci btgdow bliskie wartosci odchylenia standardowego wyjsciowych
danych uczacych (0,0496) wskazuja na niedopasowanie modelu wiedzy. Przedstawiajg to
rowniez wykresy [V-10 + IV-11.

Mimo niedopasowania, analiz¢ zagadnienia kontynuowano w celu zbadania wtasciwos$ci
utworzonego modelu.
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Rys. 1V-9. Stopnie przynaleznoS$ci dla wartosci lingwistycznych modelu wiedzy oraz sposéb ich pozyskiwania
na podstawie grupowania danych wejscie-wyjscie

Tab. IV-7. Doktadno$¢ dziatania systemu jako filtru - §redniej ruchomej z 7 sygnatow

Operator interpretacji regut | RMSE dla danych uczacych RMSE dla danych testujacych
lloczyn algebraiczny 0,0495 0,0481
Minimum 0,0481 0,0468
Implikacja Godela 0,0485 0,0464
Implikacja Goguena 0,0479 0,0459
Implikacja tukasiewicza 0,0471 0,0421
Implikacja Reichenbacha 0,0472 0,0421
Implikacja Kleene-Dienesa 0,0473 0,0422
Implikacja Zadeha 0,0480 0,0425

Na przyktadzie implikacji rozmytej Lukasiewicza (najmniejszy blad RMSE — tab. IV-7)
badano wptyw warto$ci minimalnego wsparcia na blad dopasowania oraz ztozono$¢ modelu
wiedzy. Dla warto$ci minimalnego wsparcia rownej 0,04, model sktada si¢ z 9 regut
elementarnych i wykazuje dopasowanie do symulowanych warto$ci, zarowno dla danych
uczacych, jak idanych testujacych, na poziomie modelu wiedzy z pelnym rozktadem
prawdopodobienstwa zdarzen rozmytych. Btad RMSE wskazanego modelu dla danych
uczacych wynosi 0,0485, dla danych testujacych — 0.0516. Utworzona probabilistyczno-
rozmyta baza wiedzy, zawiera nastepujace reguty plikowe:
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1: IF (x(n) IS N) [0.1331] THEN (y(n) IS BN) [0.6264]
ALSO (y(n) IS S) [0.3736]
2: IF (x(n) IS SN) [0.0937] THEN (y(n) IS S) [0.5221]
ALSO (y(n) IS BN) [0.4779]
3: IF (x(n) IS SW) [0.0911] THEN (y(n) IS S) [0.5317]
ALSO (y(n) IS W) [0.4683]
4: IF (x(n) IS BN) [0.0841] THEN (y(n) IS BN) [1.0000]
5 IF (x(n) IS W) [0.0660] THEN (y(n) IS BW) [1.0000]
6: IF (x(n) IS BW) [0.0429] THEN (y(n) 1S BW) [1.0000].
a) R )| 30
HHHHHMH . HHHHHHHH .

-0.01 0 001 002 003 004 005 006 007 008 009 0.01 0 0.01 002 003 004 005 006 007 008 009
Warto$¢ minimalnege wsparcia (min w) Warto$¢ minimalnego wsparcia (min w)

Rys. 1V-10. Zaleznos$ci btedéw dopasowania modelu wiedzy i ilosci regut elementarnych w modelu od wartosci
minimalnego wsparcia dla: a) danych uczacych, b) danych testujacych

Sposéb dzialania systemu, z modelem wiedzy zawierajacym reguly o minimalnym wsparciu
na poziomie 0,04, przedstawiono na rysunkach: 1V-10 (dla danych uczacych) oraz IV-11 (dla
danych testujacych). Przy analizowanych zatozeniach wejSciowych, sygnal wyjSciowy
systemu nie nasladuje sygnalu filtrowanego za pomoca S$redniej ruchomej, a ksztaltem
przypomina rzeczywisty sygnal wejsciowy sttumiony do wartosci $redniej, dla ktorego
uwypuklone zostaja sygnaty o skrajnych wartos$ciach. Jest to wynikiem charakterystyki
systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy, ktory na wyjScie podaje
warto$¢ oczekiwang wynikowych zbioréw rozmytych.

W celu pordwnania otrzymanych sygnatow, dokonano analiz¢ ich funkcji autokorelacji
(rys. IV-12). Ponadto, uzywajac algorytmu szybkiej dyskretnej transformaty Fouriera
utworzono widma przebiegu wejsciowego 1 przebiegow odksztatconych o czestotliwosci
1/360 Hz (rys. IV-13).

Z ksztattu funkcji autokorelacji przebiegu sygnalu wejsciowego oraz wyjscia modelu
rozmytego wynika, ze sygnaty sa dobrze skorelowane jedynie dla przesunigcia rownego zero
(kolejne probki nie sa ze soba skorelowane). Sygnaly zatem maja wihasciwosci szumu.
Natomiast, funkcja autokorelacji $redniej ruchomej wykazuje poprawnie korelacje
7 pierwszych przesuni¢¢ sygnatu, czego nie mozna zauwazy¢ na funkcji autokorelacji sygnatu
wyjsciowego modelu rozmytego.

Warto$ci modutu widma czgstotliwosciowego dla sygnatlu wejsciowego odzwierciedlaja
wlasciwosci losowe sygnatu. Aby, jednak wskaza¢ sktadowe sinusoidalne wystepujace
w sygnale, nalezaloby dokonac¢ estymaty funkcji ggstosci widmowej mocy — nie jest to jednak
celem analizy. Widmo czestotliwosciowe dla danych usrednionych ukazuje poprawnie, ze
obliczajac $rednig sygnalu dzialamy na zasadzie filtru dolnoprzepustowego, wygladzajac
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sktadowe sygnalow o wyzszych czgstotliwosciach. Widmo czestotliwosciowe dla wyjscia
filtru w przypadku nauczonego modelu wiedzy wygtadza sktadowe sygnalow w calym
obserwowanym zakresie pasma czestotliwosciowego.

T —— Sygnal wejsciowy
—=— Srednia z 7 probek sygnatu
—*— Wyjscie modelu rozmytego (min w=0.04)

o
~
I

o
2]

o
&)

o
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Udziat frakcji lekkiej wegla
o
B

200 220 240 260 280 300 320 340
Numer prébki sygnatu

Rys. IV-11. Sygnat wej$ciowy uczacy, sygnatl bedacy $rednig ruchomg z 7 probek danych uczacych oraz sygnat
wyjsciowy systemu rozmytego (min w=0,04)
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Rys. 1V-12. Sygnat wejsciowy testujacy, sygnat bedacy $rednig ruchoma z 7 probek danych testujacych oraz
sygnal wyjsSciowy systemu rozmytego (min w=0,04)
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Funkcja autokorelacji rzeczywistego sygnalu wejsciowego
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Rys. 1V-13 Funkcja autokorelacji rzeczywistego sygnatu wejSciowego, sygnatu usrednionego oraz wyjscia
systemu rozmytego
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Rys. 1V-14. Widmo czgstotliwo$ciowe Fouriera dla sygnatu wej$ciowego, usrednionego po 7 probek i wyjscia
modelu rozmytego
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1.5. System wnioskujacy z probabilistyczno-rozmytg baza wiedzy dla
pelnej charakterystyki wegla

1.5.1. Nawiazanie do idei fuzzy graph

Podstawowym aspektem rozwazanym przy tworzeniu wielowymiarowych modeli jest
poszukiwanie zaleznosci i relacji pomie¢dzy analizowanymi zmiennymi. W przypadku
zmiennych rozmytych zalezno$ci te mozna przedstawi¢c w postaci tzw. fuzzy graph.
Koncepcja fuzzy graph zostata wprowadzona przez Zadeh'a w 1971 roku [zad71], a pozniej
rozwijana w [zad75a-c], [zad97]. Zadeh, rozwazajac zmienne rozmyte X i Y oraz warto$ci
lingwistyczne tychze zmiennych w postaci A; i B; i=1,...,n, fuzzy graph przedstawia jako
sume¢ mnogosciowq iloczynow kartezjanskich:

f*=A xB, +..+A xB, —ZAIXB i=1...,n, (179)

Wiasnosécig kluczowa fuzzy graph f* jest mozliwos¢ aproksymacji pewnej funkcji f.
Schematyczny przyktad aproksymacji funkcji f za pomocg fuzzy graph zostat przedstawiony
na rysunku 1V-15.

Y A f*=MatexxB.Duzey+Sredniex
xDuzey+SredniexxSredniey
+DuzexxMatey
B. Duze,

Duzey

Sredniey

Matey

X

Matex Duzey

Sredniex

Rys. 1V-15. Aproksymacja funkcji f za pomoca fuzzy graph f* (na podstawie [zad97])

Przedstawiony w niniejszej dysertacji system z probabilistyczno-rozmyta bazg wiedzy
pozwala na wlaczenie prawdopodobienstwa brzegowego i warunkowego zdarzen rozmytych
znajdujacych sie w regutach do modelu aproksymacji funkcji f, ktéra moze odzwierciedlaé
realizacj¢ wspotzaleznosci zmiennych losowych. Schematyczny przyklad aproksymacji
funkcji f za pomoca fuzzy graph f,* z uzyciem wspomnianych rozktadow prawdopodobienstw
zdarzen rozmytych zostal przedstawiony na rysunku IV-16. Wlaczenie rozkladu
prawdopodobienstw pozwala na dopasowanie regut rozmytych do danych empirycznych bez
ingerencji eksperta.
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Rys. 1V-16. Aproksymacja funkcji f za pomocg fuzzy graph f,* z rozktadem prawdopodobienstwa brzegowego
i warunkowego zdarzen rozmytych

1.5.2. Dobér zmiennych lingwistycznych i ich wartosci

Przyktad fuzzy graph fy* zostanie przedstawiony na podstawie modelu statycznego
zalezno$ci parametrow wegla, ktory moze by¢ wykorzystany do sterowania parametrami
procesu technologicznego w zaktadach wzbogacania wegla. Wigcej informacji na temat wegla
jako paliwa kopalnianego zostato zamieszczonych w rozdziale IV-1.1. Obecnie rozwaza si¢
zalezno$ci wielu zmiennych, tworzac bazg¢ wiedzy jako wielowymiarowy fuzzy graph f,*, dla
uktadu przedstawionego na rysunku IV-17.

Udzial frakcji 1zejszej wegla (Q)
_

Udziat frakcji ciezszej wegla (Q;)

—_—
Catkowita
:}ﬁ Zawartos¢ popiotu w frakcji — zawartostI: pc‘flo{u
|zejszej wegla (Aq) w weglu (Ac)
—_— >

Zawartosé popiotu w frakcji
ciezszej wegla (Aq)

Rys. IV-17. Schemat uktadu charakterystyki wzbogacania wegla

Na wejsciu uktadu rozwaza si¢ nastepujace zmienne lingwistyczne:

- Qi - masowy udziat 1zejszej frakcji gestosciowej wegla (w skrocie nazywany udziatem
frakeji 1zejszej wegla) o gestosci wegla mniejszej od 1,5-10° kg/m®,

- Q2 - masowy udziat cigzszej frakcji ggstosciowej wegla (w skrocie nazywany udzialem
frakeji ciezszej wegla) o gestosci wegla wiekszej od 1,5-10% kg/m®,

- A - zawarto$¢ popiotu w frakeji 1zejszej wegla [%],
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IV. Zastosowania systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy

- A, - zawarto$¢ popiotu w frakeji ciezszej wegla [%].

Charakterystyka wzbogacalno$ci wegla, tj. masowy udziatl elementarnych frakcji ziarnowo-
gestosciowych w weglu oraz warto$ci atrybutow jakosciowych zwigzanych z tymi frakcjami,
stanowi o jako$ci wegla surowego [cie05]. W stosunku do parametru zawartosci popiotu,
wegiel jest tym lepszy jakosciowo, im posiada mniejszg zawarto$¢ popiotu. Poprzez
zalezno$ci powyzszych parametréw mozemy okre§lic zawarto$¢ catkowita popiolu Ac
W probee wegla. Powyzsza wartos¢ wyjsciowa uktadu moze postuzy¢ do podjecia decyzji
0 zastosowaniach badanego surowca, wobec tego moze by¢ wykorzystywana w zadaniach
klasyfikacji i diagnostyki sterowania procesami wzbogacania wegla.

W celu utworzenia bazy wiedzy, reprezentujacej tworzony fuzzy graph f,*
przedstawionego uktadu, dla kazdej zmiennej zdefiniowano 5 zbioréw rozmytych (rys. IV-18)
reprezentowanych przez nastgpujgce wartosci lingwistyczne:

L(Q1)=L(Q2)={'b. maty', 'maty', 'Sredni', 'duzy', 'b. duzy'},
L(A1)=L(A2)=L(Ac)={'b. mata', 'mata’, 'srednia’, 'duza', 'b. duza'}.

Z uwagi na zastosowanie funkcji typu trojkatnego dobrano nieparzysta liczbe (35) zbiorow
dyskretyzacji warto$ci przestrzeni zmiennych.

D. maly‘mah, j gredni 7

Stopnie przynaleznosci
Stopnie przynaleznosci

Q2 (zmienna wejsciowa)

dredhia b. duZa

duza

0300303
Al (zmienna wejciowa)

Stopnie przynaleznoéci
5
Stopnie przynaleznosci

k=)

g b. mafa T mala T Zrednia’

8 *

i’; O #* *

& o * *
) 0 4 %
= *

2 * m] &
g * O @

2 ' oodoes
“ 30

Ac (zmienna wyj$ciowa)

Rys. 1V-18. Definicja zbiorow rozmytych dla zmiennych systemu

1.5.3. ldentyfikacja bazy wiedzy dla pelnej, statycznej charakterystyki
wegla

Kryterium jako$ciowym identyfikacji jest otrzymanie jak najlepszej aproksymacji

zaleznosci wartosci parametrow wyjsciowych 1 wyjsciowego tak, aby moc na podstawie
zadanych warto$ci wejsciowych okresli¢ wlasciwag wartos¢ na wyjsciu. Jako empiryczne dane
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uczace zastosowano 400 rekordéow wartosci pomiarowych. Zdolno$¢ wuogdlniania
otrzymanego systemu bazujacego na fuzzy graph f,* zostala oceniona wyznaczajac, dla
kolejnych 95 pomiaréw, wskaznik bledu sredniokwadratowego (RMSE). Oczywiscie, im
warto$¢ wskaznika btgdu dla danych uczacych jest mniejsza tym otrzymujemy lepsza
aproksymacj¢ zalezno$ci parametrow, ponadto im warto$§¢ wskaznika btedu dla danych
testujacych jest mniejszy, tym zdolno$¢ do uogodlniania systemu jest wigksza.

Poczatkowo zatozono otrzymanie fuzzy graph f,* z pelnym rozktadem prawdopodobienstwa
zdarzen rozmytych. Badania przeprowadzono dla réznych sposobow interpretacji regul (za
pomocg interpretacji koniunkcyjnej oraz interpretacji logicznej z wykorzystaniem operatora
implikacji rozmytej tj.: operatora implikacji Lukasiewicza, Goguena, Godela, Kleene-Dienesa,
Reichenbacha oraz Zadeha) oraz roznych operatoréw t-normy, jako sposobu aczenia zdarzen
w poprzedniku reguty. W celu oceny aproksymacji, warto$¢ liczbowa wyjscia otrzymywano
na podstawie metody $rodka cigzkosci (por. III-5.5). W przypadku rozszerzonej metody
srodka ciezkosci otrzymywano gorsze wyniki aproksymacji. Uzyskane wartosci btedu RMSE
dla zbioru danych uczacych 1 testujacych oraz réznych operatoréw sa przedstawione w tabeli
IV-8.

Tab. 1V-8. Blad RMSE [%] aproksymacji zalezno$ci parametréw za pomoca fuzzy graph f,* w zaleznosci od
réznych operatorow interpretacji regut oraz t-normy jako spdjnika logicznego AND (dla modelu
uwzgledniajacego petny rozktad prawdopodobienstwa zdarzen rozmytych)

W T-norma T-norma T-norma T-norma T-norma T-norma T-norma
Interpretacja regu Zadeha (min) | Lukasiewicza Fodora lloczynu Hamachera Einsteina drastyczna
lloczyn algebraiczny 2,148| 2,220|15,568| 14,387| 1948| 2,729| 1913| 2,055 2,079 2,162| 1,880 2,034|29,678| 29,760
Minimum 2,190| 2,250] 15,567| 14,389| 1946| 2,728| 1,920 2,050 5,120| 5,302 1,879 2,017|29,678| 29,760
Implikacja Godela 2,453 2,/428|15,572|14,393| 1,930] 2,720 2436| 2415 4,087| 4,506 2422| 2395|29,678| 29,760
Implikacja Goguena 2427 24000 15,571]14,394] 1926) 2,715| 2406| 2377| 3,867| 4,349 2394| 2363|29,678| 29,760
Implikacja fukasiewicza 3,923 4,243 15,780| 14,759 3,383| 4,128| 4,113| 4,468| 4,197| 4,569| 4,150 4,506| 29,678| 29,757
Implikacja Reichenbacha 4,023| 4,357 15,799| 14,785 3,563 4,293| 4,171| 4,526 4,115 4,463| 4,195 4,551|29,678| 29,757
Implikacja Kleene-Dienesa | 4,137| 4.488| 15,821| 14,816] 3,784 4496| 4233| 4590| 4690] 4983] 4,243] 4,599|29,678| 29,756
Implikacja Zadeha 4,202| 4563|15,835| 14,831| 3,965 4662 4259| 4615 4,717| 5,009 4261 4617|29678| 29,756
Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane

uczgce [testujgce | uczace |testujgce| uczace |testujace | uczace |testujgce| uczgce (testujgce | uczace |testujgce| uczace |testujgce

Na podstawie tabeli, mozna sformutowac nastgpujace wnioski. Najwiekszy wplyw na wyniki
aproksymacji ma prawidlowy dobor operatora jako spojnika logicznego AND. Rodzaj
interpretacji regut nie wptywa na wynik w tak znaczacym stopniu. Zdolno$¢ do aproksymacji
dla danych uczacych i jej uog6lnienie idzie ze soba w parze tzn. przy matej wartosci btedu dla
danych uczacych, blad dla danych testujacych jest nieco wiekszy ale réwniez maty, 1 na
odwrdt, przy duzych wartosciach bledéow dla danych uczacych, blad dla danych testujacych
jest jeszcze nieco wigkszy. Dla kazdego operatora stanowigcego o interpretacji regut,
najlepsza aproksymacje otrzymano przy uzyciu t-normy Einsteina, t-normy Fodora, minimum
oraz iloczynu algebraicznego. Kolejno gorsze wyniki otrzymano dla t-normy Hamachera,
natomiast wykorzystanie t-normy ktukasiewicza oraz t-normy drastycznej powodowato
zafalszowanie wynikow. Niezaleznie od wybrania operatora dla spojnika logicznego AND
najlepsze wyniki aproksymacji uzyskano dla interpretacji regut z wykorzystaniem operatorow:
minimum 1 iloczynu algebraicznego. Porownujac wszystkie otrzymane wyniki, najlepsza
aproksymacje wykazato uzycie nastgpujacego zestawu parametrow: t-normy Einsteina,
interpretacji regut jako minimum oraz wyostrzania metoda srodka ciezkosci.

Dla najlepszych parametrow (t-normy Einsteina oraz interpretacji regut z operatorem
minimum) wykreslono zaleznosci bledow RMSE oraz liczby regut elementarnych od wartosci
minimalnego wsparcia (min w). Rysunek IV-19 przestawia omawiane zaleznos$ci zarowno dla
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danych uczacych, jak i danych testujgcych. Liczba regut elementarnych, w przypadku fuzzy
graph f,* zawierajacego prawdopodobiefnstwa brzegowe i warunkowe wynikajace z petnego
rozktadu prawdopodobienstw dla zdarzen rozmytych w regutach, wynosi 518. Wraz
Z wzrostem warto$ci minimalnego wsparcia dla regul, liczba regul elementarnych maleje,
poczatkowo bardzo szybko, pdzniej wolniej. Jednakze, rowniez wraz z wzrostem wartosci
minimalnego wsparcia, wartosci btgdow zaréwno dla danych uczacych, jak i1 danych
testujacych ulegaja wzrostowi. Biorac pod uwage najlepsze dopasowanie wartosci wyjscia do
danych testujacych i uczacych oraz jednocze$nie mozliwie najmniej ztozone odwzorowanie
zaleznosci, warto$¢ minimalnego wsparcia rowna 0,0015 wyznacza optymalng strukturg bazy
wiedzy (na rysunku 1V-19 zaznaczona linig przerywang). Wowczas btad RMSE dla danych
uczacych wynosi 1,91%, blad RMSE dla danych testujacych - 2,05%, natomiast liczba regut
elementarnych jest rowna 103, co stanowi 62 reguly plikowe. Cato$¢ fuzzy graph fy* dla
odwzorowania zalezno$ci przedstawionych parametrow wegla, zostala zamieszczona
w dodatku C. Ponizej przedstawiono tylko 4 najwazniejsze reguly plikowe zaleznosci
parametrow:

1: IF (Q1 IS s$redni) AND (Q2 IS maty) AND (A1 IS srednia) AND (A2 IS duza) [0.1581]
THEN (Ac IS $rednia) [0.6946]
ALSO (Ac IS duza) [0.2756]
ALSO (Ac IS mata) [0.0298]

2: IF (Q1 IS duzy) AND (Q2 IS maty) AND (A1 IS mata) AND (A2 IS duza) [0.0758]
THEN (Ac IS $rednia) [0.5966]
ALSO (Ac IS mata) [0.4034]

3: IF (Q1 IS $redni) AND (Q2 IS b. maty) AND (Al IS $rednia) AND (A2 IS duza) [0.0640]
THEN (Ac IS $rednia) [0.7554]
ALSO (Ac IS duza) [0.1965]
ALSO (Ac IS mata) [0.0481]

4: IF (Q1 IS $redni) AND (Q2 IS maty) AND (A1 IS s$rednia) AND (A2 IS $rednia) [0.0584]
THEN (Ac IS $rednia) [0.7821]
ALSO (Ac IS duza) [0.1103]
ALSO (Ac IS mata) [0.1076]

Poréwnanie ciggow pomiarowych danych uczacych i testujacych oraz ciggéw uzyskanych
przy zastosowaniu systemu o optymalnej strukturze probabilistyczno-rozmytej bazy wiedzy
zamieszczono na rysunkach 1V-27 + IV-28. W celu weryfikacji struktury modelu wiedzy
przeprowadzono réwniez analize bltedow dopasowania modelu do danych rzeczywistych,
czyli tzw. analizg reszt:

A~

e=A—-A, (180)
gdzie: A, oznacza cigg danych odpowiednio uczacych lub testujacych, AC— cigg danych

uzyskanych na wyjsciu utworzonego modelu (odpowiednio dla danych uczacych lub
testujacych).
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Rys. 1V-19. Zaleznosci btedu RMSE oraz liczby regut elementarnych od warto$ci minimalnego wsparcia dla:
a) danych uczacych, b) danych testujacych

Rysunki 1V-20 + IV-21 przedstawiaja cigg btedow dla danych uczacych i testujacych. Jak
mozna zauwazy¢, w przypadku danych uczacych, btedy rozktadaja si¢ rownomiernie wzdtuz
blisko zerowej warto$ci Sredniej zaktocen (doktadnie wartos¢ srednia wynosita: — 0.1081%,
odchylenie standardowe: 1.9121%), ponadto mozna przypuszcza¢ o warto$ci statej wariancji.
Przedstawiona na rysunku IV-22 unormowana funkcja autokorelacji btedow R, (S)

(unormowana kowariancja) wyliczona ze wzoru:

N-s
E[(e(n) —&)(e(n+5)—&)] _ nz_l[(e(n) —e)(e(n+s)—8)]

Re(s) = \/02 o2 N-s N-s
e(n)Tenes) \/Z(e(n) —€)? > (e(n+s)-¥)?
n=1 n=1

(181)

swiadczy rowniez o niezaleznosci bledow - ksztalt funkcji zblizony jest do funkcji
autokorelacji bialego szumu. W przypadku btedow dla danych testujacych, rozktad ich jest
réwniez przewazajaco rownomierny wokol wartosci zerowej, jednak wyjatkiem sa probki
o numerach 40-55, gdzie $rednia btedu jest wigksza od wartoSci zerowej. Wartos¢ $rednia
btedu dla wszystkich pomiaréw danych testujacych wynosi 0,24%. Przedstawiona na rysunku
IV-22 unormowana funkcja autokorelacji btedéw R,(S) dla danych testujacych $wiadczy
0ich nieskorelowaniu dla przesuni¢¢, za wyjatkiem przesunigcia s=4, dla ktorego
autokorelacja bledu jest wieksza od wartosci 0,2. Jednakze warto$¢ na poziomie 0,259
oznacza niskg dodatnig korelacje bledow [0st99]. Rysunek IV-23 przedstawia histogram
btedow dla danych uczacych i testujacych lacznie. Parametry statystyczne btedow wynosza
odpowiednio: moda mo=-2.9236, srednia € =-0.0413, mediana me=-0.2503. Zachodzi wobec
tego nierowno$¢ € >me>mo, co S$wiadczy o asymetrii prawostronnej rozktadu bledow.
Asymetri¢ ta mozna rowniez zaobserwowa¢ na wykresach zalezno$ci miedzy wartoscig

rzeczywista wynikajaca z pomiarow A; a warto$cia wyliczong na podstawie modelu AC
(rys. IV-24). Wykresy te ponadto wyraznie ukazuja, ze dla wartosci wyjscia bliskiej $redniej
warto$ci danych wyjsciowych ( A, =29,37 dla danych uczacych, A, =30,04 dla danych
testujagcych) jest najmniejszy poziom btedow. Im dalej od wartosci $redniej tym biad e jest
wigkszy — dodatni dla wartosci mniejszej od $redniej A., ujemny dla wartosci wigkszej od
Sredniej A, .
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IV. Zastosowania systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy

2. System decydujacy o wyborze algorytmu do budowy
probabilistyczno-rozmytej bazy wiedzy

Przyktad zastosowania systemu z probabilistyczno-rozmytg bazg wiedzy jako systemu
decyzyjnego, zostanie pokazany na podstawie wyboru efektywnego algorytmu do budowy
probabilistyczno-rozmytej bazy regul. Jak zaznaczono w rozdziale III-3.3, za efektywny
algorytm uznaje si¢ algorytm, ktory generuje bazg regut w mozliwie najkrotszym czasie.

Czas budowy ww. bazy regut jest zdeterminowany strukturg danych analizowanego problemu
badawczego. Dlatego tez, istniejga trudnoSci w utworzeniu usci§lonego modelu
matematycznego, ktory pozwoli jednoznacznie stwierdzi¢, jaki algorytm przy danych
zatozeniach wejsciowych bedzie dziata¢ efektywniej dla kazdego rodzaju danych uczacych.
Ta ograniczona wiedza powoduje, iz symulacje na podstawie jednego zbioru danych stajg si¢
nie w petni wiarygodne dla ogétu mozliwych danych dos§wiadczalnych. Stad tez proponowane
jest zbudowanie rozmytego systemu podejmowania decyzji na podstawie analizowanego
w dysertacji systemu wnioskujacego z probabilistyczno-rozmyta bazg wiedzy. System
pozwoli na podjecie decyzji w oparciu o prawdopodobienstwa zdarzen rozmytych
okreslonych m.in. na podstawie analiz wykonanych w rozdziale 111-3.3. Takie rozwigzanie
umozliwi wnioskowanie bazujac na wiedzy niepewnej oraz pokaze zaleznos$ci pomiedzy
warto$ciami lingwistycznymi analizowanych parametrow.

2.1.1. Dobér zmiennych lingwistycznych i ich wartosci

W rozdziale III oméwiono algorytmy pozwalajace na zbudowanie probabilistyczno-
rozmytej bazy wiedzy. Okres§lono tez, ktore z nich nalezy wzia¢ pod uwage przy budowie
uniwersalnego narzgdzia. Parametrami majacymi wplyw na wybor efektywnego algorytmu sa:

- liczba zmiennych systemu X; [2-5],

- $rednia liczba zdefiniowanych wartosci rozmytych dla kazdej zmiennej wejSciowej
I wyjsciowej X, [2-10],

- liczba roztagcznych przedziatow dyskretyzacji wartosci zmiennych X3 [1-50],
- warto$¢ minimalnego wsparcia regut modelu X4 [0-0,001],
- liczba rekordéw danych uczacych Xs [1-10000].

Wynikiem decyzji Y jest wybor jednego z algorytmow: zmodyfikowanego algorytmu Apriori
(rozdz. 111-3.2.2) (wartos¢ 2) oraz zmodyfikowanego algorytmu FP-Growth (P)
(rozdz. 111-3.2.3) (warto$¢ 4),

Macierz danych uczacych otrzymano w wyniku 15961 symulacji uczenia
probabilistyczno-rozmytej bazy wiedzy na podstawie danych charakteryzujacych sig
kombinacjami ponizszych warto$ci parametrow wejsciowych:

- liczba zmiennych systemu ze zbioru {2,3,4,5},

- S$rednia liczba zdefiniowanych wartosci rozmytych dla kazdej zmiennej wejsciowej
I wyjéciowej ze zbioru {2,3,...,10},

- liczba rozlacznych przedzialdéw dyskretyzacji wartosci zmiennych ze zbioru
{10,20,30,40,50},

- liczba rekordéw danych uczacych ze zbioru {1000,2000,...,10000},

- warto$¢ minimalnego wsparcia regut modelu ze zbioru {0, 0.0001, 0.0005, 0.001, 0.002,
0.003, 0.004, 0.005, 0.01}.

143



IV. Zastosowania systemu wnioskujacego z probabilistyczno-rozmyta baza wiedzy

Wyjscie dla danych uczacych stanowi algorytm dla ktérego czas trwania symulacji, przy
jednakowych zalozeniach wejsciowych, byt krotszy.

Aby pokaza¢ charakterystyke zmiennych, na podstawie danych uczacych zostaty
przedstawione wykresy zalezno$ci pomiedzy danymi wejSciowymi i wynikiem decyzji
(rys. IV-25). Wynik decyzji na wykresach czesto jest dwuznaczny z uwagi, iz inny wynik
mozna otrzymaé przy zatozeniu rédznych wartosci pozostatych, nie ujetych na wykresie
zmiennych wejsciowych.

< zm. Apriori T o Zm Apriofi
*  zm FP-Growth (P) S # zm FP-Growth (P)

3]
=]

10000 ..-:"'l 5

s
=)

N
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przedziatéw dyskretyzacji
@

8

o

Liczba rekordéw danych uczgcych

Srednia liczba wartosci
lingwistycznych dla zmiennej

45 Minimalne wsparcie
regut rozmytych

Liczba zmiennych modelu

Rys. 1V-25. Zaleznosci migdzy wybranymi zmiennymi wejsciowymi a zmienng wyjsciowg modelu rozmytego
(na podstawie danych uczgcych)

Macierz danych testujacych jest wektorem wybranych 100 rekordow. Wybor
algorytmu dla danych testujacych byl rowniez okreslony poprzez mierzenie czaséw symulacji
obu algorytmow.

Bazg¢ danych dla analizowanego systemu okreslono nastepujaco:

- zmienna wej$ciowa: liczba zmiennych modelu — cztery warto$ci lingwistyczne dla
zbioréw typu singleton: L(X;)={"2",'3', '4','5'},

- zmienna wejsciowa: srednia liczba wartosci lingwistycznych dla zmiennych w modelu —
pie¢ wartosci lingwistycznych: L(X2)={'Bardzo Mata', 'Mala', 'Srednia', 'Wysoka', 'Bardzo
Wysoka'}={'BM', 'M", 'S', 'W', 'BW'},

- zmienna wejSciowa: liczba rozlacznych przedzialéw dyskretyzacji — cztery wartosci
lingwistyczne: L(X3)={'Bardzo Mala', 'Mata', 'Srednia’, "Wysoka'}={'BM’, 'M', 'S', 'W'},

- zmienna wejSciowa: minimalne wsparcie regut rozmytych — trzy wartosci lingwistyczne:
L(Xs)={'Zerowe', 'Typowe', 'Duze}={'Z', 'T','D'},

- zmienna wejSciowa: liczba rekordéw danych uczqcych — pig¢ wartosci lingwistycznych:
L(Xs)={'Bardzo Mata', 'Maia', 'Srednia’, "Wysoka', 'Bardzo Wysoka'}={'BM, 'M', 'S’, "W/,
IBW'},

- zmienna wyjsciowa: wybor algorytmu — dwie wartosci lingwistyczne dla zbiorow typu
singleton: L(Y)={'zm. Apriori', 'zm. FP-Growth (P)'}={"zm. Apr.', 'zm. FP-G(P)'}.

Definicje zbiorow rozmytych dla ww. wartosci lingwistycznych zostaly zestawione na
rysunku 1V-26.
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Rys. 1V-26. Stopnie przynaleznosci przedziatow poszczegdlnych wartosci zmiennych wejsciowych i zmienne;j
wyjsciowej do zdefiniowanych zbioréw rozmytych

2.1.2. ldentyfikacja probabilistyczno-rozmytej
systemu decyzyjnego

bazy wiedzy dla

Jako kryterium jakos$ci identyfikacji zastosowano wskaznik bedacy stosunkiem liczby
btednych decyzji dla zbioru danych uczacych (testujacych) do jego liczebnosci. Oczywiscie,
przy projektowaniu bazy wiedzy najbardziej interesuje nas procent btednych decyzji dla
danych testujacych, ktory okresla zdolno$¢ systemu do uogolniania.

Analizowano wptyw wyboru operatoréw wnioskowania rozmytego na procent btednych
odpowiedzi systemu, zarowno dla danych uczacych, jak 1 danych testujacych. Podczas
obliczen, brano pod uwage wszystkie mozliwe probabilistyczno-rozmyte reguly modelu
(warto$¢ minimalnego wsparcia rowna 0). Z analizy otrzymanych wynikow (tab. IV-9) mozna
wywnioskowa¢, ktore zatozenia wnioskowania rozmytego nalezy wzig¢ pod uwage przy
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zadanym problemie decyzyjnym. Wartosci ostre na wyjsciu systemu zostaty obliczone na
podstawie wyostrzania metodg $rodka cigzkosci COG (rozdziat I11-5.5).

Tab. 1V-9. Procent blednych decyzji w zalezno$ci od roznych operatorow interpretacji regut oraz t-normy jako
spojnika logicznego AND (dla modelu uwzgledniajacego petny rozktad prawdopodobienstwa zdarzen
rozmytych)

W T-norma T-norma T-norma T-norma T-norma T-norma T-norma
Interpretacja regu Zadeha (min) | tukasiewicza Fodora iloczynu Hamachera Einsteina drastyczna
lloczyn algebraiczny 252%| 1500%| 6,19%| 26,00%| 2,75%| 12.00%| 266%)| 15,00%| 2,53%)| 15,00%| 266%| 14,00%| 21,70%| 57,00%
Minimum 252%| 1500%| 6,19%| 26,00%| 2,75%| 12,00%| 266%)| 15,00%| 253%)| 1500%| 266%| 14,00%| 21,70%| 57,00%
Implikacja Godela 5,36%| 16,00%| 6,21%| 27,00%| 2.84%) 12.00%| 5736%)| 16,00%| 5,36%)| 16,00%| 536%| 16,00%| 21,77%| 57,00%
Implikacja Goguena 536%| 16,00%| 621%| 27.00%| 2.84%) 12.00%| 536%)| 16,00%| 5,36%)| 16,00%| 536%| 16,00%| 21,77%| 57,00%
Implikacja tukasiewicza 252%| 1500%| 6,23%| 26,00%| 2,75%| 12.00%| 266%)| 15,00%| 2,53%)| 15,00%| 266%| 14,00%| 21,70%| 57,00%
Implikacja Reichenbacha 252%| 15,00%| 6,23%| 26,00%| 2,75%| 12,00%| 266%| 1500%| 253%)| 1500%| 266%| 14,00%| 21,70%| 57,00%
Implikacja Kleene-Dienesa | 252%| 15,00%| 6,23%| 26,00%| 275% 12,00%| 266%| 15,00%| 253%| 1500%| 266%| 14,00%| 21,70%| 57,00%
Implikacja Zadeha 25,51%| 31,00%| 30,60%| 44,00%| 2292%| 34,00%| 32,13%| 34,00%| 30,62%| 47,00%| 33,51%]| 38,00%| 21,93%]| 58,00%
Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane
uczgce |testujgce| uczgce [testujgce| uczace |testujgce | uczgce |testujgce| uczace |testujgce| uczgce |testujgce | uczace |testujgce

Podobnie jak w rozdziale 1V-1.5.3, wigkszy wplyw na procent poprawnych odpowiedzi ma
wybor odpowiedniego operatora odzwierciedlajagcego spdjnik logiczny AND, laczacy
przestanki proste w regutach. Dla danych uczacych najmniejszy procent btednych odpowiedzi
systemu (2,52%) uzyskano w przypadku uzycia t-normy Zadeha (min), nieco wiekszy procent
bledu uzyskano przy uzyciu t-normy Hamachera (2,53%), iloczynu algebraicznego (2,66%),
t-normy Einsteina (2,66%) oraz t-normy Fodora (2,75%). Natomiast, dla danych testujacych
najnizszy procent btednych odpowiedzi (12%) uzyskano dla t-normy Fodora, wigkszy o dwa
punkty procentowe dla t-normy Einsteina oraz wigkszy o trzy punkty procentowe dla t-normy
Zadeha, iloczynu algebraicznego i t-normy Hamachera. Wykorzystanie operatora t-normy
Lukasiewicza oraz t-normy drastycznej powoduje najmniejsze dopasowanie modelu wiedzy
do analizowanego problemu decyzyjnego.

W przypadku okreslonego operatora t-normy jako spojnika logicznego AND, wyboru
interpretacji regul mozna dokona¢ sposroéd 4 grup, wydzielonych z uwagi na dopasowanie
modelu wiedzy do problemu decyzyjnego:

- grupa pierwsza (iloczyn algebraiczny, minimum), najlepsze dopasowanie,

- grupa druga (implikacja rozmyta Lukasiewicza, Reichenbacha, Kleene-Dienesa), niewiele
gorsze dopasowanie (réznica dla t-normy Lukasiewicza),

- grupa trzecia (implikacja rozmyta Gddela, Goguena), stabe dopasowanie,
- grupa czwarta (implikacja rozmyta Zadeha), model niedopasowany.

Istnieje duza rozbiezno$¢ migdzy bledami dla danych uczacych i danych testujacych.
Powodem rozbieznosci jest sposob doboru ww. danych. Rekordow uczacych byto az 15 961.
Sktadaja si¢ one z kombinacji warto$ci zmiennych wejSciowych pochodzacych z catych
zakresow ich zmienno$ci. Zawierajg zatem statystyczng wiekszo$¢ wartosci zmiennych
wejsciowych dla ktorych powierzchnia modelu jest gltadka, a udziat danych dla ktoérych
powierzchnia modelu jest pofaldowana jest znacznie mniejszy, niz w przypadku danych
testujacych. Stad tez mozliwosci dokonania bledow sa tez znaczne mniejsze. Danych
testujacych jest duzo mniej (w ilosci 100) 1 zostaly tak wyselekcjonowane, aby warto$ci
zmiennych dotyczyly mozliwie jak najwigcej przypadkow na granicy zmiany efektywnosci
algorytmow.

Poniewaz najwazniejsza jest zdolno$¢ systemu do uvogoélniania, postanowiono wybrac
operatory do wnioskowania rozmytego w oparciu o najnizszy uzyskany procent btednych
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decyzji dla danych testujacych. Mianowicie, wybrano t-norm¢ Fodora, jako odzwierciedlenie
iloczynu przestanek prostych w regule, oraz interpretacje regut Larsena (iloczyn algebraiczny).

Dla ww. zatozen ograniczano liczb¢ regul modelu wiedzy zwigkszajac wartos¢ minimalnego
ich wsparcia. Badano rowniez wplyw zmiany parametréw modelu na procent blednych
decyzji, dla danych uczacych i danych testujagcych. Wyniki przedstawiono na rysunku 1V-27.
Z wykresow mozna wyznaczy¢ optymalng warto$¢ parametru minimalnego wsparcia, dla
ktorego blad odpowiedzi systemu jest najmniejszy oraz struktura modelu wiedzy jest
mozliwie najmniej skomplikowana. Dla warto§ci minimalnego wsparcia z przedziatu

(9-107°, 1,4-10™*) procent blednych odpowiedzi, dla danych testujacych, zmalat z 12% do
11%. Procent blednych odpowiedzi z wykorzystaniem danych uczacych, dla ww. warto$ci

minimalnego wsparcia, ustalil si¢ na tym samym poziomie, jak dla pelnego rozktadu
prawdopodobienstwa zdarzen rozmytych (2,73%). Stad tez optymalng warto$cig minimalnego
wsparcia jest 1,4-107*, dla ktorej otrzymujemy najnizsze bledy przy mniejszej liczbie regut
elementarnych. Niestety model zmniejszyt si¢ jedynie o 282 regut elementarnych w stosunku
do pelnego rozktadu zdarzen rozmytych. Caly model systemu zawiera wigc 1270 regut
elementarnych, co stanowi 1186 regut plikowych. Jednakze w przypadku zastosowania
systemu do podejmowania decyzji o wyborze algorytmu generowania bazy wiedzy
w implementowanym narzedziu, zlozono$¢ modelu nie jest tak istotna jak trafno$¢ wyboru.
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Rys. 1V-27. Zaleznos$ci procentu bltednych odpowiedzi systemu oraz liczby regut elementarnych od wartosci
minimalnego wsparcia dla: a) danych uczacych, b) danych testujacych
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Rys. 1V-28. Poréwnanie wynikéw symulacji z warto$§ciami wyliczonymi na podstawie modelu
z probabilistyczno-rozmyta baza wiedzy (dla danych testujacych)

Rysunek 1V-28 przedstawia porownanie rzeczywistych wynikow symulacji danych
testujacych y z wartosciami wyliczonymi na podstawie utworzonego modelu wiedzy Y .

Podpunkt a) rysunku pokazuje wartosci § otrzymane bezposrednio po wnioskowaniu

rozmytym i wyostrzaniu metoda $rodka cigzkosci COG. Natomiast podpunkt b) rysunku
przedstawia wartos$ci po uwzglednieniu zaleznosci:

2 (zm.Apriori)dla y <3

. (182)
4 (zm.FP —Growth) dla y >3

algorytm = {

Ponizej znajdujg si¢ bardziej znaczace reguty plikowe utworzonego modelu wiedzy:

1 IF (X11S2) AND (X2 IS W) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y 1S zm. Apr.) [1.0000]

2: IF (X11S 3) AND (X2 IS W) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y IS zm. Apr.) [1.0000]

3 IF (X11S 5) AND (X2 IS W) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y IS zm. FP-G(P)) [1.0000]

4: IF (X1 1S 2) AND (X2 IS M) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y IS zm. Apr.) [1.0000]

5: IF (X1 1S 2) AND (X2 IS S) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]

THEN (Y IS zm. Apr.) [1.0000]
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10:

11:

12:

13:

14:

15:

16:

17:

18:

19:

20:

21:

22:

23:

24:

25:

IF (X11S 3) AND (X2 IS M) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y IS zm. Apr.) [1.0000]

IF (X115 3) AND (X2 IS S) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y IS zm. Apr.) [1.0000]

IF (X11S 5) AND (X2 IS M) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y IS zm. FP-G(P)) [1.0000]

IF (X11S 5) AND (X2 IS S) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y IS zm. FP-G(P)) [1.0000]

IF (X1 1S 4) AND (X2 IS W) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y IS zm. FP-G(P)) [0.7657] ALSO (Y IS zm. Apr.) [0.2343]

IF (X1 1S 4) AND (X2 IS M) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y IS zm. FP-G(P)) [0.5350] ALSO (Y 1S zm. Apr.) [0.4650]

IF (X1 1S 4) AND (X2 IS S) AND (X3 IS W) AND (X4 IS T) AND (X5 IS S) [0.0029]
THEN (Y IS zm. FP-G(P)) [0.7038] ALSO (Y IS zm. Apr.) [0.2962]

IF (X11S 2) AND (X2 IS M) AND (X3 IS W) AND (X4 IS T) AND (X5 IS W) [0.0027]
THEN (Y IS zm. Apr.) [1.0000]

IF (X11S 5) AND (X2 IS W) AND (X3 IS W) AND (X4 1S T) AND (X5 IS W) [0.0027]
THEN (Y IS zm. FP-G(P)) [1.0000]

IF (X11S 4) AND (X2 IS M) AND (X3 IS W) AND (X4 IS T) AND (X5 IS M) [0.0027]
THEN (Y IS zm. FP-G(P)) [0.9360] ALSO (Y IS zm. Apr.) [0.0640]

IF (X1 1S 4) AND (X2 IS M) AND (X3 IS W) AND (X4 IS T) AND (X5 IS W) [0.0027]
THEN (Y IS zm. Apr.) [0.8550] ALSO (Y IS zm. FP-G(P)) [0.1450]

IF (X1 1S 3) AND (X2 IS S) AND (X3 IS W) AND (X4 IS T) AND (X5 IS M) [0.0027]
THEN (Y IS zm. Apr.) [1.0000]

IF (X1 1S 4) AND (X2 IS W) AND (X3 IS W) AND (X4 IS T) AND (X5 IS M) [0.0026]
THEN (Y IS zm. FP-G(P)) [1.0000]

IF (X11S2) AND (X2 IS BM) AND (X3 IS W) AND (X4 1S T) AND (X5 IS S) [0.0022]
THEN (Y IS zm. Apr.) [1.0000]

IF (X115 3) AND (X2 IS BM) AND (X3 IS W) AND (X4 1S T) AND (X5 IS S) [0.0022]
THEN (Y IS zm. Apr.) [1.0000]

IF (X11S 5) AND (X2 IS BM) AND (X3 IS W) AND (X4 IS T) AND (X5 IS BW) [0.0015]
THEN (Y IS zm. FP-G(P)) [1.0000]

IF (X1 1S 3) AND (X2 IS BW) AND (X3 IS W) AND (X4 IS T) AND (X5 IS BW) [0.0015]
THEN (Y IS zm. Apr.) [1.0000]

IF (X1 1S 4) AND (X2 IS BW) AND (X3 IS W) AND (X4 IS T) AND (X5 IS BW) [0.0015]
THEN (Y IS zm. Apr.) [0.7787] ALSO (Y 1S zm. FP-G(P)) [0.2213]

IF (X1 1S 2) AND (X2 IS S) AND (X3 IS W) AND (X4 IS Z) AND (X5 IS S) [0.0015]
THEN (Y IS zm. Apr.) [1.0000]

IF (X11S2) AND (X2 IS W) AND (X3 IS W) AND (X4 1S Z) AND (X5 IS S) [0.0015]
THEN (Y IS zm. Apr.) [1.0000]
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2.1.3. Analiza probabilistyczno-rozmytej bazy wiedzy przy faktach
wyrazonych za pomoca wartosci lingwistycznych i umerycznych

Analizujac strukture modelu wiedzy utworzonego systemu wnioskujagcego mozemy
dowiedzie¢ si¢ o charakterystyce badanego zadania. W rozwazanym przyktadzie,
prawdopodobienstwo jednoczesnego zajs$cia zdarzen rozmytych znajdujacych si¢ w regutach
wskazuje, ktory algorytm jest bardziej efektywny w danej sytuacji — przy okreslonych
warto$ciach lingwistycznych zmiennych wej$ciowych. Wybrane zalezno$ci przedstawione
zostaly w tabelach IV-10 + IV-12.

Tabela IV-10 ukazuje wybor konkretnego algorytmu dla Srednio bardzo wysokiej
liczby wartosci lingwistycznej, wysokiej liczby rozlacznych przedziatow dyskretyzacji
przestrzeni warto$ci zmiennej oraz warto$ci minimalnego wsparcia bliskiej zeru. Wowczas,
dla modelu typu SISO, dla dowolnej liczby danych uczacych do budowy probabilistyczno-
rozmytej bazy wiedzy lepiej wybra¢ zmodyfikowany algorytm Apriori. Przy dwdch wejsciach
do systemu, algorytm Apriori nie jest zalecany dla bardzo matej liczby danych uczacych
I w 22,7% przypadkach — dla matej liczby danych uczacych. Natomiast dla trzech wej$¢ do
systemu bez wzgledu na liczbe danych uczacych zalecane jest uzycie zmodyfikowanego
algorytmu FP—Growth (P).

Tab. 1V-10. Prawdopodobiefistwo jednoczesnego zajécia wybranych zdarzen rozmytych w regutach

Zatozenia wartosci lingwistycznych pozostalych Prawdopodobienstwo jednoczesnego zajscia
zmiennych wejsciowych zdarzen rozmytych w reguiach
Zmienne wejsciowe Wynik
Liczba
Liczba Sred. liczba | rozigoznyeh | e \eoareie 'zm. Apr.' |'zm. FP-G(P)'
zmiennych | wartosciling. | przedziatow
dyskretyz.
2' '‘BW' "W 'Z' : < 'BM' 0,00034 0
829 § % ‘M 0,00102 0
Neca |S 0,00110 0
S50 8 [W 0,00102 0
'BW' 0,00076 0
Zmienne wej$ciowe Wynik
Liczba
Liczba Sred. liczba | rozlgoznyeh | \u oo 'zm. Apr.' |'zm. FP-G(P)'
zmiennych | warto$ciling. | przedziatbw
dyskretyz.
'3’ '‘BW' ‘W' 'Z' : _ = 'BM' 0 0,00026
829 -§ % ‘M 0,00078 0,00023
Necao |S 0,00110 0
S50 8 W 0,00102 0
'BW' 0,00076 0
Zmienne wej$ciowe Wynik
Liczba
L_iczba Sred.'li(.:z'ba roz{qcz_ny,c h Min. wsparcie 'zm. Apr.' |'zm. FP-G(P)'
zmiennych | warto$ciling. | przedziatbw
dyskretyz.
'4' '‘BW' ‘W' 'Z' : _ o 'BM' 0 0,00034
829 é % ‘M 0 0,00102
Neca |S 0 0,00110
S50 8 (W 0 0,00101
'BW' 0 0,00072
Dla dwodch zmiennych wejsciowych, S$rednio bardzo wysokiej liczby warto$ci

lingwistycznych kazdej zmiennej systemu, wysokiej liczby roztacznych przedziatéw
dyskretyzacji, ale za to bardzo niskiej liczby rekordow danych uczgcych, algorytm
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FP-Growth (P) jest zalecany przy warto$ci minimalnego wsparcia bliskiej zeru oraz tylko
w 20,9% przypadkdw przy typowej warto$ci wsparcia (tab. IV-11). W pozostatych
przypadkach, takze dla S$redniej liczby roztacznych przedziatow i malej liczby rekordow
danych uczacych, uznaje si¢ zmodyfikowany algorytm za bardziej efektywny.

Tabela 1V-12 pokazuje analogiczne zalezno$ci wyboru algorytmu od réznej liczby
zmiennych modelu, przy zadanych warto$ciach pozostatych zmiennych wejsciowych.

Tab. 1V-11. Prawdopodobienstwo jednoczesnego zajscia wybranych zdarzen rozmytych w regutach

Zatozenia wartosci lingwistycznych pozostatych Prawdopodobiernstwo jednoczesnego zajscia
zmiennych wejsciowych zdarzen rozmytych w regutach
Zmienne wejsciowe Wynik
« Liczba Liczba
L.ICZba Sred:llgz‘ba rozlacz_ny'ch rekordéw 'zm. Apr.' |'zm. FP-G(P)'
zmiennych i wartosciling. | przedziatow
danych ucz.
dyskretyz.
'3' '‘BW!' ‘W' 'BM' S 'Z' 0 0,00026
é s T' 0,00053 0,00014
2 D' 0,00031 0
Zmienne wejsciowe Wynik
Liczba Liczba
Liczba Sred. liczba 4 roziacznych 4oy ey, 'zm. Apr.'  |'zm. FP-G(P)
zmiennych | wartosciling. | przedziatdw
danych ucz.
dyskretyz.
l3| ‘BW‘ |S| IM| ] g IZI o 0
(== T
s % T 0,00107 0
3 'D' 0,00050 0

Tab. 1V-12. Prawdopodobienstwo jednoczesnego zaj$cia wybranych zdarzen rozmytych w regutach

Zalozenia wartosci lingwistycznych pozostatych Prawdopodobienstwo jednoczesnego zajscia
zmiennych wejsciowych zdarzen rozmytych w regutach
Zmienne wejsciowe Wynik
. Liczba
Liczba Sred. liczba | rozigcznych
rekordow i acz y' Min. wsparcie ‘zm. Apr." |'zm. FP-G(P)'
wartosci ling. | przedziatow
danych ucz.
dyskretyz.
‘™' '‘BW!' ‘W' 'Z' . S '2' 0,00102 0
2 E‘ '3' 0,00078 0,00023
< .ﬂé '4' 0 0,00102
N '5' 0 0,00102
Zmienne wejsciowe Wynik
. Liczba
Liczba Sred. liczba | rozigcznych
rekordow i acz y' Min. wsparcie 'zm. Apr.' |'zm. FP-G(P)'
wartosci ling. | przedziatow
danych ucz.
dyskretyz.
'S' 'BW' ‘W' 'Z' o S '2' 0,00110 0
2 g '3 0,00110 0
< .ﬂé '4' 0 0,00110
N '5' 0 0,00110
Zmienne wejsciowe Wynik
. Liczba
Liczba Sred. liczba | rozigcznych
rekordow i acz y' Min. wsparcie 'zm. Apr.' |'zm. FP-G(P)'
wartosci ling. | przedziatow
danych ucz.
dyskretyz.
'S' 'BW' ‘W' T . S '2' 0,00220 0
sz |7 0,00220 0
° .ﬂé '4' 0,00054 0,00165
N '5' 0 0,00127
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Bioragc pod uwage konkretne iloSciowe warto$ci wejsciowe systemu decyzyjnego,
mozemy rowniez, na podstawie wag modelu wiedzy, otrzymaé prawdopodobienstwo
warunkowe osiggni¢cia danego wyniku.

Niech wejscia systemu beda rowne odpowiednio:

- X174 (ilo$¢ zmiennych modelu),

- Xo=7 ($rednia ilo$¢ zbiorow rozmytych dla kazdej zmiennej),

- X3=35 (liczba roztacznych przedzialow dyskretyzacji wartosci zmiennych),

- %4=0,0001 (warto$¢ minimalnego wsparcia),

X5=5250 (liczba rekordow danych uczacych).

Woweczas, aktywowane sa 2 reguly plikowe modelu wiedzy, dla ktorych stopien aktywacji z,
{przy zastosowaniu t-normy Fodora) ksztaltuje si¢ nastepujaco:

466:  IF (L. zmiennych IS 3) AND (Sr. 1. wartoéci ling. IS W) AND (L. rozt. przedz. dyskr. IS S) AND
(Min. w IS Z) AND (L. danych IS S) [0.000777]

THEN (Algorytm IS zm. FP-G(P)) [0.7471]
ALSO (Algorytm IS zm. Apr.) [0.2529] => 7,445 =0,5,

472:  IF (L. zmiennych IS 3) AND (Sr. 1. wartosci ling. IS S) AND (L. rozt. przedz. dyskr. IS S) AND
(Min. w IS Z) AND (L. danych IS S) [0.000777]

THEN (Algorytm IS zm. FP-G(P)) [0.5545]
ALSO (Algorytm IS zm. Apr.) [0.4455] =>17,,, =0,5,

Wykorzystujac wagi probabilistyczno-rozmytej bazy wiedzy, mozna stwierdzi¢, iz przy
warunku zaj$cia powyzej opisanych warto$ciach numerycznych na wej$ciach systemu:

- efektywnym algorytmem wyszukiwania regul modelu jest zmodyfikowany algorytm
Apriori z prawdopodobienstwem 0,3492,

- efektywnym algorytmem wyszukiwania regul modelu jest zmodyfikowany algorytm
FP-Growth (P) z prawdopodobienstwem 0,6508.

Postugujac si¢ pelnym wnioskowaniem rozmytym opisanym w rozdziale III-5 pracy wraz
z wyostrzaniem wynikowego zbioru rozmytego metodg $rodka ciezkosci, otrzymujemy na
wyjséciu systemu warto$¢ ostrg ¥ =3.2943. Po zastosowaniu zaleznosci (182), otrzymujemy
podpowiedz, ze przy danych zalozeniach wejsciowych, do budowy bazy wiedzy, powinniSmy
wykorzysta¢ zmodyfikowany algorytm FP-Growth (P). Jest to zgodnie z wcze$niejszym
rozwazaniem.

W dodatku D pracy zostaly zamieszczone wyniki identyfikacji modelu wiedzy
analogicznego systemu wnioskujagcego, przy =zatozeniu wigkszej liczby rozlgcznych
przedziatow dyskretyzacji w przestrzeniach zmiennych oraz innych definicji zbiorow
rozmytych dla wielkosci liczby rekordow danych uczacych. Otrzymano wowczas, dla bazy
wiedzy z pelnym rozktadem prawdopodobienstwa zdarzen rozmytych, mniejszy procent
btedéw dla danych uczacych (1,48%) (przy zalozeniu t-normy Zadeha (min) jako spojnik
logiczny AND) i taki sam procent btedow dla danych testujacych (12%). Jednakze liczba
regul takiego modelu jest o wiele wigksza, a zwigekszenie wartosci minimalnego wsparcia
powoduje takze zwiekszenie bledow decyzji (np. dla min w = 2-10~* procent blednych
odpowiedzi wynosi 1,58% dla danych uczacych, 13% — dla danych testujacych, liczba regut
elementarnych wynosi 1793).
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V. Podsumowanie i wnioski koncowe

W niniejszej dysertacji przedstawiono rozwigzanie dla problemu identyfikacji
probabilistyczno-rozmytej bazy wiedzy oraz utworzenia na jej podstawie systemu
wnioskujacego.

Wktadem wtasnym autorki jest:
- opracowanie struktury systemu wnioskujgcego z probabilistyczno-rozmyta baza wiedzy,

- wykorzystanie idei metod wyszukiwania rozmytych regul asocjacji jako mozliwo$é
automatycznego pozyskiwania probabilistyczno-rozmytej bazy regut,

- zmodyfikowanie algorytméw, ktoére pozwalaja bezposrednio znalez¢ wiarygodne reguty
rozmyte wraz z wagami, stanowigce podstawe do wnioskowania w oparciu o budowany
model wiedzy,

- opracowanie systemu decyzyjnego, ktoéry pozwoli na wybdr efektywnego algorytmu
generowania probabilistyczno-rozmytej bazy regul, przy okreslonych parametrach modelu
wiedzy,

- utworzenie w $rodowisku Matlab, nowego modutu narzedziowego PFIS wraz
z interfejsem graficznym PFISEDIT, ktory moze by¢ rozszerzeniem pakietu Fuzzy Logic
Toolbox.

Opracowanie koncepcji systemu otwiera nowe mozliwo$ci w modelowaniu zagadnien,
ktoére wymagaja uwzglednienia niepewno$ci w kategoriach probabilistycznych i rozmytych
jednoczes$nie. Zastosowanie logiki rozmytej z regutowa baza wiedzy daje mozliwosé
wyrazania informacji niepelnej 1 niepewnej w jezyku naturalnym, w sposéb charakterystyczny
dla cztowieka. Zastosowanie dodatkowo prawdopodobienstw zdarzen ujetych w kategoriach
lingwistycznych, pozwala na utworzenie modelu w oparciu o wiedz¢ eksperta idane
empiryczne. Ograniczenie regul elementarnych, do tych o odpowiednim poziomie wsparcia,
umozliwia zmniejszenie struktury modelu wiedzy. Zwigkszajac wartos¢ minimalnego
wsparcia regut elementarnych, jako$¢ modelu wiedzy (mierzona pierwiastkiem bledu
sredniokwadratowego pomiedzy odpowiedzig systemu a danymi uczacymi) maleje. Jednakze,
mozna okresli¢ optymalng strukture modelu, dla ktoérej liczba regut elementarnych jest
najmniejsza, przy dopuszczalnym poziomie bledu dopasowania. W niniejszej pracy, za
optymalng struktur¢ modelu wiedzy uznawano strukture, dla zadanej warto§ci minimalnego
wsparcia regut, przy ktorej system byl w stanie odwzorowaé proces rzeczywisty na tym
samym poziomie, co model wiedzy o pelnym rozkladzie prawdopodobienstwa zdarzen
rozmytych wejscia i wyjscia.

Dodatkowym atutem opracowanej koncepcji systemu jest mozliwos¢ korekcji
wynikow wnioskowania w oparciu o wtasciwy dobor operatorow, ktore wraz z wagami regut
decyduja o warto$ciach stopni przynaleznos$ci wyprowadzonych zbiorow rozmytych wyjscia.
System umozliwia wnioskowanie w oparciu o logiczna, jak i koniunkcyjng interpretacje regut.
Jednakze o jako$ci modelu wiedzy decyduje gtownie wilasciwy dobdr operatora t-normy,
ktory interpretuje spojnik logiczny AND w przestankach regut.

Specyfika modelu wiedzy utworzonego systemu wnioskujacego pozwala na
zastosowanie systemu takze do okreSlenia probabilistycznych wlasnosci zmiennych
rozmytych wejscia i wyjscia. Wykorzystanie w bazie wiedzy wag, stanowigcych odpowiednio
brzegowy oraz warunkowy rozktad prawdopodobienstwa zbioru wartosci lingwistycznych
zmiennych modelu, umozliwia badanie:
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- brzegowych rozktadéw prawdopodobienstwa zmiennych lingwistycznych wej$¢ modelu,
- warunkowych rozktadow prawdopodobienstwa zmiennej lingwistycznej wyj$cia modelu,

- lacznych rozkladow prawdopodobienstwa zmiennych lingwistycznych wej$¢ 1 wyjscia
modelu.

Wyznaczenie 1 ukazanie powyzszych miar statystycznych pozwala na doglebng interpretacje
charakterystyki analizowanego obiektu (procesu), w sposéb przystepny dla czlowieka
(eksperta) oraz wptywa na tatwo$¢ w zrozumieniu otrzymanych wynikow. Ma to gléwnie
znaczenie przy projektowaniu systemow diagnostycznych oraz systemow podejmowania
decyzji, gdzie mozemy sugerowac si¢ nie tylko ilosciowym wynikiem na wyjs$ciu systemu,
ale rowniez informacja o prawdopodobienstwie zaj$cia innych mozliwych zdarzen, przy
faktach okreslonych z wykorzystaniem j¢zyka naturalnego (za pomocg wartoSci
lingwistycznych) lub warto$ci liczbowych.

Wiasciwe podejmowanie decyzji jest niezmiernie waznym czynnikiem zaréwno podczas
pracy kazdego cztowieka, stabilnej pracy systeméw komputerowych, jaki i mechanizméw
sterujacych. Wybor prawidtowej opcji czy to w postaci konkretnego elementu ze zbioru
mozliwych elementdéw, czy tez w postaci konkretnej wartosci danego elementu ze zbioru
dostepnych wartosci, jest istota rdznorodnych zagadnien o charakterze decyzyjnym.
W systemie sterujgcym podstawowym zadaniem jest dobor wihasciwej wielkosci sterujacej,
ktéra utrzyma obiekt w zadanym stanie. W systemach diagnostycznych wymaga si¢
prawidlowego okreslenia wielkosci stanu danego obiektu. Natomiast w systemach
klasyfikacji niezbedny staje si¢ wybdr okreslonej klasy (kategorii), do ktorej nalezy
analizowane zagadnienie. W pracy zaprezentowano system decyzyjny, ktory wplywa na
wybor efektywnego algorytmu do budowy probabilistyczno-rozmytej bazy regut. Zatem jezeli
system z probabilistyczno-rozmytg baza wiedzy jest w stanie zamodelowac proces decyzyjny
to moze by¢ takze uzyty do szeregu ww. =zagadnien automatyki. Okreslenie
prawdopodobienstw warunkowych zaj$cia zdarzen na wyjsciu systemu wpltywa szczegdlnie
na uzyteczno$¢ zaproponowanego systemu w kontekscie problemow biomedycznych np. do
zautomatyzowanej diagnostyki medycznej w odniesieniu do r6znych chorob. Jest to mozliwe,
gdyz proces wskazywania poprawnej diagnozy oparty jest zwykle na zasadach decyzyjnych,
mimo ze w przypadku réznych choréb odwotuje si¢ do odmiennych zestawdw symptomow.

Zaprezentowane w niniejszej rozprawie mozliwosci modelowania charakterystyk wegla
wykazujg mozliwosci aplikacyjne systemu w zadaniach klasyfikacji 1 diagnostyki sterowania
procesami wzbogacania wegla.

Utworzenie modutu narzedziowego PFIS, w $rodowisku Matlab, pozwoli na dalsze
testowanie systemu, z wykorzystaniem r6znych danych empirycznych. Utworzone narzedzie
posiada pewng przewage w pordwnaniu z istniejagcymi rozwigzaniami w pakiecie Fuzzy Logic
Toolbox. Zbudowanie modelu wiedzy, za pomocg dostgpnego w Matlabie narz¢dzia zwanego
FIS (ang. Fuzzy Inference System) [fuz08], ktory charakteryzuje si¢ logiczng interpretacja
regul, wymaga samodzielnego okreslenia przez eksperta podstawowych parametrow struktury,
tj.: definicji zbioréw rozmytych, metod uzytych przy wnioskowaniu oraz ilo§¢ i doktadne;
budowy bazy regul. Brak mozliwosci automatycznego dostrojenia struktury modelu wiedzy
stanowi ograniczenie tego narzgdzia. Rozwazany w dysertacji system wnioskujacy
z probabilistyczno-rozmytg baza wiedzy posiada "rozszerzong", niz model lingwistyczny,
strukturg, ktéra umozliwia logiczng oraz koniunkcyjng interpretacj¢ regut. Ponadto
analizowany model wiedzy daje mozliwo$¢ dostrojenia wybranych jego parametrow do
danych empirycznych.
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V. Podsumowanie i wnioski koncowe

Przewaga utworzonego systemu nad narzedziem ANFIS [fuz08], jest tatwos¢ interpretacji
modelu wiedzy. W systemie ANFIS, odpowiednie metody uczenia powoduja modyfikacje
funkcji przynaleznos$ci co wptywa na to, iz uzytkownik nie moze wprost interpretowac regut
z uzyciem zrozumiatych dla niego wartosci lingwistycznych. Ponadto nauczona baza regut
narzedzia ANFIS, zawiera rozne wartosci lingwistyczne dla kazdej reguty, co réwniez nie
wplywa pozytywnie na zrozumienie i analiz¢ badanego zagadnienia.

Wada zaproponowanej koncepcji systemu wnioskujacego jest koniecznos¢ okreslenia
wielu parametrow wstepnych modelu (m.in. liczby roztacznych przedziatéw dyskretyzacji
przestrzeni zmiennych, liczby oraz definicji zbioréw rozmytych itp.). Ponadto, otrzymane
wyniki aproksymacji analizowanych zaleznos$ci sg $cisle zalezne od ustalonych przez eksperta
wartosci  lingwistycznych a brak dopasowania wartosci lingwistycznych do danych
empirycznych powoduje obnizenie jakos$ci dopasowania modelu wiedzy do danych uczacych.

Utworzony system wnioskujacy jest zatem alternatywa dla systemow opartych
na tradycyjnych modelach matematycznych oraz innych systeméw z bazami wiedzy,
w sytuacjach, gdy dane sa niesciste 1 nieprecyzyjne, a zalezy nam na wyrazeniu zaleznosci
z prawdopodobienstwem zajs$cia okreslonych zdarzen w ujeciu lingwistycznym.

Majac powyzsze na uwadze, wydaje sie, ze postawione w rozprawie cele szczegdlowe zostaty
osiaggnigte, tj.:

1. Zaproponowano strukture systemu wnioskujacego z probabilistyczno-rozmytg baza
wiedzy.

2. Zaproponowano metode identyfikacji probabilistyczno-rozmytego modelu wiedzy,
zapewniajacg ograniczenie liczby regut przy zadanej wartosci btgedu identyfikacji.

3. Opracowano algorytm generowania regul z wykorzystaniem idei wyszukiwania
rozmytych regul asocjacji.

4. Dokonano implementacji zaprojektowanego systemu wnioskujacego w srodowisku
Matlab, z uwzglednieniem plikow funkcyjnych oraz interfejsu graficznego.

5. Zweryfikowano dziatanie systemu wnioskujacego z probabilistyczno-rozmyta baza
wiedzy dla wybranych zastosowan.

Majac na uwadze spelnienie powyzszych celéw szczegdtowych, nie stwierdzono podstaw do
odrzucenia tezy, postawionej we wstepie niniejszej rozprawy doktorskiej:

Istnieje mozliwos¢ opracowania koncepcji i implementacji systemu wnioskujacego
z baza wiedzy, ktory uwzglednia niepewnos¢ informacji, jednoczeSnie w kategoriach
probabilistycznych i rozmytych, dla zadan modelowania i podejmowania decyzji.

Prezentowana praca przedstawia jedna koncepcje systemu wnioskujacego
z probabilistyczno-rozmyta baza wiedzy i nie wyczerpuje z pewnos$cig wszystkich mozliwych
reprezentacji wiedzy w ujgciu probabilistycznym 1 rozmytym jednoczesnie. Dlatego tez
rozwazana tematyka pozostawia miejsce do dalszych badan. Wydaje si¢ rowniez, ze
mozliwymi kierunkami badan sa:

- wykorzystanie peilnej idei rozmytych regut asocjacji z uwzglgdnieniem eliminacji
zmiennych mniej waznych dla danego zagadnienia,

- dopracowanie metody wnioskowania w oparciu o reguly z rdézng ilosciag zmiennych
w poprzedniku.
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Dodatek A — Wyniki porownania algorytméw przy réznych zalozeniach
wejsciowych

Model wiedzy procesu AR(3) udziatu frakcji lekkiej wegla (blisko 500 danych pomiarowych)
z pelnym rozktadem prawdopodobienstwa zdarzen rozmytych w regulach, w ktorych
zdefiniowano po 5 zbiordw rozmytych dla kazdej zmiennej oraz zastosowano 35 rozlacznych
przedziatéw dyskretyzacji warto$ci zmiennych.
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Rys. A-1. ZaleznoSci czasu tworzenia reprezentacji wiedzy od liczby roztacznych przedzialow dyskretyzacji
przestrzeni wartos$ci zmiennych dla procesu AR(3) udziatu frakcji lekkiej wegla

Model wiedzy dla procesu AR(3) predkosci wiatru z okresem probkowania co 1 minutg.
W modelu uwzgledniono po 3 zbiory rozmyte typu trojkatnego dla kazdej zmiennej oraz
uzyto 35 roztagcznych przedziatow dyskretyzacji warto$ci zmiennych.
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Rys. A-2. Zalezno$¢ czasu tworzenia reprezentacji wiedzy od liczby danych uczacych dla réznych algorytmow,
przy zalozeniach: a) min w=0.0001, b) min w=0.01
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Rys. A-3. Zalezno$¢ czasu tworzenia reprezentacji wiedzy od warto$ci minimalnego wsparcia dla réznych
algorytmow przy wykorzystaniu: a) 1 tys. rekordow uczacych, b) 4 tys. rekordow uczacych,
¢) 7 tys. rekordéw uczacych, d) 10 tys. rekordow uczacych

Model wiedzy dla procesu AR(4) dla predkosci wiatru z okresem probkowania co 1 minute.
W modelu uwzgledniono po 5 zbiorow rozmytych typu trojkatnego dla kazdej zmiennej oraz
uzyto 35 roztagcznych przedziatow dyskretyzacji warto$ci zmiennych.
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Rys. A-4. Zaleznos$¢ czasu tworzenia reprezentacji wiedzy od liczby danych uczacych dla réznych algorytmow,
przy zalozeniach: a) min w=0.002, b) min w=0.004
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Rys. A-5. Zaleznos¢ czasu tworzenia reprezentacji wiedzy od warto$ci minimalnego wsparcia dla réznych
algorytmoéw przy wykorzystaniu: a) 4 tys. rekordow uczacych, b) 10 tys. rekordow uczacych,
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Dodatek B — Opis funkcji z modulu narzedziowego PFIS

Opis glownych funkcji z modulu narzedziowego PFIS, wraz z ich parametrami

wywolania.

Tab. B-1. Opis wywotania funkcji newpfis - tworzacej system z probabilistyczno-rozmyta bazg wiedzy

Funkcja

pfis=newpfis(pfisName, inX, outX, numGmfs, optionMf, optionMet, optionX)

Nazwa argumentu

Opis

pfisName Nazwa tworzonego systemu.

inX Macierz z warto$ciami empirycznymi dla zmiennych wejsciowych.

outX Macierz z warto$ciami empirycznymi dla zmiennej wyjsciowe;.

numGmfs Liczba rozlacznych przedzialéw w przestrzeniach zmiennych (domyslnie: 27).

optionMf Opdje definicji stopni przynaleznosci zbioréw rozmytych (domyslnie {'trimf' 7}).

optionMet Wektor z parametrami wnioskowania rozmytego: {'operAnd' 'opetImp' 'metDefuzz'} (domyslnie
{'prod' 'prod" 'cog'}).

optionX Macierz dwu-wierszowa zawierajaca granice dziedzin zmiennych wejscia/wyjscia (opcjonalnie).

pfis Utworzona struktura dla systemu rozmytego typu MISO z parametrami okreslonymi poprzez

argumenty wywolania funkcji.

Tab. B-2. Opis wywotania funkcji genrulespfis - generujacej probabilistyczno-rozmytg bazg wiedzy w oparciu o
idee rozmytych regut asocjacji

Funkcja

pfis=genrulespfis(pfisName, algName, inX, outX, tNorm, minSup)

Nazwa argumentu

Opis

pfisName Struktura systemu rozmytego typu MISO dla ktérej ma byé wygenerowana probabilistyczno-
rozmyta baza wiedzy.

algName Nazwa algorytmu uzytego do utworzenia bazy wiedzy (‘apriori' -zmodyfikowany algorytm Apriori ,
'fpg' - zmodyfikowany algorytm FP-Growth lub 'fpg21' - zmodyfikowany algorytm FP-Growth
®)-

inX Macierz z warto$ciami empirycznymi dla zmiennych wejséciowych (jezeli brak to wykorzystana jest
macierz z struktury systemu).

outX Macierz z warto$ciami empirycznymi dla zmiennej wyjsciowej (jezeli brak to wykorzystana jest
macierz z struktury systemu).

tNorm Operator t-normy uzyty do tworzenia regut (domyslnie: 'prod')..
(Omawiana wersja modutu narzedziowego umozliwia wykorzystanie jedynie operatora: 'prod'.)

minSup Warto§¢ minimalnego wsparcia (minimalne taczne prawdopodobienistwo dla zdarzed rozmytych w
przeslance 1 konkluzji) (domyslnie: warto$¢ podana w strukturze systemu).

pfis Struktura systemu rozmytego typu MISO z wygenerowana probabilistyczno-rozmyta baza wiedzy.

176




Dodatek B — Opis funkcji z modutu narz¢dziowego PFIS

Tab. B-3. Opis wywotania funkcji genrules - generujacej probabilistyczno-rozmyta baze¢ wiedzy z pelnym
rozktadem prawdopodobienstwa zdarzen rozmytych w regutach

Funkcja

pfis=genrules(pfisName, algName, inX, outX, tNorm, minSup)

Nazwa argumentu

Opis

pfisName Struktura systemu rozmytego typu MISO dla ktérej ma byé wygenerowana probabilistyczno-
rozmyta baza wiedzy.

inX Macierz z warto§ciami empirycznymi dla zmiennych wejsciowych (jezeli brak to wykorzystana jest
macierz z struktury systemu).

outX Macierz z wartosciami empirycznymi dla zmiennej wyjsciowej (jezeli brak to wykorzystana jest
macierz z struktury systemu).

tNorm Operator t-normy uzyty do tworzenia regut (domyslnie: 'prod’).

pfis Struktura systemu rozmytego typu MISO z wygenerowana probabilistyczno-rozmyta baza wiedzy.

Tab. B-4. Opis wywotania funkcji infermodpfis - wnioskujacej w oparciu o system z probabilistyczno-rozmyta

baza wiedzy

Funkcja

outY=infermodpfis(pfisName,inX)

Nazwa argumentu

Opis

pfisName Struktura systemu rozmytego typu MISO z probabilistyczno-rozmyta baza wiedzy.
inX Macierz z warto$ciami empirycznymi dla zmiennej wyjsciowej.
ou acierz z numerycznymi warto$ciami zmiennej wyjsciowej.

tY M ryczny t j wyj j

Tab. B-5. Opis wywotania funkcji getpfis - zwracajaca cechy opisujace system. Typ cechy jest uzalezniony od

argumentow funkcji.

Funkcja

out=getpfis(pfisName,attr],attr2)

Nazwa argumentu

Opis

pfisName Struktura systemu rozmytego typu MISO z probabilistyczno-rozmyta baza wiedzy.
attr azwa parametru modelu wiedzy, ktéry ma zwraca¢ funkcja, dopuszczone sa:
ttrl N t del dzy, ktory funkcja, d
- "all' - zwraca wszystkie informacje o systemie,
- 'rules' - zwraca reguly modelu,
- 'gmfs' - zwraca wartosci stopni przynaleznosci dla rozlacznych przedzialéw wartosci zmiennych
w systemie,
) ' - . o . . .

- 'plotgmfs' - zwraca wykres wartosci stopni przynaleznosci dla zmiennych w systemie, kolejny
atrybut (attr2) wowczas zawiera numer wejscia (wyjscia - liczba wejsé+1),
- 'minD' - zwraca minimalne wartosci dla przedzialéw wartodci zmiennych,
- 'argD' - zwraca §rodki przedzialéw warto$ci zmiennych.

attr2 Nazwa atrybutu, ktéry oznacza sposob wyswietlenia danych:

- 'vec' - opis wektorowy,

- 'disc' - opis jako string (domyslnie).
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Opis pozostalych funkcji z modulu narzedziowego PFIS

addinmf - zdefiniowanie warto$ci rozmytej dla zmiennej wejSciowej w strukturze
systemu.

addinp - dodanie zmiennej wejsciowej do struktury systemu.

addoutmf - zdefiniowanie wartosci rozmytej dla zmiennej wyjsciowej w Strukturze
systemu.

addoutp - dodanie zmiennej wyjSciowej do struktury systemu.

addpfis - utworzenie struktury nowego systemu.

addrules - dodanie probabilistyczno-rozmytych regut do struktury systemu.

calcfrules - generowanie probabilistyczno-rozmytych regut wedlug algorytmu

tworzacego reguly z  wagami  stanowigcymi  pelny  rozklad
prawdopodobienstwa zdarzen rozmytych znajdujacych sie w regutach.
Funkcja wywotywana obligatoryjnie przy okazji tworzenia bazy wiedzy za
pomocg opcji genrules.

calcfprob - generowanie bazy regul lingwistycznych wraz z pelnym rozktadem
prawdopodobienstwa jednoczesnego zaj$cia zdarzen rozmytych w regutach,
z wykorzystaniem danych uczacych i odpowiedniego operatora t-normy.
Funkcja wywolywana obligatoryjnie przy okazji tworzenia bazy wiedzy za
pomoca opcji genrules.

calcrulespfis_apr - generowanie bazy regut lingwistycznych wraz
z prawdopodobienstwem  jednoczesnego zajscia zdarzen rozmytych
w regutach. Funkcja wykorzystuje zmodyfikowany algorytm Apriori
uwzgledniajac do tego dane uczace i wskazany operator t-normy (obecna
wersja modutu narzgdziowego umozliwia wykorzystanie jedynie operatora

‘prod").

calcrulespfis_fpg - generowanie bazy regut lingwistycznych wraz
z prawdopodobienstwem  jednoczesnego zajscia zdarzen rozmytych
w regutach. Funkcja wykorzystuje zmodyfikowany algorytm FP-Growth
uwzgledniajac do tego dane uczace i wskazany operator t-normy (obecna
wersja modutu narzgdziowego umozliwia wykorzystanie jedynie operatora
‘prod").

calcrulespfis_fpg21 - generowanie bazy regul lingwistycznych wraz
z prawdopodobienstwem  jednoczesnego zajscia zdarzen rozmytych
w regutach. Funkcja wykorzystuje zmodyfikowany algorytm FP-Growth (P)
(obliczanie prawdopodobienstwa zbiorow rozmytych z uwzglednieniem
mocy zbioréw rozmytych), uwzgledniajac do tego dane uczace i wskazany
operator t-normy (obecna wersja modulu narzedziowego umozliwia
wykorzystanie jedynie operatora 'prod’).

calcwl - obliczanie wag dla przestanek regut rozmytych w probabilistyczno-
rozmytej bazie wiedzy.

calcw2 - obliczanie wag dla konkluzji regut rozmytych w probabilistyczno-rozmytej
bazie wiedzy.
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change_minsup_pfis- modyfikacja probabilistyczno-rozmytej bazy wiedzy przez
zwigkszenie wartosci jednoczesnego prawdopodobienstwa zajscia zdarzen
rozmytych w przestance i konkluzji regut (warto$ci minimalnego wsparcia).

delpfis - usunigcie struktury systemu z probabilistyczno-rozmytg bazg wiedzy lub
jego wybranych elementéw sktadowych.

gen_candcomp - generowanie kandydatow zbioréw czgstych k-elementowych (funkcja
wywolywana podczas generowania probabilistyczno-rozmytej bazy wiedzy
wedlug zmodyfikowanego algorytmu Apriori).

gen_candidatefar - generowanie kandydatow zbiorow czestych k-elementowych (funkcja
wywotywana podczas generowania probabilistyczno-rozmytej bazy wiedzy
wedhug zmodyfikowanego algorytmu Apriori).

genMf_kmeans - wygenerowanie parametrow zbioréw rozmytych dla zmiennych
wejSciowych 1 wyjsciowych systemu na podstawie grupowania metoda
k-means.

genweight - obliczanie wag regut rozmytych dla probabilistyczno-rozmytej bazy wiedzy.

getpfis - pobranie wskazanych informacji na temat struktury systemu
z probabilistyczno-rozmyta baza wiedzy.

getsupport - pobranie wartosci jednoczesnego prawdopodobienstwa zaj$cia zdarzen
rozmytych w przestance i konkluzji regut probabilistyczno-rozmytej bazy
wiedzy.

inferprobpfis - wyliczenie prawdopodobienstw zajscia zdarzen rozmytych w konkluzji
przy faktach okreslonych w postaci numeryczne;.

modpfis - modyfikacja wybranych pol struktury systemu.

mult2one - zamiana na jednowymiarowe indeksowanie macierzy.

showrules - wydrukowanie regut probabilistyczno-rozmytej bazy wiedzy.

showrulesf - zapis regul probabilistyczno-rozmytej bazy wiedzy do pliku.

Szczegoly dotyczace wyzej wymienionych funkcji oraz argumenty ich wywolania zostaty
zapisane w komentarzach plikow funkcyjnych.
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Dodatek C — Probabilistyczno-rozmyta baza wiedzy dla modelu
wielowymiarowej charakterystyki statycznej

Fuzzy graph f*;, przedstawiony w postaci probabilistyczno-rozmytej bazy wiedzy,
jako odzwierciedlenie zaleznosci nastepujacych parametréw wegla:

- Q1 - procentowy masowy udzial 1zejszej frakcji gestosciowej wegla (w skrdcie nazywany
udziatem frakcji 1zejszej wegla) o gestosci wegla mniejszej od 1,5-10° kg/m?®,

- Q2 - procentowy masowy udzial ciezszej frakcji gestosciowe;j W(;%la (w skrocie nazywany
udziatem frakcji cigzszej wegla) o gestosci wegla wigkszej od 1,5-10° kg/m®,

- A; - zawarto$¢ popiotu w frakcji 1zejszej wegla,

- A, - zawarto$¢ popiotu w frakcji ciezszej wegla,

- A; - calkowita zawartos¢ popiotu w probce wegla.

1: IF (Q1 IS séredni) AND (Q2 IS maly) AND (Al IS srednia) AND (A2 IS duza) [0.1581]
THEN (Ac IS $rednia) [0.6946]

ALSO (Ac IS duza) [0.2756]
ALSO (Ac IS mata) [0.0298]

2: IF (Q1 IS duzy) AND (Q2 IS maly) AND (Al IS mata) AND (A2 IS duza) [0.0758]
THEN (Ac IS $rednia) [0.5966]

ALSO (Ac IS mata) [0.4034]

3: IF (Q1 IS $redni) AND (Q2 IS b. maty) AND (Al IS $rednia) AND (A2 IS duza) [0.0640]
THEN (Ac IS $rednia) [0.7554]
ALSO (Ac IS duza) [0.1965]
ALSO (Ac IS mata) [0.0481]

4: IF (Q1 IS s$redni) AND (Q2 IS maty) AND (A1 IS srednia) AND (A2 IS $rednia) [0.0584]
THEN (Ac IS s$rednia) [0.7821]
ALSO (Ac IS duza) [0.1103]
ALSO (Ac IS mata) [0.1076]

5: IF (Q1 IS éredni) AND (Q2 IS maty) AND (Al IS mata) AND (A2 IS duza) [0.0402]
THEN (Ac IS $rednia) [0.7979]
ALSO (Ac IS mata) [0.1631]
ALSO (Ac IS duza) [0.0389]

6: IF (Q1 IS duzy) AND (Q2 IS maty) AND (A1 IS $rednia) AND (A2 IS duza) [0.0402]
THEN (Ac IS $rednia) [0.7979]
ALSO (Ac IS mata) [0.1631]
ALSO (Ac IS duza) [0.0389]

7: IF (Q1 IS duzy) AND (Q2 IS b. maty) AND (Al IS mata) AND (A2 IS duza) [0.0350]
THEN (Ac IS $rednia) [0.5409]
ALSO (Ac IS mata) [0.4591]

8: IF (Q1 IS duzy) AND (Q2 IS maty) AND (A1 IS mata) AND (A2 IS $rednia) [0.0314]
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10:

11:

12:

13:

14:

15:

16:

17:

18:

19:

20:

THEN (Ac IS mata) [0.5734]
ALSO (Ac IS érednia) [0.4266]

IF (Q1 IS éredni) AND (Q2 IS $redni) AND (A1 IS $rednia) AND (A2 IS duza) [0.0298]
THEN (Ac IS érednia) [0.5352]
ALSO (Ac IS duza) [0.4648]

IF (Q1 IS maty) AND (Q2 IS maty) AND (Al IS duza) AND (A2 IS duza) [0.0297]
THEN (Ac IS duza) [0.7631]
ALSO (Ac IS $rednia) [0.1709]
ALSO (Ac IS b. duza) [0.0659]

IF (Q1 IS éredni) AND (Q2 IS b. maty) AND (ALl IS érednia) AND (A2 IS $rednia) [0.0262]
THEN (Ac IS $rednia) [0.7612]
ALSO (Ac IS mata) [0.1750]
ALSO (Ac IS duza) [0.0638]

IF (Q1 IS maty) AND (Q2 IS maty) AND (ALl IS $rednia) AND (A2 IS duza) [0.0226]
THEN (Ac IS duza) [0.6275]
ALSO (Ac IS $rednia) [0.3725]

IF (Q1 IS $redni) AND (Q2 IS maty) AND (Al IS duza) AND (A2 IS duza) [0.0225]
THEN (Ac IS duza) [0.6304]
ALSO (Ac IS $rednia) [0.3696]

IF (Q1 IS $redni) AND (Q2 IS b. maty) AND (Al IS mata) AND (A2 IS duza) [0.0180]
THEN (Ac IS $rednia) [0.7775]
ALSO (Ac IS mata) [0.2225]

IF (Q1 IS duzy) AND (Q2 IS b. maty) AND (Al IS $rednia) AND (A2 IS duza) [0.0180]
THEN (Ac IS $rednia) [0.7775]
ALSO (Ac IS mata) [0.2225]

IF (Q1 IS duzy) AND (Q2 IS b. maty) AND (Al IS mata) AND (A2 IS $rednia) [0.0158]
THEN (Ac IS mata) [0.6686]
ALSO (Ac IS $rednia) [0.3314]

IF (Q1 IS $redni) AND (Q2 IS maty) AND (A1 IS mata) AND (A2 IS srednia) [0.0152]
THEN (Ac IS $rednia) [0.7003]
ALSO (Ac IS mata) [0.2997]

IF (Q1 IS duzy) AND (Q2 IS maty) AND (A1 IS $rednia) AND (A2 IS srednia) [0.0152]
THEN (Ac IS $rednia) [0.7003]
ALSO (Ac IS mata) [0.2997]

IF (Q1 IS $redni) AND (Q2 IS maty) AND (Al IS $rednia) AND (A2 IS b. duza) [0.0150]
THEN (Ac IS duza) [0.5023]
ALSO (Ac IS $rednia) [0.4977]

IF (Q1 IS maty) AND (Q2 IS maty) AND (Al IS duza) AND (A2 IS $rednia) [0.0148]
THEN (Ac IS duza) [0.5804]
ALSO (Ac IS $rednia) [0.4196]

181



Dodatek C — Probabilistyczno-rozmyta baza wiedzy dla modelu wielowymiarowej charakterystyki statycznej

21:

22:

23:

24:

25:

26:

27:

28:

29:

30:

31:

32:

33:

34:

IF (Q1 IS maty) AND (Q2 IS b. maty) AND (A1 IS duza) AND (A2 IS duza) [0.0120]
THEN (Ac IS duza) [0.7625]
ALSO (Ac IS srednia) [0.2375]

IF (Q1 IS éredni) AND (Q2 IS $redni) AND (A1 IS srednia) AND (A2 IS $rednia) [0.0102]
THEN (Ac IS $érednia) [0.7065]
ALSO (Ac IS duza) [0.2935]

IF (Q1 IS maty) AND (Q2 IS b. maty) AND (A1 IS $rednia) AND (A2 IS duza) [0.0091]
THEN (Ac IS duza) [0.5671]
ALSO (Ac IS érednia) [0.4329]

IF (Q1 IS s$redni) AND (Q2 IS b. maty) AND (A1 IS duza) AND (A2 IS duza) [0.0091]
THEN (Ac IS duza) [0.5673]
ALSO (Ac IS érednia) [0.4327]

IF (Q1 IS maty) AND (Q2 IS maty) AND (Al IS $rednia) AND (A2 IS $rednia) [0.0079]
THEN (Ac IS $rednia) [0.6489]
ALSO (Ac IS duza) [0.3511]

IF (Q1 IS $redni) AND (Q2 IS maty) AND (A1 IS duza) AND (A2 IS $rednia) [0.0077]
THEN (Ac IS $rednia) [0.6443]
ALSO (Ac IS duza) [0.3557]

IF (QI IS $redni) AND (Q2 IS b. maty) AND (Al IS mata) AND (A2 IS $rednia) [0.0075]
THEN (Ac IS $rednia) [0.5510]
ALSO (Ac IS mata) [0.4490]

IF (Q1 IS duzy) AND (Q2 IS b. maty) AND (Al IS $rednia) AND (A2 IS $rednia) [0.0075]
THEN (Ac IS $rednia) [0.5510]
ALSO (Ac IS mata) [0.4490]

IF (Q1 IS maty) AND (Q2 IS b. maty) AND (Al IS duza) AND (A2 IS $rednia) [0.0070]
THEN (Ac IS $rednia) [0.5190]
ALSO (Ac IS duza) [0.4810]

IF (Q1 IS $redni) AND (Q2 IS maty) AND (A1 IS srednia) AND (A2 IS mata) [0.0068]
THEN (Ac IS $rednia) [0.5752]
ALSO (Ac IS mata) [0.4248]

IF (Q1 IS éredni) AND (Q2 IS $redni) AND (A1 IS mata) AND (A2 IS duza) [0.0064]
THEN (Ac IS $rednia) [0.7135]
ALSO (Ac IS duza) [0.2865]

IF (Q1 IS duzy) AND (Q2 IS $redni) AND (A1 IS érednia) AND (A2 IS duza) [0.0064]
THEN (Ac IS $rednia) [0.7135]
ALSO (Ac IS duza) [0.2865]

IF (Q1 IS éredni) AND (Q2 IS b. maty) AND (A1 IS $rednia) AND (A2 IS b. duza) [0.0055]
THEN (Ac IS $rednia) [0.6410]
ALSO (Ac IS duza) [0.3590]

IF (Q1 IS duzy) AND (Q2 IS maty) AND (A1 IS b. mata) AND (A2 IS duza) [0.0054]
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35:

36:

37:

38:

39:

40:

41:

42:

43:

44.

45:

46:

47:

48:

49:

50:

51:

52:

53:

THEN (Ac IS mata) [1.0000]

IF (Q1 IS b. duzy) AND (Q2 IS maty) AND (Al IS mata) AND (A2 IS duza) [0.0052]
THEN (Ac IS mata) [1.0000]

IF (Q1 IS b. duzy) AND (Q2 IS maty) AND (Al IS b. mata) AND (A2 IS duza) [0.0046]
THEN (Ac IS mata) [1.0000]

IF (Q1 IS duzy) AND (Q2 IS séredni) AND (Al IS mata) AND (A2 IS duza) [0.0046]
THEN (Ac IS érednia) [1.0000]

IF (Q1 IS duzy) AND (Q2 IS maty) AND (A1 IS mata) AND (A2 IS b. duza) [0.0042]
THEN (Ac IS $rednia) [1.0000]

IF (Q1 IS s$redni) AND (Q2 IS duzy) AND (Al IS srednia) AND (A2 IS duza) [0.0041]
THEN (Ac IS duza) [1.0000]

IF (Q1 IS duzy) AND (Q2 IS éredni) AND (Al IS mata) AND (A2 IS $rednia) [0.0037]
THEN (Ac IS $rednia) [0.5923]
ALSO (Ac IS mata) [0.4077]

IF (Q1 IS maty) AND (Q2 IS maty) AND (Al IS duza) AND (A2 IS b. duza) [0.0030]
THEN (Ac IS duza) [1.0000]

IF (Q1 IS s$redni) AND (Q2 IS maty) AND (A1 IS mata) AND (A2 IS b. duza) [0.0027]
THEN (Ac IS $rednia) [1.0000]

IF (Q1 IS duzy) AND (Q2 IS maty) AND (A1 IS $rednia) AND (A2 IS b. duza) [0.0027]
THEN (Ac IS $rednia) [1.0000]

IF (Q1 IS s$redni) AND (Q2 IS maty) AND (Al IS duza) AND (A2 IS b. duza) [0.0025]
THEN (Ac IS duza) [1.0000]

IF (Q1 IS maty) AND (Q2 IS maty) AND (Al IS srednia) AND (A2 IS b. duza) [0.0025]
THEN (Ac IS duza) [1.0000]

IF (Q1 IS duzy) AND (Q2 IS b. maty) AND (Al IS mata) AND (A2 IS b. duza) [0.0025]
THEN (Ac IS $rednia) [1.0000]

IF (Q1 IS maty) AND (Q2 IS b. maty) AND (A1 IS $rednia) AND (A2 IS $rednia) [0.0022]
THEN (Ac IS $rednia) [1.0000]

IF (Q1 IS $redni) AND (Q2 IS b. maty) AND (Al IS duza) AND (A2 IS $rednia) [0.0022]
THEN (Ac IS $rednia) [1.0000]

IF (Q1 IS duzy) AND (Q2 IS maty) AND (A1 IS b. mata) AND (A2 IS $rednia) [0.0021]
THEN (Ac IS mata) [1.0000]

IF (Q1 IS b. duzy) AND (Q2 IS maty) AND (Al IS mata) AND (A2 IS $rednia) [0.0021]
THEN (Ac IS mata) [1.0000]

IF (Q1 IS b. duzy) AND (Q2 IS b. maty) AND (A1 IS b. mata) AND (A2 IS duza) [0.0020]
THEN (Ac IS mata) [1.0000]

IF (Q1 IS b. duzy) AND (Q2 IS maty) AND (Al IS b. mata) AND (A2 IS $rednia) [0.0020]
THEN (Ac IS mata) [1.0000]

IF (Q1 IS s$redni) AND (Q2 IS $redni) AND (Al IS mata) AND (A2 IS $rednia) [0.0020]
THEN (Ac IS $rednia) [1.0000]
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54:

55:

56:

57:

58:

59:

60:

61:

62:

IF (Q1 IS duzy) AND (Q2 IS s$redni) AND (A1 IS srednia) AND (A2 IS $rednia) [0.0020]
THEN (Ac IS $rednia) [1.0000]

IF (Q1 IS maty) AND (Q2 IS $redni) AND (A1 IS duza) AND (A2 IS duza) [0.0019]
THEN (Ac IS duza) [1.0000]

IF (Q1 IS duzy) AND (Q2 IS b. maty) AND (Al IS b. mata) AND (A2 IS duza) [0.0019]
THEN (Ac IS mata) [1.0000]

IF (Q1 IS b. duzy) AND (Q2 IS b. maty) AND (A1 IS mata) AND (A2 IS duza) [0.0018]
THEN (Ac IS mata) [1.0000]

IF (Q1 IS $redni) AND (Q2 IS b. maty) AND (A1 IS mata) AND (A2 IS b. duza) [0.0016]
THEN (Ac IS $rednia) [1.0000]

IF (Q1 IS duzy) AND (Q2 IS b. maty) AND (ALl IS $rednia) AND (A2 IS b. duza) [0.0016]
THEN (Ac IS érednia) [1.0000]

IF (Q1 IS maty) AND (Q2 IS maty) AND (Al IS duza) AND (A2 IS mata) [0.0016]
THEN (Ac IS $rednia) [1.0000]

IF (Q1 IS $redni) AND (Q2 IS $redni) AND (Al IS duza) AND (A2 IS duza) [0.0016]
THEN (Ac IS duza) [1.0000]

IF (Q1 IS maty) AND (Q2 IS s$redni) AND (A1 IS $rednia) AND (A2 IS duza) [0.0016]
THEN (Ac IS duza) [1.0000]
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Dodatek E — Wyniki analizy systemu decyzyjnego z wieksza ilo$cia zbiorow
rozmytych
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Wyniki analizy przykladu systemu wnioskujacego z probabilistyczno-rozmytg baza
wiedzy stuzacego do wyboru efektywnego algorytmu generujacego probabilistyczno-rozmyta
baz¢ wiedzy w oparciu o zatozenia wejsciowe modelu wiedzy tj.: liczba zmiennych modelu
(4 zbiory rozmyte w postaci singletonéw), $rednia liczba warto$ci lingwistycznych dla
zmiennych w modelu (5 zbiorow rozmytych), liczba roztgcznych przedziatow dyskretyzacji
W przestrzeniach zmiennych (5 zbiorow rozmytych), minimalna warto$¢ wsparcia (3 zbiory
rozmyte) oraz liczba rekordéw danych uczacych (2 zbiory rozmyte w postaci singletonow).
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Rys. E-1. Stopnie przynaleznosci warto$ci poszczegdlnych zmiennych wejsciowych i zmiennej wyjsciowej do
zdefiniowanych zbioréw rozmytych
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Tab. E-1. Procent biednych decyzji w zaleznosci od réznych operatorow interpretacji regut oraz t-normy jako
spojnika logicznego AND (dla modelu wiedzy uwzgledniajacego pelny rozktad prawdopodobienstwa zdarzen

rozmytych)

W T-norma T-norma T-norma T-norma T-norma T-norma T-norma
Interpretacja regu Zadeha (min) | tukasiewicza Fodora iloczynu Hamachera Einsteina drastyczna
lloczyn algebraiczny 1,48%| 12.00%| 4,71%]| 20,00%| 1,90%]| 13,00%| 1,53%| 12,00%| 1,49%| 12,00%| 1,53%| 12,00%| 23 47%| 57,00%
Minimum 1,48%) 12.00%| 4,71%]| 20,00%| 1,90%| 13,00%| 1,53%| 12,00%| 1,49%| 1200%| 153%| 12,00%| 23.47%| 57,00%
Implikacja Godela 550%| 1500%| 472%| 21,00%| 2,00%| 14,00%| 559%)| 15,00%| 5,59%)| 15,00%| 559%| 15,00%| 23,49%| 57,00%
Implikacja Goguena 550%| 1500%| 472%| 21,00%| 2,00%| 14,00%| 559%)| 15,00%| 5,59%)| 15,00%| 558%| 15,00%| 23,49%| 57,00%
Implikacja ¥ ukasiewicza 1,48%| 12,00%| 4,71%| 20,00%| 1,90%| 13,00%| 1,53%| 12,00%| 1,49%| 12,00%]| 1,53%]| 12,00%| 23,47%)| 57,00%
Implikacja Reichenbacha 1,48%| 12,00%| 4,71%]| 20,00%| 1,90%| 13,00%| 1,53%[ 12,00%| 1,49%| 1200%| 1,53%| 12,00%| 23.47%| 57,00%
Implikacja Kleene-Dienesa | 1,48%| 12,00%| 471%| 20,00%| 1,90%| 13,00%| 153%| 12,00%| 1,49%| 12,00%| 1,53%| 12,00%| 23 47%| 57,00%
Implikacja Zadeha 25,74%| 29,00%| 28,58%| 40,00%| 26,53%| 28,00%| 30,14%| 34,00%| 28,66%| 29,00%| 31,53%]| 34,00%| 23,49%| 57,00%
Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane Dane
uczgce |testujgce| uczace |testujgce| uczace |testujgce| uczgce |testujgce| uczace (testujgce | uczace |testujgce | uczace |testujgce

Do dalszej analizy wybrano nastepujace zatozenia mechanizmu wnioskowania: interpretacja
regut Larsena (iloczyn algebraiczny), t-norma Zadeha (min) jako spojnik logiczny AND. Dla
tych parametrow otrzymano najlepsze wyniki dopasowania modelu wiedzy (tab. E-1).
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Rys. E-2. Zaleznos$ci procentu btednych decyzji oraz liczby regut elementarnych od warto$ci minimalnego
wsparcia dla: a) danych uczacych, b) danych testujacych

Na podstawie zalezno$ci procentu blednych decyzji 1 warto$ci minimalnego wsparcia (rys.

E-2) mozna uzna¢ warto$¢ wsparcia rowna 2-10* jako warto$é optymalna dla dopasowania
modelu, przy danych warunkach zatozeniowych modelu. Wéwczas warto$ci btgdow dla
danych uczacych 1 testujagcych utrzymuja si¢ na zblizonym poziomie (1,58% dla danych
uczacych, 13% dla danych testujacych), jak dla pelnego rozkladu prawdopodobienstwa
zdarzen rozmytych w regulach a liczba regut ulega zmniejszeniu si¢ (z 2259 regul
elementarnych do 1793 regut). Porownanie wynikow symulacji oraz warto$ci wyliczonych

z modelu dla warto$ci wsparcia réwnego 2-107*, przedstawia rysunek E-3.
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Rys. E-3. Poréwnanie wynikow symulacji z warto$ciami wyliczonymi na podstawie modelu z probabilistyczno-
rozmyta baza wiedzy (dla danych testujacych)

Przyktadowe reguty plikowe probabilistyczno-rozmytej bazy wiedzy (zalozenia: baza danych
zdefiniowana wg rys. E-1, interpretacja regut Larsena (iloczyn algebraiczny), t-norma Zadeha

(min) jako sp6jnik logiczny AND, minimalne wsparcie 2-107*):

1: IF (L. zmiennych IS 2) AND (Sr. 1. wartosci ling. IS W) AND
(L. rozt. przedz. dyskr. 1S M) AND (Min. w IS T) AND (L. danych IS BD) [0.0016]
THEN (Algorytm IS zm. Apr.) [1.0000]

2 IF (L. zmiennych IS 3) AND (Sr. 1. wartosci ling. IS W) AND
(L. rozk. przedz. dyskr. IS M) AND (Min. w IS T) AND (L. danych IS BD) [0.0016]
THEN (Algorytm IS zm. Apr.) [1.0000]

3 IF (L. zmiennych IS 4) AND (Sr. 1. wartosci ling. IS W) AND
(L. rozl. przedz. dyskr. 1S M) AND (Min. w IS T) AND (L. danych IS BD) [0.0016]
THEN (Algorytm IS zm. Apr.) [1.0000]

4: IF (L. zmiennych IS 2) AND (Sr. 1. wartosci ling. IS M) AND
(L. rozk. przedz. dyskr. IS M) AND (Min. w IS T) AND (L. danych IS BD) [0.0016]
THEN (Algorytm IS zm. Apr.) [1.0000]

5: IF (L. zmiennych IS 2) AND (Sr. 1. wartosci ling. IS S) AND
(L. rozk. przedz. dyskr. IS M) AND (Min. w IS T) AND (L. danych IS BD) [0.0016]
THEN (Algorytm IS zm. Apr.) [1.0000]

6: IF (L. zmiennych IS 5) AND (Sr. 1. wartosci ling. IS W) AND
(L. rozl. przedz. dyskr. IS W) AND (Min. w IS T) AND (L. danych IS BD) [0.0015]
THEN (Algorytm IS zm. FP-G(P)) [1.0000]
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10:

IF (L. zmiennych IS 5) AND (Sr. 1. wartosci ling. IS M) AND

(L. rozt. przedz. dyskr. IS W) AND (Min. w IS T) AND (L. danych IS BD) [0.0015]
THEN (Algorytm IS zm. FP-G(P)) [1.0000]

IF (L. zmiennych IS 4) AND (Sr. 1. wartosci ling. IS W) AND

(L. rozt. przedz. dyskr. ISBW)  AND (Min. w IS T) AND (L. danych IS BD) [0.0014]
THEN (Algorytm IS zm. Apr.) [0.5203]

ALSO (Algorytm IS zm. FP-G(P)) [0.4797]

IF (L. zmiennych IS 4) AND (Sr. 1. wartosci ling. IS S) AND

(L. rozt. przedz. dyskr. ISBW)  AND (Min. w IS T) AND (L. danych IS BD) [0.0014]
THEN (Algorytm IS zm. Apr.) [0.6726]

ALSO (Algorytm IS zm. FP-G(P)) [0.3274]

IF (L. zmiennych IS 5) AND (Sr. 1. wartosci ling. IS M) AND

(L. rozt. przedz. dyskr. IS M) AND (Min. w IS Z) AND (L. danych 1S BD) [0.0008]
THEN (Algorytm IS zm. Apr.) [0.6775]

ALSO (Algorytm IS zm. FP-G(P)) [0.3225]
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