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Streszczenie: Podejscie wielomodelowe, ktore polega na zastosowaniu wielu modeli (za-
miast jednego), moze z powodzeniem znalez¢ zastosowanie w analizie danych klasycznych.
Celem artykutu jest wskazanie przydatnosci zastosowania podej$cia wielomodelowego z wy-
korzystaniem metody bagging w regresji danych symbolicznych interwalowych. W artykule
zaprezentowano podstawowe pojecia zwigzane z analizg danych symbolicznych, adaptacje
metody najwigkszych kwadratow na potrzeby danych symbolicznych interwalowych oraz
ide¢ metody bagging. W czesci empirycznej artykutu przedstawiono wyniki badan z zasto-
sowaniem sztucznych oraz rzeczywistych zbiorow danych dla metody $rodkoéw oraz metody
srodkow 1 promieni. Przeprowadzone badania symulacyjne z zastosowaniem réznej liczby
modeli bazowych wskazuja, ze podejscie wielomodelowe z zastosowaniem metody bagging
pozwala na poprawe doktadnos$ci otrzymanych wynikoéw zarowno dla metody $rodkow, jak
i metody srodkdw i promieni.
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1. Wstep

Podejscie wielomodelowe polega na agregacji, czyli taczeniu, wynikow otrzyma-
nych z wielu modeli bazowych (D1 yees Dy, ) w jeden model potgczony (zagregowa-
ny) D" (por. np. [Kuncheva 2004, s. 6-7; Gatnar 2008, s. 62]). Celem zastosowania
podejscia wielomodelowego, zamiast modelu pojedynczego, jest zmniejszenie btedu
predykcji. Wynika to z faktu, Zze model zagregowany jest zwykle bardziej doktadny
niz ktorykolwiek z modeli, ktore wchodza w jego sktad (zob. [Gatnar 2008, s. 62]).
Jedna z podstawowych technik taczenia modeli bazowych w jeden model ztozo-
ny jest metoda agregacji bootstrapowej, ktorg zaproponowat Beiman w 1996 r. Me-
toda ta jest znana jako bagging (por. [Gatnar 2008, s. 140; Breiman 1996, s. 123]).
Celem artykutu jest zaproponowanie zastosowania metody agregacji bootstrapo-
wej na uzytek agregacji modeli regresji danych symbolicznych na przyktadzie da-
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nych symbolicznych interwatowych. W czgéci empirycznej artykutu przedstawiono
wyniki badan symulacyjnych z zastosowaniem rzeczywistych i sztucznych zbiorow
danych.

2. Dane symboliczne

Obiekty symboliczne, w przeciwienstwie do obiektow w ujeciu klasycznym, moga
by¢ opisywane przez nastgpujace rodzaje zmiennych [Bock, Diday (red.) 2000,
s. 2-3; Billard, Diday 2006, s. 7-30; Dudek 2013, s. 35-36]:
e zmienne nominalne,
e zmienne porzadkowe,
e zmienne przedzialowe,
e zmienne ilorazowe,
e zmienne interwatowe — czyli przedzialy liczbowe,
* zmienne wielowariantowe — czyli listy kategorii lub warto$ci,
e zmienne wielowariantowe z wagami — czyli listy kategorii z wagami,
e zmienne histogramowe — czyli listy warto$ci z wagami.
Przyktadowe realizacje zmiennych symbolicznych réznego typu zawarto w tab. 1.
Szerzej o obiektach i zmiennych symbolicznych, sposobach otrzymywania
zmiennych symbolicznych z baz danych, réznicach i podobienstwach migdzy obiek-
tami symbolicznymi a klasycznymi piszg m.in.: [Bock, Diday (red.) (2000), s. 2-8;
Dudek 2013, s. 42-43; 2004; Billard, Diday 2006, s. 7-66; Noirhomme-Fraiture,
Brito 2011; Diday, Noirhomme-Fraiture 2008, s. 3-30].

Tabela 1. Przyktady realizacji zmiennych symbolicznych

Zmienna symboliczna

Realizacje zmienne;j

Typ zmiennej symbolicznej

[lo$¢ zuzytego paliwa w ciggu
miesigca (w 1)

<5, 10>; <7, 15>; <12, 30>;
<20, 50>; <10, 45>

interwatowa
(przedziaty nieroztaczne)

Pojemnos$¢ silnika (w cm?)

<1000, 1200>; <1300, 1400>
<1500, 1600>, <1600, 1800>

interwalowa
(przedziaty roztaczne)

Preferowany kolor samochodu

{czerwony, zielony, niebieski}
{z6tlty, zielony, czarny}

wielowariantowa

Preferowany sposob podrozy

{samochdd (0,8); pociag (0,2)}
{pociag (0,6); autobus (0,3)}
{samochod (0,9); rower (0,1)}

wielowariantowa z wagami

Czas dojazdu do pracy (w min.)

{<0, 15) (0,3); <15, 30) (0,7)}
{<0, 15) (0,75); <15, 30)
(0,15)}

(<15, 30) (1,00)}

histogramowa

Zrédlo: opracowanie wlasne na podstawie: [Bock, Diday (red.) 2000,

s. 7-30; Noirhomme-Fraiture, Brito 2011].

s. 2-3; Billard, Diday 2006;
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3. Regresja danych symbolicznych interwalowych

Poniewaz metoda najmniejszych kwadratow jest szeroko i doktadnie opisywana
w literaturze przedmiotu (zob. np. [Welfe 2003; Kufel 2011; Sobczyk 2013; Jajuga
(red.) 1999; Dziechciarz (red.) 2002], w tej czesci artykulu zostang przedstawione
najwazniejsze podstawy zwigzane z metodg najmniejszych kwadratow, tak aby poz-
niej przedstawic jej rozszerzenie dla danych symbolicznych interwatowych.

Liniowy model regresji dla wielu zmiennych przedstawia si¢ za pomoca nastg-
pujacego rownania:

Y, =bX, +bX, +..+b,X, +e =Y b X, +e, (1)
j=0

gdzie: Y —zmienna objasniana (regresant), X, X,,..., X, —zmienne objasniajace (re-
gresyjne), b,,b,,...,b, —parametry strukturalne modelu, e — sktadnik losowy,
t=1...,T —numer obserwacji, j=0,l,...,m—numer zmiennej objasniajacej.

W zapisie macierzowym model wyrazony rownaniem (1) przyjmuje postac:
y=Xb +e. 2)

Model ten wymaga spetnienia wielu roznorodnych zatozen, ktére sg jego ogra-
niczeniami i ktoére dobrze opisano w literaturze przedmiotu (por. np. [Walesiak,
Gatnar (red.) 2004, s. 83-84; Lattin, Carroll, Green 2003, s. 43-47; Welfe 2003,
s.29-32]). Do szacowania warto$ci parametrow tego modelu wykorzystuje si¢ meto-
de najmniejszych kwadratow, gdzie poszukuje si¢ takiego ich estymatora (:)j?, ktory
bedzie minimalizowat sume kwadratow odchylen warto$ci empirycznych zmiennej
zaleznej od jej wartosci teoretycznych:

S =(y—Xb) (y - Xb)—> min. 3)

Po wyznaczeniu pochodnych tej funkcji wzgledem b, przyrownaniu do zera
oraz rozwiagzaniu dla b otrzymujemy:

b=(X"X)"X"y. 4)
Poniewaz w przypadku danych symbolicznych interwalowych, zamiast z po-
jedyncza liczbg, mamy do czynienia z przedzialem liczbowym, w literaturze
przedmiotu opracowano nastgpujace rozwigzania [Lima-Neto, de Carvalho 2008,
s. 1500-1515; 2010, s. 333-347; Billard, Diday, 2006, s. 198-201; Diday, Noirhom-
me-Fraiture 2008, s. 360-361]":
1. Metode srodkow (center method), gdzie elementy macierzy X oraz Y sg zaste-
powane przez Srodki przedzialow dla tych zmiennych. Wowczas wzor (3) przyjmuje
postac:

!'W dalszej czgsci artykutu zaprezentowane zostang metoda $rodkow oraz metoda $rodkow
i promieni.
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-1
b {(x) ()] (x) ®
gdzie: X¢ — macierz §rodkéw zmiennych objasniajacych, y° — macierz $rodkow
zmiennej objasniane;.
Oszacowane warto$ci teoretyczne zmiennej objasnianej oblicza si¢ odrebnie dla

krancéw dolnych (oznaczanych indeksem L) i gornych (oznaczanych indeksem U)
tej zmiennej, zgodnie ze wzorem:

A T A T
y.=(X,) b oraz y, =(X,) b. (6)
2. Metode $rodkow 1 promieni (center and range method), gdzie elementy ma-

cierzy X oraz Y sa zastgpowane przez Srodki przedziatdéw oraz potowe rozpietosci
przedzialu (promienie) dla tych zmiennych. Wéwczas wzoér (3) przyjmuje postac:

B ={(x " (e () v
b= (%) () (x )y

Oznacza to, ze de facto osobno oszacowywane sg parametry srodkow i promieni
dla zmiennych. Ostatecznie warto$ci teoretyczne zmiennej objasnianej oblicza si¢

odrebnie dla krancow dolnych (oznaczanych indeksem L) i gérnych (oznaczanych
indeksem U) zgodnie ze wzorem:

(7

yL:§,C_yr oraz yU:yC_i_yr, (3)
.. aC c\ e " : :
gdzie: y =(X ) b" — oszacowane warto$ci dla srodkow,
T A
y = (X') b" — oszacowane wartosci dla promieni.

3. Rozszerzenia metod regresji z funkcja kary, tj. regresji grzbietowej (ridge re-
gression), regresji lasso (lasso regression) oraz sieci elastycznych (elastic net mo-
del).

W przypadku danych symbolicznych interwatowych miara dopasowania mode-
lu do danych sa dwa wspdlczynniki dopasowania R*. Jeden, oznaczany jako R;,
wskazuje na dopasowanie modelu do danych, bioragc pod uwage dolne krance prze-
dzialow zmiennych symbolicznych. Drugi oznaczany jest jako R, i wskazuje na
dopasowanie modelu do danych wzgledem gornych krancow przedziatu zmiennych
symbolicznych.

W przypadku pozostatych typoéw danych symbolicznych dla kazdego z nich
opracowano rozwigzania pozwalajace na zastosowanie metody najmniejszych kwa-

2 Szerzej o metodach regresji dla danych symbolicznych interwatowych z zastosowaniem funkcji
kary pisza m.in.: [Lima-Neto, de Carvalho 2010, s. 333-347; 2008, s. 1500-1515].
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dratow dla danego typu zmiennej (zob. [Billard, Diday 2006, s. 189-227; Diday,
Noirhomme-Fraiture 2008, s. 359-372]).

W przypadku zaréwno zmiennych symbolicznych interwatowych, jak i innych
typdéw zmiennych problematyczna wydaje si¢ mozliwo$¢ prawidlowej weryfikacji
zatozen metody najmniejszych kwadratow.

4. Metoda bagging

Jak wspomniano we wstepie, metoda bagging jest jedng z bardziej znanych metod
agregacji modeli bazowych (por. [Gatnar 2008, s. 140; Breiman 1996, s. 123; Kun-
cheva 2004, s. 203]). Metoda bagging polega na zbudowaniu M modeli bazowych
na podstawie prob uczacych U,, ..., U,, losowanych ze zwracaniem ze zbioru ucza-
cego. Proby te nazywa si¢ probami bootstrapowymi [Gatnar 2008, s. 140]. Zwykle
okoto 37% obiektéw ze zbioru danych nie trafia do zadnej z prob uczacych. Obiekty
te tworza dodatkowy zbidr danych, tzw. OOB (Out-Of-Bag), ktory czesto stosowany
jest jako dodatkowy zbior testowy [Gatnar 1998, s. 140].

Algorytm metody bagging mozna przedstawi¢ za pomocg nastepujacych krokow
[Polikar 2007, s. 60-61; Gatnar 2008, s. 140; Kuncheva 2004, s. 204]:

1. Ustalenie liczby modeli bazowych.

2. Dlakazdego z modeli bazowych wykonywane sa nast¢pujace kroki:

a) wylosowanie proby bootstrapowej,

b) budowa modelu bazowego na podstawie proby bootstrapowe;j,

¢) predykcja na podstawie modelu zagregowanego, zbudowanego na bazie
modeli bazowych, dokonywana jest z zastosowaniem metody gtosowania wigkszo-
sciowego w przypadku dyskryminacji lub przez usrednienie wynikow w przypadku
regresji.

Poniewaz w cze$ci empirycznej wykorzystana zostanie regresja liniowa danych
symbolicznych, wyniki dla modelu zagregowanego zostang obliczone jako $rednia
arytmetyczna z modeli bazowych.

5. Wyniki badan symulacyjnych

Na potrzeby badan symulacyjnych przygotowano w programie R dwa sztuczne zbio-
ry danych oraz trzy zbiory danych rzeczywistych. Pierwszy zbior danych rzeczy-
wistych zawiera obiekty symboliczne drugiego rzedu, ktdre sg wynikiem agregacji
danych na temat zbioréw pszenicy w latach 1999-2013 w zaleznosci od zuzycia na-
wozow NPK w przekroju wojewddztw. Drugi zbiér danych rzeczywistych zawiera
dane pacjentéw kardiologicznych — zawiera on dane na temat 11 pacjentéw. Trzeci
zbior danych rzeczywistych zawiera dane dotyczace przestepczosci na terenie USA
— zbior ten zawiera dane na temat 46 stanéw USA. Drugi i trzeci zbiér danych rze-
czywistych pochodzi z pakietu RSDA programu R.
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Pierwszy sztuczny zbior danych zawiera jedng interwalowg zmienng symbolicz-
ng objasniang oraz jedng interwalowg zmienng symboliczng objasniang. W zbiorze
danych zawarto szesnascie obserwacji. Na rysunku 1 przedstawiono wykres korela-
cyjny dla srodkéw przedziatow zmiennej objasnianej i objasniajace;.

Drugi sztuczny zbiér danych zawiera cztery interwatowe zmienne symboliczne
objasniajace oraz jedng interwalowa zmienng symboliczng objasniang. W zbiorze
danych zawarto czternascie obserwacji.

W pierwszym kroku zbudowano z zastosowaniem programu R? pojedynczy mo-
del regresji z zastosowaniem metody Srodkdw oraz metody srodkow i promieni. Wy-
niki dopasowania modeli do danych oraz $redni absolutny btad procentowy (MAPE)
dopasowania prognoz do danych zawarto w tab. 2. Na potrzeby podejscia wielo-
modelowego zbudowano rézng liczbe modeli bazowych dla kazdego ze zbiorow.
Wyniki zagregowane otrzymano, usredniajac wyniki ze wszystkich modeli [Gatnar
2008, s. 140]. Rezultaty zastosowania podejscia wiclomodelowego zawarto w tab. 3.

Srodki przedziatéw zmiennej Y
12
o

10

00

T T T T T T
1,0 15 2,0 25 3,0 35

Srodki przedziatow zmiennej X

Rys. 1. Wykres korelacyjny dla $srodkow przedziatéw zmiennej Y oraz X z pierwszego (sztucznego)
zbioru danych

Zrédlo: opracowanie wlasne z wykorzystaniem programu R.

Z danych zawartych w tab. 2 1 3 wynika, ze w przypadku pojedynczego modelu
metoda $rodkow i promieni uzyskuje zwykle lepsze wyniki niz metoda §rodkow.

3 Zarébwno w przypadku modelu pojedynczego, jak i podejscia wielomodelowego przygotowano
autorskie procedury w programie R.
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Tabela 2. Wyniki otrzymane dla pojedynczych modeli regresji

Zbior danych Metoda R} R; MAPE, | MAPE,
Sztuczny zbidr metoda $rodkow 0,89 0,91 7,28% 4,98%
danych I metoda $rodkéw i promieni 0,99 0,98 2,54% 1,72%

p
Sztuczny zbidr metoda $rodkow 0,83 0,95 5,72% 3,63%
danych II metoda $rodkow i promieni 0,94 0,99 3,94% 0,03%
Rzeczywisty zbior | metoda Srodkow 0,43 0,28 13% 11,93%
danych — zbiory ) T
pszenicy metoda $rodkow i promieni 0,75 0,65 11,28% 8,94%
Rzeczywisty zbidr | metoda $rodkoéw 0,60 0,65 10,11% 11,09%
danych — dane i L. L.
medyczne metoda $rodkow i promieni 0,67 0,74 10% 11%
Rzeczywisty metoda $rodkow 0,57 0,59 12,12% 12,15%
zbior danych —
przes.te;pstwa na metoda srodkow i promieni 0,60 0,65 11,9% 11,61%
terenie USA

MAPE, i MAPE | oznaczaja odpowiednio $redni absolutny btad procentowy dla krafica dolnego
i gornego przedziatu zmiennych symbolicznych interwatowych.

Zr6dto: opracowanie wlasne na podstawie z zastosowaniem autorskich procedur programu R.

Tabela 3. Wyniki otrzymane dla podejécia zagregowanego

. Li
Zbiér danych n:gz:ﬁ Metoda R} | Rl |MAPE, | MAPE,
metoda $rodkow 0,891 0,92 7,23% | 4,92%
Sztuczny zbiér danych I 20 & 5
metoda Srodkow 0,996 | 0997 | 2,51%| 1,67%
1 promieni
metoda srodkow 0,93 0,99 4.97% | 2,54%
Sztuczny zbidr danych 11 30 & A
Y Y metoda Srodkow 0997 | 0,999 | 2,65%| 0%
1 promieni
metoda srodkow 0,51 0,58 13,72% | 8,60%
Rzeczywisty zbior danych 30 $ '
metoda Srodkéw 0,82 | 081 |1026%]| 853%
i promieni
) ) metoda $rodkow 0,70 0,72 9,09% 9%
Rzeczywisty zbior danych 20 1 SrodiG
— dane medyczne metoda srodkow 072 | 0,77 | 8,97%]| 8,.99%
i promieni
Rzeczywisty zbior danych metoda $rodkow 0,61 0,76 10% 9,78%
— przestepstwa na terenie 50 : ;
e metoda Srodkow 087 | 089 | 10,01%]| 9,89%
USA 1 promieni

Zrbdto: opracowanie wlasne na podstawie z zastosowaniem autorskich procedur programu R.
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Natomiast podejscie wielomodelowe w regresji danych symbolicznych pozwala
na uzyskanie znacznie lepszego dopasowania modelu do danych (w sensie miar R;
oraz R, atakze $redniego absolutnego btedu procentowego — MAPE). Dodatkowo,
podobnie jak w przypadku pojedynczego modelu, wyniki otrzymane z zastosowa-
niem metody $§rodkéw i promieni sg bardziej doktadne niz te otrzymane za pomoca
metody Srodkow.

6. Zakonczenie

Podejscie wielomodelowe moze znalez¢ z powodzeniem zastosowanie w analizie
regresji danych symbolicznych interwatowych, a takze danych symbolicznych in-
nych typow.

Podobnie jak w przypadku regresji liniowej dla danych klasycznych, tak w przy-
padku regresji liniowej danych symbolicznych interwatowych w wyniku zastoso-
wania podej$cia wielomodelowego badania symulacyjne wskazuja, ze podejscie to
pozwala otrzyma¢ lepsze dopasowanie modeli do danych (w sensie miar R; oraz
R} , a takze $redniego absolutnego bledu procentowego — MAPE).

Wyniki badan empirycznych otrzymane dla metody $rodkow oraz metody pro-
mieni pozwalajg wskaza¢, ze metoda promieni pozwala uzyskaé nieco lepsze do-
pasowanie modelu do danych, niz ma to miejsce w przypadku metody srodkow.
Wynika to z faktu, ze metoda $srodkdéw i promieni bierze pod uwage, oprocz samego
srodka przedziatu zmiennej symbolicznej, takze jej promien, dzigki czemu zbudo-
wany model regresji liniowej jest lepiej dopasowany do danych niz w przypadku za-
stosowania metody $rodkoéw. Dodatkowo w kazdym przypadku dopasowanie modeli
jest lepsze w przypadku sztucznych zbioréw danych, niz ma to miejsce w przypadku
rzeczywistych zbioréw danych. Wynika to z dwoch faktow. Po pierwsze, w przy-
padku sztucznych zbiorow danych przedziaty zmiennych symbolicznych byly nie-
co krotsze (miaty mniejszy promien) niz w przypadku zbioréw danych klasycznych.
Po drugie, w przypadku rzeczywistych zbiorow danych mozemy mie¢ do czynienia
ze zmiennymi, ktore zaktocajg istniejacg zalezno$¢ miedzy zmiennymi. Dodatkowo
w przypadku sztucznych zbioréw danych dane przygotowano w taki sposob, aby ko-
relacje migdzy zmienng objasniang a zmiennymi objasniajacymi byty jak najwigksze,
a korelacje migdzy zmiennymi objasniajacymi jak najmniejsze.

Warto takze zwroci¢ uwagg, ze podejscie wielomodelowe ma takze swoje ogra-
niczenia, ktore do§¢ dobrze zostaty opisane w literaturze przedmiotu (zob. np. [Kun-
cheva 2004]).

Celem dalszych badan bedzie analiza poréwnawcza wszystkich proponowanych
podej$¢ w zakresie regresji danych symbolicznych interwalowych z zastosowaniem
sztucznych i rzeczywistych zbioréw danych réznego typu.
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ENSEMBLE LEARNING IN REGRESSION MODEL
OF SYMBOLIC INTERVAL DATA

Summary: Ensemble learning, which consist in using a lot of models (instead one single
model) can be used in classical data analysis. The aim of the paper is to present an adaptation
of ensemble learning with the use of bagging for regression analysis of symbolic interval-val-
ued data. The article presents basic concepts concerning symbolic data analysis, the adapta-
tion of ordinary least squares model for symbolic interval-valued data and the idea of bagging
approach in ensemble learning. The empirical part contains the results of simulation studies
obtained with the application of real and artificial data sets for centers and centers and range
methods. The results show that both methods reach usually better results when using bagging
than in case of a single model.

Keywords: ensemble learning, regression of symbolic data, interval-valued data.





