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REKURENCYJNA ELIMINACJA CECH  
W METODACH DYSKRYMINACJI 

Streszczenie: Jednym z podejść do selekcji zmiennych jest ocena ich podzbiorów za pomo-
cą kryterium jakości modelu (wrapper). Jego zaleta to ścisły związek estymacji parametrów 
modelu z doborem zmiennych. Niestety, nawet zachłanne przeszukiwanie w selekcji kroko-
wej jest kosztowne obliczeniowo w przypadku dużego wymiaru i złożonych obliczeniowo 
algorytmów uczących. Guyon i in. [2002] zaproponowali dla metody SVM algorytm 
rekurencyjnej eliminacji cech. Jego ideę można przenieść na inne metody statystycznego 
uczenia. W artykule zbadana będzie efektywność rekurencyjnej eliminacji cech stosowanej  
z różnymi metodami dyskryminacji. Pod uwagę wzięta będzie zdolność do identyfikacji 
zmiennych nieistotnych, dokładność klasyfikacji oraz czas pracy algorytmu. Badania prze-
prowadzone będą na zbiorach, do których sztucznie wprowadzano zmienne nieistotne. 

Słowa kluczowe: selekcja zmiennych, rekurencyjna eliminacja cech, strategie przeszukiwania. 

DOI: 10.15611/pn.2015.384.16 

1. Wstęp 

Jednym z kluczowych problemów w modelowaniu klasyfikatorów jest występowa-
nie w zbiorach danych zmiennych nieistotnych, a więc takich, które nie mają 
wpływu na badane zjawisko reprezentowane przez zmienną objaśnianą. W wielu 
aplikacjach badacz nie ma dostatecznej wiedzy o tym, jakie czynniki wpływają na 
zmienną objaśnianą. Analizie poddawane są duże zbiory, by w sposób automatycz-
ny i zalgorytmizowany wydobyć wiedzę z danych. Wydawać by się mogło, że im 
więcej informacji (zgromadzonych danych), tym lepiej. Jednak nie zawsze tak jest. 
Zmienne nieistotne mogą wywoływać zjawisko nadmiernego dopasowania modelu 
do danych ze zbioru uczącego, co w efekcie obniża zdolność generalizacji modelu, 
tzn. dokładność klasyfikacji nowych obiektów. Prawidłowość taka jest uzasadniana 
teoretycznie kompromisem obciążeniowo-wariancyjnym (zob. np. [Hastie i in. 
2009]). Wraz ze złożonością modelu, która może być charakteryzowana liczbą 
zmiennych, maleje błąd resubstytucji, lecz rośnie błąd estymowany na zbiorze 
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danych, który nie brał udziału w etapie uczenia. Dodatkowe problemy pojawiają 
się w zadaniach wysokowymiarowych. Wraz ze wzrostem wymiaru przestrzeni 
cech wzrastają w tempie wykładniczym wymogi co do liczebności próby, by za-
chować dokładność estymacji – jest to tzw. przekleństwo wielowymiarowości (cur-
se of dimensionality). Studium tego problemu przedstawili np. Blumer i in. [1987], 
Hastie i in. [2009, s.22-27] czy Langley i Sage [1997]. 

W celu redukcji zbędnej informacji powszechnie stosowane są metody selekcji 
zmiennych. Dzieli się je na trzy grupy [Blum i Langley 1997]: metody doboru 
zmiennych (filters), selekcję zmiennych przez selekcję modeli (wrappers) oraz 
metody selekcji, które są integralną częścią algorytmów uczących (embedded met-
hods). Mocną stroną drugiego podejścia jest ścisły związek oceny zmiennych  
z oceną jakości modelu. Niestety, jest ono złożone obliczeniowo. Odpowiedzią na 
ten problem była propozycja rekurencyjnej eliminacji cech (Recursive Feature 
Elimination – RFE) zaproponowana przez Guyon i in. [2002] w powiązaniu z me-
todą SVM. 

W artykule podjęte zostaną badania nad algorytmem RFE stosowanym z róż-
nymi metodami dyskryminacji. Zwrócimy uwagę na zdolność identyfikacji zmien-
nych nieistotnych, dokładność klasyfikacji uzyskanych modeli oraz czas pracy 
algorytmów. 

2. Selekcja zmiennych jako zadanie optymalizacji kombinatorycznej 

Problem selekcji zmiennych można sformułować jako zadanie optymalizacji kom-
binatorycznej (zob. np. [Tsamardinos i Aliferis 2003]). Załóżmy, że dysponujemy 
próbą uczącą U : 

 }}{1,...,):),(),...,,{( NiY,y,X,...,XyyU ip1N1 ∈∈=∈= (Xxxx iN1 . (1) 

Przyjmijmy pewną rodzinę modeli F oraz kryterium jakości Q podzbioru zmien-
nych S ⊆ X . W podejściu polegającym na selekcji modeli (wrappers) kryterium Q 
jest zarazem oceną jakości modelu Sf F∈  budowanego na podzbiorze S. Uniwer-
salnym kryterium jest błąd generalizacji, a więc w przypadku dyskryminacji błąd 
klasyfikacji dla nowych obiektów, spoza zbioru uczącego. Zwykle jest on estymo-
wany metodami repróbkowania (np. przez sprawdzanie krzyżowe) lub z wykorzy-
staniem zbioru testowego. Wartość kryterium Q zależy od zbioru uczącego U, ro-
dziny modeli F oraz podzbioru zmiennych S. Przy założeniu, że U się nie zmienia i 
że ograniczamy się do wybranej klasy modeli F, wartość kryterium zależy jedynie 
od S. Zadanie selekcji zmiennych można więc postawić jako problem znalezienia 
takiego podzbioru zmiennych objaśniających S ⊆ X , dla którego funkcja ( )Q S  
przyjmuje wartość optymalną. Ponieważ zbiór wszystkich możliwych podzbiorów 
zmiennych jest skończony, mamy do czynienia z problem optymalizacji kombina-
torycznej. Rozwiązanie polegające na obliczeniu wartości kryterium Q dla wszyst-
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kich możliwych kombinacji zmiennych jest w większych wymiarach niepraktycz-
ne. Po pierwsze, ze względu na złożoność obliczeniową problemu. Po drugie, ze 
względu na problem nadmiernego przeszukiwania (oversearching), które może 
prowadzić do nadmiernego dopasowania, a tym samym obniżenia zdolności gene-
ralizacji [Quinlan, Cameron-Jones 1995; Jensen, Cohen 2000]. Zatem jeśli prze-
szukiwanie wyczerpujące wszystkie kombinacje zmiennych jest niepraktyczne lub 
nawet niewskazane, to należy uznać, że kluczowym komponentem algorytmów 
selekcji zmiennych jest sposób przeszukiwania przestrzeni wszystkich podzbiorów 
zmiennych objaśniających. 

Techniki przeszukiwania dzieli się na heurystyczne i stochastyczne. Ich zada-
niem jest wskazanie, które podzbiory są warte brania pod uwagę, a więc niejako 
wytyczają ścieżkę w przestrzeni wszystkich kombinacji zmiennych. Techniki sto-
chastyczne są bardziej kosztowne obliczeniowo i rzadziej stosowane w dużych 
wymiarach. Wśród heurystycznych najpopularniejsza jest strategia wspinaczki 
(hill-climbing), inaczej nazywana strategią zachłanną (greedy search). W zadaniu 
selekcji zmiennych strategię tę wykorzystuje selekcja krokowa nazywana też se-
lekcją sekwencyjną, a w modelach liniowych regresją krokową. Inne strategie 
przeszukiwania są nieco bardziej kosztowne obliczeniowo. W przeszukiwaniu 
wiązką (beam search) prowadzi się kilka strategii wspinaczki równolegle. Z kolei 
w przeszukiwaniu typu najpierw najlepszy (best-first) stosowane są liczne powroty 
do poprzednich stanów. 

Alternatywnym podejściem jest wykorzystanie rankingów zmiennych, co znacz-
nie zawęża przestrzeń przeszukiwań. Najprostsze podejście polega na rangowaniu 
zmiennych, a następnie budowaniu modeli zagnieżdżonych, ich ocenie oraz wyborze 
optymalnego [Kubus 2013]. Ranking zmiennych można też przeprowadzać wielo-
krotnie w procedurze iteracyjnej (co z założenia ma stabilizować model) i takie po-
dejście przyjęto w algorytmie rekurencyjnej eliminacji cech [Guyon i in. 2002]. 

3. Krokowa oraz rekurencyjna eliminacja cech 

Ponieważ tytułowy algorytm rekurencyjnej eliminacji cech – RFE przypomina 
nieco wspomnianą już procedurę eliminacji krokowej, postaramy się tu wyekspo-
nować różnicę, która skutkuje znacznym zmniejszeniem złożoności obliczeniowej 
na korzyść algorytmu RFE. W obu przypadkach punktem początkowym analizy 
jest pełny zestaw zmiennych objaśniających. W selekcji krokowej, w kolejnej ite-
racji buduje się i ocenia modele dla podzbiorów powstałych przez usunięcie jednej 
zmiennej, zatem p modeli na podzbiorach 1p −  elementowych. Najlepszy model 
identyfikuje najlepszy podzbiór w tej iteracji. Dla tego podzbioru ponownie rozwa-
ża się wszystkie możliwe usunięcia pojedynczej zmiennej i procedura kontynuo-
wana jest do wyczerpania zmiennych lub spełnienia kryterium stopu. W efekcie 
powstaje ciąg optymalnych w każdej iteracji podzbiorów, z których ostatecznie 
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wybierany jest najlepszy i przyjmowany jako rozwiązanie. Pomimo że eliminacja 
krokowa wykorzystuje strategię wspinaczki, złożoność obliczeniowa jest wciąż 
duża dla dużych p oraz kosztownych obliczeniowo algorytmów uczących. Takim 
jest niewątpliwie metoda SVM, która wymaga wewnętrznej walidacji swych para-
metrów. 

W celu zmniejszenia kosztu obliczeń Guyon i in. [2002] zaproponowali algo-
rytm RFE, w którym dokonuje się wielokrotnego rangowania zmiennych. Po zbu-
dowaniu i ocenie modelu dla pełnego zestawu zmiennych budowany jest ranking 
zmiennych. W tym celu wykorzystywane są tylko informacje, jakie niesie model. 
Najgorsza ze zmiennych jest usuwana i budowany jest model dla kolejnego pod-
zbioru ze zmniejszoną o jeden liczbą zmiennych. Takie podejście zapewnia, że  
w każdej iteracji wystarczy zbudować tylko jeden model, co znacznie redukuje 
złożoność obliczeniową. Podobnie jak w krokowej eliminacji procedura konty-
nuowana jest do wyczerpania zmiennych lub spełnienia kryterium stopu oraz efek-
tem jest ciąg optymalnych w każdej iteracji podzbiorów, z których wybierany jest 
najlepszy. Rolę rankingu w liniowym SVM odgrywają oszacowane wagi. W przy-
padku SVM z funkcją jądrową kryterium rangujące zmienne jest związane z mak-
symalizacją marginesu i ma postać:  

 2 2
( )( ) ( )jQ W W −= −α α  (2) 

oraz 

 2
( ) ( ) ( , )j j

j k l k lW y y Kα α − −
− = ∑ k lα x x , (3) 

gdzie j−
kx  oznacza k-ty obiekt z usuniętą realizacją j-tej zmiennej. Wartości 2 ( )W α  

oblicza się analogicznie jak we wzorze (3), ale bez usuwania realizacji zmiennych.  

Oryginalnie zaproponowany przez Guyon i in. [2002] algorytm RFE można 
stosować z wieloma metodami dyskryminacji (czy też regresji). Jest to możliwe,  
o ile na podstawie zbudowanego modelu jesteśmy w stanie zbudować ranking 
zmiennych. Pseudokod algorytmu RFE w ujęciu ogólnym został przedstawiony  
w tab. 1. Liczba zmiennych usuwanych w 4 kroku algorytmu może być ustalona  
(w małych zbiorach po prostu 1k = ), określona regułą arytmetyczną (np. połowa 
zmiennych) lub regułą statystyczną (np. test istotności). Najprostszym kryterium 
rangującym zmienne na podstawie informacji dostarczonej przez model są wartości 
bezwzględne współczynników modelu liniowego. Problematyczne jednak mogą 
być duże wariancje oszacowanych współczynników. Spotkamy się z taką sytuacją 
np. w przypadku wystąpienia współliniowości. Zhu i Hastie [2004] powiązali algo-
rytm RFE z logistyczną regresją grzbietową. Jak wiadomo, tak estymowane współ-
czynniki mają mniejsze wariancje. W niniejszym artykule proponujemy, by wyko-
rzystać regularyzowaną regresję logistyczną z komponentem kary w postaci ela-
stycznej sieci  [Zou,  Hastie  2005].  Motywacją   takiego   wyboru   były  nie  tylko 
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Tabela 1. Algorytm RFE – ujęcie ogólne 

1. Ustal wartości początkowe:  
 aktualny podzbiór zmiennych S = X , 
 minimalną liczbę zmiennych p0 < p , 
 ciąg optymalnych w każdej iteracji podzbiorów B = (0,…,0) . 

2. Wykorzystując aktualny podzbiór S, zbuduj model fS oraz ranking ważności zmiennych. 
3. Oceń model fS i zapamiętaj w ciągu B. 
4. Ze zbioru S usuń k najgorszych w rankingu zmiennych. 
5. Kroki 2-4 powtarzaj do momentu, gdy w S pozostanie p0 zmiennych. 
6. Wybierz najlepszy spośród zapamiętanych w ciągu B modeli zagnieżdżonych. 

Źródło: opracowanie własne na podstawie [Guyon i in. 2002]. 
 

mniejsze wariancje oszacowanych współczynników oraz szybkość algorytmu 
uczącego, ale też wewnętrzny mechanizm selekcji zmiennych, który skutkuje sta-
tystycznie uzasadnioną eliminacją większej liczby zmiennych w niektórych itera-
cjach. Na uwagę zasługuje fakt, że popularna wśród praktyków procedura usuwa-
nia w kolejnych iteracjach zmiennych, którym odpowiadają nieistotne statystycznie 
współczynniki modelu liniowego, wpisuje się w schemat algorytmu RFE. Jej zalety 
to możliwość usuwania więcej niż jednej zmiennej w każdej iteracji oraz naturalne 
kryterium stopu (istotność wszystkich współczynników). Granitto i in. [2006] sto-
sowali rekurencyjną eliminację cech z metodą lasów losowych [Breiman 2001]. 
Ranking generowany przez las losowy powstaje przez agregację wartości miary 
jakości podziału dla każdej zmiennej we wszystkich modelach składowych. 

4. Eksperyment 

W badaniu efektywności algorytmu RFE brano pod uwagę trzy charakterystyki. Po 
pierwsze, skuteczność identyfikacji zmiennych nieistotnych. W tym celu do danych 
rzeczywistych sztucznie wprowadzano zmienne nieistotne, a więc nieróżniące się 
rozkładem w klasach. Ponieważ algorytm selekcji zmiennych może zbyt radykalnie 
usuwać zmienne – eliminując nie tylko zmienne nieistotne, ale też niektóre ważne 
dla dokładnej klasyfikacji – drugim składnikiem oceny jest błąd klasyfikacji uzy-
skanych modeli. Trzecią charakterystyką, odgrywającą nieraz w praktyce ważną 
rolę, jest czas pracy algorytmu. W badaniu wykorzystano zbiory danych z repozy-
torium Uniwersytetu Kalifornijskiego (http://archive.ics.uci.edu/ml/): biodeg (1055 
obiektów, 41 zmiennych), ionosphere (351 obiektów, 33 zmienne) oraz sonar (208 
obiektów, 60 zmiennych). Każdy z nich jest zadaniem klasyfikacji binarnej. 

Do oryginalnych zbiorów dołączano zmienne nieistotne na dwa sposoby.  
W pierwszym przypadku generowano 10 zmiennych z rozkładu zero-jedynkowego 
z jednakową frakcją zer i jedynek. W drugim przypadku 10 zmiennych nieistot-
nych generowano z rozkładu normalnego. Realizacje pierwszych trzech losowano 
niezależnie z (0;1)N . Czwarta zmienna była kombinacją liniową pierwszych 

http://archive.ics.uci.edu/ml/
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trzech z dodanym szumem gaussowskim. Kolejne sześć zmiennych wygenerowano 
tak, by były parami skorelowane. Uzyskane w ten sposób zbiory oznaczono w tab. 
2-4, dodając do nazwy symbole (10b) w pierwszym przypadku lub (10n) w drugim. 
Każdy zbiór był 50 razy dzielony losowo na próbę uczącą i próbę testową (1/3 
oryginalnego zbioru uczącego), na której estymowano błąd klasyfikacji. 

W badaniu porównawczym zastosowano algorytm RFE z różnymi metodami 
dyskryminacji. Poniżej przedstawiamy ich opis i symbole stosowane w tab. 2-4. 
• Regresja logistyczna (RL): ranking ważności zmiennych wg wartości modułu 

statystyki z; w każdej iteracji usuwana jedna zmienna; wybór końcowego mo-
delu na podstawie kryterium BIC. 

• Regularyzowana regresja logistyczna z komponentem kary w postaci elastycz-
nej sieci (RRL): ranking według wartości bezwzględnej oszacowanych współ-
czynników. Usuwanie zmiennych odpowiadających zerowym współczynnikom 
lub jednej, najgorszej w rankingu. Wybór końcowego modelu na podstawie 
kryterium BIC. 

• Liniowy model wektorów nośnych (SVM-l): ranking według modułu oszaco-
wanych wag. Usuwanie połowy zmiennych w iteracji, jeśli ich liczba jest więk-
sza od 10, lub jednej zmiennej w przeciwnym razie. Parametr kosztu ustalany 
spośród cost=2^(-2:2) za pomocą 10-częściowego sprawdzania krzyżowego. 
Wybór końcowego modelu na podstawie błędu klasyfikacji szacowanego  
10-częściowym sprawdzaniem krzyżowym z regułą jednego błędu standardowego. 

• Metoda wektorów nośnych z jądrem radialnym (SVM-r): jak wyżej, ale ran-
king według formuły (2-3). 

• Lasy losowe (RF): ranking generowany przez las losowy. W każdej iteracji 
usuwana jedna zmienna. Liczba drzew = 200. Wybór końcowego modelu na 
podstawie błędu klasyfikacji szacowanego 10-częściowym sprawdzaniem 
krzyżowym z regułą jednego błędu standardowego. 
Dla porównania przedstawione będą też wyniki regresji logistycznej z elimina-

cją krokową (KE-RL). Tu także do wyboru modelu końcowego stosowano kryte-
rium informacyjne BIC. Ponadto zastosowano kryterium stopu, którym był brak 
poprawy wartości BIC.  

Tabela 2 przedstawia średnie liczby wprowadzanych do modeli zmiennych nie-
istotnych. Najskuteczniejsze okazały się tu dwie metody powiązane z algorytmem 
RFE: RF oraz RRL. Weryfikacja tych wyników za pomocą błędu klasyfikacji uzy-
skanych modeli nie potwierdza jednak wyższości tych metod (tab. 3). Wyraźnie 
najmniejsze błędy klasyfikacji uzyskano w metodach SVM-r oraz RF. Wprawdzie 
w zbiorze biodeg mniejszy błąd uzyskano metodą SVM-l, lecz różnica nie była 
statystycznie istotna. Modele regresji logistycznej okazały się nieadekwatne do 
badanych zbiorów. Jednak zwróćmy uwagę, że przy porównywalnych błędach 
klasyfikacji metoda RRL lepiej identyfikowała zmienne nieistotne. 
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Tabela 2. Średnie liczby wprowadzanych do modeli zmiennych nieistotnych w 50 eksperymentach 

Zbiory Rekurencyjna eliminacja cech – RFE Selekcja 
krokowa 

RL RRL SVM-l SVM-r RF KE-RL 
biodeg (10b) 0,12 0,2 0 1,2 0 0,12 
biodeg (10n) 0,06 0,08 1,06 0,9 0,62 0,06 
ionosphere (10b) 4,38 0,32 1,06 1,76 0 4,36 
ionosphere (10n) 4,04 0,04 0,28 4,22 0 3,94 
sonar (10b) 1,74 0,02 1,38 0,64 0 1,58 
sonar (10n) 1,98 0 0,54 0,5 0,08 2,02 

Źródło: obliczenia własne. 

Tabela 3. Średnie błędy klasyfikacji z błędami standardowymi (w %) estymowane na zbiorach testo-
wych w 50 eksperymentach 

Zbiory 
Rekurencyjna eliminacja cech – RFE Selekcja 

krokowa 
RL RRL SVM-l SVM-r RF KE-RL 

biodeg (10b) 16,2 (0,2) 17,5 (0,3) 14,9 (0,3) 15,5 (0,3) 15,2 (0,3) 16,6 (0,3) 
biodeg (10n) 16,1 (0,3) 17,5 (0,2) 14,6 (0,3) 15,1 (0,3) 15,3 (0,2) 16,1 (0,3) 
ionosphere (10b) 14,9 (0,4) 13,6 (0,4) 14,6 (0,3) 8,1 (0,3) 7,9 (0,3) 15,6 (0,5) 
ionosphere (10n) 16,2 (0,5) 14,4 (0,4) 14,4 (0,4) 8,9 (0,3) 7,7 (0,4) 15,5 (0,4) 
sonar (10b) 28,2 (0,8) 27,5 (0,8) 27,0 (0,7) 21,9 (0,7) 23,0 (0,9) 29,6 (0,7) 
sonar (10n) 29,7 (0,8) 27,8 (0,8) 28,4 (0,7) 21,9 (0,8) 24,5 (0,8) 29,4 (0,7) 

Źródło: obliczenia własne. 
 
W tabeli 4 przedstawiono średnie czasy pracy algorytmów, tzn. czas potrzebny 

na selekcję zmiennych, budowę modelu oraz jego ocenę na zbiorze testowym. Nie-
stety, dokładnie klasyfikujące modele SVM-r wymagają zdecydowanie dłuższego 
czasu obliczeń. Różnice stałyby się jeszcze wyraźniejsze, gdyby chcieć oszacować 
błąd przez 10-częściowe sprawdzanie krzyżowe. Zaznaczmy też, że badane zbiory 
nie   miały   dużej   liczby  zmiennych  w  porównaniu  do  niektórych  zastosowań,  

Tabela 4. Średnie czasy pracy algorytmów (procesor 2,1 GHz oraz 4,0 GB RAM) 

Zbiory 
Rekurencyjna eliminacja cech – RFE Selekcja 

krokowa 
RL RRL SVM-l SVM-r RF KE-RL 

biodeg (10b) 3 s 23 s 4 min 56 s 26 min 29 s 3 min 46 s 1 min 32 s 
biodeg (10n) 3 s 22 s 5 min 19 min 28 s 3 min 43 s 1 min 34 s 
ionosphere (10b) 2 s 6 s 1 min 18 s 2 min 15 s           50 s            27 s 
ionosphere (10n) 2 s 6 s 1 min 20 s 2 min 39 s           50 s            25 s 
sonar (10b) 3 s 4 s 1 min 21 s 2 min 20 s 1 min 17 s 1 min 23 s 
sonar (10n) 3 s 4 s 1 min 21 s 2 min 19 s 1 min 18 s 1 min 22 s 

Źródło: obliczenia własne. 
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np. selekcja genów czy klasyfikacja tekstów, na co praktycy powinni zwrócić uwa-
gę. W zadaniach wysokowymiarowych algorytm RFE-SVM-r mógłby stać się ma-
ło praktyczny. Z tej perspektywy konkurencyjne wydają się lasy losowe. 

5. Podsumowanie 

Algorytm RFE [Guyon i in. 2002] opracowano dla zmniejszenia złożoności obli-
czeniowej w porównaniu do popularnej eliminacji krokowej. Zaproponowany ory-
ginalnie dla metody SVM może być stosowany z innymi metodami dyskryminacji. 
Ma to duże znaczenie, gdyż klasyfikatory RFE-SVM, choć cechują się wysoką 
zdolnością generalizacji, są wymagające co do czasu obliczeń i nie zawsze potrafią 
bezbłędnie identyfikować zmienne nieistotne. Przeprowadzone badanie empirycz-
ne wskazuje na konkurencyjność kombinacji lasów losowych z algorytmem RFE. 
W badaniu okazała się ona szybsza, lepiej identyfikowała zmienne nieistotne  
i prowadziła do porównywalnych błędów klasyfikacji. W przypadku gdy model 
regresji logistycznej jest adekwatny do zadania dyskryminacji, godny uwagi jest 
algorytm RFE-RRL. Można też go potraktować jako metodę doboru zmiennych 
przed estymacją modelu (filter). 
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RECURSIVE FEATURE ELIMINATION  
IN DISCRIMINATION METHODS 

Summary: Recursive feature elimination (RFE) with SVM was proposed in [Guyon at al. 
2002] to reduce computational cost in comparison to stepwise selection. The algorithm can 
be applied with a wider range of discrimination methods. This article shows a general 
scheme of RFE algorithm. The empirical comparison of RFE combined with a few discrimi-
nation methods is also given. 

Keywords: feature selection, recursive feature elimination, heuristic search. 




