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W dniach 14-16 wrzesnia 2015 r. w Hotelu Novotel Gdansk Marina w Gdansku
odbyta si¢ XXIV Konferencja Naukowa Sekcji Klasyfikacji i Analizy Danych PTS
(XXIX Konferencja Taksonomiczna) ,,Klasyfikacja i analiza danych — teoria i za-
stosowania”, zorganizowana przez Sekcje Klasyfikacji i Analizy Danych Polskiego
Towarzystwa Statystycznego oraz Katedre Statystyki Wydzialu Zarzadzania Uni-
wersytetu Gdanskiego. Przewodniczacymi Komitetu Organizacyjnego konferencji
byli prof. dr hab. Mirostaw Szreder oraz dr hab. Krzysztof Najman, prof. nadzw.
UG, sekretarzami naukowymi dr hab. Kamila Migdat-Najman, prof. nadzw. UG
oraz dr hab. Anna Zamojska, prof. nadzw. UG, a sekretarzem organizacyjnym An-
na Nowicka z Fundacji Rozwoju Uniwersytetu Gdanskiego.

Konferencja Naukowa zostata dofinansowana ze §rodkéw Narodowego Banku
Polskiego.

Zakres tematyczny konferencji obejmowat takie zagadnienia, jak:

a) teoria (taksonomia, analiza dyskryminacyjna, metody porzadkowania linio-
wego, metody statystycznej analizy wielowymiarowej, metody analizy zmiennych
ciggtych, metody analizy zmiennych dyskretnych, metody analizy danych symbo-
licznych, metody graficzne),

b) zastosowania (analiza danych finansowych, analiza danych marketingo-
wych, analiza danych przestrzennych, inne zastosowania analizy danych — medy-
cyna, psychologia, archeologia, itd., aplikacje komputerowe metod statystycz-
nych).

Zasadniczymi celami konferencji SKAD byly prezentacja osiaggni¢¢ i wymiana
doswiadczen z zakresu teoretycznych i aplikacyjnych zagadnien klasyfikacji i ana-
lizy danych. Konferencja stanowi coroczne forum stuzace podsumowaniu obecne-
go stanu wiedzy, przedstawieniu i promocji dokonan nowatorskich oraz wskazaniu
kierunkéw dalszych prac i badan.

W konferencji wzigto udziatl 81 oséb. Byli to pracownicy oraz doktoranci na-
stepujacych uczelni i instytucji: AGH w Krakowie, Politechniki L.odzkiej, Poli-
techniki Gdanskiej, Politechniki Opolskiej, Politechniki Wroctawskiej, Szkoty
Glownej Gospodarstwa Wiejskiego w Warszawie, Szkoly Gtownej Handlowej w
Warszawie, Uniwersytetu im. Adama Mickiewicza w Poznaniu, Uniwersytetu
Ekonomicznego w Katowicach, Uniwersytetu Ekonomicznego w Krakowie, Uni-
wersytetu Ekonomicznego w Poznaniu, Uniwersytetu Ekonomicznego we Wro-
ctawiu, Uniwersytetu Gdanskiego, Uniwersytetu Jana Kochanowskiego w Kiel-
cach, Uniwersytetu Lodzkiego, Uniwersytetu Mikotaja Kopernika w Toruniu,
Uniwersytetu Przyrodniczego w Poznaniu, Uniwersytetu Szczecinskiego, Uniwer-
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sytetu w Biatymstoku, Wyzszej Szkoty Bankowej w Toruniu, a takze przedstawi-
ciele NBP i PBS Sp. z o.0.

W trakcie dwoéch sesji plenarnych oraz trzynastu sesji rownolegtych wygloszo-
no 58 referatow poswigconych aspektom teoretycznym i aplikacyjnym zagadnienia
klasyfikacji i analizy danych. Odbyta si¢ rowniez sesja plakatowa, na ktorej zapre-
zentowano 14 plakatéw. Obradom w poszczegolnych sesjach konferencji prze-
wodniczyli profesorowie: Jozef Pociecha, Eugeniusz Gatnar, Tadeusz Trzaskalik,
Krzysztof Jajuga, Marek Walesiak, Barbara Pawetek, Feliks Wysocki, Ewa Rosz-
kowska, Andrzej Sokotowski, Andrzej Bak, Tadeusz Kufel, Mirostaw Krzysko,
Krzysztof Najman, Malgorzata Roszkiewicz, Mirostaw Szreder.

Teksty 25 recenzowanych artykutéw naukowych stanowig zawarto§¢ prezen-
towanej publikacji z serii ,,Taksonomia” nr 26. Pozostale recenzowane artykuly
znajduja sie¢ w ,,Taksonomii” nr 27.

W pierwszym dniu konferencji odbyto si¢ posiedzenie cztonkéw Sekcji Klasy-
fikacji i Analizy Danych Polskiego Towarzystwa Statystycznego, ktoremu prze-
wodniczyt prof. dr hab. Jozef Pociecha. Ustalono plan przebiegu zebrania obejmu-
jacy nastepujace punkty:

A. Sprawozdanie z dziatalnosci Sekcji Klasyfikacji i Analizy Danych PTS.

B. Informacje dotyczace planowanych konferencji krajowych i zagranicznych.

C. Organizacja konferencji SKAD PTS w latach 20161 2017.

D. Wybor przedstawiciela Rady Sekcji SKAD PTS do IFCS.

E. Dyskusja nad kierunkami rozwoju dziatalnosci Sekcji.

Prof. dr hab. Jozef Pociecha otworzyt posiedzenie Sekcji SKAD PTS. Spra-
wozdanie z dzialalno$ci Sekcji Klasyfikacji i Analizy Danych PTS przedstawita
sekretarz naukowy Sekcji dr hab. Barbara Pawelek, prof. nadzw. UEK. Poinfor-
mowata, ze obecnie Sekcja liczy 231 cztonkow. Przypomniata, Ze na stronie inter-
netowej Sekcji znajduja si¢ regulamin, a takze deklaracja cztonkowska. Poinfor-
mowala, ze zostaly opublikowane zeszyty z serii ,,Taksonomia” nr 24 i 25 (PN UE
we Wroctawiu nr 384 i 385). W ,,Przegladzie Statystycznym” (zeszyt 4/2014) uka-
zato si¢ sprawozdanie z ubieglorocznej konferencji SKAD, ktora odbyta si¢ w
Migdzyzdrojach, w dniach 8—10 wrze$nia 2014 r. Prof. Barbara Pawetek przedsta-
wita takze informacje dotyczace dziatalno$ci mi¢dzynarodowej oraz udzialu w
waznych konferencjach cztonkéow 1 sympatykow SKAD.

W konferencji Migdzynarodowego Stowarzyszenia Towarzystw Klasyfikacyj-
nych (IFCS — International Federation of Classification Societies) w dniach 68
lipca 2015 r. w Bolonii, zorganizowanej przez Universita di Bologna, udziat wzieto
19 0s6b z Polski (w tym 17 cztonkéw Sekcji), ktore wyglosity 15 referatow (wktad
cztonkéw SKAD — 79,0%). Ponadto prof. Jozef Pociecha byt cztonkiem Komitetu
Naukowego Konferencji z ramienia SKAD, czlonkiem Migdzynarodowego Komi-
tetu Nagrod IFCS oraz organizatorem i przewodniczacym sesji nt. ,,Classification
models for forecasting of economic processes”.
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W konferencji ,,European Conference on Data Analysis” (Colchester, 2—4 wrze$-
nia 2015 r.) zorganizowanej przez The German Classification Society (GfKl) we
wspotpracy z The British Classification Society (BCS) i Sekcja Klasyfikacji i Ana-
lizy Danych PTS (SKAD) udziat wzigto 18 os6b z Polski (w tym 14 cztonkow
Sekcji), ktore wygtosity 15 referatow (wklad cztonkéw SKAD — 66,0%). Ponadto
profesorowie Krzysztof Jajuga oraz Jozef Pociecha byli cztonkami Komitetu Nau-
kowego konferencji, prof. Andrzej Dudek zostat poproszony przez organizatoréw
o przygotowanie referatu i wygloszenie na Sesji Plenarnej ,,Cluster analysis in XXI
century, new methods and tendencies”, prof. Krzysztof Jajuga byt przewodnicza-
cym sesji plenarnej, przewodniczacym sesji nt. ,,Finance and economics II” oraz
organizatorem i przewodniczacym sesji nt. ,,Data analysis in finance”, prof. Jozef
Pociecha byl organizatorem i przewodniczacym sesji nt. ,,Outliers in classification
procedures — theory and practice”, prof. Andrzej Dudek byt przewodniczacym sesji
nt. ,,Machine learning and knowledge discovery II”.

Kolejny punkt posiedzenia Sekcji obejmowat zapowiedzi najblizszych konfe-
rencji krajowych i zagranicznych, ktorych tematyka jest zgodna z profilem Sekcji.
Prof. dr hab. Jozef Pociecha poinformowatl o dwdoch wybranych konferencjach
krajowych (byty to XXXIV Konferencja Naukowa ,,Multivariate Statistical Analy-
sis MSA 20157, L6dz, 1618 listopada 2015 r. i X Migdzynarodowa Konferencja
Naukowa im. Profesora Aleksandra Zeliasia nt. ,,Modelowanie i prognozowanie
zjawisk spoteczno-gospodarczych”, Zakopane, 10-13 maja 2016 r.) oraz o trzech
wybranych konferencjach zagranicznych. Konferencja ,,European Conference on
Data Analysis” odbgdzie si¢ na Uniwersytecie Ekonomicznym we Wroclawiu w
dniach 26-28 wrzesnia 2017 r. W przeddzien tej konferencji, tj. 25.09.2017 r., od-
bedzie si¢ Niemiecko-Polskie Sympozjum nt. ,,Analizy danych i jej zastosowan
GPSDAA 2017”. Nastepna konferencja Migdzynarodowego Stowarzyszenia To-
warzystw Klasyfikacyjnych (IFCS) odbedzie si¢ w 2017 r. w Tokio. W 2019 r.
Niemiecko-Polskie Sympozjum nt. ,,Analizy danych i jej zastosowan GPSDAA
2019 organizuje prof. Andreas Geyer-Schultz w Karlsruhe.

W nastepnym punkcie posiedzenia podjeto kwestie organizacji kolejnych kon-
ferencji SKAD. SKAD 2016 zorganizuje Katedra Metod Statystycznych Wydziatu
Ekonomiczno-Socjologicznego Uniwersytetu L.odzkiego.

W kolejnej czesSci zebrania dokonano wyboru przedstawiciela Rady Sekcji
SKAD PTS do IFCS na kadencjg¢ 2016-2019. Powotano Komisje Skrutacyjna,
ktorej przewodniczacym zostat prof. Tadeusz Kufel, a cztonkami dr hab. Iwona
Konarzewska i dr Dominik Rozkrut. Profesor Jozef Pociecha poprosit zebranych o
proponowanie kandydatur zglaszajac jednoczesnie prof. Andrzeja Sokotowskiego.
Wobec braku nastepnych kandydatur liste zamknigto. Komisja Skrutacyjna prze-
prowadzita glosowanie tajne. W glosowaniu uczestniczylo 41 cztonkow Sekcji.
Profesor Andrzej Sokolowski zostat przedstawicielem Rady Sekcji SKAD PTS do
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IFCS na kadencj¢ 20162019, uzyskujac nastgpujacy wynik: 39 glosow na ,.tak”,
1 glos na ,,nie”, 1 glos byl niewazny.

W ostatnim punkcie zebrania dyskutowano nad kierunkami rozwoju dziatalno-
sci Sekcji obejmujacymi nastepujace problemy: udzial w migdzynarodowym ruchu
naukowym (wspodlne granty, publikacje), umigdzynarodowienie konferencji SKAD
(uczestnicy zagraniczni, dwujezycznos¢ konferencji), wydawanie wlasnego czaso-
pisma.

Profesor Jozef Pociecha zamknat posiedzenie Sekcji SKAD.

Krzysztof Jajuga, Marek Walesiak
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Streszczenie: Artykul dotyczy zagadnienia doboru zmiennych objasniajacych w modelach
klasyfikacji obiektow z uczeniem dla danych niezrbwnowazonych. Zbadano wptyw metod
doboru zmiennych w potaczeniu z metodami wstgpnego przetwarzania danych na jakosé
klasyfikacji dla wybranych grup klasyfikatorow. W komputerowej analizie porownawczej
wykorzystano dane z Wroctawskiego Osrodka Torakochirurgii. Obliczenia przeprowadzono
w pakiecie uczenia maszynowego WEKA.
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Summary: The article concerns the problems of feature selection in supervised classification
models for incomplete and imbalanced data. We compared the results of the application of
feature selection methods implemented in the WEKA and STATISTICA machine learning
environments. The impact of particular feature selection methods applied in conjunction
with the pre-processing methods of missing and imbalanced date on the effectiveness and
efficiency of selected single and ensemble classifiers was analyzed. The comparative analysis
used updated data from the Wroctaw Centre for Thoracic Surgery, on patients operated
between 2006 and 2013 due to lung cancer. Sets of rules relating to hospital clinical and
managerial decisions have been extracted for selected feature selection and classification
methods, and for data relating to preoperative risk assessment.

Keywords: machine learning, classification, feature selection, imperfect data, surgical risk,
hospital management.
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1. Wstep

Jakos¢ i1 efektywno$¢ klasyfikacji nadzorowanej (ze zbiorem uczacym) zaleza

w zasadniczym stopniu od jako$ci danych zrodtowych. Dostepne dane Zrédtowe w

rzeczywistych problemach decyzyjnych zaliczane sg czg¢sto do kategorii danych

niedoskonatych (imperfect data; [Hartono, Hashimoto 2007]), okreslanych tez jako
dane zaszumione (noisy data; [Zhu, Wu 2004; Saez i in. 2013]). W literaturze
przedmiotu z zakresu eksploracji danych i uczenia maszynowego [Witten i in.

2011; Kelleher i in. 2015] wyréznia si¢ dwa podstawowe rodzaje wad danych

zrodtowych: dotyczace oznaczenia klasy obiektow i1 dotyczace wartosci cech cha-

rakteryzujacych obiekty. Wérdd wad pierwszego rodzaju wymienia si¢ m.in.:

— niepewno$¢ oznaczenia klasy w zbiorze uczacym [Frénay, Verleysen 2014], co
moze by¢ zwigzane z btedami w zbiorze danych lub istotg problemu (np. brak
ostrych granic migdzy klasami) i dodatkowo zmienia¢ si¢ w czasie (np. okre-
sowa aktualizacja dlugosci przezycia pooperacyjnego),

— niezrownowazenie klas [Lopez 1 in. 2013]: nadreprezentacja obiektow z jednej
klasy, wynikajaca z istoty modelowanego zjawiska (np. liczba zgondéw po ope-
racji) lub zastosowanej metody budowy zbioru uczacego (doboru proby).

Wady zwiazane z warto$ciami charakterystyk obiektow moga dotyczy¢ np.:

— niekompletno$ci zbioréw danych zrodtowych — brakow warto$ci niektorych
zmiennych dla pewnych obiektow [Garcia-Laencina i in. 2009],

— bledoéw w okreslaniu wartosci poszczeg6lnych charakterystyk lub technologii
gromadzenia i przechowywania danych [Sdez i in. 2016].

W poprzednich pracach, omowionych w [Lubicz i in. 2014], rozwazano meto-
dy wstepnej obrobki danych niekompletnych i niezrdwnowazonych na przyktadzie
danych medycznych. Zastosowanie tych metod istotnie wptywa na liczno$¢ (re-
dukcja obiektow z brakami danych, rownowazenie klas metodami probkowania)
lub zawartos¢ (imputacja brakujacych danych, redukcja cech z duza ilocig brakow
i stabg korelacjg z etykietg klasy) zbioru uczacego. Jednoczesnie brak zastosowania
rownowazenia klas znacznie znieksztalca wyniki klasyfikacji [He, Garcia 2009;
Galar 1 in. 2012; Lépez i in. 2013] i moze powodowaé ignorowanie przez klasyfi-
kator obiektow z klasy mniejszosciowej (pozytywnej). W niniejszym artykule roz-
wazono problem doboru zmiennych objasniajacych (selekcji zmiennych) do mode-
lu klasyfikacji. Z przyczyn wymienionych powyzej, problem selekcji zmiennych
jest rozwazany w warunkach konieczno$ci jednoczesnego zastosowania technik
obstugi danych niezrownowazonych. Empiryczng podstawg analizy porownawczej
sa dane medyczne dotyczace przedoperacyjnej oceny ryzyka [Lubicz i in. 2014].
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2. Selekcja zmiennych

Selekcja zmiennych dla klasyfikacji, okreslana m.in. jako dobor zmiennych obja-
$niajacych [Gatnar 2008], selekcja cech [Koronacki, Cwik 2005], selekcja infor-
macji [Sobczak, Malina 1978]; dobor cech [Hand i in. 2005], oznacza proces
wykrycia istotnych i odrzucenia nieistotnych lub redundantnych cech klasyfikowa-
nych obiektow, konczacy si¢ wyznaczeniem podzbioru cech, ktory spetnia okre-
slone kryteria jakosci, wtasciwe dla rozpatrywanego problemu klasyfikacji [Guyon,
Elisseeff 2006]. Selekcje wykonuje si¢ m.in. w celu zmniejszenia wymiarowosci
zadania przy duzej liczbie zmiennych objasniajacych, a takze w sytuacjach, w kto-
rych utrudnione lub kosztowne jest ustalenie wartosci niektorych zmiennych dla
wszystkich klasyfikowanych obiektow. Z formalnego punktu widzenia potrzebe
selekcji zmiennych uzasadnia si¢ [Gatnar 2008; Larose 2008] m.in. dgzeniem
do uniknigcia nadmiernego dopasowania si¢ modelu do danych i utatwieniem in-
terpretacji wynikow klasyfikacji.

Metody selekcji zmiennych mozna klasyfikowa¢ wedhug réznych perspek-
tyw. Najprostszy podziat uwzglednia [Bolon-Canedo i in. 2015] metody zwraca-
jace indywidualne oceny waznosci poszczeg6lnych cech oraz metody wyznacza-
jace podzbiory cech, oparte na okreslonych strategiach przeszukiwania przestrze-
ni rozwigzan. Problem wyznaczenia optymalnego podzbioru cech mozna sformu-
lowa¢ jako zlozony problem kombinatoryczny, do ktérego wykorzystuje si¢ po-
dejscia znane z badan operacyjnych [Bertolazzi i in. 2016], czesto oparte na tech-
nikach inspirowanych naturg (algorytmy genetyczne [Hira, Gillies 2015], PSO
[Mangat, Vig 2014]). Inny podzial dotyczy podejscia do oceny wazno$ci cech
i wykorzystania tych ocen w procesie klasyfikacji. Wyro6znia si¢ zwykle [Duch
2006]: metody wbudowane w mechanizmy klasyfikacji danych, np. w modele
sieci neuronowych (embedded methods); metody zwigzane z konkretnymi algo-
rytmami klasyfikacji, ktére wykorzystywane sa przy ocenie podzbioréw cech
(metody opakowane — wrapper methods) oraz metody niezalezne od algorytméw
klasyfikacji, filtrujgce zbior cech z zastosowaniem okreslonej miary waznosci,
np. opartej na korelacji lub zawartosci informacyjnej. I. Guyon i A. Elisseeff
[2006] omawiajg takze inne charakterystyki metod selekcji cech, za szczegdlnie
istotng uznajac uwzglednienie w ocenie wzajemnych zalezno$ci miedzy cechami
(ocena indywidualna, ocena wektorowa).

Kierujac si¢ wskazéwkami literatury przedmiotu (m.in. [Vergara, Estevez
2014; Bolon-Canedo i in. 2013, 2015; Dessi, Pes 2015]) do analizy poréwnawczej
wybrano wymienione w tab. 1 i 2 podstawowe, najczesciej stosowane metody
selekcji cech w zagadnieniach uczenia maszynowego. Nazwy metod selekcji poda-
no w konwencji stosowanej w pakiecie WEKA, przyjetym jako srodowisko kom-
puterowej analizy porownawczej w cyklu prac badawczych [Lubicz i in. 2014].
Podejscia z pierwszej grupy umozliwiaja uporzadkowanie zbioru cech wzgle-
dem ustalonego kryterium (attribute evaluator); technike wyznaczenia optymal-
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Tabela 1. Metody selekcji cech wykorzystane w analizie pordwnawczej: ocena indywidualna cech

Metody indywidualnej oceny cech Zrédto
Kryteria statystyczne: Chi-squared [Liu, Setiono 1996]
Kryteria informacyjne: Information gain; Gain ratio; Symmetrical Uncertainty; [Quinlan 1986]
Filtered Attribute
Kryteria odleglo$ci (n najblizszych sasiadow) ReliefF [Kononenko 1994]
ClassifierAttributeEvaluation oparte na klasyfikatorach: Naive Bayes, JRip, [Witten i in. 2011]
Random Forest, AdaBoostM1 [J48]

Zrodlo: opracowanie wlasne.

Tabela 2. Metody selekcji cech wykorzystane w analizie pordwnawczej: ocena podzbioru cech

. Techniki przeszukiwania
Metody oceny podzbioru - . . 5
) Zrodlo przestrzeni podzbiorow Zrodto
cech (attribute evaluator)
cech (search method)
CFS (Correlation-based [Hall 1999] | RankSearch [Hall, Holmes 2003]
feature selection) algorytmy zachtanne pakiet WEKA
Consistency-based Filter [Dash, Liu | (BestFirst, GreedyStepwise,
2003] LinearForward-Selection)
ClassifierSubsetEvaluation | pakiet EvolutionarySearch
oparte na: JRip (Ripper), WEKA PSOSearch [Garcia-Nieto i in. 2009]
Random Forest GeneticSearch [Goldberg 1989]
WrapperSubsetEvaluation [Kohavi,
oparte na: JRip (Ripper), J48 | John 1997] | ScatterSearch [Lopez i in. 2006]

Zrodlo: opracowanie wlasne.

nego uporzadkowania (search method) okreslono w WEKA jako Ranker. W po-
dejséciach drugiej grupy okresla sie metod¢ oceny podzbioru cech oraz technike prze-
szukiwania przestrzeni podzbioréw cech dla danej metody oceny (dla kazdej metody
oceny cech wymienionej w tab. 2, w analizie porownawczej zastosowano alterna-
tywnie wszystkie wymienione w tej tabeli techniki wyznaczania optymalnych pod-
zbiorow).

3. Zalozenia badawcze i dane zrodlowe

Podstawowy, utylitarny problem badawczy dotyczyt predykcji ryzyka operacyjnego
w torakochirurgii. Problem ten sformutowano jako zadanie klasyfikacji obiektow,
ktérymi sg operowani pacjenci, do jednej z dwoch klas, zdefiniowanych odrgbnie dla
kazdego przyjetego kryterium oceny: R1 (R30) — wystapienie zgonu pacjenta w ciggu
1 roku (30 dni) po operacji; CCIF — wystgpienie komplikacji medycznych podczas
hospitalizacji pooperacyjnej; LOSp — przedluzenie hospitalizacji pooperacyjnej
(ponad 10 dni). W badaniach wykorzystano zaktualizowane dane przedoperacyjne
z Wroctawskiego Osrodka Torakochirurgii, dotyczace 1711 pacjentéw operowanych
w latach 2006-2013 z powodu raka ptuca. Aktualizacja dotyczyta danych opisanych
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w [Lubicz i in. 2014] i obejmowata: dotgczenie danych o pacjentach operowanych
w roku 2013, weryfikacje 1 uzupehienie wartosci parametrow oddechowych FVC,
FEV1 oraz dtugos$ci przezycia pooperacyjnego. Dla wymienionych wyzej zmiennych
objasnianych (R1, R30, CCIF, LOSpop) wskazniki niezrownowazenia, obliczane
jako iloraz liczebno$ci klasy wigkszosciowej do mniejszosciowej, wynoszg odpo-
wiednio 4,7; 34,7; 3,2; 8,8. Charakterystyke zmiennych objasniajacych przedstawio-
no w tabeli 3. Po wyeliminowaniu cech niewykazujacych zmiennosci w dostepnym
zbiorze danych, dalszej analizie poddawano 84 cechy (liczby w nawiasie w drugiej
kolumnie tab. 3). Poniewaz wykorzystywany w badaniach zrédlowy system kompu-
terowy automatycznie nadaje domyslne wartosci zerowe zmiennym objasniajacym,
uniemozliwiajac rozréznienie sytuacji braku danych od faktycznych brakéw objawu
1 rozpoznania, przeprowadzono dodatkowsg weryfikacj¢ danych o rozpoznaniach
nowotworowych i chorobach wspotistniejacych.

Tabela 3. Charakterystyka danych zrodtowych, wykorzystywanych w analizie poréwnawczej

1 V) V)
Grupa danych Lclzz}bla Opis brguki ;f]O
Osoba 3 (3) | pte¢, wiek (dzien oceny przedoperacyjnej), strona (L/P) 0 0
Rozpoznania 51 (29)| kody rozpoznan wg ICD10, istnienie przerzutow 0 1
NOWOtWOrowe (binarne)
Inne rozpoznania |34 (33)| uznawane za istotne w rokowaniu (binarne) 0 5

Ocena kliniczna | 8 (8) | wartosci klinicznego TNM i ocena wg skali Zubroda 0-57 |35-100
(symboliczne); parametry oddechowe FVC, FEV1
(warto$¢, % normy)

Objawy przed 7 (7) | bol; krwioplucie; dusznos¢; kaszel; pogorszenie 0 5-67
operacja sprawnosci; powickszone wezty chtonne N1, N2
(binarne)

Czynniki ryzyka | 3 (3) |zycie w srodowisku przemystowym (binarne), palenie 0-55 | 545
tytoniu (liczba lat)
Chemioterapia 3 (1) | chemioterapia przedoperacyjna (binarne) 0 6

Zrodlo: opracowanie wlasne.

Wynikiem kazdej metody selekcji cech jest ograniczony zestaw cech lub ran-
king waznosci cech, ktorych potencjalng trafnos¢ mozna obiektywnie oceni¢ jedy-
nie w procesie klasyfikacji. Plan badan obejmowat zatem:

— etap 1A: wlasciwej selekcji cech metodami wymienionymi w tab. 1 1 2; wyni-
kiem tego etapu byly uporzadkowane (dla oceny indywidualnej) lub zreduko-
wane nieuporzadkowane (dla oceny podzbioréw cech) zbiory cech, odrgbnie
dla kazdego kryterium klasyfikacji pacjentow,

— etap 1B: ze wzgledu na wysoki stopien niezréwnowazenia klas powtdrzono
etap selekcji po uprzednim zrownowazeniu rozktadu klas czesto cytowang w li-
teraturze przedmiotu metoda SMOTE [Chawla i in. 2002],

— etap 2: oceny wynikdéw selekcji z wykorzystaniem wybranych klasyfikatorow,
o potwierdzonej w poprzednich etapach prac badawczych skuteczno$ci klasyfi-
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kacji danych niezrownowazonych (oméwienie w [Lubicz i in. 2014]): reguto-

wych (JRIP, PART), drzewowych (Random Forest RF), wielomodelowych

(AdaBoostM1 na bazie Random Forest lub J48) i naiwnego klasyfikatora

Bayesa (NB).

Kierujac si¢ wskazowkami literatury przedmiotu ([He, Garcia 2009; Galar i in.
2012; Sokolova, Lapalme 2009; Kelleher i in. 2015]) do oceny jakosci klasyfikacji
w sytuacji niezrbwnowazenia klas przyjeto, podobnie jak w poprzednich eta-
pach prac badawczych ([Lubicz i in. 2014]), nastepujace wskazniki jakosci klasy-
fikacji:

ACC = (TP + TN)/NN — doktadnos$¢ (odsetek poprawnych klasyfikacji),

K — statystyke Kappa Cohena,
oraz szczegoblnie istotne przy klasyfikacji danych niezrownowazonych:

AUC = 0,5%(1 + TPR — FPR) — wskaznik reprezentujacy pole powierzchni pod

krzywa ROC (Receiver Operating Characteristic),

GM =~TPR xTNR — wspdlczynnik $redniej geometrycznej jakosci predykeji,
gdzie: TPR = TP/(TP + FN) — czutos¢ klasyfikacji, TNR = TN/(FP + TN) — swoi-
stos¢ klasyfikacji, FPR = FP/(FP + TN) — odsetek bledow I rodzaju; TP, TN (FP, FN)
— liczby prawidlowo (blednie) sklasyfikowanych pacjentow z klasy pozytywnej
1 negatywnej; NN — faczna liczba klasyfikowanych pacjentow.

4. Wyniki analizy porownawczej i wnioski

Pierwsze etapy badan obejmowaly utworzenie 58 plikow danych eksperymental-
nych (uporzadkowane lub zredukowane zestawy cech), bedacych wynikiem zasto-
sowania metod selekcji cech wymienionych w tab. 1 i1 2, odrebnie dla kazdego
kryterium oceny (etap 1A) oraz analogicznych plikow po dodatkowym zastosowa-
niu rownowazenia klas metodga SMOTE (etap 1B). Nastgpnie w etapie 2 wykonano
w programiec WEKA klasyfikacje danych eksperymentalnych dla kazdego rozpa-
trywanego klasyfikatora, przy zalozeniu 10-krotnej walidacji krzyzowej oraz
10 powtorzen kazdego przebiegu. Fragment wynikow obliczen, odpowiadajacych
najlepszym rozwigzaniom dla danych zréwnowazonych, dla poszczegoélnych
wskaznikéw jakoSci 1 kryteridw oceny, przedstawiono w tab. 4 i 5. Dla poréwnania
w tabelach zawarto tez wyniki klasyfikacji na danych pierwotnych, bez zastosowa-
nia selekcji cech.

Badania potwierdzily przede wszystkim konieczno$¢ stosowania rOwnowazenia
klas przed wykonaniem klasyfikacji dla danych o duzym stopniu niezréwnowazenia,
niezaleznie od tego, czy stosuje si¢ jakakolwiek metode selekcji cech. Jest to jasno
widoczne dla zmiennych objasnianych R30 i LOSp (tab. 4), dla ktorych jakos¢ klasy-
fikacji pacjentow z klasy mniejszosciowej (i, GM) jest bliska zera, a wysoki poziom
doktadnosci (ACC) jest rowny wskaznikowi udziatu pacjentéw z klasy wigkszo-
sciowej. Zastosowanie rownowazenia klas (tab. 5) zdecydowanie poprawia jakos¢
klasyfikacji przy nieznacznym pogorszeniu jej doktadnosci.
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Tabela 4. Fragment zestawienia wynikow klasyfikacji z wykorzystaniem metod selekcji cech —
wyniki dla danych bez zrownowazenia klas

Kryterium Metoda selekcji cech L. cech Kll(ZiZfl_ ACC K AUC | GM
R1 ConsistencySubsetEval;BestFirst 36 AB[J48] | 77,5 | 0,099 | 0,591 | 0,401
R1 bez wstepnej selekeji cech 84 AB[RF] | 76,0 | 0,080 | 0,579 | 0,402
R1 ConsistencySubsetEval;BestFirst 36 RF 82,0 | 0,087 | 0,638 |0,272
R1 InfoGain lub ReliefAttributeEval; Ranker 84 RF 82,6 | 0,058 | 0,645 | 0,180
R30 ClassifierSubsetEval[JRip];RankSearch 1 AB[J48] | 97,2 | 0,000 [ 0,499 | 0,000
R30 bez wstepnej selekeji cech 84 AB[RF] | 96,2 | 0,002 | 0,543 | 0,018
R30 ClassifierSubsetEval[RF];RankSearch 81 RF 97,1 | 0,001 | 0,585 | 0,000
R30 ClassifierSubsetEval[RF];GeneticSearch 38 RF 97,1 | 0,002 | 0,633 | 0,000
CCIF CfsSubsetEval;BestFirst 10 NB 75,0 | 0,082 | 0,620 | 0,316
CCIF CfsSubsetEval;ScatterSearch 10 NB 75,0 | 0,082 | 0,620 | 0,316
CCIF ClassifierAttributeEval[AB[J48]];Ranker 84 RF 70,4 | 0,112 | 0,598 | 0,463
CCIF bez wstepnej selekeji cech 84 NB 70,4 | 0,112 | 0,600 | 0,463
LOSp ConsistencySubsetEval;BestFirst 33 PART 86,7 | 0,018 | 0,523 | 0,178
LOSp ConsistencySubsetEval;GreedyStepwise 1 PART 89,8 | 0,000 | 0,500 | 0,000
LOSp bez wstepnej selekeji cech 84 NB 85,8 10,011 | 0,578 | 0,193
LOSp SymmetricalUncertAttributeEval;Ranker 84 RF 89,8 | 0,000 | 0,550 | 0,000

Zrodlo: opracowanie wlasne.

Tabela 5. Fragment zestawienia wynikow klasyfikacji z wykorzystaniem metod selekcji cech —
wyniki dla danych po zréwnowazeniu klas metoda SMOTE [Chawla i in. 2002]

Kryterium Metoda selekcji cech L. cech Kll(ZiZfl_ ACC K AUC | GM
R1 ConsistencySubsetEval;BestFirst 30 AB[J48] | 78,1 0,460 | 0,773 | 0,707
R1 bez wstepnej selekeji cech 84 AB[RF] | 80,7 | 0,497 | 0,783 | 0,700
R1 ConsistencySubsetEval;BestFirst 30 RF 82,8 | 0,528 | 0,808 | 0,686
R1 InfoGain lub ReliefAttributeEval; Ranker 84 RF 83,0 | 0,528 | 0,805 | 0,682
R30 ClassifierSubsetEval[JRip];RankSearch 80 AB[J48] | 95,6 | 0,509 | 0,764 | 0,669
R30 bez wstepnej selekeji cech 84 AB[RF] | 95,8 0,509 | 0,765 | 0,657
R30 ClassifierSubsetEval[RF];RankSearch 81 RF 96,9 | 0,579 | 0,806 | 0,656
R30 ClassifierSubsetEval[RF];GeneticSearch 38 RF 96,3 | 0,526 | 0,823 | 0,641
CCIF CfsSubsetEval;BestFirst 10 NB 72,7 0,425 | 0,773 | 0,709
CCIF CfsSubsetEval;ScatterSearch 10 NB 72,7 | 0,425 | 0,773 | 0,709
CCIF ClassifierAttributeEval[ AB[J48]];Ranker 84 RF 77,9 | 0,499 | 0,776 | 0,701
CCIF bez wstepnej selekeji cech 84 NB 71,0 | 0,398 | 0,768 | 0,700
LOSp ConsistencySubsetEval;BestFirst 41 PART 84,6 | 0,457 | 0,741 | 0,683
LOSp ConsistencySubsetEval;GreedyStepwise 41 PART 84,6 | 0,457 | 0,741 | 0,683
LOSp bez wstepnej selekeji cech 84 NB 82,6 | 0,418 | 0,740 | 0,680
LOSp SymmetricalUncertAttributeEval;Ranker 84 RF 87,0 | 0,491 | 0,758 | 0,664

Zrodlo: opracowanie wlasne.
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Badania dla analizowanego zbioru danych medycznych nie wykazaly zasadni-
czej zmiany jakos$ci klasyfikacji po zastosowaniu selekcji cech do danych zrowno-
wazonych (poréwnywalne warto$ci wskaznikow k, GM; tab. 5); dla danych nie-
zrownowazonych otrzymano nawet w wigkszosci przypadkow zmniejszenie wartosci
wskaznika GM. Jednoczes$nie, w odroznieniu od spostrzezen w literaturze przedmio-
tu [Bolon-Canedo i in. 2013; Dessi Pes 2015; Vergara, Estevez 2014; Bertolazzi i in.
2016], z wyjatkiem zmiennej objasnianej R30, analiza nie wykazata znacznej prze-
wagi metod selekcji cech zaleznych od klasyfikatoréw nad metodami filtrujacymi
zbior cech niezaleznie od klasyfikatora (poréwnywalne wyniki klasyfikacji i czasy
obliczen).

W wigkszosci przypadkdéw najwyzszg jakos¢ klasyfikacji otrzymywano dla me-
tod wyznaczajgcych optymalny podzbiér cech, przy jednoczesnym zastosowaniu
klasyfikatora Random Forest lub (zmienne objasniane R1, R30) klasyfikatora Ada-
BoostM1 z klasyfikatorem bazowym J48 lub Random Forest. Stosunkowo wysokie
warto$ci wskaznikéw jakosci (AUC, GM) otrzymywano dla selekcji na podstawie
analizy wewnetrznej niezgodnosci zbioru cech (ConsistencySubsetEval), szczegolnie
z zastosowaniem metaheurystyk (np. algorytmoéw genetycznych lub innych algoryt-
méw ewolucyjnych) do znalezienia optymalnego podzbioru cech. Najgorsze wyniki
(x, GM rzgdu 0,0-0,1) otrzymano dla metod opartych na korelacji (CfsSubsetEval)
1 jednoczesnego zastosowania standardowych klasyfikatorow NB, JRip i PART.

Analiza poréwnawcza wykazata zroznicowanie wynikow dla poszczegdlnych
kryteriow oceny: dla zmiennych objasnianych R1, R30, CCIF, LOSp $rednie do-
ktadnosci klasyfikacji wynosily odpowiednio 79, 96, 74 1 84% przy zblizonych $red-
nich wartosciach pozostatych wskaznikow dla wickszo$ci rozwigzan (kappa 0,4-0,5;
AUC 0,74-0,78; GM 0,68-0,71). Moze to §wiadczy¢ o koniecznosci uwzglednienia
w dalszych analizach innych, dotychczas niedostgpnych danych medycznych.

Podsumowujac, nalezy stwierdzi¢, ze przeprowadzone badania nie potwierdzity
wskazywanej w literaturze przedmiotu mozliwosci zwickszenia doktadnosci klasyfi-
kacji dla analizowanego zbioru danych medycznych, odznaczajacego si¢ wysokim
stopniem niezréwnowazenia klas. W takich przypadkach postgpowaniem z wyboru
wydaje si¢ by¢ wyeliminowanie cech redundantnych oraz wykazujacych niewielka
zmienno$¢ z wykorzystaniem jednej z metod selekcji cech opartej na doborze pod-
zbioru, wstepne zrownowazenie klas oraz dobdr odpowiednio silnego klasyfikatora
1 proba kalibracji jego parametrow (zwickszenie liczby drzew decyzyjnych w klasy-
fikatorze Random Forest i dobor klasyfikatora bazowego dla klasyfikatora Ada-
BoostM1 miaty wickszy pozytywny wplyw na wyniki klasyfikacji niz zastosowanie
jednej z metod selekcji cech). Istotng kwestia moze by¢ takze proba zwigkszenia
zawarto$ci informacyjnej zrodtowego zbioru cech; w przypadku analizowanego
zbioru danych medycznych: o cechy dotyczace wynikéw badan diagnostycznych.
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