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Wstep

W dniach 14-16 wrzesnia 2015 r. w Hotelu Novotel Gdansk Marina w Gdansku
odbyta si¢ XXIV Konferencja Naukowa Sekcji Klasyfikacji i Analizy Danych PTS
(XXIX Konferencja Taksonomiczna) ,,Klasyfikacja i analiza danych — teoria i za-
stosowania”, zorganizowana przez Sekcje Klasyfikacji i Analizy Danych Polskiego
Towarzystwa Statystycznego oraz Katedre Statystyki Wydzialu Zarzadzania Uni-
wersytetu Gdanskiego.

W trakcie dwoch sesji plenarnych oraz 13 sesji rownolegtych wygloszono
58 referatow poswieconych aspektom teoretycznym i aplikacyjnym zagadnienia
klasyfikacji i analizy danych. Odbyta si¢ rowniez sesja plakatowa, na ktorej zapre-
zentowano 14 plakatow.

Teksty 24 recenzowanych artykutéw naukowych stanowig zawarto§¢ prezen-
towanej publikacji z serii Taksonomia nr 27. Teksty 25 recenzowanych artykutow
naukowych znajduja si¢ w Taksonomii nr 26.

Krzysztof Jajuga, Marek Walesiak
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LOKALNA OCENA
MOCY DYSKRYMINACYJNEJ ZMIENNYCH

LOCAL EVALUATION
OF A DISCRIMINATION POWER OF THE VARIABLES

DOI: 10.15611/pn.2016.427.15

Streszczenie: Metoda k najblizszych sasiadow pomimo swej prostoty daje w niektorych za-
stosowaniach zaskakujaco dobre rezultaty. Jednym z jej atutdw jest w naturalny sposob
rozwigzany problem dyskryminacji wielu klas. Powazng wada natomiast jest wrazliwo$¢ na
zmienne nieistotne. Zmienne takie powoduja tu gwaltowny spadek doktadnosci klasyfikacji.
K. Kira i L.A. Rendell oraz I. Kononenko zaproponowali kryterium doboru zmiennych de-
dykowane metodzie k najblizszych sasiadéw. Praktycznym problemem stosowania ich algo-
rytmu jest wybor parametrow: liczby iteracji, liczby najblizszych sasiadow, wartosci progo-
wej waznosci zmiennych. W artykule podjeto dyskusje nad tym problemem. Algorytm pod-
dany bedzie empirycznej weryfikacji, gdzie wykorzystane beda zbiory rzeczywiste z dota-
czonymi zmiennymi bez mocy dyskryminacyjnej.

Stowa kluczowe: metoda k najblizszych sasiadow, dobor zmiennych, lokalna ocena wazno-
$ci zmiennych.

Summary: The drawback of the kNN method is its sensitivities on irrelevant variables.
K. Kira and L.A. Rendell and I. Kononenko have proposed a filter which evaluates variable
importance using local information. A practical problem of the use of their algorithm is the
choice of parameters (the number of iterations, the number of nearest neighbors and the
threshold). In this paper we empirically verify the algorithm using real data and artificially
generated variables without discrimination power.

Keywords: & nearest neighbors, filters, local evaluation of variable importance.

1. Wstep

Jednym z najprostszych ideowo klasyfikatoréw jest metoda k najblizszych sgsia-
dow (w skrocie kNN od & nearest neighbors). W niektorych zastosowaniach daje
zaskakujaco dobre rezultaty, np. w rozpoznawaniu obrazéw [King, Feng, Suther-
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land 1995]. Jednym z atutéw tej metody jest w naturalny sposdb rozwigzany pro-
blem dyskryminacji wielu klas. Powazng wadg natomiast, wrazliwo$¢ na zmienne
nieistotne, to jest takie, ktore nie majag wptywu na zmienng objasniang. Zmienne
takie moga powodowac¢ gwattowny spadek doktadnosci klasyfikacji. Z tego powo-
du waznym etapem stosowania metody kNN jest dobor zmiennych. Wydaje sie, ze
odpowiednim dla tego klasyfikatora kryterium jako$ciujacym zmienne sa wagi
wyliczane przez algorytm Relief, zaproponowany przez K. Kire i L.A. Rendella
[1992], a nastepnie modyfikowany przez I. Kononenke [1994]. Autorzy inspirowa-
ni metoda kNN opracowali sposéb oceny waznosci zmiennych na podstawie in-
formacji lokalnej, jaka tkwi w odlegto$ciach migdzy obiektami. Algorytm repre-
zentuje podejscie wielowymiarowe. Jest w stanie rozpozna¢ pewne interakcje mig-
dzy zmiennymi (zob. [Kubus 2015a]), ktore nie sg rozpoznawalne przez kryteria
ani jednowymiarowe, ani wielowymiarowe, takie jak pojemno$¢ informacji Hell-
wiga [1969] czy korelacja grupowa [Hall 2000].

Warunkiem skutecznosci algorytmu Relief jest wybdr wlasciwych wartosci je-
go parametrow: liczby iteracji, liczby najblizszych sasiadow oraz progowej wagi,
dzielacej zmienne na wazne i niewazne. Celem artykulu jest empiryczna weryfika-
cja tego algorytmu. Dyskutowany bedzie problem optymalnego wyboru jego para-
metrow. W badaniach wykorzystane bedg zbiory rzeczywiste oraz sztucznie gene-
rowane zmienne bez mocy dyskryminacyjne;.

2. Metoda kNN a zmienne nieistotne

Metoda k najblizszych sgsiadow jest metodg nieparametryczng, ktora dokonuje
klasyfikacji na podstawie odleglo$ci miedzy obiektami. Zostata zaproponowana juz
w 1951 r. przez E. Fixa i J. Hodgesa [1951], a jej ide¢ odzwierciedla przystowie
,»Z jakim przestajesz, takim si¢ stajesz”. Etap uczenia (estymacji parametrow mo-
delu) jest pominigty, a klasyfikacji dokonuje si¢ na podstawie klas najblizszych
obiektow. Tak wiec dla obserwacji x poddawanej klasyfikacji wyznacza si¢ k naj-
mniej od niej oddalonych obiektéw ze zbioru uczacego. W najprostszym przypad-
ku obiekt x przypisany jest do klasy najczesciej wystepujacej wsrod k najblizszych
sasiadow (tzw. glosowanie majoryzacyjne). Inny sposob glosowania polega na
wprowadzeniu wag, ktore sg funkcjami odleglosci obiektu rozpoznawanego x od
najblizszych sgsiadow. Funkcja ta powinna by¢ malejaca, przyjmowac wartosci
nieujemne oraz osigga¢ maksimum dla odleglosci rownej 0. Wagi sa w odpowied-
nich klasach sumowane, a obserwacja x przypisana do tej z maksymalna suma.
Modyfikacja ta nazywana jest metoda wazonych k najblizszych sasiadéw [Hechen-
bichler, Schliep 2004].

Waznymi aspektami w stosowaniu metody kNN sa: wybdr parametru &, wybor
funkcji odlegtosci oraz formuty normalizacyjnej, wybor sposobu wazenia odleglo-
sci. Osobny problem stanowig duzy wymiar przestrzeni cech oraz zmienne nie-
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istotne. Zilustruje to nastepujacy przyktad. Do wybranych zbioréow z tab. 2 dotg-
czano w kolejnych dziesigciu iteracjach zmienne o jednakowych rozktadach
w klasach, zatem nie majgce mocy dyskryminacyjnej. Na rysunku 1 pokazano, jak
ro$nie blad klasyfikacji z liczbg wprowadzanych zmiennych nieistotnych. W zbio-
rze ionosphere sa dwie klasy, a w segmentation siedem. Blad klasyfikacji rozumia-
ny jest w artykule jako frakcja niepoprawnie sklasyfikowanych obiektow.

ionosphere

—_
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-

[l

04
1

blad klasyfikacji
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o | o —i=t

o
T T T T T T T T T T T
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liczba zmiennych nieistotnych

Rys. 1. Bledy klasyfikacji estymowane 10-czg§ciowym sprawdzaniem krzyzowym

Zrodto: opracowanie wlasne.

W przypadku analizy zbiordéw, gdzie dane byly gromadzone bez dostatecznej
wiedzy merytorycznej] o wpltywie predyktoréw na badane zjawisko, selekcja
zmiennych jest szczegodlnie zalecana. Pozwala uzyska¢ doktadniejsze klasyfikatory
oraz wydobywa wiedz¢ na temat waznosci czynnikow wptywajacych na zmienng
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objasniang. Wsrod trzech podejs¢ do selekeji zmiennych [Guyon 1 in. 2006] duza
popularno$¢ maja metody doboru zmiennych na podstawie kryterium oceny, ktorej
dokonuje si¢ przed konstrukcjg klasyfikatora (filters).

3. Algorytm Relief i jego modyfikacje

Najczesciej stosowane kryteria doboru zmiennych majg charakter jednowymiaro-
wy (statystyki testowe, miary bazujace na entropii), to znaczy oceniajg indywidu-
alny wplyw predyktora na zmienng objasniang. Sa one latwe w implementacji i
szybkie w dziataniu. Z drugiej strony, mogg nie wykry¢ tacznego wptywu predyk-
torow na zmienng objasniang oraz nie eliminujg zmiennych powielajacych infor-
macje (zmiennych redundantnych). Kryteria wielowymiarowe oceniajg zdolno$¢
dyskryminacyjna podzbioru zmiennych. Sa one przewaznie skonstruowane tak, by
maksymalizowa¢ sitg zwigzku predyktoréw ze zmienna objasniang i jednoczes$nie
minimalizowa¢ zalezno$§¢ miedzy predyktorami [Hellwig 1969; Hall 2000].
Wspolng cecha tych kryteriow jest ich charakter globalny, to znaczy ich wartosci
wyliczane s z uzyciem obiektow z calej dziedziny badanego zjawiska.

K. Kira i L.A. Rendell [1992] opracowali algorytm Relief, ktory nadaje wagi
zmiennym na podstawie informacji lokalnej. Jego inspiracja byla metoda & najbliz-
szych sasiadow. Algorytm (tab. 1) w sposéb iteracyjny modyfikuje wagi zmien-
nych w oparciu o odleglosci migdzy losowo wybranym obiektem a jego najbliz-
szym sasiadem z tej samej klasy (nearest hit) oraz najblizszym sasiadem z klasy
przeciwnej (nearest miss). Algorytm mozna stosowac dla zmiennych binarnych lub
ilosciowych, przy czym te drugie sa normalizowane tak, by przyjmowaly wartosci
z przedziatu [0; 1]. Stosowanym przez autoréw czynnikiem normalizacyjnym jest
zakres zmiennej. Formuta aktualizacyjna (krok 4 algorytmu) jest tak skonstruowa-
na, ze waga j-tej zmiennej rosnie, gdy jej wartosci duzo roéznia si¢ w przypadku
obiektow (najblizszych sgsiadow) z roznych klas i odwrotnie, mato si¢ roznig w
przypadku obiektow (najblizszych sgsiadow) z tych samych klas.

Tabela 1. Algorytm Relief

1. | Ustal wartosci poczatkowe:
wektor wag zmiennych W= (W, ..., W,) =0,

liczbg iteracji M.
2. | Wylosuj obiekt x; = (xy, ..., x,) ze zbioru uczacego.
3. | Znajdz dla niego najblizszy obiekt tej samej klasy x, oraz najblizszy obiekt klasy przeciwnej
X(m)-

4. | Dla kazdej zmiennej X, ..., X, aktualizuj jej wage wg formuty:
W= W= (= xn) + (= Xm)

5. | Kroki 2—4 powtarzaj M razy.

6. | Ostatecznie: W — W/M.

Zrédlo: opracowanie whasne na podstawie [Kira, Rendell 1992].
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Podobnie jak w innych metodach doboru zmiennych algorytm Relief ustala
ranking zmiennych. Nalezy zatem uzy¢ warto$ci progowej w celu podjecia decyzji,
ktore zmienne usungé. Zastosowane normalizacje zapewniaja, ze wagi sg z prze-
dzialu [-1; 1]. Zmienne, ktorym przyporzadkowano wagi mniejsze od zera, uwa-
zane sg za nieistotne. Mozna tez przyja¢ bardziej radykalng wartos¢ progowg z.
K. Kira i L.A. Rendell [1992], traktujac wagi jako zmienne losowe, wykazujg na
podstawie nier6wno$ci Czebyszewa, ze przyjmujac:

rzl/W, (1)

prawdopodobienstwo popetienia btgdu pierwszego rodzaju jest mniejsze od przy-
jetego poziomu istotnosci a. W przypadku, gdy liczba iteracji M jest rowna liczbie
obserwacji w zbiorze uczacym, mamy wariant deterministyczny algorytmu.

Algorytm Relief doczekal si¢ kilku modyfikacji i rozszerzen. 1. Kononenko
[1994] proponuje bra¢ k najblizszych sasiadow tej samej klasy i1 & najblizszych
sasiadow klasy przeciwnej. W formule aktualizacyjnej (krok 4 algorytmu) réznice
warto$ci j-tej zmiennej wazone prawdopodobienstwami a priori sg wowczas
usredniane dla wszystkich najblizszych sasiadow. Takie podejscie zapewnia wigk-
sza odporno$¢ na szum zawarty w danych. We wspomnianym artykule rozwigzano
tez problem brakujacych danych oraz problem dyskryminacji wielu klas. W ten
sposob zmodyfikowana przez 1. Kononenke [1994] wersja algorytmu nazywana
jest w literaturze ReliefF.

Kluczowe znaczenie dla skutecznego stosowania algorytmu ReliefF ma ustale-
nie jego parametrow. Mozna tego dokona¢ w sposob catkowicie zautomatyzowany,
stosujac sprawdzanie krzyzowe (funing). Takie podejScie ma jednak swoje stabe
strony. Dla duzych zbiorow danych i duzej liczby parametréw znaczaco wzrasta
czas obliczen. Z kolei w przypadku matych zbiorow wyniki moga by¢ malo stabil-
ne. Algorytm ReliefF wymaga ustalenia trzech parametréw: liczby najblizszych
sgsiadow, liczby iteracji oraz wartosci progowej waznosci zmiennych. Cenne moga
by¢ zatem wszelkie wyniki empiryczne, ktore dawatyby sugestie co do ich wyboru.

4. Badania empiryczne

W przeprowadzonym badaniu przedyskutowano problemy ustalenia parametrow
algorytmu ReliefF. Nastgpnie porownano jakos¢ klasyfikacji z selekcja oraz bez
selekcji zmiennych. Jako klasyfikatora uzyto metod¢e wazonych k najblizszych
sasiadow. Metoda ta moze by¢ stosowana z roznymi funkcjami odleglosci, funk-
cjami wazacymi odleglosci, czy tez liczbami najblizszych sgsiadow. Parametry te
moga by¢ ustalane automatycznie przez procedurg sprawdzania krzyzowego. Gdy-
by jednak dotaczyC liste parametrow algorytmu ReliefF, przestrzen przeszukiwan
ich optymalnego zestawu znaczgco zwigkszytaby wymiar. Wobec tego w badaniu
zdecydowano si¢ przyja¢ (chyba najcze$ciej stosowana) odleglos¢ euklidesowa
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oraz wazacg odlegtosci funkcje Epanechnikova, ktora znalazta skuteczne zastoso-
wanie na przyktad w zadaniu scoringu marketingowego [Kubus 2015b]. Ma ona
postac:

K(d) =%(1—d2), )

gdzie d jest odlegloscig miedzy obiektem rozpoznawanym a obiektem ze zbioru
najblizszych sgsiadéw. Do ustalenia liczby sgsiadow wykorzystano wynik teore-
tyczny, jaki uzyskali G.G. Enas i S.C. Choi [1986], to znaczy przyjeto k ~ N*%,
gdzie N jest liczba obiektow w zbiorze uczagcym. W badaniu wykorzystano zbiory
powszechnie uzywane do poréwnan metod statystycznego uczenia [Frank, Asun-
cion 2010] (tab. 2).

Tabela 2. Zbiory danych wykorzystane w badaniu

Zbiory Liczba obiektow Liczba zmiennych Liczba klas
biodeg 1055 41 2
cardiotocographic 2126 21 3
ecoli 336 7 8
glass 214 9 6
ionosphere 351 33 2
segmentation 2310 19 7
sonar 208 60 2

Zrédto: repozytorium Uniwersytetu Kalifornijskiego, http:/archive.ics.uci.edu/ml/.

Do ustalenia liczby sgsiadow w algorytmie ReliefF zaadaptowano wspomniang
sugesti¢ G.G. Enasa i S.C. Choi [1986] dotyczaca liczby sgsiadow w klasyfikatorze
kNN. Kwestia liczby iteracji tatwo moze by¢ rozstrzygnicta przez przyjecie wa-
riantu deterministycznego. Jednak dla duzych N oznacza to wysoki koszt obliczen.
Z kolei zbyt matla liczba iteracji moze wigza¢ si¢ z utratg stabilnosci wynikow lub z
pominigciem waznej informacji tkwigcej w danych. Rysunek 2 przedstawia wagi
zmiennych oszacowane przez ReliefF (w 10-czeSciowym sprawdzaniu krzyzo-
wym) dla réznych liczb iteracji. Do ilustracji wykorzystano zbior ionosphere, do
ktérego dotaczono 20 zmiennych o jednakowych rozktadach warunkowych (byt to
rozktad normalny lub zero-jedynkowy). Zmienne te, bez mocy dyskryminacyjnej,
oznaczono literg /.

Ustalenie zbyt malej liczby iteracji (tutaj 10)' powoduje, ze wagi maja wigksze
wariancje i nie wszystkie zmienne nieistotne sg rozpoznawane (to znaczy ich $red-
nie wagi sg wigksze od zera). Z kolei wagi zmiennych w przypadku N iteracji oraz
NJ/2 iteracji sg podobne, a zmienne nieistotne stosunkowo dobrze rozpoznawane.

! Liczba iteracji rowna 10 jest rekomendowana w pracy I. Kononenki [1994].
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Rys. 2. Wagi predyktorow oszacowane algorytmem ReliefF dla zbioru ionosphere z wprowadzonymi
zmiennymi nieistotnymi (/). Linie poziome reprezentujg wybrane warto$ci progowe

Zrodto: obliczenia wlasne.

Linie poziome na rys. 2 reprezentuja wybrane wartosci progowe 7 dla wag.
Wagi mniejsze wskazuja na to, ze zmienne sg nieistotne. Prog rowny zero (linia
ciggta) dosy¢ dobrze oddziela sztucznie wprowadzone zmienne od oryginalnych,
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cho¢ nie zapewnia ich idealnego rozpoznawania. Dla M = 10 algorytm wprowadzat
w sprawdzaniu krzyzowym $rednio 6 zmiennych nieistotnych, a dla M = N/2 i wa-
riantu deterministycznego — jedng. Wydaje si¢, ze korzystniejsze bytoby ustalenie
nieco wigkszej wartosci progowej 7. Z kolei prog wyliczony wedlug formuty (1),
zaznaczony na rys. 2 linig przerywang, jest zdecydowanie zbyt radykalny. W przy-
padku, gdy M=10 uzyskano t = 1,41, co skutkowato odrzuceniem wszystkich
zmiennych. Podobne wyniki uzyskano w zbiorach biodeg oraz sonar z identycznie
wprowadzanymi zmiennymi nieistotnymi. W sonar algorytm wprowadzal $rednio
od 3 do 6 zmiennych nieistotnych dla rozwazanych liczb iteracji M.

W zwiazku z trudnos$ciami w ustaleniu wartos$ci progowej 7z, w artykule propo-
nuje si¢ nastgpujaca procedure. Metodg sprawdzania krzyzowego szacowany be-
dzie btad klasyfikacji dla klasyfikatorow z jedng, najlepszg w rankingu zmienng, z
dwoma zmiennymi itd. Przyjmiemy, ze btad minimalny wskazuje optymalny pod-
zbidr zmiennych. Do celow poréwnawczych przeprowadzono badanie, wykorzy-
stujac zbiory z pracy [Kubus 2015c], to jest biodeg, ionosphere oraz sonar z dola-
czonymi zmiennymi nieistotnymi. Wyniki prezentuje tab. 3. Symbole (10b) oraz
(10n) przy nazwach zbioréw oznaczaja, ze wprowadzano do nich odpowiednio 10
zmiennych nieistotnych binarnych lub z rozktadu normalnego. Proponowana pro-
cedura jedynie w zbiorze sonar nie rozpoznala bezbtednie wszystkich zmiennych
nieistotnych. Srednia liczba takich wprowadzen byta jednak niewielka, mniejsza od
jeden.

Tabela 3. Srednie liczby zmiennych nieistotnych wprowadzanych do klasyfikatorow kNN
przy 50-krotnym podziale zbioréw na czg$¢ uczaca i testowa

Zbior ze zmiennymi biodeg biodeg | ionosphere | ionosphere | sonar sonar
nieistotnymi (10b) (10n) (10b) (10n) (10b) (10n)
Srednia liczba zmien-

nych nieistotnych 0 0 0 0 0.96 020

Zrodto: obliczenia wlasne.

Tabela 4. Srednie btedy klasyfikacji z bledami standardowymi (w %)
estymowane 50 razy na zbiorach testowych (1/3 oryginalnego zbioru danych)
oraz wartosci p jednostronnego testu sumy rang

Zbiory KNN - bez selekeji ReliefF i KNN Wartosci p
zmiennych
biodeg 14,2 (0,2) 15,1 (0,3) 0,99355
cardiotocographic 9,0 (0,1) 8,4 (0,2) 0,00075
ecoli 17,4 (0,4) 17,9 (0,4) 0,71677
glass 31,9 (0,8) 26,2 (0,7) 0,00001
ionosphere 13,4 (0,5) 12,1 (0,4) 0,05528
segmentation 4,2 (0,1) 3,8(0,1) 0,00627
sonar 15,2 (0,6) 15,9 (0,5) 0,74402

Zrodlo: obliczenia wlasne.
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Uzyskane dotychczas wyniki zweryfikowano na danych rzeczywistych. Zasto-
sowano dwukrotnie klasyfikator kNN z funkcjg Epanechnikova (2) wazacg odleg-
losci. W pierwszym przypadku bez selekcji zmiennych, w drugim stosujac algo-
rytm ReliefF. Liczbg sgsiadow — zaréwno w klasyfikatorze, jak i w algorytmie
selekcji zmiennych — ustalano wedtug sugestii G.G. Enasa i S.C. Choi [1986].
Liczbe iteracji w ReliefF przyjeto N/2, natomiast warto§¢ progowa ustalano za
pomoca zaproponowanej wczesniej procedury. Rezultaty podsumowuje tab. 4.
Jedynie w zbiorze biodeg algorytm ReliefF nie poprawit doktadnos$ci klasyfikacji.
W przypadku zbiordéw cardiotocographic, glass, segmentation poprawa byta zna-
czaca. Zauwazmy, ze sg to zbiory z liczba klas wigksza od 2.

5. Podsumowanie

Algorytm Relief w odrdznieniu od wigkszosci popularnych kryteriow doboru
zmiennych dokonuje oceny waznosci zmiennych na podstawie informacji lokalnej.
Podobnie jak w wielu metodach data mining, praktycznym problemem jego stoso-
wania jest ustalenie optymalnych wartosci jego parametrow. W artykule sugeruje
sie, by liczbe sgsiadow przyjac taka jaka G.G. Enas i S.C. Choi [1986] przyj¢li dla
klasyfikatora kNN. Zaproponowano tez procedure wyboru liczby zmiennych roz-
wiazujacg problem ustalenia warto$ci progowej dla wag. Pokazano empirycznie, ze
sugerowana w literaturze liczba iteracji 10 [Kononenko 1994] nie gwarantuje po-
prawnego rozpoznawania zmiennych nieistotnych oraz ze wariant deterministycz-
ny mozna przyblizy¢ wykonujac polowe iteracji. Zaproponowane ustawienia daly
obiecujace rezultaty na zbiorach danych rzeczywistych.
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