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Streszczenie: Podejscie wielomodelowe w dyskryminacji i regresji zyskato duze uznanie ze
wzgledu na poprawe stabilnosci modeli oraz ich doktadnosci przewidywan. Agregowanie
klasyfikatorow k najblizszych sasiadow (kNN) napotyka jednak powazne problemy. Metoda
kNN, wykorzystujaca w klasyfikacji wylacznie odleglosci migdzy obiektami, jest wzglednie
stabilna, przez co zréznicowanie klasyfikator6w bazowych mozna osiagnaé, jedynie wybie-
rajac rozne podprzestrzenie. Tu z kolei napotykamy problem zmiennych zaklocajacych (noisy
variables), to jest takich, ktore nie maja wplywu na zmienng objasniana, a ktére w metodzie
kNN znacznie obnizaja doktadnos$¢ klasyfikacji. W artykule dokonano przegladu zapropono-
wanych w literaturze metod agregowania klasyfikatorow kNN oraz zweryfikowano je z wias-
ng propozycja algorytmu. W badaniach wykorzystano zbiory danych rzeczywistych z dola-
czonymi zmiennymi zakldcajacymi.

Stowa kluczowe: podejscie wielomodelowe, metoda k najblizszych sasiadow, selekcja
zmiennych.

Summary: Ensemble learning in discrimination and regression has gained a great apprecia-
tion due to the improved stability of the model, and often improved accuracy of the predic-
tions. Aggregating of k nearest neighbors classifiers (kNN), however, faces serious problems.
The kNN method, which uses only the distances between objects, is relatively stable, so the
diversity of base classifiers can only be achieved by choosing different subspaces. Here, in
turn, we encounter the problem of noisy variables, those that do not affect the response var-
iable, and which result in decreasing the accuracy of the kNN classifier. This article reviews
the methods of the aggregated kNN classifiers, which were proposed in the literature. We also
verify our own proposition of the algorithm. The real data with noisy variables added are used
in the empirical study.

Keywords: ensemble learning, k£ nearest neighbours method, feature selection.
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1. Wstep

Podejscie wielomodelowe w dyskryminacji i regresji juz od dwudziestu lat cieszy
si¢ duzym uznaniem i popularnoscig. W Polsce ukazata si¢ monografia E. Gatnara
[2008] podsumowujaca stan wiedzy w tej dziedzinie. Od tego czasu nadal podej-
mowano wiele prac badawczych w tym obszarze. D. Rozmus [2008] wykorzystuje
agregacje modeli w taksonomii. A. Dudek [2009] adaptuje to podejscie do zmien-
nych symbolicznych. T. Gérecki i M. Krzysko [2015] tacza klasyfikatory metodami
regresyjnymi. Podejscie wielomodelowe rozwijane byto glownie dla drzew klasyfi-
kacyjnych [Breiman 1996; Freund, Schapire 1997; Breiman 2001], ale mozna zna-
lez¢ w literaturze przedmiotu propozycje¢ faczenia innych klasyfikatoréw: sieci neu-
ronowych [Opitz, Maclin 1999], logicznych regut klasyfikacji [Friedman, Popescu
2005], modeli SVM [Trzgsiok 2006] czy klasyfikatoréw k najblizszych sasiadow.

Modele zagregowane mozna skutecznie stosowac, o ile spelnione sa pewne wa-
runki. Po pierwsze, modele bazowe muszg cechowac si¢ dostateczng doktadnoscia.
Powinna ona by¢ przynajmniej nieco wigksza od klasyfikacji na podstawie praw-
dopodobienstw a priori (w regresji od $redniej wartosci empirycznej). Po drugie,
modele bazowe powinny by¢ zroznicowane (tzn. nie mogg identycznie klasyfikowaé
tych samych obserwacji ze zbioru uczacego). K. Tumer i J. Ghosh [1996], a nastgp-
nie L. Breiman [2001] pokazali, ze im bardziej modele bazowe r6znig si¢ od siebie
(inaczej klasyfikuja te same obserwacje ze zbioru uczacego), tym doktadniejsze sg
wyniki predykcji modelu zagregowanego. Zréznicowaniu sprzyja niestabilnos¢, dla-
tego tez L. Breiman [1996] rekomendowal do podejscia wielomodelowego drzewa
klasyfikacyjne lub sieci neuronowe, natomiast odradzat agregowania klasyfikatorow
kNN, ktore sa wzglednie stabilne, gdyz do klasyfikacji uzywaja jedynie odlegtosci
miedzy obiektami. Mimo to w literaturze pojawialy si¢ takie propozycje [Ho 1998;
Bay 1999; Domeniconi, Yan 2004; Zhou, Yu 2005b; Gul i in. 2014; Kubus 2016b].
Trzy gltéwne strategie majgce na celu uzyskanie zréznicowania klasyfikatorow ba-
zowych polegaja na: losowaniu obiektow do prob uczacych, rzutowaniu obiektow
w podprzestrzenie oraz na zmianie parametrow w modelach bazowych. Pierwsza
technika nie sprawdza si¢ w przypadku wzglednie stabilnej metody kNN. Uwaga
badaczy skupita si¢ wigc na wyborze podprzestrzeni. Tu jednak napotykamy pro-
blem zmiennych, ktore nie maja mocy dyskryminacyjnej, nazywanych zmiennymi
zaktocajacymi (noisy variables). Zmienne takie powodujg obnizenie doktadnosci
klasyfikacji w metodzie kNN (zob. np. [Kubus 2016a]).

W artykule pokazemy, ze zaproponowane w literaturze metody agregowania
klasyfikatorow kNN na rozne sposoby staraja si¢ rozwigza¢ problem zmiennych
zaklocajacych. Przedstawimy mozliwosci modyfikacji wlasnej propozycji agrego-
wanego klasyfikatora kNN zaproponowanego w pracy [Kubus 2016b]. W badaniach
empirycznych wykorzystane bgda zbiory rzeczywiste oraz sztucznie generowane
zmienne bez mocy dyskryminacyjnej. Sprobujemy wykazaé, ze selekcja zmiennych
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jest niezbednym komponentem algorytmu agregowania klasyfikatorow kNN, decy-
dujacym o jego doktadnosci.

2. Agregowane klasyfikatory kNN

Zastosowanie metody & najblizszych sasiadéw w podejsciu wielomodelowym napo-
tyka dwa zasadnicze problemy. Po pierwsze, klasyfikatory kNN sg wzglednie sta-
bilne, tzn. niewielkie zmiany w probie uczacej nie wptywajg znaczaco na wyniki
klasyfikacji [Breiman 1996]. Mozna sobie wyobrazié, ze usuniecie kilku obserwacji
ze zbioru uczacego wpltywa jedynie lokalnie na niewielka zmian¢ granic migdzy
klasami. W metodzie drzew klasyfikacyjnych usunigcie kilku obserwacji moze spo-
wodowac nawet wybor innych zmiennych w weztach, a wige znaczaco zmieni si¢
posta¢ modelu. Po drugie, metoda kNN jest wrazliwa na zmienne zaktdcajace (zob.
np. [Kubus 2016a]). Rzutowanie obiektow zbioru uczacego na rézne podprzestrze-
nie jest wlasciwie jedynym sposobem uzyskania odpowiedniego zréznicowania kla-
syfikatorow bazowych. Jesli jednak w zbiorze danych sa zmienne bez mocy dyskry-
minacyjnej, doktadnos¢ klasyfikacji modeli bazowych moze gwaltownie spadac, co
w efekcie prowadzi do mato doktadnego modelu agregowanego.

Pierwsze propozycje agregowania klasyfikatorow kNN pochodzg od T.K. Ho
[1998]" oraz S.D. Baya [1999]. Polegaja one na losowym wyborze ¢ zmiennych
objasniajacych do klasyfikatorow bazowych. S.D. Bay [1999] w swym algorytmie
MEFS (Multiple Feature Subsets) agregowat 100 klasyfikatoréw jednego najblizsze-
go sasiada (INN), przyjmujac metryke euklidesowa, glosowanie wigkszosciowe
1 wybierajac liczb¢ ¢ za pomoca sprawdzania krzyzowego. Autor zauwazyt tez, ze
w przypadku, gdy w zbiorze sg zmienne bez mocy dyskryminacyjnej, klasyfika-
tor taki moze dawac sporo btednych klasyfikacji. Kolejne metody zaproponowane
w literaturze na rdzne sposoby odpowiadaja na problem zmiennych zaktocajacych.
Ponizej zamieszczono ich krotka prezentacje.

2.1. Algorytm ENNWDS

C. Domeniconi oraz B. Yan [2004] opracowali algorytm ENNWDS (Ensemble of
Nearest Neighbors in Weight-Driven Subspaces), w ktdrym nowatorskim pomystem
jest losowanie zmiennych do klasyfikatorow bazowych z r6znymi prawdopodobien-
stwami. Najpierw wigc zmiennym przypisywane sg wagi, ktore sumuja si¢ do je-
dynki. W tym celu autorzy stosujg algorytm ADAMENN (Adaptive Metric Nearest
Neighbors) [Domeniconi, Peng, Gunopulos 2002]. Wykorzystywana jest w nim wa-
zona odleglos¢ chi-kwadrat migdzy prawdopodobienstwami a posteriori. Porowny-
wane sg prawdopodobienstwa wystapienia j-tej klasy po zaobserwowaniu obiektu

'T.K. Ho zaproponowata takze analogiczng metod¢ RSM (Random Subspaces Method) dla drzew
klasyfikacyjnych (zob. tez [Gatnar 2008]).
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w oryginalnej przestrzeni zmiennych, z prawdopodobienstwem dla obiektu zrzuto-
wanego na o$ reprezentujagcg wybrang zmienng. Nalezy podkresli¢, ze oceny waz-
nosci zmiennych przypisywane sa lokalnie, gdyz odlegtosci chi-kwadrat sg usred-
niane dla najblizszych sgsiadéw rozpoznawanego obiektu. Parametrami metody
ENNWDS sa: liczba klasyfikatorow bazowych, liczba losowanych zmiennych oraz
liczba najblizszych sasiadow. Autorzy ustalili liczbe klasyfikatorow bazowych na
200 oraz metoda jednoczgsciowego sprawdzania krzyzowego (leave one out cross
validation) dobierali kombinacj¢ parametréw k oraz g (liczba losowanych zmien-
nych do klasyfikatorow bazowych). Stosowali wazong metryke euklidesowg oraz
badali trzy schematy agregowania: glosowanie wigkszo$ciowe, usrednianie prawdo-
podobienstw a posteriori oraz metode Borda.

2.2. Algorytm FASBIR

Kolejna prezentowana metoda agregowania klasyfikatorow kNN zawiera etap se-
lekcji zmiennych. Jej implementacja jest algorytm FASBIR (Filtered Attribute Sub-
space based Bagging with Injected Randomness) zaproponowany przez Z.H. Zhou
1Y. Yu [2005b]. W celu uzyskania jak najwickszego zréznicowania klasyfikatorow
bazowych autorzy zastosowali nastepujgce techniki: losowy wyboér zmiennych po
wcezesniejszej selekcji, losowanie prob bootstrapowych oraz losowy wybor potegi
w metryce Minkowskiego (tab. 1). Oryginalnie algorytm ten badany byt dla: 100
klasyfikatorow bazowych, zbioru poteg P = {1, 2, 3}, wartosci progowej ¢ rownej
33% $redniej wartosci przyrostu informacji dla wszystkich zmiennych oraz dla licz-
by ¢ rownej potowie liczby zmiennych po etapie selekcji. Autorzy rozwazali liczby
sasiadow k ze zbioru {1, 3, 5, 7, 9}, nie dajac jednak jasnej rekomendacji co do
optymalnego wyboru tego parametru.

Tabela 1. Algorytm FASBIR

Ustal parametry modelu:

M — liczbg klasyfikatorow bazowych,

t —warto$¢ progowa kryterium oceny waznosci zmiennych,

q — liczbe zmiennych losowanych do pojedynczego klasyfikatora,

k — liczbg najblizszych sasiadow,

P — zbior wartos$ci poteg w metryce Minkowskiego.

1. Przeprowadz dobor zmiennych, wykorzystujac caty zbior uczacy, przyjmujac jako kryterium przyrost
informacji (information gain) i wartos¢ progowa t. Uzyskany podzbiér zmiennych oznaczony bedzie
przez S, S < X .

2. Z podzbioru S wylosuj ¢ zmiennych. Uzyskang w ten sposob losowa podprzestrzen oznaczymy przez
S.

3w podprzestrzeni S, wylosuj probg bootstrapowg B.

4. W zbiorze B znajdz k najblizszych sasiadow rozpoznawanego obiektu x i klasyfikuj go. Zastosuj
metryke Minkowskiego z potgga losowang ze zbioru P.

5. Kroki 2-4 powtarzaj M razy, zapamictujac wszystkie klasyfikacje z kroku 4.

6. Dokonaj agregacji za pomoca glosowania wiekszosciowego.

Zrédto: opracowanie wlasne na podstawie [Zhou, Yu 2005b].
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Prototypem FASBIR jest wczesniej proponowany przez tych samych autorow
Bag-In-Rand (BIR) [Zhou, Yu 2005a], w ktérym losowo wybierane sg obiekty
(bootstrap), zmienne oraz potegi w metryce Minkowskiego, ale brakuje etapu selek-
¢ji zmiennych.

2.3. Algorytm ESKNN

Zupelhie odmienny pomyst na uniknigcie wptywu zmiennych zaktdcajacych mie-
li A. Gul 1 in. [2014]. W ich algorytmie ESKNN (Ensemble of a Subset of kNN
classifiers) zmienne wybierane sg losowo, ale jako$¢ klasyfikatorow bazowych jest
kontrolowana. Cata procedura przebiega dwuetapowo. Najpierw buduje si¢ na pro-
bach bootstrapowych M klasyfikatorow bazowych w g-wymiarowych losowych
podprzestrzeniach. Klasyfikatory sa porzadkowane wedlug doktadnosci klasyfikacji
szacowanej na zbiorach obiektow, ktore nie zostaty wylosowane do prob uczacych
(out of bag). W nastepnym kroku wybiera si¢ / najlepszych klasyfikatorow bazo-
wych, ktore przechodza do kolejnego etapu sprawdzania jakosci modelu. Polega on
na ocenie modeli agregowanych, w sktad ktoérych wchodzi kolejno m najlepszych
klasyfikatorow bazowych, gdzie m € {1, ..., h}. Klasyfikator bazowy jest wlaczany
do modelu agregowanego, jesli nastapi poprawa wartosci indeksu Briera:

Z:;l(yi - ]3()/1 |x,~ ))2

n

B=

: (D

t

gdzie n, jest liczbg obiektow w zbiorze walidacyjnym. Autorzy w swych bada-
niach przyjeli: M = 1000, ¢ = p/3 (gdzie p jest liczba zmiennych objasniajacych),
h = 40%M oraz agregowanie przez glosowanie wigkszo$ciowe. Liczba sgsiadow
wybierana byla ze zbioru k € {1, ..., 10} przez 10-czgsciowe sprawdzanie krzyzowe.

2.4. Algorytm AR-1INN

Kolejny algorytm agregujacy klasyfikatory kNN zaproponowat M. Kubus [2016b].
Jego kluczowym elementem jest selekcja zmiennych. Od opisanego wczesniej al-
gorytmu FASBIR rézni si¢ on w nastepujacych punktach. Po pierwsze, selekcja
zmiennych jest wykonywana dla kazdej proby bootstrapowej oddzielnie. Po drugie,
przyjeto inne kryterium wazno$ci zmiennych. Wykorzystano tu algorytm ReliefF
[Kononenko 1994], dedykowany metodzie k najblizszych sasiadéw. Po trzecie, war-
to$¢ progowa tego kryterium jest ustalana na podstawie analizy statystycznej, a nie
arbitralnie. W pracy [Kubus 2016a] na§wietlono problematyke ustalenia warto$ci
progowej oraz zaproponowano, by zmienne porzadkowac¢ wedlug oceny waznosci
algorytmem ReliefF, a nastepnie metoda sprawdzania krzyzowego ocenia¢ doktad-
no$¢ klasyfikacji modeli zagniezdzonych. Na podstawie minimalnego bledu klasy-
fikacji wybierana jest optymalna liczba zmiennych. Nalezy podkresli¢, ze w agre-
gowanym klasyfikatorze kNN z selekcjg zmiennych (AR-1NN) przyjmuje si¢ liczbe
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sasiadow rowng jeden. Wybdr ten jest intuicyjny, gdyz w przypadku k = 1 uzyskuje
si¢ najwigksze dopasowanie do danych ze zbioru uczacego, co wpltywa na zmniej-
szenie stabilno$ci i powinno bardziej zréznicowac¢ modele bazowe. Przyjecie k£ = 1
powoduje tez zmniejszenie czasu obliczen oraz unikni¢cie problemu wyboru opty-
malnej warto$ci tego parametru. W przedstawionych powyzej algorytmach k& wy-
bierane jest przez sprawdzanie krzyzowe (duzy czas obliczen) lub jego wybor jest
arbitralny i brakuje wyraznych rekomendacji co do jego optymalnego wyboru.

Stabsza strong zaproponowanego w pracy [Kubus 2016b] algorytmu AR-1NN
jest relatywnie duzy czas obliczen. Decyduje o tym przyjecie liczby iteracji w Re-
liefF rownej polowie liczebnosci zbioru uczacego [Kubus 2016a] oraz przedstawio-
ny wyzej sposob ustalenia wartos$ci progowej. W niniejszym opracowaniu proponuje
si¢ zatem nastepujaca modyfikacje. Po pierwsze, ustalenie mniejszej liczby iteracji
w algorytmie selekcji zmiennych ReliefF. Wprawdzie w pojedynczym klasyfikatorze
moze to spowodowaé wprowadzenie zmiennej zaktdcajacej i obnizy¢ jego jakosc,
lecz w podejsciu wielomodelowym moze by¢ pozadane ze wzgledu na osiggnigcie
wiekszego zréznicowania. Po drugie, w wyborze wartosci progowej kosztowne obli-
czeniowo sprawdzanie krzyzowe zastagpione bedzie oceng na zbiorze walidacyjnym.
Takie podejscie na ogdt powoduje mniejsza stabilno$¢ modelu, lecz w kontekscie
agregacji moze pozytywnie wptyna¢ na doktadnos¢ klasyfikacji.

3. Badania empiryczne

Badania poréwnawcze algorytmow agregowania klasyfikatorow kNN przeprowa-
dzono, wykorzystujac zbiory z repozytorium Uniwersytetu Kalifornijskiego [Frank,
Asuncion 2010]: cardiotocographic (2126, 21, 3), ecoli (336, 7, 8), glass (214, 9,
6), ionosphere (351, 33, 2), segmentation (2310, 19, 7) oraz sonar (208, 60, 2).
W nawiasach podano kolejno liczby: obiektow, zmiennych objasniajacych oraz
klas. Do zbiorow rzeczywistych dotaczono takze zmienne zaklocajace, ktore mia-
ty w klasach jednakowe rozktady N(0;1). We wszystkich eksperymentach wprowa-
dzano ich 10 lub 50 procent oryginalnej liczby zmiennych objasniajacych p. Bledy
klasyfikacji estymowano 50 razy na zbiorach testowych, przy czym poszczegélne
klasyfikatory agregowane budowano dla tych samych podziatow na zbiory uczace
itestowe. W obliczeniach wykorzystano wtasne kody oraz pakiet ESKNN programu
R. W celu uzyskania porownywalnosci, we wszystkich badanych algorytmach usta-
lono jednakowe warto$ci parametrow. Przyjeto: liczbe najblizszych sasiadow k=1,
liczbe losowanych zmiennych g =/ p, potegi w metryce Minkowskiego {1, 2, 3}
oraz liczbe¢ klasyfikatorow bazowych M = 100. Wyjatek stanowit algorytm ESKNN,
gdzie zgodnie z zaleceniami autorow przyjeto M = 1000. Wybodr ten potwierdzity
tez badania wlasne, ktorych wyniki przedstawiono w tab. 2. Zauwazmy, ze zdecy-
dowanie mniejsze bledy klasyfikacji uzyskiwano dla jednego najblizszego sasiada
w por(')\;//;laniu z k wyznaczonym wg sugestii G.G. Enasa i S.C. Choi [1986], to jest
ky~N".
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W tab. 3 pokazano wyniki wlasnych propozycji algorytméw. Symbolem AR-
-INN (1) oznaczono oryginalng wersje algorytmu zaproponowang w pracy [Kubus
2016b]. Symbol AR-1NN (2) oznacza jego modyfikacje przedstawiong w rozdziale
2 niniejszego opracowania. Test rangowanych znakéw Wilcoxona wykazywat jej
przewage. Jedynie na zbiorze ecoli z jedna zmienng zaktocajaca algorytm zmodyfi-
kowany dawat istotnie wigksze btedy klasyfikacji. Podkreslmy tez, ze wersja zmo-
dyfikowana jest zdecydowanie szybsza. Algorytm AR-INN (2) stosowano takze
z dodatkowo wprowadzong kontrola jakosci klasyfikatorow bazowych lub z losowa
potega w metryce Minkowskiego. Nie uzyskano jednak zwigkszenia doktadnosci
klasyfikacji. Zbadano tez przypadek k=~ N>*, gdzie otrzymano na ogdt wicksze
btedy klasyfikacji.

Tabela 2. Bledy klasyfikacji (w %) w metodzie ESKNN dla roznych warto$ci parametrow.
Btedy estymowano 50 razy na zbiorach testowych i usredniono. Do oryginalnych zbiorow
dotaczono zmienne zaklocajace z N(0;1)

§ rﬁgﬁ%ﬁ‘:ﬁfﬁgg;l M=100 | M=500 | M=1000| M=100 | M=500 | M=1000
oo k=k, | k=k, | k=k, | k=1 k=1 k=1
cardiotocographic 10,90.2)| 9,1(02)] 89(0,1)| 98(03) 8@©.1| 7.6,
ionosphere 10,1 (0.4)] 93(0.4)] 8204)| 9404 7704 704
segmentation 9,5(0,5)| 11,2 (0,6)| 11,3 (0,6)| 9,5(0.8)| 9.8(0,7)| 9,7 (0,6)
sonar 23,9(0.8)| 17,7 (0,7)] 16,8 (0,7)| 21,9 (0,9) 17,8 (0,7)| 14,8 (0,7)
, ni:;f}i;dz‘;ffoi‘;?zg;m M=100 | M=500 | M=1000| M=100 | M=500 | M= 1000
S0 k=k, | k=k, | k=k, | k=1 k=1 k=1
cardiotocographic 13,3(0,4)| 11,7 (0,3)| 11,1 (0,2) | 12,4 (0,3)| 9,9(0,2)| 9,5(0,2)
ionosphere 11,9 (0,5 ] 104 (04| 9,704 1105 8403)] 7,704
segmentation 18,6 (11| 17,6 (1,0)| 18,2 (1,2)| 13,9 (1,0)| 16 (1,0)| 16,4 (0,9)
sonar 28,4 (0,9 24(0,8)]20,5(0,7)] 29,2 (1,0)| 21,2 (0,7)] 17,9 (0,7)

Zrodto: obliczenia wlasne.

Porownanie btedow klasyfikacji dla metod opisanych w punkcie 2 ilustruje tab.
4. Algorytm AR-1NN zastosowano w zmodyfikowanej wersji. W przypadku zbio-
rOw ecoli oraz glass wystapity trudno$ci implementacyjne w pakiecie ESKNN i nie
uzyskano wynikow. W algorytmie ENNWDS wazono zmienne za pomocg algoryt-
mu ReliefF. W algorytmach, ktore nie wykorzystuja ani selekcji zmiennych, ani ich
losowania z roznymi prawdopodobienstwami (MFS, BIR, ESKNN) widoczny jest
radykalny wzrost bledow klasyfikacji po wprowadzeniu wigkszej liczby zmiennych
zaktocajacych. Taka zalezno$¢ wystepuje nawet w algorytmie FASBIR wykorzy-
stujacym selekcje zmiennych. Zastosowanie jednostronnego testu rangowanych
znakow Wilcoxona pokazato, ze dla wszystkich zbiorow, z wyjatkiem segmenta-
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tion, wzrost btedu klasyfikacji dla algorytmu FASBIR byt istotny na poziomie 0,05.
Otrzymano nastepujace wartosci p: cardiotocographic 0,00274; ecoli 0,00000; glass
0,00054; ionosphere 0,04859; sonar 0,00001.

Najmniejsze btedy klasyfikacji uzyskiwano przewaznie autorskim algorytmem
AR-INN. Wyjatek stanowity: zbidr cardiotocographic, gdzie najmniejszy blad
zwracat algorytm ENNWDS z wazeniem zmiennych algorytmem ReliefF, oraz zbior
ecoli ze zmiennymi zaktocajacymi w liczbie 10% oryginalnych zmiennych objas-
niajacych, gdzie najmniejszy blad zwracal algorytm FASBIR. Do oceny istotnosci
réznic w btgdach dla algorytméw AR-1NN, FASBIR oraz ENNWDS zastosowano
test Friedmana. Hipotezy zerowej nie odrzucono jedynie w przypadku zbioru glass,
w ktorym dotaczono 10% zmiennych zaktocajacych (tab. 5). Dalsza analiza post-
-hoc testem Nemenyi (zob. [Demsar 2006]) pokazata wyzszos¢ algorytmu AR-1NN
nad ENNWDS (z ReliefF) we wszystkich zbiorach z wyjatkiem cardiotocographic
(oraz glass, gdzie nie byto réznicy statystycznie istotnej). Porownanie z FASBIR
takze wychodzi na korzy$¢ proponowanego algorytmu, zwtaszcza w przypadku, gdy
wprowadzano wiecej zmiennych zaktocajacych. Wowczas dla zbioru cardiotoco-
graphic roznica btedow klasyfikacji nie byta istotna, a dla pozostatych zbioréw AR-
-1NN dawat istotnie mniejsze btedy klasyfikacji.

Tabela 3. Bledy klasyfikacji (w %) dla klasyfikatora AR-1NN (propozycja wtasna)
i kilku jego modyfikacji. Btedy estymowano 50 razy na zbiorach testowych i usredniono.
Do oryginalnych zbioréw dotaczono zmienne zaktocajace z N(0;1)

ey sioeneymi | ARANN | ARINN | ARINN | ARINN | AR-IN
10% (1) 2) (2) +ocena | (2) +1los M
cardiotocographic 10,2 (0,1) 8,4 (0,1) 8,4 (0,1) 8,4 (0,1) 8,9 (0,1)
ecoli 16,5 (0,5) 16,5 (0,5) 18,2 (0,5) 18,2 (0,5) 16,9 (0,5)
glass 23,8(0,6) | 22,6(0,7) | 22,6(0,6) | 22,5(0,6) | 23,6(0,6)
ionosphere 7,8 (0,3) 6,2 (0,3) 5,7(0,3) 5,7(0,3) 6,7 (0,3)
segmentation 3,6 (0,1) 3(0,1) 3(0,1) 3(0,1) 2,7(0,1)
sonar 14,2 (0,6) 13,1 (0,6) | 13,3(0,6) 13,5(0,6) | 14,3(0,6)
oot | o | AR [ A [ A | arwy
50% (1) 2) (2) + ocena | (2) +1los M
cardiotocographic 10 (0,1) 8,7 (0,1) 8,2 (0,1) 8,2 (0,1) 8,9 (0,1)
ecoli 16,5 (0,4) 17,3 (0,4) | 17,9(0,4) 17,9 (0,4) | 17,6 (0,4)
glass 25,1(0,6) | 23,4(0,6) | 22,9(0,6) | 22,9(0,6) | 25,3(0,6)
ionosphere 8,6 (0,4) 6,6 (0,3) 6(0,3) 6(0,3) 7,4 (0,3)
segmentation 3,6(0,1) 2,9(0,1) 3,1(0,1) 3,1(0,1) 2,8 (0,1)
sonar 14,3 (0,6) 13,8 (0,6) | 12,1(0,6) 12,2 (0,6) | 14,7(0,7)

Zrodto: obliczenia wlasne.
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Tabela 4. Bledy klasyfikacji (w %) dla agregowanych klasyfikatorow kNN estymowane 50 razy
na zbiorach testowych. Do oryginalnych zbioréw dotaczono zmienne zaklocajace z N(0;1)

Zn%ile):l(l)ar)}/]nfidz(:l?fézc(g;sfllni MFS BIR FASBIR | ESKNN Egggf? S AR-INN
10%
cardiotocographic 10 (0,2) | 11,1 (0,2) 8(0,1)| 7,6(0,1) 7,3(0,1)| 8,4(0,1)
ecoli 18,9 (0,5)| 18,3(0,5) | 17(0,4) - 21,8 (0,5)| 18,2 (0,5)
glass 26,3(0,5)| 32(0,6)] 238(0,6)| - 23,1 (0,7)] 22,6 (0,6)
ionosphere 6,7(0,3)| 14,4(0,4)| 6,3(0,3) 7 (0,4) 6,1(0,3)| 5,7(0,3)
segmentation 420,1)| 7.40,1)| 41(0,1)] 97(0,6)| 3.7(0,1)] 30,
sonar 14,1 (0,6)| 15,3 (0,5)| 14,2 (0,6)| 14,8 (0,7)| 15,4(0,6)| 13,3 (0,6)
znﬁzﬁyynfiféfczﬁgln MFS BIR | FASBIR | ESKNN Eﬁgggs AR-INN
50%
cardiotocographic 14,3 (0,2)| 13,5(0,2)| 8,4(0,3)| 9,5(0,2) 7,4(0,1)| 8,2(0,1)
ecoli 26,2 (0,5)| 23(0,4)|21,7(0,7) - 21,1 (0,5)| 17,9 (0,4)
glass 33,7(0,7)| 45,4 (0,7)| 26,3 (0,8) - 23,1(0,7)| 22,9 (0,6)
ionosphere 8,7(0,4)| 15,7(0,4)| 6,5(0,3)| 7,7(0,4) 6,5(0,3) 6(0,3)
segmentation 7,9 (0,2)| 17,3 (0,2) 4(0,1)| 16,4 (0,9) 3,9(0,1) 3,1(0,1)
sonar 18,2 (0,6)| 17,8 (0,6)| 17,3 (0,6)] 17,9 (0,7)| 14,5 (0,6)| 12,1 (0,6)

Zrodto: obliczenia wlasne.

Tabela 5. Statystyczna istotno$¢ réznicy btedow klasyfikacji. W kolumnach przedstawiono réznice
$rednich rang migdzy algorytmem AR-1NN a algorytmami FASBIR oraz ENNWDS z ReliefF.
Wartosci ujemne mowig o wiekszej doktadnosci algorytmu AR-1NN. Ich moduty pordwnywane sa
z r6znicg krytyczna 0,4686 dla poziomu istotnosci 0,05

10% zmiennych zaktocajacych 50% zmiennych zaktocajacych
AR FASBIR ENN.WDS Frie]:;tana FASBIR ENN.WDS Fri:(friltana
ReliefF wartos¢ p ReliefF wartos¢ p
cardiotocographic 0,68 1,36 0,00000 0,03 1,05 0,00000
ecoli 0,46 -0,88 0,00000 -0,81 -0,87 0,00000
glass - - 0,27645 -0,68 0,01 0,00021
ionosphere -0,70 -0,47 0,00017 -0,67 -0,68 0,00002
segmentation -1,41 -0,75 0,00000 -1,22 -1,21 0,00000
sonar -0,31 -0,53 0,01947 -1,19 -0,55 0,00000

Zrodto: obliczenia wlasne.
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4. Podsumowanie

W artykule zaprezentowano przeglad algorytméw agregujacych klasyfikatory kNN
wraz z wlasng propozycja. Zaakcentowano, ze gtownym problemem dla tych me-
tod sa zmienne zaktocajace, to jest bez mocy dyskryminacyjnej. Podkreslono tez
korzysci z ustalenia liczby sasiadow rownej jeden. Badania empiryczne wykazaty,
ze selekcja zmiennych jest niezbednym komponentem algorytmu agregowania kla-
syfikatorow kNN, decydujacym o jego doktadnosci. Warto zwroci¢ uwage na ade-
kwatno$¢ wyboru kryterium oceniajacego zmienne do metody kNN. Tylko w algo-
rytmach AR-1NN oraz w ENNWDS-ReliefF nie wystgpit wzrost bledu klasyfikacji
wraz z liczba zmiennych zakldcajacych.
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