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Streszczenie: Klasyfikacja spektralna, ktora zaproponowali Ng, Jordan i Weiss [ 2002], jest
nie tyle nowa metoda klasyfikacji, ile nowym podejsciem do przygotowywania danych na
potrzeby klasyfikacji, ktéra wykorzystuje ide¢ dekompozycji spektralnej macierzy danych.
Glownym celem artykutu jest zastosowanie klasyfikacji spektralnej na potrzeby podejécia
wielomodelowego w analizie skupien danych symbolicznych oraz przeprowadzenie i ana-
liza symulacji w tym zakresie. Klasyfikacja spektralna moze znalez¢ zastosowanie zardwno
w przygotowaniu danych na potrzeby utworzenia macierzy wspotwystapien (co-association
matrix), jak i w samej klasyfikacji dokonywanej na podstawie tej macierzy, a takze jako meto-
da przygotowywania danych na potrzeby adaptacji metody boosting w klasyfikacji. W czesci
empirycznej artykutu zaprezentowano i zinterpretowano wyniki klasyfikacji wielomodelowej
z zastosowaniem klasyfikacji spektralnej zarowno do przygotowania danych wejsciowych,
jak i samej klasyfikacji. Wykorzystano tu sztuczne zbiory danych o znanej strukturze klas.

Stowa kluczowe: klasyfikacja wielomodelowa, klasyfikacja spektralna, dane symboliczne.

Summary: Spectral clustering that was proposed by Ng, Jordn and Weiss [2002], is not a new
clustering method, but a new approach to data preparation that uses the idea of data decompo-
sition. The main aim of the paper is to present an application of spectral clustering in ensemble
clustering for symbolic data. Spectral clustering can be used before building co-association
matrix and to this matrix. Spectral clustering can be also combined with bagging for cluster-
ing. In the empircal part data sets with known cluster structures are used.

Keywords: ensemble clustering, spectral, clustering, symbolic data.

1. Wstep

Podejscie wielomodelowe moze by¢ z powodzeniem stosowane w zagadnieniach
dyskryminacyjnych i regresyjnych (zob. np. [Gatnar 2008; Kuncheva 2014]). Nie-
mniej jednak idea podej$cia wielomodelowego, ktéra polega na tgczeniu wynikow
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otrzymanych z zastosowaniem r6znych modeli (metod), moze by¢ z powodzeniem
stosowana takze w zagadnieniu analizy skupien danych symbolicznych.

Celem artykutu jest zaproponowanie zastosowania klasyfikacji spektralnej na
potrzeby podejscia wielomodelowego w analizie skupien danych symbolicznych.
Klasyfikacja spektralna moze znalez¢ zastosowanie zarowno w przygotowaniu da-
nych na potrzeby utworzenia macierzy wspotwystapien (co-association matrix), jak
i w samej klasyfikacji dokonywanej na podstawie tej macierzy, a takze jako metoda
przygotowywania danych na potrzeby réznych adaptacji metody boosting w klasy-
fikacji.

W czesci empirycznej artykutu zaprezentowano wyniki klasyfikacji wielomode-
lowej z zastosowaniem klasyfikacji spektralnej zarowno do przygotowania danych
wejsciowych, jak i samej klasyfikacji. Wykorzystano tu sztuczne zbiory danych
o znanej strukturze klas.

2. Dane symboliczne

Obiekty symboliczne, w przeciwienstwie do obiektow w ujeciu klasycznym, moga
by¢ opisywane przez nastgpujace rodzaje zmiennych [Bock, Diday (red.) 2000, s. 2-3;
Billard, Diday 2006, s. 7-30; Dudek 2013, s. 35-36; Diday, Noirhomme-Fraiture 2008,
s. 10-19] (przyktadowe realizacje zmiennych symbolicznych zawarto w tabeli 1):

* zmienne nominalne, porzadkowe, przedzialowe oraz ilorazowe,

* zmienne interwatowe — czyli przedziaty liczbowe,

e zmienne wielowariantowe — czyli listy kategorii lub wartosci,

e zmienne wielowariantowe z wagami — czyli listy kategorii z wagami,

* zmienne histogramowe — czyli listy wartoSci z wagami.

Tabela 1. Przyktadowe zmienne symboliczne wraz z realizacjami

Zmienna symboliczna Realizacje zmiennej Typ zmiennej
Preferowana cena <20; 35>, <27; 37>, <30, 45>, <28; 42> interwalowa
samochodu w tys. zt (przedziaty
nieroztgczne)
Preferowana <1000; 1200), <1200; 1400), <1400; 1600) interwalowa
pojemnos¢ silnika <1600; 1800), <1800; 2000); <2000; 2200) (przedziaty roztaczne)
w cm?
Preferowany kolor {czarny, czerwony, zielony}, wielowariantowa

{czerwony, z0tty, rozowy},{czarny}

Preferowana marka {60% Honda, 40% Audi}, {100% Volkswagen} | wielowariantowa

z wagami
Pte¢ respondenta KM nominalna
Czas dojazdu do pracy | {60% <10; 20>, 40% <30; 40>} histogramowa

{20% <10; 20>, 80% <30; 40>}

Zrédto: opracowanie wihasne (dane sztuczne).
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Szerzej o obiektach i zmiennych symbolicznych, sposobach otrzymywania
zmiennych symbolicznych z baz danych, réznicach i podobienstwach mi¢dzy obiek-
tami symbolicznymi a klasycznymi piszg m.in.: [Bock, Diday (red.) 2000, s. 2-8;
Dudek 2013, s. 42-43; 2004; Billard, Diday 2006, s. 7-66; Noirhomme-Fraiture, Bri-
to 2011; Diday, Noirhomme-Fraiture 2008, s. 3-30].

3. Wielomodelowa klasyfikacja spektralna

Podstawowy algorytm klasyfikacji spektralnej zaproponowano w pracy Ng, Jordan
i Weiss [2002]. Nazwa tej metody odnosi si¢ do jednego z jej podstawowych kro-
koéw, w ktorym wyznacza si¢ zbior warto$ci wlasnych macierzy Laplace’a, nazy-
wany w matematyce spektrum (widmem) (zob. np. [Walesiak 2013]). W literaturze
przedmiotu zaproponowano wiele roznych modyfikacji klasyfikacji spektralnej —
m.in. w pracach Shorteed [2006] czy Walesiaka i Dudka [ 2009].

W badaniach poréwnawczych klasyfikacja spektralna czesto osigga znacznie
lepsze rezultaty niz tradycyjne metody klasyfikacji. Wynika to z faktu, ze nie przyj-
muje si¢ w niej zadnych zatozen co do ksztaltu skupien. Dodatkowo klasyfikacja
spektralna w wiekszos$ci przypadkéw daje lepsze rezultaty dla skupien o nietypo-
wych ksztattach (zob. np. [von Luxburg, Bousquet, Belkin 2005]).

Klasyfikacja spektralna dla danych symbolicznych sktada si¢ z nastgpujacych
krokow!:

1. Konstrukcja tablicy danych symbolicznych V = [vij] o wymiarach n X m
(i=1, ..., n — numer obiektu, j = 1, ..., m — numer zmiennej).

2. Zastosowanie estymatora jadrowego do obliczenia macierzy podobienstw
(affinity matrix) pomiedzy obiektami. Najczesciej do wyznaczania macierzy podo-
bienstw stosowany jest estymator gaussowski:

4, =exp(-o-d,), i,k=1,...n, (1)

gdzie: d, - odlegtos¢ pomigdzy i-tym i k-tym obiektem symbolicznym, o — parametr
skali (szerokos$¢ pasma).

W czesci empirycznej wykorzystano znormalizowang miarg odlegtosci Ichino-
-Yaguchiego oraz parametr ¢ = 2 dla wszystkich symulacji.

3. Obliczenie diagonalnej macierzy D, w ktorej na glownej przekatnej znajduja
si¢ sumy kazdego z wierszy macierzy A, a poza nig zera.

4. Wyznaczenie znormalizowanej macierzy Laplace’a:

L=D"AD . 2)

! Opracowanie wlasne na podstawie prac: [Walesiak, Dudek 2009, s. 12-14; Dudek 2013, s. 78;
Walesiak 2013, s. 34-35].
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5. Obliczenie wartosci wtasnych oraz odpowiadajacych im wektoréow wias-
nych dla macierzy L. Uporzadkowanie wektorow wlasnych wedlug malejacych war-
tosci wlasnych. Pierwsze u z nich (gdzie: u — liczba klas) tworzy macierz E.

6. Znormalizowanie macierzy E zgodnie ze wzorem:

Vi =%/,}Z%2 , (©))
j=1

gdzie: i =1, ..., n — numer obiektu, j = 1, ..., m — numer zmiennej, u — liczba klas.

Macierz Y stanowi punkt wyjscia do zastosowania jednej z metod klasyfikacji
(najczesciej jest to metoda k-Srednich).

W literaturze przedmiotu zaproponowano wiele réznorodnych podejs$é, ktore
umozliwiajg zastosowanie klasyfikacji spektralnej w ramach podejScia wielomode-
lowego, ktore mozna podzieli¢ na dwie gtéwne grupy (zob. [Huang i in. 2015; Liu
iin. 2015; Jia i in. 2011; Jia, Liu, Jiao 2011]):

1. Zastosowanie podejscia spektralnego do macierzy danych lub tablicy da-
nych symbolicznych, a nastepnie:

* wykorzystanie jednej z adaptacji metody bagging (jeden z trzech algorytmow:

Leischa, Hornika lub Doudoit i Fridlyandy) na potrzeby klasyfikacji,

e utworzenie macierzy wspotwystapien i dokonanie klasyfikacji na jej podstawie,
* utworzenie macierzy wspotwystapien i ponowne zastosowanie podejscia spek-
tralnego do tej macierzy.

2. Utworzenie na podstawie tablicy danych symbolicznych macierzy wspot-
wystapien i zastosowanie podejs$cia spektralnego do tej macierzy.

4. Badania symulacyjne

Na potrzeby badan symulacyjnych przygotowano pi¢¢ zbiorow danych o znanej
strukturze klas (z wykorzystaniem funkcji clusterGen z pakietu clusterSim
programu R (zob. [Walesiak, Dudek 2015]). W tabeli 2 zawarto charakterystyke pig-
ciu przygotowanych zbiorow danych.

Na podstawie kazdego modelu wygenerowano 20 zbioréw danych, a nast¢pnie
przeprowadzono klasyfikacje wielomodelowa z wykorzystaniem znormalizowane;j
odlegtosci Ichino-Yaguchiego, ktore okazaly si¢ skuteczne w klasyfikacji spektral-
nej danych symbolicznych interwalowych dla zbioréw danych réznych typow (zob.
[Petka 2014]). Do ustalenia ostatecznej liczby klas zastosowano indeks Calinskie-
go-Harabasza (w klasyfikacji spektralnej mozna zastosowac roézne indeksy jakosci
klasyfikacji — zob. np. [Walesiak 2013]), za kazdym razem rozwazano podziaty od
2 do 10 klas. Wyniki poréwnano ze znana struktura klas za pomoca skorygowanego
indeksu Randa (zob. [Hubert, Arabie 1985]).

Na rysunku 1 przedstawiono graficzng prezentacj¢ zbiorow danych utworzo-
nych z wykorzystaniem funkcji cluster.Gen pakietu clusterSim dla danych
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Tabela 2. Charakterystyka modeli w analizie symulacyjnej

Ip |nm|m|u lo Srodki cigzkosci klas Macierz kowariancji X
13 ]2]2]50 (0,0), (1, 5) o,=1,0,=09
24 (2]3]50 0,0), (1,5, 7), (3, 14) o,=1,0,=09
3 6 215155 (53 5): (_35 3)5 (35 _3)’ (0’ O): (_5, _5) ij = 15 Gﬂ: 099
4 7 305 607 80a 355 (57 55 5)5 (_37 35 _3)a (3a _3a 3)’ 6/-/- =1 (1 S] < 3)5

45,30 (0,0, 0), (-5, -5, -5) 5, =09(1<j#I<3),
5 9 31560 (07 O: 0):(105 10: 10)5 (_103_103_10)3 q/-/-=3 (1 S]S 3):

(10, -10, 10), (~10, 10, 10) 6,=2(1<j#1<3),

Ip —numer modelu; nm —numer modelu w funkcji cluster. Gen pakietu clusterSim; m—licz-
ba zmiennych; u — liczba klas; /o — liczba obiektow w klasach (jedna liczba oznacza klasy rownoliczne).

Zrodto: opracowanie wiasne.

symbolicznych interwatowych. Osie przedstawiajg zakres warto$ci zmiennych sym-
bolicznych interwatowych w kazdym z modeli.

Tabela 3 prezentuje $rednie, obszary zmiennosci oraz odchylenia standardowe
wartosci skorygowanego indeksu Randa dla sze$ciu roznych rozwigzan w zakresie
wykorzystania klasyfikacji spektralnej w podejsciu wielomodelowym i pieciu zbio-
row danych oraz $rednig wartos¢ indeksu Randa dla kazdej z metod w przekroju
wszystkich zbioréw danych.

Tabela 3. Wyniki symulacji dla poszczegdlnych zbioréw danych

) Sciezka klasyfikacji
Zbidr danych (Ip)
D-SM-K | D-SM-S-K| D-M-S-K | D-S-BH | D-S-BL | D-S-BDF
1 2 3 4 5 6 7
1 0,9767 0,9898 0,2032 0,9863 0,9871 0,9655
2 0,9883 0,9814 0,3092 0,9882 0,9798 0,9876
3 0,9563 0,9465 0,1102 0,9453 0,9567 0,9509
4 0,9209 0,9330 0,1200 0,9400 0,9514 0,9439
5 0,9754 0,9678 0,3303 0,9654 0,9831 0,9873
Srednia 0,9635 0,9637 0,2146 0,9650 0,9716 0,9670
gjﬁgrlz‘;';e 0,0264 0,0237 0,0102 0,0224 0,0164 0,0202
Obszar zmiennosei | 0,0674 0,0568 0,2201 0,0482 0,0357 0,0437

nm — numer zbioru danych w funkcji cluster.Sim pakietu clusterGen programu R;
D — tablica danych symbolicznych; S — podejscie spektralne; M — macierz wspotwystapien; K — me-
toda k-$rednich; BH — adaptacja metody bagging Hornika; BL — adaptacja metody bagging Leischa;
BDF — adaptacja metody bagging Dudoit i Fridlyandy.

Zr6dto: opracowanie wilasne.
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Rys. 1. Graficzna prezentacja zbioréw danych utworzonych z wykorzystaniem funkcji cluster.
Gen pakietu clusterSim (dane symboliczne interwatowe).

Zrédlo: opracowanie wlasne z wykorzystaniem programu R.
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Najlepsze wyniki w sensie usrednionego skorygowanego indeksu Randa dla
wszystkich zbiorow danych uzyskato podejscie spektralne potaczone z adaptacja
metody bagging Leischa. Do$¢ zblizone wyniki uzyskaty takze inne adaptacje me-
tod bagging — Hornika oraz Dudoit i Fridlyandy.

Takze biorac pod uwage obszar zmiennosci (rozstgp) skorygowanego indeksu
Randa najlepsze wyniki otrzymano dla adaptacji metody bagging Leischa oraz ada-
ptacji bagging Hornika.

Najgorsze wyniki, w sensie $redniego skorygowanego indeksu Randa, dla kaz-
dego ze zbiorow danych uzyskato podejscie spektralne zastosowane do macierzy
wspotwystapien. Wyniki te majg jednocze$nie duzy rozstep wartosci oraz dos$¢ ni-
skie odchylenie standardowe.

Zastosowanie podejscia spektralnego do danych symbolicznych (tablicy danych
symbolicznych), a takze potaczenie zastosowania podejscia spektralnego do tablicy
danych symbolicznych wraz z zastosowaniem klasyfikacji spektralnej do macierzy
wspotwystgpien otrzymaty zblizone wyniki.

5. Podsumowanie

Przeprowadzone symulacje wskazujg, ze klasyfikacja spektralna moze znalez¢ z po-
wodzeniem zastosowanie w klasyfikacji danych symbolicznych. Niemniej jednak,
podobnie jak w przypadku danych klasycznych, istotnym zagadnieniem jest tutaj
dobor wielkosci parametru ¢ (szerzej o zagadnieniu doboru tego parametru pisza
m.in. Walesiak [2013], Karatzoglu [2006]). Drugim waznym zagadnieniem w przy-
padku danych symbolicznych jest wybor odpowiedniej miary odleglosci. Miary od-
legtosci dla danych symbolicznych omowione sg m.in. w pracach Gatnara i Walesia-
ka [2011], Bocka i Didaya [2000].

Szerzej problematyke dotyczaca zagadnienia doboru miary odleglosci w kla-
syfikacji spektralnej danych symbolicznych interwatowych prezentuje praca Petki
[2014].

Podejscie spektralne, bazujace na dekompozycji tablicy danych symbolicznych,
moze znalez¢ zastosowanie na réznych etapach klasyfikacji.

Najlepsze wyniki klasyfikacji otrzymano taczac podejscie spektralne z adaptacja
metody bagging Leischa. Najgorsze wyniki otrzymano dla podejscia spektralnego
zastosowanego do macierzy wspotwystapien zbudowanej na podstawie tablicy da-
nych symbolicznych.
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