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Streszczenie: Nowoczesne systemy wspomagania decyzji biznesowych korzystaja niejedno-
krotnie z uczenia maszynowego i sztucznej inteligencji do rozwiazywania skomplikowanych
problemow. Jednym z nich jest klasyfikacja postrzegana w tym kontekscie jako przyporzad-
kowywanie obserwacji (obiektow) okreslonym kategoriom. Wsrod wielu metod umozliwiajg-
cych osiagnigcie tego celu znajduja si¢ algorytmy regutowe, ktdre poza wspomaganiem decy-
zji pozwalaja zaobserwowaé korelacje wewnatrz wolumenow danych. Ma to szczegdlne
znaczenie w przypadku decyzji uwzgledniajacych duze wolumeny danych. Procedury te na-
potykaja jednak problemy w przypadku silnego zaburzenia proporcji kategorii lub poszcze-
golnych atrybutow. Odpowiedzia na to wyzwanie moze by¢ skuteczna metoda wyboru cech
istotnych. W artykule wykorzystano jedna z odmian testu permutacyjnego. Jako przyktad
zastosowania biznesowego omowione zostato wykorzystanie algorytmu RIPPER uzytego do
analizy wiarygodnosci kredytowej klientow instytucji finansowe;.

Stowa kluczowe: uczenie maszynowe, sztuczna inteligencja, wspomaganie decyzji, klasyfi-
kacja, systemy regutowe, analiza danych.

Summary: Modern decision support systems make use of machine learning and artificial
intelligence to solve complicated problems. One of them is classification, understood in this
context as assigning objects to categories. Amongst many methods to achieve this goal, rule-
based systems pay special attention, because they provide an end-user not only with direct
answers to a given problem, but also produce useful insights into correlations present in
a dataset. In this article new method has been proposed — application and modification of Leo
Breiman’s original Random Forest solution combined with backwards elimination (known from
classic regression) — and tested on real credit decisions dataset. Differences in classification
metrics between base and augmented classifier were checked using cross-validation testing, and
statistical significance. The article concludes with further research suggestions.

Keywords: machine learning, artificial intelligence, decision support, classification, rule ba-
sed systems, data science.



56 Iwona Chomiak-Orsa, Filip Wojcik

1. Wstep

Kluczowymi elementami zarzadzania kazdym przedsigbiorstwem jest nie tylko nad-
zor nad realizacja procesow biznesowych, ale przede wszystkim rozwigzywanie pro-
bleméw dobrze, jak rowniez stabo ustrukturalizowanych [Surma 2009, s. 14]. Bez
wzgledu na ich charakterystyke kazda decyzja zarzadcza musi by¢ poparta odpo-
wiednig informacja pozwalajacg na wybdr optymalnego (w danych warunkach) roz-
wigzania [Kisielecki 2008]. W dobie nadmiaru informacji i ich redundancji kluczo-
we staje si¢ identyfikowanie najistotniejszych atrybutow, majgcych wplyw na
podejmowane dzialania. Przy wzrastajacych ciggle wolumenach danych wyznacza-
nie istotnosci atrybutdw nabiera szczegdlnego znaczenia, poniewaz blad decyzji
moze by¢ obarczony znacznymi kosztami zaréwno dla organizacji, jak i jej klienta.
Klasycznym przyktadem moga by¢ decyzje dotyczace oceny zdolnosci kredytowe;j
klientow banku. Wydanie decyzji pozytywnej wobec osoby niemajacej wystarczaja-
cych srodkdéw naraza wszystkie strony stosunku prawnego na potencjalne konse-
kwencje — prawne lub finansowe. W odwrotnej sytuacji odmowa udzielenia kredytu
osobie spetniajacej wymagania moze (w najgorszym przypadku) doprowadzi¢ do
utraty klienta lub przedtuzy¢ proces.

Inteligentne systemy wspomagania decyzji moga utatwic to zadanie przez wska-
zywanie korelacji i asocjacji taczacych ze soba poszczegolne sktadniki analizowane-
go wolumenu. Niemniej jednak zgodnie z zatozeniem klgtwy wymiarowosci [Flach
2012, s. 243] im wigcej dostepnych do wykorzystania cech/atrybutow, tym mniej
wiarygodne stajg si¢ prognozy. Niezwyklej wagi nabiera zatem zapewnienie odpo-
wiedniej jakos$ci informacji zarzadczych, wspomagajacych procesy podejmowania
decyzji na wszystkich szczeblach odpowiedzialnosci — od taktycznego poczawszy,
na strategicznym skonczywszy [Surma 2009, s. 15].

W niniejszym artykule zaproponowano algorytm selekcji istotnych atrybutow
predykcyjnych, postugujac si¢ studium przypadku bankowych decyzji kredytowych.
Zaprezentowany proces decyzyjny stanowi klasyczny przyktad zastosowania sztucz-
nej inteligencji do wspomagania procesOw decyzyjnych, obarczonych ryzykiem
[Surma 2009, s. 50].Wykorzystana metoda klasyfikacji regutowej, z jedne;j strony,
zapewnia biznesowym odbiorcom koncowym peten wglad w wyniki i struktur¢ mo-
delu, a z drugiej, jest podatna na odchylenia w rozktadzie wartosci, co moze prowa-
dzi¢ do fatszywych wnioskow [Aggarwal 2015, s. 136]. Proponowany algorytm wy-
znaczania tzw. permutacyjnej istotnosci stanowi probe zaadresowania tego problemu.

2. Charakterystyka systemow wspomagania decyzji biznesowych

Komputerowe wspomaganie decyzji biznesowych stanowi jedno z najwazniejszych
zastosowan systemow typu business intelligence. Termin ten, pochodzacy z lat 80.,
dotyczy wielu dzialan majacych na celu usprawnienie procesow wewnetrznych or-
ganizacji 1 utatwienie decydentom dziatan operacyjnych [Surma 2009]. Tradycyjnie
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zalicza si¢ do tej kategorii systemy ekspertowe, opierajace si¢ na skodyfikowane;j
w postaci regut wiedzy specjalistow dziedzinowych [Olszak, Mach-Krol 2016].
Wspolczesne mozliwosci w zakresie indukcyjnego gromadzenia doswiadczenia, auto-
matycznego wyciggania wnioskow i aplikowania posiadanej wiedzy do rozwigzywa-
nia nowych problemow sprawiaja, iz takze uczenie maszynowe oraz rozpoznawanie
wzorcOw staja si¢ nieodtgcznymi elementami BI [Chomiak-Orsa, Mrozek 2017].
W potaczeniu z odpowiednig architektura hurtowni danych tworza narzedzia odkry-
wania nowej wiedzy, a takze wsparcie dla wszystkich szczebli zarzadzania organiza-
¢cji [Olszak 2012]. Do najistotniejszych kategorii probleméw rozwigzywanych przez
sztuczne inteligencje naleza:

Klasyfikacja — wieloklasowa lub binarna, bedaca przedmiotem niniejszego ar-
tykutu.

Grupowanie — polegajace na taczeniu elementéw zblizonych pod wzgledem
badanych cech.

Regresja — przewidywanie warto$ci numerycznych.

Z biznesowego punktu widzenia klasyfikacja odgrywa bardzo wazng rolg — bu-
duje uproszczone modele opisujace okreslone zjawiska i stanowigce uogodlnienie
wiedzy, opartej na napotkanych przypadkach, zgromadzonej przez system. W zalez-
nosci od wykorzystanej techniki lub algorytmu modele klasyfikacyjne moga podda-
wac sie inspekcji i analizie, dostarczajac dodatkowych informacji o przestankach
stojacych za podejmowanymi decyzjami [Morzy 2013].

Klasyfikacja, obok grupowania, regresji i rozpoznawania wzorcow, nalezy do
najpowszechniejszych zadan wykonywanych przez systemy uczenia maszynowego
[Morzy 2013]. Stanowi takze podkategori¢ szerszej metodologii, zwanej uczeniem
z nauczycielem (lub uczeniem nadzorowanym), w ktérym obecne sg dwa zbiory
danych — treningowy, stuzacy do nauczania, oraz testowy, uzywany w celu weryfika-
cji rezultatow. Specjalna funkcja, okreslana jako wyrocznia lub nauczyciel, przyzna-
je oceny bedace odzwierciedleniem jakosci postepow dokonywanych przez algo-
rytm.

Majac dang tzw. przestrzen przyktadow (zwang przez niektorych autorow dzie-
dzina, opisujaca obiekty/rekordy i oznaczang jako X, oraz zestaw etykiet docelo-
wych (kategorii), do ktorych one nalezg — oznaczang jako £, system klasyfikacyjny
stara si¢ odnalez¢ funkcje mapujaca obiekty na kategorie. Nosi ona nazwe pojecia
docelowego [Flach 2012, s. 50-51].

3. Charakterystyka i zastosowania systemow regutowych

Systemy regutowe naleza do jednych z najwczes$niejszych algorytméw uczenia ma-
szynowego, najblizej spokrewnionych z klasycznymi systemami eksperckimi
[Mitchell 1997, s. 20-21]. Ich gtéwnym zadaniem jest wyszukiwanie regut, zdolnych
objasniac korelacje i zaleznosci zachodzace w zbiorach danych — mapujac wtasci-
wosci przyktadow na etykiety kategorii. Algorytmy te tworza bardzo rozlegta rodzi-
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ne¢, o wewnetrznym zroznicowaniu, zaleznym od konkretnej implementacji. Lacza je

jednak pewne wspdlne cechy charakterystyczne:

e Czytelnos¢ struktury — kazdy model sklada si¢ z regut majacych posta¢ warun-
kowa: jezeli [poprzednik], fo [nastepnik].

Z punktu widzenia odbiorcy biznesowego czytelnos$¢ struktury modelu jest jed-
ng z jego najistotniejszych wiasciwosci. W przeciwienstwie do tak zwanych modeli
czarnoskrzynkowych [Hastie, Tibshirani, Friedman 2009, s. 352-53], tzn. takich,
ktorych struktura pozostaje niezrozumiala dla cztowieka, zapewniaja one doktadny
wglqd w elementy sktadajace si¢ na proces decyzyjny.

Opisowe wlasnosci statystyczne — ponownie, w przeciwienstwie do wzmianko-

wanych systemow czarnoskrzynkowych, kazda z regut opisana jest szeregiem

miar statystycznych, wskazujacych na stopien jej powigzania zarowno z klasa
docelows, jak i dopasowaniem. W polaczeniu z punktem poprzednim daje to
odbiorcy biznesowemu mozliwo$¢ zapoznania si¢ z jakoscig kazdej reguly,
wplywajacej na proces podejmowania decyzji przez automat, podobnie jak mia-

o to miejsce w klasycznych systemach eksperckich.

Jednym z najbardziej znanych algorytméw regutowych jest RIPPER (Repeated
Incremental Prunning to Produce Error Reduction), zaproponowany po raz pierw-
szy w 1995 r. [Cohen 1995]. Generuje on reguly decyzyjne dla kazdej klasy z osobna
w iteracjach. Wolumen danych jest dzielony na tzw. konstrukcyjny, pozwalajacy
komplikowa¢ reguty w miarg nabierania doswiadczenia, oraz tzw. walidacyjny, kon-
trolujacy ztozono$¢ catosci.

Procedura ta zostala wybrana do analizy z kilku wzgledow. Po pierwsze, repre-
zentuje grupe algorytmow biatoskrzynkowych, opartych na regutach — a wige czy-
telnych i zrozumiatych dla cztowieka. Co wigcej — nalezy ona do najtrafniejszych w
swojej kategorii. Jednoczesnie jest mniej skuteczna niz np. sieci neuronowe lub
drzewa decyzyjne. Po drugie, RIPPER jest wrazliwy na niezrownowazone proporcje
klas w zbiorach danych. Po trzecie wreszcie — jest stosunkowo wolny, gdy musi
przetworzy¢ wiele atrybutoéw iteracyjnie. Taki zestaw cech pozwala zaprezentowad
metody optymalizacji, bedace przedmiotem niniejszej publikacji.

4. Zidentyfikowany problem badawczy oraz proponowana metoda
ustalania istotnoSci atrybutow

Sam fakt istnienia skutecznego klasyfikatora nie oznacza, iz jest on w stanie uzyskac
zadowalajace rezultaty za kazdym razem. Kluczowym elementem pozostaje, jak
wspomina C. Shearer w swojej publikacji z 2000 r., stanowigcej podstawe metodo-
logii analitycznej CRISP-DM [Shearer 2000], odpowiedni wybor i selekcja atrybu-
tow wykorzystywanych przez klasyfikator. Z punktu widzenia wspierania zarzad-
czych decyzji biznesowych obarczonych ryzykiem nabiera to szczegoélnego
znaczenia. W $rodowisku redundancji informacyjnej menedzerowie bardzo czgsto
nie sg $wiadomi istnienia pewnych istotnych implikacji, a nadmiar danych nie po-
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zwala zidentyfikowa¢ korelacji iluzorycznych lub wregez btednych [Surma 2009,
s. 14-15]. Jednym z glownych zadan systemow doradczych oraz EIS (Executive In-
formation System) jest utatwianie kierownictwu podejmowania decyzji oraz dostar-
czanie wartosciowych informacji [Kisielecki 2008, s. 293-294]. Nie jest to mozliwe,
gdy system nie potrafi sobie sam poradzi¢ z filtracja atrybutdéw nieistotnych.

W odpowiedzi na problemy wzmiankowane w punkcie poprzednim proponowana
jest metoda wyznaczania atrybutow istotnych dla klasyfikacji algorytmem RIPPER,
zwana dalej metoda permutacyjnej istotnosci dla trafnoséci zrownowazonej (BART
— Balanced Accuracy Permutaiton Test). Stanowi ona modyfikacje oryginalnie za-
proponowanego w 1994 r. testu permutacyjnego do sprawdzania pojedynczej zmien-
nej losowej pod katem zgodnos$ci z zadanym rozktadem [Good 1994]. Wzmianko-
wana metoda byla nastgpnie rozwijana, gldwnie pod katem optymalizacji lasow
losowych (random forest) [Breiman 2001] oraz pojedynczych drzew decyzyjnych
[Eibe, Witten 1998]. Inne prace [Ojala, Garriga 2010] traktuja testy permutacyjne
jako stabilniejsza, w poréwnaniu np. z walidacjg krzyzowa, metod¢ wyznaczania
rzeczywistej trafnosci ogdlnej klasyfikatora. W niniejszym artykule proponowane jest
jego wykorzystanie w charakterze sposobu odroznienia cech istotnych w warunkach
silnego zaburzenia proporcji klas. Jest ono oparte na algorytmie zaproponowanym
w 2004 r. [Radivojac i in. 2004], przeznaczonym dla bardziej stabilnych zbiorow
danych.

Metoda testow permutacyjnych dla klasyfikatorow opiera si¢ na zatozeniu, iz
jedyna wiarygodng metoda zbierania informacji, czy cecha wplywa pozytywnie czy
negatywnie na trafno$¢, jest wyliczenie tzw. empirycznych p-wartosci (empirical
p-value), bedacych odpowiednikiem p-wartosci klasycznych testow statystycznych
[Ojala, Garriga 2010].

W tym kontekscie empiryczna p-warto$¢ jest proporcja przypadkow, gdzie kla-
syfikator operujacy na losowej permutacji cech uzyskat wynik lepszy (nizszy blad)
niz dla cech oryginalnych, co stanowi anomali¢. A contrario, atrybuty najbardziej
istotne to te, dla ktorych wyniki po permutacji pogarszaty sig, a zatem p-wartos¢
byta niska. Statystyczna istotno$¢ jest ustalana na zadanym poziome o, podobnie jak
ma to miejsce przy innych testach. W pracy Feature Selection Filters Based on the
Permutation Test [Radivojac i in. 2004] zaproponowano dokonywanie permutacji
cech w obrebie kazdej klasy z osobna i badanie, jak zmieni si¢ trafno$¢ klasyfikatora,
opierajac si¢ na mierze zysku informacyjnego lub statystyce chi-kwadrat. W celu
uzyskania lepszej stabilnosci wynikdéw procedure przeprowadzano w ramach k-krot-
nej walidacji krzyzowej, usredniajac wyniki.

Na tej podstawie mozna zidentyfikowacé, ktore zmienne wptywaja na jakosc¢ kla-
syfikacji. Atrybuty uznane za nieistotne mozna usung¢, zmniejszajagc tym samym
wymiarowos$¢ danych, przyspieszajac czas dziatania algorytmu i podnoszac trafnos¢
prognozy.
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5. Metodologia oraz wyniki badan

W celu weryfikacji zaproponowanego podej$cia autoréw przeprowadzono badania
empiryczne z wykorzystaniem rzeczywistych zbiorow danych. Zasadniczym ich
celem byto wykazanie przydatno$ci wzmiankowanego podej$cia w biznesowych za-
stosowaniach, mogacych wspiera¢ procesy podejmowania decyzji. Stwierdzenie,
ktore atrybuty wnoszg rzeczywisty wklad w trafnos¢ analiz, ma kluczowe znaczenie,
zgodnie z metodologig badan analitycznych CRISP-DM.

Jako reprezentatywny przyktad wybrano zestaw ,,German Credit Data”, dostar-
czony przez profesora Hansa Hoffmana (z Instytutu Statystyki i Ekonometrii Uni-
wersytetu w Hamburgu), dostepny w publicznym repozytorium naukowo-badaw-
czym UCI Machine Learnig Repository' — platformie przeznaczonej do dzielenia sig
zbiorami danych interesujacymi z punktu widzenia uczenia maszynowego, statysty-
ki i1 szeroko rozumianej analizy danych. Opisuje on binarng ocen¢ zdolnosci klien-
tow niemieckiej instytucji finansowej (chcacej zachowaé¢ anonimowos$¢) do otrzy-
maniakarty kredytowej’. Kazda osoba opisana jest szeregiem atrybutow powigzanych
z jej statusem materialnym, stanem posiadania, historig zobowigzan itd. Dane zosta-
ty zanonimizowane, aby uniemozliwi¢ identyfikacje podmiotow.

Testy przeprowadzono metoda k-krotnej walidacji krzyzowej, polegajacej na
k-krotnym, ré6znorodnym podziale zbioru uczacego na czes$¢ trenujgca i testowa. Za-
pewnia to mniejszg wariancj¢ wynikow i lepsze przyblizenie sprawnosci rzeczy-
wistej [Flach 2012, s. 349]. Zgodnie z proponowanym algorytmem metoda permuta-
cyjnego testu istotnosci z empirycznymi p-wartosciami wyselekcjonowano cechy
negatywnie wplywajace na trafnos¢. Polaczono je w podzbiory (po 2, po 3 itd.),
sprawdzajac, czy ich laczne usunigcie wptynie pozytywnie na trathos¢ predykeji na
zbiorze testowym.

Nastepnie, chcac porownaé ze soba dwa klasyfikatory, przeprowadzono test
istotnos$ci statystycznej #-Studenta dla roznicy $redniej trafno$ci zrownowazonej na
zadanym poziomie istotno$ci oo = 0,05. Hipotezy testu bytyby nastepujace:

* Hipoteza zerowa: réznica w metryce trafnosci zrownowazonej pomiedzy klasy-
fikatorami wynosi zero.

* Hipoteza alternatywna: wartos¢ metryki traftho$ci zrownowazonej dla klasyfi-
katora zredukowanego jest wigksza od warto$ci miary dla klasyfikatora bazowego.
Podzbidr atrybutéw uznawany jest za nieistotny w klasyfikacji, jesli réznica

srednich trafno$ci zrownowazonych jest istotna statystycznie i wyzsza dla klasyfika-

tora po jego usunigciu — oznacza to, iz atrybuty poddane przypadkowej permutacji
daja lepsze wyniki niz dane oryginalne, co jest oczywista anomalig.

! https://archive.ics.uci.edu/ml/about.html.

2 https://archive.ics.uci.edu/ml/datasets/statlog+(german+credit+data), Lichman, M. (2013). UCI
Machine Learning Repository [http://archive.ics.uci.edu/ml]. Irvine, CA: University of California,
School of Information and Computer Science.
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Zgodnie z opisang metodologia zastosowano proponowany algorytm do wybra-
nia cech negatywnie wplywajacych na trafnos$¢. Tabela 1 przedstawia empiryczne
p-warto$ci dla wybranych atrybutow?.

Majac taki zestaw atrybutdéw, przystapiono do konstruowania n-tych (zbiorow
dwojek, trojek etc.), generujgc kombinacje w celu sprawdzenia, ktora z nich w naj-
wiekszym stopniu poprawi trafnos¢ predykcji. Najlepszy rezultat testu 7-Studenta
roznicy trafno$ci w 20-krotnej walidacji krzyzowej uzyskano, usuwajac wszystkie
wzmiankowane atrybuty.

Tabela 1. Selekcja cech nieistotnych

Atrybut Empiryczna p-warto$¢
Inne osoby na utrzymaniu <<0,001
Inne plany ratalne <0,001
Pracownik zza granicy 0,001
Stan cywilny i pte¢ 0,02
Liczba 0s6b w stosunku do ktorych zachodzi 0,03
obowiazek alimentacyjny

Zr6dto: opracowanie wilasne.

Porownanie $redniej traftho$ci klasyfikatora bazowego oraz klasyfikatora po usu-
nigciu atrybutow prezentuje tab. 2, wykres pudetkowy oraz wynik testu t-Studenta.

Tabela 2. Poro6wnanie klasyfikatora bazowego i utworzonego przez usunigcie atrybutow

Miara\klasyfikator Bazowy Zredukowany
Srednia trafno$¢ zrownowazona (TZ) 0,5686 0,6131
Odchylenie standardowe TZ 0,038 0,05
1 kwantyl TZ 0,55 0,5923
Mediana TZ 0,566 0,6274
3 kwantyl TZ 0,5857 0,6518

Zrodlo: opracowanie wlasne.

3 Zapewnienie powtarzalno$ci wynikow jest kluczowe dla rzetelnosci badan. Testy prowadzono,
wykorzystujac konkretne wersje bibliotek i narzgdzi, a takze z wykorzystaniem okreslonego sprzetu.
Ponizej znajduje si¢ specyfikacja wzmiankowanych elementow:

Komputer: MacBook Pro (Retina, 15-inch, Mid 2015), 2,2 GHz Intel Core 17, 16 GB 1600 MHz
DDR3, Intel Iris Pro 1536 MB

System operacyjny: MacOS High Sierra 10.13.2 (17C205)

Srodowisko analityczne: Rstudio 1.1.383

Wykorzystane biblioteki:

r-core: 3.4.2 — jezyk analizy statystycznej R

RWeka 0.4-37 — budowanie klasyfikatora regutowego

ststs 3.4.2. — testy statystycznej istotnosci
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Roéznica srednich TZ -0,0445
Statystyka T -2,2151
Stopnie swobody 18
P-wartos¢ 0,019
Przedzial 95% min -00
Przedziatl 95% max -0,009

Réznica trafnosci klasyfikacji

0.65
|

Trafnos¢ zrwnowazona

T T
bazowy zredukowany

Klasyfikator
Rys. 1. Rozktad trafnosci klasyfikacji

Zrodto: opracowanie wiasne.

Poréwnanie czutosci klasyfikatora bazowego oraz
po zastosowaniu procedury

o

03

0<

czutost

00

T T
barowy Fredikowany
Klasyfikator

Rys. 2. Porownanie czutosci klasyfikatorow

Zrodto: opracowanie wiasne.
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Warto réwniez przeanalizowaé miary w rozbiciu na etykiety kategorii dla klasy-
fikatora korzystajacego tylko z istotnych atrybutéw. Uzyskat on nastgpujace srednie
rezultaty w 20-krotnej walidacji:

* Specyficzno$é: 88,7%, co jest wynikiem lepszym o prawie 3 punkty procentowe

od klasyfikatora bazowego (85,9%),

*  Czulosé: 39%, co jest wynikiem lepszym o prawie 10 punktow procentowych od

klasyfikatora bazowego (29%).

Rysunki 2 i 3 przedstawiajg kolejno: relacj¢ specyficznosci obu klasyfikatorow
oraz porownanie czutosci klasyfikatorow.

Poréwnanie specyficznosci klasyfikatora bazowego oraz
po zastosowaniu procedury

o
e -

090
I

Specyficznodd
0.85
I

- o

T T
bazowy zredukowany

klasyfikator
Rys. 3. Porownanie specyficzno$ci klasyfikatorow

Zrodto: opracowanie wiasne.

Analiza wynikéw pozwala stwierdzi¢, iz zachodzi statystycznie istotna réznica
w trafno$ci zrownowazonej na korzys¢ klasyfikatora RIPPER uzyskanego metoda
permutacyjnego ustalania istotnosci atrybutow. Oznacza to, iz taki klasyfikator
lepiej sprawdza si¢ w podejmowaniu decyzji w przedmiotowym zbiorze danych.
Odznacza si¢ wyraznie wyzsza srednig czutoscig 1 specyficznoscia niz klasyfikator
bazowy, co pozwala mu sprawniej identyfikowac klientow.

6. Zakonczenie

Jak wykazaly badania empiryczne przeprowadzone w poprzednich sekcjach, zasto-
sowanie permutacyjnej metody ustalania istotnosci atrybutow dla trafnosci zrowno-
wazonej (BART) z algorytmem RIPPER pozwala otrzymac lepsze rezultaty w sto-
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sunku do klasyfikacji bazowej. Uzyskany system odznacza si¢ w stosunku do
klasyfikatora bazowego:

1. Lepszym ogdlnym wynikiem trafno$ci zrownowazonej — nawet w warunkach
silnego zaburzenia proporcji pomiedzy klasami.

2. Wyzsza czultoscia 1 specyficznoscia.

Wymienione wyzej czynniki przektadaja si¢ na wickszag biznesowa wartos¢
finalnego systemu. Po pierwsze, wymaga on mniejszej ilosci danych do dziatania, co
w kontekscie tzw. Big Data 1 obecnos$ci bardzo duzych wolumenéw informacji ma
niebagatelne znaczenie. Zidentyfikowanie atrybutéw nieistotnych pozwoli z jednej
strony zaoszczgdzi¢ zasoby obliczeniowe i1 czas przeprowadzanych operacji (ko-
rzy$¢ w obszarze technologicznym), jak i potencjalnie uproscic¢ procesy biznesowe
zbierania danych. Po drugie, wyzsza czutos$¢ i specyficzno$¢ przektadajg sie na sys-
tem stabilniejszy, zachowujacy si¢ w sposob przewidywalny dla uzytkownika, a tym
samym wzbudzajacy wicksze zaufanie. Peter Flach wskazuje to jako jeden z istot-
nych biznesowo czynnikoéw ksztattujacych dobra architekture wspomagania decyzji
biznesowych [Flach 2012, s. 93].

Whioski przedstawione w niniejszym artykule nie wyczerpuja tematu selekcji
atrybutow istotnych dla algorytmow regutlowych. Poruszone w tym miejscu zagad-
nienia stanowig przyczynek do dalszych badan. Wsrdd najistotniejszych, zdaniem
autorow, znajdujg sig¢:

1. Optymalizacja opisanego algorytmu pod katem zlozonosci cyklomatycznej
i efektywnosci — przedstawiona implementacja jest tzw. wdrozeniem ,,naiwnym”,
a co za tym idzie — niezoptymalizowanym. Moze to rodzi¢ problemy w przypadku
duzych wolumendéw danych i nalezy zbada¢ mozliwo$ci przyspieszenia procesu.

2. Zbadanie skutecznos$ci metody na wigkszej liczby zbiorow danych, zréznico-
wanych pod katem proporcji klas.

3. Sprawdzenie, czy istnieje zwiazek pomigdzy statystycznymi miarami dopaso-
wania regut, a ogdlng trafnoscig predykcyjna — mozliwe bytoby wowczas wyprowa-
dzenie rozwigzania analitycznego.
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